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L’intelligence artificielle regroupe l’ensemble des techniques et théories permettant à un sys-
tème artificiel d’agir de façon dite intelligente, c’est-à-dire comme un humain ou un animal le
ferait. Ce domaine de recherche a fait récemment l’objet de grandes avancées qui ont permis de
surpasser de nombreuses méthodes de traitement de l’information. Plus particulièrement pour
la catégorie des réseaux de neurones qui ont fait preuve de performances impressionnantes et
d’une forte capacité à s’adapter à différents cas d’usages. Ces réseaux de neurones cherchent
à imiter le fonctionnement des neurones du cerveau humain et peuvent apprendre des données
qui leur sont fournies pour répondre à différents problèmes. Cet attrait pour ces méthodes s’est
notamment amplifié ces dernières années avec l’arrivée des réseaux de neurones artificiels pro-
fonds (DNNs) et notamment dans le domaine du traitement de l’information visuelle avec les
réseaux de neurones convolutionnels (CNNs). Cependant, la quête de puissance des DNNs et
CNNs les ont amenée à s’éloigner de leur inspiration biologique initiale. Ainsi, les réseaux de neu-
rones artificiels (ANNs) ne ressemblent désormais plus au fonctionnement du cerveau humain,
consomment beaucoup d’énergie et nécessitent de nombreuses données pour les entraîner.
Une réponse à ces différents problèmes a été proposée et celle-ci vient encore une fois du bio-
mimétisme. En effet, celle-ci consiste à s’inspirer de la méthode de communication de l’informa-
tion des neurones. Les réseaux de neurones à spike (SNNs) se sont alors développés. Considérés
comme la troisième génération de réseaux de neurones (Maass 1997), ils utilisent les spikes
(potentiels d’action) pour transmettre l’information entre les neurones, qui sont des événements
binaires et inscrits temporellement, contrairement aux ANNs qui utilisaient des valeurs analo-
giques et continues. Le développement des SNNs s’est accompagné de l’utilisation de la règle
d’apprentissage Spike-Timing-Dependent-Plasticity (STDP), qui a pour particularité d’être bio-
inspirée, d’utiliser l’information temporelle contenue dans les spikes et d’être non-supervisée. De
nouveaux capteurs et cartes neuromorphiques ont ensuite émergé permettant de profiter pleine-
ment des avantages présentés par les SNNs et par le traitement de l’information événementielle
de façon plus générale.
De récentes études ont montré que les SNNs pouvaient extraire de l’information à partir d’infor-
mation visuelle sur des images ou en utilisant des caméras événementielles. L’objectif de cette
thèse est d’utiliser et d’adapter une nouvelle caméra événementielle développée par l’entreprise
Yumain à Dijon pour effectuer de l’analyse et de la prédiction de trajectoires de balles dans un
contexte sportif. En effet, la capacité de prédiction est primordiale dans le sport afin d’anticiper
le comportement de l’adversaire ou la trajectoire d’un ballon. Les experts sportifs notamment,
présentent de fortes capacités de prédiction dans leur sport de prédilection. Ainsi l’objectif est
d’évaluer la capacité de notre solution à prédire la trajectoire d’un ballon et de comparer les
performances avec des participants experts ou non en sport de balle, nécessitant une anticipation
de la trajectoire de la balle.
Ce manuscrit de thèse reviendra donc dans un premier temps sur l’état de l’art actuel des traite-
ments événementiels, dont notamment les SNNs et les caméras asynchrones événementielles. La
caméra NeuroSoc sera ensuite présentée, ainsi que le SNN utilisé durant cette thèse. Puis nous
montrerons que ce type de SNN permet d’extraire de l’information à partir de spikes générés
par de l’information visuelle, que ce soit sur des simulations ou depuis des acquisitions réelles.
Ainsi, nous montrerons que l’information extraite permet de prédire la trajectoire de la balle et
que cette prédiction est plus précise que celles effectuées par des participants humains. Enfin,
quelques limites de la caméra NeuroSoc utilisée durant cette thèse seront exposés, ainsi que des
propositions pour améliorer cette dernière.
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Artificial intelligence covers all the techniques and theories that enable an artificial system to
act in a so-called intelligent way, i.e., as a human or an animal would. This field of research has
recently made significant progress which have enabled it to surpass many information processing
methods. Specifically, the category of artificial neural networks (ANN) has shown impressive
capabilities and strong abilities to adapt to different use cases. These neural networks seek to
mimic the processing of neurons in the human brain and can learn from provided data to solve
various tasks. This attraction for these methods has notably increased in recent years with the
arrival of deep neural networks (DNN), notably in visual information processing with convolutio-
nal neural networks (CNN). However, the methods currently used by DNNs and CNNs no longer
mimic the human brain’s processing, use a lot of energy, and require a lot of data to train them.
An answer to these different limits has been proposed. This one comes from bio-mimicry, once
again, as it consists of being inspired by the information communication method of neurons. Spi-
king neural networks (SNN) were then developed. Considered as the third generation of neural
networks, they use spikes (action potentials) to transmit information between neurons, which are
binary events with a temporal information, as opposed to ANNs that used analog and continuous
values. The development of SNNs was accompanied by the spike timing dependant plasticity
(STDP) learning rule. This one has the particularity of being bio-inspired, using the temporal
information contained in the spikes and being unsupervised. New sensors and neuromorphic
chips have emerged to take full advantage of the benefits offered by SNNs and event-driven
information processing more generally.
Recent studies have shown that SNNs can extract information from visual stimuli on images or
by using event-driven cameras. The objective of this thesis is to use and adapt a new event-driven
camera developed by the company Yumain, located in Dijon, to perform analysis and prediction
of ball trajectories in a sports context. Indeed, the ability of prediction is essential while prac-
ticing sport in order to anticipate the opponent’s behavior or the trajectory of a ball. Sports
experts, particularly, have strong predictive skills in their favorite sport. Thus the objective is to
evaluate the capacity of our solution on the ball’s trajectory prediction task and compare the
performances with expert and/or non-expert participants.
Fisrt of all, this thesis manuscript will review the current state of the art of event-driven proces-
sing, including event-driven cameras and asynchronous cameras. Then, the NeuroSoc camera
will be presented, along with the SNN used during this thesis. Afterward, we will show that
this type of camera allows extracting information from spikes generated by visual information,
either on simulations or from real acquisitions. Thus, we will show that the extracted information
allows predicting the ball’s trajectory and that this prediction is more accurate than those made
by human participants. Finally, some limitations of the NeuroSoc camera used during this thesis
will be presented, along with some proposals to improve it.
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Chapitre 1

Introduction

Une des caractéristiques principales des êtres vivants est leur capacité à s’adapter afin de
survivre. Chaque être vivant utilise ses propres moyens afin de faire perdurer son espèce, en fonc-
tion notamment de ses capacités sensori-motrices. Pour survivre les êtres vivants perçoivent leur
environnement à travers leurs capteurs sensoriels (Ninio 1989). Ces informations représentées
par différents types de signaux (électriques, chimiques, etc) sont ensuite traitées et leur per-
mettent d’agir sur leur environnement. Chez les humains et les animaux on parle alors de boucle
sensori-motrice, dans laquelle des capteurs sensoriels permettent de percevoir l’environnement.
Les signaux perçus sont ensuite traités et transmis à différentes parties du corps par les neurones
et le système nerveux, afin de pouvoir ensuite agir sur notre environnement perçu en utilisant
notre corps, nos muscles et nos capteurs sensoriels (O’Regan et Noë 2001 ; Di Paolo et al.
2014). Cependant ce type de mécanisme ne s’applique pas qu’aux êtres vivants possédant un
cerveau, des neurones et pouvant se déplacer, mais se généralise à tous les êtres vivants. En
effet, les plantes par exemple intègrent différents signaux extérieurs (stress salique, luminosité,
qualité du sol, etc) afin d’agir ensuite sur leur environnement (croissance de la racine ou d’une
tige, floraison, etc). Ainsi, les capacités sensorielles et motrices propres à chaque individu lui
permettent de percevoir le monde qui l’entoure afin d’agir sur celui-ci pour garantir sa survie ou
effectuer d’autres tâches plus communes. Par exemple, un aigle, grâce à sa vision, va pouvoir
distinguer une proie depuis une très grande distance et voler jusqu’à elle afin de l’attaquer.
Certaines plantes vont suivre la position du soleil afin de profiter au maximum de son énergie.
Enfin, l’humain va par exemple profiter de l’habilité de sa main et de ses capacités cognitives
pour écrire sur le clavier d’un ordinateur afin de rédiger une thèse.

Afin d’interagir avec leur environnement et garantir leur survie, les espèces ont constamment
besoin de prédire (Poli 2010 ; Butz, Sigaud et Gérard 2003). En effet, agir en fonction
de l’état actuel des choses n’est pas efficace et le traitement de l’information perçue et l’initia-
tion d’une action prend du temps, il faut donc anticiper pour prendre en compte ces latences
(Nijhawan 1994 ; Senot et al. 2005 ; Hogendoorn et Burkitt 2019). Chez l’homme par
exemple, le délai visuo-moteur est de l’ordre de 150-200ms (Nijhawan 2008). Le sport, bien
qu’il n’a pas d’enjeu de survie, est un bon exemple pour mettre en avant les capacités d’intégra-
tion et d’analyse du monde externe à travers les différents sens, afin de pouvoir ensuite anticiper
et réagir (Loffing et Cañal-Bruland 2017). En effet, quel que soit le sport l’anticipation
est constamment nécessaire, le joueur de football doit anticiper le déplacement du ballon afin de
pouvoir l’intercepter, un quarterback doit anticiper la vitesse et la trajectoire de son receveur et
des défenseurs afin de pouvoir lancer le ballon sans qu’il soit intercepté. Le joueur de tennis ne
peut pas se permettre d’attendre le dernier moment pour se déplacer afin de taper dans la balle,
il doit l’anticiper avant même que le joueur adverse l’ait renvoyée. Cette anticipation s’apprend.
Dans une premier temps grâce à notre expérience de tous les jours, à travers notre apprentissage
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naturel. Puis dans un second temps, cette anticipation nécessite aussi un apprentissage spécialisé
afin de s’améliorer dans des tâches précises comme dans le sport. Afin de jouer à un meilleur
niveau, il est donc nécessaire d’apprendre à mieux prédire les différentes situations sportives. Cet
apprentissage se fait en pratiquant ce même sport. Ainsi, les joueurs de sports experts présentent
des capacités de prédictions supérieures à des personnes novices lorsqu’ils sont testés sur des
tâches proches de leur sport d’expertise (Loffing et Cañal-Bruland 2017 ; Balser et al.
2014).

La capacité de traitement de l’information faite par les humains et les animaux, et plus
particulièrement par leur cerveau, a depuis longtemps intéressé les humains. En effet, celui-ci
semble pouvoir traiter des problèmes complexes, divers et variés, être résistant au bruit, rapide,
apprendre de son expérience, etc, et tout cela en ne consommant approximativement que 30
Watts (Maass 2015). De nombreuses personnes se sont alors intéressées à son fonctionnement
afin de le reproduire dans le but de créer des modèles permettant de surpasser l’état de l’art
du traitement de l’information. Les premiers ANNs sont alors nés (Rosenblatt 1958). Ceux-
ci ont par la suite évolué au court du temps avec de nouveaux modèles (CNN, LSTM, etc).
L’arrivée des DNNs et de nouvelles méthodes d’apprentissages ont permis de poursuivre l’amé-
lioration de leurs performances (Rawat et Z. Wang 2017). Ces avancées ont ainsi permis aux
ANNs de dépasser les performances d’humains dans des tâches complexes comme le jeu de GO
(J. X. Chen 2016), et ont ouvert de grandes opportunités dans de nombreuses activités indus-
trielles comme le traitement d’image (Rawat et Z. Wang 2017). Cependant quelques limites
persistent. En effet, contrairement au cerveau ces modèles consomment beaucoup d’énergie et
sont très spécialisés pour des tâches spécifiques, celles pour lesquelles on les a entraînés. Les
méthodes d’apprentissage utilisées sont pour le plus souvent supervisées ou semi-supervisées et
utilisent des méthodes d’apprentissage globales dans laquelle l’erreur globale est utilisée pour
définir des paramètres locaux (Rawat et Z. Wang 2017 ; Nøkland et Eidnes 2019). Ces
méthodes nécessitent alors de grandes bases de données labellisées, ou pire, de passer un temps
considérable à générer des bases de données et à les labelliser afin d’entraîner le réseau de neu-
rones. Alors que de son côté le cerveau utilise des règles d’apprentissage locales non-supervisées
(Bi et Poo 2001), une nouvelle alternative aux ANNs a été mise en avant, les SNNs 1. Ceux-ci
ressemblent aux ANNs dans leurs architectures : des neurones connectés entre eux (bien sou-
vent organisés sous forme de couches) et qui se transmettent l’information hiérarchiquement ;
l’impact qu’a un neurone sur un autre dépend du poids synaptique entre ces deux neurones, etc.
Mais ils diffèrent par leurs moyens de transmettre l’information. Les SNNs utilisent des spikes
(potentiels d’actions) comme signal transmis entre les neurones. Ces signaux sont binaires, asyn-
chrones, événementiels, parcimonieux et temporellement définis. Ils sont à l’opposé des signaux
utilisés par les ANNs qui sont mis-à-jour de façon périodique et ont des valeurs analogiques
(sensées représenter la fréquence de décharge d’un neurone). Les SNNs permettent donc de
représenter de façon plus biologiquement plausible le transfert d’information au sein d’un réseau
de neurones, tout en s’inspirant des mêmes signaux utilisés par les neurones biologiques. Ces
SNNs considérés comme la troisième génération de réseaux de neurones (Maass 1997), bien
que moins développés que l’état de l’art actuel des ANNs, possèdent de grandes capacités de
computation et commencent déjà à concurrencer les performances de certains ANNs. De plus,
la temporalité des spikes, l’évolution temporelle du potentiel de membrane des neurones ainsi
que des mécanismes comme les délais synaptiques en font des candidats naturels pour traiter
des stimuli temporels.

1. Durant toute cette thèse, une distinction sera faite entre ANNs (réseaux de neurones communs
utilisant des valeurs analogiques) et SNNs (réseaux de neurones à spikes). Idem pour les DNNs qui
seront considérés comme des ANNs profond.
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De nombreuses études ont maintenant mis en avant les capacités des SNNs sur des tâches
visuelles, comme de la reconnaissances d’images (Diehl, Zarrella et al. 2016 ; Masquelier
et S. J. Thorpe 2007 ; S.-R. Kheradpisheh et al. 2018), du tracking (Bichler et al. 2012),
du calcul de flux optique (Paredes-Valles, Scheper et Croon 2019), etc. ainsi que sur
des tâches auditives (Tavanaei et A. S. Maida 2017 ; J. Wu, Chua et Haizhou Li 2018) ou
d’analyse de stimuli temporels (Masquelier, Guyonneau et S. J. Thorpe 2008). Le déve-
loppement des SNNs est grandement impacté par les connaissances déjà acquises avec les ANNs.
Ainsi, des architectures similaires sont utilisées, les règles d’apprentissages sont adaptées, les jeux
de données sont convertis en format événementiel ou des ANNs déjà entraînés sont transformés
en SNNs. Cependant pour encore beaucoup d’études, les SNNs sont appliqués sur des stimuli
contenant seulement des informations spatiales (des images) dans le but de pouvoir comparer
les performances des SNNs avec ceux des ANNs. Avec le développement de nouvelles caméras
événementielles, de nouvelles opportunités s’ouvrent aux SNNs car elles permettent de générer
des stimuli spatio-temporels, qui sont des flux d’événements 2 parfaitement adaptés aux SNNs.
Le développement des SNNs ainsi que de ces nouveaux capteurs asynchrones (Lichtsteiner,
C. Posch et T. Delbruck 2008 ; Christoph Posch, Matolin et Wohlgenannt 2011)
s’accompagnent aussi d’un développement de nouvelles plateformes permettant de simuler ces
SNNs (Goodman et Brette 2009 ; Milad Mozafari, Ganjtabesh, Nowzari-Dalini
et Masquelier 2019 ; Mo, Xinao Chen et G. Wang 2021) et de cartes neuromorphiques
permettant de traiter la sortie de ces capteurs en temps réel, tout en ne consommant que peu
d’énergie. Différentes architectures sont disponibles (Loihi, TrueNorth, FPGA, etc) (Merolla
et al. 2014 ; Akopyan et al. 2015 ; Davies, Srinivasa et al. 2018), elles se caractérisent par
un traitement asynchrone et peu consommateur d’énergie, car elles tirent partie des caractéris-
tiques asynchrones et de la parcimonie des spikes générés. Ainsi, bien que les SNNs sont loin
d’êtres aussi populaires et utilisés que les ANNs, il semblerait qu’entre les connaissances déjà
acquises avec les ANNs, le développement des capteurs asynchrones, des cartes neuromorphiques
et de tous les avantages que leur combinaison permet, ce type de système devrait pouvoir se
développer rapidement et apporter des solutions aux différentes problématiques dont font face
les ANNs.

1.1 Motivations et objectifs
Cette thèse s’inscrit dans une collaboration entre l’entreprise Yumain 3 et le laboratoire

Centre de Recherche Cerveau et Cognition (CerCo). Les caméras événementielles déjà présentes
sur le marché sont des caméras entièrement asynchrones, qui utilisent des informations purement
temporelles pour générer des événements. Yumain a récemment développé une nouvelle caméra
hybride composée d’une caméra synchrone (frame-based) et d’un circuit logique programmable
(Field Programmable Gate Arrays) (FPGA) permettant d’effectuer un filtrage spatio-temporel
et de générer des événements. Ceci permet ainsi de mimer le fonctionnement de la rétine, de
réduire le bruit et de générer des événements qui dépendent de différentes propriétés spatiales.
Cette thèse a donc deux motivations principales :

— La première est d’essayer de modéliser l’apprentissage visuel effectué par un expert
sportif dans une tâche qui est propre à son sport. Le but initial étant premièrement
de comprendre comment cette expertise se forge au cours du temps et d’étudier si un

2. Dans ce manuscrit nous distinguons les événements (signaux en sortie d’un capteur) des spikes
(signaux en sortie d’un neurone). Cependant, ces deux signaux sont extrêmement similaires (binaires
et situés temporellement).

3. https://yumain.fr/
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modèle bio-inspiré permettrait d’apporter des réponses à cette question. Secondement,
il s’agit d’évaluer les performances du SNN sur une tâche de prédiction face à celle d’un
humain expert ou non.

— La seconde motivation est de finaliser et d’adapter pour les objectifs de la thèse la
caméra événementielle développée par Yumain et de la tester à travers un SNN. Le but
étant par la suite pour Yumain de développer un SNN embarqué dans une carte FPGA.

La tâche de prédiction effectuée par le SNN sera une tâche de prédiction de trajectoire de balle.
Comme il a été présenté ci-dessus, un joueur sportif a constamment besoin de prédire pour
pouvoir performer dans son sport. Dans le cas d’un joueur recevant un service de tennis par
exemple, celui-ci doit prédire la trajectoire de la balle afin de commencer à se déplacer dans la
bonne direction de celle-ci et pouvoir la renvoyer de façon optimale. Ce même type de prédiction
sera effectué avec des trajectoires de balles qui seront présentées et le SNN devra prédire la
position spatiale finale de la balle. Des participants devront effectuer cette même tâche afin
d’évaluer les différences de performances entre le SNN et ces participants.

L’objectif sera alors de voir si un SNN bio-inspiré peut apprendre des caractéristiques spatio-
temporelles des trajectoires de balles afin de pouvoir par la suite les prédire. Ensuite, il s’agit
d’évaluer les performances d’un système utilisant une seule caméra (vision monoculaire) ou de
deux caméras (binoculaire), afin de permettre une estimation des profondeurs et d’affiner l’ana-
lyse et la prédiction faite par le SNN. Ces différentes motivations et objectifs seront par la suite
révisés et affinés à la fin de l’état de l’art afin de mettre en avant ce qui a été accompli durant
cette thèse en fonction de l’état actuel des connaissances, du projet et du temps disponible au
cours d’une thèse de trois ans.

Cette thèse a été financée par le projet ANR "Beating Roger Federer : Modéliser l’appren-
tissage et l’expertise visuelle grâce à un réseau neuronal bio-inspiré" (ANR-16-CE28-0017-01)
initié en 2017. Les objectifs de ce projet reprennent les motivations énumérées ci-dessus. Avant
le début de cette thèse, trois stagiaires ont travaillé sur ce projet. Ceux-ci ont participé au
développement de la caméra NeuroSoc.

1.2 Architecture de ce manuscrit de thèse
Ce manuscrit sera le résumé des réflexions eues durant ces trois années de doctorat. Bien

que tous les travaux ne peuvent pas être résumés en un manuscrit de thèse, il essaiera d’en
résumer les principaux et les plus pertinents. Pour cela, le prochain chapitre 2 fera un résumé
de l’état actuel des connaissances des différentes thématiques abordées durant cette thèse, à
savoir, la vision chez l’humain, les caméras événementielles, les SNNs, etc. Comme précisé ci-
dessus, l’état de l’art se concluera par une problématique finale reprenant les différents objectifs
et motivations énumérés ci-dessus.

S’en suivront alors les différents travaux effectués durant cette thèse, avec dans un premier
temps un chapitre 3 de méthodes. Ce chapitre permet de décrire les choix et détails techniques
permettant de simuler le SNN utilisé durant cette thèse ainsi que les méthodes communes aux
différentes études qui suivront.

Trois différents chapitres (3.2, 4, 5) viendront à la suite de la partie méthode. Ceux-ci sont
chronologiquement organisés et représentent donc l’évolution des études effectuées durant cette
thèse. Le premier de ces trois chapitres (chapitre 3.2) présente les premiers travaux effectués
permettant de tester le SNN sur des stimuli simulés, ainsi qu’une première expérience permet-
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tant de tester le SNN et la caméra NeuroSoc. Cette première partie a pour but d’installer les
bases de cette thèse et faire une preuve de concept qu’un SNN recevant des spikes générés par
la NeuroSoc peut analyser et prédire des trajectoires de balles.
Ensuite, le chapitre 4 présente une étude réalisée durant cette thèse et publiée dans le journal
Frontiers in computational neuroscience (Debat et al. 2021). Dans cet article, nous avons
étudié la sélectivité des neurones et la capacité du SNN à prédire des trajectoires (réelles) de
balles. Les performances de notre système sont ensuite comparées aux performances d’humains
auxquels il a été demandé d’effectuer la même tâche.
Le chapitre 5 vient valider ces résultats dans une tâche plus appliquée au sport. En effet, cette
fois-ci les trajectoires enregistrées sont cette fois-ci des trajectoires de lancer-franc de basket.
Le même protocole est ensuite appliqué, les performances de prédiction du SNN sont évaluées
puis confrontées à celles d’humains experts et non-experts.

Le temps passé au développement et au test de la caméra en début de thèse, puis à son
utilisation au cours des différentes expériences, m’a permis de mettre en avant quelques li-
mites de son processus de génération de spikes. Le chapitre 6 souligne certaines de ces limites
et propose une alternative afin de pallier celles-ci et ainsi d’améliorer le processus de généra-
tion de spikes. Une analyse de la précision temporelle des spikes générés est également effectuée.

Enfin, ce manuscrit se clôture sur le chapitre 7, qui conclue ces trois années de thèse et
discute des résultats obtenus ainsi que de l’état de l’art actuel des SNNs et de ses perspectives.
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Chapitre 2

Etat de l’art

2.1 Traitement visuel

2.1.1 Neurones

Le cerveau humain est composé d’environ 85 milliards de neurones (R. W. Williams et
Herrup 1988), qui permettent de traiter et transmettre l’information au sein des différentes
aires cérébrales et différents organes du corps. Le signal utilisé par le neurone pour transmettre
l’information est le potentiel d’action (aussi appelé "spike"), qui est un évènement bref (de
l’ordre de la milliseconde), de type tout ou rien. L’amplitude du pic d’un spike est constante
quelque soit l’intensité du signal reçu par le neurone. (cf. figure 2.1).

Un neurone est composé de différentes parties. Les dendrites, qui sont les parties réceptrices
du neurone, reçoivent les spikes émis par d’autres neurones (dits afférents ou pré-synaptiques),
puis transmettent l’information au sein du soma. Le soma intègre les différents spikes reçus
et transmet à son tour un spike lorsqu’il reçoit suffisamment de spikes. Le soma peut être
caractérisé par son potentiel de membrane. Lorsqu’il reçoit un spike, son potentiel de membrane
augmente ou diminue, selon que le neurone pré-synaptique qui envoie le spike est excitateur
ou inhibiteur. Puis le potentiel de membrane revient progressivement à sa valeur de potentiel
de repos (≈ −70mV ) en l’absence de spike. Lorsqu’il reçoit plusieurs spikes dans une courte
fenêtre temporelle, ceux-ci se cumulent. Si le potentiel de membrane dépasse une valeur de seuil
(≈ −55mV ), s’en suit une forte dé-polarisation, suivie d’une rapide re-polarisation du potentiel
de membrane, qui génère ainsi un spike qui sera transmis par l’axone aux autres neurones. Le
neurone rentre ensuite en période réfractaire, période durant laquelle les spikes reçus n’auront
que peu d’effets sur son potentiel de membrane. La dernière partie nécessaire au transfert
de l’information est la synapse. Elle est la connexion entre deux neurones, entre l’axone d’un
neurone pré-synaptique et une dendrite d’un neurone post-synaptique, qui permet de transmettre
l’information entre ces deux neurones.
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Figure 2.1 – Panneau A : Schéma de deux neurones (Rezaei-Mazinani 2017).
Panneau B : Évolution du potentiel de membrane d’un neurone 1.

2.1.2 Rétine

La rétine est l’organe humain/non-humain permettant de capter les rayons lumineux émis par
l’environnement extérieur et ensuite la retranscrire en information visuelle. Ces rayons traversent
dans un premier temps différents niveaux comme la cornée et le cristallin puis viennent ensuite
se projeter sur la rétine et plus particulièrement sur les photorécepteurs. D’une épaisseur de
300-400 µm et d’une surface de 520 mm² (Pasternak, Bisley et Calkins 2003), la rétine
est divisée en deux parties distinctes. Une première partie centrale constituée de la fovéa (5° du
champs visuel) principalement constituée de cônes et qui permet une perception fine, précise
de l’information et de percevoir la couleur. Pour cela, trois différents types de cônes existent
et codent pour des longueurs d’ondes différentes (Short=bleu, Medium=vert et Long=rouge).
La seconde partie est la vision périphérique, beaucoup moins précise, qui ne permet pas de
traitement de la couleur et est principalement constituée de bâtonnets. La rétine est composée
de ' 90 millions de bâtonnets et 5 millions de cônes. Ces photorécepteurs transduisent la
luminosité en activité électrique. Cette information est ensuite transmise aux cellules bipolaires,
horizontales et amacrines puis aux cellules ganglionnaires qui codent cette activité en spikes.
L’information est divisée selon plusieurs voies, dont les deux principales sont (Ali Yoonessi et
Ahmad Yoonessi 2011) (figure 2.2) :

— La voie parvocellulaire : recevant principalement l’information provenant du centre de la
rétine. Les neurones de cette voie possèdent de petits champs récepteurs et sont plus
sensibles aux couleurs et aux détails

— La voie magnocellulaire : recevant principalement l’information provenant de la périphérie
de la rétine. Cette voie dont les neurones possèdent de plus grands champs récepteurs,
permet une propagation plus rapide des potentiels d’actions le long du nerf optique, et
qui est plus sensible aux changements de luminosités et donc aux mouvements.

1. bhttps://www.cliffsnotes.com/study-guides/anatomy-and-physiology/
nervous-tissue/transmission-of-nerve-impulses
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Figure 2.2 – Connectivitée de la rétine

L’information visuelle domine les autres informations sensorielles. En effet, lors d’informa-
tions non-concordantes entre différents capteurs sensoriels, l’information visuelle sera privilégiée
(Posner, Nissen et Klein 1976). La rétine et donc la vision jouent ainsi un rôle majeur dans
la perception (Hoon et al. 2014 ; Hildebrand et Fielder 2011).

2.1.3 Cortex visuel
Le cortex visuel rassemble différentes aires visuelles qui ont pour objectifs de traiter l’infor-

mation visuelle provenant du LGN, lui même intégrant les informations provenant de la rétine. Le
cortex visuel est composé de différentes aires visuelles, hiérarchiquement organisées. Ainsi, pour
résumer l’organisation des différentes (figure 2.3, panneau B et C), le cortex visuel primaire (aire
V1) reçoit principalement l’information provenant du LGN, qui traite et transmet l’information
à l’aire V2, V3, puis est ensuite divisé en deux voie distincte. La voie ventrale principalement im-
pliquée dans l’identification et la catégorisation de formes et d’objets. La voie dorsale impliquée
dans le contrôle visuo-moteur, en traitant des propriétés comme la position, l’orientation ou la
taille d’un objet, bien que cette affirmation est de plus en plus contestée, car de très fortes inter-
actions et connections sont présentes entre ces deux voies (Hebart et Hesselmann 2012). Les
neurones des différentes aires ont des sélectivités qui évoluent et se complexifient au fur et à me-
sure que l’on avance dans les aires visuelles. En intégrant les neurones des précédentes couches,
les champs récepteurs des neurones se complexifient et se spécialisent, comme par exemple les
neurones de V1 qui intègrent la sélectivité des cellules ganglionnaires (de type centre-pourtour),
pour obtenir des champs récepteurs de types Gabor orientés (Hubel et Wiesel 1962) (figure
2.3, panneau A). Ainsi, les neurones de la première aire visuelle (V1) peuvent décoder des in-
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formations locales comme reconnaître des orientations (grâce au champs récepteurs de types
Gabor), des directions (tout en étant sujet au problème d’ouverture (Pack, Berezovskii et
Born 2001)), des disparités binoculaires (Ohzawa, DeAngelis et Freeman 1990).

Figure 2.3 – Panneau A : modèle proposé permettant d’expliquer la formation d’un
champ récepteur de type Gabor à partir des champs récepteurs des neurones du LGN
(image provenant de (Hubel et Wiesel 1962). Panneau B : Hiérarchie des connec-
tions entres les différentes aires visuelles (Felleman et Van Essen 1991). Panneau
C : Simplification des différentes hiérarchies entre les aires (images provenant de
(Pasternak, Bisley et Calkins 2003).

L’aire V2, aura une sélectivité proche avec des champs récepteurs plus grands. Puis, l’aire
MT, faisant partie de la voie dorsale et spécialisée dans le traitement du mouvement, est aussi
sélective à la direction, à la profondeur, à la disparité binoculaire ainsi qu’à la vitesse, avec des
sélectivités plus complexes (Pasternak, Bisley et Calkins 2003), comme une sélectivité à
la disparité binoculaire relative (Parker 2007). Puis encore plus haut dans la hiérarchie, l’aire
MST permet un traitement du flux optique (Pasternak, Bisley et Calkins 2003).
Une des caractéristiques des premières aires visuelles est qu’elles sont rétinotopiques. C’est à
dire, qu’il y a une organisation spatiale de l’information traitée par le cortex visuel similaire
à l’organisation spatiale perçue. Ainsi deux points proches dans la scène perçue par la rétine
seront aussi proches et organisés spatialement de la même façon dans le cortex visuel (Engel,
Glover et Wandell 1997).
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2.2 Traitement visuel artificiel

Depuis longtemps, l’humain s’est inspiré du vivant pour innover. Léonard de Vinci par
exemple, s’était inspiré des oiseaux et des chauve-souris pour inventer des machines volantes.
Depuis la fin des années 1990, s’inspirer du vivant pour l’innovation, aussi appelé bio-mimétisme,
a gagné en popularité (Kennedy et al. 2015). L’acquisition d’informations visuelles et plus par-
ticulièrement le traitement automatique de l’information en sont des exemples concrets, avec
l’apparition des ANNs qui ont permis de grandes avancées dans le traitement de l’information
visuelle. Plus récemment, l’arrivée de nouvelles caméras événementielles cherchant à mimer le
fonctionnement de la rétine a ouvert de nouvelles opportunités dans le domaine du traitement
visuel.

2.2.1 Capteurs visuels

Afin d’analyser un mouvement ou une image, la méthode la plus commune est d’utiliser une
caméra de type "frame-based". Celle-ci agit comme un appareil photo qui prendrait des photos
successives de manière périodique (figure 2.4). Cette suite d’image est ensuite utilisée comme
vidéo.

Figure 2.4 – Photographie animée de James Muybridge

Les premiers systèmes de caméras à base de capteurs d’images CMOS apparurent peu avant
1990. Depuis, ceux-ci ont très largement évolué et se sont démocratisés, couvrant différentes
applications (films, appels vidéos, analyse vidéo, etc). Leurs évolutions ont permis d’améliorer
la qualité vidéo, la résolution ainsi que la fréquence d’acquisition des images. Cependant, ces
caméras présentent quelques limites. A l’opposé de la rétine, celles-ci fonctionnent de manière
synchrone et peuvent entraîner des latences dues à la nécessité d’attendre la prochaine image
(Farabet et al. 2012). Elles peuvent également présenter des bruits liés aux mouvements (B.
Ma et al. 2016) et nécessitent que tous les pixels soient encodés (et donc ensuite décodés lors-
qu’ils sont analysés). Ceci peut représenter une consommation non-nécessaire dans certains cas
d’utilisation lorsqu’il n’y a pas ou peu de mouvements/variations, il ne semble alors pas nécessaire
d’encoder/décoder un pixel qui ne varie pas, car il n’apporte pas d’information supplémentaire.
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Figure 2.5 – Différences entre des caméras standard (frame-based, graphique du
haut) et asynchrones (event-based, graphique du bas) (H. Kim, Leutenegger et
Davison 2016)

Une caméra dite frame-based encode de façon périodique la scène visuelle qui lui est pré-
sentée. La rétine quant à elle et plus particulièrement la voie magnocellulaire, fonctionne de ma-
nière asynchrone et est sensible aux variations rapides de luminosités (Ali Yoonessi et Ahmad
Yoonessi 2011). De nouveaux capteurs (Lichtsteiner, C. Posch et T. Delbruck 2008 ;
Son et al. 2017 ; Brandli et al. 2014 ; Christoph Posch, Matolin et Wohlgenannt 2011)
ont alors cherché à mimer ce mode de fonctionnement (Christoph Posch, Teresa Serrano-
Gotarredona et al. 2014 ; Steffen, Reichard et al. 2019) afin de pallier les problèmes
des caméras "frame-based" cités ci-dessus (figure 2.5). Ces capteurs n’encodent pas une image
complète à une fréquence déterminée, mais évaluent continuellement l’intensité de la valeur de
chaque pixel. Lorsque la variation d’intensité logarithmique entre pixels à l’instant t (Ix,y,t) et
celle de son intensité (Ix,y,tlast) à l’instant tlast (lors du précédent événement) dépasse une va-
leur de seuil, un événement est alors généré (voir équation 2.1. Les événements sont polarisés :
si cette variation est positive, l’événement transmis est de type ON (augmentation de l’intensité
lumineuse), sinon de type OFF.

|log(Ix,y,t)− log(Ix,y,tlast)| ≥ Ithresh (2.1)

Pour cela, les DVS peuvent être divisées en trois parties (figure 2.6, panneau A). La première
mime le principe des photorécepteurs et fait l’acquisition de la luminosité de la scène. De plus,
les pixels logarithmiques permettent d’effectuer un contrôle de gain. La seconde partie détecte
et amplifie les variations de luminosité, puis la troisième génère les spikes ON/OFF selon la
polarité de la variation d’intensité (figure 2.6, panneau B).
Ainsi, comme on peut le voir sur la figure 2.5, la caméra événementielle, ne générera des évé-
nements que lorsqu’il y a du mouvement. Le reste de l’information qui ne varie pas n’est pas
transmise, permettant ainsi de réduire la quantité d’information redondante. De plus, le traite-
ment asynchrone de ces caméras permet de résoudre les problèmes de bruits liés aux mouvements
rapides.
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Figure 2.6 – A : Circuit d’une DVS et leurs comparaisons avec les cellules de
la rétine. B : Génération de spikes en fonction de la variation de luminosité. C :
représentation visuelle des spikes générés. Figure provenant de (Christoph Posch,
Teresa Serrano-Gotarredona et al. 2014)

Ce mode de fonctionnement permet alors de n’encoder seulement les variations de luminosité
(principalement dues aux mouvements d’un objet de la scène ou de la caméra), de profiter d’une
grande gamme dynamique (120dB), de consommer peu d’énergie (24mW), d’avoir une très
grande résolution temporelle (1µs) et de transmettre les spikes et donc les informations avec
très peu de latences (de l’ordre de quelques µs).
Trois principales caméras asynchrones - également appelées caméras événementielles - existent
actuellement. Tout d’abord la DVS (Lichtsteiner, C. Posch et T. Delbruck 2008) qui
reprend le fonctionnement présenté ci-dessus. Une autre caméra asynchrone est la Asynchronous
Time Based Image Sensor (ATIS) (Christoph Posch, Matolin et Wohlgenannt 2011),
qui génère un événement supplémentaire afin d’envoyer une information sur la valeur absolue
du pixel qui génère un événement. Ainsi, deux événements sont générés, le premier similaire à
ceux générés par une caméra DVS, puis le second avec une latence proportionnelle à la valeur
de luminosité. Si la valeur du pixel est faible (sombre), la latence entre le premier et second
pixel sera forte, sinon elle sera faible. Le troisième type de caméra est la Dynamic and Active
Pixel Vision Sensor (DAVIS) (Brandli et al. 2014 ; Berner et al. 2013), qui intègre une
caméra synchrone (frame-based) avec le capteur visuel asynchrone, permettant ainsi d’utiliser
les deux types d’informations (Tedaldi et al. 2016). Ces types de capteurs visuels souffrent
cependant d’un manque de résolution spatiale (Gallego et al. 2020), qui est largement inférieur
aux résolutions des capteurs de types frame-based. De plus, les capteurs frame-based profitent
d’une certaine stabilité sur le marché, du fait qu’ils existent depuis plus longtemps et sont
très largement démocratisés (webcam, téléphone, etc...). Les applications et les algorithmes
les utilisant sont donc bien souvent adaptés à leurs caractéristiques et tirent profit de leurs
avantages (tâche de détection/catégorisation sur des images) ou des méthodes existent pour
pallier leurs défauts (Portz, L. Zhang et Jiang 2012 ; Z. Ma et al. 2015 ; B. Ma et al. 2016).
De plus les algorithmes pour traiter ces capteurs sont souvent eux aussi plus performants que
ceux utilisant des spikes, bien que les algorithmes utilisant des spikes continuent à s’améliorer et
commencent à les concurrencer. Les caméras événementielles sont cependant très intéressantes
lors d’applications utilisant des stimuli avec des mouvements très rapides (Howell et al. 2020)
ou sur des architectures nécessitant une consommation de ressources limitée et un traitement
en temps réel comme en robotique ou pour les drônes par exemple.
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Les capteurs asynchrones ne se sont pas restreints aux capteurs visuels, mais il se sont aussi
étendus aux capteurs audio (S.-C. Liu et al. 2014) et tactiles (Taunyazov et al. 2020).

D’autres méthodes cherchent à mimer beaucoup plus précisément le fonctionnement de
la rétine (Wohrer et Kornprobst 2009 ; Mahowald et Mead 1991 ; Herault 1996 ;
Carandini et al. 2005), comme par exemple Virtual Retina (Wohrer et Kornprobst
2009), nouvellement appelé PRANAS (Cessac et al. 2017), qui divise le traitement selon trois
étapes (couche plexiforme externe, couche plexiforme interne et les cellules ganglionnaires). La
première couche effectue un filtrage spatio-temporel, la seconde contrôle le gain du contraste
et augmente la parcimonie des spikes émis par les cellules ganglionnaires, la dernière génère
les spikes de sortie en utilisant un modèle de neurones intégrateurs. Cependant, ce type de
méthode utilise des vidéos "frame-based" et nécessite de nombreux traitements. Ils ne sont
donc pas adaptés à une extraction de spike en temps réel, mais permettent une modélisation
plus détaillée de la rétine pouvant être utilisée pour ensuite modéliser le LGN et la V1 plus
fidèlement (Masquelier 2012).

2.2.2 ANN/SNN

A l’origine, les réseaux de neurones artificiels tiraient leurs inspirations des systèmes neu-
ronaux humains/non-humains. Cela a commencé en 1943 avec le neurophysiologiste Warren
McCulloch et le mathématicien Walter Pitts, qui ont modélisé le fonctionnement de neurones
pour expliquer comment leur comportement. La recherche dans ce domaine s’est ensuite poursui-
vie en 1949 avec les travaux de Donald Hebb, mettant en avant que des neurones qui déchargent
ensemble ont des connexions plus fortes, souvent résumés par : "neurons that fire together wire
together" (Lowel et Singer 1992). Apparaît donc la règle de Hebb et les premiers réseaux de
neurones qui apprennent par expérience. Depuis, les méthodes d’apprentissage et les différentes
architectures et applications des réseaux de neurones se sont très largement développées. Le
domaine de la vision par ordinateur est l’un des domaines dans lequel l’intelligence artificielle
s’est le plus développé avec des performances impressionnantes dans des tâches de catégorisa-
tion et de détection par exemple (Gu et al. 2018 ; Rawat et Z. Wang 2017). Cependant, dans
la course à l’optimisation et à la performance, les réseaux de neurones artificiels se sont bien
souvent écartés des processus neuronaux biologiques (back-propagation, architecture, etc...) et
sont très spécialisés dans une tâche précise pour laquelle ils ont été entraînés. C’est pourquoi
l’intelligence artificielle est souvent qualifiée de verticale (très spécialisée dans un domaine) en
opposition à l’intelligence naturelle horizontale (qui n’est pas optimale, mais permet de répondre
à toute sorte de problèmes ou presque). Néanmoins, il y a une corrélation entre l’activité des
neurones artificiels d’un CNN et celle des aires visuelles humaines. Et, plus le CNN est perfor-
mant, plus cette corrélation est forte (Schrimpf, Kubilius, Hong et al. 2018 ; Schrimpf,
Kubilius, M. J. Lee et al. 2020), excepté pour les CNN les plus performants pour lesquels
cette corrélation semble diminuer. La plupart des réseaux de neurones artificiels actuels utilisent
des valeurs analogiques et traitent l’information de manière périodique. Dans le cas de l’analyse
vidéo, chaque image est analysée périodiquement (en fonction du FPS de la caméra). Comme
expliqué dans les sections 2.2.3 et 2.1.2, les neurones biologiques traitent l’information de ma-
nière asynchrone et n’utilisent pas de signaux analogiques, mais utilisent les spikes qui sont des
évènements binaires. La valeur analogique utilisée dans les ANNs peut cependant correspondre
à la fréquence d’une décharge d’un neurone (Schrimpf, Kubilius, Hong et al. 2018).
L’un des principaux inconvénients des ANNs est leur grande consommation de ressources qui
peut nécessiter plusieurs centaines de Watts pour certaines architectures. A l’opposé, le cerveau
humain utilise approximativement 30W pour toutes les tâches qui lui sont demandées (vision,
audition, attention, mouvement, etc) (Maass 2015). Comme pour la rétine (Section 2.1.2), en
s’inspirant du cerveau, les SNNs essaient de répondre à ce problème en proposant des systèmes
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moins gourmands en énergie et profitant du caractère épars de la transmission d’informations
par des spikes.

2.2.3 Modèles de neurones
Les SNNs et plus largement les réseaux de neurones se caractérisent par un ensemble de

neurones artificiels connectés entre eux. Il existe plusieurs modèles de neurones dits bio-inspirés,
qui se différencient par leur similitude avec les neurones biologiques et par leur complexité de
calculs et de paramètres (Izhikevich 2004 ; Paugam-Moisy et S. Bohte 2012).

Afin de reproduire le comportement des neurones de manière artificielle et simulée, différents
modèles de neurones à spikes ont été proposés. Ceux-ci diffèrent principalement sur la méthode
utilisée pour calculer l’évolution temporelle du potentiel de membrane. Cependant, la fonction
globale du neurone reste proche : lorsqu’il reçoit un signal en entrée (spike), le potentiel de
membrane augmente et diminue proportionnellement au poids de la connexion synaptique entre
le neurone pré et post-synaptique. Puis, le potentiel de membrane tend à revenir progressivement
à son potentiel de repos, sauf si le potentiel de membrane dépasse une valeur de seuil. Alors, le
neurone post-synaptique émet un spike.
Des modèles précis existent permettant de simuler avec précision les comportements des neu-
rones biologiques, mais nécessitent en contre-partie des calculs longs et coûteux les rendant
difficilement utilisables dans des SNNs à grandes échelles. D’autres modèles utilisent des mé-
thodes plus simplifiées afin de pouvoir les utiliser dans des SNNs plus grands. Toutefois, ces
derniers s’écartent davantage des modèles biologiques.

2.2.3.1 Hodgkin-Huxley

Un des principaux modèles de neurone biologique est le modèle à conductance, dont celui
de Hodgkin-Huxley (Hodgkin et Huxley 1952). En se basant sur le fonctionnement axonal
des calmars, les auteurs ont proposé un modèle très proche du fonctionnement biologique d’un
neurone qui permet de décrire certains de ses comportements avec précision. Ce modèle est le
premier à décrire l’évolution de l’état du neurone avec des résistances et des condensateurs. Le
modèle utilise plusieurs équations différentielles, ainsi que de nombreux paramètres, qui vont
permettre de reproduire l’évolution des différents canaux ioniques. Cependant, sa complexité
fait qu’il est principalement utilisé pour modéliser avec précision le comportement de neurones
mais peu adapté pour l’utilisation de réseaux de neurones à grandes échelles (Izhikevich 2004 ;
Paugam-Moisy et S. Bohte 2012).

2.2.3.2 Izhikevich

Le modèle Izhikevich (Izhikevich 2003), fait partie des modèles développés à la suite du
modèle Hodgkin-Huxley. Il est défini par deux équations différentielles (2.2). Il est ainsi un bon
compromis entre le biologiquement plausible et l’efficacité computationnelle.

dv

dt
= 0.04v(t)2 + 5v(t) + 140− w(t) + I(t)

dw

dt
= a(bv(t)− w(t))

si v ≥ vThresh alors : v ←− c et w ←− w + d

(2.2)

Avec a, b, c et d des paramètres qui influent sur le comportement du neurone.
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2.2.3.3 Neurone intégrateur à fuite (LIF)

Le modèle neurone intégrateur à fuite (LIF), est un modèle simplifié d’un neurone biologique.
Il est défini par une équation différentielle linéaire du premier ordre (équation 2.3). Lorsque le
neurone dépasse une valeur de seuil vThresh, le neurone émet un spike. Son potentiel de mem-
brane retombe instantanément à son potentiel de repos et le neurone entre en période réfractaire.
Bien que ce neurone ne reflète pas fidèlement un neurone biologique (difficulté de reproduire
un train de spike mesuré expérimentalement lors d’un courant continu en entrée (Fuortes
et Mantegazzini 1962) par exemple), il a pour avantage de reproduire de façon générale le
fonctionnement d’un neurone biologique tout en étant simple à modéliser. Il nécessite égale-
ment peu de calculs et de paramètres, lui permettant ainsi d’être utilisé dans des réseaux de
neurones à grandes échelles (Bichler et al. 2012 ; Paredes-Valles, Scheper et Croon
2019 ; Diehl et Cook 2015 ; Davies, Srinivasa et al. 2018). De plus, il peut être mis à
jour de façon événementielle (Bichler et al. 2012) et donc tirer pleinement partie du caractère
parcimonieux des spikes qu’il reçoit en entrée.

λLeak
dvi(t)

dt
= −R(vi(t)− vRest) + Ii(t)

vi(t) = vRest si vi(t) >= vThresh

(2.3)

Avec :
— vi : potentiel de membrane du neurone i
— vRest : potentiel de repos
— vThresh : valeur de seuil
— λLeak : facteur de fuite du neurone
— Ii(t) : courant d’entrée

2.2.3.4 SRM

Un autre modèle a été proposé par (Kistler, Gerstner et Hemmen 1997). Celui-ci se
différencie du modèle LIF par le fait qu’il n’utilise pas d’équations différentielles. Le potentiel de
membrane d’un neurone i est déterminé par l’équation (2.4) :

vi(t) = η(t− ti) +
∑
j

∑
t
(f)
j

wi,jεi,j(t− ti, t− t(f)j ) +

∫ ∞
0

κ(t− ti, s)Iext(t− s)ds (2.4)

Avec :
— vi : potentiel de membrane du neurone post-synaptique i
— wi,j : poids de la synapse qui connecte le neurone pré-synaptique j au neurone post-

synaptique i
— ti : instant du dernier spike du neurone i
— t

(f)
j : instant des spikes émis par le neurone j

L’évolution de ce modèle de neurone est ainsi déterminé par trois filtres η, ε(i, j) et κ. Le pre-
mier, η décrit l’évolution du potentiel de membrane du neurone i, lorsque celui-ci dépasse le
seuil vThresh. Le second, ε(i, j) définit l’évolution temporelle du potentiel de membrane lorsqu’il
reçoit des spikes pré-synaptiques et κ lorsqu’il reçoit des courants externes (nul s’il n’en reçoit
pas).
Ce neurone, bien que simplement défini, est plus général que le modèle LIF. L’équation diffé-
rentielle définie en (2.3) peut être dérivée du modèle SRM (Kistler, Gerstner et Hemmen
1997).
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2.2.3.5 Neurone stochastique

Un dernier modèle fréquemment utilisé est un modèle stochastique. Parce que les intervalles
de temps entre les spikes émis par un même neurone semblent aléatoires, il est donc proposé
que la génération des spikes se fasse par un processus de Poisson et qu’ainsi la fréquence de
décharge du neurone importe le plus (D. Heeger et P. D. Heeger 2000). Les spikes sont ainsi
générés de façon à conserver une fréquence de décharge du neurone proportionnelle au signal
reçu en entrée et avec des intervalles de temps aléatoires entre les différents spikes émis.

2.2.4 Connections
L’activité d’un neurone dépend du signal qu’il reçoit provenant d’autre neurones pré-synaptiques.

Comme expliqué dans la section 2.1.3, le cortex visuel est hiérarchiquement organisé, l’informa-
tion part de la rétine puis avance dans les différentes aires visuelles qui vont traiter l’information.
Au fur et à mesure que l’on avance dans la hiérarchie des aires, les neurones déchargent pour
des informations de plus en plus complexes et précises. Cependant, les neurones ne sont pas
seulement connectés dans le sens de la hiérarchie (connexions bottom-up ou feed-forward (FF) :
neurones V1, connectés aux neurones de V2, eux-même connectés à V3, etc). De nombreuses
connexions vont aussi des aires supérieures aux aires inférieurs ou intra-aires.
Dans les SNNs et les ANNs de façon générale, cette organisation est respectée. Ainsi, les réseaux
de neurones sont organisés en différentes couches de neurones, qui vont avoir une sélectivité qui
va se complexifier avec la profondeur de ces couches. Et, les neurones peuvent se connecter aux
couches supérieures, inférieures ou égales à celles dont ils font partie (figure 2.7).

2.2.4.1 Feed-forward (FF)

Les connexions sont faites hiérarchiquement, un neurone d’une couche l− 1 est connecté et
envoie des spikes aux neurones de la couche l, qui envoie ensuite des spikes aux neurones des la
couche l + 1, ainsi de suite. Ce type de connexions est très souvent utilisé, le neurone n’a alors
connaissance d’informations provenant seulement de la couche précédente. Il permet d’avoir des
neurones qui deviennent sélectifs à des patterns de plus en plus spécifiques et globaux au fur et
à mesure des couches. Ce type de connexion est le plus fréquemment utilisé et obligatoirement
nécessaire dans les ANNs et SNNs afin de transmettre l’information aux couches supérieures.
Bien que ce type de connexion ne soit pas majoritaire dans le cerveau (Wyatte, Curran
et O’Reilly 2012), elles semblent représenter les connexions qui permettent de traiter l’infor-
mation de façon rapide et "efficace". Les connexions récurrentes prendraient plus de temps (le
temps que l’information avance jusqu’aux couches supérieures (FF), puis qu’elle revienne aux
couches inférieures), ce qui semble peu compatible avec le traitement rapide de l’information
visuelle. Par ailleurs, ces connexions récurrentes permettraient d’affiner la réponse des couches
inférieures en utilisant l’information décodée par les couches supérieures. Le traitement serait
donc dans un premier temps rapide et efficace (FF) (S. Thorpe, Fize et Marlot 1996 ;
Hung et al. 2005 ; VanRullen 2008), puis l’information serait affinée par les connexions
récurrentes (Kar et al. 2019 ; Wyatte, Curran et O’Reilly 2012).

2.2.4.2 Récurrent

Latéral
Un neurone d’une couche l est connecté à d’autres neurones de cette même couche l. Ce type de
connexions est souvent utilisé pour inhiber les neurones proches d’un neurone spikant. Ce type
de connexion est souvent utilisé sous forme de winner-take-all (WTA) (S.-R. Kheradpisheh
et al. 2018 ; Chauhan et al. 2018), lorsqu’un neurone décharge, il va interdire d’autres neurones
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(souvent ceux qui sont connectés au même champs récepteur) de décharger. Une méthode plus
biologiquement plausible, est de soustraire une valeur au potentiel de membrane de ces neurones
(Masquelier, Guyonneau et S. J. Thorpe 2008 ; Delorme, Perrinet et S. J. Thorpe
2001 ; Diehl et Cook 2015), afin d’éviter qu’ils déchargent. Ces mécanismes permettent ainsi
d’éviter que des neurones n’apprennent des patterns similaires et participent à la sélectivité des
neurones (Paredes-Valles, Scheper et Croon 2019).
Ces connexions peuvent aussi être excitatrices ou sous forme de chapeau mexicain (connexions
excitatrices pour les neurones proches et inhibitrices pour ceux plus éloignés) (Adams et Harris
2014), qui permet d’exciter les neurones proches et d’inhiber les neurones spatialement plus
éloignés.

Feedback
Un neurone d’une couche l est connecté à des neurones d’une couche précédente l− 1. Ce type
de connexion permet d’apporter des informations provenant de couches supérieures (et donc
potentiellement plus spécialisées) à des couches inférieures. Elles sont aussi souvent utilisées dans
des architectures de type predictive coding, qui vont chercher à prédire l’activité des neurones
sur de courtes périodes. Ceci peut être fait en excitant les neurones voisins avant même qu’ils
aient reçus leurs signals d’entrée (couche l−1) (Shon, Rao et Sejnowski 2004) ou à l’opposé
de prédire l’activité des neurones afin de les inhiber. Ceci permet ainsi d’avoir des neurones qui
codent et déchargent pour des erreurs. C’est à dire, lorsque le signal d’entrée reçu par le neurone
est différent de celui attendu (Ororbia 2020 ; Masumori, Sinapayen et Ikegami 2019 ;
Wacongne, Changeux et Dehaene 2012).

Figure 2.7 – Différents types de connections

2.2.5 Architectures

2.2.5.1 Rétinotopique

Les neurones de la couche l sont organisés rétinotopiquement. Ils sont en effet connectés à
une zone restreinte des neurones de la couche l − 1 et leur organisation spatiale est similaire à
celle du signal d’entrée. Un neurone a donc accès à une information locale et située spatialement.
Plus on avance dans la hiérarchie du neurone, plus il sera connecté à une grande zone spatiale
du signal d’entrée et donc aura accès à une information plus globale.
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2.2.5.2 Convolutionnel

L’architecture convolutionnelle est une des architectures les plus utilisées dans les ANNs,
qui a permis de nombreuses avancées dans le traitement d’image (Krizhevsky, Sutskever
et Hinton 2017 ; Rawat et Z. Wang 2017). Pour une couche, un certain nombre Nf de
filtres convolutionnels sont définis/appris, puis sont appliqués sur l’image, donnant ensuite Nf

cartes neuronales en sortie, représentant la sortie de la convolution de chaque filtre pour chaque
position.
Un réseau de neurones convolutionnels à spike (CSNN) est un SNN avec une architecture
rétinotopique présentée ci-dessus, à laquelle on va ajouter un système de weigth sharing (partage
de poids) (WS) (Masquelier et S. J. Thorpe 2007 ; Diehl et Cook 2015 ; Paredes-
Valles, Scheper et Croon 2019 ; Thiele, Bichler et Dupret 2018 ; Milad Mozafari,
Ganjtabesh, Nowzari-Dalini, S. J. Thorpe et al. 2019). Lorsqu’on applique la règle
d’apprentissage suite au spike d’un neurone j, tous les neurones liés au même filtre et donc
partageant les mêmes poids synaptiques, mettent à jour leurs poids similairement au neurone j.
Ainsi lorsqu’un pattern est appris à une position spatiale donnée, cet apprentissage est généralisé
sur toute "l’image" et pourra donc être détecté à n’importe quelle position.

2.2.5.3 Dense

Tous les neurones de la couche l−1 sont connectés à tous les neurones de la couche l. Ce type
de couche permet ainsi de traiter l’information globale qui lui est présentée, contrairement aux
architectures convolutionnelles qui ne prennent en compte qu’une partie locale de l’information.

2.2.5.4 Reservoir computing

Le reservoir computing est un type d’architecture neuronale qui se compose d’un réservoir,
qui met en correspondance les entrées dans un espace à haute dimension, et d’un décodeur, qui
analysera la sortie du réservoir. Le réservoir est fixe et seul le décodeur est entraîné avec une
méthode simple telle que la régression linéaire.
Il existe deux principales architectures de reservoir computing, les echo state network (Jaeger
2001 ; Jaeger 2002 ; Lagorce et al. 2015) et les liquide state machine (LSM), qui ont
pour particularité d’utiliser des SNNs. Le LSM est une architecture très fortement récurrente
de SNN, proposée par Maass (Maass, Legenstein et al. 2002 ; Maass, Natschläger et
Markram 2002 ; Burgsteiner et al. 2007 ; Kaiser et al. 2017), avec comme constat que si
on prend différents objets (les stimuli) et qu’on les jette dans un liquide donné, en regardant les
ondes émises au niveau de l’eau (la perturbation) on peut déterminer le stimulus utilisé (forme
de l’objet, position de contact avec l’eau, vitesse, ...)(Fernando et Sojakka 2003). Le LSM
s’inspire donc de ce constat. Le liquide va être représenté par un ensemble de neurones fortement
récurrents en appliquant un stimulus en entrée. En regardant les perturbations du liquide (spike
émis par les neurones), on peut décoder la sortie de ce SNN pour obtenir des informations sur
le stimulus en entrée.

2.2.6 Stratégie de codage
L’information est transmise entre les neurones grâce aux spikes (potentiels d’actions). Ceux-

ci sont des évènements binaires. Ainsi, individuellement, ils ne peuvent pas coder une grande
quantité d’information hormis la présence ou non d’un stimulus. Différentes stratégies de codages
ont ainsi été mises en avant afin d’expliquer la stratégie de transmission de l’information au sein
du cortex et adapter les stratégies de codages pour les SNNs (Auge et al. 2021). En effet,
selon que l’intensité du stimulus augmente ou que celui-ci est plus ou moins proche du champs
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récepteur du neurone, la réponse de celui-ci varie pour coder au mieux ces variations. Ces
différentes méthodes de codage ne s’excluent pas entre elles. Au contraire, chacune présente ses
propres avantages et inconvénients mais elles sont complémentaires. Le codage de l’information
dans le cortex ne s’explique pas selon une seule méthode. Ces méthodes sont complémentaires
et permettent d’encoder différents types d’information (Brette 2015). La figure 2.9 permet
de donner un exemple de ces différents codages.

2.2.6.1 Codage fréquentiel

La première et la plus fréquemment utilisée est le codage par fréquence. Selon que l’intensité
du stimulus augmente ou qu’il se rapproche du champs récepteur du neurone, celui-ci décharge
à une fréquence qui augmente. Cette fréquence est donc proportionnelle au stimulus présenté.
Cette méthode est souvent utilisée pour analyser la réponse de neurones à différents stimuli.
Elle justifie les valeurs analogiques d’un ANN (la valeur analogique de la réponse d’un neurone
correspond à sa fréquence de décharge) et peut aussi être utilisée comme modèle de neurone pour
les SNN (voir section 2.2.3.5). Cependant, ce type de codage ne permet pas d’expliquer la rapidité
du traitement visuel par exemple. En effet, le cortex visuel met seulement 100-150 ms pour traiter
l’information provenant de la rétine, en traversant de nombreuses couches de neurones depuis
les photorecepteurs de la rétine. Sachant qu’un neurone ne décharge que très rarement à une
fréquence supérieure à 100Hz, cela voudrait dire que chaque neurone n’a le temps de décharger
qu’une seule fois ou pas du tout afin de traiter l’information (S. Thorpe, Delorme et Van
Rullen 2001). Afin de déterminer la fréquence de décharge d’un neurone, il est nécessaire
d’intégrer plusieurs spikes. Cela implique donc un délai pouvant aller jusqu’à plusieurs centaines
de ms ou nécessite d’estimer cette fréquence de décharge en prenant en compte de nombreux
neurones ayant la même fréquence et qui seraient donc redondants (Gautrais et S. Thorpe
1998).

2.2.6.2 Codage par latence

La seconde méthode proposée suite à la conclusion qu’un codage fréquentiel ne pourrait pas
expliquer la rapidité du traitement visuel est le codage par latence. L’information du stimulus
en entrée peut être convertie en latence : plus l’intensité du signal est forte et plus le neurone
se chargera rapidement et donc déclenchera un spike tôt (S. Thorpe et Gautrais 1998)
(voir figure 2.8). Cette méthode de codage a été mise en avant dans plusieurs aires du cer-
veau dont notamment les aires visuelles (Fabre-Thorpe, Richard et S. J. Thorpe 1998 ;
Shriki, Kohn et Shamir 2012 ; Reich, Mechler et Victor 2001 ; S. Thorpe, Fize et
Marlot 1996 ; Mainen et Sejnowski 1995), et la rétine (Gollisch et Meister 2008).
Des études montrent que la précision temporelle des spikes est grande (de l’ordre de la millise-
conde) (Gollisch et Meister 2008 ; Berry, Warland et Meister 1997) et que celle-ci
est donc viable pour décoder de l’information. Cette stratégie permet donc d’expliquer la rapi-
dité du traitement visuel, car un seul spike par neurone est nécessaire pour décoder l’information
portée par la latence.
Une règle d’intensité à latence est donc utilisée pour déterminer la latence du spike émis, pour
convertir une image en train de spikes. La latence est définie de manière inversement propor-
tionnelle à l’intensité du signal d’entrée (voir figure 2.8, panneau B). Dans le cadre d’une image,
l’intensité de la valeur du pixel est utilisée pour définir la latence du spike généré. Ainsi, les pixels
d’intensités plus élevées seront transmis en premier.
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Figure 2.8 – Codage temporel, figure provenant de (S. Thorpe, Delorme et Van
Rullen 2001)

2.2.6.3 Codage par rang

Le codage par rang est une version simplifiée du codage temporel. La latence donnée au
spike dépend du rang de son intensité reçue par rapport aux autres neurones, plutôt que de
la valeur de cette intensité. Si un neurone A reçoit une intensité de 3 mV, un neurone B une
intensité de 4 mV, et un neurone C une intensité de 1 mV, les spikes émis par les neurones A,
B et C seront donc dans l’ordre B → A→ C et également espacés dans le temps.

Figure 2.9 – Différentes méthodes de codage

2.2.6.4 Codage parcimonieux

Une des caractéristique des traitements de l’information sensorielle réalisés par les neurones
est qu’ils effectuent un codage parcimonieux de celle-ci. Plutôt qu’avoir un grand nombre de
neurones qui répondent de manière continue aux différents stimuli, seule une certaine partie de
ces neurones vont répondre assez fortement à des stimuli bien spécifiques (Bruno A Olshausen
et David J Field 2004). Les neurones sont donc la plupart du temps au "repos" et rarement
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actifs. Ce type de stratégie, notamment utilisé dans V1, permet ainsi de représenter l’information
visuelle selon un nombre restreint de structures primitives (comme les contours qui peuvent être
extraits avec des DoG ou des Gabors orientés, voir figure 2.10) (Bruno A. Olshausen et
David J. Field 1997). L’efficacité du codage parcimonieux a été montré par (Gautrais et
S. Thorpe 1998). En convoluant une image avec des filtres DoG de types ON/OFF et de
différentes échelles, ils ont montré qu’il est possible de reconstruire précisément l’image initiale
avec un nombre restreint de neurones qui déchargent.

Figure 2.10 – Codage parcimonieux, figure provenant de (Bruno A Olshausen et
David J Field 2004)

D’autres méthodes de codages existent comme le codage en rafale (Park, S. Kim, Choe
et al. 2019) ou le codage de phase (Kayser et al. 2009). Chaque méthode a ses avantages et
inconvénients et peut répondre à différents besoins. Comme mis en avant par (Guo et al. 2021 ;
Park, S. Kim, Na et al. 2020), le codage par latence, expliqué plus haut, permet de réduire
considérablement le nombre de spikes émis et ainsi la consommation de ressources et le nombre
d’opérations nécessaires pour simuler le SNN tout en garantissant de bonnes performances.

2.3 Apprentissage
Comme expliqué dans la section 2.2.2, Donald Hebb fut le premier (sinon l’un des premiers)

à proposer une règle d’apprentissage permettant ainsi au réseaux de neurones d’apprendre grâce
à leurs expériences. Cette méthode relativement simple consistait à augmenter les connexions
entre les neurones qui déchargent ensemble. Cette règle était inspirée du fonctionnement de la
plasticité synaptique des neurones. Par la suite, une nouvelle règle fut proposée, la Spike-Timing-
Dependent-Plasticity (STDP). Cette règle est basée sur des relevés d’étude électrophysiologique,
montrant que cette règle d’apprentissage est divisée en deux cas spécifiques (Bi et Poo 2001 ;
Caporale et Dan 2008) :

— Potentialisation à long terme (LTP) qui augmente les connexions avec les neurones
pré-synaptiques ayant déchargés peu de temps avant l’instant de décharge du neurone
post-synaptique

— Dépressions à long terme (LTD) qui réduit les connexions avec les neurones pré-synaptiques
qui déchargent peu de temps après le neurone post-synaptique

La temporalité exacte des spikes pré et post-synaptique impacte fortement la modulation des
poids synaptiques (voir figure 2.11). En effet, l’amplitude de la modification synaptique décroît
de façon exponentielle avec la différence temporelle entre les spikes des neurones pré et post-
synaptiques. Cela permet ainsi d’augmenter significativement les connexions avec les neurones
ayant déchargé durant une courte fenêtre temporelle auparavant (τLTP ) et réduire ceux ayant
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déchargé peu de temps après (τLTD), avec τLTP>τLTD. La modification des poids, comme
proposé par (Masquelier 2012), peut s’exprimer comme ceci (2.5) :

∆Wi,j = aLTP × exp
tj − ti
τLTP

si tj ≤ ti

∆Wi,j = −aLTD × exp− tj − ti
τLTD

si tj > ti

(2.5)

Avec :
— ∆Wi,j : variation apportée à la connexion synaptique entre le neurone post-synaptique

j et le neurone pré-synaptique i
— aLTP et aLTD : intensité de la modification synaptique
— ti et tj : instant du dernier spikes des neurones i et j
— τLTP et τLTD : fenêtre temporelle du potentialisation à long terme (LTP) et du dépres-

sions à long terme (LTD)

Figure 2.11 – Règle d’apprentissage STDP observée par (Bi et Poo 2001)

La modélisation de la règle STDP proposée par l’équation (2.5), ne permet pas de prendre
en compte l’intégralité des spikes émis, mais seulement une paire de spike, c’est à dire, le dernier
spike émis par le neurone pré et post-synaptique est pris en compte. Des variantes de cette
règle STDP ont été proposées pour répondre à certains comportements étudiés au niveaux des
modifications synaptiques des neurones ou selon le type de connexion (FF ou Feed-back (FB)).
C’est le cas par exemple de la règle anti-STDP qui est une version inversée de la règle STDP,
la triplet-STDP (Pfister et Gerstner 2006) qui prend en compte un triplet de spike (deux
spike pré et un spike post) ou encore la m-STDP (Burbank 2015) qui propose de varier la
règle STDP selon le type de connexion. Une version simplifiée de la règle STDP a aussi été
proposée dans laquelle l’amplitude du LTP et LTD est fixe et la fenêtre temporelle du LTD est
supprimée, toutes les connexions ne recevant pas le LTP reçoivent alors le LTD (Bichler et al.
2012) (figure : 2.12). Chacune des règles présente ses spécificités (Vigneron et Martinet
2020) et diffèrent aussi selon leur simplicité de calcul et de paramétrisation.

Comme montré par (Guyonneau, VanRullen et S. J. Thorpe 2005 ; Masquelier,
Guyonneau et S. J. Thorpe 2008) la règle d’apprentissage STDP permet aux neurones de
devenir sélectifs au début du stimulus présenté et donc de réduire de la latence des spikes émis
par les neurones post-synaptiques permettant ainsi de justifier la rapidité de traitement de l’in-
formation. Une des caractéristiques de la règle STDP est qu’elle est non-supervisée, elle permet
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aux neurones d’apprendre leurs propre expériences sans leur préciser quelle est la réponse atten-
due, cela permet ainsi à cette règle de permettre un apprentissage online, en même temps que
le signal d’entrée (la scène visuel) est acquis (Baumgartner et al. 2020 ; Thiele, Bichler
et Dupret 2018).

Des règles d’apprentissage supervisées ou semi-supervisées ont été proposé en alternative à
la règle STDP afin d’améliorer les performances des SNNs. (M. Mozafari et al. 2018) propose
une version semi-supervisée de la STDP qui s’inspire de l’apprentissage par renforcement, la
RSTDP. Une classe est attribuée à chaque neurone et selon que celui-ci décharge pour la bonne
classe, une règle STDP classique est appliqué, sinon une anti-STDP lorsque le neurone décharge
pour la mauvaise classe. Cette règle permet de conserver les caractéristique de l’apprentissage
STDP (apprentissage local, dépendance de la temporalité des spikes, etc) tout en permettant
d’améliorer les performances de la règle STDP (M. Mozafari et al. 2018).
Concernant les ANNs, une règle d’apprentissage supervisée est devenue prévalente depuis quelques
temps, il s’agit de l’apprentissage par back-propagation (Bishop 1995) (expliquer). Depuis
récemment des versions adaptées aux SNNs ont été proposées (S. M. Bohte, Kok et La
Poutré 2002 ; Yujie Wu et al. 2018 ; S. R. Kheradpisheh et Masquelier 2020) permet-
tant ainsi de s’approcher encore un peu plus des performances des ANN. Cependant, la possibilité
qu’une telle méthode soit utilisée par le cerveau semble très faible, car elle nécessite de déri-
ver des spikes, qui peuvent être assimilés à des fonctions de Dirac et donc non dérivables, et
les poids des connexions FF sont mis-à-jour de façon top-down (voir (Tavanaei, Ghodrati
et al. 2019) pour plus de détails). D’autres méthodes d’apprentissage supervisées sont aussi
proposées comme spike pattern association neuron (SPAN) (Mohemmed et al. 2012), le Chro-
notron (Florian 2012), ou la méthode Remote Supervised Learning (ReSuMe) (Ponulak et
Kasiński 2010).

Figure 2.12 – Règle d’apprentissage STDP inspirée par (Bichler et al. 2012)

44 sur 158



2.4 Extraction d’informations spatio-temporelles

Un mouvement peut être caractérisé par différentes caractéristiques (forme, orientation, di-
rection, vitesse, ...). De nombreuses études ont mis en avant le pertinence d’utiliser une SNN
avec une règle d’apprentissage de type STDP afin d’avoir des neurones qui deviennent sélectifs à
des contours orientés, puis à des formes en avançant dans la hiérarchie du SNN (Masquelier
et S. J. Thorpe 2007). Ces informations relèvent principalement de caractéristiques spatiales
du stimulus, une sélectivité à l’orientation peut être utilisée pour discriminer un mouvement
latéral d’un mouvement horizontal. Toutefois, elle ne permet pas de discriminer deux direc-
tions opposées (droite/gauche). Cette information se repose sur des caractéristiques spatiales
et temporelles. En effet, il faut pour le neurone savoir l’ordre des spikes qu’il reçoit. Pour un
mouvement qui va de la droite vers la gauche, le neurone est excité en premier par des neurones
situés à gauche de son champ récepteur, suivi par ceux situés à droite (et inversement pour un
mouvement allant de la droite vers la gauche).

2.4.1 Forme

Les ANNs présentent de très bonnes performances dans des tâches de détection de formes
et catégorisations d’images. L’arrivée notamment des CNNs, de l’apprentissage en profondeur
(Krizhevsky, Sutskever et Hinton 2017 ; Rawat et Z. Wang 2017), de nouvelles mé-
thodes d’apprentissage et de méthodes permettant d’éviter le sur-entraînement ont permis aux
ANN d’apprendre des patterns visuels, de les généraliser et de pouvoir les réutiliser pour recon-
naître des formes spécifiques. Le développement des jeux de données (MNIST, CIFAR-10, etc)
ont offert la possibilité de d’évaluer et de comparer différents types d’ANNs et de pouvoir com-
parer leurs performances sur des jeux de données similaires. Le deep learning a permis d’avoir
un apprentissage hiérarchique, avec les filtres des premières couches qui apprennent et détectent
des informations très locales (bordure, orientations), puis ces informations locales se cumulent
au fur et à mesure que l’on avance dans les couches pour obtenir des filtres qui détectent des
patterns globaux et plus spécifiques (voitures, visage, oeil, arbre, chiffre, etc... ).
Les SNNs se sont donc eux aussi inspirés des méthodes utilisés par les ANNs et ont ré-utilisés
les jeux de données présentés ci-dessus afin de pouvoir comparer leurs résultats avec les ANNs
et les autres SNNs. Les ANNs restent généralement meilleurs que les SNNs sur ces types de
tâches (voir tableau 2.1).

Les études de catégorisation d’images utilisant des SNNs ont dans un premier temps majori-
tairement utilisé la règle d’apprentissage STDP dont notamment dans l’étude de (Masquelier
et S. J. Thorpe 2007) qui est une des premières études démontrant l’efficacité d’un SNN multi-
couche pour la catégorisation d’images, en utilisant le jeu d’images de Caltech. De nombreuses
études ont ensuite validé ces résultats en utilisant des méthodes similaires avec des jeux de
données différents (S.-R. Kheradpisheh et al. 2018 ; C. Lee et al. 2018 ; Diehl et Cook
2015 ; Thiele, Bichler et Dupret 2018). Des alternatives s’inspirant de la STDP ont été
ensuite utilisées afin d’utiliser des méthodes d’apprentissage semi-supervisées, avec la RSTDP
(M. Mozafari et al. 2018) et supervisées (Tavanaei et A. Maida 2019 ; Hao et al. 2020),
afin d’améliorer les résultats. Finalement dans une quête de performance et de volonté de mimer
et réduire l’écart avec les ANNs, une méthode d’apprentissage qui mime le fonctionnement de
la back-propagation adaptée aux SNNs a été proposé et des méthodes de conversion d’ANNs
en SNNs.
Afin de s’approcher de situations réelles, une alternative à la base de données MNIST a été
proposée par (Garrick Orchard et al. 2015 ; Iyer, Chua et Haizhou Li 2021), le N-MNIST,

45 sur 158



Model Architecure Learning method Dataset Accuracy

Esser et al., 2015 Deep SNN Offline learning, Conversion MNIST 99.42
J. H. Lee et al., 2016 CSNN Backpropagation MNIST 99.31

Diehl, Neil et al., 2015 CSNN Offline learning, Conversion MNIST 99.10
T. Liu et al., 2018 SNN Temporal backpropagation (3-layer) MNIST 99.10

S.-R. Kheradpisheh et al., 2018 CSNN Layer wise STDP MNIST 98.40
Tavanaei et al., 2019 CSNN Layer-wise and end-to-end STDP rules MNIST 98.60
Querlioz et al., 2013 SNN STDP, Hardware implementation MNIST 93.50
J. H. Lee et al., 2016 Deep SNN Backpropagation MNIST 98.88
J. H. Lee et al., 2016 Deep SNN Backpropagation N-MNIST 98.74
J. H. Lee et al., 2016 CSNN Backpropagation N-MNIST 98.30

Rueckauer et al., 2017 CSNN Offline learning, Conversion CIFAR-10 90.85

Table 2.1 – Résumé des récents modèles de SNNs et leur précision sur différents
jeux de données. Résultats tirés de (Tavanaei, Ghodrati et al. 2019).

qui utilise une DVS filmant un écran qui affiche les différentes images de MNIST. Des sac-
cades oculaires sont ensuite mimées afin de générer un mouvement de la DVS et donc des
spikes. Une méthode similaire a été utilisée sur la base de données CIFAR-10 (Hongmin Li et al.
2017). (Moraitis, Sebastian et Eleftheriou 2020) a utilisé une version alternative de
la base de données MNIST. Une occlusion spatiale qui évolue avec le temps est appliquée aux
chiffres présentés. Ainsi, (Moraitis, Sebastian et Eleftheriou 2020) a montré que sur
ce type de tâche un SNN pouvait surpasser les ANNs. De plus, une base de données de recon-
naissance de cartes présentées extrêmement rapidement devant une caméra DVS (52 cartes en
0.65 secondes) est aussi utilisée pour tester les SNNs (Teresa Serrano-Gotarredona et B.
Linares-Barranco 2015). Ce type de stimuli permet de tester la capacité de reconnaissance
de formes d’un SNN sur des mouvements rapides, mettant ainsi en avant les avantages de ce
type d’architectures.

2.4.2 Profondeur

Il existe différentes méthodes utilisées par l’humain pour obtenir des informations de pro-
fondeur, comme la parallaxe, l’occlusion, la disparité binoculaire, la taille apparente de l’objet,
l’accommodation, etc... Différentes méthodes ont été utilisées pour mimer ces processus et dé-
coder l’information de profondeur avec des caméras événementielles (Steffen, Reichard et
al. 2019). Une des méthodes la plus utilisée est la disparité binoculaire (Ohzawa, DeAngelis
et Freeman 1990). Nos yeux sont alignés verticalement et approximativement espacés d’en-
viron 6 cm chez l’adulte sur l’horizontal. Chaque œil reçoit donc une information différente et
légèrement décalée par rapport à l’autre œil. Un même point sur une scène n’aura pas la même
position selon qu’il soit vu par l’œil gauche ou droit, ce décalage peut alors être utilisé pour
estimer la profondeur de l’objet. Plus ce décalage sera important, plus l’objet sera proche de la
personne qui perçoit la scène.

Cette méthode implique donc que deux points ou patterns similaires sur les deux images
perçues soient identifiés afin de pouvoir calculer la disparité binoculaire. Ce problème de détec-
tion de patterns similaires est appelé le problème de correspondance (Steffen, Reichard
et al. 2019 ; Osswald et al. 2017 ; Dikov et al. 2017). Une détection de deux patterns qui
n’appartiennent pas en réalité aux même points induirait ainsi une erreur de perception de la
profondeur car la disparité serait biaisée. L’information temporelle portée par des spikes permet
de répondre à ce problème, un point précis d’une scène déclenchera des spikes synchronisés par
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les deux caméras, qui peuvent être facilement décodés avec des neurones LIF. Cela permet ainsi
de pouvoir ensuite calculer la disparité à partir de ces détecteurs de coïncidences (Osswald
et al. 2017 ; Dikov et al. 2017).

(Chauhan et al. 2018) montre dans une étude que des neurones d’un SNN qui apprennent
avec une règle d’apprentissage STDP et auxquels on présente des images binoculaires provenant
de scènes naturelles, deviennent sélectifs à des contours avec des disparités différentes. Ces
neurones ont des champs récepteurs proches de ceux que l’on trouve dans V1 (Gabor orientés,
voir figure 2.13, panneau A). Leurs réponses et leurs répartitions sont proches de ceux que l’on
trouve dans le cortex visuel primaire (voir figure 2.13, panneau B et C). Les neurones à qui on
présente des portions situées dans la moitié basse de l’image ont plus de chances d’être sélectifs
à des disparités croisées (positives) alors que ceux à qui on présente des portions situées dans
la moitié haute de l’image sont sélectifs à des disparités décroisées (négatives).

Figure 2.13 – Figure provenant de (Chauhan et al. 2018). Panneau A : Champs
récepteur d’un neurone entraîné avec un stimulus binoculaire. Panneau B : histo-
gramme des disparités horizontales de 300 neurones lorsqu’ils sont entraînés avec la
partie supérieure (bleu) ou inférieure (rouge) du champs visuel. Panneau C : Simi-
laire au panneau B, mais utilisant des neurones V1 de singes. Résultats provenant
de (Sprague et al. 2015).

Des études ont aussi utilisé des informations monoculaires pour décoder l’information de
profondeur. Par exemple, (Yang et al. 2006) l’évalue lors d’un mouvement. Pour cela, il utilise
des neurones radialement organisés ainsi que la règle d’apprentissage STDP pour détecter un
stimulus passant par deux neurones placés sur le même axe radial et ensuite utilise l’intervalle
de temps séparant la décharge de ces deux neurones pour décoder l’information de profondeur.
Une méthode différente a été appliquée dans (Haessig, Berthelon et al. 2019) qui s’inspire
de la méthode d’estimation de la profondeur par defocus, utilisée par l’araignée (Nolte et al.
2017) ainsi que par l’humain (V. A. Nguyen, Howard et Allison 2005 ; Mather et Smith
2002 ; Mather 1996), qui consiste à ajuster le focus fait par la rétine. En effet, afin de percevoir
nettement un stimulus à une profondeur donnée, un focus spécifique est nécessaire. Lorsque l’on
modifie la distance focale de la caméra, le stimulus apparaît dans un premier temps hors du focus
(flou et de taille élevé), en focus (net et de taille minimale), puis revient hors de focus. Cette
variation de la distance focale va ainsi générer des variations de luminosités et donc générer des
spikes, qui permettront de déterminer la distance focale pour avoir le stimulus en focus et ainsi
sa profondeur.
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2.4.3 Mouvement

Comme vu précédemment, de nombreuses études utilisent des images afin d’évaluer les per-
formances d’un SNN. Cette méthode permet souvent de profiter de bases de données d’images,
bien souvent développées pour tester des ANN et pouvoir ainsi se comparer à eux. Les CNN
ont permis de fortes avancées dans le traitement d’images et la détection et reconnaissance de
formes. Il est donc normal que de nombreuses architectures de SNN s’inspirent de ces précé-
dentes études et utilisent les mêmes types de stimuli. Cependant, à la différence de la plupart
des ANN, les SNN possèdent une dimension temporelle importante. Les stimuli de types images
étant statiques, ils ne possèdent pas de dimensions temporelles. Il est donc nécessaire d’en inférer
une à partir de la valeur des pixels et en utilisant un des codages présentés section 2.2.6. De
nombreuses études utilisent ainsi les bases de données (MNIST, etc...) pour tester leur SNN.
Cependant, l’utilisation d’un stimulus avec une dimension temporelle permet de profiter pleine-
ment des avantages d’un SNN, à savoir l’utilisation de données plus parcimonieuses avec des
spikes lors de variations de luminosités, le traitement asynchrone et event-based de l’information
et donc la réduction de la consommation d’énergie et le traitement en temps réel.
Des alternatives à MNIST (Garrick Orchard et al. 2015) sont maintenant disponibles en
proposant une base de données similaire, mais filmée avec une caméra DVS qui mime les micro-
saccades de l’oeil et permet ainsi de s’approcher d’une situation plus réelle. Moraitis surpasse
même les performances des ANNs dans (Moraitis, Sebastian et Eleftheriou 2020), dans
une expérience utilisant la base de données MNIST, mais avec une occlusion spatiale du stimulus
qui varie avec le temps. Cette étude profite des caractéristiques temporelles d’un SNN et d’une
règle bio-inspirée qui prend elle aussi en compte cette dimension et lui permet ainsi de dépasser
l’état de l’art sur ce type de stimuli, qui utilise des images MNIST mais avec une dimension
temporelle, à savoir l’occlusion.
Le mouvement se définit par un changement de position dans l’espace. Par défaut, un SNN
qui prend en entrée le flux d’événements d’une caméra événementielle aura des neurones qui
répondront aux mouvements. En effet, les événements générés par une caméra événementielle
sont principalement générés par du mouvement. Excepté dans le cas d’une forte variation de
luminosité, comme par exemple une lumière que l’on éteint et rallume par exemple. Même la
méthode de (Haessig, Berthelon et al. 2019), qui filme un stimulus immobile et une caméra
immobile, induit un mouvement par le defocus. Ainsi les événements générés par la caméra évé-
nementielle proviendront principalement du mouvement (excepté du bruit ou des variations de
luminosité rapides), les neurones ne pourront alors répondre principalement qu’à du mouvement
.
Un SNN de type feed-forward (FF) (avec des inhibitions latérales instantanées) permet de discri-
miner des orientations ou des profondeurs. Il ne pourra cependant pas discriminer des directions
(balle qui se dirige vers la gauche/droite, s’approche ou recule). (Bichler et al. 2012) propose
un SNN de type FF auquel il présente des balles simulées qui vont dans différentes directions
et montre qu’il obtient des neurones qui deviennent sélectifs à ces directions. En effet, lorsque
une balle sombre se dirige de la gauche vers la droite avec un arrière plan clair, les spikes de
types ON seront positionnés sur la partie gauche de la balle et les spikes OFF sur la partie droite
(et inversement pour une balle allant dans la direction opposée). Ainsi, lors de cette étude ils
utilisent la position spatiale des spikes ON/OFF pour déterminer la direction du stimulus. Cette
méthode possède cependant deux inconvénients majeurs :

— Le champs récepteur du neurone doit être suffisamment grand pour voir toute (ou
presque) la balle. Une information locale (la partie ON des spikes, par exemple) ne
devrait pas suffire pour extraire la direction de la balle.

— Si on inverse le contraste de la balle et de l’arrière plan (balle claire et arrière plan
sombre), les neurones déchargeront pour les directions opposées, car les spikes ON/OFF
seront diamétralement opposés par rapport à la balle sombre et fond clair.
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Afin de pouvoir déterminer la direction du mouvement indépendemment du contraste et en
utilisant des informations locales, il est nécessaire d’ajouter de nouvelles caractéristiques au
SNN afin d’améliorer sa sélectivité temporelle.

2.4.3.1 Délais

L’ajout de délais de transmission synaptiques entre les neurones permet aux neurones de
devenir sélectifs à la temporalité des spikes qu’ils reçoivent en entrée. Ces délais vont ajouter
un retard entre l’instant auquel le spike est émis par le neurone pré-synaptique et l’instant de
réception de celui-ci par le neurone post-synaptique. Ces délais vont permettre de synchroniser
(Hüning, Glünder et Palm 1998) les spikes reçus (en retardant les premiers spikes transmis
afin qu’ils arrivent en même temps que ceux qui arrivent ultérieurement) lorsqu’un certain stimu-
lus lui est présenté (direction allant vers la gauche) et les désynchroniser lors d’un stimulus ayant
des "caractéristiques temporelles opposées" (vers la droite). La "spécificité" de fuite du potentiel
de membrane d’un neurone va lui permettre de décharger lorsque les spikes sont reçus dans un
court espace de temps et donc synchronisés (cf. figure 2.15). Il existe deux différentes méthodes
afin de régler ces délais de transmission (C. W. Eurich et al. 2000 ; Hüning, Glünder et
Palm 1998) (cf. figure 2.15).

Figure 2.14 – Panel A : Délais fixes de (G. Orchard et al. 2013). Panel B : Multi-
synapses de (Paredes-Valles, Scheper et Croon 2019)

La première, le Delay shift (figures à droite de 2.15) utilise des règles d’apprentissage afin
de régler les délais de transmission. La règle d’apprentissage cherchera à minimiser le temps
entre les spikes reçus et le spike émis. (C. Eurich et al. 1999 ; C. W. Eurich et al. 2000 ;
Tversky et Miikkulainen 2002) utilisent une règle d’apprentissage hebbienne similaire à
la STDP pour régler les délais. Les neurones ayant déchargés juste avant le spike du neurone
post-synaptique verront alors leurs délais augmenter et ceux ayant déchargé peu de temps après
verront leurs délais diminuer. (Gibson, Henderson et Wiles 2014) règle ses délais ainsi que
d’autres paramètres en utilisant la divergence de Kullback–Leibler.
La seconde, Delay selection (figures centrales de 2.15) définit plusieurs synapses entre un même
neurone pré-synaptique et un neurone post-synaptique. Chaque synapse aura un délai de trans-
mission différent (Panneau B, figure 2.14). Lorsque un neurone pré-synaptique déchargera, son
spike sera alors transmis plusieurs fois (un par synapse) et sera reçu à des temporalités dif-
férentes par le neurone post-synaptique. La règle de plasticité synaptique (STDP ou autre)
sélectionnera ensuite les synapses avec les délais permettant de synchroniser les spikes reçus
(Paredes-Valles, Scheper et Croon 2019 ; Oudjail et Martinet 2021a).
(G. Orchard et al. 2013) utilise des délais fixes pré-définis (Panneau A, figure 2.14) et arrive
à déterminer la vitesse et la direction du mouvement, tout en utilisant peu de neurones.

49 sur 158



Figure 2.15 – Différentes méthodes de délais. Le panel A représente l’évolution du
potentiel de membrane d’un neurone au cours du temps pour deux scénarios avec
des conditions temporelles opposées (Scénario 1 : Neurone 1 → 2 → 3 ; Scénario 2 :
Neurone 3 → 2 → 1, similaire à deux directions opposées). Le panel B représente
les spikes reçus par le neurone lors de ces deux scénarios. L’épaisseur de la croix
représente "l’intensité" de la connexion. Les deux figures à gauche représentent le cas
sans utilisation de délais. Les deux figures centrales représentent le cas de sélection des
délais. Les synapses sont dupliquées, les croix rouge, verte, bleue représentent le même
spike transmis par des synapses différentes avec des délais qui augmentent. Les deux
figures de droite représentent le cas de delay-shift. Les croix violettes représentent
l’instant auquel le neurone post-synaptique décharge. Les croix beige les instants
(après délais) auxquelles elles sont reçues par les neurones de la couche supérieure.

Ces délais peuvent être utilisés avec différentes architectures et sur des neurones excitateurs
ou inhibiteurs. Une première méthode et la plus communément utilisée est d’appliquer des délais
sur les connexions excitatrices FF (Paredes-Valles, Scheper et Croon 2019 ; Oudjail
et Martinet 2021a ; Hüning, Glünder et Palm 1998). Pour cela, comme vu au-dessus
les délais sont soit appris (delay shift) soit les synapses sont dupliquées et différents délais sont
utilisés, puis sélectionnés par la règles d’apprentissage (delay selection, figures centrales de 2.15).
Une autre architecture proposée par (Wenisch, Noll et Hemmen 2005 ; Adams et Harris
2014) utilise des connexions latérales excitatrices et inhibitrices avec des délais fixes et propor-
tionnels à la distance entre les neurones pré et post-synaptiques. La règle STDP est ensuite
utilisée pour sélectionner les synapses. Les connexions latérales avec des neurones proches topo-
graphiquement sont excitatrices et celles plus éloignées sont inhibitrices et permettent d’avoir
des neurones regroupés selon leurs sélectivités (à la direction dans ce cas). Ces regroupements
topographiques auto-organisés générés par les connexions latérales excitatrices/inhibitrices dé-
pendantes de la distance avec les autres neurones, aussi appelées connexions de type chapeau
mexicain, permettent ainsi de générer des cartes de sélectivité à la direction aussi présentes dans
le cortex visuel (Weliky, Bosking et Fitzpatrick 1996 ; Shmuel et Grinvald 1996).
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Les délais étant proportionnels à la distance entre les neurones pré et post-synaptiques, ils per-
mettent ainsi d’augmenter la synchronie des spikes lors d’un mouvement. Les neurones éloignés
du centre du champs récepteur du neurone post-synaptique déchargeront en premier mais avec
un délais plus longs. Puis, au fur et à mesure que le stimulus s’approche du milieu du champs
récepteur, les délais synaptiques se réduisent. Ainsi les spikes arrivent en quasi-synchronie lorsque
le stimulus arrive dans le centre du champs récepteur du neurone post-synaptique, voir figure
2.16. La règle STDP sélectionne ensuite les synapses, qui permettront la sélectivité à la direc-
tion. Ainsi, dans le cas de la figure 2.16, pour un stimulus opposé (6→ 5→ 4→ 3→ 2→ 1),
les spikes des neurones 6 à 4 arriveraient en synchronie, mais leurs poids seraient faibles et
n’engendreraient pas de décharge du neurone post-synaptique. Puis les spikes des neurones 3
à 1 auraient un impact fort sur le potentiel de membrane car leurs poids sont forts, mais ils
seraient désynchronisés et n’engendreraient pas de spikes non plus.
Ce type d’architecture est intéressant car elle permet d’avoir une sélectivité à la direction, elle
est bio-inspirée et permet la génération de carte de sélectivité à la direction. Cependant, elle
nécessite de gérer les poids des connexions FF et latérales. De plus, les délais étant fixes, ils
sont donc optimaux pour une vitesse spécifique. Afin d’avoir des neurones sélectifs à des vitesses
différentes, selon le panel de vitesse présent dans les stimuli, il faudrait donc choisir différentes
valeurs de délais ou les paramétrer comme pour les connexions FF avec une méthode de delay
selection ou de delay shift.

Figure 2.16 – Impacts des délais proportionnels à la distance entre les neurones
pré-synaptiques et le neurone post-synaptique. Les neurones 1 et 6 sont éloignés
du neurone post-synaptique, les neurones 2 et 5, sont à une distance moyenne et
les neurones 3 et 4 en sont proches. Les délais de transmission synaptiques sont
proportionnels à cette distance, comme illustré dans le panneau du haut. Lorsque
le neurone post-synaptique décharge (panneau du bas), la règle STDP renforce les
connexions des neurones synchronisés (1, 2 et 3) et diminue les autres (4, 5 et 6).

L’utilisation de connexions récurrentes inhibitrices nécessite cependant une synchronie as-
sez précise, plus particulièrement lorsque peu de neurones déchargent et ne déchargent qu’une
seule fois lors de la présentation du stimulus. Les spikes émis par les connexions récurrentes
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doivent arriver suffisamment tard afin que le potentiel de membrane du neurone ait suffisam-
ment commencé à augmenter pour que l’inhibition puisse impacter le potentiel de membrane
suffisamment tôt, avant que le neurone post-synaptique ne décharge. Cette intervalle de temps
est bien souvent faible, de l’ordre de quelques millisecondes et réduit par l’utilisation de délais.
En effet, les délais augmentent la synchronie entre les spikes et réduisent ainsi le temps entre le
début de l’excitation du neurone et l’instant ou il décharge (figure 2.15. L’intervalle de temps
entre le début et la fin de l’excitation est bien plus grand pour le cas "Classique" que pour
les deux autres). Si le neurone a une fréquence de décharge proportionnelle au signal d’entrée
(neurone Poisson par exemple, figure 2.17, panneau A), l’inhibition sera effective durant une
plus longue fenêtre temporelle réduisant ainsi plus facilement la réponse de l’autre neurone. Si
les neurones ne déchargent que peu de fois, voire une seule fois par présentation d’un stimulus
(S. J. Thorpe et al. 2004 ; S. R. Kheradpisheh et Masquelier 2020), il est alors néces-
saire d’avoir plusieurs neurones qui déchargent pour un stimulus très similaire, avec un décalage
temporel entre les spikes des différents neurones. Les différents spikes du premier groupe de neu-
rones (neurones 1 à 4, figure 2.17, panneau B) étant temporellement décalés car les neurones
qui déchargent ont des champs récepteurs légèrement différents. Les spikes inhibiteurs reçus par
le second groupe de neurones (5 à 8) couvrent une plage temporelle suffisamment grande pour
inhiber les neurones. Il est donc nécessaire d’avoir de nombreux neurones qui codent pour le
même stimulus. Si le neurone ne décharge qu’une seule fois et qu’il est le seul ou presque à
décharger, afin de minimiser le nombre de spikes, il est donc plus difficile d’inhiber le second
neurone. En effet, comme on le voit dans la figure 2.17, panneau C, une faible variation dans
le délai de transmission peut faire que l’inhibition est reçue trop tôt (∆ = 40 ms) ou trop
tard (∆ = 53/60 ms). Ainsi dans le cas d’un mouvement latéral, le neurone 1 sélectif à un
mouvement allant de gauche de droite, ne pourrait inhiber le second neurone et donc l’empêcher
de décharger que pour une plage de vitesse du stimulus faible. Une alternative à cela serait alors
d’utiliser des inhibitions plus longues pour couvrir un large panel de vitesses (Giulioni et al.
2016 ; Haessig, Cassidy et al. 2018).

Figure 2.17 – Impact des différentes méthodes d’inhibitions avec délais.
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2.5 Neuromorphic chip
Un des principaux inconvénients des ANNs est leur consommation d’énergie et leur capacité

à traiter l’information rapidement. Les modèles se complexifiant et utilisant de plus en plus
de couches, ils nécessitent ainsi de plus en plus d’opérations par inférences et d’énergie. Au
contraire, comme montré par (Tavanaei, Ghodrati et al. 2019 ; Neil, Pfeiffer et S.-C.
Liu 2016), et par la figure 2.18, les SNNs nécessitent beaucoup moins d’opérations qu’un ANN
pour une même performance.

Figure 2.18 – Comparaison du nombre d’opérations nécessaire pour atteindre une
performance de 98% de précision sur MNIST entre des SNNs et des ANNs. La ligne
verticale en pointillé indique le nombre d’opérations nécessaires pour atteindre 98%
pour un DNN (non-spikant). Les autres lignes montrent la précision de 522 SNNs en
fonction du nombre d’opérations nécessaires. Les courbes roses représentent des SNNs
ne parvenant pas à 98% de précision. Figure provenant de (Tavanaei, Ghodrati
et al. 2019).

L’arrivée des processeurs graphiques (Graphics Processing Unit) a permis aux ANNs et plus
particulièrement aux DNNs de se développer en permettant de paralléliser leurs opérations et
donc d’augmenter leur rapidité. Cependant ce type d’architecture reste consommatrice d’énergie.
Un autre type d’architecture a vu le jour, les neuromorphic chip et les intégrations à très grande
échelle (VLSI) (Mead 1990), des composants analogiques qui imitent les systèmes neuronaux
biologiques. Les ANNs utilisant des valeurs flottantes, ils sont plus difficilement implémentables
sur ce type d’architecture, alors que les SNNs, utilisant des spikes comme moyen de transmission
de l’information, semblent être des candidats naturels pour l’intégration sur ces architectures.
Il existe cependant encore un écart entre les promesses faites par le neuromorphique computing
et l’état de l’art actuel (Pfeiffer et Pfeil 2018).
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Différentes puces neuromorphiques existent pour l’intégration de SNNs. Celles ci peuvent être
divisées en deux catégories (D.-A. Nguyen, Tran et Iacopi 2021) : les accélérateurs neuro-
morphiques à grandes échelles, comme par exemple le SpiNNaker (Furber et al. 2014), True-
North (Merolla et al. 2014 ; Akopyan et al. 2015), NeuroGrid (Benjamin et al. 2014),
Loihi (Davies, Srinivasa et al. 2018 ; Davies, Wild et al. 2021) et BrainScaleS (Schemmel
et al. 2010). Ces modèles ont pour objectif de pouvoirs simuler un grand nombre de neurones,
tout en permettant des latences et une consommation d’énergie faible (Diehl, Zarrella
et al. 2016). Ces différents modèles diffèrent en plusieurs points, leur architecture, le nombre
de neurones et synapses qu’ils peuvent simuler, leur vitesse d’exécution, leur consommation
d’énergie, la possibilité de faire l’apprentissage en ligne, etc. (Pfeiffer et Pfeil 2018). Les
systèmes neuromorphiques embarqués, comme par exemple les architectures FPGA (Maguire
et al. 2007 ; Khodamoradi, Denolf et Kastner 2021 ; A. Linares-Barranco et al.
2019 ; Zamarreno-Ramos et al. 2013), qui permettent d’optimiser la consommation d’éner-
gie, mais avec plus de contraintes (nombre de neurones, synapses, etc.).
Différentes architectures de SNNs ont déjà été implémentées sur ce type de plateforme, dont
notamment des SNNs récurrents (Shrestha et al. 2017 ; Diehl, Zarrella et al. 2016), du
traitement visuel avec des architectures convolutionnelles (T. Serrano-Gotarredona et al.
2015 ; Khodamoradi, Denolf et Kastner 2021 ; Padala, Basu et Garrick Orchard
2018 ; Zamarreno-Ramos et al. 2013), denses (Hopkins et al. 2018). Bien que des solu-
tions permettant de faire de l’apprentissage en ligne directement sur la carte neuromorphique
sont proposées (Baumgartner et al. 2020 ; Thiele, Bichler et Dupret 2018), de nom-
breuses études préfèrent entraîner un ANN en utilisant les méthodes classiques d’apprentissage,
avant de le convertir en SNN pour pouvoir l’implémenter sur la carte neuromorphique (Diehl,
Zarrella et al. 2016 ; T. Serrano-Gotarredona et al. 2015 ; Massa et al. 2021).

2.6 Prédictions dans le domaine du sport
Dans le sport et plus particulièrement à haut niveau, une capacité majeure de l’expertise

consiste à anticiper les évènements (déplacements des joueurs, trajectoire de la balle ou du bal-
lon, etc.), afin de pouvoir adapter ses décisions et comportement, et pouvoir prendre le dessus
sur l’adversaire ou mieux collaborer avec ses coéquipiers. Comme présenté dans la section 2.1.2,
l’information visuelle joue un rôle majeur dans la perception et cela n’échappe pas au domaine
du sport. Les capacités de prédiction et d’anticipation des experts sportifs basés sur des informa-
tions visuelles sont examinées en présentant des vidéos de situations réelles sportives aux joueurs
experts/non-experts. Ces vidéos sont occultées spatialement (une partie de l’image est cachée)
et/ou temporellement (une partie de l’action est présentée, seulement les premières secondes
par exemple). Les participants ont ensuite à donner leur prédiction pour indiquer la meilleure
action à accomplir (Causer, Smeeton et A. M. Williams 2017). Ce type d’expérience a été
appliquée dans différents sports, comme par exemple, le tennis (Triolet et al. 2013 ; Balser
et al. 2014), le football (Causer, Smeeton et A. M. Williams 2017), le volleyball (Balser
et al. 2014), le basket (Aglioti et al. 2008 ; Y. Wu et al. 2013 ; Y. Li et Feng 2020).

À notre connaissance, il existe trois études qui ont cherché à évaluer les performances sur
une tâche de prédiction de trajectoire de lancer franc de basket. La première, (Aglioti et al.
2008) a présenté des trajectoires coupées à différents instants après le début du lancer franc
(moment où le joueur commence son mouvement de lancer). Cette expérience a été effectuée
sur 3 différents groupes de participants, des joueurs novices (sans expérience), des observateurs
experts (entraîneurs et journalistes sportifs) et des joueurs de basket professionnels. Il a été
montré que les joueurs professionnels arrivaient à mieux prédire la trajectoire de la balle et plus
tôt. (Aglioti et al. 2008) a aussi utilisé une méthode de Stimulation magnétique transcrâ-
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nienne (TMS) pour mettre en avant que les joueurs professionnels ont une excitation des aires
motrices lorsqu’ils devaient prédire la trajectoire de la balle. Cette excitation n’était pas pré-
sente lorsqu’ils regardaient un joueur de foot taper dans un ballon. Celle-ci est donc sélective
aux mouvements longuement appris et pratiqués, permettant ainsi aux joueurs d’effectuer de
meilleures prédictions dès le début de la vidéo, en utilisant les mouvements du lancer du joueur.
Les prédictions des novices et observateurs experts quant à elles, reposaient principalement sur
la trajectoire du ballon. De façon générale, les performances de prédictions des trois différents
groupes s’amélioraient grandement au fur et à mesure de la présentation de la trajectoire. (Y.
Wu et al. 2013) a obtenu des résultats assez similaires avec une méthode proche.
Une autre étude (Y. Li et Feng 2020) a utilisé une méthode similaire pour évaluer les différences
de performances entre différents niveaux d’expertises (experts, loisirs et novices). La conclusion
générale que les résultats dépendent de l’expertise de la personne visionnant les vidéos est main-
tenue. En effet, les joueurs experts sont meilleurs que ceux qui pratiquent par loisir, qui sont
meilleurs que les novices. Cependant, les résultats diffèrent avec l’étude (Aglioti et al. 2008)
au niveau des taux de réussite. En effet, les personnes testées présentent des taux de réussite
proches du niveau de chance (50% d’erreurs), sauf en fin de trajectoire (partie descendante de
la trajectoire de balle) où les joueurs experts ont de meilleurs résultats que les joueurs loisirs, qui
sont meilleurs que les novices. Les participants montraient aussi de meilleurs résultats pour les
lancers réussis que pour les lancers ratés, avec une différence significative entre les performances
des différents groupes pour les lancers réussis (≈ 70% de réussite pour les athlètes, ≈ 65% pour
les joueurs loisirs et ≈ 60% pour les novices).
Les résultats des deux premières études diffèrent assez fortement avec la troisième, notamment
car les deux premières études montrent que les participants ont de bons résultats dès le début
de la trajectoire. (Y. Li et Feng 2020) justifie cela en précisant que dans les deux premières
études les participants ont la possibilité de répondre "Je ne sais pas" et beaucoup utilisent cette
réponse en début de trajectoire, réponse qui n’est pas possible dans (Y. Li et Feng 2020). De
plus (Aglioti et al. 2008) montre une différence significative entre les différents groupes testés
en début de trajectoire (car les joueurs athlètes se basent sur le mouvement de lancer), alors
que (Y. Li et Feng 2020) montrent des différences significatives entre les différents groupes
en fin de trajectoire (phase descendante du ballon). (Y. Li et Feng 2020) justifient cela avec
des différences probables dans le protocole de test et des différences individuelles entre les par-
ticipants.

En analysant les vidéos présentées aux participants (Aglioti et al. 2008), on peut voir sur
la figure 2.19 que les lancers de types réussis (en jaune) diffèrent très fortement des lancers
ratés (en bleus). En effet, les lancers ratés tombent assez loin du panier et leurs trajectoires
sont plus basses que les autres. En d’autres termes, il est possible que les lancers ratés aient été
volontairement ratés dans le cadre de l’acquisition des vidéos, et non des tentatives infructueuses
ou involontairement manquées, de lancers réels. Cette différence marquée entre les deux types
de trajectoires peut ainsi expliquer les différences de résultats et les bons résultats de prédiction
des participants même avec peu d’information.

Bien qu’il ait été montré que les personnes expertes étaient plus performantes pour pré-
dire des situations proches de leurs domaines d’expertises (leur sport), il n’existe que peu de
connaissances sur le processus permettant d’effectuer ces prédictions et sur leurs expertises.
Toutefois, (Balser et al. 2014) a montré par exemple, que le réseau d’action-observation (ac-
tion–observation network (AON) est activé durant les tâches de prédictions et cette activation
est plus forte pour les joueurs experts du domaine. L’AON est une aire cérébrale sensorimotrice,
l’apprentissage et l’expérience motrice semblent jouer alors un rôle important dans la prédiction
et l’expertise. La perception étant un processus actif, les capteurs sensoriels n’attendent pas
sagement de recevoir l’information. La prédiction visuelle semble donc être aussi un processus
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Figure 2.19 – Différences de trajectoires selon que le panier est réussi (jaune) ou
raté (bleu)

actif, comme le montrent (Diaz et al. 2013 ; Spering et al. 2011). En effet, ces études mettent
en effet le caractères anticipatoire des saccades et poursuites oculaires pour suivre le stimulus.
Celles-ci permettent aussi de corriger les erreurs de prédictions.

2.7 Prédictions visuelles par des SNN

Prédire le futur à longtemps été étudié, à travers l’analyse dans un premier temps de séries
temporelles (Makridakis 1976), puis avec l’apparition des ANNs (Olawoyin et Y. Chen
2018), les modèles se sont complexifiés et ont été appliqués sur différentes tâches notam-
ment visuelles, comme la prédiction de mouvements humains (Suda, Makino et Shinoda
2019 ; Rudenko et al. 2020 ; Martinez, Black et Romero 2017), de scènes naturelles
(Babaeizadeh et al. 2018 ; Z. Liu et al. 2017 ; A. X. Lee et al. 2018 ; Fragkiadaki et
al. 2016), de trajectoires (Mülling, Kober et Peters 2010 ; Nikhil et Morris 2019 ;
Gomez-Gonzalez et al. 2020 ; Xiaopeng Chen et al. 2015), etc. L’analyse et la prédiction
de trajectoires de balles en utilisant des systèmes artificiels est un domaine déjà développé. Il
existe deux principales méthodes pour prédire une trajectoire de balle. La première méthode
consiste à diviser le traitement en deux parties distinctes. Premièrement, l’extraction des ca-
ractéristiques spatio-temporelles de la balle (position, direction, vitesse, accélération, spin de la
balle, ...). Puis l’envoie de ces informations dans un modèle physique de trajectoire de balle,
basé sur des équations différentielles, qui fera la prédiction (Mülling, Kober et Peters
2010 ; Xiaopeng Chen et al. 2015 ; Z. Zhang, Xu et Tan 2010 ; Y. Zhang et al. 2014).
Cette méthode nécessite donc de connaître le modèle physique en avance et quelques uns de
ses paramètres comme le poids et la taille de la balle. De plus, certains paramètres comme le
spin de la balle sont difficiles à extraire, ainsi que des problèmes de distorsion d’images peuvent
amener des erreurs variables selon la position de la balle sur l’image.
La seconde méthode utilise des ANNs, dont principalement des Recurrent Neural Network
(RNNs) (Zhao et al. 2018) et des modèles auto-régressifs, afin d’apprendre par expérience
la trajectoire de la balle et de pouvoir ensuite la prédire. Cependant, ces modèles sont souvent
plus lourds, plus difficiles à utiliser en temps réel et présentent des erreurs cumulatives (plus
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on prédit dans le futur, plus l’erreur est forte) (Gomez-Gonzalez et al. 2020). (Nikhil et
Morris 2019) ont montré que des CNNs pouvaient concurrencer les RNNs tout en nécessitant
moins de calculs, dans le cadre de trajectoire continue et sans "états compliqués", comme par
exemple pour des trajectoires pédestres ou des trajectoires de balles.
Comme montré dans la section précédente (2.6), les humains et plus particulièrement les ex-
perts sont capables de prédire les trajectoires de balles avant que le joueur adverse l’ait renvoyé,
selon son mouvement. (Suda, Makino et Shinoda 2019) ont testé la capacité d’un ANNs à
prédire une trajectoire selon seulement le mouvement du joueur, 0.3 secondes avant que celui-ci
ne la renvoie et ont montré qu’il était ainsi possible de prédire la trajectoire future du ballon en
utilisant le mouvement du joueur.

Du côté des SNNs, certaines études ont été faites afin d’effectuer des prédictions depuis
des événements générés par une caméra événementielle. Certaines d’entre elles utilisent des
LSMs, mais leurs prédictions restent limitées à des durées courtes (de l’ordre de quelques ms)
(Burgsteiner et al. 2007 ; Kaiser et al. 2017). Une autre étude a utilisé des connexions récur-
rentes anisotropes avec latences qui permettent ainsi de continuer à propager l’activité électrique
induite par le mouvement initial du stimulus, même lorsque celui-ci est stoppé (Kaplan et al.
2013). Ce type de prédiction est intéressant pour des prédictions locales, durant lesquelles un
mouvement peut paraître "rectiligne et uniforme", mais plus difficilement applicables à des tra-
jectoires plus complexes, comme des trajectoires de ballons. (Gibson, Henderson et Wiles
2014 ; Shon, Rao et Sejnowski 2004) utilisent aussi des connexions récurrentes avec la-
tences pour prédire les suites des trajectoires. (Shon, Rao et Sejnowski 2004) utilise une
règle STDP pour adapter ces connexions, sur des stimuli proches de (Kaplan et al. 2013).
(Gibson, Henderson et Wiles 2014) utilise une règle d’apprentissage pour gérer les poids
et latences des connexions synaptiques permettant ainsi des prédictions sur des fenêtres tempo-
relles plus longues et des mouvements plus complexes que (Kaplan et al. 2013). Cependant, les
prédictions sont aussi effectuées sur des stimuli très contrôlés et répétitifs (un point effectuant
un mouvement oscillatoire).

2.8 Problématique
Les SNNs, considérés comme la troisième génération de réseaux de neurones (Maass 1997)

ont permis d’ouvrir de nouvelles opportunités au traitement de l’information et à la compréhen-
sion du codage neural à travers des simulations bio-inspirées. Ceux-ci sont dans la continuité
des ANNs. Ils permettent un traitement automatique de l’information permettant de répondre
à différents besoins traitement du signal audio, visuel, classification, prédiction, etc. Ainsi le
fonctionnement général des ANNs est très similaire à celui des SNNs, à la différence que ceux-ci
nécessitent une dimension temporelle pour coder l’information. Ainsi, plus particulièrement dans
le domaine du traitement visuel automatique, les SNNs peuvent effectuer des tâches similaires
aux ANNs, avec pour le moment des performances généralement plus faibles, mais avec un écart
qui tend à se réduire. Cependant, les SNNs et plus particulièrement le traitement événemen-
tiel, permettent de réduire la consommation d’énergie et assurent un traitement en temps réel
(Farabet et al. 2012), grâce notamment au développement de puces neuromorphiques.

Cependant, les caméras événementielles actuellement existantes utilisent un traitement limité
à un filtrage temporel. Or, comme présenté dans la section 2.1.2, la rétine effectue un filtrage
spatio-temporel. C’est pourquoi durant cette thèse nous utilisons une caméra événementielle per-
mettant d’effectuer un filtrage spatio-temporel avec différents filtres spatiaux implémentables.

L’utilisation de SNNs a permis de montrer qu’ils sont de bons candidats pour effectuer du
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traitement visuel, similairement à ce que ferait un CNN par exemple. De plus, les SNNs profitent
d’une règle d’apprentissage non-supervisée, la STDP, qui a pour particularité d’être inspirée de
l’apprentissage effectué dans le cortex visuel et qui est donc très naturellement utilisée et déve-
loppée dans les SNNs. Ce type d’apprentissage non-supervisé a notamment pour avantage de
ne pas nécessiter de phase de labellisation et de jeux de données moins grands (Längkvist,
Karlsson et Loutfi 2014 ; Tustison, Avants et Gee 2019). Cette règle permet d’iden-
tifier des corrélations temporelles dans le signal d’entrée et de renforcer les synapses corrélées,
permettant ainsi aux neurones de devenir sélectifs à différents patterns.
Les SNNs, avec une règle d’apprentissage STDP, ont déjà été utilisés pour faire de l’analyse
et du traitement visuel. Il est cependant nécessaire d’ajouter des délais synaptiques afin d’avoir
des neurones sélectifs à certaines propriétés du mouvement, comme la direction et la vitesse
de celui-ci par exemple. Ceux-ci peuvent être implémentés de différentes manières (connexions
FF/FB/latérales, excitatrices/inhibitrices, apprentissage ou sélection par STDP des délais).
Différentes méthodes de codage de l’information en spikes existent, comme expliqué section
2.2.6. Deux méthodes principales dominent, le codage fréquentielle et le codage par latence,
bien qu’elles ne soient pas incompatibles. Le codage par latence permet d’expliquer la rapidité
du traitement visuel et de réduire le nombre de spikes générés pour coder l’information, tout en
conservant de très bonnes performances. En effet, en prenant l’exemple d’une caméra DVS et
d’une forte et rapide variation de luminosité dûe à un mouvement, les événements seront géné-
rés plus tôt et plus nombreux que lors d’une faible et lente variation de luminosité. La caméra
utilisée lors de cette thèse, présentée dans la section 3.1.1, nous permet de choisir la méthode
de codage pour générer les événements et donc de n’utiliser qu’un codage temporel par exemple.

Ainsi, les caméras événementielles (notamment la caméra NeuroSoc) et les SNNs semblent
être de bons candidats pour analyser des scènes visuelles en mouvement. L’analyse et la pré-
diction de mouvement et de trajectoires de balles sont des tâches de haut niveau, les premières
aires visuelles permettent d’extraire de l’information locale, mais seulement les aires MT, MST
(corrélations d’activités) (Spering et al. 2011) et supérieures, dont notamment des aires mul-
timodales et sensorimotrices qui sont activées pour des prédictions de poursuites et saccades
oculaires (prédictions très court terme)(Thier et Ilg 2005). Les régions de l’AON spécialisées
dans le sensorimoteur semblent elles aussi très importantes dans la prédiction de scène dans le
domaine du sport et jouent un rôle important dans l’expertise. Il semble ainsi hors de portée de
cette thèse de chercher à répliquer le fonctionnement de telles aires cérébrales. En effet, celles-ci
sont fortement impactées par l’apprentissage moteur et nécessitent un perception visuelle active.
De plus, celles-ci nécessiteraient des architectures complexes. En effet, augmenter le nombre de
couches et utiliser des connexions principalement FF ne permettraient pas de justifier une mo-
délisation d’aires visuelles telles que MT ou MST. Ainsi, dans les travaux réalisés durant cette
thèse, le SNN modélisera principalement les réponses des premières aires visuelles. Nous verrons
ensuite si l’ajout de couches supplémentaires permet d’affiner la précision du SNN et si cela
permet ensuite de prédire la trajectoire de la balle.

De plus, lors de cette thèse nous avions pour objectif d’évaluer la pertinence d’utiliser une
nouvelle caméra événementielle "hybride", la NeuroSoc, qui a pour particularité d’utiliser une
caméra frame-based, permettant ainsi d’effectuer du filtrage spatio-temporel. L’objectif était
ensuite d’évaluer les performances d’un SNN entraîné avec une règle STDP et recevant les
événements générés par la NeuroSoc, pour effectuer de l’analyse de mouvement et voir si cette
solution permet d’effectuer des prédictions de trajectoires de balles avec précision. Enfin, le
dernier objectif était d’évaluer et de comparer les performances d’humains experts ou non-
experts sur des tâches similaires.
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Chapitre 3

Méthodologie

3.1 Méthodes
Ce chapitre a pour objectif de présenter les différents détails techniques ainsi que les mé-

thodes utilisés dans les différentes études de cette thèse. La première partie de ces méthodes
présentera brièvement la caméra NeuroSoc développée par Yumain. Trois stagiaires du Cerco
avaient déjà participé au développement de ce capteur conjointement avec Yumain avant le
début de cette thèse. Les premiers mois de celle-ci ont principalement été axés sur la finalisation
du développement et la mise au point d’une première version stable. Pour cela, un développe-
ment pour permettre la récupération en mémoire et l’envoi des événements via une connexion
Ethernet a été nécessaire (cette partie est résumée en annexe, chapitre 9). Puis une phase de
tests et un travail de debuggage conjointement avec Clément Joly de Yumain.
La seconde partie comprendra les détails techniques du SNN implémenté et utilisé dans les
études qui suivent.

3.1.1 NeuroSoc

Comme présenté dans la section 2.2.1, les caméras événementielles présentent de nombreux
avantages, tant sur le plan de la plausibilité biologique que sur le plan de l’ingénierie (consomma-
tion réduite de ressources, processus asynchrone, etc). Il existe actuellement différentes caméras
événementielles disponibles (Prophesee, iniVation, Insightness, Samsung, CelePixel). Chacune
présente ses spécificités mais utilise un mode de fonctionnement similaire basé sur l’évolution
temporelle de l’intensité de chaque pixel (section 2.2.1). Bien que présentant des performances
remarquables en termes de fréquence temporelle et de gamme dynamique, elles n’intègrent pas
de filtrage spatial en amont de la génération des événements. Or, comme décrit dans la section
2.1.2, la rétine ainsi que les premières couches du cortex visuel (LGN, V1, ...) effectuent un
filtrage spatio-temporel. Le filtrage spatial réalisé au sein de la caméra NeuroSoc est similaire à
celui d’une différence de gaussienne ou d’un filtre de Gabor orienté. De plus, durant les dernières
années, de nouvelles solutions ont été proposées, permettant de générer des événements à partir
de capteurs de type CMOS (Abderrahmane et Miramond 2019 ; Akida 2021).
De nouveaux systèmes utilisent des caméra standard CMOS afin d’extraire des événements,
permettant ainsi de pouvoir utiliser des filtres spatiaux avant la génération de événements. Ces
systèmes permettent ainsi de profiter du large panel de caméras CMOS et de leurs avantages,
permettant par exemple d’utiliser des caméras avec des résolutions allant jusqu’à 2M pixels
(CAIMAN CAMERA 2021), alors que la résolution est limitée dans les caméras événementielles
actuelles (Lichtsteiner, C. Posch et T. Delbruck 2008 ; Son et al. 2017 ; Brandli
et al. 2014 ; Christoph Posch, Matolin et Wohlgenannt 2011).
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La NeuroSoc développée par Yumain s’inscrit donc dans cette catégorie de solution utilisant
une caméra standard synchrone, à laquelle on ajoute une phase de filtrage spatio-temporel afin
d’extraire et de générer les événements.

Figure 3.1 – Architecture de la NeuroSoc

La caméra NeuroSoc utilisée durant cette thèse est composée d’un capteur visuel CMOS
MT9024 de On Semiconductor fonctionnant en mode global-shutter et pouvant faire des ac-
quisitions à 240 FPS avec une résolution de 128× 120 pixels. Elle est également équipée d’une
carte électronique composée d’un MPSoc Zynq 7020 (Xilinx) et d’une mémoire DDRAM de 4
GBits (figure 3.1 panneau A). Le MPSoc Zynq est composé d’une partie FPGA connectée à deux
coeurs de processeurs ARM. Le traitement du flux vidéo et de la génération des événements est
ensuite divisé en plusieurs parties (figure 3.1 panneau B). Dans un premier temps, le capteur
vidéo CMOS fait l’acquisition successive des images. Celles-ci sont ensuite transmises au Zynq,
qui effectuera le filtrage spatio-temporel. Le FPGA au sein du MPSoc Zynq fait en premier
lieu un filtrage temporel en soustrayant l’image à l’instant t générée par le capteur CMOS avec
l’image précédente, à l’instant t − 1. Ce premier filtrage s’apparente très fortement au filtrage
effectué par les caméras événementielles. L’image générée est ensuite convoluée avec un filtre
spatial. Dans le cadre de cette thèse, nous avons utilisé une différence de gaussiennes (Différence
of Gaussians) (DoG) de taille 5 × 5, avec pour valeur maximale 16 au centre de la DoG et -1
comme valeur minimale (cf. figure 3.2).
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Figure 3.2 – Panneau A : Kernel utilisé pour la DoG. Panneau B : Valeurs complé-
mentées

D’autres filtres de différents types ou tailles peuvent être utilisés. On obtient alors une ma-
trice/image constituée de valeurs Idog(x, y) positives, représentant les spikes de type ON et
de valeurs Idog(x, y) négatives, représentant les spikes de type OFF. Un seuillage est ensuite
appliqué. Seuls les pixels dont la valeur absolue est supérieure à ce seuil sont conservés, puis
triés selon la valeur absolue de leur intensité. Ces valeurs qui sont codées sur 8 bits sont ensuite
complémentées (0 devient 255 et inversement) générant ainsi Iinv(x, y), permettant d’avoir une
temporalité du spike inversement proportionnelle à l’intensité du filtrage Idog(x, y) (S. Thorpe,
Delorme et Van Rullen 2001 ; Chauhan et al. 2018 ; VanRullen, Guyonneau et
S. J. Thorpe 2005 ; Masquelier et S. J. Thorpe 2007 ; S. Thorpe, Delorme et Van
Rullen 2001). Les valeurs Iinv(x, y), la position spatiale du spike ainsi que sa polarité sont
ensuite transmises au processeur ARM au sein du MPSoc Zynq. L’envoi des spikes et le contrôle
du capteur (gain, temps d’exposition, FPS, ...) se fait ensuite via une connexion Ethernet. La
valeur du seuil est déterminée manuellement en fonction du contexte et du stimulus (lumino-
sité, contraste stimulus/arrière plan, vitesse du stimuluse, etc), afin de garantir l’extraction du
maximum d’informations possibles et de conserver un bruit de niveau faible.

Afin de garantir un bon fonctionnement du filtrage, le capteur vidéo CMOS doit fonctionner
en mode "global-shutter" (acquisition instantanée d’images), et un temps d’exposition faible
(de l’ordre de quelques millisecondes), afin de garantir un FPS élevé.
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Figure 3.3 – Filtrage spatio-temporel effectué par la caméra

3.1.2 SNN

3.1.2.1 Architecture/topologie

Dans les études qui suivent, nous utilisons un SNN multi-couches avec des connexions FF
et des connexions latérales inhibitrices. Le SNN que nous utilisons est de type convolution-
nel (CSNN), similaire à (S.-R. Kheradpisheh et al. 2018 ; Thiele, Bichler et Dupret
2018 ; Masquelier et S. J. Thorpe 2007 ; M. Mozafari et al. 2018 ; Tavanaei et A. S.
Maida 2017 ; Paredes-Valles, Scheper et Croon 2019). Ainsi, comme illustré par la
figure 3.4, les neurones sont organisés de manière rétinotopique, c’est à dire qu’un groupe de
NRF,l neurones sont situés spatialement dans leurs couches et reçoivent des spikes de s× s× d
neurones centrés sur la même position (avec s : largeur/hauteur et d : profondeur de la couche
précédente(NRF,l−1). Il existe un chevauchement important entre les différents champs recep-
teurs (Receptive Field), chacun étant connecté à la même zone que le précédent, décalé d’un
ou deux pixels (stride = 1 ou 2). Une méthode de partage de poids permettant à un neurone
n à une position donnée permet de généraliser la modification de ses poids synaptiques à tous
les autres neurones partageant les mêmes poids, de façon similaire aux CNNs. Il y a donc NRF,l

filtres par couche l définis. Il y aura ainsi autant de cartes neuronales qui contiendront tous les
neurones répartis sur le champs visuel et partageant les même poids synaptiques et donc le même
filtre. Ainsi, chaque neurone a une position spatiale, est connecté à une partie restreinte de la
couche précédente (définie par la position de ce même neurone), possède son propre potentiel de
membrane, etc. Certaines architectures, notamment lors des premières simulations, n’utilisent
pas cette méthode de partage de poids. Le fonctionnement du SNN reste similaire, sauf que
chaque neurone a sa propre matrice de connexion. Les connexions latérales inhibitrices utilisées
impactent les neurones connectés au même RF que le neurone qui vient de décharger. Le code
permettant de simuler les SNNs a été développé durant cette thèse et est codé en langage C++.
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Figure 3.4 – Architecture du SNN utilisé. Les neurones de la première couche sont
rétinotopiquement organisés et connectés à une zone restreinte de la couche précé-
dente (l’entrée dans cet exemple). Les connexions fortes entre les neurones et l’entrée
sont caractérisées par des traits pleins et les faibles par des trais en pointillés. Les
neurones en bleu représentent la première carte neuronale caractérisée par un filtre
partagé par tous ces neurones (fortes connexions avec les deux neurones sur la gauche
et faible pour ceux sur la droite). Les neurones en jaune et bleu représentent les cartes
neuronales caractérisées par deux autres filtres. Les flèches en rouge représentent les
inhibitions latérales.

3.1.2.2 Modèle du neurone

Lors de ces études, nous utilisons un modèle de neurone intégrateur à fuite. Ce modèle
de neurone permet d’être mis-à-jour de manière événementielle, lorsque cela est nécessaire et
donc lorsque un spike est transmis au neurone (équation (3.1)). Cela permet de profiter au
maximum de la caractéristique éparse de la sortie de la caméra, et réduire la consommation de
ressource. L’intégration d’un spike d’entrée se fait de façon instantanée, en suivant l’équation
(3.1) permettant de mettre à jour le potentiel de membrane lorsqu’un neurone reçoit un spike :

vj(t) = vj(tLast)× exp(−(t− tLast)/τL) + wi,j ×WmaxL (3.1)

Avec :
— vj : le potentiel de membrane du neurone j
— t : instant du spike reçu par le neurone j
— tLast : instant du spike de la précédente mise-à-jour du neurone j
— τL : constante de temps du potentiel de membrane du neurone
— wi,j : poids de la connexion synaptique entre le neurone afférent i et le neurone post-

synaptique j (entre 0 et 1)
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— WmaxL : facteur fixe multiplié aux poids synaptiques. Différent pour chaque couche L

Habituellement une période réfractaire est ensuite utilisée empêchant le neurone de recevoir de
nouvelles entrées et donc de décharger durant une certaine période. La parcimonie des spikes
émis par la NeuroSoc et des sorties des couches de neurones font que les neurones ne déchargent
qu’une seule fois lorsqu’ils détectent un stimulus particulier, hormis quelques rares cas dans la
première couche. La période réfractaire n’a donc ici pas d’utilité et ne serait qu’un mécanisme
rajoutant des opérations non-nécessaires.

3.1.2.3 Adaptation de seuil

Comme exposé dans la section 2.4.3.1, l’utilisation de connexions latérales inhibitrices avec
délais ne fonctionne que sous certaines conditions. Le neurone doit émettre plusieurs décharges
sur une relativement longue fenêtre temporelle et/ou plusieurs neurones doivent coder pour la
même information avec un décalage temporel, afin de pouvoir inhiber les neurones non-sélectifs
à ce stimulus (qui codent pour une direction opposée) efficacement. Dans le cas où seulement
un seul neurone décharge et ne décharge qu’une seule fois, il est difficile d’utiliser une connexion
latérale inhibitrice qui fonctionne dans toutes les configurations (différentes vitesses de stimulus
par exemple). Une solution serait alors que plusieurs spikes inhibiteurs soient envoyés avec des
délais différents afin de simuler un des deux cas de la figure 2.17 (Panneau A et B).
Nous avons donc testé durant cette thèse une méthode cherchant à inhiber durant une longue
période les neurones lorsqu’un premier décharge (figure 3.5). Afin de répliquer un cas où plu-
sieurs connexions latérales inhibitrices envoient des spikes à différentes temporalités, nous avons
remplacé ces inhibitions par une variation du seuil du potentiel de membrane. Une des conditions
pour que cette méthode fonctionne est que le neurone dit sélectif au stimulus présenté décharge
en premier afin de pouvoir inhiber les autres. Un processus similaire est utilisé dans (Paredes-
Valles, Scheper et Croon 2019). Cependant, à la différence de notre méthode il n’y a ni
inhibition ou variation de seuil, mais lorsqu’un neurone décharge, il rentre en période réfrac-
taire ainsi que tous les mêmes neurones rattachés au même champ récepteur, les empêchant
ainsi de décharger durant une certaine période. Notre méthode permet cependant à d’autres
neurones de décharger si leur potentiel de membrane monte suffisamment haut pour dépasser
le seuil adaptatif. Ainsi cette méthode s’approche aussi de celle utilisée par (Giulioni et al.
2016 ; Haessig, Cassidy et al. 2018 ; Shon, Rao et Sejnowski 2004), durant laquelle ils
utilisent des neurones inhibiteurs qui restent actifs durant une certaine période pour inhiber les
autres neurones et permettre une sélectivité à la direction. Notre méthode diffère par le fait que
nos neurones recevant des connexions FF sont seulement excitateurs, et seules les connexions
latérales sont inhibitrices. Alors que dans (Giulioni et al. 2016 ; Haessig, Cassidy et al.
2018), il existe des neurones excitateurs et inhibiteurs dans les deux configurations. Ainsi, un
neurone qui décharge pour un mouvement allant de la gauche vers la droite, devrait avoir des
poids forts positionnés sur la partie gauche de son champ récepteur, afin qu’il décharge plus
tôt qu’un neurone appartenant au même champ récepteur, sélectif au mouvement opposé qui
aurait des poids forts sur la partie droite. Cette condition est aussi un des principes du codage
par latence d’un neurone. Un neurone très sélectif à un stimulus sera plus rapidement excité
que les autres et déchargera plus rapidement. De plus, la règle d’apprentissage STDP permet
de remplir cette condition, car elle permet aux neurones de décharger au début du stimulus
présenté (Masquelier, Guyonneau et S. J. Thorpe 2008 ; Burkitt et Hogendoorn
2021) et donc de renforcer les poids situés à gauche du champ récepteur lors d’un mouvement
allant de la gauche vers la droite, permettant ainsi au neurone de décharger en premier. Lors
de la présentation de stimuli de directions opposées (gauche/droite), certains neurones auront
donc des poids de connexion synaptique forts d’un côté ou de l’autre du champ récepteur du
neurone. Avec le mouvement d’un objet dont la direction va vers la gauche, les neurones ayant
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des poids forts du côté gauche du champ récepteur déchargeront donc naturellement avant ceux
ayant des poids forts sur la droite. En ajoutant une longue augmentation de seuil, lorsque le
premier neurone décharge, il empêchera ensuite le second neurone de décharger (et inversement
dans la direction opposée), similairement à l’utilisation de connexions latérales inhibitrices qui
auraient réduit le potentiel de membrane du second neurone.

Figure 3.5 – Méthode d’adaptation de seuil utilisée. Lorsque le neurone 1 décharge
(t=1), un mécanisme d’adaptation de seuil est initié, durant lequel le seuil, va aug-
menter puis revenir à sa valeur de défaut. Lorsque le neurone 2 est excité par le
stimulus (t=3), le seuil est trop élevé, il ne peut don pas décharger.

Cette variation de seuil doit donc évoluer temporellement. Afin de la simplifier, l’évolution de
cette variation de seuil est de forme en "V" inversée (équation (3.2)). Le seuil augmente linéaire-
ment durant une première période TThresh, jusqu’à atteindre une valeur maximale UMaxThresh.
Puis décroît linéairement durant la même période jusqu’à revenir à une valeur égale à 0.

ULong,n(t) = UMaxThresh ×
t− tn
TThresh

si t− tn ≤ TThresh

ULong,n(t) = UMaxThresh × (1− (t− tn)− TThresh

TThresh
) si TThresh < t− tn < 2TThresh

ULong,n(t) = 0 sinon
(3.2)

Avec tn : instant du dernier spike émis par le neurone n.

L’intensité de l’inhibition est proportionnelle à l’excitation des neurones. Comme on le voit
dans la figure 2.17, si l’intensité du signal d’entrée est forte, plus de neurones déchargeront
et avec une plus grande fréquence, nécessitant ainsi une plus grande inhibition. Conserver une
balance entre excitation et inhibition est important pour un SNN, cela agit comme un processus
homéostatique et permet de garder une activité proportionnelle au signal d’entrée (Denève
et Machens 2016). Dans notre cas, il est plus difficile d’avoir une inhibition proportionnelle
au signal d’entrée, les neurones ne déchargent qu’une seule fois lors de la présentation d’un
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stimulus et peu de neurones (parmi ceux connectés au même champ récepteur) ne déchargent.
L’inhibition instantanée et l’augmentation du seuil participent à ce codage parcimonieux ayant
l’avantage de ne propager que peu de spikes. Une méthode serait d’avoir une inhibition qui prend
en compte les neurones spatialement proches mais qui n’appartiennent pas au même champ ré-
cepteur. Une seconde méthode, celle que nous avons adoptée, est de considérer que l’intensité
moyenne du potentiel de membrane des neurones rattachés au même champ récepteur serait
un bon indicateur (comme le neurone Poisson qui décharge avec une fréquence proportionnelle
au signal reçu). Ainsi la valeur UMaxThresh est calculée de façon à être proportionnelle à cette
moyenne des potentiels de membrane. Plus le nombre de neurones ayant un potentiel de mem-
brane élevé au moment où le neurone décharge est important, plus l’inhibition est forte. Cette
méthode a aussi pour avantage de définir une inhibition forte au début de l’apprentissage car
les neurones étant peu sélectifs, ils sont tous susceptibles de décharger pour un même stimulus
et ont donc des potentiels de membranes élevés lors de la décharge du premier neurone. Cette
tendance s’amoindrit avec l’entraînement. Les neurones ont des matrices de poids différentes,
seuls quelques neurones ont des potentiels de membrane élevés lors de la décharge d’un neurone.
Les autres n’étant pas sélectifs à ce stimulus sont peu activés.

UPropInh =

√√√√ 1

NRF

i+NRF∑
n=i

(vn(t)− UAT,n(t)

UMaxThresh = fLong × UPropInh

UInst = finst × UPropInh

(3.3)

Avec vn, le potentiel de membrane du neurone n.

3.1.2.4 Délais

Comme montré par (Shon, Rao et Sejnowski 2004 ; Wenisch, Noll et Hemmen
2005) des connexions simplement FF permettent une faible sélectivité à la direction. Afin d’amé-
liorer la sélectivité spatio-temporelle des neurones, nous avons choisi d’ajouter des délais dans
les connexions synaptiques. Différentes méthodes peuvent être utilisées pour ajouter des délais
(section 2.4.3.1), nous avons fait le choix de la sélection de délais. Cette méthode consiste à
dupliquer des synapses entre deux neurones et d’affecter des délais différents à chacune d’entre
elles (Paredes-Valles, Scheper et Croon 2019). Lorsque le neurone pré-synaptique émet
un spike, celui-ci sera envoyé au neurone post-synaptique plusieurs fois à des instants t différents
et via des synapses différentes. La règle d’apprentissage STDP sélectionne ensuite les synapses
avec des délais spécifiques permettant ainsi d’améliorer la sélectivité du SNN.
Nous avons sélectionné cette méthode, car elle ne nécessite pas d’apprentissage supplémentaire
pour sélectionner les valeurs des délais et permet de propager un spike émis par un neurone
pré-synaptique à tous les neurones post-synaptiques auquel il est connecté simultanément. Ceci
permet donc de réduire les opérations et d’accélérer le traitement des spikes.
Afin de simplifier le SNN, les délais n’ont été appliqués que sur la première couche, les couches
suivantes intègrent les délais de la première couche via les spikes émis par celle-ci.

3.1.2.5 STDP

La règle d’apprentissage utilisée est une version multiplicative de la règle de (Bichler et al.
2012), permettant ainsi une limite des valeurs des poids entre 0 et 1 (équation (3.4)).
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∆Wi,j = aLTP × (1−Wi,j) si ti − tj < τLTP

∆Wi,j = −aLTD ×Wi,j sinon
(3.4)

Avec :
— ∆Wi,j : variation apportée à la connexion synaptique entre le neurone pré-synaptique j

et le neurone post-synaptique i
— aLTP et aLTD : intensité de la modification synaptique
— ti et tj : instant du dernier spike des neurones i et j
— τLTP : fenêtre temporelle du LTP

3.1.2.6 Sélection des paramètres

La règle d’apprentissage STDP permet de modifier les poids des connexions synaptiques de
manière non-supervisée afin d’obtenir des neurones qui déchargent pour des stimuli spécifiques.
Cependant, l’utilisation de la règle d’apprentissage ne garantit pas une convergence des poids
synaptiques et une bonne performance du SNN, certains paramètres sont à définir (constante
de temps, fenêtre d’apprentissage STDP, seuil, etc). La plupart du temps ces paramètres sont
définis afin de respecter les valeurs retrouvées dans la biologie, en accord avec l’état de l’art, soit
selon l’expertise de la personne qui définit le SNN ou l’ANN ou soit en définissant ces paramètres
après une longue période de test et d’optimisation afin d’avoir de meilleurs résultats. En effet, de
mauvais paramètres peuvent engendrer de mauvais résultats (Oudjail et Martinet 2021b).
(Saxe et al. 2011) montre qu’un ANN non-entraîné avec des paramètres bien sélectionnés peut
concurrencer les performances d’un ANN entraîné. Ils proposent ainsi de définir dans un premier
temps ces paramètres sur un réseau de neurones non-entraîné, permettant de les tester plus rapi-
dement, puis d’effectuer ensuite l’apprentissage. Cette méthode a seulement été validée sur des
ANN avec une seule couche, la non-linéarité augmentant avec l’ajout de couches pouvant limiter
la corrélation des performances entre un réseau entraîné et non-entraîné. Nous avons dans un
premier temps testé cette méthode. La corrélation semblait bien maintenue avec un SNN mais
ne permettait pas d’avoir de bons résultats avec un SNN multi-couches. Par exemple, le flux de
spikes en sortie de la couche l-1 (entrée de la couche l) varie beaucoup entre le début et la fin
de l’apprentissage. Selon le ratio aLTP /aLTD le nombre de spikes émis par une même couche
peut être grandement réduit, le flux de spikes transmis à la couche suivante ayant fortement
varié (nombre de spikes, corrélation entre les spikes, etc). Les paramètres de la couche suivante
l ne sont ainsi plus adaptés à cette entrée.
La solution d’utilisation d’un SNN non-entraîné pour définir plus rapidement les paramètres
ne fonctionnant pas dans le cas d’un SNN multi-couches, nous avons alors opté pour l’utili-
sation d’un algorithme génétique (AG). Ce type d’algorithme a déjà fréquemment été utilisé
pour définir les paramètres d’algorithme ou d’ANN/SNN (Bichler et al. 2012 ; Leung et al.
2003 ; Bashiri et Farshbaf Geranmayeh 2011). Nous avons ainsi utilisé l’AG proposé par
(Mohammadi et al. 2017) pour optimiser nos paramètres pour les études présentées dans les
chapitres 4 et 5.

3.2 Travaux préliminaires
Afin d’évaluer le SNN utilisé, différentes phases de tests ont été mises en place. L’objec-

tif était de voir si le SNN était capable d’extraire des informations liées aux mouvements en
utilisant des événements générés par la caméra NeuroSoc ou par une simulation qui mime son
fonctionnement. Puis, d’évaluer la pertinence de cette solution pour faire de l’analyse et de
la prédiction de trajectoires de balles. Pour cela, deux méthodes ont été utilisées. La première
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était de tester le fonctionnement de la caméra NeuroSoc et du SNN avec des acquisitions de
séquences d’images de voitures, afin de voir si on arrivait à extraire de l’information provenant de
la caméra. La seconde était de simuler le fonctionnement effectué par la caméra afin de générer
un mouvement contrôlé et évaluer les performances du SNN plus précisément.

3.2.1 Catégorisation de direction de voitures
La détection et l’analyse de données visuelles de voitures (direction, catégorisation, etc) est

une des tâches fréquemment accomplies par des ANNs ou SNNs. Ainsi nous avons voulu tester
notre SNN sur ce type de stimulus, car cela permettait de l’évaluer sur des patterns irréguliers
(les voitures ne se ressemblent pas) et proche de ce qu’on peut demander à un SNN dans des
situations réelles, représentant un bon cas d’application pour Yumain.
En début de thèse, Yumain avait fait des acquisitions séquences d’images de voitures se dépla-
çant sur une voie à double sens, afin de tester leur caméra (figure 3.6). Nous avons ainsi utilisé
ces données afin de tester notre SNN sur une tâche de discrimination de direction de voitures.
Un SNN avec une seule couche a été entraîné sur ce jeu de données. Cependant, le mécanisme
de partage de poids n’était pas encore implémenté lors de ces premières phases de tests. Ainsi
chaque neurone avait sa propre matrice de poids synaptiques. Afin de réduire la taille du SNN et
accélérer le traitement, seule une partie des spikes générés étaient utilisés (carré rouge de taille
40x40 pixels sur la figure 3.6). Les neurones étaient connectés à une sous-partie de l’entrée de
taille 10x10 pixels. Seize différents neurones étaient connectés pour chaque champ récepteur. Les
mécanismes d’inhibition et de délais étaient activés. Le réseau de neurones était entraîné avec la
règle STDP. Puis, après l’entraînement, nous avons regardé si certains neurones déchargeaient
pour certaines directions. La voie étant à double sens, certaines voitures allaient de la gauche
vers la droite ou inversement.

Figure 3.6 – Exemple des spikes générés lors du passage d’une voiture.

Ainsi, comme illustré sur la figure 3.7, les neurones déchargent majoritairement pour une
direction particulière (illustrée par la couleur de la barre). Il apparaît clairement que les neurones
sont devenus sélectifs à la direction du mouvement des véhicules. Les neurones ont une tendance
à plus décharger pour une direction que pour son opposé. D’avantage de neurones déchargent
pour des directions allant de la gauche vers la droite (jaune). Cela s’explique car les deux
différentes directions ne partagent pas exactement les mêmes positions spatiales, les voitures
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allant vers la gauche sont situées plus haut que celles allant vers la droite. Ainsi, les neurones
qui sont affichés sont davantage sur la partie des voitures se dirigeant vers la gauche (rectangle
bleu sur la figure 3.6).

Figure 3.7 – Nombre de spikes générés pour des voitures allant de la gauche vers
la droite (jaune) ou de la droite vers la gauche. Certaines voitures n’étaient pas
labellisées car de nombreuses voitures se croisaient au même moment sur l’image
(couleur bleu).

3.2.2 Simulations
Afin de tester notre SNN, nous avons utilisé des simulations qui copiaient le fonctionnement

de la caméra NeuroSoc, mais avec des jeux de données contrôlés. Cela nous a permis de tester
notre SNN sur des trajectoires 2D uniformes (à vitesses et directions constantes), puis sur des
simulations de trajectoires de balles (avec effet de la gravité, vitesse et directions évolutives),
nous permettant ainsi de se rapprocher de situations plus réelles. Pour cela, nous avons d’abord
développé une solution permettant de générer des mouvements uniformes, avec des vitesses,
directions et formes (cercle, barre) paramétrables. Cette solution nous permettait de facilement
tester le SNN dans des situations contrôlées. Puis nous avons développé un programme en
Python permettant de simuler le processus de la caméra et donc de générer des événements à
partir de fichier vidéos ou de la sortie du générateur de mouvements. Cette solution reprenait le
fonctionnement de la NeuroSoc, c’est à dire, un premier filtrage temporel (différence d’image),
suivi d’un filtrage spatial (DoG similaire au filtre utilisé par la NeuroSoc). Les valeurs de sorties
supérieures à une valeur de seuil étaient conservées, puis les événements étaient générés avec
des latences inversement proportionnelles aux valeurs de sorties.

3.2.2.1 Simulation 2D

Objectifs et méthodes

Le SNN a été testé sur des simulations de stimuli à deux dimensions, cela permet ainsi de
le tester sur une tâche simplifiée dans laquelle on peut contrôler les différents paramètres (taille
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de l’objet, vitesse, direction, etc.). Nous avons simulé 500 trajectoires de barres 2D (barre de
longueur de 30 pixels et de largeur de 15 pixels, figure 3.8). Leurs directions et vitesses étaient
sélectionnées aléatoirement (entre 0 et 359° et une vitesse allant de 0.7 à 2 pixels par image)
et constantes au cours d’une trajectoire. Un SNN avec une couche convolutionnelle contenant
128 filtres de taille 9x9 était utilisé. Les filtres étaient appris grâce à la règle STDP. Le SNN a
été testé dans des conditions parfaites (balle et fond de couleur uniforme, luminosité contrôlée,
pas de bruit, etc.). Mais la précédente expérience ainsi que celles présentées dans les prochains
chapitres (4 et 5) nous ont permis de confirmer la viabilité du SNN dans des contextes réels.

Figure 3.8 – Exemple des spikes générés pour différentes trajectoires simulées.

Résultats

En regardant les matrices de poids de différents neurones affichés sur la figure 3.9, on
voit que ceux-ci ont appris différents patterns et que les poids forts sont disposés et orientés
différemment.

Figure 3.9 – Matrice de poids après entraînement des 64 filtres. La couleur rouge
identifie les poids des synapses sans délais, le vert celles avec une délais 2/240 s, le
bleu les délais de 3/240 s. Chaque filtre est caractérisé par deux matrices, celle de
gauche représente les poids ON et celle de droite les poids OFF.

En regardant la figure 3.10, panneaux A et B, on voit que les neurones répondent à des
directions et vitesses spécifiques. La sélectivité à la vitesse semble cependant moins précise que
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celle à la direction. En comparant les matrices de poids de la figure 3.9 et la sélectivité des
neurones de la figure 3.10, on voit qu’on peut ainsi décoder la sélectivité des neurones grâce à
leurs matrices de poids. Par exemple, les neurones 2 et 5 ont des sélectivités à des directions
opposées. Ceci se retranscrit au niveau des matrices de poids, par des poids spatialement opposés.
De même pour les neurones 5 et 14, le neurone 14 décharge pour des vitesses plutôt fortes (autour
de 1.5-2 pixels), alors que le 5 pour des vitesses faibles (inférieur à 1). En regardant l’écart spatial
entre les connexions sans délais (pixels rouges) et celles avec délais (vert), on voit que pour le
neurone 14 l’écart est supérieur à celui du 5.

Figure 3.10 – Panneau A : Histogramme polaires des spikes émis par direction pour
chaque filtre. Panneau B : Histogramme des spikes émis par vitesse pour chaque
filtre.

3.2.2.2 Simulations 3D

Après avoir montré que le SNN pouvait extraire de l’information liée au mouvement, nous
avons voulu appliquer cette méthode sur des stimuli plus complexes et plus proches de ceux que
l’on voulait étudier, les trajectoires de balles. L’objectif étant de voir si les informations sur le
mouvement extraites par le SNN permettent d’effectuer une prédiction de trajectoire de balle.
Pour cela, nous avons utilisé le moteur de jeu graphique Unity 1, nous permettant de facilement
générer des trajectoires de balles 3D, avec des points de vues paramétrables et différents (figure
3.11, panneau A et C). Puis, de simuler ensuite le fonctionnement de la caméra NeuroSoc pour
générer les événements à partir des fichiers vidéos générés (figure 3.11, panneau B).

1. https://unity.com/fr
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Différentes simulations ont été réalisées avec différentes architectures, afin de tester le SNN selon
différentes configurations. Deux différents scénarii ont été effectués. Le premier, plus simple,
permettait de tester si des neurones pouvaient devenir sélectifs à des trajectoires de balles qui
tombent dans une certaine zone. Le second scénario, plus complexe que le premier cherchait à
tester s’il était possible de définir avec précision le point de chute (position X et Y) du ballon.

Figure 3.11 – Panneau A : Exemple de la simulation Unity utilisée. Panneau B :
Spikes générés par les trajectoires simulées. Panneau C : Architecture de la simulation
et emplacement des deux points de vues.

3.2.2.3 Analyse de trajectoires et catégorisation du point de chute de la
balle

Objectifs et méthodes

Afin d’évaluer la capacité du SNN à extraire de l’information spatio-temporelle à partir des
spikes générés par les trajectoires, nous avons testé le SNN dans une tâche de catégorisation
du point de chute. Ainsi, les balles pouvaient atterrir dans deux zones distinctes (trajectoires
courtes : zone bleue et trajectoires longues : zone rouge, figure 3.11), l’objectif était d’évaluer la
capacité des neurones à devenir sélectifs aux différentes propriétés des trajectoires et si celles-ci
permettaient de déterminer dans laquelle de ces deux différentes zones la balle atterrissait.
Pour cela, nous avons utilisé un SNN à deux couches, la première étant une couche convolution-
nelle, avec 64 filtres de taille 6x6, puis une seconde couche de type dense avec 64 neurones de
sortie. La première couche convolutionnelle était entraînée avec la règle STDP, puis la seconde
(dense) était entraînée avec la règle STDP ou RSTDP, permettant de classifier entre les deux
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classes (trajectoires courtes et longues).
Les trajectoires sont initialisées en utilisant un vecteur initial permettant de générer le mouve-
ment, figure 3.12. Ce vecteur permet de définir la direction et la force du mouvement. Si les
neurones deviennent sélectifs à certaines propriétés du mouvement, ils devraient donc décharger
pour certains vecteurs initiaux. Comme le montre la figure 3.12, une seule dimension ne permet
pas de prédire la zone de chute de la balle. Il faut donc qu’un neurone devienne sélectif aux deux
caractéristiques (direction et force).

Résultats

Deux simulations ont été faites afin de déterminer si la RSTDP permettait d’avoir une
sélectivité plus fine et spécialisée sur certaines propriétés des trajectoires de balles. Pour cela,
nous avons regardé pour quels vecteurs initiaux chaque neurone décharge selon qu’ils soient
entraînés avec la STDP ou RSTDP, afin de déterminer si la RSTDP permet une sélectivité
différente de la STDP.

Figure 3.12 – Panneau A, Dimensions X et Y des vecteurs initiaux permettant
de générer les trajectoires de balles. Les deux couleurs représentent les deux classes
possibles. Panneau B, C et D : Les points bleus représentent tous les couples (X,
Y) générés. Les cercles rouges, ceux pour qui un neurone décharge. Le panneau B,
représente les couples (X,Y) pour lesquels 16 différents neurones entraînés avec la
STDP déchargent. Le panneau C, représente pour 16 neurones entraînés avec la
RSTDP et de la première classe (zone bleue). Le panneau D, représente pour 16
neurones entraînés avec la RSTDP et de la seconde classe (zone rouge).

Comme on peut le voir sur la figure 3.12, la règle STDP (panneau A) permet une sélectivité
principalement sur la dimension Y, mais une faible sélectivité à la dimension X. Cela aboutit à ce
que chaque neurone décharge pour des points de chutes très différents. Alors que la règle RSTDP
(panneau B et C), conserve une bonne sélectivité sur la dimension Y, et une meilleure précision
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sur la dimension X. On voit que les neurones de la première classe déchargent principalement
pour les points bleus (panneau A), alors que ceux de la seconde classe déchargent pour les points
rouges (panneau B). Ainsi, la règle RSTDP permet une meilleure sélectivité permettant d’avoir
des neurones qui apprennent des propriétés spécifiques à leur classe. Cette sélectivité à l’une
des deux classes de trajectoires est confirmée sur la figure 3.13, dans laquelle on voit que les 32
premiers neurones déchargent en grande majorité pour les trajectoires atterrissant dans la zone
bleue (classe 1) et que les 32 autres (33 à 64) pour l’autre classe.

Figure 3.13 – Nombre de spikes émis pour les 64 neurones de la dernière couche en
fonction de la classe de trajectoire.

3.2.2.4 Prédiction du point de chute de la balle

Objectifs et méthodes
L’objectif de cette simulation était de déterminer le point de chute de la balle simulée par Unity
(position X et Y). Pour cela, nous avons utilisé un SNN à deux couches, la première étant une
couche convolutionnelle, avec 50 filtres de taille 6x6, puis une seconde couche rétinotopique
(sans partage de poids), avec 27 filtres de taille 7x7. Les deux couches étaient entraînées avec
la règle STDP.
La sortie de la deuxième couche était par la suite utilisée pour prédire le point de chute de la balle
simulée. Deux différents angles de vue étaient utilisés, un premier orthogonal à la trajectoire de
la balle (caméra noire sur la figure 3.11, panneau C), un second placé à 45° en face des trajec-
toires générées (caméra bleue), afin d’évaluer l’impact du point de vue sur les performances de
prédiction du SNN.

Après l’entraînement, la sélectivité des neurones de la seconde couche était évaluée en
identifiant les points de chute des trajectoires pour lesquels chaque neurone déchargeait (voir
figure 3.14, panneau A). Une "zone de sélectivité" était ensuite déterminée à partir de ceux-ci
(polygones jaunes, fonction boundary de Matlab) pour effectuer les prédictions des points de
chute. Une prédiction était effectuée tous les 10% de la trajectoire, afin de permettre d’avoir
une évolution de la prédiction au cours du temps. Pour prédire le point de chute de la balle,
les zones de sélectivité de chaque neurone ayant déchargé depuis le début de la trajectoire sont
sommées et pondérées par le nombre de spikes émis depuis le début de la trajectoire afin de
donner plus de poids aux derniers spikes émis (ainsi le premier neurone qui décharge a 100 fois
moins d’impact que le centième). Puis, le barycentre était utilisé comme valeur prédite (figure
3.15).
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Résultats

Comme on peut le voir sur la figure 3.14, les zones de sélectivités de 27 neurones connectés
à un même champ récepteur sont affichées. On y voit que les neurones déchargent pour des
points de chute particuliers et précis, l’aire de la zone de sélectivité étant assez réduite pour la
plupart des neurones. Ceux-ci peuvent ensuite être utilisés pour prédire le point de chute de la
balle, comme on peut le voir sur la figure 3.15.

Figure 3.14 – Positions des points de chute pour lesquels les neurones ont déchargé
(points bleus). Le polygone jaune représente la zone de sélectivité de ces neurones.
Panneau B : prédiction effectuée par les neurones (croix rouge) en fonction du point
réel de chute de la balle (cercle bleu), pour les deux angles de vues différents (45° et
orthogonal). Les traces blanches représentent la somme des zones de sélectivités de
chaque neurone qui a déchargé au cours de cette trajectoire.

En utilisant la sélectivité des neurones pour prédire le point de réception, on voit que la
position du barycentre s’approche du point réel de chute et donc que cette prédiction est précise
et s’affine au cours du temps (figure 3.16). Selon que le point de vue soit positionné à 45 ou
90°, l’erreur de prédiction diffère. La moyenne d’erreur pour le point de vue à 45 degrés est égale
à 15.4 en Y et 19.1 en X. Pour le point de vue à 90 degrés, l’erreur moyenne est de 10.2 en X
et 21.5 en Y. On voit donc que lorsque le point de vue est de 90°, l’erreur en Y (information
de profondeur) est bien plus grande (double) à l’erreur en X. Lorsque le point de vue est à 45°,
l’erreur en X est supérieure à l’erreur en Y en début de trajectoire, puis légèrement inférieure en
fin de trajectoire. L’erreur reste cependant supérieure à l’erreur de l’axe X, lorsque le point de
vue est à 90°.
Lors de la simulation avec l’angle de vue à 45°, il arrive que des trajectoires ne déchargent pas
au début des trajectoires. En utilisant ce point de vue, il y a beaucoup plus de mouvement de
profondeur, la balle s’approche de la caméra. Ce type de mouvement génère beaucoup moins
d’événements, car entre deux images la variation de luminosité par pixel liée au mouvement est
très faible, plus particulièrement lorsque la balle est éloignée de la caméra (proche de sa position
initiale).
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Figure 3.15 – Prédiction effectuée par les neurones (croix rouge) en fonction du point
réel de chute de la balle (cercle bleu), pour les deux angles de vues différents (45° et
orthogonal). Les traces blanches représentent la somme des zones de sélectivités de
chaque neurone qui a déchargé au cours de cette trajectoire.

Figure 3.16 – Évolution de l’erreur de prédiction en fonction du temps de présen-
tation de la trajectoire de la balle et de l’angle de vue.
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3.2.3 Conclusion
Ces travaux avaient pour but d’effectuer de premiers tests d’un SNN pour faire de l’analyse

de mouvement et de la prédiction de trajectoires, ainsi que pour tester s’il était possible d’extraire
de l’information provenant de la caméra NeuroSoc. Nous avons ainsi pu montrer que le flux de
sortie de la caméra NeuroSoc pouvait être utilisé pour extraire de l’information visuelle sur des
données complexes (voitures de diverses formes, camions, etc.) et qu’un SNN avec des délais,
des inhibitions latérales et une règle STDP permettait aux neurones de devenir sélectifs à des
patterns spatio-temporels de spikes permettant de discriminer la direction des véhicules. Ces
résultats ont ensuite été confirmés avec les simulations 2D et 3D, qui ont montré dans un
premier temps que les neurones d’un SNN pouvaient avoir une sélectivité fine à la direction et
une sélectivité plus grossière à la direction. Puis, les simulations 3D ont étendu ces résultats à
des trajectoires plus complexes et ont montré qu’un SNN permettait de prédire le point de chute
d’une balle avec précision. Le mouvement en profondeur (balle qui s’approche ou s’éloigne d’une
caméra) ne génère que peu d’événements, notamment lorsque la balle est encore éloignée de la
caméra et beaucoup plus lorsque celle-ci est proche. Cette haute variabilité du nombre de spikes
et le peu de spikes générés en début de trajectoire entraîne ainsi une difficulté pour les neurones
du SNN de décharger et donc de décoder de l’information. Ainsi, une caméra placée à 90° semble
plus adaptée comparée à une caméra placée à 45°, de plus elle permet une meilleure prédiction
du point de chute sur l’axe X, mais une plus mauvaise précision sur l’axe Y (information de
profondeur) qui nécessiterait une information binoculaire pour être mieux évaluée. Ces travaux
nous ont permis ainsi de tester et valider notre méthode. Il reste maintenant à la tester sur des
acquisitions réelles afin de la valider dans des situations plus contraignantes.
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Chapitre 4

Etude 1 : Predictions d’échanges de
passes

4.1 Objectifs de l’étude

Après avoir montré que notre SNN pouvait extraire des informations sur le mouvement en
utilisant des stimuli simulés et contrôlés et que la sortie de la caméra NeuroSoc permettait d’ex-
traire de l’information sur le mouvement, nous voulions tester notre solution sur des situations
plus proches de notre objectif final. Cette étude a donc pour ambition de valider les résultats
précédents en situation réelle et de faire l’acquisition de trajectoires proches de celles que l’on
pourrait trouver dans le domaine du sport. Avant de tester notre solution sur des scènes spor-
tives réelles (services de tennis, lancer franc de basket, penalty au foot, par exemple), nous avons
décidé d’effectuer des tests sur des trajectoires plus contrôlées. De plus, ceci nous a permis aussi
de mieux évaluer la précision de notre solution en quantifiant la sélectivité au mouvement des
filtres, grâce à la technologie Vicon (cf. Section 4.2.3). Ce chapitre a donné lieu à une publication
en Mai 2021 dans le journal Frontiers in computational neuroscience (Debat et al. 2021).

4.2 Méthodes

Figure 4.1 – Architecture utilisée
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4.2.1 SNN

Lors de cette étude nous avons utilisé l’architecture présentée dans la figure 4.1 composée
d’un CSNN à trois couches composé de neurones intégrateurs à fuite (3.1). Le SNN reçoit les
événements générés par la caméra NeuroSoc, ceux-ci sont dupliqués et des délais sont ajoutés afin
d’améliorer la sélectivité du SNN. Les mécanismes d’inhibition et d’adaptation de seuil étaient
activés. Un système de partage de poids était mis en place, chaque neurone était connecté
à 5 × 5 × d neurones de la couche précédente (section 3.1.2). Les poids synaptiques étaient
entraînés en utilisant la règle STDP décrite par l’équation (3.4).

4.2.2 Acquisition de données

Nous avons enregistré avec la caméra NeuroSoc un échange de 297 passes entre deux
personnes espacées de 2,30 mètres. La caméra était placée perpendiculairement aux trajectoires
et éloignées de manière à avoir les deux participants à chaque extrémité de l’image. Ces échanges
ont ensuite été labellisés à la main afin d’en déterminer le début, la fin, la direction (droite ou
gauche) et la position finale de la balle pour chaque échange. Ce jeu de données a ensuite été
divisé en deux jeux de données entraînement/test sélectionnés aléatoirement, avec 208 (70%)
trajectoires pour le jeu d’entraînement et 89 (30%) pour le test.

4.2.3 Vicon

Afin d’évaluer les performances et la précision de notre réseau de neurones sur une tâche
d’analyse du mouvement, nous avons utilisé la technologie Vicon 1 disponible au CREPS de
Toulouse. Le Vicon est utilisé pour faire de la capture du mouvement, il utilise des flash lu-
mineux infra-rouge pour illuminer des marqueurs réfléchissants et détecter leurs positions 3D
avec précision, à une fréquence de 200Hz. Nous avons donc disposé 4 capteurs diamétralement
opposés sur le ballon, nous permettant ainsi d’obtenir sa position centrale en moyennant ces 4
positions (figure 4.2), puis de déterminer la direction et la vitesse de la balle. Un filtre passe-bas
avec une fréquence de coupure à 6Hz a été appliqué sur les données générées par le Vicon afin
de réduire le bruit.
Cependant les flash lumineux infra-rouge utilisés par le Vicon étaient perçus par la caméra géné-
rant ainsi de fortes variations de luminosités entre deux images et donc de nombreux événements.
Nous avons donc ajouté un filtre anti-IR à la caméra (SP730 Near-IR/Colorless Dichroic Block
Shortpass Filter 2015) afin de couper et atténuer les bruits émis par le Vicon.

1. https://www.vicon.com/
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Figure 4.2 – Positions spatiales de quelques trajectoires du ballon générées par le
Vicon

4.2.4 Prédictions
L’objectif de cette étude est de prédire le point de réception du ballon en utilisant les spikes

en sortie de la dernière couche du SNN. La prédiction est divisée en deux valeurs distinctes :
la première est la direction, la valeur XPred, est-ce une trajectoire qui va de la droite vers la
gauche ou l’opposé ; la seconde est la hauteur du point de réception, la valeur YPred. Cette
deuxième valeur pouvant être fortement impactée par la décision de la personne recevant le
ballon (est-ce que cette personne avance ses mains pour aller chercher le ballon ou l’attend ?),
nous avons donc choisi de la déterminer lorsque le ballon passe une certaine position (lorsque le
ballon traverse la ligne bleu/marron pour une direction qui va vers la gauche/droite, figure 4.3,
panel B). Les prédictions étaient faites à différents moments de la trajectoire (15, 30, 45, 60, 75
et 90%) afin d’évaluer l’évolution de cette prédiction en fonction de la quantité d’information
présentée.
La valeur XPred est beaucoup plus simplifiée que la valeur YPred, seulement deux valeurs sont
possibles (0 ou 1 pour gauche ou droite). Une valeur XPredf est définie en calculant le ratio de
spike émis par direction pour un filtre n. Ainsi, un filtre qui a une valeur XPredf proche de 1
encode pour des trajectoires allant de la gauche vers la droite. La direction prédite est ensuite
calculée en faisant la moyenne des XPredf pour chaque spike émis.
La valeur Y correspond à la hauteur lors de la réception. Pour cela nous définissons pour chaque
filtre n une RP du second degré pour décoder la sortie du SNN et faire la prédiction (équation
4.1). Ce décodeur est suffisamment simple pour s’assurer que le traitement de l’information est
principalement fait par le SNN. En effet, si le SNN n’extrait aucune information sur le mouvement
(SNN non-entraîné par exemple) ou si le RP est appliqué directement en sortie, il ne pourra
pas prédire avec précision le point de réception du ballon (cf figure 4.8). Nous souhaitions ainsi
nous assurer que la RP ne fait qu’interpréter l’information de sortie du réseau de neurones et
que sans le réseau une prédiction précise ne serait pas possible.

YPredf = a00 + a10 ×X + a01 × Y + a20 ×X2 + a02 × Y 2 + a11 ×X × Y (4.1)

Avec :
— X et Y : la position spatiale du neurone qui décharge (cf, figure 4.8
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— axx : poids de la régression polynomiale
La direction prédite de la balle XPred n’est pas prise en compte lors de la RP. Les filtres encodent
principalement pour des directions spécifiques, elle est donc indépendante de la RP. L’erreur
quadratique moyenne (RMSE) de chaque RP est ensuite calculée afin d’évaluer la fiabilité de
chaque RP.

Deux vecteurs ScPred d’une longueur égale à 120 (hauteur des images) sont définis et
contiennent les scores, un pour chaque direction. Les prédictions effectuées à la fin de la trajec-
toire sont plus fiables que les prédictions précédentes. En effet, il est plus difficile de faire une
prédiction au début de la trajectoire, lorsque le ballon est encore dans la main du lanceur, que
quelques millisecondes avant l’arrivée de la balle sur la ligne d’estimation. Nous donnons alors
plus d’impact aux dernières prédictions en ajoutant une fuite (similaire au neurones intégrateur
à fuite) au vecteur de score ScPred, comme le montre l’équation 4.2. Les scores sont mis à
jour pour chaque spike. La prédiction est faite en fonction du filtre et de la position du neurone
qui décharge. Le filtre f détermine quel RP est utilisé, puis une fonction triangulaire centrée en
YPredf (équation 4.1) est utilisée pour déterminée le score ajouté. La pente de cette fonction
et donc la plage de valeur impactée est déterminée par la RMSE de la RP, l’aire sous la courbe
reste toujours égale à 1, comme on peut le voir sur la figure 4.3, panneaux A et C. Ces valeurs
sont ensuite divisées par la distance moyenne à la balle du filtre Dn, afin de donner plus de poids
aux filtres codant pour le mouvement du ballon qu’aux autres codant pour le bras du receveur,
par exemple. Ces valeurs sont ensuite ajoutées au vecteur correspondant à la direction prédite.
L’indice de la valeur maximale est finalement sélectionné comme valeur prédite.

ScPredd = ScPredd × exp(−∆t/τ) (4.2)

4.2.5 Entraînement
Comme pour les autres tests effectués, le réseau de neurones a été entraîné couche par

couche de manière non-supervisée avec la règle d’apprentissage STDP, en lui présentant le jeu
de données d’entraînement. Chaque trajectoire est espacée d’une durée de deux secondes de
la précédente permettant ainsi au réseau de neurones de revenir à son état initial entre deux
trajectoires. La sortie de la troisième couche a ensuite été utilisée pour effectuer les prédictions,
comme détaillé dans la section 4.2.4. Pour chaque filtre convolutif (Nf = 100 pour la troisième
couche), une RP est effectuée avec la position spatiale (x et y) du neurone qui décharge comme
entrée de la régression polynomiale et la position verticale de la balle comme variable prédite.
Un SNN avec une règle d’apprentissage STDP a de nombreux paramètres qui doivent être
réglés (constante de temps du potentiel de membrane, ratio LTP/LTD, taux d’apprentissage,
...). Nous avons estimé ces paramètres à l’aide d’un algorithme génétique (Mohammadi et
al. 2017). Une version simplifiée du processus de prédiction présenté dans la section 4.2.4 a
été utilisée. La fonction de coût pour la minimisation était la valeur moyenne de l’erreur de
prédiction moyenne à 15, 30, 45, ..., 90% de la présentation de la trajectoire.

4.2.6 Performances chez l’humain
Afin de comparer les performances de notre système aux capacités humaines, nous avons

réalisé une expérience au cours de laquelle 12 participants (âge moyen = 27+/−12, 9) devaient
prédire le point de réception du ballon à différents pas de temps, comme ce qui est demandé
au SNN. La caméra NeuroSoc permet d’enregistrer la vidéo classique (frame-based) à une
fréquence de 240 FPS en parallèle de l’extraction et la transmission des spikes. Les trajectoires
présentées à ces participants étaient donc les mêmes que celles utilisées pour tester notre SNN.
Tous les participants avaient une vision normale ou corrigée à la normale, et étaient en bonne
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Figure 4.3 – Panneau A : Processus de décodage. Lorsqu’un neurone spike, sa
position spatiale est utilisée comme entrée pour la RP liée au filtre du neurone
en question. Dans cette figure, trois différents neurones de positions et de filtres
différents déchargent et génèrent trois prédictions. Celles-ci sont ensuite intégrées
pour calculer une valeur de score, comme présenté dans le panneau C. Panneau B :
Positions horizontales utilisées comme points de réception. Panneau C : Exemple
de mise à jour du score. Les lignes épaisses représentent le score ajouté par trois
neurones provenant de différents filtres, sur la base de l’équation (4.1). On suppose
que ces trois neurones déchargent en même temps et qu’il n’y a donc pas de fuite du
score. La ligne bleue pointillée représente le score cumulé. Les lignes pointillées grises
et orange représentent respectivement la valeur réelle attendue et la valeur prédite.

83 sur 158



santé et sans aucune anomalie oculomotrice connue. Les participants étaient naïfs quant à
l’objectif de l’expérience, qui a reçu l’autorisation éthique appropriée du "Comité d’éthique de
la Recherche" de l’Université Fédérale de Toulouse (accord 2020-279). La taille de l’échantillon
a été déterminée à l’aide de G*Power (Faul et al. 2007) après avoir analysé les résultats d’une
expérience précédente portant sur l’influence de la durée de présentation sur les performances
d’anticipation. Les résultats ont montré que pour une puissance souhaitée de .90, une taille
d’échantillon totale de 12 participants était nécessaire. Seule une partie des trajectoires (c’est-à-
dire les premiers 15, 30, 45, 60, 75 et 90%) était présentée aux participants qui devaient prédire
le point de réception en cliquant avec la souris sur le point final anticipé, sans aucune contrainte
temporelle. L’expérience était divisée en trois parties :

— Pré-apprentissage : les vidéos sont présentées aux participants pour la première fois.
— Apprentissage actif : après chaque prédiction faite par le participant, le point d’arrivée

exact était affiché à l’écran pour fournir l’erreur de prédiction à l’utilisateur.
— Post-apprentissage : même procédure que le pré-apprentissage (aucune erreur n’est af-

fichée) mais les sujets ont bénéficié de l’expérience de la phase d’apprentissage actif.
Pour chaque condition, 8 trajectoires ont été montrées pour chaque pourcentage de temps de
présentation, pour un total de 48 essais dans chaque condition. Chaque vidéo n’est présentée
que dans une seule catégorie. Les vidéos d’une dimension de 384× 360 pixels étaient présentées
sur un écran de 13.3 pouces (60Hz, pleine résolution 1366 × 768, dimension 29.5 × 17 cm en
horizontal par vertical). Contrairement à notre SNN, les participants humains avaient déjà une
expérience du mouvement de la balle ou du mouvement en général. Nous avons néanmoins inclus
une phase d’apprentissage actif dans l’expérience afin que les participants puissent s’adapter à
ses spécificités (résolution d’image, taille d’écran, etc.).

4.3 Résultats
Le premier objectif de cette étude est de confirmer les résultats présentés dans la section 3.2

et donc d’évaluer la pertinence d’utiliser un SNN pour extraire des informations sur le mouvement
à partir des spikes générés par la NeuroSoc. Pour cela, nous avons utilisé l’information retournée
par le Vicon pour analyser si une fois entraînés, les filtres codent pour certaines spécificités du
mouvement du ballon (directions, vitesse). Le second objectif était d’utiliser cette information
extraite par les filtres pour prédire la trajectoire du ballon.
Le SNN est entraîné sur le jeu de d’entraînement puis évalué sur le jeu de test. Six différentes
simulations sont effectuées, avec des poids initiaux aléatoires différents, puis les résultats sont
ensuite moyennés sur ces six simulations.

4.3.1 Sélectivités

4.3.1.1 Direction

La sélectivité à la direction est évaluée pour un filtre n en comptant le nombre de spike émis
pour chaque direction générée par le Vicon (arrondi à l’entier). Ce nombre de spikes est ensuite
divisé par le nombre d’occurrences de ces directions durant la présentation des trajectoires,
générant un vecteur θfn. Un exemple de ces valeurs pour 4 différents filtres est présenté dans la
figure 4.4, panneau A. On peut ainsi y voir que les filtres codent pour des directions spécifiques
et différentes les unes des autres, démontrant une forte sélectivité à la direction. Le panneau
B permet d’avoir une vision globale de cette sélectivité, les θfn sont cumulés, tout en étant
centrés sur leur direction favorite θcn (la valeur moyenne de θfn). On peut ensuite voir dans le
panneau C que les filtres codent pour des directions favorites θcn différentes. On peut voir qu’il
y a plus de filtres qui codent pour des trajectoires montantes (autour de 40 et 320 degrés). En
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effet, ces directions sont plus présentes statistiquement en entrée, car les phases de trajectoires
redescendantes sont mineures et les phases de lancers (lorsque le ballon est encore dans les
mains du lanceur) sont des trajectoires montantes qui générèrent de nombreux spikes.

Figure 4.4 – Sélectivité à la direction. Panneau A : Sélectivité normalisée θfn de
quatre filtres différents. Panneau B : Sélectivité moyenne de tous les filtres centrée
sur leur direction favorite θcn. Panneau C : Distribution des directions favorite θcn
et du nombre d’événements générés par la caméra NeuroSoc par direction.

4.3.1.2 Vitesse

Une méthode similaire est utilisée pour évaluer la sélectivité à la vitesse. Sfn est déterminé
en comptant le nombre de spikes pour chaque vitesse. La vitesse du ballon est très fortement
liée à sa direction (figure 4.6, panneau A). En effet, les vitesses maximales sont atteintes lors
des directions ascendantes car ce sont des directions présentes en initiation de trajectoires, par
exemple.
Ainsi, pour évaluer la sélectivité à la vitesse indépendamment de la sélectivité à la direction du
filtre, Sfn est comparé avec une distribution de vitesse tirée aléatoirement SfRandn .

Pour chaque direction pour laquelle un filtre n émet un spike, nous avons sélectionné un nombre
de valeurs de vitesse proportionnel au nombre de spikes pour cette direction. Ces valeurs sont
tirées aléatoirement parmi toutes les vitesses de balle ayant des directions similaires à la sé-
lectivité du filtre n. Cela donne ainsi une distribution de vitesses corrélée à la sélectivité de la
direction de ce filtre, comme illustré dans la figure 4.5 ci-dessous. Pour chaque filtre n, nous
avons également évalué ωn (écart-type de Sfn) et ωRandn (écart-type de SfRandn). Nous cal-
culons ensuite un score de sélectivité de vitesse Ωn, le ratio entre ωn et ωRandn (équation 4.3).
Puis, nous évaluons ΩAll, la moyenne de Ωn pour tous les filtres n, pondérée par la quantité de
spikes émis par filtre (équation 4.3). Nous avons obtenu un ΩAll de 0.38, significativement en
dessous d’une valeur de 1. La valeur de ωn est donc inférieure à celle de ωRandn , mettant en
évidence une sélectivité pour la vitesse.

Ωn =
ωn

ωRandn

ΩAll =

∑
Ωn × Cn∑
Cn

(4.3)
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Figure 4.5 – Processus de sélection de vitesses aléatoires basé sur la sélectivité de
direction du filtre

Si le filtre n’est pas sélectif à la direction il devrait alors avoir une distribution Sfn proche
de SfRandn . La figure 4.6, panneau B, montre la sélectivité à la vitesse de trois filtres différents
avec des sélectivités à la direction θfn proches. On peut dans un premier temps voir que la
variabilité de Sfn est bien inférieure à celle de SfRandn démontrant que ces filtres codent pour
des vitesses spécifiques, indépendamment de leur sélectivité à la vitesse. De plus, ces filtres
codent pour des vitesses différentes. En effet, les trois filtres ont des Sfn centrés en des valeurs
différentes.

Ces résultats confirment donc de précédents résultats obtenus avec un SNN proche de
celui utilisé et une DVS (Paredes-Valles, Scheper et Croon 2019). Le SNN entraîné de
manière non-supervisée réussit à trouver des coïncidences dans le stimulus qui lui est présenté et
permet d’avoir des filtres sélectifs à des caractéristiques spatio-temporelles du mouvement. Cette
sélectivité devrait ensuite nous permettre de prédire la trajectoire de la balle avec précision.

4.3.2 Motion Tracking
La sélectivité aux mouvements des filtres mis en-avant ci-dessus devrait nous permettre

de discriminer et donc suivre des mouvements spécifiques en fonction de leur vitesse, de leur
direction, de leur forme, etc... Il y a différents types de mouvements dans les stimuli enregistrés
avec la NeuroSoc. Principalement la balle et les bras qui peuvent être divisés en plusieurs parties
(mains, avant-bras, ...). Une des méthodes pour évaluer la capacité de notre réseau à suivre des
mouvements spécifiques serait de les labelliser tous un par un, mais ceci serait chronophage.
Nous nous sommes donc dans un premier temps intéressés si des filtres déchargent pour des
mouvements liés à la balle. Pour cela, nous calculons la distance entre le centre du ballon et la
position du neurone qui décharge. Comme la caméra faisait face au plan de la trajectoire de la
balle, il existe une relation linéaire entre la position de la balle dans le référentiel de la caméra et
celui du Vicon. Ainsi, étant donnée la position de la balle dans le cadre de référence du Vicon,
nous pouvons facilement calculer sa position sur le cadre et calculer la distance entre un pic
donné et le centre de la balle.

86 sur 158



Figure 4.6 – Sélectivité à la vitesse. Panneau A : Densité 2D normalisée de la
vitesse de la balle par direction. Les vitesses et les directions sont corrélées : par
exemple, les mouvements ascendants sont en moyenne plus rapides (initiation du
lancer, direction proche de 45 ou 315 degrés) que les mouvements horizontaux (haut
de la trajectoire, direction proche de 90 ou 270 degrés). Panneau B : Gamme de
vitesses qui génèrent un spike (ligne bleue) pour trois filtres avec une sélectivité
similaire à la direction du mouvement. Cette gamme de vitesses est comparée à la
gamme de vitesses sélectionnées en fonction de la sélectivité à la direction de ces
mêmes filtres (ligne rouge). Ces filtres ont des sélectivités de direction similaires, ce
qui explique la similarité des lignes rouges. Nous pouvons observer que ces filtres
produisent des spikes pour une plus petite gamme de vitesses (Sfn) par rapport à la
distribution tirée aléatoirement (SfRandn).

Ensuite, en regardant la distance moyenne Dn entre la balle et tous les spikes émis par le filtre n,
nous pouvons déterminer si le ce filtre code pour le mouvement de la balle (si Dn est très faible)
ou une autre caractéristique comme une partie d’un bras. Puisqu’un neurone est déterminé par
sa position et son filtre, qui code ou non le mouvement de la balle (en fonction de Dn), nous
devrions être en mesure de suivre le mouvement de la balle sur la base de la sortie de ce réseau.
Par exemple, dans le contexte de la figure 4.3, panneau A, nous pouvons nous attendre à ce que
les filtres 2 et 23 pourraient être utilisés pour suivre le mouvement de la balle et le filtre 1 pour
le mouvement de la main.
De nombreuses études ont montré que les SNNs équipés de STDP développent une sélectivité à
la forme évoluant au fur et à mesure que l’on avance dans la hiérarchie de couches (comme les
réseaux neuronaux plus conventionnels) (S.-R. Kheradpisheh et al. 2018 ; Thiele, Bichler
et Dupret 2018 ; Masquelier et S. J. Thorpe 2007). Les neurones des premières couches
sont sélectifs aux bords tandis que les neurones des couches plus profondes sont sélectifs aux
caractéristiques plus complexes. Dans le contexte de notre SNN, les filtres dont la distance
moyenne par rapport au ballon est inférieure à 6 pixels (barres bleues de la figure 4.7, panneau
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A) encodent principalement des caractéristiques liées au ballon (y compris l’avant-bras du lanceur
lorsque le ballon est encore dans ses mains). Les filtres dont la valeur est plus élevée (barres
rouges de la figure 4.7, panneau A) codent pour des caractéristiques différentes, comme d’autres
parties du bras, le receveur, etc. La distribution de Dn met en évidence la capacité des filtres
à coder pour de mouvements spécifiques, tels que le mouvement de la balle (voir figure 4.7,
panneau A). Comme le montre la figure 4.7, panneau B, nous pouvons voir la position des spikes
pour 4 filtres différents. Chaque filtre génère des spikes pour des positions spécifiques et des
motifs de mouvement différents. Le filtre numéro 37 (en rouge) est sélectif pour des mouvements
de balle ascendants et allant vers la gauche de la balle, à l’opposé du filtre 5 (en jaune) qui est
sélectif pour des mouvements descendants et vers la droite de la balle. Le filtre 87 (en bleu)
est sélectif pour le bras droit du lanceur durant la phase de lancer (c’est-à-dire, quand le bras
monte) et le filtre 10 (en vert) pour le bras gauche du lanceur pour des mouvements après le
lancer (c’est-à-dire, quand le bras revient à sa position initiale). Cette sélectivité non supervisée
pourrait alors être utilisée pour suivre le mouvement d’objets spécifiques tels que la balle, la
main du lanceur, etc.

Figure 4.7 – Panneau A : Histogramme de la distance moyenne Dn de tous les
filtres. Panneau B : Position des spikes pour quatre filtres différents

4.3.3 Prédictions
Après l’entraînement du SNN et des RPs, le jeu de test est ensuite présenté au SNN. Pour

chaque spike généré par la dernière couche, la prédiction est mise à jour. Nous avons analysé
l’erreur absolue moyenne (AE) et la écart type de l’AE (SD AE) obtenues pendant la phase
de test, à travers des ANOVAs séparés, avec la visibilité (proportion de la trajectoire présentée,
allant 15 à 90%) comme variable intra-sujet. L’ANOVA sur l’AE a montré que la visibilité influen-
çait l’AE moyenne, F(5, 25) = 1156.38, p < .001. Les tests post-hoc utilisant les corrections de
Bonferroni ont démontré que l’AE moyenne était toujours réduite lorsque la visibilité augmentait
(voir la couche 3 de la figure 4.8). Notre solution a de bonnes performances même avec 15 % de
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la trajectoire avec une erreur de 7,7 pixels. Cette erreur diminue avec le temps de présentation
et descend à 2,2 pixels pour 90 % de la présentation de la trajectoire. Aucune erreur de direction
(lancer vers la droite/vers la gauche) n’a été faite, quel que soit le pourcentage de présentation.
Il est important de noter que pour la condition de faible visibilité (15%), la vidéo est arrêtée
en moyenne 0,114s après l’initiation du lancer, la balle est alors encore dans les mains du lanceur.

Figure 4.8 – Paneau A : Évolution de l’erreur absolue moyenne en fonction du
temps de présentation pour des RPs appliqués à différentes entrées. Panneau B :
Erreur absolue moyenne pour des RPs appliqués à différentes entrées.

A titre de comparaison, si nous calculons la moyenne de toutes les valeurs d’entraînement,
égale à 68,2 pixels, et l’utilisons comme méthode de prédiction naïve, nous obtenons une erreur
de 9,4 pixels. Même avec 15 % de la présentation de la trajectoire, le SNN peut prédire la
direction du lancer et est 16,7 % meilleur que cette méthode "naïve". Le ballon est encore dans
la main du lanceur pour toutes les trajectoires à 15% de la présentation et aussi à 30% pour 35
des 89 trajectoires (le ballon venait de quitter la main pour les autres).

L’analyse du SD AE a également montré une influence significative de la visibilité (F(5, 25)
= 143.60, p < .001), avec le SD AE diminuant au fur et à mesure que la visibilité augmente. Le
SD passe de 5,605 pixels à 15% à 1,996 à 90%, sans différence significative entre les conditions
15 et 30%, et 75 et 90%. L’évolution de l’AE SD en fonction de la visibilité est visible sur la
figure 4.11, panneau B.

Nous avons comparé l’erreur de prédiction sur différentes couches, avec un réseau non
entraîné et avec des entrées directes pour évaluer la performance de l’apprentissage et l’impact
de l’ajout de couches au réseau. Comme le montre la figure 4.8, en utilisant l’entrée directe
(c’est-à-dire la sortie de la caméra), nous ne pouvons pas prédire le point de réception. Comme
prévu, les RP ne sont pas précis avec les seules informations de position, et ont besoin de
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caractéristiques plus complexes, telles que la vitesse et la direction encodées dans les filtres
après entraînement. L’erreur de prédiction diminue au fil des couches successives. La première
couche fait encore quelques erreurs, mais ses performances sont bien meilleures que celles du
réseau non entraîné, plus particulièrement pour la fin de la trajectoire.

Figure 4.9 – Panneau A : Évolution de l’erreur moyenne absolue en fonction du
temps de présentation de la trajectoire pour un nombre différents de trajectoires
présentées durant l’apprentissage. Panneau B : Erreur moyenne absolue pour un
nombre différents de trajectoires présentées durant la phase d’apprentissage.

Nous avons ensuite étudié la vitesse d’apprentissage de notre solution (SNN + RP) et le
nombre de présentations nécessaires pour fournir des estimations correctes. Nous avons appliqué
le même processus d’apprentissage et de prédiction que précédemment, mais l’apprentissage a
été effectué avec seulement un sous-ensemble (20, 40, 60, 80 et 100 %) des 211 trajectoires
d’entraînement. Notre approche a conduit à de très bonnes performances même en n’apprenant
qu’à partir de 20 % des trajectoires. Les performances ont augmenté et ont ensuite atteint un
plafond à 80 %, soit environ 168 trajectoires, comme le montre la figure 4.9.

4.3.4 Performances chez l’humain
Nous avons analysé les performances des participants humains (AE et SD AE) à l’aide de

deux ANOVA distinctes, avec l’apprentissage (pré-test, actif et post-test) et la visibilité (de 15
à 90%) comme variables intra-sujet. Les résultats montrent que la visibilité (F(5, 55) = 31,85,
p < .001) et l’apprentissage (F (2, 22) = 10,78, p < .001) ont une influence sur l’erreur de
prédiction et qu’il y a une interaction entre ces deux facteurs (F(10, 110) = 2,32, p = .016).
Cependant, les post-tests de test-T par paire montrent qu’il n’y a pas de variations significatives
entre les différents apprentissages pour des instants d’occlusions similaires. L’erreur de prédiction
diminue avec le pourcentage de la trajectoire qui est présentée aux participants, comme le montre
la figure 4.10, panneau B. D’après les tests post-hoc, nous n’avons pas observé de différences
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significatives entre 15 et 45 % et entre 45 et 60 % de la présentation de la trajectoire. Il existe
également des différences significatives entre la phase de pré-apprentissage et les autres phases
d’apprentissage (apprentissage et post-apprentissage) et non entre l’apprentissage et le post-
apprentissage, comme le montre la figure 4.10, panneau A. Ces résultats mettent en évidence
l’effet de la phase d’apprentissage qui améliore les résultats de prédiction qui restent stables
durant la phase de post-apprentissage.

Figure 4.10 – Panneau A : Distribution de l’erreur absolue moyenne en fonction
de la phase d’apprentissage. Panneau B : Evolution de l’erreur moyenne absolue en
fonction du temps de présentation de la trajectoire.

4.3.5 Comparaisons
Pour comparer les performances entre les participants humains de notre expérience et notre

SNN, nous avons effectué une ANOVA sur la moyenne de l’AE et l’écart-type de l’AE pour
la condition entraînée uniquement (c’est-à-dire la condition post-test pour les humains et l’en-
semble des 6 simulations du SNN). Nous avons utilisé le type de participant (humains vs SNN)
comme variable intermédiaire, et la visibilité comme variable interne. En comparant les résultats
entre les humains et les SNNs, une grande différence entre eux peut facilement être constatée
au début en comparant leur erreur absolue moyenne (F(1, 16) = 47.09, p < .001) et leur SD
AE (F(1, 16) = 20.16, p < .001) pour chaque participant/simulation. Cela suggère que les
prédictions faites par le SNN sont plus exactes et plus précises que les prédictions humaines.
La moyenne et l’écart-type de l’AE diminuent de manière linéaire lorsque la visibilité augmente
(pour la moyenne : F(5, 80) = 38,21, p < .001, pour l’écart-type : F(5, 80) = 22,88, p < .001),
comme le montre la figure 4.11. Enfin, il y a une interaction significative, F(5, 80) = 2,53, p =
.036 pour AE seulement, indiquant que le SNN a toujours surpassé les participants humains, sauf
lorsque la trajectoire était présentée pour 60 ou 90% de la trajectoire. L’absence d’interaction
concernant SD AE (F(5, 80) = 1,19, p = 0,32) indique que SD AE est généralement plus faible
pour le SNN, indépendamment de la visibilité.
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Figure 4.11 – Évolution de la moyenne (panneau A) et de l’écart type (panneau
B) de l’erreur absolue en fonction du temps de présentation pour les participants
humains (rouge) et les SNNs (bleu).

Ensuite, nous avons étudié comment le SNN ou les participants humains prédisent le point
final de la trajectoire de la balle. La stratégie de prédiction utilisée par les humains et le SNN est
différente, comme le montre la figure 4.12. En effet, le SNN a des prédictions moyennes proches
de 68 pixels, ce qui est proche de la valeur moyenne à prédire de l’ensemble d’entraînement (égale
à 68,2 pixels) et reste stable dans le temps. Au contraire, la prédiction moyenne des participants
humains varie au cours du temps de présentation. En moyenne, les participants humains sous-
estiment la position finale de la balle (prédiction inférieure à 68,2 pixels) pour le début de la
trajectoire (durant les premiers 45%), ce qui se transforme en une légère surestimation au fur
et à mesure que le temps de présentation de la trajectoire augmente.
La variabilité des valeurs prédites est également différente entre les humains et notre système.
En effet, l’écart-type des valeurs prédites augmente avec le temps de présentation pour notre
solution. Celui-ci est faible pour le début de la trajectoire et ainsi notre solution prédit des
valeurs proches de 68px. Ensuite, la variabilité de la prédiction augmente avec plus de temps
de présentation et donc d’informations. Cette tendance est également valable pour les humains
mais de moindre ampleur qu’avec notre système.
Ces résultats montrent des stratégies différentes pour prédire le point de réception entre notre
solution et les humains. D’une part, notre solution fait des prédictions prudentes et "statistiques"
en ciblant en moyenne proche de 68.2px (la valeur moyenne de l’ensemble d’entraînement).
Lorsque la visibilité augmente, le SNN est capable de s’écarter de cette valeur moyenne et
de prédire une position différente, proche de la valeur correcte. En d’autres termes, le SNN
fait des prédictions prudentes, basées sur la valeur moyenne de l’ensemble de données lorsque
la visibilité est faible, mais est capable de faire des prédictions plus variées - mais précises -
lorsque la visibilité augmente. Les humains semblent toutefois agir différemment, sans utiliser
une moyenne statistique comme cible. Leur perception est variable même dans des conditions
de faible visibilité, indiquant une décision au cas par cas, et semble passer d’une sous-estimation
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à une légère surestimation lorsque la visibilité augmente.

Figure 4.12 – Évolution de la moyenne (panneau A) et de l’écart type (panneau
B) de la valeur prédite en fonction du temps de présentation pour les participants
humains (rouge) et les SNNs (bleu).

4.4 Discussion
Des études ont déjà démontré la capacité des SNNs à analyser et extraire des informations

du mouvement à partir de spikes générés par une caméra asynchrone. Cette étude participe
à montrer la pertinence d’utiliser des SNNs combinés avec une caméra asynchrone pour le
traitement du mouvement et ainsi démontre l’efficacité de ces réseaux de neurones. L’une des
principales contributions de cette étude a été de mettre en avant la caméra NeuroSoc utilisée
pour générer les événements et analyser le mouvement. Habituellement, les SNNs sont alimentés
par des caméras événementielles asynchrones (Bichler et al. 2012 ; G. Orchard et al. 2013 ;
Paredes-Valles, Scheper et Croon 2019), qui émettent des événements lorsqu’il y a une
variation de luminosité locale, générant ainsi un grand nombre de spikes. Dans cette étude, la
variation de luminosité est encodée dans la temporalité de l’événements en utilisant le filtrage
spatio-temporel de la caméra NeuroSoc et une règle de conversion de l’intensité en latence pour
répartir les événements entre deux frames consécutives. Le processus de filtrage utilisé par le
capteur NeuroSoc fournit ainsi des informations moins bruitées générant ainsi des spikes plus
épars.
Dans un premier temps, nous montrons que notre système est capable de traiter le flux de spikes
généré par la NeuroSoc et d’extraire des informations relative au mouvement (vitesse, direction).
Deuxièmement, nous montrons que ces informations encodées dans les filtres peuvent ensuite
être utilisées pour prédire le point de réception de la balle avec précision et pour suivre des
motifs de mouvement spécifiques (bras, balle, etc.). Comme la sélectivité de mouvement de
notre réseau, la capacité de suivi est entièrement non supervisée. Bien que celle-ci n’était pas
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l’objectif principal de cette étude, elle met en évidence la capacité des réseaux neuronaux non
supervisés à résoudre des tâches multiples. On peut donc s’attendre à ce qu’il soit pertinent
pour d’autres tâches visuelles proches, telles que la détection et reconnaissance de "gestes", des
tâches de comptage d’objets, etc.
Enfin, nous montrons que notre système surpasse la prédiction humaine sur cette tâche. Des
études précédentes ont montré qu’il est possible de faire des prédictions à partir des sorties
de SNNs recevant des événements générés par une caméra événementielle. Certaines d’entre
elles utilisent des LSMs, mais leurs prédictions restent limitées à de courtes durées (c’est-à-dire
quelques ms) (Burgsteiner et al. 2007 ; Kaiser et al. 2017). Une autre étude a utilisé des
retards dans les connexions latérales anisotropes (Kaplan et al. 2013). D’autres utilisent une
règle d’apprentissage pour anticiper les entrées sur des temps de prédiction plus longs mais avec
des stimuli d’entrée plus simples et répétitifs (Gibson, Henderson et Wiles 2014). Notre
système permet des prédictions sur des durées plus longues en analysant les caractéristiques
du mouvement, car les trajectoires de balles sont limitées par les lois de la physique et donc
prévisibles. Les capteurs asynchrones permettent d’effectuer un codage parcimonieux sur des
scènes visuelles dynamiques. Dans le contexte de cette étude, seule une petite partie de la
scène visuelle est pertinente à extraire. Seul le mouvement (balle et bras) est nécessaire pour
effectuer la tâche demandée. En utilisant le jeu de données de test présenté comme le SNN, une
moyenne d’environ 9000 événements par seconde a été générée par la caméra NeuroSoc. Cela
représente seulement 0,26% des pixels pour chaque image (37 + /− 15, 5 événements ON/OFF
par image) et montre ainsi que, par rapport à une caméra synchrone frame-based, la sortie de
la NeuroSoC était plus parcimonieuse que celle d’une caméra classique. Ceci, à son tour, met
en avant la possibilité de l’efficacité énergétique du système s’il était intégré dans une puce
neuromorphique, car la consommation d’énergie des réseaux neuronaux à spike est déterminée
par le nombre de spikes traités (Farabet et al. 2012).
Même si notre approche a été évaluée sur une tâche relativement simple, avec peu de variations
dans les trajectoires et peu de mouvements pouvant gêner la prédiction, cette évaluation reste
pertinente pour de nombreuses situations telles que les lancers francs au basket-ball, ou les
objets se déplaçant le long d’une contrainte spécifique (par exemple, des voitures se déplaçant
sur une route ou un piéton traversant un trottoir). Dans une situation plus complexe avec un
mouvement d’arrière-plan, des spikes générés ne provenant pas de la trajectoire de la balle, la
capacité de suivi du mouvement du SNN pourrait être utilisée pour distinguer le mouvement du
ballon des autres objets.
A l’issue de cette étude, l’étape suivante consistait à évaluer notre système sur des trajectoires
plus complexes (rebonds, collisions, etc.) ou sur des situations plus réalistes et proches de ce
que l’on retrouve dans le domaine du sport. Par conséquent, ce travail a été le premier pas vers
la démonstration de la fiabilité d’un SNN pour extraire des caractéristiques spatio-temporelles
utiles en utilisant la caméra NeuroSoc.
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Chapitre 5

Etude 2 : Basket

5.1 Motivations et objectifs
Après avoir validé la pertinence d’utiliser une caméra événementielle avec un SNN pour

extraire de l’information sur le mouvement et ensuite l’analyser pour effectuer des prédictions
de trajectoires, nous voulions évaluer ce système dans une tâche plus proche de ce qui se
fait lors d’un phase de sport. Nous nous sommes donc orientés vers le domaine du basket et
plus particulièrement, des phases de lancer-franc. Ceux-ci nous permettent d’être sur une tâche
proche de la précédente expérience, avec un mouvement principalement latéral. Comme pour
le précédente étude, l’objectif est d’évaluer la performance de notre solution avec des temps de
présentation différents et de comparer ces résultats avec ceux d’humains. La tâche demandée
au SNN et aux participants était de prédire si le lancer franc était réussi (ballon qui rentre dans
le panier) ou raté.

5.2 Acquisition de données
Nous avons fait nos acquisitions de trajectoires lors d’un entraînement de basket du pôle

espoir du Centre de Ressources d’Expertise et de Performance Sportive (CREPS) de Toulouse.
Durant leur entraînement, des groupes de deux joueuses et joueurs tournaient et venaient s’en-
traîner aux lancer-francs. Nous avons pu enregistrer un total de 280 trajectoires de 8 tireurs
différents. Un nombre de 27 trajectoires étaient fortement perturbé car d’autres joueuses et
joueurs passaient devant la caméra et cachaient le joueur qui lançait ou la trajectoire de la balle.
Ces trajectoires ont été supprimées des trajectoires utilisées pour tester les humains et le SNN,
mais ont été conservées lors de la phase d’entraînement du SNN (les trajectoires n’étaient que
partiellement perturbées et avec le peu de trajectoires que nous avions, nous avons préféré les
conserver pour l’entraînement).
La caméra NeuroSoc était placée orthogonalement aux trajectoires de lancers-francs et suffisam-
ment éloignée pour enregistrer la totalité de la trajectoire, du mouvement du joueur qui lance,
jusqu’au panier. La caméra NeuroSoc fonctionnait en mode 100 images par seconde (Frames Per
Second) (FPS). Les salles d’entraînement de basket utilisent des tubes néons, ceux-ci éclairent
à une fréquence de 100Hz. Nous avons alors choisi un FPS multiple de leur fréquence afin
d’atténuer les effets de variation de luminosité brutales. Il restait cependant des variations de
luminosités entre les frames, mais qui n’entraînaient pas de génération d’événements lorsqu’il
n’y avait pas de mouvements. Les murs de la salle de basket étant d’aspect métallique, ceux-ci
reflétaient fortement la luminosité émise par les néons entraînant une forte variation de lumino-
sité sur une partie de l’image (cf. figure 5.1).
Chaque trajectoire a comme point de départ le moment où le joueur qui lance a le ballon qui
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quitte ses mains, nommé comme l’instant t=0ms (cf. figure 5.1). Les prédictions sont effectuées
à 8 instants différents (t=[-150, 0, 150, 300, 450, 600, 750, 900]ms, figure 5.3), une prédiction
est donc faite avant que le ballon quitte les mains du lanceur, la prédiction se base alors seule-
ment sur le mouvement de la personne qui lance. Les sept autres sont le moment où le ballon
quitte les mains du lanceur ou durant la phase aérienne de la trajectoire du ballon.

Figure 5.1 – Variations de luminosités

5.3 Méthodes

5.3.1 Architecture

Comme pour les précédentes expériences, les événements en sortie de la caméra NeuroSoc
étaient utilisés comme entrée du SNN et dupliqués pour y ajouter des délais. Nous avons utilisé
un SNN à trois couches (voir figure 5.2). Les deux premières étaient des couches convolution-
nelles entraînées avec la règle STDP présentée dans le section 3.1.2.5. La troisième et dernière
couche est une couche de type dense (cf. section 2.2.5.3) entraînée avec une règle de type
RSTDP (M. Mozafari et al. 2018). Afin de réduire le nombre de connexions avec cette der-
nière couche, une phase pooling est effectué. Ainsi les dimensions de la dernière couche sont
divisées par deux en longueur et en largeur. Les spikes en sortie de cette dernière couche sont
ensuite utilisés pour faire la prédiction. La RSTDP attribue des classes aux neurones. On peut
ensuite facilement décoder la sortie de cette couche en comptant le nombre de spikes émis par
les neurones de chaque classe. Une méthode similaire à 4.2.4 est utilisée pour intégrer le score
temporellement et donner plus de poids au derniers spikes émis. Ainsi, contrairement à la précé-
dente étude (4.2.4) qui nécessitait l’utilisation de RPs pour décoder la dernière couche, aucun
post-traitement nécessitant un entraînement n’est utilisé.
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Figure 5.2 – Architecture de la solution utilisée pour la prédiction de lancer franc
de basket

5.3.2 Apprentissage et prédictions

Parmi les objectifs de cette étude, nous voulions étudier si le SNN était capable de déter-
miner quel est le joueur qui lance. Huit différents joueurs ont participé à la phase d’acquisition,
une division en deux jeux de données train/test (70/30%) n’était alors pas suffisant. En effet,
avec seulement 30% de trajectoires, cela ne permettait pas de généraliser sur la sélectivité aux
différents lanceurs, nous avons alors utilisé une méthode de validation croisée à 5 blocs. Ainsi,
5 jeux de train/test (80/20%) sont générés de façon à avoir toutes les trajectoires testées sur
l’ensemble des jeux de test et pouvoir mieux généraliser la sélectivité des neurones. Dix dif-
férentes simulations avec des poids synaptiques initiaux différents (aléatoirement sélectionnés)
sont effectuées, deux simulations sont faites par jeu de données. Les filtres convolutionnels des
deux premières couches sont entraînés de façon similaire à la précédente étude 4.2.5. La dernière
couche utilise la règle de RSTDP (M. Mozafari et al. 2018), les neurones sont initialisés et
séparés également en deux classes distinctes (lancer réussi, classe et label égale à 1 ou raté,
classe et label égale à 0). Lors de la décharge d’un des neurones, selon qu’il décharge pour le
bon type de trajectoire (neurone de la classe 0 décharge pour une trajectoire de type 0), un ap-
prentissage de type STDP est utilisé, sinon (neurone de la classe 1 décharge pour une trajectoire
de type 0) un apprentissage de type anti-STDP (voire section 2.3) est utilisé. Afin d’éviter le
sur-apprentissage, comme proposé dans (M. Mozafari et al. 2018), une méthode de dropout
est utilisée ainsi qu’une méthode de gestion du ratio d’apprentissage. La gestion du ratio d’ap-
prentissage est composée de deux critères, le premier est similaire à la méthode utilisée pour
adapter la vitesse d’apprentissage de (M. Mozafari et al. 2018), sauf que N = Nhit +Nmiss.
Un second terme est alors utilisé pour avoir un ratio d’apprentissage décroissant, il s’agit de
aLR, (5.1).
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Wi,j = Wi,j + ∆Wi,j ×
Nhit

N
× aLR si STDP

Wi,j = Wi,j + ∆Wi,j ×
Nmiss

N
× aLR si anti− STDP

aLR = exp
−N
τLR

(5.1)

La règle STDP de la dernière couche dense, a été adaptée afin que la temporalité des
spikes ait plus d’impact sur la modification des poids. Dans la règle précédente, présentée dans
la section 3.1.2.5, l’intensité de la variation du poids ne dépendait pas de la temporalité du
spike pré-synaptique. Celle-ci servait seulement à définir si on appliquait le LTP ou le LTD à la
connexion. La couche dense permet d’intégrer des spikes sur une plus grande durée temporelle,
il nous paraissait alors nécessaire d’avoir une intensité de modification de poids proportionnelle
à la latence entre le spike pré-synpatique et post-synaptique (équation (5.2)), comme le fait
normalement la règle STDP.

∆Wi,j = (Ri,j × arLTP × exp
−∆t

τ
)− (Ri,j × arLTD × (1− exp

−∆t

τ
)) si STDP

∆Wi,j = (Ri,j × apLTP × (1− exp
−∆t

τ
))− (Ri,j × apLTD × exp

−∆t

τ
) si anti− STDP

Ri,j = 4×Wi,j × (1−Wi,j)

(5.2)

La prédiction s’effectue en intégrant directement les spikes de la dernière couche du SNN.
Aucune étape supplémentaire nécessitant un apprentissage supervisé n’est utilisée comme dans
la précédente étude. Les spikes sont seulement comptés en incrémentant de un la valeur de
Scgood ou Scmiss, selon que le neurone qui décharge fasse partie de la classe réussi ou raté.
Comme pour la précédente étude, un facteur de fuite est appliqué aux deux scores, afin que les
derniers spikes aient plus d’impact (5.3). La valeur maximale est ensuite choisie comme valeur
prédite.

Scgood/miss(t+ ∆t) = Scgood/miss(t)× exp
−∆t

τSc
(5.3)

5.3.3 Performances chez l’humain
Afin de comparer les résultats de notre solution avec ceux d’humains, nous avons comme

pour la précédente étude (cf. section 4.3.4) fait passer une expérience similaire à des humains
experts et non-experts. La tâche était similaire à celle que doit faire le SNN, c’est-à-dire prédire
si le lancer est réussi ou non avec seulement une partie de la vidéo qui est présentée. Pour
cela, 10 trajectoires étaient présentées pour chaque durée de présentation à chaque participant
(5 lancer bons, 5 ratés). 8 différentes durées de présentation de la trajectoire de balle étaient
possibles, la vidéo s’arrêtait à l’instant t=[-150, 0, 150, 300, 450, 600, 750, 900] ms, avec t=0
ms l’instant ou le joueur lâche le ballon de ses mains. Ainsi, à l’instant t= -150 ms, le joueur est
dans sa phase de lancer, balle encore dans les mains. Chaque vidéo démarrait à l’instant t=-700
ms permettant ainsi d’avoir une minimum de 550 ms de présentation à t = -150 ms.
Nous avons divisé les participants en deux catégories, les experts et non-experts. Les experts
étaient des joueuses de l’équipe U18 France de basket du CREPS de Toulouse, qui pratiquent
le basket en haut niveau. Les autres personnes étaient considérées comme non-expertes. Nous
avons 12 participantes dans le groupe expert et 12 dans le groupe non-expert. Tout comme la
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précédente expérience, les vidéos étaient présentées sur un écran de 13.3 pouces (60Hz, pleine
résolution 1366 × 768, dimension 29.5 × 17 cm en horizontal par vertical). Les participants
avaient ensuite à appuyer sur un bouton pour dire s’ils pensaient que le lancer était bon ou
mauvais. L’expérience était divisée en deux parties, un première d’entraînement durant laquelle
un feedback sur leur résultat était affiché après la présentation de chaque trajectoire, puis
une seconde de test durant laquelle les participants réalisaient la même tache, sans feedback
cependant sur leur performance.

Figure 5.3 – Trajectoire de lancer franc à différents instants

5.4 Résultats

5.4.1 Prédictions (SNN)

Premièrement, nous avons évalué la qualité de la prédiction du SNN (sans comparaison
avec les participants humains) avec différentes durées de présentation de la trajectoire, allant
de -150ms (i.e., 150 ms avant que le joueur lâche le ballon), jusqu’à 900ms après l’avoir lâché.
Afin que la prédiction soit faite par le SNN, contrairement à la précédente étude (Section 4),
nous avons utilisé la règle d’apprentissage RSTDP. Celle-ci consiste à utiliser une règle STDP
classique lorsque le neurone décharge pour la bonne classe et une règle anti-STDP sinon, pour
que le neurone "oublie" le signal pour lequel il vient de décharger. En regardant la matrice de
poids des neurones sur la figure 5.4, panneau B, on voit que la règle RSTDP a permis aux
neurones de sélectionner les connexions spatiales correspondantes aux statistiques de l’entrée
(figure 5.4, panneau A).
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Figure 5.4 – Panneau A : événements générés par la caméra pour les trajectoires
réussies (rouge) et ratées (vert). Panneau B : Somme des poids synaptiques des
neurones de la classe "réussie" (rouge) et de la classe "ratée" (vert)

Nous avons analysé les performances des différentes simulations (les dix décrites dans la
partie 5.3.2) du SNN slon deux critères : le pourcentage de bonnes réponses et la tendance de
prédiction (le SNN prédit-il plus de lancer-francs réussis ou non). Pour cela nous avons utilisé
deux ANOVA distinctes, avec la visibilité (de -150 à +900ms) comme variables intra-sujet. Les
résultats montrent que la visibilité (F(7, 63) = 2.28, p = .039) a une influence sur le taux
d’erreur. En effectuant des post-tests de test-T par paire, ainsi que grâce au panneau A de la
figure 5.5, on voit que la visibilité à un impact à la fin de la trajectoire, à l’instant t=900ms.
Cependant, la précision du SNN est constamment supérieure au facteur chance (= 50%) avec
une moyenne de 60.01%. Toutefois, contrairement à l’étude précédente, le taux d’erreur varie
peu avec le temps, excepté pour la dernière prédiction à t=900ms où le taux d’erreur diminue.

Figure 5.5 – Évolution de la prédiction effectuée par le SNN selon le temps de
présentation. Panneau A : Précision de la prédiction. Panneau B : Valeur prédite,
plus la valeur est proche de zéro, plus le SNN a prédit que le lancé est raté.

Concernant la tendance de prédiction, les résultats montrent que la visibilité (F(7, 63) =
5.42, p < 0.001) a une influence sur celle-ci. Les post-tests ainsi que la panneau B de la figure
5.5, montrent que durant les trois premiers instants d’occlusions le SNN a plutôt tendance à
prédire plus de lancers francs ratés, alors qu’à partir de t=300ms, cette tendance s’inverse.
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5.4.2 Impact du shooter

Le SNN étant entraîné pour prédire si le lancer-franc est bon ou non, il peut utiliser les
informations sur la cinématique du lanceur en plus de la trajectoire de la balle. Ainsi, il est
possible qu’il ait aussi appris à reconnaître la personne qui lance le ballon. En effet, certains
joueurs réussissent plus que d’autres leurs lancer-francs (41% de réussite pour le joueur numéro
4, 77% et 79% pour les joueurs 7 et 8). Il peut alors être avantageux de prédire qu’il y aura panier
si c’est le joueur numéro 7 ou 8 qui lance, avant même que celui-ci n’ait lancé le ballon. Il parait
alors possible que le SNN ait appris à reconnaître les joueurs ou certains critères permettant de
les reconnaître comme par exemple, la taille, le mouvement de lancer, les couleurs des habits
(contraste avec l’arrière plan), etc. D’une part cette information participe à la prise de décision
et la RSTDP bien qu’étant une règle semi-supervisée, s’appuie très fortement sur la STDP qui
n’est pas supervisée et qui devrait être sensible au pattern permettant de différencier des joueurs.
Pour cela, nous avons compté le nombre de spikes émis pour chaque joueur par chaque neurone
de la couche de sortie du SNN lors de la présentation du stimulus d’entraînement, afin d’évaluer
la sélectivité aux différents joueurs. Nous avons ensuite utilisé cette sélectivité pour prédire le
joueur qui shoot lors de la présentation du stimulus de test. Pour cela, lors de la présentation du
stimulus de test, un vecteur de taille 8 (nombre de joueurs) est défini et initialisé à zéro. Puis,
lorsqu’un spike est émis par un neurone n ce vecteur est mis à jour, dans un premier temps en
appliquant un facteur de fuite similaire à la méthode utilisée dans la précédente étude (section
4.2.4, équation (4.2)) ; dans un second temps, en ajoutant une valeur égale aux nombre de spikes
pour chaque joueur lors de la phase d’entraînement pour le neurone n, divisé par le nombre total
de spikes émit par ce même neurone. Cela ajoute donc une valeur pour chaque joueur comprise
entre 0 et 1, dont la somme est égale à 1. L’index de la valeur maximale est ensuite sélectionnée
comme valeur prédite.

Figure 5.6 – Matrice de confusion de prédiction des shooters, à différents temps de
présentation
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Comme on peut le voir sur la figure 5.6, le SNN arrive très bien à discriminer quel est
le shooter et plus particulièrement en début de trajectoire (t=-150ms et t=0ms). Cela parait
totalement normal, car jusqu’à t=0ms, le joueur n’a pas encore lâché le ballon. Les spikes générés
sont ainsi principalement générés par ce joueur et par son mouvement de lancer permettant de
le reconnaître. Les instants qui suivent sont plus caractérisés par la trajectoire du ballon, qui
permet moins de reconnaître le joueur qui lance et explique donc une augmentation des erreurs.
Mais, les prédictions restent toutefois bonnes car on garde la trace des précédents spikes en
mémoire. De plus, il est aussi possible que les trajectoires de balles soient aussi un moyen fiable
pour discriminer les différents shooters. On peut voir que deux joueurs sont plus difficilement
prédits par le SNN, les joueurs numéros deux et cinq. Le joueur numéro deux est beaucoup moins
présent dans les acquisitions faites, il y a seulement 13 lancers pour le joueur deux et il y a par
exemple, 45 trajectoires pour le joueur six. Le SNN a donc eu beaucoup moins de trajectoires
pour s’entraîner sur le deuxième joueur (ainsi que sur le premier) et arrive donc beaucoup moins
à le discriminer. Cela ne veut pas pour autant dire que le SNN n’a rien appris de leurs trajectoires
et qu’il décharge aléatoirement lorsqu’elles sont présentées. Si on regarde la matrice de confusion
à l’instant t=0ms, pour le joueur numéro cinq, on voit que 59% des prédictions sont bonnes,
pour 26% des lancer il prédit que c’est le joueur numéro trois et pour 13% des lancers il prédit
que c’est le joueur numéro un. Ainsi, bien que le SNN fasse plus d’erreurs pour certains joueurs,
celles-ci restent en dessous du facteur de chance (allant de 5% pour le joueur numéro un à 18%
pour le joueur numéro six). Le SNN a appris des patterns spécifiques à ces joueurs, ces patterns
sont principalement partagés avec le joueur un et trois pour le joueur numéro cinq et avec les
joueurs un et six pour le joueur numéro deux.
Afin de voir si le SNN pouvait discriminer le joueur qui shoot en se basant seulement sur la
trajectoire du ballon, nous avons effectué la même analyse que la précédente, sauf que seuls les
spikes générés 100ms après que le shooter ait lâché le ballon sont utilisés pour la prédiction. Ainsi,
le SNN ne peut plus utiliser le mouvement de lancer du joueur, mais seulement la trajectoire du
ballon. La figure 5.7 nous montre que le SNN commet beaucoup plus d’erreurs de prédiction,
mais arrive tout de même à prédire convenablement le joueur qui lance. En prenant à l’instant
t=900ms après que le shooter ait lâché le ballon, on voit que les joueurs 4 et 7 ont été prédits
avec précision et en moyenne 51% des joueurs sont prédits avec succès.
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Figure 5.7 – Matrice de confusion de prédiction des shooters, sans le mouvement
de lancer du shooter

5.4.3 Prédictions (Humains)
Afin d’évaluer la performance de notre SNN, nous avons fait passer une expérience similaire

à des participants experts et non-experts. Les participantes considérées expertes étaient toutes
de sexe féminin avec en moyenne 9.25 (±2.56) années de pratiques et jouant actuellement en
U18 France, plus haut niveau français pour leur catégorie d’âge. Les participants non-experts
étaient composés de 5 femmes et 7 hommes, n’ayant pas joué au basket avec un niveau avancé.

Nous avons analysé les performances des participants à l’aide de deux ANOVA distinctes
(pourcentage de bonnes réponses et la tendance de prédiction), avec l’apprentissage (sans/avec
feedback), la visibilité (de -150 à +900ms) comme variables intra-sujet et l’expertise comme
variables inter-sujet. Les résultats montrent que la visibilité (F(7, 154) = 3.63, p = .001)
et l’expertise (F (1, 22) = 15.29, p < .001) ont une influence sur la précision. Cependant,
l’apprentissage n’a pas d’influence (F (1, 22) = 1.08, p = .31). De plus, Il n’y a pas d’interaction
entre les différents facteurs : visibilité et apprentissage (F (7, 154) = 1.53, p = .16), expertise
et apprentissage (F (1, 22) = 0.59, p = .45), expertise et visibilité (F (7, 154) = 0.76, p =
.62) et les trois facteurs (F (7, 154) = 1.28, p = .26). Les joueuses expertes avaient un taux
de réussite de 0.551 donc supérieur au seuil de chance égal à 0.5 t(11) = 6.36, p < .001. Alors
que les participants non-experts avaient un taux de réussite égal à 0.497, équivalent au seuil de
chance, t(11) = 0.28, p = .79 (figure 5.8, panneau A). Nous avons réalisé des tests de student
pairés comme test post-hoc pour déterminer les différences significatives entre les différentes
occlusions. Ces tests post-hoc ainsi que le panneau B de la figure 5.8 montrent qu’à l’instant
t=-150ms la précision des participants est plus faible que pour les autres temporalités. Ainsi
que, à l’instant t=0ms la précision des participants est supérieure que les deux temporalités
d’occlusions suivantes et qu’à l’instant t=300ms, la prédiction est moins bonne qu’à t=0 ou
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900ms.

Figure 5.8 – Panneau A : Boxplot de l’erreur moyenne selon que le sujet est ex-
pert ou non. Panneau B : Évolution de l’erreur moyenne en fonction du temps de
présentation de la trajectoire.

Nous avons effectué la même analyse concernant les prédictions faites par les participants.
Nous avons ainsi regardé si ceux-ci ont plutôt tendance à prédire que les lancer-francs sont
ratés ou réussis. Pour cela, comme pour l’analyse de l’erreur de prédiction, nous avons analysé
la tendance de prédiction des participants à l’aide d’une ANOVA. Les résultats montrent que
la visibilité (F(7, 154) = 22.49, p < .001) a une influence sur la prédiction. L’expertise (F (1,
22) = 0.14, p = .71) et l’apprentissage n’ont pas d’influence (F (1, 22) = 0.02, p = .88). De
plus, il y a une interaction entre les facteurs visibilité et apprentissage (F (7, 154) = 6.51, p <
.001). Il n’y a pas d’interaction entre les facteurs expertise et apprentissage (F (1, 22) = 1.91,
p = .18), expertise et visibilité (F (7, 154) = 0.76, p = .62) et les trois facteurs (F (7, 154) =
0.62, p = .73). Nous avons réalisé des tests de student pairés comme test post-hoc pour avoir
plus de précisons sur l’impact de l’occlusion et l’interaction entre occlusion et apprentissage.
Ces tests post-hoc ainsi que la figure 5.9 montrent que au début de la présentation de la
trajectoire la tendance de prédiction diminue (les participants prédisent moins de lancers francs
réussis), celle-ci remonte à partir de t=300ms, puis se stabilise à partir de t=600ms. De plus,
lors de l’apprentissage les participants ont plus tendance de prédire de lancer-francs ratés pour
les instants t=150 et 900ms et l’inverse pour l’instant t=600ms.
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Figure 5.9 – Panneau A : Évolution de la tendance de prédiction en fonction du
temps de présentation de la trajectoire. Panneau B : Comparaison entre les résultats
pendant et après apprentissage de l’évolution de la tendance de prédiction en fonction
du temps de présentation de la trajectoire.

5.4.4 Comparaison des résultats
Comme pour la précédente étude, nous avons voulu comparer les résultats entre les partici-

pants experts, non-experts et SNN. Nous avons analysé les performances (erreur de prédiction
et tendance de prédiction) à l’aide de deux ANOVA distinctes, avec la visibilité (de -150 à
+900ms) comme variables intra-sujet et le type de participant (expert ou non, SNN) comme
variables inter-sujet. Les résultats montrent que la visibilité (F(7, 217) = 4.22, p < .001) et
le type de participant (F (2, 31) = 22.70, p < .001) ont une influence sur la précision. Il n’y
a cependant pas d’interaction entre ces variables (F (14, 217) = 1., p = .45). Les test post-
hoc ainsi que la figure 5.10, montrent des résultats similaires à ceux des participants humains
concernant l’impact de la visibilité et montrent que le SNN est meilleur que les experts qui sont
eux-même meilleurs que les non-experts.

Figure 5.10 – Panneau A : Précision moyenne des différents groupes testés
(SNN ;Expert ;Non-experts). Panneau B : Évolution de la précision de la prédiction
indépendamment du groupe testé.

Concernant la tendance de prédiction, les résultats montrent que la visibilité (F(7, 217) =
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22.07, p < .001) et le type de participant (F (2, 31) = 6.08, p = .006) ont une influence sur la
précision ainsi que leur interaction (F (14, 217) = 2.89, p < .001). Les post-tests ainsi que la
panneau A de la figure 5.11 montrent que le SNN a tendance à prédire moins de lancer-francs
réussis que les non-experts, qui eux-mêmes en prédisent moins que les experts. Concernant
l’occlusion, on voit sur la figure B et grâce aux post-tests, que durant jusqu’à t=150ms, la
tendance de prédiction diminue (de plus en plus de lancers francs ratés sont prédits), puis
augmente jusqu’à t=450, et se stabilise à partir de t=600ms. En regardant l’interaction de ces
deux variables (panneau C), on voit qu’à l’instant t=-150ms le SNN prédit beaucoup plus de
lancers francs ratés que les autres participants, ainsi qu’à t=600 et 750ms.

Figure 5.11 – Panneau A : Prédiction moyenne des différents groupes testés (SNN,
Expert, Non-experts). Panneau B : Évolution de la prédiction indépendamment du
groupe testé. Panneau C : Évolution de la prédiction au cours du temps en fonction
du groupe testé.
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5.5 Discussion

Les résultats de prédiction du SNN paraissent dans un premier temps peu convaincants.
En effet, celui-ci effectue un résultat moyen de 60.01% de réussite, bien que cette valeur soit
supérieure à 50%, on voit que le SNN a du mal à améliorer sa prédiction au cours du temps,
contrairement à la précédente étude. Cependant, en comparant les résultats avec les participants
experts et non-experts, on voit que le SNN est meilleur que ceux-ci et que l’évolution de l’erreur
est similaire (peu de variation, puis une amélioration à t=900ms). Cette différence d’évolution
des performances entre les deux tâches peut s’expliquer par le type et la complexité de la tâche.
Lors de la précédente étude (chapitre 4), l’objectif était de définir le point de réception de la balle,
différents lancers avec différents profils étaient donc présentés. La position spatiale de la balle
était donc une information pertinente permettant d’expliquer l’amélioration des performances.
En effet, il n’y avait pas de cibles précises à viser, il fallait même au contraire chercher à diversifier
les trajectoires (point de réception, paramètres initiaux, etc.). Lors de cette étude, la balle arrive
à la même position ou presque et les différentes trajectoires se ressemblent énormément. En
effet, les différents joueurs avaient pour objectif de marquer le panier. Ainsi, même les lancers
qui échouent sont très ressemblants à ceux qui rentrent. La position spatiale du ballon n’apporte
alors que très peu d’informations. De plus, cette tâche est d’autant plus complexe car un lancer-
franc réussi se caractérise par un ballon qui arrive à une bonne position spatiale (position 3D
panier) avec un bon angle (pour ne pas taper le cercle). Contrairement à la précédente étude
(chapitre 4) l’information de profondeur du ballon est importante car si le lanceur lance le ballon
trop à droite ou à gauche (plus ou moins proche par rapport à la caméra), le ballon touchera
le cercle et ne rentrera pas. De plus le ballon doit arriver selon un certain angle, paramètre non
pris en compte lors de la précédente étude. Ainsi cette étude est considérablement plus difficile
que la précédente, expliquant la différence des performances et de leurs évolutions au court du
temps de présentation.

Quelques études ont déjà évalué les différences de performances entre joueurs experts et
novices dans une tâche similaire à la notre (Aglioti et al. 2008 ; Y. Wu et al. 2013 ; Y. Li et
Feng 2020). Cependant, les résultats diffèrent selon les études comme expliqué dans la section
2.6. (Aglioti et al. 2008) par exemple montre un fort impact du temps de présentation de la
trajectoire sur les performances, les participants arrivant à un taux de réussite proche de 100%
en fin de trajectoire. (Y. Li et Feng 2020) montre des résultats plus proches des nôtre, avec
peu d’évolution au cours du temps. Nous supposons que cela vient des stimuli utilisés. Alors
que nos tireurs devaient marquer à chaque lancer, il nous semble que les tireurs dans l’étude
de (Aglioti et al. 2008) avaient pour instruction de mettre ou de rater, volontairement, et
visiblement, leurs tirs. Cette supposition est appuyée par la figure 5.12, montrant une très forte
différence entre les lancers francs ratés et réussis dans l’étude de (Aglioti et al. 2008), alors
que dans les trajectoires que nous présentons, cette différence est très minime. Ainsi, les tirs
de l’étude de (Aglioti et al. 2008) sont très précocement et visiblement différents, distincts,
entre les succès et échecs, au contraire des nôtres.
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Figure 5.12 – Comparaison des trajectoires entre l’étude de (Aglioti et al. 2008)
(gauche) et nos trajectoires. Vert = lancer raté ; Rouge = lancer réussi

Nos résultats s’approchent davantage de ceux de (Y. Li et Feng 2020) en pourcentage
moyen de réussite. Cependant, (Y. Li et Feng 2020) montre une amélioration significative
des performances en fin de trajectoire, alors que dans nos résultats la précision à t=900ms est
seulement supérieure de la précision à t=300ms. De plus, la précision à t=0ms est elle aussi
supérieure, montrant un effet probable du mouvement du joueur qui lance. La faible résolution
de la caméra NeuroSoc (120x128 pixels) peut aussi expliquer les différences de résultats avec
les autres études (Aglioti et al. 2008 ; Y. Wu et al. 2013 ; Y. Li et Feng 2020).
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Chapitre 6

Optimisation de la caméra NeuroSoC

Comme expliqué dans le section 2.8, un des objectifs de cette thèse était de finaliser le déve-
loppement de la caméra NeuroSoc déjà initié par Yumain et différents stagiaires pour l’analyse
de trajectoires d’objets. Notre développement nous a permis de tester et valider le fonctionne-
ment et la pertinence de cette caméra en l’évaluant sur une tâche d’analyse et de prédiction de
trajectoire de balles en utilisant un réseau de neurones à spike. Une première partie de cette thèse
a été consacrée à travailler avec Yumain sur le debuggage et la mise en place d’une première
version stable de cette caméra pour notre cadre applicatif. Comme tout travail de recherche et
développement, cette version n’est pas définitive et présente toujours quelques points d’amé-
liorations qui ont pu être identifiés durant l’utilisation de la caméra au cours de cette période
de thèse. Le premier objectif de ce chapitre et de revenir sur ces quelques points identifiés et
de proposer une solution pour améliorer la caméra. Deux points sont principalement notés qui
impactent la génération d’événements et vont être dépendants de la vitesse et du contraste du
mouvement. Le second objectif est d’évaluer la précision temporelle des événements générés par
la caméra NeuroSoc. Ces points semblent être critiques car ils impactent des points qui font
partie des arguments principaux des caméras événementielles.

6.1 Evénements entourés de polarités opposées

Comme expliqué dans la partie 3.1.1, la génération d’événements de la NeuroSoc se divise en
deux parties. Une première, le filtrage temporel qui se caractérise par une différence d’image. La
seconde, le filtrage temporel, qui se caractérise par une convolution, de différence de gaussienne
(DoG) dans notre cas pour mimer le fonctionnement du LGN. Ce type de filtre centre/pourtour
permet l’extraction de bordure quelle que soit son orientation. Cependant, ce filtrage peut
amener des effets de bords plus ou moins forts selon la vitesse du mouvement enregistré. Lors de
l’application du filtre spatial sur une image, les zones unies ou sans contour seront caractérisées
par des valeurs proches de zéro. Alors que les contours seront caractérisés par un passage d’une
valeur hautement positive à hautement négative (figure 6.1). Le contour peut ainsi être extrait
en conservant les valeurs supérieures à une valeur de seuil.
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Figure 6.1 – Filtrage par convolution d’un DoG

Ainsi, si l’on devait extraire des événements de cette image, on obtiendrait des événements
ON juxtaposés à des événements OFF. La première phase de filtrage temporel permet déjà d’ef-
fectuer une extraction de contour. Ainsi, lorsque appliqué sur la différence d’image, le filtrage
spatial génère majoritairement des valeurs positives (et donc des événements ON) lorsqu’il y a
une augmentation de luminosité détectée par le filtrage temporel et des valeurs négatives lors
d’une diminution de luminosité. Ce comportement est celui attendu, en effet, si on prend un
comme stimulus, une forme sombre se déplaçant de la gauche vers la droite, devant un arrière
plan clair, on s’attend à obtenir des événements de type OFF sur le côté droit de l’objet en
mouvement et des événements ON de l’autre côté.
Cependant des valeurs opposées à la polarité du pixel après filtrage temporel se trouvent autour
de celui-ci lorsque l’on applique le filtrage spatial. Ces valeurs sont dues à la partie négative
du filtre DoG lorsqu’il est appliqué sur les pixels avoisinants. Ces valeurs restent en valeur ab-
solue relativement faibles comparées à la valeur du pixel sur lequel est détecté une variation
de luminosité et ces événements à polarité inversée peuvent donc ne pas dépasser la valeur de
seuil et donc ne pas être générés. De plus, ces valeurs sont proportionnelles à la variation de
luminosité et donc au contraste entre l’objet en mouvement et l’arrière plan, ce qui peut être
contraignant dans une scène avec de nombreux contrastes différents, une définition d’un seuil
pour éviter les événements à polarité opposée serait donc difficile à déterminer. L’écart entre
l’événement "attendu" et l’événement à polarité opposé "non attendu" se réduit plus la vitesse
de l’objet s’agrandit. En effet, comme on le voit sur la figure 6.2, pour un déplacement d’un
pixel par image, le ratio entre les valeurs absolues des événements "attendus" et les autres sont
de 3 :1, pour une translation de 2 pixels par image, le ratio est 2 :1 et pour une translation de 3
pixels, les valeurs absolues des types de valeurs générées sont égales, il n’est donc plus possible
de les séparer avec une phase de seuillage. Pour des mouvements plus lents, voir figure 6.2 et
6.4, les rapports sont beaucoup plus élevés, il est donc plus simple de les séparer et supprimer les
événements à polarités opposée. Cet effet de bord est donc dépendant de la vitesse du stimuli.
La caméra fonctionnant à 240 FPS pour une résolution de 128x120 pixels, il est donc rare d’avoir
des objets qui génèrent des translations de plus de deux pixels par image. Lors de nos acqui-
sitions, les mouvements étaient suffisamment lents et les variations de contraste suffisamment
faibles pour pouvoir définir un seuil qui permettait de n’extraire que (ou presque) des événements
"attendus" (c.a.d des événements ON/OFF lors d’une augmentation/diminution de luminosité).

Pour des objets se déplaçant à des vitesses encore plus rapides (translation supérieure à deux
pixels par image), ce problème pourrait facilement être résolu en séparant le traitement des pixels
à polarité positive des pixels à polarité négative à la suite du filtrage temporel. Le filtrage spatial
serait ensuite appliqué sur chacune des deux images générées (une pour chaque polarité, voir
figure 6.3). Seules les valeurs positives et dépassant le seuil généreraient des événements ON,

110 sur 158



Figure 6.2 – Sortie du filtrage spatio-temporel lors d’un mouvement rapide

après application du filtre DoG sur l’image positive. Et inversement, seuls les valeurs négatives
et dépassant le seuil en valeur absolue généreraient des événements OFF, après application du
filtre DoG sur l’image négative. En séparant les deux polarités à la suite du filtrage temporel,
on s’assure de ne conserver que des événements ON provenant d’augmentation de luminosité
en ne conservant que les valeurs positives et inversement pour les événements OFF. La figure
3.3 récapitulant le filtrage spatio-temporel actuellement implémenté sur la caméra deviendrait
donc comme représenté sur la figure 6.3.

Figure 6.3 – Traitement spatio-temporel proposé

111 sur 158



6.2 Détection de mouvements lents
A l’opposé de la précédente section, les mouvements lents peuvent être difficilement détectés

par la caméra. Lorsqu’un mouvement est lent, la variation de luminosité entre pixels de deux
images consécutives peut être faible. En effet, si on prend un objet avec un niveau de gris égal à
1 et un arrière plan égal à 0, pour une vitesse de translation d’un pixel par image, la variation de
luminosité entre deux images consécutives est de un à l’endroit du mouvement. Pour une vitesse
de translation d’un pixel toutes les deux images, la variation est de 0.5 et pour une vitesse d’un
pixel toutes les cinq images, la variation devrait être de 0.2. Ainsi la variation de luminosité pour
un pixel (à l’endroit du mouvement) entre deux images consécutives est de :

∆I(x, y) = (IObj − IBack)× (
√
vx2Obj + vy2Obj) (6.1)

— IObj et IBack, le niveau de gris de l’objet en mouvement et du l’arrière plan
— vxObj et vyObj la vitesse de translation en pixel de l’objet entre deux images consécutives

Figure 6.4 – Sortie du filtrage spatio-temporel lors d’un mouvement lent. L’intensité
des valeurs retournée par le filtrage est proportionnelle à la vitesse du stimulus.

Encore un fois, on voit que cette situation est dépendante de la vitesse de translation du
mouvement en pixels ET du contraste entre l’arrière plan et l’objet en mouvement. Ainsi, comme
le montre la figure 6.4, plus le mouvement est lent, plus l’intensité des valeurs retournées par le
filtrage sont basses. Le principal problème de la solution actuellement utilisée est que le filtrage
temporel se définit par une différence d’images entre deux d’images consécutives. Aucune infor-
mation sur les variations de luminosité des images précédentes n’est conservé.
Une solution serait de garder une trace de l’activité du filtrage spatio-temporel, en mimant le
comportement d’un neurone LIF (figure 6.5). Ainsi la sortie du filtrage spatio-temporel est ad-
ditionnée aux potentiels de membrane des neurones. Si le potentiel de membrane d’une neurone
dépasse la valeur de seuil, il décharge et son potentiel de membrane est remis à zéro. Sinon sa
valeur est conservée et une fuite est appliquée à l’image suivante afin que lorsqu’il n’y a pas de
mouvement, le neurone revient petit à petit à zéro. Si le mouvement est trop lent et donc ne
permet pas de déclencher un événement, les variations de luminosités détectées par le filtrage
vont s’accumuler au fur et à mesure des images, jusqu’à générer un événement.
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Figure 6.5 – Traitement spatio-temporel proposé avec trace du mouvement

6.3 Résultats

6.3.1 Impact sur la génération d’événements

Afin d’évaluer l’impact des ces différents processus, nous les avons dans un premier temps
appliqués sur un stimulus simulé, en utilisant une barre en rotation. L’avantage du mouvement
de rotation est qu’il permet d’avoir les deux problèmes exprimés ci-dessus dans un même mou-
vement, car la translation de pixels au centre de l’image (et donc de la barre en rotation) est
faible et augmente au fur et à mesure qu’on s’écarte du centre. Ainsi ce stimulus permet de
présenter un large panel de vitesses.
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Figure 6.6 – Exemple des différents processus sur un stimulus de barre en rotation

On voit ainsi sur la figure 6.6 ci-dessus, les événements émis pour les 3 différents proces-
sus : une simulation du filtrage actuellement implémenté dans la caméra NeuroSoc (NeuroSoc
simulation), la méthode exposée dans la section 6.1 (Separate process) et la méthode de la
section 6.2 (Separate&Trace process). On voit ainsi que la méthode qui consiste à séparer les
deux polarités à la suite du filtrage temporel permet de supprimer les événements à polarités
opposées. Ce filtrage est représenté dans le panneau Separate - NS sim, qui affiche la différence
des événements entre NeuroSoc simulation et Separate process. Ces événements se retrouvent
principalement aux extrémités de la barre en rotation car c’est là que le mouvement y est le
plus rapide. A l’opposé, au centre de l’image le mouvement y est beaucoup plus lent, on voit
ainsi que sur NeuroSoc simulation et Separate process le mouvement n’est pas détecté et au-
cun événement n’est généré. En ajoutant le processus de trace (Separate&Trace process), on
voit que plus d’événements sont générés au centre de la barre, comme indiqué sur le panneau
Separate&Trace - Trace qui représente la différence entre Separate&Trace process et Separate
process, sur lequel on y voit les événements générés par le processus de trace.
Les différents processus ont été testés sur des acquisitions faites par la caméra NeuroSoc, avec
comme stimulus une balle noire qui passe devant la caméra à différentes vitesses. On voit ainsi
sur la figure 6.7 qui correspond à un mouvement de balle assez rapide, que la méthode de
séparation des polarités permet de supprimer les événements non attendus et que l’ajout de la
trace permet d’ajouter quelques événements à l’ombre de la balle (qui a un contraste faible avec
l’arrière plan). La figure 6.8, qui est appliquée sur un mouvement assez lent, montre que les
événements sont principalement concentrés sur les parties latérales de la balle et peu ou pas sur
le dessus/dessous de la balle ainsi que sur l’ombre de celle-ci. L’ajout de la méthode de trace
permet de rétablir ces événements et d’obtenir un résultat proche de la figure 6.7 et d’avoir un
traitement qui est donc plus indépendant du contraste et de la vitesse du mouvement.
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Figure 6.7 – Exemple des différents processus appliqués à la vidéo extraite par la
caméra NeuroSoc d’une balle se déplaçant rapidement

Figure 6.8 – Exemple des différents processus appliqués à la vidéo extraite par la
caméra NeuroSoc d’une balle se déplaçant lentement
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6.3.2 Précision temporelle de la caméra NeuroSoc

Une des principales différences de la caméra NeuroSoc par rapport aux autres caméras évé-
nementielles est le fait qu’elle utilise une caméra frame-based. Ainsi, la précision temporelle des
événements devrait donc être dépendante du FPS de la caméra et moins précise qu’une caméra
du type DVS qui peut émettre des événements avec une précision temporelle de l’ordre de la
µs. Afin d’évaluer la précision temporelle des événements générés par la caméra, nous avons
simulé une barre verticale, se déplaçant de la gauche vers la droite à différentes vitesses. Puis,
nous avons simulé l’extraction d’événements effectuée par la caméra, avec différentes valeurs
de seuil pour la génération des événements. Les événements étaient ensuite répartis entre les
frames en utilisant une règle d’intensité à latence similaire à celle utilisée pour les précédentes
études (section 3.1.1). Nous avons ensuite calculé l’erreur de précision temporelle pour évaluer
la précision de la caméra NeuroSoc, en utilisant le processus de génération d’événements actuel-
lement implémenté sur la caméra NeuroSoc ainsi que celui proposé ci-dessus, qui conserve une
trace des précédentes valeurs.

L’information d’intensité de l’événement transmis par la caméra NeuroSoc, qui est ensuite
utilisée pour répartir les événements entres deux frames successives, est codée sur 7 bits. Ainsi,
il peut y avoir 128 latences temporelles possibles entre deux frames et la précision temporelle de
la caméra NeuroSoc est de 1

128×FPS , soit une précision temporelle de 0.03ms lors de l’utilisation
de la caméra à 240 FPS.
La précision temporelle calculée ci-dessus ne suffit pas pour évaluer la qualité de l’information
temporelle transmise par les événements générés. Pour cela, nous avons aussi calculé l’erreur
temporelle entre des événements simulés (en utilisant le processus de la caméra), et la temporalité
exacte attendue (ground truth), qui est l’espace de temps entre deux pixels latéraux égale à
1/vitesse de la barre. L’erreur absolue moyenne entre les instants temporels de événements
simulés et le ground truth est calculée, pour différentes vitesses de stimuli et différentes valeurs
de seuils pour déclencher la génération d’événements. Seulement le premier événement émis par
un neurone et ceux de types ON sont pris en compte.
La figure 6.9 nous permet de voir que la précision temporelle des événements émis est bien plus
précise que 1/FPS. En effet, on voit que quels que soient la vitesse du stimulus ou le seuil, cette
erreur temporelle est inférieure à un. Une valeur égale à un voudrait dire une erreur égale à la
période entre deux frames, soit 1/FPS. Ainsi, on voit que l’erreur temporelle est inférieure au
temps séparant deux frames.
La figure 6.9 ainsi que le panneau D de la figure 6.10 mettent en avant l’impact du seuil
de déclenchement d’un événements sur l’erreur temporelle. Ainsi, plus ce seuil sera haut, plus
l’erreur temporelle aura tendance à être élevée.
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Figure 6.9 – Précision temporelle des événements générés en fonction de la valeur
de seuil et de la méthode d’extraction utilisée. Le graphique de gauche indique l’er-
reur moyenne absolue temporelle calculé en fonction de la vitesse du stimulus et de
la valeur de seuil utilisée pour déclencher les événements, en utilisant la méthode
d’extraction actuelle. Les résultats pour la méthode utilisant les traces des frames
précédentes sont présentés sur la figure de droite.

De plus, en comparant les deux graphiques de la figure 6.9 ainsi que le premier graphique
de la figure 6.10, panneau A, on voit que selon le type de processus utilisé pour l’extraction
d’événements, l’erreur temporelle varie. Cependant, en regardant le panneau C de la figure 6.10,
on voit que tous les neurones ne déchargent pas selon la vitesse du stimulus et le seuil utilisé.
En utilisant la méthode gardant la trace de l’activité (section 6.2) on voit que de nombreux
neurones supplémentaires déchargent. Les panneaux A et B de la figure 6.10 nous montrent
l’écart d’erreur temporelle entre les deux méthodes (celle actuellement utilisée et celle utilisant
la trace). Cependant, le panneau B calcule l’erreur seulement pour les neurones ayant déchargé en
utilisant la méthode actuelle d’extraction d’événements. Ainsi on voit qu’en prenant seulement
ces événements spécifiques, l’erreur temporelle est inférieure en utilisant la méthode avec la
trace. Les valeurs négatives du panneau A montrent des erreurs temporelles supérieures pour la
méthode utilisant la trace. Ces erreurs proviennent des événements générés par cette méthode
(qui n’étaient pas générés en utilisant la méthode actuelle). Ceux-ci sont générés plus tard, car
il faut attendre que la trace se cumule pour qu’ils soient générés et sont donc générés en retard.
Ainsi, la méthode utilisant la trace d’activité permet d’améliorer ou conserver l’erreur temporelle
des événements générés par les deux méthodes et de générer des événements qui n’arrivaient
pas à dépasser le seuil en utilisant la méthode de génération actuelle, avec cependant une erreur
temporelle plus élevée.
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Figure 6.10 – Impact des différentes méthodes sur la précision temporelle des événe-
ments générés. Panneau A : Différence d’erreur temporelle entre la méthode actuelle
et celle utilisant une trace de l’activité précédente. Une valeur positive indique que
l’erreur est supérieure pour la méthode actuelle et inversement (valeurs du panneau
de gauche de la figure 6.9 moins celles du panneau de droite). Panneau B : Similaire
au panneau A, cependant, seulement les événements générés par la méthode actuelle
sont pris en compte. Ainsi, les événements supplémentaires générés pas la méthode
utilisant les traces ne sont pas comptés. Panneau C : Quantité d’événements générés
par méthode d’extraction d’événements et par valeur de seuil. Panneau D : Erreur
temporelle moyenne en fonction de la valeur de seuil et de la méthode d’extraction
utilisée.

6.4 Discussion
Les deux solutions permettent de palier les problèmes exposés dont peut pâtir la caméra.

Elles comportent cependant quelques points négatifs, notamment sur la quantité de mémoire
supplémentaire nécessaire pour les appliquer. En effet pour la première solution, il est proposé
de séparer en deux la phase de filtrage temporel, une pour chaque polarité, doublant ainsi
le nombre d’opérations nécessaires. La seconde solution nécessite de garder constamment en
mémoire une trace de l’activité de la sortie du filtrage et de le mettre à jour à chaque nouvelle
image, impliquant ainsi des opérations et de la mémoire supplémentaire.
Les deux problèmes exposés dépendent principalement du contraste entre l’arrière plan et l’objet
mouvant, et de la vitesse de celui-ci. Ce deuxième point dépend en réalité de la vitesse de
translation de l’objet en pixel sur les images enregistrées. Celle-ci dépend donc de :

— la vitesse physique de l’objet
— sa distance de l’objectif : plus l’objet est loin, plus la translation en pixel est faible
— du FPS de la caméra : avec un faible fps, l’objet se déplace plus entre deux images

générant ainsi une plus grande translation de pixels
— de la résolution d’image : en augmentant la résolution, on augmente la translation du
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mouvement
La version utilisée de la caméra NeuroSoc est basée sur des images de 128x120 pixels avec

un FPS de 240. Le premier problème était donc peu fréquent, car avec un fps élevé et une faible
résolution, la translation d’un mouvement entre deux images était rarement élevée. Cependant,
les vitesses faibles étaient plus difficilement détectées et généraient moins d’événements, comme
par exemple lors des moments où la balle atteignait son niveau le plus haut et les débuts de
phase de redescente lors des échanges de passes (chapitre 4).
Des capteurs avec de fortes résolutions spatiales et des FPS réduits, comme la nouvelle caméra
proposée par Yumain (CAIMAN CAMERA 2021), devraient plus facilement détecter des mou-
vements plus lents, mais plus facilement observer le premier problème exposé.
On pourrait remettre en question l’utilité d’ajouter un filtrage spatial à la suite du filtrage tem-
porel, alors que celui-ci permet déjà de détecter de façon générale des informations proches
de la somme des deux filtrages (c.a.d. des bords en mouvement). Le filtrage spatial permet
principalement de réduire le bruit, d’extraire les contours et donc de réduire le nombre d’évé-
nements générés par la caméra. De plus, la caméra NeuroSoc propose d’implémenter différents
filtres de différentes tailles, sur des résolutions d’images différentes, permettant ainsi d’extraire
des informations spatio-temporelles directement en sortie de la caméra (différentes orientations,
fréquences spatiales, etc.).
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Chapitre 7

Discussion et perspectives

Les différents travaux présentés dans ce manuscrit ont permis de faire les premiers pas d’une
analyse et prédiction de trajectoires de balles tout en essayant de respecter des contraintes de
bio-inspiration. Ainsi, nous avons montré que la caméra NeuroSoc permettait d’extraire des
spikes à partir d’un filtrage spatio-temporel effectué sur la sortie d’une caméra frame-based,
permettant une génération d’événements parcimonieuse. De ces événements et en utilisant un
SNN entraîné avec une règle STDP, on peut ensuite extraire des propriétés spatio-temporelles
du mouvement qui peuvent alors être utilisées pour prédire des trajectoires de balles.
Ce dernier chapitre de discussion remettra en perspective les résultats obtenus et de façon plus
générale les SNNs et leur développement.

7.1 Discussion générale des résultats
Les chapitres 3.2 et 4 ont permis de montrer que les neurones d’un SNN entraînés avec une

règle d’apprentissage non-supervisée de type STDP et utilisant la sortie de la caméra NeuroSoc
pouvaient devenir sélectifs à différentes caractéristiques du mouvement comme la direction et la
vitesse. Cette sélectivité peut être utilisée par la suite pour prédire la trajectoire d’une balle. Ces
travaux ont ensuite été étendus dans le chapitre 5 à un cas d’usage plus ancré dans le domaine
du sport, les lancers francs de basket. Durant les deux chapitres 4 et 5, nous avons montré que
les performances de notre solution dépassaient les performances de participants humains experts
et non-experts sur des tâches similaires. Les études des chapitres 4 et 5 diffèrent aussi par leur
méthode pour décoder le SNN. La première étude 4, dans laquelle nous cherchons à déterminer
le point de réception de la balle utilise des RPs pour décoder la sortie de la troisième couche du
SNN. Ainsi, la prédiction n’est pas réellement faite par le SNN, mais celui-ci permet d’extraire des
informations sur le mouvement qui sont ensuite utilisées par les RPs pour effectuer la prédiction.
Dans la seconde étude 5, dans laquelle les lancers francs sont prédits, la dernière couche utilise
une règle RSTDP permettant ainsi de diviser les neurones en deux classes différentes (lancer
franc réussi ou non). Le décodage se fait ainsi de façon plus directe en comptant les spikes émis
par les neurones de cette dernière couche. La première méthode utilisant les RPs s’approche
alors davantage des méthodes utilisant des modèles physiques pour définir la future trajectoire
de balle, sauf qu’ici la direction et la vitesse de la balle ne sont pas directement données. En
effet, elles sont déduites par la sélectivité du filtre qui décharge, les régressions polynomiales
font alors office de modèle physique. La seconde méthode utilisant la couche dense entraînée
avec la règle d’apprentissage RSTDP n’apprend pas de modèle physique, mais une succession de
propriétés spatio-temporelles (la sélectivité des filtres). Ainsi, si un joueur fait un lancer différent
des autres (très lobé, le joueur ne lance pas du même endroit, etc), il y a de fortes chances que
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les neurones de la seconde couche déchargent à des endroits jamais vus par la troisième couche
et dont les connexions synaptiques sont basses voire nulles. Ces positions spatiales n’étant alors
jamais apprises, les neurones de la dernière couche ne déchargeraient pas ou de façon assez
aléatoire. La méthode du chapitre 4 utilisant les RPs devrait pouvoir mieux généraliser lors de
présentations de trajectoires différentes de celles utilisées durant l’entraînement.

L’un des principaux objectifs de cette thèse était de vérifier la pertinence de l’utilisation de
la caméra NeuroSoc pour l’extraction et l’analyse de mouvement, et notamment de trajectoires
de balles. Comme expliqué dans la section 3.1.1, cette caméra diffère grandement des autres
caméras événementielles actuellement utilisées dans l’état de l’art et présentes sur le marché.
Lors de cette thèse et de ses différentes études, nous avons montré que la caméra NeuroSoc
était un bon candidat pour concurrencer les caméras asynchrones. En effet, il est tout à fait
possible d’extraire des informations sur la scène à partir des événements générés par la caméra.
Il serait maintenant intéressant de comparer les événements générés par la caméra NeuroSoc
et ceux générés par une caméra de type DVS et de voir l’impact que cela a sur un SNN. Il est
pour l’heure difficile de dire quel type de caméra est le mieux pour ce type de tâches. On peut
cependant déduire quelques différences entre ces caméras.

Le filtrage spatio-temporel
Comme expliqué, le processus d’extraction des événements diffère beaucoup entre les DVS et la
caméra NeuroSoc. La DVS effectue un filtrage temporel, basé sur la variation de luminosité au
cours du temps de chaque pixel. La caméra NeuroSoc effectue aussi un filtrage temporel. Celui-ci
est bien plus simple car il s’agit d’une différence d’image, mais à ce filtrage temporel s’ajoute
un filtrage spatial. Ce filtrage permet ainsi d’inclure une première étape de pré-traitement de
l’information en mimant le filtrage fait par le LGN ou V1, permettant d’extraire des informations
plus spécifiques (bord, orientation, etc) et de réduire le nombre d’événements émis par la caméra
NeuroSoc. Cependant, en contrepartie l’information temporelle est plus pauvre comparée à une
DVS. Comme montré dans la section 6, il y a une perte d’information proportionnelle au FPS de
la caméra. Ainsi, plus le FPS sera élevé, plus l’information temporelle sera précise. L’utilisation
d’un SNN multi-couches devrait de plus, permettre de pallier ce problème. Les dernières couches
du SNN intégrant une partie plus globale de l’information, les faibles imprécisions temporelles
locales (différence de temps entre deux événements consécutifs, figure 6.10 et 6.10) de la caméra
NeuroSoc ne devraient pas être significatives pour les couches supérieures.

La parcimonie des événements générés
Le nombre de spikes émis par la caméra NeuroSoc devrait être bien moindre que celui d’une
DVS. L’intensité de la variation de luminosité étant codée par la latence du spike, il n’y a
donc qu’un seul spike par pixel et par frame (et donc plus généralement par pixel) lors d’un
mouvement. Alors que pour la DVS le nombre d’événements émis par pixel est proportionnel à
la variation de luminosité. Cela permet ainsi de réduire la consommation de ressources du SNN,
mais ne permet cependant pas de tirer parti des règles d’homéostasie basées sur la fréquence de
décharge d’un neurone par exemple. Un comportement similaire à la DVS pourrait cependant être
réalisé en utilisant un codage fréquentiel ou par burst plutôt qu’une règle d’intensité à latence
à la sortie de la caméra NeuroSoc. De plus, le filtrage spatial permet d’extraire seulement les
contours saillants ainsi qu’une réduction du bruit, ce qui participe à cette réduction du nombre
d’événements générés.

Dépendance à la vitesse du mouvement
Comme présenté dans le chapitre 6, la vitesse du mouvement ainsi que le contraste entre l’arrière-
plan et l’objet en mouvement impacte fortement le processus de génération d’événements. Bien
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que des pistes d’améliorations aient été proposées, la caméra NeuroSoc reste dépendante de la
vitesse du mouvement. Notamment lors d’un mouvement très rapide (translation de plusieurs
pixels par frame), la réponse de la caméra NeuroSoc sera peu précise (voir figure 6.2) avec des
événements générés simultanément voire dans le mauvais ordre alors qu’une DVS pourra plus
facilement appréhender ce type de mouvement sans effet de bord et donc sans perte de précision.
Deux récentes études (Holešovský, Hlaváč et R. Škoviera 2020 ; Holešovský, Radoslav
Škoviera et al. 2021) ont montré que des caméras DVS pouvaient avoir des comportements
inattendus (bruit, latence, événements non générés) lors de conditions extrêmes (vitesses et
luminosités). Cette dépendance aux mouvements et notamment aux mouvements rapides est
un des gros désavantages de la caméra NeuroSoc. En effet, un des points avancés pour mettre
en avant les avantages d’une caméra DVS est sa robustesse face aux mouvements rapides.
Cependant la caméra NeuroSoc utilise un haut FPS (=240) comme lors de nos cas d’usage et
plus généralement ce type de problème devrait être peu présent car les mouvements ne sont pas
suffisamment rapides. Si on prend le cas d’une translation de trois pixels par frame, il faudrait
alors 40 frames pour que l’objet traverse le champ visuel de la caméra, soit 167ms, ce qui serait
un mouvement extrêmement rapide.

Adaptation
L’un des gros potentiels d’une architecture telle que la caméra NeuroSoc est sa possibilité de
diversification. Cette diversité peut se faire selon deux points différents. Le premier, la phase de
pré-processing ou la phase du filtrage spatio-temporel. Lors de cette thèse nous n’avons utilisé
qu’un filtrage de type DoG pour l’extraction d’événements. Il est cependant possible d’implé-
menter différentes variétés de filtres (DoG, Gabor, etc) avec des tailles différentes (5x5 lors
de cette thèse) et appliqués sur des échelles différentes, y compris simultanément. Ainsi selon
le cas d’usage, un seul ou plusieurs filtres différents peuvent être implémentés pour répondre
au besoin. Il en va de même pour le filtrage temporel, comme proposé dans la section 6.2.
Différentes méthodes avec différents paramètres pourraient être appliquées. Le deuxième point
concerne l’utilisation du capteur d’entrée de la caméra NeuroSoc. Dans la version actuelle, celle-
ci est composée d’un capteur APTINA en format natif de 752x480 pixels. Mais d’autres capteurs
pourraient être utilisés comme pour la caméra Caiman (CAIMAN CAMERA 2021), actuellement
développée par Yumain qui utilise un capteur de 2M pixels avec une cadence de 90 FPS. Cette
infrastructure pourrait aussi pouvoir se généraliser aux vidéos couleurs ou à d’autres types de
caméras (capteurs thermiques ou à grande gamme dynamique par exemple) et permettre ainsi
de profiter du traitement événementiel pour un champ d’applications beaucoup plus large.

Ainsi, les principaux avantages d’une caméra événementielle (DVS, DAVIS, etc) asynchrone
est sa capacité à générer des données parcimonieuses permettant ainsi de réduire la consomma-
tion d’énergie, leur fiabilité à acquérir des mouvements rapides et leur grande gamme dynamique.
Concernant la génération parcimonieuse de données par ces capteurs, la caméra NeuroSoc ré-
pond tout aussi bien à ce problème voire dépasse les DVS sur ce sujet, car le filtrage spatial et
le codage des événements par latence permettent de réduire considérablement le nombre d’évé-
nements générés. Concernant les mouvements rapides, le capteur visuel de la NeuroSoc utilisé
était adapté aux mouvements analysés durant ces études. En effet, les mouvements humains
ne sont pas des mouvements extrêmement rapides ainsi que les trajectoires de balles, qui sont
autour de 7.3 m/s à l’initiation d’un lancer franc (Hamilton et Reinschmidt 1997). La
caméra NeuroSoc sera probablement moins performante pour des mouvements très rapides et
plus dépendants des conditions de luminosités. Il est a noter que les caméras DVS sont elles
aussi limitées par des vitesses et conditions de luminosités extrêmes (Holešovský, Hlaváč
et R. Škoviera 2020 ; Holešovský, Radoslav Škoviera et al. 2021). Ces applications à
très grandes vitesses ne représentent que certaines applications précises. La caméra NeuroSoc
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permet donc de répondre à de nombreux cas d’usages. De plus, sa capacité d’adaptation, en
utilisant d’autres capteurs visuels (plus grand FPS, résolution, gamme dynamique), lui permet
de s’ouvrir à un nombre d’applications encore plus large.

7.2 Perspectives
Ainsi, bien que l’objectif de la NeuroSoc soit assez proche des DVS, c’est à dire, extraire

des informations spatio-temporelles en générant des événements, ces deux types de caméras dif-
fèrent grandement. D’un côté la DVS permet de profiter d’un traitement totalement asynchrone
et commence à être largement démocratisée dans la communauté des SNNs et du traitement
de l’information événementielle de façon plus générale. Elle peine toutefois à étendre son champ
d’applications. D’un autre côté la caméra NeuroSoc (ainsi que la Caiman) se présente comme
une caméra hybride. Elle permet plus de flexibilité et d’opportunité sur le pré-traitement, réduit
le bruit et la génération d’événements. En contrepartie, cette caméra n’est pas asynchrone et
est sensible à la vitesse et au contraste des stimuli. Cependant elle pourrait se présenter comme
un entre-deux et sa flexibilité pourrait ouvrir à de nouveaux cas d’usages.

Comme expliqué dans la section 2.5, l’un des principaux avantages des SNNs est leur
faible consommation d’énergie, notamment lorsqu’ils sont implémentés sur des cartes neuro-
morphiques. Embarquer le SNN dans une carte de type FPGA n’était pas l’objectif de cette
thèse, mais reste un des objectifs futurs du Cerco et de l’entreprise Yumain. Lors de cette thèse
nous avons profité des capacités que proposent un ordinateur de bureau classique. L’architecture,
le nombre de neurones et de synapses n’a donc pas été considéré comme un facteur limitant.
Afin d’implémenter ce type de SNN sur une carte neuromorphique, l’architecture devrait sû-
rement être revue à la baisse afin de réduire le nombre de neurones. Pour cela, différentes
solutions existent. Premièrement, le pas (stride) qui sépare les différents neurones pourrait être
augmenté. Lors de ces travaux le pas est égal à un. Le fait d’augmenter le pas à deux divise-
rait par quatre (par couche) le nombre de neurones. Une solution similaire et qui pourrait être
utilisée en parallèle serait d’utiliser une méthode de pooling afin de réduire la dimension de la
carte neuronale entre deux couches. Enfin, la dernière solution serait de diminuer le nombre de
filtres convolutionnels utilisés. Ces solutions permettraient de réduire drastiquement le nombre
de neurones et donc la quantité de mémoire utilisée par le SNN. Parmi les avantages de la
caméra NeuroSoc, il y a la parcimonie des spikes générés. En effet, le filtrage spatial réduit
grandement le bruit et le nombre de spikes générés. De plus, le filtrage temporel fait que pour
une même position un spike ne sera généré que peu de fois (principalement une fois) lors du
passage d’un mouvement. Comme il en est discuté dans la section 4.4 et ci-dessus, la DVS
va générer un nombre de spikes proportionnel au contraste entre le fond et le stimulus, alors
que ce contraste sera encodé dans la temporalité de l’événement avec la NeuroSoc. De plus, le
SNN va augmenter cette parcimonie au fur et à mesure des couches. L’adaptation de seuil vient
également augmenter cet effet. La consommation d’énergie d’un SNN étant proportionnelle au
nombre de spikes reçus et générés, notre solution qui génère peu de spikes devrait permettre une
faible consommation d’énergie. La méthode de partage de poids permet aussi de réduire consi-
dérablement la quantité de mémoire utilisée pour les poids synaptiques car ceux-ci sont partagés.

Un des derniers objectifs de cette thèse était d’utiliser deux caméras synchronisées afin de
voir si notre SNN pouvait discriminer la profondeur comme cela a été montré dans différentes
études (Chauhan et al. 2018 ; Haessig, Berthelon et al. 2019) et voir si cela impactait
les performances de prédictions sur des trajectoires latérales (avec peu d’informations de pro-
fondeur) et sur des trajectoires plus variées contenant des variations de profondeurs. Pour cela,
il fallait mettre en place un système permettant de synchroniser deux caméras NeuroSoc. Dû à
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un calendrier chargé du côté de Yumain, il leur était difficile de développer ce système rapide-
ment, il fallait donc le faire du côté du CerCo. La durée de ce développement étant incertaine
(instabilité de la connexion des deux caméras, implémentation d’un système basique de synchro-
nisation, etc..), nous avons préféré abandonner ce sujet afin de nous concentrer sur les travaux
constituant ce manuscrit de thèse (publication du premier article et validation des résultats avec
l’expérience de basket). Cependant, ces travaux restent un des objectifs futurs de Yumain et
du Cerco. En effet, de premières études ont déjà été effectuées par des chercheurs de l’équipe
(Chauhan et al. 2018) sur la sélectivité binoculaire de neurones spikants entraînés avec de
la STDP et n’attendent plus qu’à être étendus à des stimuli en mouvements. Cependant, un
système binoculaire n’aurait que très peu impacté les performances sur les études présentées.
En effet, lors de la première étude avec les échanges de passes, l’information de profondeur n’est
pas présente et n’a pas d’impact sur le point de réception de la balle. Concernant la seconde
étude sur le basket, la profondeur a son rôle car elle permettrait de déterminer si le ballon arrive
trop à gauche ou à droite du panier et donc si le ballon touche le cercle et entre dans le panier
ou non. Cependant cette information étant très précise (de l’ordre du centimètre), la disparité
binoculaire entre un ballon qui rentre ou sort serait extrêmement faible, très difficile à discriminer
et donc non-perceptible par le SNN. La binocularité aurait cependant pu affiner la sélectivité
des neurones en doublant l’information fournie à ceux-ci et donner un effet moyenneur réduisant
l’impact du bruit. Toutefois, elle aurait en contrepartie doublé le nombre de spikes traités.

Afin d’améliorer la sélectivité spatio-temporelle des neurones, nous utilisons des délais sy-
naptiques qui permettent de synchroniser des spikes provenant d’instants différents. Lors de
cette thèse, nous avons fait le choix d’utiliser une méthode de delay selection plutôt que delay
shift (voire section 2.4.3.1). Cela signifie que les synapses sont dupliquées avec des délais diffé-
rents puis sélectionnées avec la règle STDP, contrairement au delays shift qui n’utilise qu’une
seule synapse entre deux neurones, puis apprend les délais. Cette méthode nécessiterait une
seconde règle d’apprentissage et ajouterait de la complexité au SNN (paramètres supplémen-
taires, convergences des poids et des délais, etc). De plus, aucune méthode d’apprentissage
biologique de délais n’est pour le moment connue. Les différentes études utilisent des méthodes
assez différentes car peu de connaissances existent sur cet apprentissage au niveau du cortex.
L’arrivée de la backpropagation permettra très probablement de résoudre ce problème lorsqu’elle
permettra d’entraîner les délais de manière automatique et supervisée, mais ne permettra pas
d’expliquer ou de reproduire la gestion des délais dans le cortex et de profiter des avantages
de l’apprentissage non-supervisé et en ligne. Il existe actuellement différentes études utilisant
des délais, selon différentes architectures et méthodes. Cependant, à ma connaissance, aucune
étude n’a montré les avantages et inconvénients (performances, consommation de ressources,
bio-inspiration, etc) des différentes méthodes utilisant ces délais (delay shift/delay sélection,
connexions FF/FB/latérales/excitatrices/inhibitrices). Une perspective d’évolution serait d’ajou-
ter des délais dans les couches supérieures du SNN. Comme expliqué, ces délais ne sont actuel-
lement implémentés que sur les entrées de la première couche. Il reste à démontrer quel intérêt
apporterait l’ajout de délais dans les couches supérieures d’un SNN par rapport à une architecture
comme la nôtre utilisant seulement des délais entre l’entrée et la première couche. Cependant,
les couches suivantes incluent implicitement ces délais en intégrant les spikes émis par cette
première couche et en sélectionnant les connexions avec certains neurones. L’ajout de délais
se ferait au prix de mémoire supplémentaire utilisée. L’ajout sur la première couche n’impacte
que peu la mémoire car la profondeur de l’entrée est faible (=2 pour ON/OFF). La taille de la
matrice de poids étant donc faible pour la première couche, l’augmenter n’affecte que peu la
mémoire. Cependant, pour les couches suivantes l, la profondeur des couches précédentes l− 1
est bien plus élevée (de l’ordre de plusieurs dizaines) et impactera ainsi plus fortement la mémoire.
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Durant la première étude 4, la prédiction des trajectoire de balles n’est pas faite par le SNN,
celle-ci est faite par les régressions polynomiales qui utilisent les propriétés spatio-temporelles
des neurones qui déchargent pour prédire le point de réception de la balle. Le SNN ne fait
alors qu’extraire de l’information sur le mouvement. Lors de la seconde étude, tout le processus
est fait par le SNN. La seule phase de décodage de la sortie consiste à compter les spikes, les
neurones déchargent en priorité pour des positions et propriétés spatio-temporelles pertinentes
afin de prédire si le lancer-franc est réussi ou non. Cette méthode ne reflète pas le processus de
prédiction réalisé par les participants humains experts ou non. Comme précisé dans la section 2.6,
il est difficile de déterminer comment les prédictions sont effectuées chez l’humain, d’autant plus
que celles-ci utilisent des aires visuo-motrices. D’autres études se sont penchées sur la prédiction
visuelle en utilisant des SNNs. (Burgsteiner et al. 2007 ; Kaiser et al. 2017) s’approchent
de notre méthode car ils utilisent un décodeur linéaire pour prédire la trajectoire de la balle.
Leur méthode diffère cependant par l’utilisation d’un LSMs. D’autres études comme (Kaplan
et al. 2013 ; Shon, Rao et Sejnowski 2004 ; Gibson, Henderson et Wiles 2014) utilisent
des connexions latérales qui viendront exciter les neurones au moment prédit même si le signal
d’entrée est stoppé. Ce type d’architecture est intéressant car toute la prédiction se fait au
sein du SNN. Une représentation de la scène est donc réalisée par le SNN qui prédit ensuite le
mouvement à travers les connexions latérales. Cependant, ces études restent appliquées sur des
stimuli simplifiés avec des mouvements qui ont des directions et vitesses continues. De plus, ce
type de connexions récurrentes (principalement courtes) semble difficilement applicable sur nos
types de stimuli. En effet, sur une période courte (quelques millisecondes) la vitesse et la direction
de la balle varient peu. Il y aurait donc de grandes chances qu’il y ait de fortes connexions entre
des filtres qui codent pour des propriétés similaires et que cela amène à de la récursivité. Ainsi,
la prédiction continuerait infiniment (dans les limites de la taille de l’image) dans la direction
de la balle sans considérer la gravité. Afin de prendre en compte cette dernière, des connexions
récurrentes plus longues seraient donc nécessaires. L’étude de (Gibson, Henderson et Wiles
2014) utilise des connexions plus longues, il serait donc intéressant de voir à quel point cette
méthode pourrait s’appliquer à notre solution, bien que celle-ci semble très dépendante du
modèle de neurone et synapse utilisé dans leur étude.

7.3 Maturité des SNNs
Les SNNs considérés comme la troisième génération de réseaux de neurones artificiels

(Maass 1997), sont souvent présentés comme des candidats naturels pour effectuer de l’ana-
lyse spatio-temporelle. Ceux-ci, tout comme les ANNs, tendent à se développer avec le temps
et à être de plus en plus utilisés, avec la vision par ordinateur comme l’une des principales
applications.

Le traitement visuel événementiel offre de grandes opportunités dans le domaine de la vision
par ordinateur en répondant à des besoins spécifiques (consommation de ressources, temps-réel,
mouvements rapides, etc). Et, bien que les SNNs soient définis comme la troisième génération de
réseaux de neurones, ils manquent toujours de maturité et peinent à s’affirmer dans le domaine
de l’intelligence artificielle. En effet, comme affirmé par (Tayarani-Najaran et Schmuker
2021), le nombre de publications autour du thème "systèmes événementiels visuels, olfactifs
ou auditifs" est en constante augmentation depuis les années 2006 (figure 7.1, panneaux A).
Toutefois, en comparant les résultats du nombre de publications contenant les mots “spiking
neural network”, “artificial neural network”, “convolutional neural network” ou “recurrent neural
network” (figure 7.1, panneaux B et C), il apparaît clairement que même si l’intérêt pour les SNNs
semble en croissance continue, celle-ci reste bien inférieure aux autres termes. Pour comparaison,
les CNNs, qui sont apparus bien plus tard que les SNNs, les dépassent majoritairement et ont
une tendance bien plus croissante (presque exponentielle).
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Figure 7.1 – Panneau A, nombre de publications autour du thème
"systèmes événementiels visuels, olfactifs ou auditifs", figure provenant de
(Tayarani-Najaran et Schmuker 2021). Panneaux B et C, nombre de
publications contenant les mots “spiking neural network”, “artificial neu-
ral network”, “convolutional neural network” ou “recurrent neural network”,
données récoltées avec "https ://app.dimensions.ai/discover/publication" et
"https ://books.google.com/ngrams"

Cependant, dans le domaine des neuromorphic chip les SNNs se sont imposés et continuent
à se développer. L’apprentissage STDP représente une part importante des méthodes d’appren-
tissages utilisées pour des modèles de traitement de l’information embarqués (voire figure 7.2).
L’intérêt de plus en plus fort pour les systèmes consommant peu d’énergie (Schuman et al.
2017) explique notamment l’intérêt des SNNs car ceux-ci permettent en effet d’apporter des
réponses à ces contraintes. En effet, comme montré dans (Tavanaei, Ghodrati et al. 2019 ;
Neil, Pfeiffer et S.-C. Liu 2016), et par la figure 2.18, les SNNs nécessitent beaucoup moins
d’opérations qu’un ANN pour une même performance. Pour plus d’informations sur l’évolution
des tendances du calcul neuromorphique, il est possible de se référer à (Schuman et al. 2017)
qui propose une grande revue de littérature.
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Figure 7.2 – Panneau A, évolution de l’intérêt pour les modèles neuromorphiques
au cours du temps. Panneaux B, proportion des méthodes d’apprentissage utilisée
pour des modèles embarqués. Figures provenant de (Schuman et al. 2017).

Les SNNs traitent de l’information spatio-temporelle. En effet, un spike représente une infor-
mation temporelle (il arrive à un certain instant t) ainsi qu’une information spatiale détenue par
le neurone émetteur de ce même spike. Un neurone agit comme un détecteur de coïncidences
temporelles (Hüning, Glünder et Palm 1998), dont la fenêtre temporelle est déterminée
par la constante de temps du neurone. La règle STDP sélectionne les connexions spatiales selon
des informations temporelles et l’utilisation de délais synaptiques permettent d’améliorer la sé-
lectivité des neurones en synchronisant ou désynchronisant temporellement les spikes reçus par
le neurone post-synaptique.
Cependant, de nombreuses études utilisent encore des images (MNIST, CIFAR-10, etc) pour
évaluer et tester les performances des SNNs sur des tâches de reconnaissance de formes. Par
définition, une image ne possède pas d’information temporelle. Celle-ci est souvent déterminée
en utilisant une règle d’intensité à latence (S. Thorpe et Gautrais 1998 ; Chauhan et al.
2018 ; S.-R. Kheradpisheh et al. 2018) ou en définissant la fréquence des neurones en entrée
proportionnelle à l’intensité du pixel (Diehl, Neil et al. 2015 ; Thiele, Bichler et Dupret
2018). Des versions davantage bio-inspirées ont été proposées en utilisant des caméras DVS et
en mimant des saccades oculaires. Cependant, comme pointé par (Iyer, Chua et Haizhou Li
2021) cette méthode ne permet pas d’apporter de valeur ajoutée à la composante temporelle
du stimulus. Des ANNs n’utilisant seulement des informations spatiales peuvent ainsi facilement
dépasser les performances sur ce type de tâche.
Beaucoup de recherches sur les SNNs sont donc dans une stratégie de mimétisme des ANNs, en
utilisant les mêmes jeux de données (MNIST, CIFAR), en implémentant des règles d’apprentis-
sage similaires (back-propagation) ou en convertissant des ANNs en SNNs (Diehl, Zarrella
et al. 2016 ; T. Serrano-Gotarredona et al. 2015 ; Massa et al. 2021). Ces méthodes ont
permis et permettent encore une évolution rapide des SNNs. Toutefois, cette stratégie pourrait
aussi brider le développement des SNNs sur le long terme. En effet, en cherchant à utiliser des
techniques et en utilisant des jeux de données adaptés et optimisés pour les ANNs (MNIST,
CIFAR-10, etc), les SNNs resteront moins performants par rapport aux ANNs. Comme montré
par (Deng et al. 2020 ; W. He et al. 2020), les SNNs se démarquent des ANNs lorsque l’in-
formation temporelle apporte une information supplémentaire, comme par exemple dans la base
de données DVS-Gesture dans laquelle l’information temporelle apporte une information sur le
mouvement. En effet, lorsqu’ils sont appliqués sur ce type de stimuli, les SNNs dépassent les
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CNNs et obtiennent des résultats proches voire meilleurs que des RNNs ou des Long Short Term
Memory (LSTM) (Deng et al. 2020 ; W. He et al. 2020 ; Fang, Yu et al. 2021). L’étude de
(Koopman, Leeuwen et Vreeken 2003) a aussi comparé des SNNs avec des LSTM sur
différentes tâches temporelles (mais non visuelles) et montré que les SNNs pouvaient dépasser
les performances des LSTM sur certaines d’entre elles.
De nouvelles études proposent aussi des bases de données de stimuli provenant de DVS afin de
pouvoir comparer les résultats des différentes architectures de SNNs (Steffen, Elfgen et al.
2021 ; Calabrese et al. 2019 ; Miao et al. 2019 ; Zhu et al. 2018 ; Hu et al. 2016 ; Binas
et al. 2017 ; Teresa Serrano-Gotarredona et B. Linares-Barranco 2015 ; Q. Liu et
al. 2016), voir (Gallego et al. 2020 ; uzh-rpg/event-based_vision_resources 2021) pour un
récapitulatif. Cela permet ainsi aux SNNs d’avoir des bases de données adaptées et tirant profit
de leurs avantages (information spatio-temporelle, données parcimonieuses, asynchrones, etc).
De plus, de nouvelles solutions alternatives existent permettant d’utiliser des bases de données
de vidéos utilisées par des ANNs pour les convertir en flux de spikes (Gehrig et al. 2020 ;
Delbrück, Hu et Z. He 2020) ou utilisent des simulateurs d’environnement comme unrealCV
(Qiu et al. 2017) pour ensuite générer un flux d’événements comme l’aurait fait une caméra
DVS (Rebecq, Gehrig et Scaramuzza 2018). Le processus de la caméra NeuroSoc peut
lui aussi être facilement appliqué comme il est fait dans la section 3.2 pour extraire des événe-
ments de ce type de stimuli. Ce type de base de données permettrait d’évaluer les SNNs sur des
données contrôlées, facilement comparables et ne plus être entièrement dépendant des bases de
données utilisées par les ANNs. De plus, il reste pertinent de tester les SNNs sur des situations
réelles ou proches du réel contenant du mouvement, afin d’éviter des pertes de performances
lorsque le SNN sera ensuite appliqué sur des scènes naturelles (Moreno-Torres et al. 2012 ;
Alaiz-Rodríguez et Japkowicz 2008). (Gehrig et al. 2020 ; Delbrück, Hu et Z. He
2020) va dans ce sens en proposant une conversion de vidéo en événements. Pour cela, ils uti-
lisent une méthode qui permet de mimer avec précision le fonctionnement d’une caméra DVS
ainsi que les potentiels bruits (Hot pixels, Leak noise events, etc) présents lors de l’utilisation
d’une DVS.

La principale méthode utilisée pour entraîner un SNN consiste (comme pour les ANNs) à
modifier les poids des connexions synaptiques afin de moduler l’impact d’un spike sur le neurone
post-synaptique en fonction de son expérience passée. Ensuite, afin d’augmenter la sélectivité
des SNNs et plus particulièrement sur la dimension temporelle du stimulus, l’implémentation
de délais synaptiques est de plus en plus utilisée. Comme expliqué dans la section 2.4.3.1, dif-
férentes architectures et méthodes existent pour implémenter des délais. Cependant, aucune
étude comparative permet de sélectionner la meilleure architecture ainsi que la meilleure mé-
thode d’apprentissage (delay-shift/delay-selection) permettant de mieux répondre au problème
(performances, consommation de ressources, bio-inspiré, etc). De plus, les perspectives d’évolu-
tions des SNNs ne se limitent pas à l’apprentissage des délais et des poids synaptiques. Comme
mis en avant par (Saxe et al. 2011), l’impact des paramètres (pour un SNN : constante de
temps, fenêtre de temps d’apprentissage, seuil, etc) a un très fort impact sur les performances
d’un ANN même lorsque ses poids ne sont pas entraînés. Ainsi, des paramètres hétérogènes et
évolutifs, à travers de l’adaptation à court terme ou de l’apprentissage sur du long terme, de-
vraient permettre d’améliorer les performances des SNNs. Il devrait par exemple être nécessaire
d’avoir une constante de temps élevée au début de l’apprentissage car les poids des connexions
et les délais sont aléatoires. En effet, au début de l’apprentissage, il y a peu de synchronie dans
les spikes reçus par le neurone post-synaptique. Il semble donc nécessaire d’avoir une constante
de temps élevée afin de prendre en compte le plus de spikes possible, même ceux qui ne sont pas
encore synchronisés. Au fur et à mesure de l’apprentissage, le neurone post-synaptique décharge
pour des spikes synchronisés dans le temps, car il a sélectionné des synapses qui sont synchroni-
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sées et/ou les a synchronisées avec de l’apprentissage de délais. Il ne semble donc plus nécessaire
voire contre-intuitif de garder une constante de temps élevée. Il en va de même pour la fenêtre
de temps du LTP. Ajouter à cela une hétérogénéité dans les paramètres afin que les neurones
soient adaptés à des profils de patterns spatio-temporels différent (de nombreux spikes géné-
rés rapidement lors d’un mouvement brusque et rapide par exemple ou des spikes plus espacés
dans le temps lors d’un mouvement lent) pourrait permettre aux SNNs de s’adapter aux diffé-
rentes statistiques d’une scène. Ces types de processus existent dans le cerveau (Wlodarczyk
et al. 2013 ; Gardner 1986 ; Platkiewicz et Brette 2010) et des premières initiatives
commencent déjà apparaître dans les SNNs mais sont souvent restreints à de l’adaptation du
seuil, afin de garantir une homéostasie (Diehl et Cook 2015 ; Falez et al. 2019) (ou à des
simulations bien souvent éloignées des patterns que l’on retrouve en situation réelle). De ré-
centes études vont dans ce sens, comme par exemple (She et al. 2021), qui propose un SNN
avec des constantes de temps différentes afin que différents patterns spatio-temporels soient
appris, permettant ainsi de concurrencer certains ANNs. De la même manière l’étude (Fang,
Yu et al. 2021) utilise la backpropagation pour entraîner les constantes de temps et dépasse
ainsi les performances de l’état de l’art sur de nombreux jeux de données. L’étude (Moraitis,
Sebastian et Eleftheriou 2020) est aussi un bon exemple montrant le potentiel des SNNs.
En ajoutant une règle de plasticité synaptique sur le court-terme en plus de la règle STDP,
le SNN dépasse les performances de l’état de l’art des ANNs sur une tâche de reconnaissance
d’image avec occlusion temporelle. L’architecture utilisée joue un rôle important, car l’utilisation
de connexions récurrentes ou de connexions résiduelles améliorent par exemple les performances
des SNNs (Xing, Di Caterina et Soraghan 2020 ; Fang, yu et al. 2021). On voit ainsi
qu’en ajoutant de la dynamique dans les SNNs à travers de l’hétérogénéité dans les paramètres,
en complexifiant l’architecture et/ou de l’adaptation à court terme par exemple, les SNNs com-
mencent à concurrencer les ANNs. Les performances sont améliorées tout en conservant des
processus non-supervisés (permettant ainsi d’être actifs "online") et biologiquement plausibles.
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Chapitre 9

Annexe

9.1 DMA

La caméra NeuroSoc utilise une puce Zynq7020 pour recevoir le flux vidéo de la caméra ainsi
que la contrôler, effectuer le filtrage spatio-temporel (section 3.1.1), générer les spikes, puis les
transmettre (à un ordinateur par exemple). Le Zynq est lui même divisé en deux partie, une partie
circuit logique programmableProgrammable Logic (PL) et processeur (Processing System (PS)
(figure 9.1). La partie PL est en réalité un FPGA, qui s’occupe du traitement de la réception
du flux vidéo, jusqu’à la génération des spikes. La partie PS, quant à elle, s’occupe de récupé-
rer les spikes générés par la PL, puis à transmettre les spikes générés via une connexion Ethernet.

Afin de faire communiquer les deux différentes parties (PS et PL), nous avons utilisés un
module de accès mémoire direct (Direct Memory Access (DMA). Le DMA contient une First In
First Out (FIFO) qui stocke les données en paquets de 16 spikes avant d’accéder à la DDR. Une
fois ces paquets reçus, le DMA passe en mode idle pour attente de lecture des données par la
PS. Une seconde FIFO fait office de mémoire tampon en entrée de DMA et permet de contenir
les spikes et éviter les pertes de données lors du passage en mode idle du DMA. Pour cela, une
ip est instanciée pour une DDR DRAM (mémoire), la PL écrit les spikes générés dans la DRR
via cette ip. La PS se connecte elle aussi à cette même ip, elle récupère ce qui y est écrit puis,
transmet les données via une connexion Ethernet (seulement accessible via la PS) en paquet de
16 spikes. Ces données sont ensuite récupérés par un PC pour les enregistrer et/ou les afficher.
Ceux-ci sont encodés sous un format de 32 bits :

— Bits 0 à 8 → Position X du Spike
— Bits 9 à 17 → Position Y du Spike
— Bits 18 à 21 → Filtre du Spike
— Bits 22 à 29 → temporalité du Spike (inverse de l’intensité)
— Bit 30 → Signe du Spike (ON/OFF)
— Bit 31 → Flag de nouvelle image.
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Figure 9.1 – Architecture du Zynq7020
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