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“There is a pleasure in the pathless woods;
There is a rapture on the lonely shore;
There s society when none intrudes;

By the deep sea, and music in its roar;

I love not man the less, but Nature more...”

Lord Byron






|Acknowledgements|

A Cronyms

[I Resumen en Espanoll

Contents

[1.1  Contexto y Objetivos de la Tesis| . . . . . .. .. ... ... .. ... ....

[1.2  Principales Resultados y Conclusiones| . . . . . ... ... ... ... ....

[1.2.1  Downscaling en Condiciones “Pertectas”| . . . . . . . ... ... ...

[1.2.2  Downscaling de Modelos Globales del Clima}. . . . . ... ... ...

[1.3  Principales Logros| . .

2 Context, Objectives and Structure|

3 Statistical Downscaling]
3.1 Climate Modeling]. . .
[3.2  Statistical Downscaling]

10
11
13
15
15
16
17
17
17

19
19
21
22

25



B.3.1 Cross-Validation| . . . .. ... ... ... ... ... ... .. ..., 33

8.3.2 Key Assumptions|. . . . . . . . . ..o 34

[3.3.3 Techniques| . . . . ... . . ... 34

8.3.4  Model Setup, Limitations and Challenges| . . . . . . ... ... ... 35

[4 Deep Learning| 39
4.1 A Brief Historical Overviewl . . . . . . .. .. .. .. ... ... ... 39
4.2 Principles of Neural Networks| . . . . . . ... ... ... ... .. ...... 42
421 Neuron Modell . ... ... ... ... ... ... ... 42

42,2 Dense Neural Networks| . . . . ... ... ... ... ... ... ... 43

4.2.3 Convolutional Neural Networksl . . . . . ... .. ... ... ... . 45

42,4 Multi-task Neural Networks| . . . . . . .. ... ... ... ... ... 46

4.2.5  Optimization of Neural Networks| . . . . . . . .. .. ... ... ... 46

.3  Deep Learning for Climate Science| . . . . . . . . . . .. .. ... ... ... 47
4.4 State-ot-the-art in Deep Learning and Statistical Downscaling| . . . . . . .. 49
II Data and Methods 57
[ Experimental Framework]| 59
H.1  The COST Action VALUHK 59

61

65

67

69

70

LIl  Main Results| 75
[6 Downscaling in “Perfect” Conditions| 7
[6.1  Performance Intercomparison for Different Deep Learning Models| . . . . . . 78
6.2 Unveiling the “Black-box” Nature of Deep Learning Models| . . . . . . . .. 85
6.2.1  The Implicit Regularization ot Multi-site lTopologies| . . . . . . . .. 86

[6.2.2 Automatic Feature Selectionl . . . ... ... ... ... ..... ... 87



[7 Downscaling from

Global Climate Models|

7.1 Assessing the Suitability of Deep Learning Models to Downscale Historical

[ and Future Climate Simulationd . . . . . . . .. .. .. .. ... ... .... 96
7.2  Building an Ensemble of Regional Climate Change Projections for Europe |

| Based on Deep Learning| . . . . . . ... ... ... ... L. 101
IV " Concluding Remarks| 117
I8 Conclusions, Achievements and Future Work| 119
8.1 Main Conclusions]. . . . . . . . .. . 119
8.2 Key Achievements| . . . . . . . . . ... 121
8.2.1 Publications|. . . . . .. ... ... . 121

822 Softwarel. . . . . . . . . . . 123

[8.2.3 Reproducibility] . . . . . .. . ... o 124

8.3 Research Stays| . . . . . . . . . .. 126
8.4 Future Workl . . . . . . . .. 126

0

(Bibliography|

111






Acknowledgements

I would like to thank the many people that helped me along these years.

First of all, it is a pleasure to express my most sincere gratitude to all my colleagues
at the Santander Meteorology Group. Thank you for welcoming me to the group and for
your valuable support, advise and guidance all these years.

Especially, I am deeply grateful to my supervisors, Dr. José Manuel Gutiérrez Llorente
and Dr. Rodrigo Garcia Manzanas. Thank you for considering me as a PhD candidate in
the first place, and for taking your time to train me, not only in the topic of interest, but
also in valuable competencies relevant in any professional and personal environment. Also,
thank you for your constant support and for your supervision of immeasurable worth.

At a more personal level, I would like to thank my family and friends, not only for their
support all these years, but also for letting me share this magnificent adventure called life,
with them. Also I would like to thank all the people that helped me to feel the city of

Santander in a very special way.

Jorge Bano-Medina
September 2021






Acronyms

The following list contains the acronyms most used throughout the Thesis:

AD Activation Difference

BDL Bayesian Deep Learning

CGAN Conditional Generative Adversarial Network

CMIP5 Coupled Model Intercomparison Project Phase 5

CNN Convolutional Neural Network

CNRM Centre National de Recherches Météorologiques

CORDEX COordinated Regional Downscaling EXperiment

CVAE Conditional Variational Auto-Encoder

DD Dynamical Downscaling

DL Deep Learning

DLR Deutsches Zentrum fiir Luft- und Raumfahrt (German Aeroespace Center)
DRN Deep Residual Network

ECMWEF European Center for Medium-Range Weather Forecasts
EURO-CORDEX EUROpean COordinated Regional Downscaling EXperiment

EURO-CORDEX ESD EUROpean COordinated Regional Downscaling EXperiment

Empirical Statistical Downscaling



GAN Generative Adversarial Network

GCM Global Climate Model

GHG Greenhouse Gases

GLM Generalized Linear Model

IPCC Intergovernmental Panel on Climate Change
JCR Journal of Citation Reports

KS Kolmogorov-Smirnov test

LSTM Long-Short Term Memory Network

MIP Model Intercomparison Project

MLP Multi-Layer Perceptron

MOS Model Output Statistics

NN Neural Network

PC Principal Component

PDA Prediction Difference Analysis

PP Perfect Prognosis

P02 Percentile 27¢

P98 Percentile 98"

P98Wet Percentile 98" of the wet-days distribution
RBG Red-Blue-Green

RCM Regional Climate Model

RCP Representative Concentration Pathway
RMSE Root Mean Squared Error

ROCSS Relative Operating Characteristic Skill Score
SD Statistical Downscaling

SDII Simple Daily Intensity Index



SMG Santander Meteorology Group
UN United Nations

US United States

VAE Variational Auto-Encoder

WG Weather Generator






CHAPTER 1

Resumen en Espafiol

1.1 Contexto y Objetivos de la Tesis

Los modelos numéricos son la principal herramienta usada actualmente para estudiar
la evolucién del clima a diferentes escalas temporales, desde unos pocos dias (prediccién
meteorolégica) hasta varias décadas (proyecciones de cambio climatico) en el futuro. Es-
tos modelos resuelven numéricamente las ecuaciones que describen la dindmica del sistema,
climético (conservacién de la masa y de la energia, ecuaciones de Navier-Stokes, etc.) so-
bre una malla tridimensional discretizada en el espacio formada por puntos de rejilla. Los
requerimientos computaciones de estos modelos limitan su resolucién espacial y temporal.
Por ejemplo, los modelos globales del clima (GCMEI) desarrollados bajo el paraguas del
CMIPEH (Taylor et al.l 2012)) presentan resoluciones espaciales que van desde 1° hasta 3°
(entre 100 y 300 km en latitudes ecuatoriales, aproximadamente). Estos modelos simulan
la evolucién del sistema climético a escala global en base a diferentes forzamientog?| natu-
rales y antropogénicos. A pesar de que los GCMs actuales reproducen satisfactoriamente
gran parte de los patrones climéticos que tienen lugar a escalas sinépticas (del orden de
los cientos de km), son incapaces de representar procesos importantes que ocurren en
escalas espaciales menores que el tamano del punto de rejilla usado en el modelo (p.e.,

la precipitacién convectiva). La obtencién de campos climaticos de alta resolucién que

!Todos los acrénimos que aparecen a lo largo de este capitulo han sido definidos de acuerdo a sus siglas
en inglés.

2El experimento de intercomparacién de modelos acoplados (CMIP) representa la iniciativa més ambi-
ciosa en estudios de modelizacién del clima a escala global. CMIP5 es la quinta fase/versién de CMIP.

3El término forzamiento se refiere a cualquier mecanismo que tiene el potential de alterar el clima del
planeta a través de cambios en su balance energético, por ejemplo erupciones volcanicas o cambios en la
concentracion de gases de efecto invernadero, entre otros.

7
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resuelvan /implementen esta variabilidad local es clave para el desarrollo de aplicaciones
de impacto en diversas actividades socio-econdémicas de interés como la energia, la agri-
cultura, la hidrologia o la sanidad. Ademads, la disponibilidad de simulaciones climéaticas
de alta resolucién para las préoximas décadas es clave para el desarrollo de politicas de
sostenibilidad y planes de adaptacion y mitigacion ante el cambio climético. Por estos
motivos, recientemente han surgido varias iniciativas internacionales cuyo principal obje-
tivo es el de coordinar a la comunidad cientifica del clima para la generaciéon de escenarios
locales/regionales de cambio climatico mediante distintas técnicas (p.e., ver |Jacob et al.
(2020)).

En este contexto, en las 1ltimas décadas se han desarrollado dos enfoques diferentes
para incrementar la resolucién espacial de los GCMs de cara a su uso en estudios de im-
pacto: la regionalizacién (o downscaling) dindmica y la estadistica. Por un lado, el down-
scaling dindmico (DD) esta basado en el uso de modelos numéricos regionales (RCM) que
resuelven un conjunto de ecuaciones similar al usado en los GCMs pero a resoluciones
espaciales mas altas sobre una determinada regién del mundo. Para ello se usan como
condiciones de frontera las salidas de los GCMs (Rummukainen, 2010). Por otro lado,
el downscaling estadistico (SD) construye modelos estadisticos o algoritmos que relacio-
nan un conjunto de variables atmosféricas de larga escala y baja resolucién (predictores)
con un registro de observaciones a escala local (predictandos; tipicamente temperatura y/o
precipitacién en superficie) sobre un drea de interés. Esta Tesis se centra en un tipo en par-
ticular de SD —el cual es considerablemente menos costoso en términos computacionales
que el DD,— conocido como “Perfect-Prognosis” (PP).

La principal particularidad del PP es que se utilizan observaciones, tanto para los
predictores como para los predictandos, en la construccion de los modelos estadisticos o
algoritmos. En el caso de los predictores es muy comin recurrir a datos de reanélisisﬂ
mientras que para los predictandos se suelen utilizar tanto rejillas de observacién a alta
resolucién como registros meteorolégicos en estaciones puntuales. Una vez que la relacién
estadistica es establecida en condiciones “perfectas” —es decir, usando observaciones (o
quasi-observaciones) para predictor y predictando— esta puede ser aplicada a los pre-
dictores de baja resolucion dados por los GCMs para distintos escenarios de forzamiento
radiativo —que se definen en base a diferentes trayectorias de concentracion de gases de
efecto invernadero,— obteniendo asi las correspondientes proyecciones de cambio climético
de alta resolucién hasta el final de siglo. Es importante destacara que el PP se construye

sobre tres hipétesis clave que tienen que ver con la calidad del modelo estadistico inferido

4Un reandlisis es un dataset definido sobre una malla regular que cubre todo el globo y combina
observaciones con predicciones meteordlogicas a corto plazo a través de un proceso de asimilacién. Son la
herramienta mas precisa que existe en la actualidad para describir el estado de la atmdsfera en un instante
de tiempo determinado.
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y su transferabilidad desde el campo de las observaciones hasta el mundo del modelo
climatico (Maraun and Widmann, 2018; |Maraun et al., 2019). Estas hipétesis establecen
que los predictores de baja resolucién empleados en la construccién del modelo estadistico
tienen que 1) ser suficientemente informativos para describir la variabilidad local del pre-
dictando de interés, y 2) ser realisticamente simulados por los GCMs —a nivel de com-
patibilidad distribucional con respecto a sus equivalentes en el reanalisis.— Ademas, con
vistas a su utilidad en condiciones de cambio climético, 3) los modelos estadisticos deben
mostrar cierta capacidad de extrapolacién (con respecto a las condiciones en que se hayan
calibrado). Hasta la fecha, una gran variedad de técnicas han sido utilizadas para ligar
la larga y la pequena escalas, por ejemplo los modelos lineales (Gutiérrez et al.l 2019),
los analogos (Hewitson and Crane, 1996)), las support vector machines (Tripathi et al.,
2006) y los random forests (Hutengs and Vohland, [2016), entre otras. A pesar de sus
respectivos éxitos, ninguna de estas técnicas es capaz de tratar automdaticamente la alta
dimensionalidad del espacio de entrada (campo de predictores) sin sobreajustar. Por este
motivo es habitual recurrir a técnicas de seleccién de variables o de compresién del espacio
de los predictores como paso previo a la construcciéon del modelo estadistico (Gutiérrez
et al., |2019)). Este proceso, que a menudo es guiado por el conocimiento experto humano,
suele conllevar cierta pérdida de informacién que puede ser relevante para explicar las
fluctuaciones temporales del predictando local de interés.

Por ello, la comunidad cientifica del clima esta dirigiendo su atencién ultimamente
hacia las redes neuronales profundas (DL, Goodfellow et al|(2016))), y en particular hacia
las redes de convolucion (CNN)El, que ya han demostrado ser de gran utilidad en otras dis-
ciplinas que involucran el uso de grandes volimenes de datos tales como el reconocimiento
de voz o la visiéon por ordenador. En concreto, algunos estudios previos en el campo de
estas aplicacioens han puesto de manifiesto que las CNNs son capaces de 1) aprender pa-
trones espaciales complejos de los datos, y 2) tratar automéaticamente, y de forma eficiente,
con espacios de alta dimensionalidad sin sobreajustar. Estas propiedades convierten a este
tipo de redes en potenciales candidatas para una gran variedad de aplicaciones climaticas,
incluyendo el downscaling estadistico. Sin embargo, hasta la fecha muy poco estudios
—mayormente centrados en casos de estudio sintéticos (ver [Vandal et al. (2018b) para un
ejemplo ilustrativo),— han analizado la aplicabilidad del DL (y en concreto, las CNNs) a
este problema. Estos primeros trabajos muestran resultados prometedores y una buena
capacidad a la hora de reproducir las fluctuaciones de ciertas variables (p.e., temperatura
y precipitacién) a escala local, pero las topologias analizadas 1) no son aplicables en el

marco del PP ya que se incumplen algunas de las hipdtesis mencionadas anteriormente, 2)

5Una CNN es un tipo especifico de red neuronal que es comtinmente empleada para aprender patrones
no lineales en datasets que presentan cierta estructura espacial (LeCun et al., |[1995).
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en caso de verificar las hip6tesis del PP, no han sido rigurosamente estudiadas (por ejem-
plo, atendiendo a los diferentes aspectos que determinan la calidad de una prediccién), y
3) no han sido evaluadas en el espacio del modelo climdtico, es decir, usando predictores
de GCMs.

De acuerdo con estas consideraciones, esta Tesis se centra en evaluar la idoneidad de
los modelos de DL, en particular las CNNs, para el downscaling estadistico de simulaciones
de cambio climatico sobre Europa bajo el paradigma PP. En particular, se plantean los

siguientes objetivos:

1. Analizar la aplicabilidad y el rendimiendo de las CNNs para el downscaling es-
tadistico del clima en condiciones “perfectas” —es decir, usando datos de reandlisis
como predictores.— Una de las principales cualidades a examinar serd la capaci-
dad de estos modelos para tratar espacios de alta dimensionalidad, inherentes en la

mayoria de aplicaciones climaticas.

2. Evaluar los beneficios y las desventajas de topologias CNN de tipo multi-site —es
decir, en las que las predicciones se realizan simultdneamente en varias localida-
des o sites con el mismo modelo estadistico,— frente a sus equivalentes single-site.
En particular, se analizard la regularizaciéon implicita que ocurre en este tipo de

topologias.

3. Mejorar la interpretabilidad sobre el comportamiento interno de las CNNs, las cuales
son tipicamente vistas como modelos tipo “caja negra”. En concreto, se estudiara
en detalle la relacion predictor-predictando, midiendo la influencia que cada patrén

ejerce sobre los resultados devueltos por la red.

4. Estudiar la idoneidad de las CNNs para el downscaling estadistico de escenarios
de cambios climatico. Para ello, se evaluara en primer lugar el rendimiento de las
CNN para reproducir el clima observado cuando se hace downscaling del escenario
histérico (hasta el 2005) de los GCMs. A continuacién se explorard el potencial de
estos modelos para producir proyecciones futuras de cambio climatico, prestando
especial a su plausabilidad, para lo que se compararan los resultados proporcionados

por las CNNs con las propias salidas de un conjunto de GCMs y RCMs.

1.2 Principales Resultados y Conclusiones

Presentamos a continuacién el marco metodoldgico considerado para el desarrollo de
la Tesis, asi como una discusién sobre los principales resultados y conclusiones obtenidos

de la misma, en relacién a los objetivos anteriormente expuestos.
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En concreto, en la seccién se describe y expone el experimento llevado a cabo
para evaluar el rendimiento de las CNNs en condiciones “perfectas”, ademés de dos estu-
dios de interpretabilidad que pretenden aportar conocimiento sobre la relacién predictor-
predictando que se establece en las redes. Esta seccién se basa en el articulo titulado “Con-
figuration and intercomparison of deep learning neural models for statistical downscaling”,
publicado en la revista Geoscientific Model Development, y en tres articulos publicados
en los proceedings del congreso internacional —en los anos 2018, 2019 y 2020— denomi-
nado Climate Informatics: “Deep convolutional networks for feature selection in statistical
downscaling”, “Understanding deep learning decisions in statistical downscaling models”
y “The importance of inductive bias in convolutional models for statistical downscaling”.

En la seccién se describen los experimentos que abordan la idoneidad de las
CNNs para el downscaling estadistico de GCMs con el fin de generar escenarios regionales
de cambio climéatico sobre Europa. Esta seccién se basa en los articulos titulados “On
the suitability of deep convolutional neural networks for downscaling climate change pro-
jections” —publicado en la revista Climate Dynamics,— y “DeepESD: An ensemble of
regional climate change projections over Europe based on deep learning downscaling” —en

proceso de revision en la revista Nature Scientific Data.—

1.2.1 Downscaling en Condiciones “Perfectas”

En esta seccién, 1) se analiza el rendimiento de diversas topologias de CNNs utilizando
como referencia modelos lineales generalizados (GLM), 2) se evalian los beneficios de las
arquitecturas multi-site frente a las single-site, y 3) se producen una serie de saliency mapsﬂ
—utilizando para ello la técnica del andlisis de las diferencias en las predicciones (PDA,
Zintgraf et al.| (2017))— con el fin de ganar interpretabilidad en la relacién predictor-
predictando de las CNNs desarrolladas en esta Tesis.

Para ello se ha seguido el marco experimental que se definié para el Experimento 1
de VALUEﬂ En consecuencia, nuestro interés se centra en la generacion de predicciones
diarias de temperatura y precipitacién sobre Europa para el periodo 1979-2008. Para ello
utilizamos el dataset de observaciones E-OBS (Cornes et al.; 2018) —que cubre todo el

continente a una resolucion espacial de 0.5°— como predictando y una serie de variables de

SE] término saliency map hace referencia a cualquier tipo de transformacién que consiga trasladar la
informacién contenida en un cierto espacio en el que se establecen relaciones complejas entre distintas
variables a otro en el que la interpretabilidad sea mayor. Este tipo de herramientas han sido ampliamente
utilizadas para el estudio de distintas topologias de DL (Simonyan et al., |2014} |Zhou et al.| |2016} |Zintgraf]
et al.| [2017; Montavon et al., [2018} |Larraondo et al., [2019; |Reimers et al., |2019; 'Toms et al.| [2021)).

"VALUE es una COST action europea disefiada con el fin de proporcionar un marco experimental que
permitiese evaluar e intercomparar diferentes técnicas de SD para estudios de cambio climdtico. Esta
iniciativa une a climatdlogos, informéticos, cientificos y empresarios con el fin de facilitar la transferencia
de conocimiento entre sectores y mejorar la calidad de la investigacion en este ambito.
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larga escala —altura geopotencial, temperatura del aire, humedad especifica y velocidad
del viento a distintas alturas— provenientes del reandlisis ERA-Interim (Dee et al.l [2011))
como predictores, estos ultimos sobre una rejilla de 2°. La eleccién de predictores se hizo en
base a la literatura previa existente (Huth) 2002} 2005; |Gutiérrez et all, 2013} [San-Martin
et all 2017; |Gutiérrez et al., [2019). Nuestra principal aportacién en este punto fue el
disenio de un conjunto de modelos de DL que implementan distintas topologias —a grandes
rasgos consisten en tres capas convolucionales seguidas (o no) de capas densas— con grados
crecientes de complejidad, y su comparaciéon con otras técnicas més tradicionales para el
downscaling estadistico a nivel continental.

En comparacion con los métodos de downscaling considerados como referencia —dos
configuraciones distintas de GLMs que dieron muy buenos resultados en el mayor experi-
mento de intercomparacién de métodos de downscaling estadistico realizado hasta la fecha
sobre Europa (Gutiérrez et al., [2019)),— las CNNs desarrolladas en esta Tesis muestran
una mayor capacidad explicativa de la variabilidad local, tanto para la temperatura como
para la precipitacién (especialmente para esta ultima). Esto es concecuencia de la habili-
dad de estas redes para 1) aprender patrones complejos y no-lineales que estdn presentes
en los datos, y 2) tratar eficientemente y de forma automdticamente espacios de entrada
(campo de predictores) de alta dimensionalidad. Este tltimo aspecto constituye una clara
ventaja con respecto a los métodos tradicionales de SD, puesto que el uso de técnicas de
reduccion de la dimensionalidad —que implican cierta pérdida de informacion— deja de
ser necesario. Sin embargo, las razones que explican el buen comportamiento encontrado
para las CNNs siguen siendo, en parte, desconocidas. Por ello, se describen a continuacién
los dos estudios de interpretabilidad llevados a cabo en esta Tesis con el fin de arrojar luz
sobre el caracter de “caja negra” que habitualmente se le confiere a las redes neuronales.

En primer lugar construimos versiones multi-site y single-siste de las CNNs que mejores
resultados obtuvieron en el estudio intercomparativo anterior —tres capas convolucionales
de 50, 25 y 1 mapa de caracteristicas, respectivamente.— Los resultados de este experi-
mento indican que mientras las CNNs single-site son propensas a sobreajustar en algu-
nas localidades, sus equivalentes multi-site muestran cierta capacidad de regularizacion
implicita. Esto permite a las redes muti-site tratar simultaneamete todo el espacio de los
predictores, evitando el sobreajuste. Ademds, el uso de modelos CNN multi-site puede
traducirse en una mejora en la reproducibilidad de la escala local, especialmente en la
prediccion de la cantidad de precipitacién.

En segundo lugar estudiamos la relacién predictor-predictando que se establece en
las CNNs de acuerdo a un andlisis basado en PDA (ver |Zintgraf et al. (2017) para mds
detalles sobre esta técnica). PDA evalia la influencia que cada patrén de entrada tiene en

la salida de los modelos de downscaling midiendo la diferencia en las predicciones segun



1.2. PRINCIPALES RESULTADOS Y CONCLUSIONES 13

se utilice o no como predictor. En el caso de la precipitacién, los resultados muestran
una gran dependencia en la humedad especifica del aire, lo cual es consistente con previos
estudios sobre Europa de SD (San-Martin et al., 2017, |Gutiérrez et all 2019), aunque
otras variables como la velocidad del viento y la altura geopotencial también ejercen cierta
influencia en la prediccién. A diferencia de la precipitacién, la temperatura muestra una
dependencia clara (y casi exclusiva) de los campos sinépticos de temperatura en las capas
mas bajas de la atmodsfera. Este comportamiento también es consistente con lo descrito
en estudios previos (Huthj {1999 2002, 2004). Ademds, tanto para precipitaciéon como
para temperatura, Uinicamente un area de 5x5 puntos de rejilla centrados en la localidad
de interés parece ser relevante en el proceso de downscaling, lo cual también estd en la
linea de lo encontrado en otros estudios (Timbal and McAvaney, 2001; | Timbal et al., [2003;
Gutiérrez et al., 2004; Brands et al.l 2011bj; |Gutiérrez et al., 2013} [San-Martin et al., [2017)).

En lineas generales, los experimentos descritos anteriormente han permitido 1) analizar
el rendimiento de las CNNs en condiciones “perfectas”, encontrando una mayor capacidad
explicativa para la escala local que en los métodos de SD tradicionalmente usados por la
comunidad hasta la fecha y, 2) arrojar luz sobre el funcionamiento interno de las CNNs,
lo cual resulta clave para que la comunidad cientifica gane confianza en el uso de este tipo

de técnicas para aplicaciones climaticas.

1.2.2 Downscaling de Modelos Globales del Clima

En esta seccién se analiza la idoneidad de las CNNs desarrolladas en esta Tesis para el
downscaling estadistico de las simulaciones climaticas dadas por los GCMs, comparandolas
contra métodos de SD mas tradicionales como GLMs. Para ello, nos acogemos al marco ex-
perimental propuesto en EURO—CORDEX—ESHﬂ y hacemos downscaling de la simulacién
nimero 12 del GCM denominado EC-Earth, llevando sus salidas de baja resolucién a la
rejilla de 0.5° de E-OBS, produciendo asi campos diarios de temperatura y precipitacién
sobre toda Europa, tanto para el escenario histérico (1979-2008) como para el RCP8.5H
(2071-2100). En el primer caso, los campos de alta resolucién producidos son directamente
validados contra E-OBS. Sin embargo, para el RCP8.5, dado que no existe un dataset de
observaciones futuras, las propias salidas de baja resolucién del EC-Earth (conveniente
interpoladas a la rejilla de E-OBS) son usadas como “pseudo-realidad” contra la que com-

parar las proyecciones generadas con los distintos métodos de SD empleados. Este mismo

SEURO-CORDEX-ESD es una evolucién de EURO-CORDEX —Ila rama europea del experimento coor-
dinado de downscaling a escala regional (CORDEX), una iniciativa global que busca desarrollar escenarios
de cambio climatico de alta resolucion a través del uso de RCMs— que se centra en SD.

9RCP8.5 describe un escenario extremo de emisiones en el que se seguirian liberando a la atmésfera
gases de efecto invernadero sin restriccién alguna hasta 2100, alcanzando para ese momento una presién
radiativa promedio de 8.5 W/m?.
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enfoque ha sido ampliamente usado en la literatura (ver por ejemplo |Vrac et al.| (2007b));
Quesada-Chacon et al|(2021])) y se basa en la idea de que variaciones significativas en la
senal de cambio climético obtenida por métodos de SD —con respecto a la mostrada por
los GCMs que se intentan regionalizar; en este caso el EC-Earth— pueden ser un indi-
cador de la implausabilidad de las proyecciones generadas (a menos que esté justificado
por procesos fisicos conocidos).

Los modelos estadisticos analizados —tres configuraciones de GLMs y las CNNs que
mejores resultados obtuvieron en el experimento en condiciones “perfectas” (seccién|l.2.1]),—
permiten reducir los sesgos sisteméticos que exhibe el EC-Earth (al compararlo con E-
OBS) en el periodo histérico. A pesar de ello, alguna de las variables incluidas en el
conjunto de predictores utilizado parece incumplir la condicién de PP que establece que
el GCM debe ser similar al reandlisis, al menos en términos de distribuciones. Como
consecuencia, se encuentran algunos sesgos en el caso de los GLMs, en concreto para cier-
tos indices relacionados con la precipitacién. Este efecto indeseado se reduce cuando los
predictores locales (informacién en un reducido nimero de puntos de rejilla cercanos a
la localidad de interés) se sustituyen por predictores representativos de un dominio es-
pacial mas extenso —p.e., usando la técnica de analisis de componentes principales— o
cuando se utilizan CNNs en lugar de GLMs. Ademds, en comparacién con los GLMs, el
downscaling sobre el escenario RCP8.5 (periodo 2071-2100) por parte de las CNNs pro-
duce patrones de cambio climatico que son notoriamente mas compatibles con la “pseudo-
realidad” mostrada por el EC-Earth, tanto para la temperatura como para la precipitacién.
Estos resultados ponen de manifiesto que las CNNs son capaces de generar escenarios re-
gionales de cambio climatico a escalas continentales, sin la necesidad de hacer una eleccion
“6ptima” de predictores.

El anélisis descrito anteriormente para el EC-Earth se extendié en su segundo experi-
mento a un conjunto de ocho GCMs actuales incluidos en el CMIP5. En este caso, ademas
de los propios GCMs regionalizados, se ha considerado también un subconjunto de RCMs
de EURO-CORDEX como “pseudo-realidad” con el fin de evaluar la plausabilidad de nue-
stros campos de alta resolucion. El resultado es un ensemble de proyecciones de cambio
climatico de precipitacién y temperatura diarias sobre toda Europa para el siglo XXI que
ha sido acufiado como DeepESD.

Nuestros resultados muestran que DeepESD reproduce satisfactoriamente los campos
de precipitacién y temperatura observados sobre Europa en el periodo histérico, lo que
otorga cierta confianza en las proyecciones futuras —de hecho, en lineas generales, no se
encuentran diferencias significativas entre las sefiales de cambio climatico proyectadas por
DeepESD y las dadas por los GCMs y RCMs considerados como “pseudo-realidad”.—

Sin embargo, DeepESD proyecta menores niveles de calentamiento para el futuro lejano
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(2071-2100) que el simulado por el conjunto de GCMs. Este aspecto serd analizado en
detalle en un trabajo futuro que tratard de definir si estas diferencias son consecuencia
de una mejora en la reproducibilidad de la escala local por parte de DeepESD o si por el

contrario podrian deberse a violaciones en la condiciéon de estacionariedad.

1.3 Principales Logros
1.3.1 Publicaciones

Los principales resultados de esta Tesis han derivado en una serie de publicaciones en
revistas internacionales de alto impacto relacionadas con las ciencias atmosféricas y la

inteligencia artificial. En particular, la seccion |1.2.1] esta basada en:

e J. Bano-Medina, R. Manzanas, and J. M. Gutiérrez, “Configuration and inter-
comparison of deep learning neural models for statistical downscaling”, Geoscien-
tific Model Development, vol. 13, pp. 2109-2124, 2020, DOI: 10.5194/gmd-2019-278
(primer decil en J CREI)

e J. Bano-Medina and J. M. Gutiérrez, “The importance of inductive bias in con-
volutional models for statistical downscaling”, Proceedings of the 9th International
Workshop on Climate Informatics: CI 2019, 2019, DOI: 10.5065/y82j-f154

e J. Bano-Medina and J. M. Gutiérrez, “Deep convolutional networks for feature

selection in statistical downscaling”, Proceedings of the 8th International Workshop
on Climate Informatics: CI 2018, 2018, DOI: 10.5065/D6BZ64XQ

e J. Bano-Medina, “Understanding deep learning decisions in statistical downscaling
models”, Association for Computing Machinery, New York, NY, USA, p 79-85,
2020, DOI: 10.1145/3429309.3429321

Por otro lado, los resultados descritos en la seccién [1.2.2] estan basados en las sigu-

ientes publicaciones:

¢ J. Bano-Medina, R. Manzanas, and J. M. Gutiérrez, “On the suitability of deep
convolutional neural networks for downscaling climate change projections”, Climate
Dynamics, 2021, DOI:10.1007/s00382-021-05847-0 (primer cuartil en JCR)

e J. Bano-Medina, R. Manzanas, and J. M. Gutiérrez, “DeepESD: An Ensemble of
Regional Climate Change Projections over Europe based on Deep Learning Down-

scaling”, En revisién en Nature Scientific Data (primer cuartil en JCR)

19Journal of Citation Reports (JCR) es una herramienta incluida en la plataforma Web of Science (WOS)
que permite cuantificar la importancia de una revista, dentro del conjunto de revistas que versan sobre la
misma temadtica, en base en el nimero de citas promedio que reciben los articulos que publica.
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Adicionalmente, como resultado de las actividades llevadas a cabo en el Grupo de
Meteorologia de Santander (SMG) en paralelo al desarrollo de la Tesis se han publicado
dos articulos maés relacionadas con el desarrollo de software para el tratamiento de datos

climéticos (incluyendo herramientas para SD):

e M. Iturbide, J. Bedia, S. Herrera, J. Bano-Medina, J. Fernandez, M.D. Frias, R.
Manzanas, D. San-Martin, E. Cimadevilla, A.S. Cofino and J.M. Gutiérrez, “The
R-based climate4R open framework for reproducible climate data access and post-
processing”, Environmental Modelling € Software, vol. 111, pp. 42-54, 2019, DOL:
10.1016/j.envsoft.2018.09.009 (primer cuartil JCR)

e J. Bedia, J. Bano-Medina, M.N. Legasa, M. Iturbide, R. Manzanas, S. Herrera,
D. San-Martin, A.S. Cofino and J.M. Gutiérrez, “Statistical downscaling with the
downscaleR package (v3.1.0): Contribution to the VALUE intercomparison project”,
Geoscientific Model Development, 2019, DOIL: 10.5194/gmd-2019-224 (primer decil
en JCR)

Todos estos articulos han sido desarrollado en base a los principios FAIRIEl de trans-
parencia y reproducibilidad, ingredientes clave en la promocién de la ciencia de alta cali-
dad. Para ello hemos creado un repositorio de GitHub (https://github.com/SantanderMetGroup/
DeepDownscaling)) que almacena el cddigo que permite reproducir todos los resultados de
la Tesis. Ademas, la publicacién en abierto de dicho codigo asegura que el mismo pueda ser

facilmente adaptado por cualquier usuario en base en funcion de sus intereses particulares.

1.3.2 DeepESD

En base al conocimiento adquirido durante la Tesis, hemos desarrollado DeepESD, el
primer dataset basado en DL que proporciona proyecciones de cambio climatico de pre-
cipitacién y temperatura diarias a partir de un conjunto de ocho GCMs, a una resolucién
de 0.5° sobre Europa. DeepESD se ha publicado en abierto y esta disponible a través
del “Earth System Grid Federation (ESGF)”, en el nodo de la Universidad de Cantabria
(https://data.meteo.unican.es/thredds/catalog/esgcet/collections/CORDEX-DeepESD-EE/
catalog.htmlEI). Por un lado, esperamos que este dataset por lo que se espera que consti-

tuya una referencia para la comunidad cientifica del clima para el estudio en profundidad

1 Recientemente, la comunidad cientifica se ha unido para definir una serie de principios denominados
FAIR (findable, accesible, interoperable y reusable) que sirvan de gufa para promover el aprovechamiento
por parte de cualquier usuario de los datos y/o el cddigo generado en cualquier trabajo cientifico (Wilkinson
et al.l 2016)

"“Esta direccién web es temporal dado que el articulo que describe Deep ESD estd actualmente en proceso
de revisién en Nature Scientific Data. Una vez se haya publicado, se publicard una versién final del dataset
en otra URL.


https://github.com/SantanderMetGroup/DeepDownscaling
https://github.com/SantanderMetGroup/DeepDownscaling
https://data.meteo.unican.es/thredds/catalog/esgcet/collections/CORDEX-DeepESD-EE/catalog.html
https://data.meteo.unican.es/thredds/catalog/esgcet/collections/CORDEX-DeepESD-EE/catalog.html
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de las ventajas e inconvenientes que las redes neuronales puedan presentar para la gen-
eracién de proyecciones climaticas de alta resolucién (p.e., capacidad de extrapolacién y
condicién de estacionariedad). Ademds, DeepESD proporciona un nuevo ensemble plau-
sible de escenarios de cambio climéatico que complementa los ya existentes (p.e., las simu-
laciones nimericas de los RCMs de EURO-CORDEX) y que, junto con aquellos, podrian
ser utilizados tanto para el desarrollo de actividades de impacto en distintos sectores
socio-econdmicos (p.e. energia, agricultura, salud, turismo, etc.) como para el diseno de

politicas adecuadas de mitigacién frente al cambio climatico.

1.3.3 Software

Esta Tesis se construye sobre (y contribuye a) climate/R (C4R), un conjunto de librerias
de R desarrolladas por el SMG que permiten abordar las particularidades y requerimientos
de (casi) cualquier aplicacién en estudios del clima. Para mayor detalle, referimos al lector
al articulo de referencia en el que se describe C4R (Iturbide et al., [2019)) y/o al siguiente
repositorio de GitHub: https://github.com/SantanderMetGroup/climate4R.

Ademsds de colaborar en el desarrollo de diferentes librerias de C4R —especialmente
en downscaleR (Bedia et al., 2020|), que permite aplicar facilmente distintas técnicas de
SD— la principal contribuciéon de esta Tesis a dicho framework es downscaleR.keras,
que proporciona una interfaz a Keras (Chollet et al., [2015), la libreria de referencia
hoy por hoy en el campo del deep learning que permite disenar (casi) cualquier tipo
de topologia. Por tanto, downscaleR.keras permite incorporar sofisticadas arquitec-
turas de redes neuronales al conjunto de métodos tradicionales de SD disponibles en
downscaleR. Se puede encontrar mas informacion sobre downscaleR.keras en https:

//github.com/SantanderMetGroup/downscaleR.keras.

1.3.4 Premios

Esta Tesis ha obtenido el tercer premio en el Doctoral consortium celebrado en Granada
(Espana) en 2018 por la Asociacién Espanola de Inteligencia Artificial (AEPIA).

1.4 Lineas de Trabajo Futuro

Parte de los resultados de esta Tesis han abierto la puerta al desarrollo de nuevos
estudios que constituyen una continuacién natural de algunos de los andlisis presentados
en esta memoria.

Por ejemplo, una extensién que nos planteamos consistiria en evaluar la idoneidad de
las CNNs para SD en el resto de dominios de CORDEX (maés alld de Europa), con la idea de

generar un dataset global de proyecciones de cambio climéatico de alta resoluciéon basado en


https://github.com/SantanderMetGroup/climate4R
https://github.com/SantanderMetGroup/downscaleR.keras
https://github.com/SantanderMetGroup/downscaleR.keras
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DL. Ademas, también nos planteamos analizar la viabilidad de las CNNs para hacer SD a
resoluciones espaciales mds finas que los 0.5° considerados en esta Tesis (0.5°). Es bastante
probable que estos estudios impliquen tener que implementar cambios en las topologias
desarrolladas durante esta Tesis, lo cual permitird adquirir un mayor conocimiento sobre
los potenciales beneficios y limitaciones de las CNNs para aplicaciones de SD.

Ademsds, hemos visto a lo largo de la Tesis como la falta de poder explicativo por parte
de los predictores de larga escala para reproducir la variabilidad local —especialmente para
la precipitacién— resulta en una infraestimacion de los extremos en las predicciones. Ac-
tualmente, la manera de atajar este problema es realizando un remuestreo aleatorio desde
las distribuciones estimadas, lo que conlleva una pérdida de estructura espacio-temporal en
los campos de alta resolucién. Sin embargo, algunas topologias de DL como los Variational
Auto-Encoders (VAE, Kingma and Welling| (2013)) o los modelos generativos (GAN, Good-
fellow et al. (2014)) podrian ser de utilidad para la generacién de predicciones estocésticas
espacialmente consistentes, por lo que seran investigadas en detalle proximamente.

Ademas, es crucial seguir avanzando en el estudio de la interpretabilidad de las redes
neuronales —ndtese que este aspecto ha sido parcialmente resuelto en esta Tesis— con
el fin incrementar la confianza de la comunidad en este tipo de modelos, lo que podria
promover su uso en distintas aplicaciones climdticas (més alld del SD).

Finalmente, en el marco de una colaboracién internacional entre SMG y el Centre
National de Recherches Météorologiques (CNRM) que se inicié durante una de las estancias
realizadas a lo largo de esta Tesis, contemplamos abrir una nueva linea de investigacion
centrada en el uso de DL para construir emuladores estadisticos. Esta linea tratara de
dar respuestas a algunas de las preguntas clave que han sido formuladas en el Flagship
Pilot Study (FPS) sobre conveccién de CORDEXEt 1) ;Es un modelo de DL capaz de
aprender eficazmente el sistema de ecuaciones que caracterizan a un RCM? 2) Una vez
que se ajusta la red neuronal para una combinacion GCM-RCM particular, jtiene sentido
su utilizacién con el find de emular el mismo RCM pero acoplado a otros GCMs? 3)
. Tiene sentido utilizar en estudios climéticos una red que ha sido ajustada teniendo en
cuenta un escenario de emisién que difiere claramente del que se espera para el futuro? Los
resultados preliminares que se obtuvieron durante la estancia en el CNRM para un caso
de estudio concreto muestran que las CNNs desarrolladas en esta Tesis podrian suponer

una alternativa real al uso de RCMs.

13V éase https://www.hymex.org/cordexfps—convection/wiki/doku.php?id=home| para mds detalles


https://www.hymex.org/cordexfps-convection/wiki/doku.php?id=home

CHAPTER 2

Context, Objectives and Structure

2.1 Context

Numerical models are the main tool used nowadays to study the evolution of climate
at different time-scales, from a few days into the future (weather forecasting) to several
decades (climate change projections). These models solve numerically the equations that
describe the dynamics of the climate system (energy and mass conservation, Navier-Stokes
equations, etc.) over a discretized three-dimensional space formed by gridboxes. Compu-
tational limitations constrain the temporal and spatial resolution these models can achieve.
For instance, the Global Climate Models (GCMs) of the Coupled Model Intercomparison
Project Phase 5 (CMIP5, Taylor et al. (2012))) present spatial resolutions in between 1°
and 3°. These GCMs provide simulations for the entire globe based on different natural
and anthropogenic forcingsﬂ Despite current GCM have proved robust to reproduce key
large-scale circulation patterns, they usually misrepresent important processes that occur
at spatial scales smaller than the size of the model gridbox (e.g., convective precipitation).
To produce high-resolution climate fields which explicitly resolve regional-to-local features
is key to different socio-economic sectors such as energy, agriculture, hydrology and health,
which are in need of these products for the development of their particular activities (e.g.,
high-resolution wind fields are needed for energy generation, accurate precipitation es-
timates are needed for local water management). Moreover, they have become crucial
in the design of efficient adaption plans, to elaborate sustainable environmental policies,

and to assess the possible impacts of climate change at the regional-to-local level. For

The term forcing refers to any mechanism that has the potential to alter the Earth’s climate, for
instance changes in the energy balance of the planet due to a volcano’s eruption or to an alteration in the
concentration of greenhouse gases.

19
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these reasons, several worldwide initiatives aimed at providing accurate and top-quality
high-resolution climate products have recently emerged (e.g. the Coordinated Regional
Downscaling EXperiment (CORDEX)).

To improve the usability of the GCM outputs for impact applications, two conceptually
different approaches have been developed in the last decades: dynamical and statistical
downscaling. On the one hand, Dynamical Downscaling (DD) is based on the use of
numerical Regional Climate Models (RCMs) which simulate regional features of the climate
at a higher resolution over a limited area, driven at the boundaries by the coarse-resolution
GCM outputs (Rummukainen), 2010). On the other hand, Statistical Downscaling (SD)
relies on statistical models/algorithms which link the coarse-resolution outputs from the
GCMs (predictors) with the local observations (predictands) over the area of interest
(Maraun and Widmann|, 2018). Despite the relative merits and disadvantages of both
approaches, they are seen as complementary rather than mutually exclusive (see [Vrac
et al. (2012); |Casanueva et al.| (2019)) for illustrative examples). This Thesis focuses on a
particular type of SD —which is drastically cheaper than DD in terms of computational
resources— known as “Perfect-Prognosis” (PP).

The main particularity of PP is that the statistical models/algorithms linking the pre-
dictors and the predictand are built based on observations. For the predictors, reanalysis
dataﬂ are typically considered, whilst for the predictand either high-resolution gridded
data or station-scale records can be used. Once the statistical model is fitted in these
“perfect” conditions, it can be subsequently applied to GCM predictors to derive the cor-
responding high-resolution products up to the end of the century, based on a number of
possible socio-economic pathways. PP downscaling builds on three key assumptions with
regards to the quality of the statistical model inferred and its transferability from the
observational to the climate model space (Maraun and Widmann} 2018; [Maraun et al.
2019). These assumptions state that the low-resolution predictors considered to build the
statistical model 1) have to be informative enough for the local-scale, and 2) must be
realistically simulated by the GCMs at a distributional level. Moreover, for a meaningful
use under conditions not seen during the calibration phase (e.g., in climate change sce-
narios), 3) the statistical models should exhibit moderate extrapolation capabilities. To
date, a variety of techniques which include (generalized) linear models (Gutiérrez et al.|
2019)), analogs (Hewitson and Crane| [1996), support vector machines (Tripathi et al.|
2006)), random forests (Hutengs and Vohland, [2016) and very shallow neural networks
(Quesada-Chacon et al.l [2021]) have been employed to establish the link between the large

2 A reanalysis is a global gridded dataset that combines observations with short-range weather forecasts
through data assimilation, providing the most reliable representation of the actual state of the atmosphere
at a given time. Reanalyses are widely used by the climate community in different applications, especially
in regions with low density and/or quality of observational records.
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and the local-scale. Despite their several merits, none of these methods has the capabil-
ity to automatically handle high-dimensional input spaces without leading to overfitting,
reason why the predictor space needs to undergo tedious and “human-guided” feature
selection and/or reduction procedures before entering the statistical model for training/-
calibration/fit (Gutiérrez et al., 2019). This typically implies a loss of information which
can be relevant to explain the local variability of the target predictand.

In this context, the community has moved its attention to deep neural networks or
Deep Learning (DL, |Goodfellow et al. (2016)), with a special focus on convolutional-
base(ﬂ topologies. DL models have already beaten part of the existing battery of machine
learning models —especially in computer vision and natural speech recognition— and
have proved capable to 1) learn complex spatial patterns from data, and 2) automatically
deal with high-dimensional input spaces without leading to overfitting. These proper-
ties make DL models a potentially powerful candidate for a range of climate-oriented
applications, including statistical downscaling. Nevertheless, very few attempts —mostly
focused on synthetic use-cases based on image-super-resolution architectures (see [Vandal
et al. (2018b) for an illustrative example)— tackle the use of DL for this problem to date.
These first works show promising results and a good skill to reproduce local precipitation
and/or temperature fields, but they 1) are directly not applicable for PP downscaling
due to some methodological constraints, 2) lack from a rigorous analysis of their perfor-
mance when applied in PP mode, and 3) miss an evaluation of their appropriateness for

downscaling of GCM scenarios.

2.2 Objectives

Following from the previous considerations, this Thesis focuses on assessing the suit-
ability of deep learning topologies, in particular Convolutional Neural Networks (CNNs),
for the downscaling of GCMs over Europe under the PP paradigm. The following main

objectives will be addressed:

1. To test the applicability and performance of CNNs for climate downscaling in “per-
fect” conditions —i.e. based on reanalysis predictors.— In this regard, one of the key

features to examine will be their ability to deal with high-dimensional input spaces.

2. To evaluate the benefits and disadvantages of CNN multi-site topologies, as com-
pared to the equivalent single-site versions. We will analyze for this aim the implicit

regularization that occurs in multi-site architectures.

3 A Convolutional Neural Network (CNN, LeCun et al.| (1995)) is a specific type of neural-based topology
which is commonly employed to learn non-linear patterns in datasets in which the underlying spatial
structure is important (e.g., for images). CNNs are the main focus of this Thesis.
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3. To gain understanding about the internal functioning of CNNs, which are typi-
cally seen as “black-box” models. To do this, we will focus on the study of the
predictor-predictand link (i.e., influence of every input feature in the downscaling

model outputs).

4. To study the suitability of CNNs to downscale future climate change scenarios. To
do so, we will first evaluate the ability of CNNs to reproduce the observed climate
based on the historical scenario of a GCM. Then, we will explore their potential for

moderate and coherent extrapolation under one emission scenario, based on various

GCMs.

2.3 Structure

To accomplish the above goals, the Thesis is structured in four main parts: Intro-
duction (Part I), Data and Methods (Part II), Main Results (Part III) and Concluding
Remarks (Part IV).

Part T is formed by two introductory chapters. Chapter [3] presents SD as a way to
bridge the gap between the coarse resolution provided by the current GCMs and the
regional-to-local information required by most of impact applications. We devote special
interest to PP-SD —assumptions, techniques and limitations of this paradigm.— Chapter[4]
introduces the principles of deep learning and the CNNs used along this Thesis. Moreover,
a review of the literature that discusses the use of neural-networks in the context of climate
SD is also presented.

Part II consists on a single chapter which describes the methodological framework
followed in most of the analysis presented in this Thesis. In particular, Chapter ] describes
the datasets, SD methods and validation metrics used.

Part III is formed by two central chapters that present the main results of this Thesis,
which are based on six manuscripts published in prestigious international journals and
conference proceedings. On the one hand, Chapter [] assesses the suitability of CCNs for
PP-SD and is based on |Bano-Medina et al. (2020). Moreover, this chapter also includes an
analysis of multi-site CNN topologies, —based on Bano-Medina and Gutiérrez| (2019),—
and an exploratory study of the internal functioning of DL models for SD —based on |Bano-
Medina and Gutiérrez (2018) and Baiio-Medinal (2020).— On the other hand, Chapter [7]
studies the appropriateness of CNNs to downscale GCM simulations (both in historical and
future scenarios). This chapter is based on Bano-Medina et al.| (2021b) —which focuses
on a single GCM— and |Bano-Medina et al.| (2021a) —which uses CNNs to downscale an
ensemble of CMIP5 GCMs.—
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Finally, in Part IV, Chapter [§|summarizes the main conclusions of the Thesis, discusses

future lines of work and enumerates the main the achievements accomplished.
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Part 1

Introduction
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CHAPTER 3

Statistical Downscaling

3.1 Climate Modeling

Numerical models are the main tool used nowadays to study the evolution of climate
at different time-scales, from a few days into the future (weather forecasting) to sev-
eral decades (climate change projections). These models solve numerically the equations
that describe the dynamics of the climate system (energy and mass conservation, Navier-
Stokes equations, etc.) over a discretized three-dimensional space formed by gridboxes.
Computational limitations constrain the temporal and spatial resolution these models can
achieve —doubling the spatial resolution would require ten times more of computational
power to complete a simulation in the same time.— For instance, the Global Climate
Models (GCMs) included in the Coupled Model Intercomparison Project (CMIPEI) Phase
5 (CMIP5, [Taylor et al.| (2012))) present spatial resolutions in between 1° and 3°. These
GCMs provide worldwide simulations of a large number of meteorological variables based
on different natural (e.g. eruption of volcanoes) and anthropogenic forcings. Amongst the
latter, it is of particular importance the observed and estimated concentration of Green
House Gases (GHG) for historical and future periods, respectively. For the future, an
ensemble of possible emission trajectories were designed (mostly for CMIP5) based on
different socio-economic indicators. These trajectories are known as Representative Con-
centration Pathways (RCP, [Van Vuuren et al| (2011))) and are labelled according to the
radiative pressure that is expected for the year 21()q2|

LCMIP represents the most ambitious initiative for global climate modeling and has designed a wide
catalog of model intercomparison projects (MIPs) targeting different time horizons and socio-economic
sectors.

2For instance, RCP8.5 is an extreme emission scenario which assumes that GHG will continue to be
emitted to the atmosphere without restriction, reaching a radiative pressure of 8.5 W/m? by 2100. This

27
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Currently, 62 different GCMs from 29 different modeling groups have participated in
CMIP5 (an illustrative subset of models is listed in Table . This large variety is key
to characterize the inherent uncertainty associated to climate change simulations, which
is derived not only by changes in model formulation/parametrizations and by the use of
different RCPs, but also from the chaotic and non-linear nature of the climate system

itself.

Name Institution HR Reference
CanESM2 Canadian Centre for Climate Modelling and Analysis (2.812/2.79°) |Christian et al.|(2010)
Centre National de Recherches Météorologiques and 0/1 10 . .
T1-C'M5
CNRM-CM5 Centre Européen de Recherche et de Formation Avancée (1.4%/1.4%) Voldoire et al.|{2013)
MPI-ESM-MR Max-Planck Institut fiir Meteorologie (1.87°/1.87°) |Miiller et al.|(2018)
MPI-ESM-LR Max-Planck Institut fiir Meteorologie (1.872/1.87%) [Miiller et al.|(2018)
NorESM1-M Norwegian Climate Center (2.59/1.99) Bentsen et al.|(2013)
o National Oceanic and Atmospheric Administration 50 o

GFDL-ESM2M Geophysical Fluid Dynamics Laboratory (2.5%/2.02%)  [Dunne et al.|(2013)
EC-EARTH European-wide consortium (1.
IPSL-CM5A-MR  Institut Pierre Simon Laplace Climate Modelling Center (2.

20/1 12°) Doblas Reyes et al.|(2018)
Dufresne et al.|(2013)

N =
U!»—A
L
=
)
3
(=}
—

Table 3.1: An illustrative subset of the GCMs included in CMIP5, including the running
institution, the lon/lat horizontal resolution (HR) and the reference manuscript for each
model.

Nowadays, both public and private sectors elaborate mid- and long-term policies ac-
cording to the available climate change scenarios provided by the different GCMs. For
instance, CMIP simulations are analyzed in the periodic Assessment Reports (AR) elabo-
rated by the Intergovernmental Panel on Climate Change (IPCCEI), which ultimately are
used to support national adaptation plans in many countries. Nevertheless, policy makers
and stakeholders are often in need of high-resolution information which current GCMs
are not able to provide (despite model resolution has increased considerably during the
last decades due to the development of faster and more efficient computational infrastruc-
tures). These finer scale products are critical —especially in regions vulnerable to climate
change— for efficient design and management of energy plants, irrigation schemes, civil
and transport infrastructures, etc.

It is important to note that sub-grid processes which often drive the regional-to-
local climate are misrepresented in GCMs. This can be partially alleviated by intro-
ducing parametrization schemes as part of the model formulation (McFarlanel 2011)).
Parametrizations are complex empirical functions which allow to adjust the variable of in-
terest (e.g., precipitation) returned by the model towards more realistic values. However,

many works have reported substantial model biases (as compared to observational records)

is the scenario considered in this Thesis.

3IPCC is the panel of worldwide experts founded by the United Nations (UN) in 1988 which aims to
ease the communication between the scientific community and policymakers regarding the physical basis
and potential impacts of climate change.
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Low-resolution High-resolution High-resolution
(gridded) (station-scale)

O
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Figure 3.1: Diagram illustrating the spatial resolution of typical climate products; from
the coarse outputs of a GCM (left) to the high-resolution gridded or station-scale data
required by most of practical applications (middle and right, respectively). DD is used
to bridge the gap between low- and high-resolution gridded products whilst SD can be
employed to pass from the coarse to the local scale based either on gridded data or in
station-wise measurements.

for particular variables and/or locations regardless of the use of tuned parametrizations

(see, e.g., Kotlarski et al., [2014)). For instance, this is the case of mountainous regions in

which precipitation is often triggered by convective events related to the local orography,
or coast borders where the land-sea interface determines the appearance of pronounced
temperature gradients. Moreover, parametrizations do not modify the original resolution
of the model towards finer grids, and therefore they are not enough to bridge the scale
gap that hinders the use of GCMs in real-life problems (Demory et all 2020)).

In this context, downscaling emerged as a tool to improve the usability of the coarse
resolution outputs provided by the GCMs (see Figure|3.1)). In particular, two conceptually
different approaches have been developed during the last decades to this aim: dynamical

downscaling (DD) and statistical downscaling (SD).
DD is based on the use of Regional Climate Models (RCMs) which numerically solve

the equations describing the dynamics of the climate system over a relatively small area
(e.g., Europe), driven by GCM outputs at the boundaries (Rummukainen|, 2010). As a
consequence of running on finer grids, RCMs are typically better than GCMs at repro-
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ducing the observed climate in regions where it is mostly determined by local phenomena.
Moreover, studies also point to an improvement of DD over GCMs in regions with a low
dependence on local mechanisms (Sgrland et al., 2018)). Nevertheless, RCMs tend to in-
herit some of the limitations from the driving GCMs such as biases in the atmospheric
fields (Christensen et al. [2008) and require powerful computational infrastructures to run.

Differently, SD establishes empirical relationships between the large-scale and a set
of observational records at the local-scale (Maraun and Widmann| 2018). As a result of
being calibrated directly with observations, SD models are expected to present very small
biases (as compared to observations) over the training period. Moreover, SD is drastically
cheaper than DD in terms of computational resources and requires much shorter times
—e.g., the calibration of a typical SD model can take minutes or hours, depending on the
particular technique used and the extension of the area of study.— However, SD needs
high quality, long enough observational records to establish robust links between the large-
and the local- scale, which limits its applicability in many regions of the world. Also, SD
does not take into account the physical principles linking the large- and the local-scale,
which typically results in worse spatio-temporal coherence than RCMs. Furthermore, SD
models can not capture small-scale dynamical changes, since they are not reflected in
the large-scale predictors (Vrac et al., 2007b)). Finally, the key limitation of SD is the
stationary assumption, as the statistical models learnt over a given period (e.g. the recent
past) are assumed to remain valid for other periods (e.g. the end of the century) in which
the synoptic patterns may differ. This is especially relevant for the SD of long-term climate

change scenarios (Gutiérrez et al., [2013]).

Statistical Downscaling (SD) Dynamical Downscaling (DD)

Unbiased predictions
since it is calibrated directly
with observations

Reduces the bias of GCMs
but generates its own bias

Computationally expensive
and requires sophisticated
supercomputers (~ months)

Computationally cheap
(~ minutes/hours)

It is not based on physical principles, It is based on physical principles,
and spatio-temporal consistency is and therefore ensures inter-variable
not granted and spatio-temporal correlations

Table 3.2: A comparative summary between statistical and dynamical downscaling.

Several intercomparison studies between DD and SD have been carried out (see, e.g.,
Murphy), [1999; Haylock et al., [2006; Schmidli et al.l 2007} |[Vaittinada Ayar et al., 2016),
illustrating the mentioned issues (see Table for a comparative summary). Nowadays,

DD and SD are seen as complementary rather than mutually exclusive (see |Vrac et al.
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(2012) for an example). For instance, SD is often used to remove the systematic biases
of RCMs (Casanueva et al., 2019). The next section is devoted to explain the different

approaches and techniques available for SD, the focus of this Thesis.

3.2 Statistical Downscaling

This section provides a brief overview of the three different approaches available for SD:
Perfect-Prognosis (PP), Model Output Statistics (MOS) and Weather Generators (WG).
The interested reader is referred to Maraun and Widmann| (2018)) for further details.

PP-SD is based on the use of transfer functions or algorithms which allow to establish
empirical links between a low- and a high-resolution dataset of observations. For the
former, reanalyses are typically used, whilst for the latter, either high-resolution gridded
data or station-scale records can be employed. Once the statistical model is fitted in these
“perfect” conditions, it can be applied to derive high-resolution downscaled fields of the
variable of interest using as inputs GCM predictors under different scenarios (e.g. historical
and RCP simulations). Typical PP techniques include linear (Huth, [2002; (Chandler and
Wheater}, [2002; Fealy and Sweeney, [2007; Hertig et al., 2013} Beecham et all [2014) and
non-linear (Vrac et al., 2007a; Huth et al.l [2008; |Chen et al., 2010; |Quesada-Chacén et al.|
2021; |Olmo and Bettolli, [2021)) regression methods, and analogs (Zorita and Von Storch,
1999; [Walton et al., [2020).

MOS-SD aims to build statistical relationships which link the variable of interest (e.g.
precipitation) simulated by a particular climate model (either a GCM or a RCM) with the
corresponding observational record at a given site. This is often done by mapping some
order-moments (e.g. the mean, the variance, and/or different percentiles) of the simulated
distribution to the observed one. Once fitted over a determined period (e.g. the recent
past), this link can be subsequently used to correct the outputs of the same GCM/RCM
for other time periods (e.g. future decades). In climate change studies, MOS basically
reduces to bias adjustment techniques, which have become increasingly popular during the
last years. These range from simple additive or multiplicative scaling corrections (Durman
et al., [2001; lizumi et al., 2011; |Casanueva et al., |2013|) to more distributional-oriented
ones (Piani et al., [2010; Lafon et al.l [2013; Turco et al., 2017} [Fauzi et al., 2020), such
as quantile mapping (Panofsky et al., [1958). The latter performs a quantile-to-quantile
adjustment of the probability functions of the variable of interest (see, e.g.,|Maraun et al.|
2010; [Teutschbein and Seibert, 2012 [Maraun et al., 2017a; Manzanas et al., [2020b)). MOS-
SD essentially refines the climatological detail of the fields, but do not add significant value
since the spatial and temporal structure of the downscaled series are largely inherited from

the climate model. Therefore, MOS methods are most commonly used to post-process
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RCM outputs (e.g. to correct their systematic biases) or to bridge the scale-gap when the
resolution of the climate model is close to the target resolution.

Finally, WG (see [Wilks and Wilby| (1999) and |Ailliot et al| (2015) for a review) is
aimed at learning the distributional moments of the variable of interest at a given site
from an observational record. For instance, it is common to estimate the parameters of an
exponential function to model the observed wet-day distribution. Afterwards, a synthetic
time-series which preserves the statistics of the observed climate can be generated by
sampling from the estimated probability function. To downscale future projections, the
calibrated parameters are perturbed —in a manner consistent with the climate change
projected by the GCM/RCM of interest— to produce local series under different emission
scenarios (Kilsby et al.; 2007} Keller et al., 2017; [Vesely et al., 2019). WGs are commonly
built on a monthly basis (i.e., a WG per month, see Wilks| (2010|) for an illustrative case-
study), or conditioned to certain atmospheric patterns. For instance, [Bardossy and Plate
(1992) and |[Fowler et al. (2000 have produced synthetic series of precipitation based on
different weather types. It is of special interest to this Thesis the hybrid PP-WG approach
in which large-scale reanalysis predictors are linked —based on some transfer function,—
to the parameters of a selected probability function, describing the variable of interest at
a given site. For instance, |Williams| (1998]) and |Cannon| (2008|) deploy linear and neural
network models, respectively, to learn daily Bernoulli-Gamma distributions describing
local precipitation, which are conditioned to the large-scale atmospheric situation (further
details on this topic are given in section . This approach permits to overcome the
miss-representation of the extremes of some PP-SD downscaled series —which appears
when predictors lack from a sufficient informative power to explain the local variability,—
by sampling from the estimated conditional distributions.

This Thesis focuses on PP downscaling. Therefore, the rest of the chapter is devoted

to a deeper explanation of this particular approach.

3.3 Perfect-Prognosis Statistical Downscaling

As explained, SD is based on empirical functions that link the large-scale atmospheric
situation to the local scale of the variable of interest (typically daily temperature or pre-
cipitation). Under the PP approach (see Figure , this link is inferred building on a
particular statistical method —e.g., analogs, generalized linear models, etc.— consider-
ing observational datasets for both the predictors (reanalysis) and the predictand (e.g.,
station-scale records). The so-constructed model can be applied then to produce local
downscaled projections using as inputs the large-scale variables simulated by the GCMs

under different scenarios (for instance, future RCPs).
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The following sections dig into the details of different methodological aspects that are
key for PP-SD.

Large-scale ; i
Predictors Linear Regression
2 uti Model calibration in "perfect” conditions Generalized Linear Models Local-scale
(2° resolution) Support Vector Machines Predictands
1 Pre-processing of reanalysis predictor variables Neural Networks (0.5° resolution)

/1 Random Forest
2 Model calibration ——> ygps = f(X,ea), Where f()

Downscaling of climate simulations

1 Pre-processing of GCM predictor variables Observations (ygps)

2 Model prediction —— 'y = f(Xgom) Downscaled field (y)

Reanalysis (xpg3)

GCM simulations (xgcm)

Figure 3.2: Diagram illustrating the different phases of a typical PP-SD experiment. First,
large-scale reanalysis predictors (at a spatial resolution of 2° in this example), 2ycq, are
linked to a high-resolution gridded observational dataset, yops (at 0.5°) through an em-
pirical functions, f(), which is learnt based on a given SD method (see section for
details). Subsequently, f() can be applied to derive the high-resolution downscaled field
of the variable of interest, y, using as inputs GCM predictor variables, xgcn,. Note that
some processing of the predictors is usually performed (for instance, standardization is
normally applied to avoid scale artifacts in the downscaled results).

3.3.1 Cross-Validation

When assessing the performance of any SD technique it is crucial to rely on a proper
cross-validation scheme; otherwise, misleading conclusions may be obtained. Hold-out is
the simplest approach to do so. It consists of dividing the entire observational datasets
into independent train and test sets. Whilst the former is used for model calibration, the
latter is used to assess the generalization capacity of the SD model, ensuring it does not
incur into overfitting. One of the key advantages of hold-out cross-validation is that it
allows for evaluating whether or not a given SD method presents “moderate” extrapolation
capabilities. This can be done by wisely selecting train and test periods with different
climatological properties. This kind of analysis is crucial if the SD model is planned to be
used for downscaling of climate change scenarios, since it should be able to work reasonably
well under new conditions which may have not occurred during the calibration phase.
Hold-out has evolved to a more sophisticated splitting of the data, called k-fold cross-
validation (Markatou et al.,2005)), which splits the data —either random or chronologically—
in K folds. The SD model is tested on each of the K folds separately, using the remaining
K — 1 folds for model calibration. By doing so, a complete prediction covering the full

period can be recovered by appropriately concatenating the results from the K models.
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Given the importance of the temporal structure in climate data, chronological partitioning
is often used (Gutiérrez et al., 2019) for SD.

3.3.2 Key Assumptions

In a climate change downscaling context, the PP approach needs to fulfill the following

key assumptions (see, e.g., Maraun and Widmann, 2018; Maraun et al., [2019):

e The predictors chosen have to be informative, i.e, they should explain a large fraction
of the temporal variability of the predictand of interest. Moreover, they should carry
the climate change signal —typically, this is ensured by including some temperature
and /or humidity variables in the predictor set.— Otherwise, the downscaled projec-

tions might not reflect the changes that are expected in future climate conditions.

e The predictors chosen have to be realistically simulated by GCMs in both recent 