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Sommaire

L’imagerie par résonance magnétique de diffusion (IRMd) est une technologie
d’imagerie médicale non-invasive permettant de cartographier la structure axonale
du cerveau et d’en extraire des mesures d’orientation et d’intégrité de la matière
blanche. Malgré l’intérêt que connaît le domaine de la recherche en IRMd depuis
presque 40 ans, un faible pourcentage des techniques modernes développées sont uti-
lisées au niveau clinique et hospitalier. Cela vient en grande partie du fait que la
communauté connaît un grand problème de variabilité et de validation, rendant la
mise en application des technologies ardue et risquée. Pour valider l’exécution d’un al-
gorithme ou la validité d’une théorie, comme aucune mesure étalon n’existe en IRMd,
il est usuel de chercher à reproduire les résultats observés chez les humains dans le
cerveau d’animaux similaires. Pour cela, les primates sont particulièrement intéres-
sants, puisque la morphologie de leur cerveau est très proche de celle de l’humain.
Cependant, peu d’outils de traitement automatisés dans le domaine de l’IRMd déve-
loppés pour l’humain s’exécutent correctement sur les images de petit animal ou de
primate. Les images sont acquises à des résolutions spatiales plus fines et angulaires
plus riches et souffrent généralement d’artéfacts plus intenses, requérant plus d’itéra-
tions pour converger et une configuration fine des paramètres d’exécutions. Dans ce
mémoire, nous présentons un nouvel outil d’automatisation de traitement des données
d’IRMd, pouvant être utilisé pour produire des modèles et des mesures de diffusion.
Nous exposons son implémentation modulaire permettant une maintenance simple
des dépendances, modules et algorithmes et une configuration étendue des étapes de
traitement. Nous démontrons la robustesse et la reproductibilité de son exécution
sur des données d’IRMd haute résolution. Nous présentons aussi une étude de la
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Sommaire

variabilité des données de diffusion de primates contenues dans la base de données
PRIME-DE.

Mots-clés: Imagerie médicale ; Résonance magnétique ; Diffusion ; Modélisation ; Ar-
téfacts ; Automatisation ; Calcul Haute-Performance ; Variabilité ; Reproductibilité ;
Primate.
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Abréviations

2D deux dimensions

3D trois dimensions

4D quatre dimensions

ACP Analyse en Composantes Principales

AF Anisotropie fractionnelle

AP Acquisition en phase Antérieur-Postérieur

CDA Coefficient de diffusion apparent

DIAMOND Distribution d’environnements microstructuraux anisotropes en IRMd

DSC Déconvolution sphérique contrainte

FDO Fonction de distribution d’orientations

FDOd FDO de diffusion

FDOf FDO de fibre

ITD Imagerie par Tenseur de Diffusion

IRM Imagerie par Résonance Magnétique

IRMd IRM de diffusion

MMT Modèle multi-tenseur

PA Acquisition en phase Postérieur-Antérieur

PG Processus gaussien

PRIME-DE Primate Data Exchange
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Introduction

L’imagerie par résonance magnétique (IRM) est une technique d’imagerie utili-
sant les propriétés magnétiques de la matière pour créer des contrastes permettant
de différentier les tissus organiques. Puisque les champs magnétiques produits par les
équipements sont inoffensifs pour les êtres vivants et que les processus de sensibili-
sation magnétique et de réception du signal sont physiquement découplés du tissu
lui-même, elle est non-invasive, ce qui la rend particulièrement intéressante pour le
diagnostic médical d’organes importants, comme le cerveau. Une des modalités d’ima-
gerie rendue possible par cette technologie, l’IRM de diffusion (IRMd), est sensible
au mouvement des molécules d’eau résidant au sein des tissus et connaît aujourd’hui
un âge d’or en recherche neuromédicale, puisqu’elle permet d’imager les réseaux créés
par les axones des différents neurones composant la matière cervicale. Elle ouvre la
porte à l’étude de la connexion entre les zones du cerveau, d’où émergent les capacités
cognitives des êtres vivants, des propriétés de ses tissus et des effets de troubles et
pathologies cognitives sur ces dernières.

Les racines de l’IRMd remontent aux années 80, par la découverte de l’effet de la dif-
fusion des molécules sur le signal de résonance magnétique par Le Bihan [31] dans des
expériences de résonance magnétique nucléaire. On doit ensuite à Basser la première
modélisation du lien entre le signal IRM et le phénomène de diffusion par un tenseur
3D [5], technique ensuite popularisée par Le Bihan sous le nom d’imagerie par tenseur
de diffusion (ITD) [32], grandement utilisée dans la recherche neuromédicale de nos
jours. Plusieurs autres modèles ont depuis vu le jour, cherchant à outrepasser les limi-
tations du modèle tensoriel original, à représenter plus fidèlement la géométrie et les
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Introduction

propriétés des tissus imagés. Des modèles, comme la distribution d’environnements
microstructuraux anisotropes en IRMd (DIAMOND) [48] utilisent une collection de
plusieurs tenseurs pour relaxer la contrainte gaussienne du modèle original, ce qui lui
permet de mieux refléter l’hétérogénéïté des propriétés des tissus au sein d’un même
voxel et des zones de croisement de plusieurs axones. D’autres, comme la fonction de
distribution d’orientation de fibres (FDOf) [53], omettent l’estimation des propriétés
quantitatives de diffusion pour mieux modéliser la distribution angulaire des axones.

Bien que des modèles de plus en plus sophistiqués sont développés pour repré-
senter le signal de diffusion, les techniques innovatrices dans le domaine de l’IRMd
sont encore aujourd’hui sous utilisées par les experts médicaux dans les applications
cliniques et hospitalières. Les performances du matériel utilisé sont limitées par les
avancées technologiques, ce qui contraint les études à opérer sur les images de qualité
sous-optimale. Une quantité admirable d’algorithmes et de solutions informatiques
ont été développés pour renverser les effets d’une panoplies d’artéfacts d’acquisition
possibles à l’IRM et augmenter le ratio signal sur bruit. Malgré tout, les limitations
matérielles forcent à restreindre la résolution des images acquises au point où les
voxels obtenus sont de taille de plusieurs ordres de magnitude au-dessus de celle des
tissus cérébraux. Cela accentue la présence de voxels aux contenus complexes, com-
posés d’une mixtures de plusieurs tissus aux multiples orientations et propriétés de
diffusion, qui rend l’estimation de modèles ardue.

Un processus de validation rigoureux et extensif est donc nécessaire afin de valider
consciencieusement la légitimité de ces derniers et la qualité des images acquises. Puis-
qu’une mesure étalon parfaite du signal d’IRM n’est pas possible, les chercheurs ont
recours à une variétés de techniques différentes, comme l’harmonisation des processus
d’acquisition entre les centres de recherche, les études longitudinales, la comparaison
entre espèces, la comparaison entre modalités à multiples résolutions et l’histologie,
entre autres. La sélection d’une ou plusieurs techniques de validation doit être méti-
culeuse. Elle est intimement liée au type d’étude opérée et à son analyse statistique
et chaque technique vient avec son ensemble de limitations et de difficultés d’implé-
mentation.
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Introduction

Une attention particulière doit être portée aux outils de traitement des données uti-
lisés, puisqu’ils peuvent être en eux-même source de variation dans les observations
lors d’analyses statistiques opérées subséquemment. Certains algorithmes s’appuient
sur les nombres aléatoires pour fonctionner et doivent être paramétrés pour assurer
des comportements reproductibles lors d’analyses de groupes. D’autres doivent être
soigneusement configurés pour assurer un résultat optimal en un temps décent. C’est
particulièrement le cas dans les analyses entre espèces, où la résolution spatiale des
images et l’intensité des artéfacts d’acquisition varient beaucoup d’un spécimen à
l’autre. Malheureusement, encore aujourd’hui peu d’outils développés pour l’IRMd
chez l’être humain sont employés chez le primate et le petit animal. La majorité des
solutions de traitement automatique des données humaines ne les supportent pas,
faute de capacités de configuration et d’adaptation requises pour prendre en charges
les particularités présentes dans leurs images.

Dans ce mémoire, nous proposons un nouvel outil développé pour faciliter et uni-
versaliser entre les sujets humains et primates le traitement automatique d’images
d’IRMd. Ce dernier se concrétise en une librairie et un pipeline de traitement basés
sur des technologies de pointes couramment utilisées dans le domaine de la recherche
en IRM et codé en Nextflow [10], un langage de méta-programmation permettant
de créer des arbres de traitement de façon modulaire. L’implémentation modulaire
choisie lors de l’élaboration du projet permet un haut niveau de réutilisation du code
et de grandes capacités d’adaptations en cas de changements dans la structure de
données d’entrée ou d’étapes dans la chaîne de traitement. Nous présentons aussi,
par le biais d’un article rédigé en cours de maîtrise, l’utilisation de notre pipeline
de traitement sur une base de données hétérogène d’images d’IRMd de primates, la
PRIME-DE [33, 35]. Cette dernière contient des données à multiples résolutions spa-
tiales, à haute résolution angulaire, provenant de plusieurs sites à travers le monde
et exhibant des artéfacts d’acquisitions à plusieurs niveaux d’intensité. Ces données
d’abord sont utilisées pour valider la haute reproductibilité des étapes de traitements
disponibles dans le pipeline, puis pour quantifier les sources possibles de variabilité
des mesures de diffusion générées par l’exécution dudit pipeline.
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Afin de préparer le lecteur non-familier avec l’IRMd, une brève introduction à
la théorie et un survol des modèles utilisés aujourd’hui pour représenter le signal de
diffusion est présentée au chapitre 1. S’en suit une courte exposition d’artéfacts d’ac-
quisition fréquents en IRMd et de techniques utilisées pour les corriger au chapitre 2.
Le chapitre 3 porte sur les technologies employées au cours de cette maîtrise pour
automatiser le processus de traitement d’images d’IRMd. Finalement, le chapitre 4
présente l’article couvrant le développement du pipeline de traitement implémenté
lors de cette maîtrise. Il contient aussi une étude de reproductibilité du traitement
effectué par le pipeline, ainsi qu’une étude approfondie de la variabilité des données
contenues dans une banque d’images de diffusion haute résolution de sujets primates.
Nous concluons avec un bref rappel du contenu théorique et pratique présenté dans
le mémoire et l’article, une courte discussion sur l’étude de variabilité et le pipe-
line de traitement développé et exposé dans ce dernier, ainsi qu’une énumération des
contributions apportés par le travail exécuté.

4



Chapitre 1

Cartographier le cerveau en
suivant les molécules d’eau

Ce chapitre présente de manière non-exhaustive les éléments théoriques de base
nécessaires pour comprendre l’imagerie par résonance magnétique de diffusion. En
premier lieu sont abordés brièvement les principes de formation d’un signal par réso-
nance magnétique et les effets de la diffusion d’une molécule sur ce dernier. S’en suit
une sommaire exposition de la théorie utilisée pour décrire le phénomène de diffusion
et ses propriétés. Pour conclure, une esquisse de l’état de l’art des outils de modéli-
sation en imagerie par résonance magnétique de diffusion est dressée. Cette section
présente un ensemble de modèles couramment utilisés, leurs particularités, ainsi que
leurs forces et faiblesses.
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1.1. Diffusion et magnétisme

1.1 Diffusion et magnétisme

𝝎 𝝎
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Figure 1.1 – Phénomène de précession des molécules dans un champ magnétique.
Les flèches en jaune représentent l’orientation du moment magnétique dipolaire ~S
respectif de chaque molécule, celles en rouge la magnétisation moyenne ~M du groupe.
(A) Les molécules au repos. (B) Après application du champ magnétique externe B0,
les moments ~S entrent en précession autour de l’orientation de ce dernier. (C) Une
impulsion électromagnétique oscillant à la fréquence de précession ω est appliquée
pendant un temps τ nécessaire pour modifier l’orientation des moments ~S de 90◦ ; la
magnétisation maximale bascule dans le plan π orthogonal au champ B0.

L’imagerie par résonance magnétique est une modalité d’imagerie médicale per-
mettant d’encoder la configuration spatiale de molécules résidant au sein de tissus
organiques en tirant profit de leurs propriétés magnétiques [30]. Plusieurs molécules
composant les cellules du vivant, c’est-à-dire l’eau, des métabolites comme le cholesté-
rol, l’insuline, le neurotransmetteur GABBA, etc., possèdent un moment magnétique
dipolaire ~S, à la manière d’un petit aimant. Sous l’effet d’un champ magnétique
puissant B0, ces dernières voient leur moment ~S entrer en précession à une fréquence
précise ωm = γmB0 autour de l’axe du champ externe B0, proportionnelle à la force de
ce dernier et au moment gyromagnétique propre de la molécule γm [38, 40, 43]. Sous
cet effet de conditionnement, il est alors possible d’influencer l’orientation des mo-
ments ~S des molécules via l’émission d’impulsions électromagnétiques à la fréquence
propre ωm, tel qu’illustré à la figure 1.1.
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1.1. Diffusion et magnétisme

DÉPHASAGE

(A) (B)

𝝎

t

Figure 1.2 – Suite au basculement de la magnétisation dans le plan orthogonal au
champ externe B0, les moments magnétiques des différentes molécules (flèches en bleu)
sont alignés (A). Leur mouvement de précession recommence et, par des interactions
entre les molécules, les moments déphasent au fil du temps. Le signal capté par les
récepteurs, qui était d’abord maximal, voit son amplitude décroître exponentiellement
plus le déphasage entre les différents moments augmente (B).

C’est suivant ce principe qu’un scanner IRM influence les molécules au sein des tissus
pour générer un signal. Suite à l’application du champ B0, une impulsion est émise
pour influencer les moments ~S, résultant en un basculement de la magnétisation ~M

dans le plan π lui étant orthogonal, où sont placé des bobines de réception. Comme
~M oscille également à la fréquence ω, un phénomène d’induction magnétique est créé
dans les bobines de réception, résultant en la génération d’un signal électrique pouvant
être capté. Des interactions entre les molécules menant à des déphasages dans la
fréquence de précession ω et au réalignement des différents moments ~S avec le champ
externe provoquent ensuite une décroissance exponentielle de la magnétisation ~M

dans le plan π. Le phénomène permettant l’acquisition d’un signal par les récepteurs
est donc appelé induction libre décroissante [17] et est illustré à la figure 1.2.
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1.1. Diffusion et magnétisme

DÉPHASAGE
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REPHASAGE

ÉCHO

DÉPHASAGE

Impulsion 
EM 180°

𝝎

t

Figure 1.3 – Signal résultant d’une expérience de Spin-Echo. (A) Suite à l’impulsion
électromagnétique, les moments ~S basculent dans le plan π. (B) Ils entrent en préces-
sion autour de l’axe orthogonal au plan π et commencent à déphaser et à se réaligner
avec cet axe. (C) Une impulsion électromagnétique est appliquée pour refocusser les
moments ~S, son action est analogue à une rotation de 180◦ autour d’un des axes
du plan π (l’axe vertical). (D) Après un certain temps, les moments ~S se réalignent,
résultant en une réapparition du signal dans les bobines de réception appelée echo.
(E) Suite à l’écho, les phénomène de déphasage et d’alignement avec l’axe orthogonal
au plan π reprennent leur cours.

Afin de faciliter l’acquisition du signal au moment où M est maximal dans le plan π,
une seconde impulsion est utilisée faisant basculer les moments ~S de 180◦, permettant
de renverser les effets du réalignement avec le champ B0 et des déphasages subits
par les différentes molécules. La technique consistant en la combinaison de ces deux
impulsions est appelée Spin-Echo [16] (figure 1.3) et est utilisée pour générer le signal
composant tous les contrastes acquis par un scanner IRM.

La sensibilisation au phénomène de diffusion des molécules se produisant dans les
tissus observés est réalisée par l’ajout d’un gradient magnétique ~q [31] après l’appli-
cation de chaque impulsion électromagnétique, modifiant la configuration spatiale du
champ B0. Une molécule diffusant hors du plan orthogonal à ce gradient voit donc
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1.1. Diffusion et magnétisme
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𝝎𝝎

𝝎
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𝝎𝝎
+

Figure 1.4 – Déphasage d’une molécule se déplaçant dans le champ du gradient. Un
gradient est une modification locale du champ B0 suivant une direction ~q donnée.
Une molécule (la molécule verte) au centre du gradient qui n’a pas diffusé (ne s’est
pas déplacée) n’est pas affectée, puisqu’il n’a à cet endroit aucun effet. La vitesse de
précession de son spin ω reste donc inchangée. Une molécule (la molécule bleu) qui
se déplace du centre du gradient vers une zone où son effet est négatif voit sa vitesse
de précession ω− diminuer. Inversement, une molécule (la molécule rouge) qui diffuse
vers une zone positive voit sa vitesse de précession ω+ augmenter.

la fréquence de précession de son moment ~S varier proportionnellement à la distance
qu’elle parcoure. Un schéma décrivant l’effet est présenté à la figure 1.4.

Cela se traduit en un déphasage supplémentaire du moment ~S et, comme les effets de
la diffusion ne sont pas renversés par la seconde impulsion, ce dernier perdurera lors
de l’acquisition de l’écho, résultant en une réduction de l’amplitude du signal capté.
Cet effet, maximal lorsque la direction du gradient est parallèle à celle du mouvement
de diffusion au sein du tissu étudié et minimal dans le plan orthogonal au gradient
[7], est décrit par

S(~q) = S0

∫
R3
P (~r)e2πi~qT~rd~r . (1.1)
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1.2. Modélisation du phénomène de diffusion

Cette relation correspond en fait à la formulation de la transformée de Fourier multi-
variée inverse de l’espace des positions décrit par les variables ~r à l’espace des gradients
par les ~q, aussi appelé q-espace.

1.2 Modélisation du phénomène de diffusion

Afin d’extraire les propriétés du phénomène de diffusion duquel découlent les
contrastes contenues dans les volumes d’IRMd, il est nécessaire de modéliser la dis-
tribution des déplacements P (~r) de l’équation 1.1. Au fil des années, plusieurs de ces
modèles ont été élaborés par la communauté scientifique, pouvant être regroupés en
deux grandes familles :

— Les modèles purement mathématiques. Ces modèles ne posent pas d’a priori
sur les propriétés anatomiques des tissus étudiés, mais plutôt sur les propriétés
géométriques du signal de diffusion.

— Les modèles anatomiques. Ceux-ci posent des hypothèses permettant de relier
les propriétés anatomiques au signal obtenu, par l’utilisation de relations ma-
thématiques déterministes ou en supposant ces propriétés comme ayant des
effets stochastiques répondant à des distributions statistiques précises.

1.2.1 Représentation tensorielle

Une des première représentation à avoir été utilisée pour décrire la diffusion dans
les images d’IRMd est la représentation tensorielle. Elle a mené à l’élaboration d’un
grand nombres de modèles appartenant à la deuxième famille énoncée ci-haut. Leur
but est habituellement de trouver au sein des voxels le ou les tenseurs permettant
d’expliquer la distribution angulaire de la diffusion des molécules et de quantifier le
potentiel de diffusion suivant ces orientations.
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1.2. Modélisation du phénomène de diffusion

Mouvement moléculaire

La diffusion des molécules est un phénomène dont l’étude est menée depuis main-
tenant plusieurs décennies. C’est à Einstein que l’on doit, en 1905, la description
par le mouvement brownien [11] des principes de déplacement moléculaire. Dans ces
travaux, le processus de diffusion libre est gouverné par une probabilité gaussienne
représentant les possibilités de retrouver une molécule à la position x après un certain
temps de diffusion t suivant l’équation

P (x, t) = N√
(4πDt)d

e−
x2

4Dt , (1.2)

avec N le nombre de molécules considérées, D le coefficient de diffusion de ces der-
nières et d le nombre de dimensions du problème considéré. Il est à noter que pour
être conséquent, il est considéré que toutes les particules se trouvent à l’origine au
temps t = 0, ce qui se traduit en la moyenne nulle de la distribution P (x, t). C’est
ensuite en faisant l’analyse de P (x, t), plus spécifiquement en calculant son second
moment, que l’on retrouve la relation centrale de l’étude du phénomène de diffusion

x2 = 2dDt −→ x ∼
√

2dDt . (1.3)

Cette dernière lie le déplacement moyen des molécules au coefficient de diffusion et
au temps laissé aux molécules pour diffuser, plus spécifiquement que ce déplacement
est proportionnel à la racine carrée du temps de diffusion.

Compartimentation et restriction

L’étude des molécules et de leurs propriétés diffusives est très intéressante, mais
les équations présentées ci-haut permettent d’élargir le champ à la description du
milieu dans lequel elles résident. Supposons un groupe de N molécules résidant à
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1.2. Modélisation du phénomène de diffusion

Figure 1.5 – Diffusion contrainte par une barrière circulaire. Puisque le temps de
diffusion simulé est trop court, les molécules n’ont pas eu le temps d’entrer en collision
avec cette dernière. Les courbe de déplacement théorique (jaune) et mesuré (vert)
se chevauchent et le coefficient de diffusion estimé (courbe en rouge) est stable et
oscille autour du paramètre utilisé pour la simulation (3× 10−12m2/s), indiquant que
l’équation 1.3 est respectée et que le phénomène est analogue à de la diffusion libre.
Les petites oscillations présentes sont dues au nombre limité de particules simulées
(10000) et au pas d’itération non-infinitésimal (5µs).

l’origine d’un médium isotrope muni d’une barrière à une distance R de l’origine.
Laissons ensuite les molécules diffuser au fil du temps. Loin des limites du médium,
le phénomène se déroule comme si aucune contrainte d’espace n’existait, respectant
l’équation 1.3, comme illustré à la figure 1.5.

Cependant, ce comportement change plus elles s’éloignent du centre et commencent
à entrer en collision avec la barrière. Le déplacement moyen des molécules ne répond
alors plus à une loi de probabilités gaussienne et le coefficient de diffusion D ne peut
plus y être associé simplement par le biais de l’équation 1.3, comme le montre la
figure 1.6. Il est cependant possible de poser une relation similaire à (1.3) telle que
x2 = 2dDeff t en considérant Deff = DΦ, où Φ représente les effets restrictifs posés
par la barrière. C’est cette mesure qui est encodée dans les images acquise par l’IRMd,
permettant d’identifier les propriétés géométriques des tissus acquis y étant reliées.
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1.2. Modélisation du phénomène de diffusion

Figure 1.6 – Diffusion avec barrière isotrope. Le temps d’itération total est assez grand
pour que les molécules entrent en interaction avec la barrière, menant à un bris de la
relation 1.3 puisque le déplacement moyen ne répond plus à une loi normale.

Mesurer l’anisotropie

Tel que définit par l’équation 1.3, seul le mouvement libre ou isotropiquement
restreint est descriptible, du fait qu’elle ne considère pas de dépendance angulaire
de la diffusivité de molécules. Cependant, l’on doit à Basser [6], par l’entremise de
dérivations de Stejkal et Tanner [49, 50], une extension de l’équation, définissant la
diffusivité au moyen d’un tenseur, permettant de capturer correctement les effets
d’une barrière anisotrope suivant

P (~r, t) = N√
(4πt)3‖D‖

e−
~rTD−1~r

4t . (1.4)

Cette équation redéfinit le phénomène utilisant ~r le vecteur de position d’une particule
et D le tenseur de diffusion. Elle permet ainsi d’encoder une mesure de la diffusion
par rapport à n axes de référence indépendants - typiquement les axes orthogonaux
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1.2. Modélisation du phénomène de diffusion

Figure 1.7 – Projection des vecteurs et valeurs propres d’un tenseur en 3 dimensions
symétrique défini-positif sur l’ellipsoïde. Ce type de tenseur peut-être décomposé en
le produit d’une matrice de rotation composé des vecteurs propres du tenseur par
une matrice diagonale des valeurs propres leur étant associée. Les vecteurs propres
définissent les axes principaux de l’ellipsoïde et les valeurs propres leur rayon respectif.

d’un système de référence euclidien - sous la forme d’une matrice symétrique définie
positive Dn×n

D =


D11 D12 . . . D1n

− D22 . . . D2n
... ... . . . ...
− − . . . Dnn

 . (1.5)

Pour un tenseur D donné, il est ensuite possible d’étudier la valeur de diffusitivé en
l’orientation d’une direction ~x donné en calculant

d~x = ~xTD~x . (1.6)
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1.2. Modélisation du phénomène de diffusion

Il est aussi possible d’extraire du tenseur les vecteur propres ε1...n et valeurs propres
λ1...n, auquel cas on obtient l’équivalence

DE = EΛ , (1.7)

avec E = (ε1| . . . |εn) et Λ = diag(λ1, . . . , λn). Ces quantités correspondent aux axes
principaux du phénomène de diffusion et à la constante de diffusion leur étant respec-
tivement associée. Cette décomposition ouvre la porte à l’étude de l’anisotropie de la
diffusion par des mesures sur les différentes valeurs propres, ainsi que de l’orientation
du phénomène diffusif par le biais des vecteurs propres.

Plusieurs mesures peuvent alors être effectuées sur cette décomposition, dont quelques
unes sont présentées au tableau 1.1. Il est aussi possible de reconstruire une représen-
tation géométrique du tenseur découlant du fait que le coefficient de l’exponentielle à
l’équation 1.4 est une forme quadratique. La solution de cette forme est un ellipsoïde,
orienté selon les vecteur propres ε1, . . . , εn, aux magnitudes décrites par λ1, . . . , λn.
Le résultat de cette représentation est illustré à la figure 1.7. À la figure 1.8, le ten-
seur de diffusion 2D et une représentation ellipsoïdale sont estimés sur une simulation
de diffusion en présence d’un barrière anisotrope. Une étude du comportement de la
diffusion suivant les axes principaux de l’ellipsoïde calculé y est aussi présentée.

Imagerie par tenseur de diffusion

C’est à Basser [5] que l’on doit l’établissement du lien entre le signal contenu dans
une image de résonance magnétique de diffusion tel que décrit par l’équation 1.1 et la

Tableau 1.1: Mesures tensorielles

Trace tr(D) = ∑
n λn

Variance var(D) = 1
2

[
(∑n λn)2 −∑n λ

2
n

]
Déterminant det(D) = ∏

n λn

Anisotropie fractionnelle AF (D) =
√

1
2

(
3− 1

tr(D2)

)
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1.2. Modélisation du phénomène de diffusion

Figure 1.8 – Diffusion avec barrière anisotrope. Dans le coin supérieur droit est pré-
senté le tenseur de diffusion estimé sous la forme d’une ellipse. On y remarque que
la diffusion est plus grande en direction parallèle à la barrière, puisque les molécules
peuvent se déplacer librement en cette direction. Les graphiques présentés dans la
demi inférieur présentent les mesures de diffusion et de déplacement moyen au long
des axes de l’ellipse ~u et ~v. Dans la direction de ~v, le phénomène est non contraint,
résultant en un comportement analogue à de la diffusion libre et le coefficient de dif-
fusion mesuré est donc très près du paramètre de simulation utilisé (3× 10−12m2/s).
Dans celle de ~u, on observe le comportement de diffusion contrainte, caractérisé par
une diminution du coefficient de diffusion lorsque les molécules commencent à entrer
en interaction avec la barrière.
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1.2. Modélisation du phénomène de diffusion

Figure 1.9 – Une séquence de diffusion classique. Deux gradients de diffusion d’am-
plitude G sont appliqués respectivement pendant un temps δ, de part et d’autre
de l’impulsion électromagnétique de refocalisation nécessaire au spin-echo. Entre ces
gradients, un temps ∆ est laissé aux molécules pour diffuser.

description du phénomène de diffusion anisotrope par la distribution à l’équation 1.4,
ensuite popularisé par Le Bihan [32] par la technique d’Imagerie par Tenseur de
Diffusion (ITD).

L’acquisition est réalisée suivant la technique de spin-echo avec gradients de diffusion
telle que décrite à la section 1.1 et schématisée à la figure 1.9. Sous ces conditions, la
distribution des molécules après le temps de diffusion ∆ répond à l’équation

P (~r) = 1√
(4π∆)3‖D‖

e−
~rTD−1~r

4∆ . (1.8)

En insérant cette formulation de la distribution des déplacements dans l’équation 1.1,
on obtient, en appliquant les propriétés de la transformée de Fourier,

S(~q) = S0e
−4π2∆~qTD~q = S0e

−B~q :D , (1.9)

avec B~q = 4π2∆~q~qT = b~g~gT , le B-tenseur ou tenseur d’encodage, ~g la direction du
gradient normalisée et b la b-valeur, ou pondération en diffusion.
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1.2. Modélisation du phénomène de diffusion

Figure 1.10 – Reconstruction du modèle tensoriel sur des signaux simulés. Les colonnes
présentent les différentes géométries simulées, soit (1) un compartiment à diffusivité
isotrope, (2) une fibre à diffusivité anisotrope suivant une seule direction, (3) un com-
partiment isotrope et une fibre anisotrope et (4) deux fibres à diffusivité anisotropes
semblables se croisant à 60◦. Les lignes présentent (A) la géométrie simulée, (B) la
représentation ellipsoïde, (C) la diffusivité moyenne, (D) l’anisotropie fractionnelle,
(E) l’erreur absolue moyenne entre la diffusivité axiale estimé par le modèle et la
valeur utilisée pour la simulation. Pour toutes les simulations, l’environnement vide
autour des primitives simulées a été rempli d’un compartiment isotrope aux propriétés
diffusives de la matière grise.

18



1.2. Modélisation du phénomène de diffusion

Pour reconstruire la représentation tensorielle du phénomène de diffusion, la mé-
thode par moindres carrées est utilisée à chaque voxel de l’image acquise. Le tenseur
de diffusion étant symétrique, son contenu présente un total de 6 inconnues, à savoir
les termes diagonaux Dxx, Dyy, Dzz et les termes mixtes Dxy, Dxz, Dyz. La résolution
de l’équation 1.9 nécessite donc un minimum de 7 images différentes, une image S0

sans pondération de diffusion et 6 acquises utilisant des gradients non-coplanaires et
non-colinéaires, et est effectuée en minimisant

LSQE =
N∑
n=1

1
σ2
n

(
S(~qn)
S0
− eB~qn :D

)
. (1.10)

Il est a noter que si un nombre de gradients de diffusion supérieur à 6 est utilisé, il est
toujours possible de résoudre l’équation 1.9 en utilisant des méthodes faisant appel à
la pseudo-inverse, puisque le système devient alors sur-dimensionné.

Une fois les tenseurs reconstruits, il est possible d’extraire des mesures comme l’ani-
sotropie fractionnelle (AF), présentée au tableau 1.1, les diffusivités axiale (λ1) et
radiales (λ2, λ3) et la diffusivité moyenne (tr(D)/3).

La figure 1.10 présente certaines de ces mesures. Elle illustre aussi les forces et les
faiblesses de la reconstruction suivant le tenseur de diffusion. On y voit, supposant
une seule direction de fibre au sein du voxel acquis (2), une reconstruction angulaire
et des mesures de diffusion en accord avec l’environnement simulé. Il en est de même
pour la région au centre du compartiment isotrope (1), où il n’existe qu’un seul
environnement de diffusion pour lequel le tenseur reconstruit est totalement sphérique,
indiquant des valeurs de diffusivité parallèles et perpendiculaires identiques et valides.
Cependant, en présence d’une mixture de compartiments (3, 4, contours de 1), le
modèle n’arrive alors plus à produire une représentation correcte du phénomène de
diffusion. Il présente alors plutôt une moyenne, sur les mesures de diffusivité, ainsi que
sur les orientations des différentes structures anisotropes lorsque présentes. Les voxels
des images de diffusion étant de taille de plusieurs ordres de magnitude au-dessus
de celle des structures composant la matière cérébrale, les effets de volume partiel
(contours de 1, 3) et de croisement de volumes anisotropes (4) sont très fréquents
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1.2. Modélisation du phénomène de diffusion

b-valeur

Figure 1.11 – Logarithme du signal en fonction de la b-valeur dans une région de
matière blanche. La ligne orange présente la tendance linéaire assumée par le modèle
tensoriel. Bien que cette tendance corrèle bien avec le signal acquis pour des valeurs
basses de b-valeur, ce n’est pas le cas pour des valeurs excédant b = 1300s/mm2. La
ligne verte illustre l’adéquation du modèle bi-exponentielle avec le signal acquis, en
bleu. On peut remarquer que ce dernier représente plus fidèlement le signal à haute
pondération en diffusion.

[22] et le modèle tensoriel est donc inadéquat à décrire correctement la totalité des
configurations possibles du phénomène de diffusion.

Une autre limitation du modèle est son incapacité à représenter fidèlement le signal à
haute pondération de diffusion. Tel que présenté, la représentation par tenseur suppose
une dépendance linéaire entre le logarithme naturel du signal et la b-valeur, la variable
expliquant la quantité de pondération en diffusion utilisée pour une image. Il a par
contre été prouvé expérimentalement que cette tendance est seulement respectée à
basse pondération, dans un régime ou la b-valeur ne dépasse pas les environs de
b = 1300s/mm2 [20], tel qu’illustré à la figure 1.11.
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1.2. Modélisation du phénomène de diffusion

Extension à la distribution de tenseurs

Une des approches considérées pour répondre aux limitations du modèle tensoriel
est de représenter le contenu diffusif non plus par un seul tenseur, mais par une
collection de ces derniers. C’est dans Yablonskiy et al. [60] que l’on voit pour la
première fois la formulation du signal en fonction d’une distribution statistique sur le
coefficient de diffusion, généralisable au tenseur sous la forme

S(~q) = S0

∫
D∈Sym+(3)

P (D)e−Bq :DdD . (1.11)

Il est a noter que l’ITD est un cas particulier de cette dernière. Comme cette technique
estime un seul tenseur Dest dans chaque voxel, la distribution considérée est donc
un delta de dirac P (D) = δ(D − Dest), auquel cas l’équation 1.11 se réduit à la
formulation telle que présentée à l’équation 1.9.

Une première approche tentée pour réconcilier le modèle avec le signal à haute pon-
dération de diffusion suppose que la déviation du signal dans ce régime est causé par
une sensibilisation à la diffusion hors des axones. Pour atteindre ces pondérations, le
temps d’application des gradients de diffusion augmente. Les molécules peuvent donc
effectuer des déplacements plus grands et atteindre des structures donnant lieu à des
coefficients de diffusion effective plus élevés. Pour tenter d’expliquer ce phénomène,
le modèle à bi-exponentielle [34] a été développé, modélisant la distribution P (D)
par une combinaison linéaire de deux tenseurs, un représentant les environnements
de diffusion lente Ds, l’autre pour ceux de diffusion rapide Df , par l’équation

P (D) = fδ(D−Ds) + (1− f)δ(D−Df ) . (1.12)

L’équation du signal se réduit alors à

S(~q) = S0[fe−B:Ds + (1− f)e−B:Df ] . (1.13)
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1.2. Modélisation du phénomène de diffusion

Un fait saillant de ce modèle est sa capacité à représenter plus adéquatement la
dépendance entre le signal et la pondération en diffusion encapsulée dans la variable
b-valeur, tel que présenté à la figure 1.11.

Considérant que le coefficient de diffusion au sein du volume extra-axonal est plus
élevée que dans les axones (intra-axonal), il est tenant de lier Df au premier et Ds

au deuxième. Comme démontré par certaines études [8, 41], cela mène d’ailleurs à
des mesures de diffusivité en accord avec celles rapportées dans la littérature. Ce-
pendant, cet appariement mène à des fractions estimées pour les deux compartiments
incompatibles avec l’anatomie [8]. De plus, cette modélisation ne permet pas de repré-
senter adéquatement les régions composées du croisement de plusieurs compartiments
anisotropes, puisqu’il ne considère qu’un seul ensemble de compartiments.

D’autres modèles gaussiens ont tenté de répondre à ces limitations, en représentant
le signal comme la somme pondérée de plusieurs modèles tensoriels tels que décrit à la
section 1.2.1 dont les variables sont trouvées en utilisant un problème d’optimisation
convexe. Cependant, il a été démontré que la résolution mène à des instabilité en
présence de bruit dans les images et lorsque le nombre de compartiments estimés
dans un voxel excède deux [19, 28, 57].

Des modèles plus spécifiques ont été développés pour permettre de mieux conditionner
la résolution de configurations où le nombre de compartiments est élevé. Ils utilisent
des informations connues sur les propriétés et la géométrie de la microstructure afin
de guider la recherche de paramètres et éviter les minimum locaux de la fonction à
optimiser. De ceux-ci, celui qui a été retenu pour le présent mémoire est DIAMOND
[48]. Il se démarque des modèles du genre par son utilisation de statistiques avancées
appliquées sur les tenseurs lui permettant de capturer les phénomènes d’échange, de
restriction et d’hétérogénéïté des processus diffusif des molécules au sein des tissus de
la matière blanche, tout en évitant l’imposition d’hypothèses trop restrictives sur la
variété des environnements anisotropes.

Le modèle se base sur les travaux de Jbabdi et al. [24] et étend les hypothèses unidi-
mensionnelles sur le coefficient de diffusion y étant présentées au tenseur 3D D, ainsi
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que sur des travaux précédent portant sur l’optimisation de modèles gaussiens multi-
tensoriels [51]. Son but est de trouver, pour chaque compartiment présent à chaque
voxel, des distributions de tenseurs suivant la distribution Gamma sur les matrices

Pκ,Σ(D) = |D|κ− p+1
2

|Σ|κΓp(κ)e
−tr(Σ−1D) (1.14)

respectant la relation entre le signal et le modèle telle que décrite par l’équation 1.11.
La distribution P (D) à chaque voxel est formulée comme la combinaison linéaire des
distributions individuelles de chaque compartiment y étant présent

P (D) =
N∑
i=1

fiPki,Σi
(D) (1.15)

considérantN compartiments aux propriétés diffusives distinctes contribuant à la hau-
teur de leur fraction respective fi. L’injection de l’équation 1.15 dans l’équation 1.11
donne lieu à

S(~q) = S0

N∑
i=1

fi

∫
D∈Sym+(3)

Pki,Σi
(D)eBq :DdD (1.16)

qui correspond à la combinaison linéaire de la transformée de Laplace des distributions
Gamma des compartiments. Comme cette transformation a une expression analytique
connue, l’équation 1.16 se réduit à

S(~q) = S0

N∑
i=1

fi

(
1 + B~q : Di

κi

)−κi
=

N∑
i=1

fiDi (1.17)

avec Di = κiΣi, l’espérance de la distribution Gamma correspondant au i-ème com-
partiment estimé et κi le paramètre de forme de cette dernière. Le paramètre κ est
d’ailleurs considéré dans [48] comme un indice hétérogénéïté ; des valeurs basses in-
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(A) (B) (C)

MMT DIAMOND

Figure 1.12 – Représentation des différents compartiments (isotropes et anisotropes)
par le modèle DIAMOND sur un exemple jouet en 2 dimensions. (A) présente un
exemple de voxel à représenter, où l’on retrouve un environnement isotrope (en rouge)
et deux environnements anisotropes (en vert et bleu) d’orientation distincte. (B) pré-
sente la densité de probabilité estimée par un modèle multi-tensoriel, paramétrée par
la diffusivité radiale (λ2) et l’angle d’orientation du tenseur avec l’axe horizontal. Les
pics correspondent en couleur au tenseur estimé pour les différents compartiments et
la fraction d’occupation de ces derniers dans le voxel est donnée par la probabilité
normalisée étant associée à leur tenseur. (C) présente la densité de probabilité esti-
mée par DIAMOND, qui est la somme des distributions Gamma estimées pour chaque
compartiment. À ces derniers est alors associé une famille de tenseurs différents, de
moyenne similaire au tenseur de même couleur en (B). Image tirée de [48].

diquent un milieu homogène composé d’éléments aux propriétés diffusives similaires.
Plus l’indice est élevé, plus la diffusion est considérée hétérogène. Cela permet de
capturer la variation du phénomène diffusif, dans des voxels composés de fibres neu-
ronales orientées différemment, comme dans les zones de croisements, ou présentant
des géométries différentes affectant la rapidité de la diffusion en leur sein, par exemple
dans le cas d’une population de fibres neuronales ayant différents rayons ou de cellules
isotropes de différentes tailles. Une illustration de ce modèle, ainsi que le lien entre
ce dernier et ses analogues multi-tenseur, est présentée à la figure 1.12.

La complexité du modèle DIAMOND ne vient pas sans coûts, le nombre de para-
mètres à estimer à chaque voxel étant bien plus élevé que les six du modèle tensoriel.
Au total, considérant un compartiment isotrope, Na compartiments anisotropes et
des effets de diffusion restreinte à chaque voxel, c’est un total de 6Na + 4 paramètres
à estimer. En ajoutant l’hypothèse que l’atténuation due à la diffusion dans les com-
partiments anisotropes est causée non seulement par la contribution de la diffusion
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restreinte dans l’espace inter-axonal, mais aussi par les effets de diffusion entravée
dans l’espace extra-axonal - de manière analogue au modèle bi-exponentiel présenté
plus haut - l’équation 1.17 se transforme en la suivante

S(~q) = fisoDiso + fresDres +
Na∑
i=1

[fi,resDi,res + fi,entDi,ent] . (1.18)

A priori, c’est alors un total de 12Na + 4 paramètres qu’il faut trouver. Par contre,
l’utilisation d’un modèle de tortuosité [52] pour représenter la contribution restreinte
et entravée dans les compartiments anisotropes permet à l’algorithme de réduire le
nombre de paramètres additionnels à estimer pour ces derniers de quatre, pour un
total de 8Na + 4 paramètres au total.

Pour résoudre l’équation 1.17 ou 1.18, l’algorithme effectue l’optimisation d’un
maximum a posteriori des paramètres considérés étant donné le signal acquis, définit
comme

arg max
L,~κ, ~f

P (L, ~κ, ~f |S) = arg max
L,~κ, ~f

P (S|L, ~κ, ~f)P (~f |~κ,L)P (~κ|L)P (L) (1.19)

avec S le signal de diffusion, ~κ le vecteur des paramètres de forme des distributions
Gamma et ~f le vecteur des fractions des différents compartiments estimés. Il est à
noté que les tenseurs Di ne sont par directement considérés dans l’équation 1.19,
puisque l’optimisation est opérée dans le domaine logarithme ; ils correspondent à la
variable L = { log(Dj

i ) | 0 < i < N, j ∈ V }, avec V le domaine spatial de l’image
de diffusion. Cette transformation est cruciale et contraint les tenseurs Dj

i à rester
définis-positifs tout au long du processus d’optimisation [1].
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1.2. Modélisation du phénomène de diffusion

Tableau 1.2: Densités de probabilités utilisées par l’algorithme DIAMOND.

P (L) ∏
j∈V

∏Na
i=1 e

−αφ(‖∇Lji‖))

P (~κ|L) U(1, k)
P (~f |~κ,L) U(0, 1)

Le tableau 1.2 présente les densités de probabilités utilisées pour modéliser les dis-
tributions présentes dans l’équation 1.19. Comme aucune information a priori n’est
supposée sur les fractions ~f et les paramètres de forme ~κ, des densités uniformes sur les
valeurs possibles sont utilisées pour représenter P (~f |~κ,L) et P (~κ|L). La distribution
a priori P (L) telle que formulée permet d’injecter dans le problème des informations
provenant du voisinage de chaque tenseur. Pour un voxel j et un tenseur appartenant
à un compartiment i, la probabilité est maximale lorsque la norme du gradient spa-
tial local sur les tenseurs dans le domaine logarithmique, tel que définit dans [51], est
nulle, donc lorsque les tenseurs d’un voisinage appartenant au même compartiment
sont adéquatement alignés entre eux.

Afin de bien conditionner la résolution du problème à l’équation 1.19 et empêcher
l’atteinte de minimum locaux, quelques étapes préliminaires cruciales sont prises.
Tout d’abord, il est à noter que tel que posé, le problème n’opère pas d’optimisation
du paramètre Na du nombre de compartiments anisotropes. Ce dernier est plutôt dé-
terminé a priori afin d’éviter les problèmes de sur-spécification où une multiplicité de
ces derniers viendrait qu’à expliquer aussi bien ou mieux l’apport d’un compartiment
isotrope au signal. La première étape du modèle DIAMOND est donc de calculer
un modèle ITD initial, puis d’opérer une séquence d’ajouts de compartiments aniso-
tropes au sein des voxels, tout en vérifiant leur validité suivant un critère de sélection.
Une fois Na connu à chaque voxel, un premier modèle multi-tenseur est calculé [51].
Finalement, le modèle complet suivant l’équation 1.19 est optimisé pour obtenir les
distribution Gamma de chaque compartiment.
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1.2. Modélisation du phénomène de diffusion

1.2.2 Représentation en harmoniques sphérique

Les modèles en harmoniques sphériques font partie de la catégorie des modèles
purement mathématiques. Leur force réside dans la capacité à extraire de la configura-
tion géométrique du signal des informations reliées aux directions de déplacement des
molécules au sein des tissus imagés sans pour autant avoir recours à des hypothèses
sur la nature de ces derniers. Ce faisant, ils sont cependant très peu informatif en ce
qui a trait aux propriétés de la microstructure. Ils sont donc plus couramment utilisés
pour des applications telles que la tractographie, visant à reconstruire itérativement
les réseaux que constituent les neurones connectant les différentes régions du cerveau,
et en amont pour effectuer des études de connectivité de ces différentes régions.

Leur but est habituellement de trouver une distribution continue sur les angles θ, φ de
la probabilité orientationnelle du déplacement des molécules, aussi appelée fonction de
distribution des orientations (FDO). Supposant une paramétrisation de la distribution
des déplacements P (~r)→ P (r, θ, φ), la FDO est définie comme

Y (θ, φ) =
∫
r
P (r, θ, φ)r2dr . (1.20)

Distribution du signal sur la sphère

Comme exposé précédemment, le phénomène de diffusion est acquis à l’IRM en
influençant directionnellement via des champs magnétique le niveau d’atténuation du
signal généré par le mouvement des molécules étudiées. Chaque direction ~g sondée
peut donc être représentée par un couple (θ, φ), deux angles mesurant l’écart angulaire
entre ~g et l’origine définis comme

θ = arccos z φ = arctan y
x
. (1.21)
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Figure 1.13 – Espace sphérique, contraint à la surface de la sphère de rayon unitaire.
Tous les points vivant sur cette surface, comme le point κ, appartiennent à l’ensemble
des vecteur unitaires en 3 dimensions. C’est sur cet espace que par exemple sont
représentées les directions de gradient de diffusion utilisées par les acquisition de type
IRMd à b-valeur unique. Image extraite de [29].

De ce fait, le signal n’est donc pas adéquatement contraint par une définition sur
l’espace cartésien R3, mais plutôt contenu sur l’espace sphérique SO(3) ou, en consi-
dérant séparément chaque pondération en diffusion, sur S2 (figure 1.13) correspondant
à la surface d’une sphère de rayon unitaire.

Supposant un seul voxel, une représentation simple et efficace du signal y étant
contenu en fonction de la direction est donc de projeter les différentes intensités sur
la surface de la sphère, comme illustré à la figure 1.14, via une fonction de projec-
tion réalisant l’appariement des directions acquises aux vertex de la tesselation de la
sphère utilisée.

Une telle fonction appartient à une catégorie spéciale en mathématiques appelée fonc-
tions sphériques, prenant la forme f(θ, φ)→ R. Considérant que l’espace S2 est équipé
non seulement des opérations arithmétiques usuelles, mais aussi d’un algèbre diffé-
rentiel, il est possible, de manière analogue aux fonctions sur R3, d’effectuer l’analyse
des fonctions sphériques par l’entremise d’outils tels que le gradient, le laplacien et la
décomposition en séries de polynômes.
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(A)

(B)

(C)

Figure 1.14 – Projection d’un signal de diffusion sur la sphère unitaire, estimé à partir
de (A) une fibre unique, (B) deux fibres à 90◦ et (C) trois fibres orthogonales.

Harmoniques sphériques

Les harmoniques sphériques sont une famille de fonctions périodiques et orthogo-
nales sur la sphère unitaire S2. Leur forme générale est

Y m
l (θ, φ) = NeimφPm

l (cos θ) (1.22)

avec l ≥ |m| ≥ 0 et m des entiers, respectivement les index de degré et d’ordre, Pm
l

les polynômes de Legendre, N une constante de normalisation et θ et φ les angles sur
la sphère unitaire tels que présentés à la sous-section précédente. Un sous-ensemble
de la partie réelle au carré de ces fonctions est illustrée à la figure 1.15.

Elles peuvent être vues comme l’extension à S2 des fonctions trigonométriques cos et
sin sur le cercle unitaire S1. Tout comme celles-ci, elles forment une base de fonctions,
aussi appelées fonctions propres, dont la combinaison linéaire peut être utilisée pour
reconstruire toute les autres fonctions possibles sur le domaine de la sphère unitaire.
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Figure 1.15 – Harmoniques sphériques réelles jusqu’au degré l = 3.

Sur S1, une telle reconstruction porte le nom de série de Fourier, introduite par
le mathématicien et physicien Jean-Baptiste Joseph Fourier en 1807 dans le but de
solutionner l’équation de la chaleur [13]. Supposant une fonction f(x) → R sur un
domaine donné x ∈ [0, X], il est possible de trouver une série de puissance représentant
f à un degré d’exactitude ξ près suivant

fN(x) = a0 +
N∑
n=1

an

(
cos

(
2πnx
X

)
+ bn sin

(
2πnx
X

))
(1.23)

avec

a0 = 1
X

∫
X
f(x)dx (1.24)

an = 2
X

∫
X
f(x) cos

(
2πnx
X

)
dx (1.25)

bn = 2
X

∫
X
f(x) sin

(
2πnx
X

)
dx (1.26)
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Utilisant le même principe, n’importe quelle fonction f(θ, φ) → C sur S2 peut être
reconstruite par une série combinant les différentes harmoniques sphériques de la
forme

S(θ, φ) =
∞∑
l=0

l∑
m=−l

clmY
m
l (θ, φ) (1.27)

avec les coefficients

clm =
∫ 2π

0

∫ π

0
f(θ, φ)Y ∗ml (θ, φ) sin θdφdθ (1.28)

où ∗ dénote le complexe conjugué.

L’application à la reconstruction du signal de diffusion est directe. Puisque le si-
gnal S(~q) est déjà définit sur la sphère S2, il n’est requis que d’utiliser l’équation 1.28
pour trouver les différents coefficients et ensuite calculer de la série correspondante
via l’équation 1.27. Cependant, quelques observations peuvent être faites sur la na-
ture du signal permettant de sélectionner une base en harmoniques sphériques plus
appropriée. D’abord, l’image acquise est à composantes réelles, impliquant que les
fonctions utilisées doivent aussi être réelles. De plus, le phénomène de diffusion est
symétrique selon ~q, donc seules les harmoniques sphériques aux lobes symétriques
sont requis pour représenter adéquatement les données, celles de degré l pair.

En tenant compte de ces observations, il est possible de modifier la base présentée à
l’équation 1.22 pour obtenir [9]

Yj =



√
2<(Y |m|l ) m < 0

Y m
l m = 0
√

2(−1)m+1=(Y m
l ) m > 0

(1.29)

où j = l2+l+2
2 +m.
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L’équation 1.27 devient

S(θ, φ) =
∞∑
j=1

cjYj(θ, φ) (1.30)

et les coefficients cj sont trouvés utilisant l’équation 1.28 en remplaçant Y ∗ml par
Yj. Au fil des sections suivantes, les lettres majuscules normales seront utilisées pour
dénoter les fonctions sphériques et les lettres majuscules stylées, telles que S pour leur
expression en harmoniques sphériques.

Représentation du signal en harmoniques sphériques

La base ci-haut permet d’estimer une représentation du signal discret sur la sphère
par une fonction continue. Dans [14], l’équation 1.28 est utilisée pour retrouver les
coefficients des harmoniques en discrétisant les intégrales sur les angles de signaux
acquis. Cependant, cette approche est inefficace et aujourd’hui l’algèbre linéaire et le
calcul matriciel [9] est plutôt utilisé. Supposant un point de signal S(θi, φi) → R et
un nombre d’harmoniques sphériques R, la série tronquée décrivant sont intensité est

S(θi, φi) ∼ S(θi, φi) =
R∑
j=1

cjYj(θi, φi) . (1.31)

Cette somme des produits entre les coefficients cj et les harmoniques Yj peut être
modélisé par le produit scalaire 〈~c, ~y 〉 d’un vecteur ~cR×1 des coefficients avec un vec-
teur ~yR×1 des harmoniques. Supposant maintenant N points de signaux acquis à des
angles (θi, φi), organisés en un vecteur ~SN×1, et une matrice YN×R des harmoniques
discrétisées selon ces différents angles telle que

Y =


~yT1
...
~yTN

 =


Y1(θ1, φ1) Y2(θ1, φ1) . . . YR(θ1, φ1)

... ... . . . ...
Y1(θN , φN) Y2(θN , φN) . . . YR(θN , φN)

 , (1.32)
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(1)

(2)

(3)

(A) (B) (C)

Figure 1.16 – De haut en bas, les géométries sont (1) une fibre anisotrope, (2) deux
fibres anisotropes et (3) trois fibres anisotropes. Les fibres ont toutes les même pro-
priétés diffusives, soit D‖ = 0.0014mm2

s
et D⊥ = 0.0007mm2

s
et se croisent à 90◦ les

unes des autres. De gauche à droite (A) la géométrie utilisée pour générer les dif-
férents signaux, (B) la fonction sphérique discrète de signaux de diffusion, (C) la
représentation en harmoniques sphériques associée.

on obtient le système d’équation linéaire reliant le signal aux coefficients suivant

~S = Y~c+ ~e (1.33)

tenant compte d’une marge d’erreur ~e due au troncage de la série et au possible
bruit additif présent dans le signal. Un tel système peut être résolu en appliquant
une technique de minimisation sur l’erreur ~e = ~S −Y~c par les moindres carrés pour
trouver le vecteur de coefficients ~c.
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La meilleure solution pour ce genre de problème est

~c = P~S (1.34)

avec P = (YTY)−1YT la pseudo-inverse de Y considérant un système sur-déterminé
où N > R. Le signal estimé est ensuite calculé via l’équation 1.30 en utilisant les co-
efficients contenus dans ~c. Il est aussi possible d’ajouter un terme de régularisation au
problème de minimisation, auquel cas l’équation de la pseudo-inverse est légèrement
modifiée et devient

P = (YTY + λL)−1YT (1.35)

avec L = diag(l21(l1 + 1)2, . . . , l2R(lR + 1)2), où lj dénote le degré associé au j-ème har-
monique de la base Yj. Une comparaison entre la représentation en fonction sphérique
et en harmoniques sphériques du signal est disponible à la figure 1.16.

Représentation de la diffusion en harmoniques sphériques

Plusieurs techniques différentes existent pour représenter l’actuel phénomène de
diffusions donnant lieu à l’atténuation du signal acquis en utilisant les harmoniques
sphériques. Une des premières consiste à estimer la série directement sur le coefficient
de diffusion apparent, définit comme

CDA = D(θ, φ) = −1
b

log
(
S(b, θ, φ)

S0

)
. (1.36)

L’estimation est directe et s’effectue comme pour le signal de diffusion à la sous-
section précédente, en remplaçant ~S par ~D, le vecteur contenant les coefficients du
CDA pour les différents angles (θi, φi). Cependant, plusieurs problèmes et limitations
apparaissent en utilisant ce modèle. D’abord, il est reconnu [36] que plusieurs pondé-
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(A) (B) (C)

Figure 1.17 – Estimation du CDA par les harmoniques sphériques pour (A) une fibre
anisotrope, (B) deux fibres et (C) trois fibres. À l’exception du cas à une seule fibre,
les maximums du CDA ne coïncident pas avec les directions principales du phénomène
de diffusion et ne représentent donc pas adéquatement le phénomène de diffusion.

rations en diffusion (b-valeur) sont requises pour extraire la totalité de l’information
du phénomène de diffusion ; le modèle par CDA ne permet d’utiliser qu’une seule de
ces pondération et est donc biaisé dans son estimation du coefficient de diffusion des
structures impliquées. De plus, il a été prouvé que les pics d’intensité du CDA ne
sont pas alignés avec la géométrie sous-jacente en présence de plusieurs structures
anisotropes d’orientations différentes, comme illustré à la figure 1.17.

Deux grandes techniques ont donc été développées pour résoudre le problème d’ali-
gnement et rallier l’estimation de la série avec la structure anatomique. La première
se nomme l’Imagerie par Q-Ball [58]. C’est une technique de résolution qui modélise
la dépendance orientationnelle de l’atténuation du signal par la diffusion par le biais
de la transformée de Funk-Radon

G[f(~w)](~u) =
∫
|~w|
δ(~uT ~w)f(~w)d~w . (1.37)
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C’est dans [58] que le lien entre le signal de diffusion et cette transformée a été utilisé
pour la première fois dans le but d’obtenir la représentation en harmoniques sphérique
nommée l’FDO de diffusion (FDOd). Cependant, la technique y étant présentée se
base sur l’évaluation d’une intégrale sur la sphère et nécessite donc d’avoir recours
à l’interpolation. La qualité de la reconstruction est donc hautement dépendante de
la stratégie de tesselation de la sphère utilisée. Cependant, comme présenté dans [9],
une version analytique de ce lien peut être obtenue en utilisant la représentation en
harmoniques sphériques du signal de diffusion S(~w) telle que présentée ci-haut, mais
paramétré par un vecteur normalisé ~w pointant en la direction (θ, φ), sous la forme

G[S(~w)](~u) =
R∑
j=1

2πPlj(0)
S0

cjYj(~u) =
R∑
j=1

Tj(S0)cjYj(~u) . (1.38)

La seule différence entre cette formulation et celle à l’équation 1.31 est la présence
d’une transformation Tj(S0) opérant sur les coefficients cj. Il est donc possible, à
partir des coefficients ~c décrivant la représentation pour le signal ~S, d’obtenir les
coefficients ~k décrivant la FDO de diffusion, en opérant la transformation ~k = T~c, où
T = diag(T1(S0), . . . , TR(S0)).

La figure 1.18 présente la performance de cette technique à représenter l’orientation
de la structure imagée dans des régions de croisements entre compartiments aniso-
tropes. Contrairement à la reconstruction du CDA, on peut voir que les différents
pics d’intensités de la FDO de diffusion sont correctement orientés. Cependant, pour
des angles de croisement sous 60 degrés, il n’est plus possible d’obtenir des pics bien
séparés. Cette limitation est surpassée par la technique de déconvolution sphérique
contrainte (DSC) [53].

Cette technique utilise toujours les harmoniques sphériques pour représenter le signal
acquis et les distributions d’orientation des tissus imagés. Son hypothèse centrale est
que le signal de diffusion dans un voxel peut-être modélisé comme la somme des
contributions des différents tissus y étant présent, se qualifiant par l’orientation de
leur géométrie et par leur fonction de réponse respective à la pondération en diffusion.
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45°50°55°

90° 60°75°

Figure 1.18 – FDO de diffusion estimées sur des croisements de deux fibres anisotropes,
à des séparations angulaires allant de 90 à 45 degrés.

Cette supposition peut être formulée comme

S(θ, φ) =
∑
i

fiA(θi, φi)Ri (1.39)

avec, pour chaque tissu i, sa fraction fi et A(θi, φi) la matrice de rotation permet-
tant d’aligner sa fonction de réponse Ri avec son orientation de diffusion principale.
Supposant que les seuls tissus possibles sont le fluide cérébro-spinal (FCS), le corps
des axones dans la matière blanche (fibres) et leur tête dans la matière grise (MG),
l’équation 1.39 se traduit en

S(θ, φ) = fFCSRFCS + fMGRMG +
Nfibres∑
i=1

fiA(θi, φi)Rfibre . (1.40)

La somme sur les fibres de cette équation peut aussi être exprimée comme la convo-
lution sur la sphère unitaire entre la fonction de réponse d’une fibre axonale Rfibre
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Figure 1.19 – Hypothèse derrière la théorie de la déconvolution sphérique. En (C) est
présenté une FDO associée à 3 fibres de matière blanche organisées perpendiculai-
rement. Cette FDO peut être vue comme la somme de la FDO respective à chaque
fibre (A), comme dans la somme à l’équation 1.40. De façon analogue, elle peut être
calculée en opérant une convolution sur la sphère unitaire entre la distribution des
orientations des fibres sur la sphère et la fonction de réponse d’une fibre parfaite (B),
tel que décrit aux équations 1.41 et 1.42.

et une fonction sphérique F (θ, φ) représentant la probabilité de retrouver une fibre
axonale en direction (θ, φ)

Nfibres∑
i=1

fiA(θi, φi)Rfibre = F (θ, φ)⊗S2 Rfibre . (1.41)

C’est F (θ, φ) que l’on nomme fonction de distribution d’orientation de fibres ou FDOf
et que la technique de déconvolution sphérique contrainte tente de retrouver.

La première approche développée [53, 55] cherche à calculer la FDOf dans la
matière blanche seulement. Elle nécessite un masque des voxels y étant associés et
une fonction de réponse Rfibre pré-calculée. Elle pose aussi l’hypothèse que les voxels
inclus ne contiennent aucun autre tissu, auquel cas l’équation 1.40 se réduit à

S(θ, φ) = F (θ, φ)⊗S2 Rfibre . (1.42)
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Dans ce cas, il est possible de retrouver la FDOf en appliquant une opération de
déconvolution sur le signal

F (θ, φ) = S(θ, φ)⊗−1
S2 Rfibre (1.43)

supposant la fonction de réponse Rfibre connue. La technique habituellement utilisée
pour déterminer cette dernière est d’utiliser un agrégat du signal d’un sous-ensemble
de voxels au sein du masque présentant une anisotropie fractionnelle élevée [54, 55, 56],
ces derniers contenant habituellement une population de fibres neuronales uniformé-
ment orientée. Pour chaque voxel considéré, le signal est d’abord réorienté en sens
du pôle nord de la sphère, correspondant à l’axe ~z du repère cartésien, en utilisant
la direction principale estimée d’un modèle tensoriel. Une opération d’optimisation
est ensuite effectuée pour déterminer le signal le plus représentatif de la population,
qui est utilisé comme fonction de réponse. Les étapes de la détermination de la fonc-
tion de réponse sont illustrées à la figure 1.20, sur le signal de diffusion simulé d’un
croisement de deux fibres.

Telle qu’elle, l’équation 1.43 pose quelques problèmes de calcul. Avant tout, elle
contient une opération de convolution, dont la complexité temporelle augmente dras-
tiquement avec le niveau de tesselation de la sphère utilisé (O4 considérant la sphère
comme une surface 2D). Cela peut être amélioré en utilisant plutôt l’expression en
harmoniques sphériques des différentes opérandes. Ces dernières ont des propriétés
similaires à la transformée de Fourier en ce qui à trait aux opérations de convolution
[18], permettant de réduire l’opération à

S(θ, φ) =
∑
j

rkfjYj(θ, φ) (1.44)

avec rk le coefficient d’harmonique sphérique de la fonction de réponse au degré k
respectant j = k(k+1)

2 + m et les fj les coefficients de la FDOf F(θ, φ). Supposant le
signal, la réponse et la FDOf décomposés selon la même base, l’opération de convo-
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(A) (B)

(C)

(D)

(E)

Figure 1.20 – Détermination de la fonction de réponse de fibre Rfibre. (A) présente la
géométrie de simulation, composée de deux fibres se croisant au centre. (B) contient
le modèle tensoriel estimé sur le signal (ITD) et en bleu les voxels présentant une
mesure d’AF suffisamment haute pour être considérés comme contenant un fibre
unique. La FDOf contenue dans les voxels sélectionnés par le filtre d’AF en (C) sont
alignés ensemble (D) en utilisant la direction principale du tenseur estimé en (B).
Une fonction de réponse (E) est optimisée à partir des signaux réorientés en (D).
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lution n’opère donc que sur les coefficients. Supposant ~f le vecteur de coefficients de
la FDOf exprimée en harmoniques sphériques, il est donc possible de retrouver celui
du signal ~s par l’opération de multiplication matrice-vecteur

~s = R ~f (1.45)

où R est une matrice diagonale des coefficients rk de la fonction de réponse aux
positions jj suivant j = k(k+1)

2 + m [53]. Trouver les coefficients de la FDOf à partir
du signal revient donc à inverser la matrice R et y multiplier les coefficients du signal
~s. L’opération d’inversion étant cependant mal-posée et très sensible au bruit et à de
mineurs changements dans les coefficients de la fonction de réponse, une technique
d’optimisation par les moindre carrés incluant une régularisation et une contrainte
empêchant les harmoniques négatives est utilisée pour trouver les coefficients ~f [53]

arg min
~f

‖YR ~f −~b‖2 + λ2‖L~f‖2 (1.46)

avec Y définie comme à l’équation 1.32, ~b le vecteur du signal en fonction sphérique
et L une sous-matrice de Y permettant de sélectionner les degrés d’harmoniques
sphériques de la FDO à régulariser. Suivant un seuil τ , ses composantes sont définies
comme

Ll,m =

Yl,m ~ul < τ

0 ~ul ≥ τ
(1.47)

où ~u = Y ~f est le vecteur des amplitudes de la fonction sphérique reliée à l’expression
en harmoniques sphériques de la FDOf aux différents angles (θi, φi). Elle est recalculée
à chaque itération et lorsqu’aucun changement n’y est observé, l’optimisation est
considérée comme complétée.
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1.2. Modélisation du phénomène de diffusion

90° 75° 60°

50° 45°

Figure 1.21 – FDOf de diffusion estimées sur des voxels contenant deux fibres ani-
sotropes, se croisant à des séparations angulaires allant de 90 à 45 degrés. En bas à
droite est une FDOd estimée sur un croisement à 50 degrés. Comparativement à cette
dernière, la FDOf présente une meilleure résolution angulaire, permettant de séparer
les orientations des deux compartiments anisotropes et ce, même à 50 degrés.

Un des points fort de cette technique est que, considérant une bonne fonction de
réponse R(θ, φ), les lobes des différentes fibres au sein d’un même voxel sont moins
évasés autour du pic de la direction la plus probable comparativement à la FDO de
diffusion. Il est donc possible de séparer plus facilement les différentes directions de
fibre présentes et ce, même lorsque deux populations ont une direction principale
très proche (autour de 50◦) [53]. Le tout est illustré à la figure 1.21. Son calcul
est très efficace en comparaison aux techniques multi-tenseur comme DIAMOND
qui requièrent des heures de calculs même lorsque parallélisées sur plusieurs coeurs
de processeur. De plus, elle est facilement adaptable aux acquisitions de diffusion
opérées sur plusieurs pondérations différentes et à l’ajout des autres tissus composant
le cerveau [25], ainsi qu’aux acquisitions moins typiques, comme l’encodage tenseur-b
[26].

Comme exposé au cours de ce chapitre, chaque technique de reconstruction du
phénomène de diffusion vient avec son bagage de forces et de faiblesses. Les modèles
tensoriels (à un ou plusieurs tenseurs) et la FDOd permettent tous deux de quantifier
les propriétés physiques de la diffusion au détriment de la précision angulaire de la
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1.2. Modélisation du phénomène de diffusion

(1) (2) (3) (4)

(A)

(B)

(C)

(D)

(E)

Figure 1.22 – Comparaison de la précision angulaire des modèles à simple et à plu-
sieurs tenseurs, ainsi que des modèles FDO de diffusion (FDOd) et de fibre (FDOf).
Les colonnes présentent les différentes géométries simulées, soit (1) un compartiment
à diffusivité isotrope, (2) une fibre à diffusivité anisotrope suivant une seule direction,
(3) un compartiment isotrope et une fibre anisotrope et (4) deux fibres à diffusi-
vité anisotropes semblables se croisant à 60◦. Les lignes présentent (A) la géométrie
simulée, (B) la représentation ellipsoïde sur le modèle à simple tenseur, (C) la re-
présentation ellipsoïde sur le modèle multi-tenseur (un ellipsoïde par compartiment,
redimensionné selon sa fraction estimée), (D) la FDOd et (E) la FDOf.
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1.2. Modélisation du phénomène de diffusion

représentation. Leur utilisation est essentielle aux études des propriétés de diffusion
du tissu axonal, des quantités ouvrant la porte non seulement au diagnostique de
maladies affectant le cerveau, mais aussi à l’élaboration d’algorithmes de traitement
d’images tels que des algorithmes de segmentation ou de classification. À l’inverse,
la FDOf obtenue par DSC possède une meilleure résolution angulaire, obtenue en se
départissant de l’information quantitative du phénomène de diffusion. Ce faisant, elle
performe mieux dans les régions aux populations axonales orientationnellement hété-
rogènes et permet une déliénation plus claire des différentes fibres, comme illustré en
figure 1.22. Cela en fait le modèle de choix pour les applications comme la tractogra-
phie et les études de connectivité, pour lesquelles la qualité des résultats obtenus est
grandement dépendante de la résolution orientationnelle de la représentation utilisée.
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Chapitre 2

Techniques de rectification des
biais et des artéfacts d’acquisition
en IRMd

Les techniques d’acquisition par résonance magnétique restent aujourd’hui gran-
dement limitées par les restrictions technologiques des équipements employés. Les
champs magnétiques conventionnellement utilisés ne vont habituellement pas au delà
de quelques Tesla, ce qui est sous-optimal au conditionnement des molécules et les
alternatives plus puissantes disponibles sont imparfaites et présentent des inhomogé-
néïtés au sein des champs générés, en plus d’être dispendieuses. À cela s’ajoute les
limitations temporelles des séquences d’acquisition. En effet, plus une acquisition est
longue plus elle est à risque d’accumuler des artéfacts comme du bruit thermique dans
les antennes de réception de signal causé par la variation des champs magnétiques
engendrés par les tissus magnétisés ou du mouvement de la part du sujet étudié.
Dans ce chapitre, nous abordons brièvement un sous-ensemble d’artéfacts fréquem-
ment rencontrés en IRMd et les techniques habituellement prises pour les corriger et
augmenter le ratio signal sur bruit. Il ne s’agit pas d’une liste exhaustive, plutôt une
introduction à la technique de pré-traitement exposée dans l’article au chapitre 4.
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2.1. Correction du bruit de fond

2.1 Correction du bruit de fond

L’image obtenue d’une séquence d’acquisition d’IRM est à la base complexe, une
partie réelle et une imaginaire, formant le k-espace, l’espace des fréquences spatiales.
Comme ce sont ces dernière qui sont actuellement acquise par l’équipement, c’est
sur elles qu’occure les phénomènes aléatoires de nature gaussienne. Pour obtenir les
intensités spatiales, une transformée de Fourier 2D inverse est effectuée.

k-espace Intensités (2.1)

Réel <+ η< → F−1[<] + F−1[η<] (2.2)

Imaginaire =+ η= → F−1[=] + F−1[η=] (2.3)

pour obtenir l’image complexe

I = (F−1[<] + iF−1[=])︸ ︷︷ ︸
Image

+ (F−1[η<] + F−1[η=])︸ ︷︷ ︸
Bruit

. (2.4)

Comme la transformation est linéaire et orthogonale, la nature du bruit dans l’image
résultante n’est pas modifiée. Par contre, cela n’est pas le cas de l’opération d’extrac-
tion de la magnitude d’un nombre complexe qui elle est non-linéaire. Il a été démontré
qu’après son application, les intensités dans l’image bruitée résultante suivent plutôt
une distribution ricienne répondant à

PI(M̂ |M,σ) = I

σ2 e
− M̂

2+M2
2σ2 I0

(
M̂M

σ2

)
. (2.5)

Pour corriger ce type de bruit, des algorithmes spécialisé doivent être utilisés. À
ce jour, ce sont ceux opérant de manière non-linéaire qui obtiennent les meilleurs
résultats. Plutôt que d’essayer de trouver un noyau de débruitage satisfaisant à appli-
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2.1. Correction du bruit de fond

quer à l’intégralité des données, ils tendent plutôt à agir localement et afin d’essayer
de capter plus fidèlement les distortions propres affectant les différentes régions. Par
cette action locale, ils ont tendance à introduire moins de flou dans les images dé-
bruitées, puisque leur action peut différer des régions uniformes à celles contenant
des contours. Plusieurs implémentations fonctionnent de plus par "patch", comparant
les différentes régions entre elles en essayant de les regrouper selon leur similarité,
puisqu’un plus grand nombre d’exemples du même type de région permet de séparer
plus efficacement le bruit du signal original.

Cependant, l’un des accrocs de ces algorithmes est la haute demande en espace
mémoire requis à l’exécution. Ils sont aussi relativement coûteux en temps. Cela
pose problème pour les images de diffusion à haute résolution, qui pèsent même
compressées déjà plusieurs gigabytes. Une concession qui est fait dans ce cas est
habituellement de laisser tomber l’hypothèse ricienne tout en tentant de garder une
grande efficacité de débruitage. Une alternative qui a fait ses preuves est de débruiter
en utilisant une approche par Analyse en Composantes Principales. De leur nature,
les différents volumes d’une image de diffusion présentent peu de similarité entre eux,
les contrastes variant tout dépendant de la b-valeur et de l’orientation des gradients
utilisés. Cela les rend particulièrement adaptés à l’ACP, cette dernière essayant de
trouver les axes expliquant au mieux la variance dans les données. Les composantes
extraites par l’analyse qui représenterons le moins cette variance appartiendrons donc
de facto au bruit de fond indépendant du type de pondération de diffusion et pourrons
être simplement omis lors de la reconstruction des images débruitées.

2.1.1 Analyse en composantes principales

L’ACP est une technique de réduction de dimension des données. Elle se base sur
le fait que pour un ensemble de données apparentées, la majorité de l’information
se retrouve dans ce qui les différencies, leur variabilité. Le nouvel espace qu’elle crée
est donc composé d’axes indépendants, alignés selon les directions de plus grande
variation entre les données. Pour assurer cette indépendance, la méthode force les
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2.1. Correction du bruit de fond

axes de l’espace résultant à être orthogonaux entre eux. De ce fait, il est possible
qu’une proportion de la variance des données reste inexpliquée par la décomposition,
si par exemple les données ne sont pas normalement distribuées autour des nouveaux
axes, de par leur nature initiale ou simplement si le nombre d’axes d est trop petit
vis-à-vis le nombre de dimensions initiales D.

Il est donc usuel d’effectuer plusieurs décompositions successives, en incrémentant le
nombre d’axes d, jusqu’à atteinte d’un ratio satisfaisant entre la variance dans les
données et celle expliquée par les composantes extraites.

Supposant un ensemble de N données, une matrice X{N,D} est créée où chaque
ligne correspond à la vectorisation d’une donnée xj. La décomposition cherche ensuite
la combinaison linéaire des colonnes de X par un vecteur de poids a{D} maximisant
la variance, répondant ainsi au problème

max
a

var(Xa)− λ(‖a‖ − 1) = max
a

aTSa− λ(‖a‖ − 1) (2.6)

avec S la matrice de variance-covariance des dimensions des données et λ un multipli-
cateur de Lagrange. La seconde portion de l’équation assure que le vecteur de poids
a reste normalisé, requis pour que ce dernier soit un axe du nouvel espace où projeter
les données. Pour trouver la valeur de λ, la propriété définissant que le a maximisant
le problème est trouvé à l’endroit où la dérivée par rapport à a est nulle est utilisée,
donnant lieu à la relation suivante

Sa− λa = 0 =⇒ Sa = λa . (2.7)

On trouve ainsi que le a cherché est un vecteur propre de S associé à la valeur
propre λ. Il s’avère effectivement que la décomposition en composantes principales
d’un ensemble de données est équivalente à trouver les vecteurs propres et valeurs
propres de la matrice de variance-covariance des dimensions des données, obtenus par
une décomposition en valeurs singulières.
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2.2. Correction des divergences dues à la susceptibilité magnétique

(A) (B)

Figure 2.1 – Différentes régions du cerveau fortement affectées par des artéfacts de
susceptibilité magnétique. (A) Présente une région aux abords des yeux. Puisque ces
derniers sont composé d’une grande quantité de liquide, ils augmentent le champ ma-
gnétique ressenti dans les régions environnantes, résultant en une déformation spatiale
de l’image acquise à ces endroits. (B) présente une région où le signal dans un voisi-
nage est comprimé en un hyper-signal, résultant en une perte locale de l’information
contenue dans l’image.

L’application de cette technique au débruitage des images de diffusion est directe.
Les différentes directions de diffusion sondées mènent à des voxels aux contrastes
variant grandement d’un volume à l’autre. Seuls les éléments invariants à la direction
d’encodage du phénomène, tels que le bruit de fond, restent similaires d’un volume à
l’autre et sont donc capturés par les composantes de moindre variation. Pour effectuer
le débruitage, il suffit donc d’exclure ces dernières lors de la reconstruction.

2.2 Correction des divergences dues à la suscepti-
bilité magnétique

La sensibilisation des différents spins à la magnétisation ne peut malheureusement
pas être fait localement. Pour atteindre un spin donné, un champ magnétique doit
traverser l’espace entre la source émettrice du champ et la position du spin et est de
ce fait influencé par ce qui s’y trouve.
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2.2. Correction des divergences dues à la susceptibilité magnétique

(A) (B) (C) (D)

Figure 2.2 – Deux images acquises suivant un couple d’encodage (A et B), la deuxième
image acquise en phase inverse de la première. On peut apprécier l’effet, qui se carac-
térise une compression en (A) et un étirement en (B) de certaines zones de l’image
suivant la phase d’acquisition (ici antérieure-postérieure, AP-PA), particulièrement
intense près des yeux. La carte de déformation estimée par Topup est présentée en
(C) et l’image corrigée en (D). Images tirées de [4].

Certains tissus sont plus sensible à la magnétisation et influencent ainsi la forme et la
force du champ statique B0 servant à sensibiliser les spins, créant des inhomogénéïtés
locales en son sein suffisamment importante pour modifier leur fréquence de préces-
sion respective. Il en résulte des distortions spatiales de la fréquence nécessaire pour
exciter les spins et générer un signal en utilisant, par exemple, une expérience de spin-
echo ; le signal d’un voxel donné dans l’image provient de spins localisés à la mauvaise
position dans l’espace. De plus, la fréquence de précession sert aussi à encoder l’espace
d’acquisition de l’image. Les volumes 3D d’IRM sont habituellement acquis tranche
par tranche en attribuant une fréquence particulière à chacune d’elle et chaque voxel
de chaque tranche est acquis en faisant varier cette fréquence dans une certaine bande.
Ces fréquences sont ensuite utilisées pour exciter les spins localisés dans une régions
précise seulement. L’introduction de distortions dans le champ B0 vient modifier le
mécanisme d’encodage spatial, résultant en l’excitation des mauvaises régions le long
de l’axe de tranchage des images et en l’introduction de distortions locales dans les
tranches. Cet effet est observable aux abords des régions de l’image occupés par de
grandes quantités d’eau et d’air, comme les yeux, les veines, les sinus, les lésions et
le crâne ainsi que celles où se trouve des implants métalliques, entre autres. Il est
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2.2. Correction des divergences dues à la susceptibilité magnétique

particulièrement intense chez certaines espèces de primates, notamment près des ca-
vités sinusiennes, puisque le volume important d’air y étant contenu induit de sévères
distortions dans les régions postérieures des lobes frontaux et temporaux.

Pour corriger ces distorsions, il est possible d’acquérir à l’IRM une carte ∆B0 des
effets de susceptibilités et d’inhomogénéïtés et de l’utiliser pour les renverser. Cepen-
dant, il est impossible de retrouver les intensités exactes des zones de l’image où la
distorsion spatiale crée une compression de plusieurs voxels en un, telle qu’entourées
à la figure 2.1, puisque cela nécessiterait une connaissance a priori des tissus y étant
contenus et de leurs propriétés magnétiques. Pour y remédier, un algorithme a été
développé [4] proposant d’utiliser deux images, acquises en utilisant un encodage de
phase inversé l’une par rapport à l’autre, comme illustré à la figure 2.2, pour retrou-
ver ∆B0, puisqu’un effet de susceptibilité créant une compression dans la première a
l’effet d’un étirement sur la deuxième. Comme les voxels ne sont pas mélangés dans
le cas d’un étirement, il est possible de retrouver l’intensité réelle. Il est a noter par
contre qu’une des hypothèse centrale de cet algorithme considère que chaque volume
3D d’images d’IRM est acquis tranche par tranche selon un axe donné et opère donc
la correction séparément sur chacune d’elles. De ce fait, les distortions du signal le
long de cet axe ne sont pas corrigés. Pour la suite de cette section, le champ estimé
par l’algorithme pour représenter ∆B0 sera nommé D.

F(~p) = (1−∇~pD)F+(~p−D(~p)) = (1−∇~pD)F−(~p+ D(~p)) (2.8)

L’utilisation de ces deux images permet aussi de retrouver le champ de déformation
plutôt que d’en faire l’acquisition. Supposant l’image sans distorsions F∗ suivant la
relation décrite à l’équation 2.8, avec F+ l’image acquise selon une phase donnée et
F− celle dans la phase inverse, il est possible de retrouver la déformation D via un
processus d’optimisation itérative suivant une règle de Levenberg-Marquardt
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(A)

(B)

Figure 2.3 – Image tirée de [23]. (A) Artéfact causé par un courant de Foucault. Ici,
des lésions (hyper-signaux dans l’image) créent des courant de Foucault locaux qui
modifient la fréquence de résonance des spins voisins et cause un empilement de signal
au mauvais endroit dans l’image. On voit en (B) la même tranche de cerveau, acquise
avec une technique permettant de réduire les distortions géométriques, les lésions au
bon endroit.

B(i+1) = B(i) + (KTRK)−1KTRF (2.9)

K =
∂F+
∂D
∂F−
∂D

 R =
 I −I
−I I

 F =
F+

F−

 . (2.9a)

Dans cette dernière, les images et le champ D ont préalablement été déroulées en vec-
teurs. Une image corrigée est ensuite reconstruite en interpolant les valeurs des images
de phases opposées, en utilisant le champ D estimé et la relation de l’équation 2.8,
en utilisant une technique d’interpolation entre les voxels de F+ et F−.
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Figure 2.4 – Diagramme du processus itératif de l’algorithme Eddy, extrait de [3] et
traduit.

2.3 Correction des inhomogénéïtés magnétiques et
du mouvement

Telle que présentée, la technique de correction exposé à la section précédente ne
permet de rectifier que les distortions dues au champ ∆B0 ayant un effet dans le plan
perpendiculaire à la direction de tranchage des volumes 3D d’IRM acquis. Cependant,
certaines sources d’inhomogénéïtés locales dans le champ B0 ont des effets hors de
ce plan qui doivent être corrigés. C’est le cas, entre autres, des imperfections dans
les aimants installés dans l’équipement utilisé [15, 61], qui modifient le phénomène
de résonance nécessaire pour former le signal d’imagerie et induisent des irrégularités
ponctuelles dans les images acquises. Cet effet est particulièrement intense lors de
l’emploi d’un champ magnétique statique de magnitude élevée [39]. Une autre source
de ces distortions est le patient lui-même, par le biais du phénomène d’induction ma-
gnétique, qui stipule qu’un champ magnétique oscillant induit un courant électrique
dans son voisinage, appelé courant de Foucault [46]. Comme les champs magnétiques
utilisés pour faire l’acquisition du signal d’IRM et la sensibilisation au phénomène
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de diffusion oscillent rapidement, ils provoquent la création de champs électriques
locaux dans les tissus imagés. Ces derniers affectent les spins des particules d’eau en
changeant leur fréquence de résonance, ce qui modifie l’effet des pulses électroma-
gnétiques et gradients de champ magnétique appliqués subséquemment, résultant en
l’introduction de distortions dans l’image acquise, tel qu’illustré à la figure 2.3.

C’est pour corriger adéquatement les distortions résultant de ce phénomène que
l’algorithme Eddy [3] a été développé. Il permet d’estimer le champ des déformations
D(~β) causées par les courants de Foucault affectant une image de diffusion 4D I à N
directions de gradients (k b-valeurs). Un diagramme des étapes de l’algorithme est
présenté à la figure 2.4. Supposant son équivalent sans déformations S, il définit la
transformation de I en S par D(~β) comme un problème de recalage. Pour prévenir les
erreurs d’estimation dues aux mouvements du patient lors de l’acquisition de l’image
I, l’algorithme optimise aussi k vecteurs de paramètres ~ri décrivant la transforma-
tion rigide de chaque ensembles de b-valeurs dans I vers l’image sans mouvements S
modélisée par le processus gaussien.

~β(i+1)
i

~r
(i+1)
i

 =
~β(i)

i

~r
(i)
i

− (KTK)−1KT (Îi − Ii) (2.10)

(2.10a)

K =
[
∂Îi
∂βi1

. . . ∂Îi
∂βik

∂Îi
∂ri1

. . . ∂Îi
∂βi6

]
(2.10b)

Supposant qu’en l’absence de mouvements de la part du sujet et de distortions induites
par les courants de Foucault, la variation des intensités au sein d’un voxels entre les
différentes b-valeurs et directions de gradient est lisse, Eddy emploi un processus
gaussien [2] pour représenter l’espace sans distortions de l’image S. De ce dernier, il
tire des prédictions Î et utilise ensuite la différence avec l’image distortionnée (Î −
I) pour estimer les nouveaux paramètres de recalage ~ri et de déformation ~βi avec
l’équation 2.10. Cette équation est résolue pour chaque paire d’un volume de diffusion
3D (Ii) et sa prédiction (Îi), où les images ont été aplaties en vecteurs. L’image I est
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AVANT APRÈS

Figure 2.5 – Tranche d’un volume de diffusion avant et après correction du mouvement
et des courant de Foucault par Eddy. L’image a été recalée pour s’aligner correctement
avec son volume b0 associé. De plus, l’intensité de certaines zones près du cortex a
été corrigée.

ensuite transformée suivant les nouveaux paramètres pour produire un nouvel estimé
Ŝ et mettre à jour le processus gaussien. Le tout est répété jusqu’à l’atteinte d’un
nombre suffisant d’itérations. La figure 2.5 présente quelque exemples de corrections
effectuées par l’algorithme sur un volume d’IRMd de cerveau.

Comme spécifié précédemment, la liste d’artéfacts d’acquisition présentée ici n’est
pas exhaustive, mais leur correction est primordiale pour obtenir des modèles et des
mesures de bonnes qualité. Les effets de l’exécution des algorithmes cités sont obser-
vables visuellement, mais aussi quantitativement. Ils peuvent être vus entre autres
dans la carte des résidus du calcul d’optimisation de l’ITD, où les zones fortement
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Figure 2.6 – Tranche d’une carte de résidus d’une reconstruction ITD avant (A) et
après (B) correction pour les courants de Foucault, de mouvement et de susceptibilité
de mouvement. On peut apprécier les abords de l’image où l’intensité des résidus a
grandement diminué après correction. On peut aussi observer la réduction en inten-
sité des résidus obtenus dans le centre de l’image, résultat de la réduction du bruit
de fond, Cela indique que l’exécution des algorithmes de pré-traitement améliore la
reconstruction.

affectées par les distortions ont des intensités très élevées, qui sont réduites après
correction, tel qu’illustré à la figure 2.6. Ces artéfacts sont corrigés par l’utilisation
du pipeline présenté dans le chapitre 4 et développé pour cette maîtrise.
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Chapitre 3

Améliorer l’accessibilité et
accélérer le développement des
outils de traitement d’images en
IRMd

Le pré-traitement et l’analyse des images d’IRM de diffusion est en constante évo-
lution. Plusieurs algorithmes existent pour traiter des artéfacts d’acquisition causés
par les limitations des équipements et par la physique du phénomène de résonance
magnétique, ainsi que pour modéliser la diffusion au sein des voxels. Bien que du
travail ait été fait dans l’élaboration de chaînes de traitement des images, permet-
tant d’obtenir rapidement et simplement des mesures de diffusion de ces dernières,
ces outils composites sont souvent limités : ils requièrent des schéma d’acquisition à
très haute résolution spatiale et/ou angulaire, sont peu ou pas parallélisables sur un
ensemble de plusieurs sujets, en autres. De plus, ces outils sont rarement développés
avec une vision modulaire, ce qui les rend moins malléables et rend difficile l’ajout ou
la modification des algorithmes utilisés, nécessaires pour les garder à la fine pointe
des connaissances.
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Plusieurs technologies, permettant d’automatiser le séquençage de tâches et d’op-
timiser la parallélisation du traitement ont récemment vu le jour. Elles sont faciles
à prendre en main et ouvrent la porte au développement d’arbres d’exécutions très
efficaces sur des grappes de calcul, tout en allégeant la tâche de programmation reliée
au passage d’informations entre les noeuds.

3.1 Planification automatique des tâches de trai-
tement

La planification de tâches est l’élément central définissant un pipeline de traite-
ment. C’est cette portion du code qui définie l’ordre d’exécution des tâches (noeuds)
sur les données, via un arbre dont les branches (canaux) définissent le passage des
données d’un noeud à l’autre. Pour être complet, un noeud se doit de définir :

Un algorithme : Une séquence d’opérations à exécuter sur les données
Ses entrées : Les informations et données nécessaires à l’exécution de l’algo-

rithme
Ses sorties : Les informations et données résultant de l’exécution de l’algorithme
Une configuration : Un ensemble de directives permettant une configuration

adéquate de la machine exécutant l’algorithme

Une canal connecte ensuite un ou plusieurs noeuds entre eux, de manière à assurer
un passage valide des données de ses entrées vers ses sorties. Des opérations spécifiques
sur les canaux permettent d’assembler leurs résultats et de répéter, filtrer, transformer
ou diviser leur contenu.

Une fois l’arbre construit, il est alors possible de valider son exécution a priori,
en opérant une descente de l’arbre tout en vérifiant les connections des différentes
branches aux entrées et sorties des noeuds.

En plus d’allouer une définition claire de l’arbre de traitement, les langages de
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planification récents viennent aussi équipés de fonctionnalités permettant d’interfacer
directement avec les systèmes d’exécution des grappes de calculs en demandant une
configuration minimale. Cela permet de définir des pipelines de traitement agnostiques
des capacités de parallélisation, car c’est l’exécuteur, déterminé par le langage et la
puissance de calcul disponible, qui s’occupe de bien configurer les noeuds de calcul et
d’opérer les transferts de données entre eux.

Le langage retenu pour le pipeline de traitement présenté dans la section suivante
est Nextflow. Ce dernier est écrit en Groovy, un langage développé par Apache sur une
base Java. C’est un langage dynamique, permettant une définition typée ou non des
variables et une interprétation à l’exécution. Les noeuds d’exécution y sont définis par
l’instruction process et les algorithmes peuvent y être écrit de deux manières, soit en
Groovy directement ou via l’insertion d’un script en Bash, le langage de programma-
tion de la console Linux. Nextflow définie aussi les branches de l’arbre d’exécution via
des objets Channel et vient avec un lot complet d’opérations permettant de joindre,
séparer, filtrer et copier ces derniers pour raffiner le flot des données.

Un des aspects rendant Nextflow d’avantage intéressant est une implémentation
récente du langage, DSL2, ouvrant la porte à la modularisation. Par son utilisation,
les différents process peuvent être inclus à partir d’autres fichiers, séparant leur dé-
finition de celle de l’actuel pipeline et augmentant leur potentiel de réutilisation. À
cela s’ajoute la directive workflow, qui permet d’encapsuler différentes portions de
l’arbre de traitement et de les isoler dans des modules séparés, pour une utilisation
ultérieure dans de nouveaux pipelines de traitement.

De plus, le langage inclus un support transparent de la majorité des technologies de
planification de tâches utilisées par les grappes de calculs. L’exécution sur une grappe
se fait donc de façon similaire à celle sur un seul ordinateur. Il est aussi possible
d’utiliser sans efforts additionnels les technologies d’encapsulation de dépendances
décrites à la section suivante.
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3.2 Encapsulation des outils et des dépendances

Un pipeline de traitement est essentiellement dépendant des algorithmes qui sont
exécutés aux différents noeuds de son arbre. Dans le domaine de l’IRMd, les algo-
rithmes sont plus souvent qu’autrement encore au stade de développement. Au vues
des probables modifications, qui peuvent affecter le comportement de l’interface des
algorithmes et l’effet de certains paramètres, il est important pour assurer la longévité
et le bon fonctionnement d’un pipeline de chercher à fixer les versions des dépendances
à celles qui ont été testés et approuvées lors du développement.

Pour y arriver, une panoplie de technologies ont été développées au cours de la der-
nière décennie, permettant d’encapsuler sur un système d’opération, des algorithmes
et applications au sein d’une image. Une fois construites, ces images sont hautement
portables, leur contenu pouvant être utilisé sans devoir être installé.

3.2.1 Docker

Docker est une technologie d’encapsulation et de déploiement basé sur le concept
de conteneur. Un conteneur est un ensemble standardisé fermé, composé d’un groupe
d’algorithmes et d’applications, de leurs dépendances, ainsi que de variables de confi-
guration et de points d’entrées d’exécution.

D’emblée, leur mode de fonctionnement est comparable à celui d’une machine vir-
tuelle, permettant d’exécuter des programmes indépendamment du système d’opé-
ration de la machine utilisée, via un procédé appelé virtualisation. Cependant, la
virtualisation requiert l’inclusion dans la machine virtuelle du système d’opération
natif de ces programmes et demande donc l’espace mémoire pour stocker ce dernier,
ce qui peut être limitant dans un contexte ou plusieurs de ces machines virtuelles
doivent être instanciées ou que les ressources disponibles sont limitées. Ce problème
est réglé par l’utilisation des conteneurs, qui ne nécessitent pas le système d’opération
pour fonctionner et permettent ainsi de restreindre l’espace utilisé.
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Figure 3.1 – Utilisation de l’espace mémoire d’un ensemble d’application en recourant
d’une part à des machine virtuelles (à droite), de l’autre à des conteneurs (à gauche).
Un avantage des conteneurs est qu’il ne nécessite pas un système d’opération dans
chaque conteneur, ce qui réduit grandement l’espace mémoire lors de l’instanciation
d’une nouvelle application. Il serait possible, dans la situation de droite, de lancer une
nouvelle instance de l’application, qui la mettrait en mémoire avec ses bibliothèques
et binaires propres, mais pas dans celle de gauche. Les techniques de conteneurisation
permettent donc une meilleure extensibilité à long terme par une utilisation plus
rigoureuse des ressources computationnelles.
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Le principe de création d’un conteneur est simple. D’abord, une image est créée
à partir d’un fichier définissant les étapes de construction, appelé Dockerfile. Ces
dernières sont composées de couches successives, correspondant respectivement à un
ensemble d’étapes dont le résultat est isolable et peut être validé. Cela permet, lorsque
des modifications sont apportées à la définition, de limiter l’étendue des portions de
l’image à reconstruire et de sauver du temps de développement.

Une fois l’image créée, elle est utilisée pour instancier un conteneur donné. Ce
dernier ne contient alors que les dépendances, bibliothèques, algorithmes et configu-
rations. C’est l’engin Docker qui s’occupe par la suite d’assurer l’interfaçage avec le
système d’opération hôte sur la machine utilisée, garantissant une exécution fluide.

3.2.2 Singularity

Singularity est une technologie d’encapsulation très similaire à Docker. Elle se
base elle aussi sur un fichier de définition (.def) pour construire des images portables
et auto-suffisantes. Elle règle cependant quelques problèmes qui surviennent de l’utili-
sation de Docker sur les grappes de calcul. Un des défaut majeur concerne la sécurité
des comptes utilisateur. Sur une grappe, chaque personne possède un accès lui au-
torisant la lecture et l’écriture au sein d’un environnement de travail dédié. Hors,
par construction, lors d’un appel de commande dans un conteneur, Docker élève les
permissions de l’utilisateur courant, lui conférant les droits d’administration et de ce
fait la permission d’accéder à des environnements de travail habituellement inacces-
sibles. Cette problème est résolu par l’utilisation d’une image Singularity, qui utilise
l’utilisateur courant pour exécuter les commandes appelées.

Un autre problème est issu d’une incompatibilité entre le mode de fonctionne-
ment de Docker et les ordonnanceurs de tâches sur les grappes. Un ordonnanceur est
une application centrale à la grappe de calcul, à laquelle les utilisateurs envoient des
demandes de ressources machines pour exécuter des calculs. Suivant un calcul de prio-
rité, ces ressources sont ensuite allouées temporellement afin de respecter la priorité
de tous les utilisateurs. Cependant, l’installation de Docker ne se fait pas localement
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au sein de l’environnement d’un utilisateur, mais plutôt comme un service global.

Il en résulte un bris du respect des ressources allouées lorsqu’un appel à une com-
mande sur un conteneur Docker est fait à partir d’une tâche exécutée par l’ordonnan-
ceur. Bien que la commande d’appel se fasse bien sur la bonne machine, c’est ensuite
le service qui prend le relais. Or, l’exécution de ce dernier est externe à l’allocation.
Cela mène à la création et à l’exécution du conteneur dans le mauvais environnement,
sur les mauvaises ressources. Singularity pour sa part, n’est qu’un simple exécutable
et les appels de commandes sur ses images résultent en des processus enfants de
l’application mère, locaux à la machine allouée.

Il est possible cependant de profiter des atouts des deux technologies, puisque
Singularity est nativement compatible avec les images Docker. Une complète définition
en Docker est donc préférable, pour bénéficier des capacités de construction par couche
accélérant le prototypage et le développement. Ensuite, une fois l’image construite,
une copie Singularity est créée simplement en pointant vers sa contrepartie Docker
dans le fichier de définition.
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Chapitre 4

Un pipeline de traitement et
d’analyse d’images d’IRMd
appliqué à l’imagerie à haute
résolution de cerveaux de primates
in-vivo

Ce chapitre est composé d’un article rédigé en cours de maîtrise sur un pipeline
de traitement d’images d’IRM de diffusion. Ce dernier a été réalisé en utilisant les
technologies exposées au chapitre 3. Les étapes de correction des artéfacts adressées au
chapitre 2 ont été intégrées dans le train de traitement des images et des algorithmes
implémentant les modèles présentés au chapitre 1 ont été utilisés pour produire des
représentations et des mesures du phénomène de diffusion. Pour valider l’efficacité
du pipeline à produire des mesures de diffusion sur des images acquises de sujets
primates, une étude de reproductibilité est effectuée et exposée dans l’article, utilisant
des données de la PRIME-DE [33, 35], une base de données d’images d’IRM de
primates. Ces données s’avère être un excellent test des capacités d’adaptation du
pipeline, puisque qu’elles contiennent des images acquises à différentes résolutions
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spatiales, utilisant multiples techniques d’échantillonnage angulaire et contenant des
artéfacts à différents niveaux d’intensité. L’article contient aussi une analyse profonde
de la variabilité des données de diffusion disponibles dans la base de données de
la PRIME-DE. Il est disponible sur bioXRiv (doi.org/10.1101/2021.11.22.469616) et
sera soumis à Frontiers Neuroinformatics au cours de l’année 2022.

Contributions de l’article
— Un outil de traitement automatisé efficace des volumes d’imagerie par réso-

nance magnétique de diffusion haute résolution permettant de produire des
mesures reproductibles de l’orientation et des propriétés du phénomène de
diffusion, une première dans le domaine du traitement d’IRMd de primate.

— Une bibliothèque de code Nextflow modulaire permettant d’implémenter faci-
lement de nouveaux pipelines de traitement ou d’adapter le pipeline présenté
dans l’article pour le mettre-à-jour ou le rendre plus polyvalent.

— Une étude de variabilité approfondie des données de diffusion d’une base de
données moderne de sujets primates, la PRIME-DE. Dans cette étude, nous
rapportons la variabilité des mesures de diffusion produites par le pipeline à
4 niveaux : inter-sujet, intra-sujet (longitudinal dans le temps), inter-scanner
(entre les fabricants Siemens et Philips) et intra-scanner (entre deux site uti-
lisant un scanner Siemens). Nous avons donc un portrait global des sources
possible pouvant induire des variations dans les données.

65

https://doi.org/10.1101/2021.11.22.469616


1

mrHARDIflow : A pipeline tailored for the
preprocessing and analysis of
Multi-Resolution High Angular diffusion MRI
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ABSTRACT2

The validation of advanced methods in Diffusion Weighted Imaging (DWI) requires finer3
acquisition resolutions, which is hard to acquire with decent Signal-to-Noise Ratio (SNR) in4
humans. The use of Non-Human Primates (NHP) and anaesthesia is key to unlock valid5
microstructural maps, but tools must be adapted and finely tuned for them to work well.6
Here, we propose a processing pipeline implemented in Nextflow, designed for robustness7
and scalability, in a modular fashion to allow for maintainability and a high level of customization8
and parametrization, tailored for the analysis of Diffusion Weighted (DW) images acquired on9
multiple spatial resolutions. Modules of processes and workflows were implemented upon cutting10
edge and state-of-the-art Magnetic Resonance Imagning (MRI) processing technologies and11
diffusion modelling algorithms, namely Diffusion Tensor Imaging (DTI), Constrained Spherical12
Deconvolution (CSD) and DIstribution of Anisotropic MicrOstructural eNvironments in Diffusion-13
compartment imaging (DIAMOND), a multi-tensor distribution estimator. Using our pipeline, we14
provide an in-depth study of the variability of diffusion models and measurements computed on15
32 subjects from 3 sites of the PRIME-DE, a database containing anatomical (T1, T2), functional16
(fMRI) and DW images of brains of NHP subjects. Together, they offer images acquired over a17
range of spatial resolutions, using single-shell and multi-shell b-value gradient samplings, on18
multiple scanner vendors, that present artifacts at different level of importance. We also perform19
a reproducibility study of DTI, CSD and DIAMOND measurements output by the pipeline, using20
the Aix-Marseilles site, to ensure our implementation has minimal impact on their variability.21
We observe very high reproducibility from a majority of diffusion measurements; only gamma22
distribution parameters of the DIAMOND model display a less reproducible behaviour, caused by23
the non-deterministic nature of their computation and the absence of a mechanism to enforce24
a random number seed in the software we used. This should be taken into consideration when25
future applications are performed. We also show that the PRIME-DE diffusion data exhibits a26
great level of variability compared to similar human studies and its usage should be done with27
care to prevent instilling uncertainty in future statistical analyses.28

Keywords: Non-Human Primates, Magnetic Resonance, Diffusion, Medical Imaging, Pipeline, Automatization, High-Performance29
Computing, Variability30
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1 INTRODUCTION
Magnetic Resonance Imaging (MRI) is a modality of medical imaging that has seen an exponential increase31
of interest in the past few decades since its the only non-invasive technology able to acquire both functional32
and structural information from soft tissues. That makes it the preferential choice for the study of brain33
functions and connectivity with the aim, notably, of mapping the human connectome. For that matter,34
Diffusion Weighted Imaging (DWI) is the favored modality since it allows for the introspection of the35
diffusion process of water molecules both inside and around the axonal structure, which reveals quantitative36
and qualitative properties of about its spatial and orientational distribution, unlocking through modelling37
and the use of tractography techniques the mapping of connections between different regions of the38
brain. However, the study of diffusion weighted (DW) images is riddled with challenges that the scientific39
community has yet to overcome [O’Donnell and Pasternak (2015)][Jones et al. (2013)][Jones (2010)],40
especially when it comes to tractography [Schilling et al. (2021b)][Rheault et al. (2020)][Calamante41
(2019)][Maier-Hein et al. (2017)][Schilling et al. (2017)], even more in ensemble studies using multiple42
sites and multiple scanner vendors [Schilling et al. (2021a)][Andica et al. (2020)][De Santis et al. (2019)].43
Furthermore, the current equipment available still fails to provide the intense and fast changing magnetic44
fields required for good Signal-to-Noise Ratio (SNR); quality of the produced images is restricted by eddy45
currents and phase related distortions, to name a few. Still, all MRI related techniques are limited by46
resolution orders of magnitude above the size of the structures of interest, resulting in partial volume effects47
at the interface between mediums. Lowering the size of acquired voxels requires a longer acquisition time,48
and is often not a viable possibility, since it leads to increased thermal noises in the reception coils and a49
higher probability of motion-related artifacts in the resulting images. Selecting a good set of acquisition50
parameters is thus a multi-objective optimization problem, a trade-off between the image resolution required51
for subsequent modelling and the acceptable level of noise, the duration of the imaging sequence and the52
type of subject, a research setting versus a clinical application, amongst others. In particular, this task has53
proven hard to achieve in Non-Human Primates (NHP) studies; cohorts of subjects are habitually small and54
the lack of standardized setups across sites makes it difficult to provide, furthermore uniformize protocols55
between them. Inasmuch, the absence of standardized processing pipelines, carefully designed to operate56
universally or given images acquired with a good subset of parameters, further increases the difficulty of57
generating good research material exempt of biases from the equipment, subject or even processing train.58

This validation problem, affecting the field from the MRI scanner parametrization all the way to59
modelization and quantity measurement, has been extensively discussed and a plethora of techniques60
have been devised to tackle it. Comparing MRI acquisitions to tracers studies are known to provide good61
benchmarks in white matter, but can lack in specificity [Heilingoetter and Jensen (2016)] and its application62
requires the injection of an invasive substance in the tissue of interest thus being only performed ex-vivo.63
Quite recently, multi-resolution frameworks have gained in popularity, combining low-resolution DWI to64
high-resolution microscopy in order to refine the angular representation of diffusion [Howard et al. (2019)].65
However, this technique is also limited to ex-vivo studies, since microscopy requires slicing and staining of66
the brain tissues.67

Another good technique that has made its marks is comparison to results in small animals, since they68
enable the use of specialized equipment that operates at higher magnetic fields and of stronger techniques69
to mediate with sources of subject’s motion, which are either inaccessible or ethically impossible in70
human studies. Those allow to go to finer resolutions, both spatial and angular, while retaining good71
SNR. Nonetheless, images still require to be adequately preprocessed before fitting models and producing72
measurements. The algorithms used to that extent must be finely tuned to their specific requirements. While73
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multiple processing pipelines have been designed by the research community [Cieslak et al. (2021)][Autio74
et al. (2020)][Theaud et al. (2020)][Gorgolewski et al. (2011)][Pierpaoli et al. (2010)], integrating MRI75
processing technologies into push-button applications, a great deal of them are configured to handle human76
subjects images or images acquired using a predefined set of parameters specific to a study, and running77
them on non-human high-resolution DWI requires extensive re-configuration. Most of them are also offered78
as black-boxes, difficult to customize or extend, which makes adapting them to different studies time79
consuming.80

The pipeline we consider in this work alleviates most, if not all of those problems. Implemented in81
Nextflow [Tommaso et al. (2017)], with the latest implementation of their DSL2 framework, we designed a82
collection of processing modules consisting of pipeline processes and workflows, each targeting a specific83
set of preprocessing, model reconstruction, quantity measurement or utility algorithms, using cutting edge84
DWI processing technologies, such as Dipy [Garyfallidis et al. (2014)], FSL [Smith et al. (2004)], Mrtrix85
[Tournier et al. (2019)] and ANTs [Avants et al. (2008)]. We then built a complete processing pipeline86
using those modules, tailored to handle multi spatial resolution and high angular resolution diffusion87
encoding. The use of Nextfow ensures its scalability on a wide range of computing infrastructures, from an88
execution on a local computer to multiple nodes in an High-Performance Computing (HPC) facility, and89
container technologies (Docker and Singularity [Kurtzer et al. (2017)]) allow for the encapsulation of all90
dependencies and their versioning. This combination allow for a robust and automated execution, while91
keeping installation and maintenance as simple as possible for the end-user.92

To test the pipeline, we processed 32 datasets from 3 sites of the PRIME-DE [Neff (2019)][Milham93
et al. (2018)] database. Those contain diffusion weighted images with multiple spatial and angular94
resolutions, single-shell and multi-shell b-value samplings, multiple scanner vendors and artifacts at95
different ranges of intensities depending on the site where the acquisition was executed. We provide a brief96
reproducibility study of the pipeline results, as well as an in-depth variability study of diffusion modelling97
and measurements obtained from its execution.98

2 METHOD
2.1 Processing library99
3 core concepts were taken into account for the development of the processing library for this project :100

1. Efficiency101
High resolution images are heavy (hundreds of megabytes to a few gigabytes), in particular for DW102
images, where a complete MRI volume is acquired for each gradient direction. Combining high spatial103
and angular resolution leads to image files weighing multiple gigabytes and a number of voxels of104
the order of several hundreds of millions. Processing must thus be efficient and parallelized as much105
as possible. To achieve such a degree of efficiency, we coded the pipeline structure using Nextflow106
[Tommaso et al. (2017)], a meta-scheduling language enabling automatic optimization and execution107
of a processing tree over multiple datasets and multiple processing nodes.108

2. Modularity and Morphability109
State-of-the-art methods in DWI are still changing rapidly. For a good pipeline to stay up to date, it110
requires being able to morph to new standards and integrate novel techniques being discovered. Using111
the DSL2 framework of Nextflow [Tommaso et al. (2017)], we produced a highly modular library112
of processes and workflows, used as building blocks in our pipeline. This allowed for a high level113
architecture in the final pipeline coded for the current study, with a finer description of the dataflows114
encapsulated in the modules referring to specific processing steps. Using this paradigm makes it easier115
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for new pipelines to be developed that only change a subset of processing steps or add new workflows116
on top of older ones.117

3. Usability and Reproducibility118
The libraries used to process DW images are ever-changing. It is thus impossible to guarantee a robust119
execution of our pipeline on versions of its dependencies released in the future. Docker and Singularity120
[Kurtzer et al. (2017)] - two technologies enabling the encapsulation of libraries in portable packages -121
were used to wrap up the numerous applications called in the different processing steps of the pipeline.122
They enable locking the versions of the dependencies into a pre-packaged image and remove the need123
for the end-user to install and manage them. In addition, they allow for multi-stage building of images,124
which makes it easy to add new dependencies and modify a set of versions in the case of an update of125
the underlying pipeline or for the needs of a specific study.126

To address these concepts, the library was fragmented into 4 nested and interlocked scopes: pipeline scope,127
input scope, process scope and workflow scope, as depicted in figure 1. Of them, only the process scope128
contains the actual calls to algorithms and their input requirements. It encapsulates the actual workhorse of129
the pipeline and forms the processes module.130

All other scopes are using Nextflow workflow objects and only specify the flow of data between processes131
and other workflows they include. The input scope gathers pieces of code necessary to translate the internal132
representation in disk memory of the input data into a data structure that is digestible by a pipeline. When133
included, it enforces the input convention of its pipeline. It can be changed to fit a specific study or project.134
The pipeline scope contains all complete pipelines. A valid pipeline uses one or more input convention135
from the input scope and describes as minimally as possible the flow of data between processes and136
sub-workflows it includes. All data flow descriptions that can potentially be reused are transferred to137
the workflow scope. This scope contains sub-parts of the processing that form a coherent ensemble, yet138
cannot be specified by a single process. The workflows in this scope uses processes and other workflows as139
building blocks and define the passage of data between them to form a processing sequence. An example140
of such a workflow would be the execution of Topup (a light purple workflow in figure 1), including141
data preparation, which executes the following processes sequentially : selection of b0 volumes from the142
different phase encoded DW images, concatenation of b0 volumes, computation of Topup distortion field,143
application of the field to the DW images.144

2.2 Processing pipeline145
2.2.1 Data input146
In addition to the DWI volumes and their associated bval/bvec files describing the gradient sampling, the147
pipeline requires as input a T1-weighted (T1w) anatomical image. The user can also supply masks in either148
or both diffusion and anatomical space, as well as partial volume maps of White Matter (WM), Gray Matter149
(GM) and Cerebrospinal Fluid (CSF), in anatomical space. Reverse phase acquired diffusion images can150
be provided, as either a single b0 volume, multiple b0 organized as a 4D volume or a full DWI 4D volume151
with bval/bvec files. For some of the processing steps, the pipeline also requires the input of some metadata152
associated to the acquisition of the DWI volumes. Metadata parameters consistent across all images can be153
supplied using the Nextflow configuration file. In case of varying parameters between the images, a json154
file must be provided alongside both forward and reverse acquired DWI volumes.155

2.2.2 Processing steps156
The following section presents all currently implemented steps in our pipeline, which are also available157
in our processes and workflows library. Even though we highly recommend using them all in the order158
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Figure 1. 4 scopes composing the Nextflow library and how they interface with each others. A pipeline
definition (Pipeline X for example) is placed at the root of the library. To load the data, it uses one or
more convention from the input scope (convention 1 and the bids convention). Then, to process it, it calls
utilities in either or both the process scope (ANTs registration, Concatenate images and others) and the
workflow scope (execute Topup, then register T1 to DWI). A call to an utility in the workflow scope will
trigger calls to processes in the process scope they include to process the data (execute Topup firsts calls a
concatenation of two opposite phase encoding DW images and extracts their b0 volumes, to pass the result
to Topup for phase distortions correction). The input, workflow and process scopes form the core of the
Nextflow library. Their content can be used by any pipeline defined in the pipeline scope, allowing high
levels of code reusability.

prescribed to process raw anatomical and diffusion weighted images, their execution is by default optional159
and can be individually turned on and off using the Nextflow configuration file, for instance to allow the160
computation of the models and measures on already preprocessed data or to shorten the execution time by161
turning off steps deemed unnecessary after input data quality control.162

2.2.2.1 Preprocessing163
2.2.2.1.1 Diffusion processes164
Background noise - DW images are affected with background noise following either a rician [Gudbjartsson165
and Patz (1995)] or a chi-squared distribution [Luisier et al. (2012)] and more often than not present quite166
poor signal-to-noise ratio. Some patch based algorithms [Manjón et al. (2008)] enable the suppression of167
such types of noise, but require long execution time and vast amounts of memory space, which can be168
cumbersome given the large size of diffusion volumes. A good trade-off is to use a Principal Component169
Analysis (PCA) to extract new dimensions isolating the different sources of noise from the data. This170
technique has proven its abilities at enhancing the quality of diffusion data, even if it does not take into171
account the true nature of the noise and only corrects for normally distributed distortions. We thus run172
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Register T1 mask to DWI

b0 to b0 
normalization

Topup

Apply Topup

Eddy N4
Background 

denoising

Extract b0 + BET DTI FA T1 + Mask

Raw DWI

Raw Rev DWI / b0

Figure 2. DWI preprocessing steps. (Background denoising) Input 4D DW images from both phase
encoding directions are denoised to remove background noise contamination. (b0 to b0 normalization)
The signal is normalized so all b0 volumes in both phase encoding directions exhibit the same mean
value. Each 3D diffusion volume is normalized using as reference either the b0 volume coming before
it, after it or a linear interpolation of both. (Topup) b0 volumes from both phase encoding directions are
concatenated and a deformation field is estimated. (Apply Topup) This field is applied on the forward phase
encoded DW image to produce an undistorted 4D DW image. (Extract b0 + BET) From the undistorted 4D
DW image is extracted a mean b0 volume, upon which is computed a brain mask. All voxels outside the
brain mask are set to 0 in the mean b0 volume and the undistorted 4D DW image. (DTI FA) The masked
undistorted 4D DW image is used to compute a DTI model and obtain a FA volume. (Register T1 to DWI)
A transformation is computed by registering the T1w volume to both the mean b0 and the FA volumes.
(Apply Transform to Mask) The brain mask in T1w image space is transformed to the DW image space
using the computed transformation. (Eddy) Motion and eddy currents correction is computed using the
deformation field from Topup, the brain mask and the 4D DW image from both phase encoding directions.
(N4) The 4D DW image is corrected for intensity distortions.

dwidenoise [Cordero-Grande et al. (2019)][Veraart et al. (2016b)][Veraart et al. (2016a)], a patch-based173
Marchenko-Pastur PCA (MP-PCA) denoising algorithm available in Mrtrix3 [Tournier et al. (2019)], at174
the beginning of the preprocessing tree for diffusion, on forward and reverse phase acquired diffusion175
volumes, and Non-Local means [Manjón et al. (2008)] denoising on reverse phase acquired b0 volumes.176
Novel techniques using self-supervised learning such as Patch2Self [Fadnavis et al. (2020)] and deep177
convolutional neural networks [Kawamura et al. (2021)] could also easily be integrated in our modular178
framework, but have been discarded for the current implementation, since they still require to be thoroughly179
validated.180

b0 to b0 normalization - High spatial and angular resolution diffusion images require long acquisition181
times. This can causes heating in the RF and gradient coils used to acquire the signal, which translates into182
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a drift of signal intensities over time [Vos et al. (2017)]. To compensate for this effect, each pair of forward183
and reverse acquired images are normalized to the mean value of the first group of b0 volumes found in the184
forward image. To better correct the diffusion weighted volumes, a linear combination of the means of the185
groups of b0 volumes found before and after it is used. This behavior can be modified to accommodate186
datasets with different deviations between b0 volumes and diffusion images, such as taking only the b0187
before or after a group of diffusion directions to compensate for the signal drift.188

Gibbs ringing - Since the spatial MRI images are reconstructed by inverse Fourier Transform from a189
subset only of points sampled through k-space, images can suffer from ringing artifacts at the interface190
between different tissues [Czervionke et al. (1988)]. When uncorrected, this leads to biases in models191
and metrics. We thus included Gibbs ringing correction as a step just after background denoising, using192
mrdegibbs [Kellner et al. (2016)] from Mrtrix3 [Tournier et al. (2019)]. However, since most images are193
acquired using partial fourier and that this algorithm does not support it, this step is skipped by default.194

Susceptibility - To correct for those artifacts, we use Topup [Andersson et al. (2003)] from the FSL [Smith195
et al. (2004)] library. Topup is run on the extracted b0 of forward and reverse phase acquisitions to correct196
for susceptibility induced distortions. The extraction of b0 can be configured to :197

• Take the first b0 appearing in a DW image198

• Take all the b0 in the DW image199

• Take the averages of b0 in the DW image200

• Take averages of continuous series of b0 in the DW image201

Since Topup is not parallelized, the pipeline comes initially configured to extract the average b0 for this202
preprocessing step. For this study, this configuration has proven to provide a good approximation of203
the distortion field while lowering substantially the execution time of the algorithm. However, in the204
case of variations in the B0 field across the diffusion volumes, sampling more than one b0 per dataset is205
recommended.206

Brain masking - Since most of the subsequent steps in the pipeline require a mask for better and/or207
faster computation, we compute one using FSL bet [Smith (2002)] on the mean b0 volume, using the one208
corrected by Topup if it was run. However, the execution of bet on monkey images has proven to be unstable209
and often leads to bleeding of the computed mask into skull and background regions. To circumvent this210
problem, we highly recommend to pass as input data either a mask aligned to the diffusion or computed on211
the T1w anatomical image, that has been quality checked and manually fixed. In the latter case, the b0 bet212
mask will be used only to help register the T1w to the mean b0 image + fractional anisotropy (FA) (via213
ANTs [Avants et al. (2008)] using a combination of rigid, affine and non-linear transformations) in order to214
transform the mask in T1 space to diffusion space.215

Motion and Eddy currents - Eddy currents are naturally occuring in tissues imaged at the MRI due216
to the rapid variations of the imaging gradients [Ahn and Cho (1991)]. They cause local distortions in217
the magnetic field perceived by the protons spins, resulting in biased diffusion weighted measurements.218
To correct for those, we use FSL Eddy [Andersson et al. (2018)][Andersson et al. (2017)][Andersson219
and Sotiropoulos (2016)][Andersson et al. (2016)], which also corrects for patient motion. This step is220
parallelized both on CPU (using openMP) and GPU (using CUDA on a Nvidia graphics card). When using221
the latter, execution is more efficient and one can also perform outlier detection and replacement, as well as222
slice-wise motion correction.223
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Intensity non-uniformity - MRI equipment - transmit (B+
1 ) and receive (B−1 ) fields as well as reception224

coils - are not perfectly accurate and images can suffer from variation in intensities that are not related to225
the diffusion process of the acquired tissues. This leads to distortions in the diffusion measures recovered226
from the models fitted to the signal. To correct for those, we run N4 [Tustison et al. (2010)] intensity227
normalization from ANTs on the mean b0 of each diffusion. We then apply the computed intensity228
transformation to all diffusion directions acquired.229

2.2.2.1.2 T1 processes230

Input T1 + Mask
Background 

denoising
N4 normalization

Figure 3. T1 preprocessing steps. (Background denoising) The T1w image is denoised to remove
background noise contamination. (N4 normalization) The denoised T1w image is then corrected for
intensity non-uniformity.

Background noise - Since the T1w image is composed of a single 3D volume, Non-Local Means231
Denoising [Manjón et al. (2008)] becomes tractable in a reasonable amount of time. It is run using a rician232
noise model and parallelized over multiple CPU cores, via the algorithm available in Dipy [Garyfallidis et al.233
(2014)]. This steps has proven to improve segmentation and registration [Theaud et al. (2020)][Constanzo234
et al. (2018)] and has thus been integrated as an optional step in the pipeline.235

Intensity non-uniformity - As for diffusion, the T1w image is corrected for local intensity non-uniformity236
caused by the MRI equipment using ANTs N4 [Tustison et al. (2010)] intensity normalization algorithm.237

2.2.2.2 Upsampling238
Once denoised, both the T1w image and the diffusion volumes are upsampled to a finer resolution defined239
in the Nextflow configuration file using Dipy [Garyfallidis et al. (2014)]. This step enhances anatomical240
features present in the diffusion volumes, brings both T1 and diffusion on a common spatial grid, allowing241
the use of masks and segmentations subsequently computed on the T1w image in reconstruction and242
measures algorithms acting on the diffusion, and is also known to improve the results obtained from243
tractography [Dyrby et al. (2014)].244

2.2.2.3 Segmentation245
Tissue segmentation - Segmentation is performed on the T1w image using ANTs Atropos [Avants et al.246
(2011)]. The default configuration of the pipeline uses AFNI NMT v2.0 segmentation [Jung et al. (2021)]247
as priors, after registering the NMT template to the T1w image, using ANTs [Avants et al. (2008)] (rigid248
+ affine + non-linear, MultiLabel interpolation). Tissue masks are also extracted from the partial volume249
fractions outputed by Atropos by thresholding. A safe white matter mask, exempt of partial volume effects250
with both CSF and gray matter, is computed for future usage such as limiting the number of possible voxels251
used to compute the single fiber response necessary for constrained spherical deconvolution.252
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Preprocessed T1

Template T1

Register 
template to T1

Segmentation priors

Apply Transform

Preprocessed T1

Atropos

Figure 4. Tissues and white matter segmentation steps. (Register template to T1) A transformation from
the template to the preprocessed T1w image is computed. (Apply transform) The transformation is used
to move the segmentation prior into the preprocessed T1 space. (Atropos) Ants Atropos is run, with the
transformed segmentation priors, to compute from the preprocessed T1 segmentation masks and partial
volume fraction maps of WM, GM and CSF.

White matter parcellation - The default white matter atlas available in the pipeline is the UWDTI atlas253
[Adluru et al. (2012)]. It provides templates in the form of DTI measures, of which we chose the FA to254
perform registration. The FA is calculated from a DTI fit on the upsampled DWI data. Then a transformation255
from template space to subject space is computed using ANTs [Avants et al. (2008)] (rigid + affine +256
non-linear) and applied to the atlas using MultiLabel interpolation.257

2.2.2.4 Registration of T1 to DWI space258
Once segmentation is computed, the upsampled T1w image is registered to the upsampled DW image259
space using a combination of the mean b0 volume and the FA obtained from a DTI fit. The registration is260
computed using ANTs and a sequence of rigid, affine and non-linear transformations. This transformation261
is then applied to all segmentation masks using nearest neighbour interpolation, to label maps resulting262
from tissue and white matter segmentation using multi-label interpolation and to partial volume maps from263
tissue segmentation with linear interpolation.264

2.2.2.5 Reconstruction265
The pipeline offers 3 different models for the reconstruction of the diffusion process. To enable its usage266
on low angular resolution data or data sampled across few shells at low b-values, the single diffusion267
tensor model [LeBihan et al. (2001)] (DTI) can be fitted. It requires a minimum of 6 directions, though a268
uniform sampling of gradients over the sphere is preferable. To limit the effects of exchange and restriction269
occurring at high b-value, which this model cannot represent, only shells up to b = 1300mm/s2 are used270
[Jones and Basser (2004)]. This behavior can be modified by the user if need be. For data acquired on a271
greater number of shells, with higher b-values, such as HARDI [Hosey et al. (2005)][Tuch et al. (2002)]272
and CUSP[Scherrer and Warfield (2012)], two higher-order models are available : the fiber Orientation273
Distribution Function (fODF) through Constrained Spherical Deconvolution [Tournier et al. (2007)] (CSD)274
and the DIstribution of Anisotropic MicrOstructural eNvironments in Diffusion-compartment [Scherrer275
et al. (2016)] (DIAMOND), a multivariate gamma distribution over tensors.276
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Figure 5. DTI measurements on a selected subject from the Aix-Marseille site. (A) RGB map, (B)
fractional anisotropy (FA), (C) mean diffusivity (MD), (F) radial diffusivity (RD), (E) axial diffusivity
(AD) and (D) the principal direction of the estimated tensor in the centrum semi-ovale (region circled in
blue in (A)).

2.2.2.6 Measurement277
DTI fit - Diffusion tensors are computed using Dipy and a Weighted Least Square Fit. In addition to the278
tensors, eigenvalues and eigenvectors, it outputs axial (λ1) and radial diffusivity (µ(λ2, λ3)), fractional and279
geodesic anisotropy, the mode and norm of diffusion tensors. Figure 5 presents some of those metrics. It280
also allows the output of validation maps, such as the residuals of the fit, the standard deviation across281
diffusion volumes displaying pulsation and misalignment artifacts, and a map of physically implausible282
voxels, representing the areas where the diffusion weighted signal presents higher values than the b0 mean.283

CSD fit - The response function and spherical deconvolution fit are also computed using Dipy. If a tissue284
segmentation is available at this step in the pipeline and the input DW image contains multiple b-value285
shells, a Multi-Shell Multi-Tissue approach is used [Jeurissen et al. (2014)]. Otherwise, the pipeline reverts286
to using a Single-Shell Single-Tissue algorithm [Tournier et al. (2007)]. The response is obtained using a287
subset of single-fiber white matter voxels (200 per default) which are presenting a high enough FA value288
(between 0.55 and 0.75 per default) and reside inside the safe white matter mask priorly computed. The289
peaks are then extracted from the fitted fODF, selecting only the ones presenting an amplitude greater than290
1.5 times the maximal amplitude in isotropic voxels [Dell’Acqua et al. (2012)] (figure 6 : F). The latter291
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Figure 6. fODF measurements on a selected subject from the Aix-Marseille site. (A) RGB map, (B) total
apparent fiber density (AFDt), (D) number of fiber orientations (NuFO) and (C) fODF peaks in the centrum
semi-ovale (region circled in blue in (A)).

are obtained using a threshold on mean diffusivity (a minimum of 2.6e−3mm2) and fractional anisotropy292
(0.15). Those threshold are also used to compute the Number of Fibers Orientations and the maps of293
voxel-based total (first SH coefficient), sum (integral on the sphere) and maximal Apparent Fiber Density294
[Dell’Acqua et al. (2012)][Raffelt et al. (2012)], as well as the RGB mapping of orientations on the sphere295
(figure 6 : A-E).296

Multivariate Gamma Distribution Tensor Fit - The Multi-Tensor fit is acquired using Diamond [Scherrer297
et al. (2016)], configured to allow for a maximum of 2 tensors (fascicles) per voxel. As default, the fit also298
outputs the fraction of free-water. Classical tensor measures (FA, AD, RD, MD, RGB) are estimated on299
each fascicle separately and are used to compute their mean and max counterparts. In addition is generated300
a map of the fraction of each fascicle per voxel and of their main peaks, and other statistical quantities such301
as the mean and standard deviation of isotropic and anisotropic diffusivities [Reymbaut and Descoteaux302
(2019)]. A subset of metrics is displayed in figure 7.303

2.3 Pipeline reproducibility304
To evaluate correctly the potential variations in metrics between the several subjects of the PRIME-DE305
databases, it is a requirement that the processing carried on the data be as reproducible as possible. To do306
so, all algorithms used by the pipeline that require the execution of a random process have seen their seed307
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Figure 7. Multi-tensor measurements on a selected subject from the Aix-Marseille site. (A) RGB map, (B)
maximum fascicle FA (max fFA), (C) mean diffusivity (MD), (F) axial diffusivity (AD) on the left, radial
diffusivity (RD) on the right, (E) free water fraction (fFW) and (D) principal direction of the estimated
mean tensor of each fascicle in the centrum semi-ovale (region circled in blue in (A)).

enforced to the same number across all subjects and sites. To evaluate the reproducibility, we did a test-test308
analysis, using the 4 subjects from the aix-marseille database, on which the pipeline was run 3 separate309
times, using the same configuration and singularity image. The Image Intraclass Correlation Coefficient310
(I2C2) [Shou et al. (2013)] was computed using equation 1 on relevant DTI, fODF and multi-tensor metrics.311

I2C2 = 1−
∑

s∈S Ns − 1∑
s∈S(Ns − 1)

∑

s∈S

∑

ss∈s

∑

v∈Iss

(Iss(v)− Îs(v))2
(Iss(v)− Î(v))2

(1)

Here, Iss refers to a modality, mask or measurement to evaluate for a specific session ss belonging to a312
subject s, Îs is the mean image for a specific subject s taken over all its sessions and Î is the mean image313
taken over all sessions and all subjects.314

2.4 Study design and data selection315
This study focuses at evaluating variability in diffusion weighted measurements across the different sites316
available in the Primate Data Exchange (PRIME-DE) project, as well as between the MRI scanner vendors317
and models used by them to acquire the images. From the 25 sites available in the database, 8 of them were318
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SITE SCANNER # subjects T1 DWI

voxel size voxel size b-values # directions # b0

Aix-Marseille Siemens
Prisma 3T

1
0.8mm
0.8mm
0.8mm

1.25mm
1.25mm
1.25mm

250
1000

6
64 5

1
0.8mm
0.8mm
0.8mm

1mm
1mm
1mm

250
1000

6
64 5

1
0.8mm
0.8mm
0.8mm

1.25mm
1.25mm
1.25mm

300
1000
2000

6
32
64

7

1
0.8mm
0.8mm
0.8mm

1mm
1mm
1mm

500
1000
2000

6
30
30

5

UC-Davis Siemens
Skyra 3T 19

0.3mm
0.3mm
0.3mm

0.7mm
0.7mm
1.4mm

1600 60 6

Sinai-Philips Philips
Achieva 3T 9

0.3mm
0.3mm
0.3mm

1mm
1mm
1mm

1000 120 2

Sinai-Siemens Siemens
Skyra 3T 6

0.5mm
0.5mm
0.5mm

1mm
1mm
1mm

1000 80 10

Table 1. Acquisition parameters for the sites of the PRIME-DE database containing diffusion data.

identified as containing diffusion data, and only 4 with a fair number of subjects (N ≥ 4) : Aix-Marseille319
University (4 subjects, Siemens Prisma scanner), University of California, Davis (19 subjects, Siemens320
Skyra scanner), Mount Sinai School of Medicine - Philips (9 subjects, Philips Achieva scanner) and Mount321
Sinai School of Medicine - Siemens (6 subjects, Siemens Skyra scanner). All subjects are Macaca Mulatta322
primates, anesthetized before acquisition. The scan sequences parameters can be found in table 1. All323
datasets were acquired on 3T systems, with DWI at spatial resolutions from 0.7 to 1.4mm3, with either324
isotropic or rectangular voxels, and anatomical images at voxels sizes ranging from 0.3mm3 to 0.8mm3325
isotropic.326

2.5 Quality control327
All input data was quality controlled on both DW and anatomical images. Images were controlled for328
a variety of possible artifacts, including motion, ghosting, aliasing, gibbs ringing, B0 and B1 field329
inhomogeneities and magnetic susceptibility. After evaluation, images from Mount Sinai School of330
Medicine - Siemens were excluded due to non-uniformity of contrasts across both DW and anatomical331
images from hyper-intensities caused by restraints positioned around the subject’s head. The 3 other sites332
presented high enough image quality and were judged good enough for the study.333
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2.6 Brain masking334
Brain masks were computed prior to processing on the anatomical T1w images using DeepBet v1.0 [Wang335
et al. (2021)], a U-Net trained on macaque data from the PRIME-DE. All masks were quality controlled336
and manually fixed to prevent exclusion of brain voxels and inclusion of skull and eyes. The inclusion of337
this technology in the pipeline was considered, but was ultimately rejected due to the weight in memory of338
its dependencies, practically doubling the size of the container required to run the pipeline. Moreover, the339
lack of validation on databases other than the PRIME-DE, which was used to generate the segmentation340
models, and its insertion near the beginning of the processing chain was deemed too risky, since its failure341
at providing a good brain mask would impede on most of all subsequent steps executed.342

2.7 Processing hardware343
The processing was done launching the pipeline separately for all 3 selected databases to evaluate the344
effectiveness of execution. We used 3 nodes of the Compute Canada Beluga cluster, each equipped with 2345
Intel Gold 6148 Skylake processors at 2.4 GHz clock speed, 186 Gb of RAM and 4 NVidia V100SXM2346
graphics cards, 16 Gb VRAM.347

2.8 Data quality evaluation348
To quantify the increase in quality of the processed data, two measures, SNR and CNR, were computed349
inside each region of the registered tissue maps on the mean b0 volume of the diffusion weighted images.350
Topup correction and upsampling was performed on the raw data, to allow for the use of the tissue maps351
when computing their SNR and CNR. Our method thus does not quantify the effect of those steps on the352
amelioration of the data quality.353

To calculate SNR, two different approaches were used to quantify the noise standard deviation on the b0.354
For DW images containing multiple b0 volumes, intermediate noise maps were extracted by subtracting355
each possible permutations of two b0. Those maps were then averaged to obtain a mean noise map, which356
was used to compute the noise standard deviation in each region. SNR was then calculated using equation357
2 [Narasimhan and Jacobs (2002)]. For DW images with a single b0 volume, a background mask was358
extracted using the technique presented in [Balan et al. (2012)] and the noise standard deviation was359
calculated from the voxels of the b0 inside it. SNR was calculated using equation 3. In both equation 2 and360
3, b0 refers to the b0 image, N to the extracted mean noise map, Tmask to the mask of the tissue of interest361
and Bmask to the image background mask. µM (I) and σ2M (I) respectively refer to the mean and variance362
of all voxels of an image I included in a mask M .363

SNR(b0, N, Tmask) =
µTmask(b0)

σ2Tmask
(N)

(2)

SNR(b0, Tmask, Bmask) =
µTmask(b0)

σ2Bmask
(b0)

(3)

CNR was computed on the b0 by comparing white matter with gray matter regions using equation 4.364

CNR(I,WMmask,GMmask) =
|µWMmask(I)− µGMmask(I)|
σ2WMmask

(I) + σ2GMmask
(I)

(4)
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We also performed a variability study in tissue maps (WM and GM) of several metrics extracted from365
the diffusion models available in the pipeline. Using the average over sessions of subjects, we analyzed366
inter-subject variability separately for each database (equation 5), intra-vendor variability for Siemens367
scanners (UC-Davis and Aix-Marseille) (equation 8) and inter-vendor variability using all sites (equation368
7). Since UC-Davis and Sinai-Philips presented multiple time points per subject, intra-subject variability369
was also computed (equation 6).370

CVinter-subject({Ŝ1, . . . , Ŝn} ∈ D,M) =
σM (D)

µM (D)
(5)

CVintra-subject({S1,i, . . . , S1,k} ∈ S,M) =
σM (S)

µM (S)
(6)

CVinter-vendor({Ŝ1,D1 , . . . , Ŝn,D1 , . . . , Ŝ1,Dv , . . . , Ŝi,Dv} ∈ V,M) =
σM (V )

µM (V )
(7)

CVintra-vendor({Ŝ1,D1 , . . . , Ŝn,D1 , . . . , Ŝ1,Dv , . . . , Ŝi,Dv} ∈ Vi,M) =
σM (Vi)

µM (Vi)
(8)

Here, S denotes a set of images (T1, DWI, masks and measures) of a single subject, across all of its371
repetitions, D a single acquisition site (Aix-Marseille, Sinai-Philips or UC-Davis), V a vendor (Philips,372
Siemens) and M a mask defining a region of interest in which is evaluated the variation measure.373

3 RESULTS
3.1 Processing time374
Per process execution time is displayed in figure 8 separately for each database. Most of the processing time375
was occupied by 4 algorithms, namely Topup (∼ 66 min avg), Eddy (∼ 36 min avg), DIAMOND (∼ 31376
min avg) and fODF metrics computation (∼ 15 min avg); those times are heavily bound to the diffusion377
image resolution, here ranging from 1mm to 1.25mm isotropic. Every other major step of the pipeline378
executed in about 5 minutes or less. It took about 6 hours processing the 4 dataset of the Aix-Marseille site,379
25 hours for the 27 (9 subjects, 3 sessions) of Sinai-Philips and 34 hours for the 38 (19 subject, 2 sessions)380
of UC-Davis. Note that for UC-Davis, the number of iterations for Topup had to be increased, due to the381
intense susceptibility artifacts present in the images, thus drastically increasing the execution time.382

3.2 Image quality383
Signal-to-Noise Ratio (SNR) is presented in figure 9, on the average b0 volume extracted from both raw384
and preprocessed DW images. With the exception of UC-Davis, the measure suggests an increase in image385
quality resulting from the different denoising algorithms used in the preprocessing part of the pipeline. For386
Sinai-Philips and UC-Davis, SNR distribution displays less variance after preprocessing, with a substantial387
increase of mean SNR for Sinai-Philips.388

Contrast-to-Noise Ratio (CNR) in white matter voxels is displayed in a similar fashion in figure 10. As389
for SNR, distributions of CNR display less variance after preprocessing for Sinai-Philips and UC-Davis.390
Mean CNR is also increased for Aix-Marseille and Sinai-Philips.391
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Figure 8. Execution time of processes run on datasets from the (A) Aix-Marseille, (B) Mount Sinai -
Philips and (C) UC-Davis sites. (D) presents the global time consumption per process over all sites.

Figure 9. SNR of b0 images inside (WM) white matter, (GM) gray matter and (CSF) cerebro spinal-fluid
tissues

Figure 10. CNR of b0 images
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3.3 Reproducibility392
Table 2 shows reproducibility scores on revelant output images of the pipeline. For classical diffusion models393
(DTI and fODF), as well as for anatomical mask computing and registration processes, reproducibility is394
high, with I2C2 scores of 98% and more. Scores for the DIAMOND model averages around 97% for metrics395
computed over the fascicles (MD, AD, RD, FA, max fFA, free-water fraction) and 91% model selection,396
indicating that the outcomes of this algorithm are less reproducible. Gamma distribution parameters (kappa,397
kappaAD, hei and heiAD) do not perform as well, with kappa and hei scoring at 83% and heiAD and398
kappaAD at 52% and 63%.399

Measure I2C2
Modality

Anatomy T1 WM PVF 0.997
T1 GM PVF 0.995
T1 CSF PVF 0.990
T1 registration 1.000

Diffusion DTI MD 0.991
DTI AD 0.990
DTI RD 0.991
DTI FA 0.999
fODF AFD 0.981
fODF AFD total 0.997
fODF NuFO 0.986
DIAMOND MD 0.962
DIAMOND AD 0.975
DIAMOND RD 0.956
DIAMOND FA 0.990
DIAMOND max fFA 0.979
DIAMOND hei 0.831
DIAMOND heiAD 0.523
DIAMOND kappa 0.831
DIAMOND kappaAD 0.630
DIAMOND fascicle fractions 0.968
DIAMOND free-water fraction 0.981
DIAMOND model selection 0.903

Table 2. Reproducibility measures on images generated by the pipeline.

3.4 Variation of measurements400
Figures 11 to 13 display the coefficient of variation of several metrics outputed by the pipeline, and figure401
14 on the gamma distribution parameters estimated by the DIAMOND model, calculated in both white402
matter (WM) and gray matter (GM) masks.403

The Sinai-Philips site presents the least mean intra-subject variability overall at ≤ 2%, except for404
NuFO, AFD and free-water fraction (fFW), but the worst inter-subject variability in almost all metrics and405
parameters evaluated.406

For DTI metrics, Aix-Marseille displays lower inter-subject variability in both white matter (≤ 4% in407
MD and RD and ≤ 7% in RD and FA) and gray matter (∼ 3%) than Sinai-Philips. The portrait is reversed408
for fODF measurements, with the exception of AFDt, where the variability observed is greater (more than409
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Figure 11. Coefficient of variation (CV) for DTI measurements : (MD) mean diffusivity, (AD) axial
diffusivity, (RD) radial diffusivity, (FA) fractional anisotropy

Figure 12. Coefficient of variation (CV) for fODF measurements : (AFD) max apparent fiber density,
(AFDt) total apparent fiber density, (NuFO) number of fiber orientations

twice for NuFO in WM). For metrics computed on the DIAMOND model, the variability is lower, with410
the exception of MD in WM and of all measures excluding free-water fraction (fFW) in GM. For gamma411
distribution parameters, variability is also higher, except for kappaAD and heiAD in WM.412
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Figure 13. Coefficient of variation (CV) for diamond measurements : (MD) mean mean diffusivity among
fascicles, (FA) mean fractional anisotropy among fascicles, (max fFa) maximum fascicle FA, (fFW) fraction
of free-water

UC-Davis exhibits good inter-subject variability in DTI measurements at less than 4% for MD, AD413
and RD and around 6% in WM and 8% in GM for FA. For fODF metrics in WM, AFDt scores similarly414
at 4%, AFD at about 9% and NuFO presents as the least reliable at 14%. Oddly, mean intra-subject415
variability is greater than inter-subject variability for this site for almost all quantities observed, except for416
fractional anisotropy (with the exception of the mean FA on DIAMOND fascicles), AFDt (in WM only)417
and free-water measurements, as well as for gamma distribution parameters excluding heiAD in WM and418
kappa in GM. With further inspections, it was noticed that for all measurements exhibiting this trend, two419
clusters of similar measurements could be formed, corresponding each to one of the sessions at which the420
subjects’ images were acquired, as presented in figure 15.421

Intra-vendor variability of Siemens scanners is computed on subjects from both Aix-Marseille and422
UC-Davis. For DTI metrics, variability in WM ranges from 12% to 14% for diffusivity measures and at423
around 8% for FA and is slightly lower in GM. For fODF, NuFO displays the highest variability (21% in424
WM, 32% in GM), followed by AFD (10% in WM, 22% in GM). Variability for AFDt is substantially425
lower at 4% in WM and 7% in GM. For measurements on the DIAMOND model in WM, MD is the least426
variable at 6% and fractional anisotropy scores at 10%, 2% bellow the fascicle based measure (max fFA).427
Results shows that performance from those measure is approximately two times more variable in GM.428
Free-water fraction is the most variable measure estimated at 28% in WM and 21% in GM. For gamma429
distribution parameters, values range widely depending on the parameter and on the tissue. For WM, kappa430
and kappaAD are the less variable at 7% and 10%, and hei and heiAD score at 33% and 18% respectively.431
For GM, the more variable parameter is kappaAD at 32%, followed by kappa and hei at around 17% and432
heiAD at 13%.433

Inter-vendor variability is consistently higher than intra-vendor on all DTI measurements, with an increase434
in variability of 2% in FA and from 4% to 10% in diffusivity measures in both WM and GM. The same435
trend is observed for fODF metrics, AFDt displaying the less increase (2%) and NuFO the most (5%) in436
WM. For measures on the DIAMOND model, MD shows the greater increase (6% in WM and 3% in GM).437
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Figure 14. Coefficient of variation (CV) for diamond gamma distributions parameters : (hei) heterogeneity
index, (heiAD) axial heterogeneity index, (kappa) kappa parameter of tensor distribution, (kappaAD) axial
kappa parameter of tensor distribution

Figure 15. Clustering behaviour of the acquisition sessions of the subjects from the UC-Davis site.

FA and maxfFA variability remains stable, with a slight increase of 2% for the former and less than 1%438
for the latter. Free-water fraction variability increases substantially of about 5%. For gamma distribution439
parameters, a slight decrease of variability is observed for all parameters, except for hei which remains440
stable in WM and increases of about 3% in GM.441
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4 DISCUSSION
4.1 Reproducibility442
Reproducibility is of primordial importance when it comes to a good processing pipeline. It is a measure443
of how much a pipeline can, now and later in time, given the same data, configuration and underlying444
algorithm’s versions, output data that behaves the same and give similar results when analyzed. As for445
tractoflow [Theaud et al. (2020)], a novel pipeline for DWI analysis of human subjects, this pipeline was446
designed with reproducibility in mind. Results displayed in table 2 confirm good reproducibility from447
DTI and fODF models computed, as well as from T1 registration processes (using ANTs registration)448
and tissues partial volume fractions computation (using ANTs Atropos). Scores are slightly lower for449
metrics estimated on the DIAMOND model, and significantly lower for gamma distribution parameters450
(kappa, kappaAD, hei, heiAD). This behaviour is expected since the DIAMOND implementation included451
in the pipeline does not allow to set the random number seed, which injects a quantity of variability in the452
outcomes of the algorithm. We would nonetheless advise against their usage in a statistical study as is,453
since they are bound to introduce a level of variability in the analysis. Note that this does not affect the454
measurements calculated (MD, FA, max fFA and fFW), since in the current implementation of the pipeline,455
their computation only rely on the mean tensor estimated on each fascicle, thus are independent of the456
gamma distribution parameters.457

4.2 Pipeline implementation458
In addition to providing a highly reproducible processing chain, our pipeline implementation also offers459
a high level of adaptability to the parametrization of its input’s acquisition sequences. Whilst designing460
the collection of processing modules, we took great care to make their configuration resilient to different461
spatial (voxel size, number of slices, orientation of slice and/or phase encoding) and orientational (number462
of b-values and/or gradient directions) configurations. This proved critical to adequately scale the parameter463
space of algorithms used by the pipeline, such as Topup, which rely on a definition of its deformation field464
given in millimetres in voxel space, and to allow disabling their execution when input requirements were465
unmet.466

Nevertheless, we are aware the default values we offer could vary as algorithms are updated and that467
some use-case could benefit changing them. To that extent, is provided with most of them an additional468
configuration layer, presenting all possible parameters, to allow the end-user to finely adapt the pipeline469
to its specific study. We also allowed the user to disable all steps included in the pipeline, in the case470
one desires only to compute models and measures and has already preprocessed its data, or to speed up471
computation time by disabling steps deemed unnecessary after thorough quality control. Still, we do not472
recommend skipping any preprocessing steps we included in the pipeline when providing raw data from473
the scanner.474

Furthermore, our implementation is ready for new use-cases for which our pipeline does not provide the475
adequate preprocessing and modeling steps. Using our modular design, a pipeline can easily be derived476
from ours, using new algorithms, workflows and/or input conventions, by adding the necessary objects in477
their respective module and binding their dataflow correctly.478

4.3 Evaluation of variability479
Lowering variability of measurements as much as possible is of prior importance in a study as it can destroy480
any predictive power of an analysis. In this study, we evaluated from the PRIME-DE database, using 3 sites481
that provided enough good quality DWI images, as well as T1w images, the variability of measurements482
provided by our pipeline on 4 levels : intra-subject for Sinai-Philips and UC-Davis, inter-subject for all 3483
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sites, intra-vendor for Siemens scanners (Aix-Marseille and UC-Davis) and inter-vendor, that is across all484
3 sites.485

Our results reflect common problems that still need to be addressed by the community to make MRI a fully486
reliable imaging modality. The increase of variability reported when including data from multiple scanner487
vendors and from multiple sites is representative of the need for data harmonization protocols capable488
of reducing the effects induced by the acquisition software and technology [Vollmar et al. (2010)][Tax489
et al. (2019)][Grech-Sollars et al. (2015)] as well as signal deviation occurring from environmental490
differences (temperature, humidity, time of day, etc.) [Book et al. (2021)][Meyer et al. (2016)]. Moreover,491
it cries at the need for the community to reach a reasonable level of consensus on acquisition protocols,492
without which, group efforts like the PRIME-DE project cannot become fully relevant. As seen in table 1,493
acquisition parameters vary widely from one site to another, especially when it comes to the sampling of494
diffusion gradients’ directions. This has a direct impact on the validity of the reconstruction of diffusion495
models, since different b-values encodes different processes occurring in the imaged tissues [Veraart et al.496
(2019)][McKinnon et al. (2017)].497

In our study, gradient sampling seems to have a limited impact on DTI measurements for Aix-Marseille,498
since shells with b-values higher than 1300mm2/s are omitted. This however has a greater effect when499
comparing other sites to UC-Davis, since DTI was reconstructed for it from the only available shell at500
1600mm2/s, explaining the 3 to 4 fold increase in Siemens intra-vendor and global inter-vendor variability501
relative to the average inter-subject variability of associated sites. The impact becomes greater when502
looking at fODF and multi-tensor reconstruction (DIAMOND), since those model make use of all b-values.503
This makes Aix-Marseille inter-subject variability increase since the analysis becomes a comparison504
between 2 subjects acquired with single-shell sampling, and 2 others with multi-shell, the latter presenting505
a richer portrait of the diffusion process by the usage of higher gradient weighting. Both fODF and506
multi-tensor reconstruction are known to benefit from the higher b-values [Yang et al. (2015)][Taquet et al.507
(2015)][Scherrer and Warfield (2012)][Scherrer and Warfield (2010)]; the quantities estimated from those508
models are destined to vary from the case of a low b-value single-shell acquisition.509

Another trend observed in our study hinting to the need of guidelines and protocols is the high mean510
intra-subject variability observed for UC-Davis. While analyzing this site, we noticed a strong discrepancy511
of diffusion measurements between the two sessions images were acquired at. This behaviour could be512
the result of equipment upgrades, software or hardware, resulting in an ill-conditioning of the tissues513
required for diffusion acquisition. The only quantities were this behaviour was not detected are fractional514
anisotropies (FA and max fFA) and total apparent fiber density (AFDt). Nevertheless, this makes the usage515
of separate sessions from UC-Davis impossible in a study of diffusion measurements as the variability516
would erase any statistical power of an analysis. We hope in the future, good quality control could be517
integrated in the scanners to prevent or correct the acquisition of images presenting this kind of behaviour.518

5 LIMITATIONS AND FUTURE WORK
In the current version of our pipeline, we implemented a robust and efficient preprocessing chain of519
state-of-the-art algorithms to correct for well know artifacts affecting the MRI signal, such as background520
noise, gibbs ringing, susceptibility distortions, motion, signal dropout and intensity disparities within521
tissues. We are well aware that our pipeline is not universal and that some use-cases may require the522
execution of different algorithms than the one we considered. MRI preprocessing still need to be thoroughly523
validated; the effect of applying specific techniques and algorithms, as well as their ordering relative to one524
another, requires to be quantified in order to attain an adequate level of consensus in the community. We525
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designed our pipeline and its modular framework taking those facts into account, to ease the process of526
swapping and upgrading its different steps, in order to fit specific study cases. We also plan to release in527
the near future a version of the pipeline integrating alternative denoising techniques that are popular in the528
diffusion MRI research community based on recommendations from the ISMRM diffusion study consensus529
effort, once their work becomes available. Inasmuch, we intend to include brain extraction workflows,530
for both anatomical and diffusion weighted images, adapted to the morphology of input subjects. Good531
solutions have been developed that display good resiliency on human subjects, but their extension to other532
primates and to small animals is still to be validated and can lead to segmentation lacking specificity. As533
the field continues to evolve and those issues become addressed, we will consider the addition of those534
solutions in our pipeline.535

Moreover, for our implementation, we chose a limited subset of 3 local models to represent the diffusion536
process in DW images. More algorithms, especially in the category of multi-tensor models, could be537
considered in the future, such as the ball and stick [Behrens et al. (2003)][Behrens et al. (2007)][Jbabdi538
et al. (2012)], ball and zeppelin [Sotiropoulos et al. (2016)] models and NODDI [Zhang et al. (2012)]. The539
inclusion of Diffusion Kurtosis Imaging [Jensen et al. (2005)] could also be considered. More general540
models of the Ensemble Averaged Propagator (EAP) could also be added, using for example the Simple541
Harmonic Oscillator Based Reconstruction and Estimation (3D-SHORE) or the Mean Apparent Propagator542
(MAP) [Özarslan et al. (2013)], along with relevant measurements computed on them. Furthermore, we543
plan to release supplemental modules to compute tractograms upon the computed models the pipeline544
offers.545

It is part of future work to adress better computing resources management, there is room for improvement.546
The Nextflow scripting language offers extensive capabilities to define per process resources prerequisites.547
Using them, we were able to define clearly the number of processing cores (CPU) and need for hardware548
accelerators (GPU). However, we do not yet control for requirements in memory (RAM) of each549
individual process executed. The lack of specification for memory usage of multiple algorithms we550
used, combined with the difficulty of obtaining the actual memory space of compressed NIFTI images551
using the Nextflow language makes it hard to define a clear requirement to respect at execution time.552
Specifying an overestimated precondition on memory needs could lead to a fewer number of processes553
executed at the same time, which would impede the parallelization capabilities of the pipeline and result554
in a waste of computing resources. We are aware that this behaviour could lead to execution problems,555
more so when processing high resolution images that spans multiple gigabytes on disk. To mitigate the556
effects of that limitation, we opted for a retry strategy for processes failing for that reason, combined with a557
restriction of the number of parallel executions of memory hungry processes.558

6 CONCLUSION
In this work, we built a reliable and reproducible pipeline, able to tackle the task of preprocessing and559
computing diffusion models on multi-resolution diffusion MRI data. We also presented our modular560
library of Nextflow processes and workflows using state-of-the-art and cutting edge DW image processing561
technologies, designed to be easily upgradable and adaptable. We used our pipeline to analyze the variability562
of 3 sites (32 subjects) included in the PRIME-DE database presenting good quality DWI data. We showed563
that even if promising, that data exhibited a great level of variability and its usage should be done with care564
to prevent instilling uncertainty in statistical analyses. This is a good example of the effects of the lack of565
consensus in the diffusion MRI field when it comes to specifying guidelines for acquisition procedures.566
The hurdle of defining a gold standard in DWI makes this problem even more difficult to overpass, but567
a level of standardization and harmonization must be attained in order to reduce variability in imaging568
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between subjects, scanner and sites as much as possible. Without it, conjugate efforts like the PRIME-DE569
become less relevant for the study of the brain and its properties. It is through conjoint endeavours such570
as the consensus effort from the ISMRM diffusion study group and others, and by the development of571
reproducible, robust and maintainable software, that we as a community will make of diffusion MRI a572
reliable modality.573
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Jones, D. K., Knösche, T. R., and Turner, R. (2013). White matter integrity, fiber count, and other fallacies:677
The do’s and don’ts of diffusion mri. NeuroImage 73, 239–254. doi:10.1016/j.neuroimage.2012.06.081678

Jung, B., Taylor, P. A., Seidlitz, J., Sponheim, C., Perkins, P., Ungerleider, L. G., et al. (2021). A679
comprehensive macaque fmri pipeline and hierarchical atlas. NeuroImage 235, 117997. doi:10.1016/j.680
neuroimage.2021.117997681

Kawamura, M., Tamada, D., Funayama, S., Kromrey, M.-L., Ichikawa, S., Onishi, H., et al. (2021).682
Accelerated acquisition of high-resolution diffusion-weighted imaging of the brain with a multi-shot683
echo-planar sequence: Deep-learning-based denoising. Magnetic Resonance in Medical Sciences 20,684
99–105. doi:10.2463/mrms.tn.2019-0081685

Kellner, E., Dhital, B., Kiselev, V. G., and Reisert, M. (2016). Gibbs-ringing artifact removal based on686
local subvoxel-shifts. Magnetic Resonance in Medicine 76, 1574–1581. doi:10.1002/mrm.26054687

Kurtzer, G. M., Sochat, V., and Bauer, M. W. (2017). Singularity: Scientific containers for mobility of688
compute. PLOS ONE 12, 1–20. doi:10.1371/journal.pone.0177459689

LeBihan, D., Mangin, J.-F., Poupon, C., Clark, C. A., Pappata, S., Molko, N., et al. (2001). Diffusion690
tensor imaging: Concepts and applications. Journal of Magnetic Resonance Imaging 13, 534–546.691
doi:10.1002/jmri.1076692

Luisier, F., Blu, T., and Wolfe, P. J. (2012). A cure for noisy magnetic resonance images: Chi-square693
unbiased risk estimation. IEEE Transactions on Image Processing 21, 3454–3466. doi:10.1109/TIP.694
2012.2191565695

Maier-Hein, K., Neher, P., Houde, J.-C., Côté, M.-A., Garyfallidis, E., Zhong, J., et al. (2017). The696
challenge of mapping the human connectome based on diffusion tractography. Nature Communications697
8, 1349. doi:10.1038/s41467-017-01285-x698

91



Alex Valcourt Caron et al. mrHARDIflow and the variability of DWI in the PRIME-DE

Manjón, J. V., Carbonell-Caballero, J., Lull, J. J., Garcı́a-Martı́, G., Martı́-Bonmatı́, L., and Robles, M.699
(2008). Mri denoising using non-local means. Medical Image Analysis 12, 514–523. doi:10.1016/j.700
media.2008.02.004701

McKinnon, E. T., Jensen, J. H., Glenn, G. R., and Helpern, J. A. (2017). Dependence on b-value of702
the direction-averaged diffusion-weighted imaging signal in brain. Magnetic Resonance Imaging 36,703
121–127. doi:10.1016/j.mri.2016.10.026704
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Theaud, G., Houde, J.-C., Boré, A., Rheault, F., Morency, F., and Descoteaux, M. (2020). Tractoflow: A766
robust, efficient and reproducible diffusion mri pipeline leveraging nextflow & singularity. NeuroImage767
218, 116889. doi:10.1016/j.neuroimage.2020.116889768

Tommaso, P. D., Chatzou, M., Floden, E. W., Barja, P. P., Palumbo, E., and Notredame, C. (2017). Nextflow769
enables reproducible computational workflows. Nature Biotechnology 35, 316–319. doi:10.1038/nbt.770
3820771

Tournier, J.-D., Calamante, F., and Connelly, A. (2007). Robust determination of the fibre orientation772
distribution in diffusion mri: Non-negativity constrained super-resolved spherical deconvolution.773
NeuroImage 35, 1459–1472. doi:10.1016/j.neuroimage.2007.02.016774

Tournier, J.-D., Smith, R., Raffelt, D., Tabbara, R., Dhollander, T., Pietsch, M., et al. (2019). Mrtrix3: A775
fast, flexible and open software framework for medical image processing and visualisation. NeuroImage776
202, 116137. doi:10.1016/j.neuroimage.2019.116137777

Tuch, D. S., Reese, T. G., Wiegell, M. R., Makris, N., Belliveau, J. W., and Wedeen, V. J. (2002). High778
angular resolution diffusion imaging reveals intravoxel white matter fiber heterogeneity. Magnetic779
Resonance in Medicine 44, 577–582. doi:10.1002/mrm.10268780

Tustison, N. J., Avants, B. B., Cook, P. A., Zheng, Y., Egan, A., Yushkevich, P. A., et al. (2010). N4itk:781
Improved n3 bias correction. IEEE Transactions on Medical Imaging 29, 1310–1320. doi:10.1109/TMI.782
2010.2046908783

Veraart, J., Fieremans, E., and Novikov, D. S. (2016a). Diffusion mri noise mapping using random matrix784
theory. Magnetic Resonance in Medicine 76, 1582–1593. doi:10.1002/mrm.26059785

Veraart, J., Fieremans, E., and Novikov, D. S. (2019). On the scaling behavior of water diffusion in human786
brain white matter. NeuroImage 185, 379–387. doi:10.1016/j.neuroimage.2018.09.075787

93



Alex Valcourt Caron et al. mrHARDIflow and the variability of DWI in the PRIME-DE

Veraart, J., Novikov, D. S., Christiaens, D., Ades-aron, B., Sijbers, J., and Fieremans, E. (2016b). Denoising788
of diffusion mri using random matrix theory. NeuroImage 142, 394–406. doi:10.1016/j.neuroimage.789
2016.08.016790

Vollmar, C., O’Muircheartaigh, J., Barker, G. J., Symms, M. R., Thompson, P., Kumari, V., et al. (2010).791
Identical, but not the same: Intra-site and inter-site reproducibility of fractional anisotropy measures on792
two 3.0t scanners. NeuroImage 51, 1384–1394. doi:10.1016/j.neuroimage.2010.03.046793

Vos, S. B., Tax, C. M. W., Luijten, P. R., Ourselin, S., Leemans, A., and Froeling, M. (2017). The794
importance of correcting for signal drift in diffusion mri. Magnetic Resonance in Medicine 77, 285–299.795
doi:10.1002/mrm.26124796

Wang, X., Li, X.-H., Cho, J. W., Russ, B. E., Rajamani, N., Omelchenko, A., et al. (2021). U-net model797
for brain extraction: Trained on humans for transfer to non-human primates. NeuroImage 235, 118001.798
doi:10.1016/j.neuroimage.2021.118001799

Yang, J., Poot, D. H. J., van Vliet, L. J., and Vos, F. M. (2015). Estimation of diffusion properties800
in three-way fiber crossings without overfitting. Physics in Medicine & Biology 60, 9123–9144.801
doi:10.1088/0031-9155/60/23/9123802

Zhang, H., Schneider, T., Wheeler-Kingshott, C. A., and Alexander, D. C. (2012). Noddi: Practical in vivo803
neurite orientation dispersion and density imaging of the human brain. NeuroImage 61, 1000–1016.804
doi:10.1016/j.neuroimage.2012.03.072805
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Dans ce mémoire, nous avons présenté les bases théoriques de l’imagerie par ré-
sonance magnétique de diffusion (IRMd). Nous avons exposé différents modèles uti-
lisés aujourd’hui pour représenter le phénomène de diffusion au sein des tissus céré-
braux, en introduisant les développements mathématiques de leur fonctionnement et
en adressant leurs forces et faiblesses. Nous avons aussi traité d’artéfacts récurrents
apparaissant dans les images d’IRMd et de technologies employés pour automatiser le
débruitage, la modélisation et l’extraction des mesures sur ces dernières. Nous avons
finalement présenté un nouveau pipeline de traitement automatique d’images d’IRMd
et sont utilisation pour une étude de variabilité de mesures de diffusion réalisée sur
des images d’IRMd haute résolution de la PRIME-DE.

Dans notre étude, une grande variabilité a été observée dans les mesures de dif-
fusion produites par notre pipeline de traitement. Une analyse de reproductibilité a
démontré que l’impact du pipeline en lui-même sur cette variabilité était minimal et
que sa source se trouvait principalement dans les données. La base de donnée utilisée
pour le projet étant polymorphe - les images y étant contenue provenant de différents
sites d’acquisition, parsemés à travers le monde, équipés de divers modèles et marques
de scanner - il a été possible d’augmenter la portée de l’étude et d’analyser en plus
de la variabilité entre les patients, celle entre les sites, les modèles et la variabilité
longitudinale d’un sous-ensemble de patients. Les résultats de l’analyse ont exposé
une grande variabilité inter-sites et inter-modèle, un indicateur clair du besoin d’har-
monisation des données d’IRM dans les initiatives de partage des données. D’autres
tendances de haute variabilité ont été observées séparément dans les différents sites
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d’acquisitions, en particulier lors de l’analyse longitudinale de UC-Davis. Nous avons
remarqué, en portant une analyse approfondie de ce site, une grande variation des
mesures de diffusion entre les différentes sessions respective à chaque sujet, signe d’un
problème dans la variation des intensités des volumes de diffusion et d’un problème
à l’acquisition des données.

La contribution principale de ce mémoire est le pipeline de traitement que nous
avons développé pour cette étude. Comme décrit dans l’article, ce pipeline a été conçu
dans le but d’assurer un traitement robuste, hautement parallèle et reproductible
dans le temps des données d’IRM de diffusion multi-résolution. L’implémentation
a été réalisée en considérant l’importance de la maintenance et de la mise-à-jour du
pipeline, sous la forme d’une librairie de modules de traitement hautement réutilisable,
configurable et personnalisable. La reproductibilité du pipeline a été démontrée en
répétant l’exécution du pipeline trois fois sur les données d’un des sites de la PRIME-
DE et en mesurant le coefficient de corrélation intra-classe et sa robustesse et ses
capacités de parallélisme par le traitement de la totalité des 69 points de données
disponibles.

Par contre, comme exposé dans l’article, l’outil est tout de même affecté de cer-
taines limitations. Tel qu’implémenté, le pipeline contrôle, par le biais de Nextflow,
le nombre de processeur (CPU) et de cartes graphiques (GPU) qui sont requis pour
l’exécution des tâches. Des paramètres Nextflow existent pour prendre en compte
l’espace en mémoire vive (RAM) qu’utilisera un processus lors de son exécution. Ce-
pendant, seul un certain nombre de libraires d’algorithmes exposent leur utilisation
provisoire, qui est difficile à déterminer en cas contraire. De plus, le format d’image
considéré en entrée du pipeline est compressé en mémoire disque, ce qui complique le
calcul de la taille finale des fichiers d’entrée des algorithmes. De ce fait, ce paramètre
de configuration a été omis. Il est a noter que l’utilisateur se doit donc de surveiller
son utilisation de RAM lors de l’utilisation du pipeline. Nous n’avons par contre pas
eu de problème à traiter des images de deux gigabytes en mémoire disque avec 32
gigabytes de mémoire vive.
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Il est aussi à noter que seulement trois modèles de diffusion sont offerts dans l’im-
plémentation actuelle. Bien que représentative d’une bonne partie des algorithmes
disponibles, plusieurs autres modèles comme l’imagerie de la tortuosité de la diffusion
(DKI) [21], l’imagerie de la densité et de la dispersion des neurites (NODDI) [62] et
le propagateur d’ensemble moyen (EAP) [63], entre autres, pourraient être considérés
dans le futur. De plus, une seule technique des pré-traitement est employée actuel-
lement pour corriger les artéfacts contenus dans les images d’IRMd et les images
anatomiques. Pour augmenter la polyvalence du pipeline, l’inclusion de techniques
alternatives pour certaines étapes de correction est envisagée, par exemple, la pos-
sibilité de corriger le champ de susceptibilité en utilisant une carte préalablement
acquise ou celle de corriger les inhomogénéïtés dans le champ b0. L’implémentation
d’étapes de tractographie et d’analyse de connectivité et de surface corticale sont
aussi considérées. L’ajout du support des données d’encodage par tenseur-b est aussi
en cours, puisque les technologies ont déjà été développées [27, 42, 45, 47]. L’utilisa-
tion du pipeline sur des données à très haute résolution de primate acquises utilisant
des techniques à la fin pointe de la technologie, en collaboration avec l’Institut Neu-
rologique de Montréal à l’Université McGill, est prévue pour l’année 2022.

Nous pensons que notre outil sera reçu avec intérêt par la communauté scientifique
et espérons que sont utilisation aidera à la création de nouveau matériel de recherche,
de technologies novatrices, d’études révélatrices. Bien que le domaine de recherche en
imagerie par résonance magnétique semble lentement maturer, beaucoup de travail
reste à faire pour que la communauté médicale adopte les outils modernes. Un grand
travail de validation et d’harmonisation des données doit encore être opéré. Notre
travail s’inscrit dans cette vision en offrant des outils robustes et reproductibles,
simples d’utilisation. Nous sommes confiants que la communauté saura surpasser les
défis qui se prêtent à elle et fera un jour de l’IRMd la modalité de choix pour l’étude
et l’analyse du cerveau humain, de ses caractéristiques et de ses maladies.
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Autres contributions

Simulation de signal d’IRMd

Mon parcours au sein du laboratoire du SCIL a débuté par une suite de stages et
de projets de recherche réalisés au fil de mes deux dernières années de baccalauréat.
Lors de ces expériences, j’ai eu la chance de développer un outil nommé voXSim per-
mettant de générer des primitives informatiques analogues aux tissus composant le
cerveau pouvant ensuite être utilisées avec Fiberfox [37], un logiciel de simulation de
signal d’IRMd populaire contenu dans la plateforme d’analyse d’images d’IRM MITK
Diffusion [12, 59]. Programmé entièrement en C++, il permet de générer des architec-
tures complexes correspondant à des croisements de fibres neuronales, à des volumes
partiels entre la matière grise et la matière blanche, entre autres ; des exemples sont
présentés en figure 4.1.

L’outil a d’abord été utilisé pour valider les résultats du modèle multi-tenseur
Magic-DIAMOND [45], une variation de l’algorithme DIAMOND supportant les ac-
quisitions par tenseur-b développée au laboratoire par Alexis Reymbaut. J’ai eu l’op-
portunité de collaborer à ce projet jusqu’au début de ma deuxième année de maîtrise.
Mes contributions ont mené à la publication d’un abstract [44] présenté à l’ISMRM
2019 et d’un article publié dans Medical Image Analysis [45]. Par la suite, voXSim a
été employé de manière analogue pour valider le modèle de DSC par tenseur-b [26]
développé au SCIL par Philippe Karan. Il a aussi été utilisé pour générer les signaux
simulés nécessaires à la création de plusieurs images contenues dans le chapitre 1 de
ce mémoire.

Participation à des conférences

Au fil de mes expériences au laboratoire, j’ai eu la chance de participer à plusieurs
reprise à la conférence internationale ISMRM, d’abord à Paris en 2018 lors de mon
baccalauréat, puis lors de ma première année de maîtrise à Montréal en 2019 et
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R

(A) (B)

(C)

Figure 4.1 – Avec voXSim, il est possible de générer des primitives ressemblant à de
l’anatomie humaine, comme (A) et (B), respectivement un croisement de 4 paquets de
fibres ressemblant aux tractes optiques (rouge pour l’oeil gauche, bleu pour le droit)
et un ensemble de fibres similaires à la tracte cortico-spinale. En (C) est présenté un
volume de fibres complètement synthétique, aussi généré avec voXSim, permettant
de tester des algorithmes de modélisation et de tractographie sur des croisements de
fibres (ici 20 fibres de tailles aléatoires).
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virtuellement en 2020 et 2021. Ces événements m’ont permis de rester à jour avec
la recherche de pointe en IRMd, de rencontrer des figures marquantes du domaine
et de réseauter. Lors de l’événement de 2021, j’ai présenté des résultats préliminaires
de mon projet de recherche de maîtrise sous la forme d’un abstract et d’une courte
présentation pré-enregistrée. L’abstract peut être trouvé à l’annexe A.
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Annexe A

Première annexe

Cette annexe contient l’abstract soumis à la conférence ISMRM 2021, contenant
les résultats préliminaires de l’exécution du pipeline présenté dans l’article au cha-
pitre 4. Cet abstract porte sur le traitement d’images d’IRMd haute-résolution du
cerveau d’un sujet primate (voxels de 0.8mm isotrope, 90 directions de gradient sur
un encodage CUSP [51], b-valeur maximale de 3000 s/mm2) par le pipeline et discute
de manière qualitative de la qualité des modèles et mesures de diffusion obtenus.
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SynopsisSynopsis
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and con�gured for successful application to NHPs imaging. Here we propose a processing pipeline allowing for the analysis of di�usion data using DTI,and con�gured for successful application to NHPs imaging. Here we propose a processing pipeline allowing for the analysis of di�usion data using DTI,and con�gured for successful application to NHPs imaging. Here we propose a processing pipeline allowing for the analysis of di�usion data using DTI,and con�gured for successful application to NHPs imaging. Here we propose a processing pipeline allowing for the analysis of di�usion data using DTI,and con�gured for successful application to NHPs imaging. Here we propose a processing pipeline allowing for the analysis of di�usion data using DTI,and con�gured for successful application to NHPs imaging. Here we propose a processing pipeline allowing for the analysis of di�usion data using DTI,
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dataset acquired with a minimal CUSP 90 directions scheme.dataset acquired with a minimal CUSP 90 directions scheme.

IntroductionIntroduction
The study of di�usion-based connectivity in the human brain has improved greatly across the past decade. However, a great deal of validation work
needs to be done on advanced methods. For this purpose, the use of in-vivo Non-Human Primates (NHPs), whose brain structure is closely similar to the
human brain, is crucial. NHPs can be imaged under anesthesia, making it possible to avoid head movement and obtain large amounts of data images
acquired at high spatial and angular resolution . Here, we present a processing pipeline for analyzing di�usion MRI data obtained from the macaque
monkey brain, using datasets acquired at a resolution of 0.8 mm and an optimized CUSP  scheme with 90 directions. These data made it possible to
accurately reconstruct the microstructural maps and orientational information.

MethodsMethods
Experimental design.Experimental design. We applied a Stejskal-Tanner sequence on a 3T Siemens MAGNETOM Prisma, with 80 mT/m maximum gradient strength, and an 8
channels head coil. The di�usion data was acquired using an optimized 90 directions CUSP  scheme at a nominal b-value 3000 s/mm with 12 b0
volumes interleaved (TE=71 ms, TR=4.5 s, GRAPPA/3, SMS/2, GSLIDER/5, 4 mm slice thickness, partial Fourier 6/8), in the AP and PA PE directions, with 0.8
mm isotropic voxels. B1+ maps were acquired to correct for the B1 �eld inhomogeneities. Structural T1 images were acquired, with 0.53 mm isotropic
voxels (MPRAGE-PAT, TE=3.3 ms, TR=2.4 s, GRAPPA/2).

Preprocessing.Preprocessing. The di�usion volumes were �rst denoised using MP-PCA decomposition . The multiple repetitions of acquired T1w images and the
di�usion images obtained with the 2 PE directions were then co-registered (rigid + a�ne transformations) using ANTs  to the mean b0 image. Next, the
T1 volumes were denoised using Non-Linear Means. The di�usion data was further corrected for phase distortions using Topup  applied to the b0
groups of AP and PA directions, and for motion and susceptibility artifacts using Eddy  on the complete AP>>PA set. All images were then
normalized using the N4 bias �eld correction , and upsampled to 0.4 mm isotropic voxels. Finally, The T1 images was registered (rigid + a�ne + syn) to
their corresponding mean b0 di�usion volume using ANTs.

Reconstruction and analysis.Reconstruction and analysis. Di�usion tensors �t (DTI ), �ber ODFs through constrained spherical deconvolution (CSD ), and multivariate gamma
distribution tensor �t (DIAMOND ) were computed. Di�usion measures (MD, AD, RD, FA) as well as the mode, norm and principal direction were
extracted from the DTI. The principal directions, NuFO and AFD were computed from the fODFs. We estimated the classical di�usion measures from the
multi-tensor �t weighted by fascicles, as well as various indices of average and variance of di�usion.

ResultsResults
Figure 1 and 2 display anisotropy measures obtained from the DTI, fOFD and DIAMOND �t. They show the capacities of the two latter methods at
separating the e�ects of microstructure from those of the underlying geometry.

Figure 3 presents the di�usion measurements obtained from DTI compared to DIAMOND. For the latter, the measures were averaged from the fascicles,
weighted by their estimated fraction. The increased contrast between white matter, grey matter and CSF in AD and RD measures demonstrates a clear
advantage of the DIAMOND reconstruction.

Figure 4 presents the orientations obtained in the right posterior region of the centrum semiovale, at a crossing of the CC, projections from the CST and
SLF. It displays two-way crossings between CC and CST obtained from the fODF. The multi-tensor �t extracted a greater portion of the two-way and
three-way crossing in the region.

ConclusionConclusion
Using a CUSP acquisition scheme with a small number of directions (90), we demonstrate the recovery of white matter microstructural features and
orientational information from high-resolution di�usion data of the macaque brain. Moreover, we show that estimating those measures with a high-
dimensional model (e.g., DIAMOND) is possible with the minimal number of acquired directions.
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RGB maps from the multiple reconstruction methods. Note the higher contrasts present in the DIAMOND map, from which the e�ect of free water is
removed, leading to higher intensities of the underlying FA, and thus higher contrasts.

Typical tensor measures compared to their counterparts from DIAMOND, where the e�ect of multi-tensor �t can be observed. It isolates the free water
compartment from the fascicles representing the underlying white matter, resulting in higher contrast in tensor di�usivity measures, particularly in AD
and RD, where white matter voxels are distinctly contrasted from the surrounding grey matter.
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Peaks extracted from (A) DTI, (B) fODF, and (C) DIAMOND. Whereas DTI cannot reconstruct the multi-peak populations, two-way crossings were
successfully extracted from both fODF and DIAMOND. The latter presents a greater number of crossings.
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