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Resumen

Uno de los grandes retos tecnológicos actuales es
la incorporación de las enerǵıas renovables al sis-
tema eléctrico. El objetivo es conseguir que la ge-
neración eléctrica sea sostenible y respetuosa con
el medioambiente, aśı como abordable económica-
mente. Sin embargo para que esta incorporación
tenga éxito es necesario disponer de herramientas
de predicción que permitan conocer con suficiente
antelación la cantidad de enerǵıa de origen reno-
vable que estará disponible para ser inyectada en
la red; permitiendo ajustar adecuadamente el res-
to de fuentes de generación con el objeto de suplir
la demanda, incluidas las basadas en combustibles
fósiles. Esto permitiŕıa limitar el impacto ambien-
tal y la dependencia con respecto este tipo de car-
burantes en un previsible escenario de escasez.

En este trabajo se quiere avanzar en la creación de
dichos modelos de predicción de la generación de
los parques eólicos utilizando aprendizaje profun-
do o deep learning. En este art́ıculo se presenta un
modelo de predicción basado en una red neuronal
profunda multicapa que, a partir de la predicción
de las condiciones atmosféricas, es capaz de esti-
mar 24 horas antes la generación producida por
un parque eólico situado en la isla de Tenerife.

Palabras clave: deep learning, aprendizaje
profundo, predicción, generación eólica.

1. INTRODUCCIÓN

Uno de los grandes retos actuales es conseguir
que la generación eléctrica sea sostenible y que la
distribución de enerǵıa sea respetuosa con el me-
dioambiente, abordable económicamente y acep-
table socialmente. Obviamente el objetivo princi-
pal es la transición hacia un sistema energético
que permita reducir la dependencia respecto a los
carburantes fósiles, en un escenario en el que se
contempla simultáneamente: la escasez de los mis-
mos, el crecimiento de la demanda energética a
nivel mundial y el grave impacto que tiene el uso
de este tipo de combustibles en el medioambiente.

Por todo esto se considera fundamental la incorpo-

ración de las enerǵıas renovables al sistema eléctri-
co. Sin embargo, para que esta incorporación ten-
ga éxito es necesario disponer de herramientas de
predicción que permitan conocer con suficiente an-
telación la cantidad de enerǵıa de origen renovable
que estará disponible para ser inyectada en la red
en un momento dado. Una predicción adecuada
de la generación de enerǵıas renovables permite
planificar con antelación las necesidades de otras
fuentes de generación, con el objetivo de asegurar
que se suple la demanda energética al tiempo que
se minimiza el uso de fuentes de enerǵıa basadas
en combustibles fósiles.

En general los sistemas de redes eléctricas se
pueden clasificar en dos tipos: continentales y
aislados[18]. En los primeros se puede incremen-
tar la generación mediante renovables de forma
bastante robusta, debido a que la interconexión
de sistemas eléctricos puede manejar la imprede-
cibilidad de las fuentes de enerǵıa renovables. Sin
embargo los sistemas eléctricos aislados —como
los que tienen muchas islas— presentan muchas
mas dificultades para incrementar la generación
mediante renovables manteniendo las debidas ga-
rant́ıas en el suministro. Por ejemplo, en un sis-
tema eléctrico aislado donde la enerǵıa eólica o
fotovoltaica tuviera mucha importancia, las va-
riaciones no previstas en la generación, debido a
cambios en la velocidad del viento o en la radia-
ción solar, pueden generar un desequilibro entre
la enerǵıa generada y la demandada sin que ha-
yan conexiones con otros sistemas eléctricos que
puedan ayudar a compensarla.

En los sistemas aislados es fundamental coordinar
las diferentes fuentes de enerǵıa para garantizar
el suministro. Por ejemplo, en los valles de la ge-
neración eólica es necesario utilizar otras fuentes
de enerǵıa para compensarla. Fuentes que pueden
ser renovables o basadas en combustibles fósiles,
según el caso. Sea como fuere, es evidente que pa-
ra que esta coordinación sea posible es fundamen-
tal poder predecir con precisión la generación de
las fuentes de enerǵıa renovable, para planificar las
necesidades del sistema con antelación.

Lamentablemente la enerǵıa eólica, que es una de
las fuentes de enerǵıa más utilizadas a nivel mun-
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dial, tiene como principal desventaja lo dif́ıcil que
es hacer predicciones precisas; debido a su fuer-
te dependencia de las condiciones atmosféricas y
lo dif́ıciles que estas son de predecir. Por ejem-
plo, en la isla de Tenerife el Instituto Tecnológico
de Enerǵıas Renovables (ITER) es la entidad que
gestiona el mayor parque eólico. Sus predicciones
de generación se estiman mediante regresión poli-
nomial a partir de la velocidad del viento prevista
según la predicción meteorológica para la ubica-
ción del parque. Las predicciones de generación
son entregadas al operador de la red con 24 horas
de antelación y presentan un margen de error de
entre el 20 y el 60 %, lo que se traduce en impor-
tantes pérdidas debido a las multas impuestas por
el operador. A fin de cuentas en muchos casos los
errores de predicción se traducen en el aumento
de generación con plantas convencionales.

En este art́ıculo presentaremos un modelo de pre-
dicción basado en una red neuronal profunda mul-
ticapa que, a partir de la predicción de las condi-
ciones atmosféricas, es capaz de estimar 24 horas
antes la generación producida por un parque eólico
situado en la isla de Tenerife. El objetivo es mejo-
rar la previsión de la generación de dicho parque
eólico respecto a la técnica de regresión usada ac-
tualmente.

1.1. ESTADO DEL ARTE

La relación entre la potencia eléctrica generada
por una turbina y la velocidad del viento viene
indicada por la curva de potencia del generador,
que debe proporcionar el fabricante de la misma.
En la figura 1 se puede observar un ejemplo.

Figura 1: Curva de potencia del generador MADE
AE-46[1].

Sin embargo esto es una simplificación porque
realmente, si bien la potencia eléctrica P genera-
da por una turbina viene determinada fundamen-
talmente por la velocidad del viento w, también
influyen el área A barrida por el generador y la
densidad del aire ρ[16],

P = 0,5ρAw3 (1)

que a su vez se ve afectada por la humedad re-
lativa del aire y la temperatura ambiente. Por lo
que resulta evidente la relación entre la potencia
eléctrica generada y las condiciones meteorológi-
cas.

Actualmente se pueden utilizar varias técnicas pa-
ra la predicción de la generación eólica a corto
plazo. Las más sencillas utilizan el histórico de po-
tencia generada P , pero por lo general el punto de
partida es la predicción de las condiciones meteo-
rológicas. A partir de ellas las distintas técnicas
difieren en cómo se utilizan para convertirlas en
predicciones de la generación eólica. En general
existen dos aproximaciones a este problema, las
basadas en modelos f́ısicos y las basadas en mode-
los estad́ısticos[15].

Las técnicas basadas en modelos f́ısicos consisten
en simular las variaciones del flujo del viento a lo
largo del parque con el objeto estimar su magni-
tud y orientación en cada generador. Eso permite
utilizar después las curvas de potencia proporcio-
nadas por el fabricante para estimar la generación
total del parque. Por el contrario la aproximación
mediante modelos estad́ısticos no requiere dispo-
ner de un modelo f́ısico del parque. Simplemente se
utiliza un modelo estad́ıstico para predecir direc-
tamente la potencia generada a partir de las condi-
ciones meteorológicas. Los parámetros del modelo
estad́ıstico son estimados ajustando el modelo a
datos históricos de generación y de las condiciones
meteorológicas. En algunos casos una combinación
de ambas aproximaciones puede ser necesaria para
obtener predicciones lo suficientemente precisas.
En esos casos el modelo f́ısico se utiliza para obte-
ner la mejor estimación de la velocidad y la direc-
ción del viento local en cada generador, usándose
posteriormente un modelo estad́ıstico para reducir
aun más el error de la predicción.

1.1.1. Predicción a 4 o 6 horas

En la mayor parte de los casos las aproximaciones
estad́ısticas hacen uso del análisis de serie tempo-
rales, si bien no son la única alternativa. El esti-
mador de referencia con respecto al que se compa-
ra se basa en considerar que la generación futura
será igual que la actual, medida como el promedio
en una ventana de tiempo anterior. Pese a su sen-
cillez, es muy complicado obtener mejores resul-
tados que el estimador de referencia en horizontes
de minutos a 4 o 6 horas.

Diversos autores han hecho propuestas que mejo-
ran los resultados del estimador de referencia. Por
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ejemplo, Bossany et al.[4] utiliza el filtro de Kal-
man para obtener una mejora del 10 % en el error
RMS de la predicción para el siguiente instante
de tiempo respecto al estimador de referencia con
una ventana de tiempo de 1 min. Esta mejora se
pierde cuando el estimador de referencia utiliza
promedios de 1 hora. Tantareanu et al.[23] estima
que los modelos ARMA, aplicados directamente
sobre los datos de generación eólica, pueden al-
canzar un rendimiento hasta un 30 % mejor para
de 3 a 10 instantes de tiempo posteriores respecto
al estimador de referencia en promedios de 4 seg.
con datos muestreados a 2.5Hz. Dutton et al.[5]
usó un modelo lineal autoregresivo y un modelo
de lógica difusa adaptativo que ofreció mejoras de
hasta el 20 % en el error RMS para un horizonte de
predicción de 8 horas. Sin embargo, para horizon-
tes mayores la banda de confianza 95 % conteńıa la
mayor parte de los valores de velocidad del viento
probables, por lo que se consideró que utilizar un
enfoque basado en la predicción meteorológica era
más prometedor.

En general los modelos de series temporales como
ARIMA o Box-Jenkins[19], que suelen ser útiles en
tareas de predicción en determinados procesos in-
dustriales, proporcionan resultados razonablemen-
te buenos para horizontes de hasta 6 horas en la
predicción de enerǵıa eólica utilizando solamente
los datos previos de generación. Existen otros au-
tores que han intentado utilizar modelos con técni-
cas más próximas a la inteligencia artificial, como
es el caso de los modelos basados en redes neuro-
nales. Sin embargo, los pocos beneficios obtenidos
respecto al estimador de referencia no parecen ser
suficientes para compensar el esfuerzo extra de en-
trenar dichos modelos.

1.1.2. Predicción a más de 6 horas

Ninguno de los modelos anteriores resulta útil pa-
ra predicciones a horizontes de entre 24 y 48 horas,
que son los que suscitan más interés para la opera-
ción del sistema y la participación en el mercado
energético. Para esos horizontes es preferible ob-
tener predicciones de las condiciones meteorológi-
cas que posteriormente son utilizadas como entra-
da para el modelo de predicción de la generación
eólica. Estos modelos pueden estar basados en se-
ries temporales, pero también se ha tenido éxito
utilizando técnicas más próximas a la inteligencia
artificial, como por ejemplo modelos basados en
redes neuronales o regresión de soporte vectorial
(SVR). En este sentido distintos autores han pro-
bado diferentes aproximaciones de las cuales las
basadas en redes neuro-fuzzy parecen ser las que
mejor rendimiento[6, 11, 12] ofrecen.

Es destacable el sistema de ARMINES[7] que in-

tegra modelos basados en series temporales con
modelos basados en neuro-fuzzy. Los modelos ba-
sados en series temporales permiten predecir la
generación en horizontes de hasta 10 horas, pues
el componente autoregresivo mejora significativa-
mente la predicción en periodos en los que el uso
excluso de la estimación de las condiciones meteo-
rológicas no es suficiente. Mientras los modelos ba-
sados en neuro-fuzzy permiten alcanzar horizontes
de hasta 72 horas. Un sistema inteligente pondera
ambos tipos de predicción para obtener el máximo
rendimiento en todo el intervalo, con un error pro-
medio de aproximadamente el 10 % de la potencia
instalada.

Otro ejemplo es el del sistema WPMS que pro-
porciona predicciones para el 95 % de la potencia
instalada en Alemania. En este caso la predicción
meteorológica sirve como entrada a un red neuro-
nal artificial que se encarga de estimar la potencia
generada[20].

1.1.3. Aprendizaje profundo

En este trabajo se quiere avanzar en la creación
de modelos de predicción de la generación de los
parques eólicos utilizando aprendizaje profundo o
deep learning en lugar de las técnicas utilizadas
actualmente.

El aprendizaje profundo comprende un conjunto
de técnicas y algoritmos que facilitan crear redes
neuronales con un número importante de capas y
neuronas. Una de la diferencias clave del aprendi-
zaje profundo respecto a otras técnicas de aprendi-
zaje automático es que no debe ser necesario selec-
cionar y preparar las mejores caracteŕısticas de los
datos que van a ser utilizadas como entrada al mo-
delo —la llamada ingenieŕıa de caracteŕısticas—.
Si no que la propia red, a través de sus múltiples
capas, es capaz de extraer por si misma carac-
teŕısticas cada vez más abstractas a partir de los
propios datos usados durante el entrenamiento.

El uso de técnicas basadas en redes neuronales con
un gran número de capas y parámetros presenta
tres problemas fundamentales. El primero es la ne-
cesidad de contar con un gran número de mues-
tras de entrenamiento, que deben ser manejadas
por las arquitecturas actuales pero que, sobre to-
do, hacen imposible utilizar el clásico aprendizaje
en lote —donde en cada paso del entrenamiento se
consideran todas las muestras al mismo tiempo—
. El segundo es el importante costo computacio-
nal de entrenar este tipo de redes. Y el tercero es
que durante el entrenamiento la propagación hacia
atrás de los errores sufre un fenómeno denomina-
do desvanecimiento del gradiente[9] que dificulta
notablemente el entrenamiento de toda la red.
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Para poder manejar grandes conjuntos de mues-
tras se acabaron imponiendo las técnicas de en-
trenamiento basadas en el aprendizaje online. En
concreto una variante del gradiente descendiente
estocástico que usa minilotes de muestras seleccio-
nadas aleatoriamente[22]. Algunos trabajos[10, 3]
relativos a la correcta inicialización de los pesos
ayudaron a resolver el problema del desvaneci-
miento del gradiente. Además surgieron nuevas
ideas como: las funciones de activación ReLU[8],
la técnica de regulación dropout[21], mecanismos
para detener el entrenamiento cuando no se es-
pera que vayan a seguir mejorando los resultados
de forma significativa, propuestas para seleccionar
una tasa de aprendizaje adecuada o incluso pa-
ra no tener que escoger ninguna y optimizadores
más eficientes. Con todo ello el problema de con-
seguir una inicialización adecuada del modelo se
hizo menos importante, haciendo posible utilizar
alternativas más simples

El aumento del tamaño de las redes también pu-
so de relieve las importantes necesidades compu-
tacionales de este tipo de soluciones. Por lo tan-
to se hizo necesario aprovechar la paralelización
que ofrecen las arquitecturas multi-procesador y
multi-núcleo y, sobre todo, las tremendas posibi-
lidades de las GPU modernas. Debido a las difi-
cultades para desarrollar técnicas y algoritmos e
implementarlas para arquitecturas tan diferentes
como las anteriores, comenzaron a surgir distintas
bibliotecas y entornos que facilitan el desarrollo
sin tener que conocer los detalles de implementa-
ción en la arquitectura del hardware subyacente.
Entre estas libreŕıas cabe destacar Caffe, Torch,
Theano y Tensorflow[2]; siendo esta última la que
empleamos para este trabajo. En la figura 2 se
puede observar un ejemplo parcial de una red neu-
ronal MLP implementada en Tesorflow.

Figura 2: Modelo parcial MLP con Tensorflow.

En la actualidad la mayor parte de las aplicaciones

del aprendizaje profundo se centran en el recono-
cimiento del habla, la visión artificial y el procesa-
miento natural del lenguaje. Esto en parte es de-
bido al desarrollo de las capas de convolución[17]
que son especialmente eficientes extrayendo carac-
teŕısticas de alto nivel de abstracción a partir de
las entradas, de forma similar a como ocurre en
el cortex visual[14]. Afortunadamente esta capaci-
dad de las redes neuronales profundas para extraer
caracteŕısticas cada vez más abstractas también
tiene mucha utilidad en problemas de regresión
más simples.

Por ejemplo, en el problema de la predicción de la
generación eólica se dispone de los resultados de la
predicción de las condiciones meteorológicas. Es-
ta predicción puede contener errores que una red
neuronal profunda podŕıa aprender a predecir y
corregir, a través del análisis de los datos de en-
trada. De forma similar, la relación entre las con-
diciones meteorológicas y la generación eólica no
es lineal. Las curvas de potencia teóricas de los fa-
bricantes de los generadores no siempre coinciden
con las reales y además pueden variar con el tiem-
po. Finalmente, en la relación entre las condiciones
meteorológica y la generación total del parque sin
duda influyen otros factores, como la disposición
de los generadores o la orograf́ıa del terreno. Por
lo tanto, la hipótesis de partida es que las redes
neuronales profundas pueden aprender estas rela-
ciones abstractas y usarlas para obtener una mejor
predicción de la generación eólica.

2. PROBLEMA

El Instituto Tecnológico y de Enerǵıas Renovables
(ITER) gestiona tres parques eólicos. Entre ellos
se encuentra el parque MADE, que cuenta con una
potencia nominal de 4800 kW gracias a 8 genera-
dores MADE AE-46. Dos veces al d́ıa se genera
una predicción meteorológica de las siguientes 48
horas en periodos de una hora. Una vez al d́ıa se
toma la velocidad del viento prevista para entre
las próximas 24 y 48 horas y se hace una regre-
sión polinomial con la que se estima la generación
para cada hora de dicho intervalo. Esta predicción
se remite al operador de la red.

El objetivo de este trabajo es mejorar dicha pre-
dicción utilizando redes neuronales profundas en
lugar de la regresión polinomial que se utiliza ac-
tualmente. En la entrada del nuevo modelo se in-
yectan una serie de variables relativas a la pre-
dicción de las condiciones meteorológicas, dando
como salida la predicción de la generación para
todo el parque.
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2.0.1. Entradas

A partir de la ecuación (1) se decidió usar como
entrada del modelo la velocidad del viento w pre-
vista. También se incluyeron la humedad relativa
y la temperatura, por su relación con la densidad
del aire ρ. Por el contrario no consideramos el área
barrida por el generador A por estimarla constan-
te.

Aunque en la ecuación (1) no se indica, es evidente
que la dirección del viento también está muy rela-
cionada con la potencia eléctrica generada, por lo
que igualmente se incluyó entre las entradas. De la
misma manera se incluyó la presión atmosférica, el
d́ıa del año y la hora del d́ıa, con el objeto de que
el modelo tuviera información para contemplar los
ciclos locales de vientos diarios.

Finalmente se incluyó la fracción de generadores
fuera de servicio en cada hora, puesto que algunas
de las muestras de la generación total del parque,
contra las que se ajustó la salida del modelo, fue-
ron obtenidas cuando algunos generadores estaban
fuera de servicio. En la tabla 1 se resumen las en-
tradas del modelo.

Tabla 1: Resumen de las entradas.
Número Descripción

1 Dı́a del año
2 Hora del d́ıa
3 Velocidad del viento (m/s)
4 Dirección del viento (o)
5 Humedad relativa
6 Temperatura (oC)
7 Presión atmosférica (Pa.)
8 Generadores fuera de servicio

2.0.2. Redes neuronales

Los modelos utilizados fueron redes neuronales
perceptrón multicapa (MLP) completamente co-
nectadas con función de activación ReLU. En las
redes MLP completamente conectadas todas las
neuronas de una capa reciben como entrada to-
das las salidas de las neuronas de la capa anterior.
En nuestro caso concreto la función de activación
tanto de la capa de entrada como de las capas
ocultas es ReLU[8], mientras que la capa de sa-
lida es lineal. La función de activación ReLU es
muy práctica en problemas de regresión porque
no está limitada entre [0, 1], favorece la dispersi-
dad de la solución en las neuronas ocultas y no su-
fre el problema del desvanecimiento del gradiente
comentado anteriormente.

Para evitar sobreajustar los modelos al entrenar-
los, se introdujo en la función de costo la regula-
rización de los parámetros mediante la norma L2.

También, en algunos casos concretos, se hicieron
pruebas con dropout para comprobar sus efectos al
tratar de generalizar más los modelos entrenados.

Para el entrenamiento se dispuso de datos mues-
treados cada hora, desde enero de 2014 a abril
de 2014, que se separaron aleatoriamente en tres
conjuntos. Un 60 % conformó el conjunto de da-
tos de de entrenamiento, un 20 % el de datos de
validación y el 20 % restante el de datos de prue-
ba. Para componer los conjuntos de validación y
prueba sólo se consideraron aquellas muestras to-
madas cuando todos los generadores estuvieron en
servicio durante el periodo medido. Tanto los da-
tos de entrada como de salida de las muestras se
estandarizaron estad́ısticamente con el objeto de
conseguir la máxima eficiencia en el entrenamien-
to.

El aprendizaje se realizó con el optimizador
Adam[13], debido a que este algoritmo no necesita
que se le indique una tasa de aprendizaje, usando
minilotes[22] de 128 muestras escogidas aleatoria-
mente. Se validó el modelo ajustado cada 10 ite-
raciones completas sobre el conjunto de datos de
entrenamiento, utilizando como criterio de parada
el que el MAE de evaluación decreciera menos de
10−3.

3. RESULTADOS Y
CONCLUSIONES

El error medio de predicción de la regresión polino-
mial que utiliza actualmente el parque es del 11 %
de la potencia instalada. Mientras que los mejores
resultados obtenidos utilizando aprendizaje pro-
fundo ofrecen un error medio del 10 %. Además,
gracias a la bateŕıa de pruebas realizada con dife-
rentes diseños de red neuronal profunda, se apre-
cia que tiene mucho más efecto en la reducción del
error aumentar el número de neuronas por capa,
en alguna de las capas ocultas, que aumentar el
número de capas.

Por lo tanto, no podemos afirmar que las redes
neuronales MLP sean capaces de extraer algún ti-
po de caracteŕıstica oculta en los datos ni de ofre-
cer una mejora sustancia en la predicción de la ge-
neración eólica. Sin embargo es importante tener
en cuenta que en el caso de las series temporales
es el componente autoregresivo el que permite ex-
tender el horizonte de predicción más allá de lo
que se puede hacer usando sólo la predicción me-
teorológica. Queda por tanto como ĺınea abierta
analizar otras arquitecturas de aprendizaje pro-
fundo para corroborar que ocurre o no lo mismo.
Nos referimos a redes que admiten introducir lotes
de series temporales de muestras o a las que en-
tran dentro de la categoŕıa de las redes neuronales

873

Actas de las XXXVII Jornadas de Automática 20162016



recurrentes.
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