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Resumen

Este art́ıculo aborda la clasificación automática
de nubes a partir de imágenes tomadas desde el
suelo mediante técnicas que utilizan histogramas
de vectores gradiente. La identificación de nubes
tiene una importancia creciente en la industria
solar como medio para producir predicciones lo-
cales de nubosidad a muy corto plazo. En este
contexto se presentan los histogramas de vectores
gradiente para extracción de caracteŕısticas útiles
para la clasificación. Se discuten y exponen cier-
tas propiedades de este tipo de caracteŕısticas que
son posteriormente puestas a prueba en la clasi-
ficación de nubes. El clasificador empleado es
una máquina de vectores soporte SVM. Se consid-
eran en la clasificación las principales tipoloǵıas
de nubes: cúmulos, cirros y estratos.

Palabras clave: HOG, Identificación nubes,
Clasificación nubes

1 Introducción

Uno de los objetivos de la visión automática es in-
terpretar el contenido de imágenes, siendo la clasi-
ficación de formas un paso para realizar esta tarea.
Las aplicaciones prácticas han ido creciendo en las
últimas décadas y se encuentran en todos los sec-
tores. En particular se aborda aqúı en el con-
texto de la industria solar para conseguir identi-
ficar las nubes a partir de imágenes tomadas desde
el suelo. Esta identificación se puede utilizar para
predecir la enerǵıa disponible para generación en
plantas solares [15] permitiendo el uso de estrate-
gias predictivas robustas [10] y también es útil en
otros sectores como la gestión energética de edifi-
cios [5, 12].

De acuerdo con el Atlas Internacional de Nubes,
publicado en 1956 por la Organización Meteo-
rológica Mundial (OMM), las nubes se clasifican
en diez géneros (clasificaciones básicas), que se
excluyen mutuamente, como muestra la figura 1,
donde se representa la altura en que se forman y
su apariencia t́ıpica [14].

Las formas nubosas fundamentales son tres: cir-

Figura 1: Tipoloǵıas de nubes según la OMM

ros, cúmulos y estratos; todos los restantes tipos
corresponden o bien a estos tipos puros o son mod-
ificaciones y combinaciones de los mismos, a difer-
entes alturas, donde la variación de las condiciones
del aire y humedad son responsables de las diver-
sas formas que presentan.

Como es sabido, la identificación de formas se
compone principalmente de dos pasos: la ex-
tracción de caracteŕısticas que se agrupan en
un vector y la clasificación del vector de carac-
teŕısticas mediante alguna técnica [3]. Las carac-
teŕısticas que han sido empleadas anteriormente
en la clasificación de nubes son muy variadas. En
este art́ıculo sólo se considera el espectro visible y
no el caso de sensores especiales (IR, UV, etc).
En la literatura, los primeros estudios se basa-
ban en la intensidad luminosa de cada ṕıxel en
imágenes monocromas [8]. Posteriormente se han
usado imágenes en color, lo cual abre la puerta
a usar caracteŕısticas basadas directamente en los
niveles de intensidad de los canales verde, rojo y
azul [11] y también a variables derivadas de éstas,
por ejemplo: la crominancia, la relación azul/rojo,
la diferencia azul-rojo, la saturación, etc. En [2]
se presenta un estudio de la aplicación de este tipo
de variables cromáticas.

Las caracteŕısticas anteriormente citadas suelen
ser insuficientes para la correcta clasificación de
nubes debido a que la información que transmiten
es necesariamente puntual. Para distinguir tipos
de nubes es preciso tomar en consideración dis-
tribuciones de medidas adquiridas en una región
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de la imagen. Se abre aśı la puerta a la utilización
de caracteŕısticas provenientes del análisis de tex-
turas. En este grupo se van a destacar por un lado
los estudios clásicos basados en la matriz de co-
ocurrencia de niveles de gris [4] y por otro técnicas
más actuales basadas en diseños binarios locales
(LBP) [13]. Existen también intentos de combi-
nar caracteŕısticas de tipos variados, por ejemplo
texturales y colorimétricas, en un mismo clasi-
ficador. Por ejemplo en [6] se propone la vali-
dación cruzada sobre clasificadores de k-vecinos-
más-cercanos (kNN) para realizar la selección de
caracteŕısticas. La selección no contempla todas
las caracteŕısticas sino un grupo de candidatas
previamente seleccionadas. Para la pre-selección
se utiliza una medida de la distancia entre las fun-
ciones de densidad probabiĺıstica estimadas para
cada caracteŕıstica evitándose la carga de cálculo
que conlleva la exploración exhaustiva.

El uso de los histogramas de orientación tienen
muchos precursores. Los mas citados son Dalal y
Triggs que presentaron al algoritmo de detección
de peatones con excelentes resultados. En [1]
se describe con detalle un descriptor de peatones
basado en el gradiente. Este trabajo se ha conver-
tido en la base de muchos otros métodos posteri-
ores, no solo para la detección de peatones, sino
también para detectar cualquier otro tipo de ob-
jeto en la imagen, como por ejemplo nubes [7]. En
este art́ıculo se utilizan caracteŕısticas calculadas
a partir del descriptor HOG (Histogram of Ori-
ented Gradients) y son usadas con un clasificador
basado en SVM (Support Vector Machines). En
particular se considera el histograma del gradiente
que usa la dirección del gradiente de orientación
que es invariante a cambios de iluminación. Es-
tos gradientes no están representados con valores
puntuales, sino más bien en forma de un his-
tograma para permitir invariancia a pequeñas de-
formaciones locales [17].

Este trabajo se organiza de la siguiente manera:
en la Sección 2 se explica en detalle el descrip-
tor HOG. A continuación, en la Sección 3 se in-
troduce la base de datos utilizadas, aśı como las
tipoloǵıas de nubes. Se analizan y evalúan los re-
sultados obtenidos en la Sección 4. Finalmente, en
la Sección 5 se resumen las aportaciones y conclu-
siones de este trabajo.

2 Descriptor HOG

El descriptor HOG utiliza la información básica
del gradiente en cada uno de los ṕıxeles de
la imagen sea para la detección que para el
reconocimiento de los objetos en una imagen.
La definición propia de gradiente representa el
máximo cambio en la intensidad de una imagen

I en una cierta dirección. El gradiente se calcula
para cada uno de los ṕıxeles de la imagen y queda
definido para cada ṕıxel (x,y) por dos valores:

• dirección donde el cambio de intensidad es
máximo;

• magnitud del cambio en esta dirección.

Dependiendo de estos dos parámetros para cada
ṕıxel se pueden distinguir diferentes situaciones
de la configuración local, alrededor del ṕıxel en
relación al cambio de contraste y a la forma local.

Existen diferentes formas para poder calcular el
gradiente. En el contesto del descriptor HOG se
realiza a partir de la diferencia de intensidad que
hay entre los ṕıxeles adyacentes en dirección tanto
horizontal (ecuación 1), como vertical (ecuación
2).

dx = I(x+ 1, y)− I(x− 1, y) (1)

dy = I(x, y + 1)− I(x, y − 1) (2)

A partir de estas diferencias se pueden calcular
los dos parámetros fundamentales, que son la ori-
entación θ (ecuación 3) y la magnitud g (ecuación
4) del gradiente en el punto (x,y):

θ(x, y) = arctan
dy

dx
(3)

g(x, y) =
√

dx2 + dy2 (4)

Una vez calculados la orientación y la magnitud
del gradiente para cada uno de los ṕıxeles, estos
nos darán una información global de la imagen.
En la figura 2 están representadas dos diferentes
tipoloǵıas de nubes, en particular un cirro y un
cúmulo que vamos a utilizar para dar un ejemplo
de aplicación del método del gradiente, como se
muestra en figura 3.

Como resultado se obtendrá la magnitud global
del gradiente para cada uno de los ṕıxeles de es-
tas imágenes, que nos están indicando todos los
ṕıxeles donde hay un alto cambio de intensidad en
cualquier dirección. Básicamente estos cambios se
concentran en la silueta de las nubes y dan infor-
maciones acerca de las formas de las mismas. Los
datos obtenidos se pueden usar para poder distin-
guir entre los varios tipos de nubes y efectuar una
clasificación (figura 3).
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Figura 2: Diferentes tipoloǵıas de nubes: cirro y
cúmulo

Figura 3: Magnitud del gradiente respectivamente
del cirro y del cúmulo

En este ejemplo se ha utilizado la magnitud, pero
igualmente se puede utilizar la orientación y puede
ser también información útil para poder distinguir
la forma de las nubes (figura 4).

Figura 4: Orientación del gradiente respectiva-
mente del cirro y del cúmulo

Para imágenes en color, se suele dar prioridad al
canal dominante de la imagen en lugar de pasar
a escala de grises. Esto se consigue calculando
el gradiente para cada uno de los canales : Red,
Green, Blue (o HSV o YCbCr) [16] y escogiendo
el gradiente del canal con magnitud mayor.
La información del gradiente local se puede agre-
gar en forma de histogramas, los cuales se calcu-
lan en diferentes áreas de la imagen; es decir se
va a convertir la información de cada ṕıxel en una
representación global de toda la imagen en forma
de vector de caracteŕısticas que capture la forma
global de la nube: esto es lo que se define con el
nombre de histograma del gradiente orientado (se
mantendrá la denominación HOG).

2.1 Parámetros fundamentales

La construcción del descriptor de HOG actúa prin-
cipalmente en dos pasos:

• División de la imagen en un número fijo de
celdas y para cada una se calcula un his-
tograma de las orientaciones de los gradi-
entes.

• Cálculo de los histogramas para todas las cel-
das que se combinan en bloques para obtener
la representación global de toda la imagen en
forma de vector de caracteŕısticas.

A partir de estos pasos cada uno de los his-
togramas permite capturar información de la ori-
entación dominante de la imagen. Esto se corre-
sponderán con los valores altos en cada uno de los
histogramas y al mismo tiempo proporciona infor-
mación espacial de como están distribuidos estos
gradientes en la imagen.
Hay que hacer referencia a una serie de parámetros
que van a influir en el descriptor final:

• Tamaño de las celdas;

• Signo del gradiente;

• Número de intervalos en el histograma de ori-
entación;

• Número de celdas en cada bloque.

Todos estos parámetros irán a determinar el
número de dimensiones final del descriptor HOG
es decir, el número de componentes del vector
(en general suele tener dimensiones muy altas).
El tamaño total del vector de caracteŕısticas, uti-
lizando los parámetros propuesto en este art́ıculo
para cada imagen, es 3780 unidades.

Seguidamente se explicarán en detalle cada uno
de estos parámetros. En primer lugar se tiene que
fijar el tamaño de las celdas, que va a ser fijo para
todas las imágenes del set. En general se eligen
valores entre 6x6 y 8x8 ṕıxeles. Esta última es la
que se utilizará a lo largo de este art́ıculo.

Otro parámetro que se tiene que tener en cuenta
es la división del rango de orientaciones en un
número de intervalos fijos. En este trabajo se
considera la orientación del gradiente sin signo,
donde el rango de orientación va desde 0o hasta
180o, con esta suposición dos gradiente con la
misma dirección pero sentido inverso se consideran
equivalentes y quedan asignados al mismo inter-
valo (figura 5).
Estás son suposiciones que se adaptan bien al pre-
sente caso, pero claramente se pueden cambiar los
parámetros ajustándolos cada vez a su caso [9].
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Un último parámetro que hay que fijar es en cuan-
tos subintervalos se va a dividir el conjunto de ori-
entaciones (δθ). En este trabajo se han usado 9
subintervalos, que es un valor bastante habitual,
entonces cada subintervalo tiene un grupo de ori-
entaciones de 20o (figura 5).

Figura 5: Detalles Parámetros

Una vez que se han fijados todos los parámetros
necesarios para el cálculo del histograma, cada uno
de los gradientes de la celda, que tiene su propia
orientación y magnitud, quedará asignado a uno
de los intervalos en función de la orientación del
gradiente. Aśı haciendo cada intervalo (δθ), tiene
asignado todos aquellos gradientes. cada uno con
su respectiva magnitud, que respecta las condi-
ciones antes citadas. Finalmente el valor de uno
de estos intervalos en el histograma final se obtiene
acumulando la magnitud de todos estos gradientes
asignados al intervalo. La expresión matemática
del concepto está representada por la ecuación 5.

h(k) =
∑

(x,y)∈C

ωk(x, y) · g(x, y) (5)

Considerando una celda que contiene un conjunto
de ṕıxeles, cada uno con su orientación y magni-
tud, para calcular el valor del histograma en una
determinada posición k, este valor se obtiene como
la suma de las magnitudes para todos los ṕıxeles
de la celda, ponderados por un factor que deter-
mina la asociación del gradiente a dicho intervalo
k.

Para que el modelo no sea sensible a pequeñas
variaciones del gradiente, vamos a aplicar una in-
terpolación en orientación, es decir se asigna cada
ṕıxel a los dos intervalos mas cercanos con un peso
proporcional a la distancia de la orientación a cada
uno de los intervalos (figura 5).
Esta distancia es la que se utilizará para encontrar
el factor de ponderación de un determinado gradi-
ente al intervalo, que se normalizará por el rango

(δθ) de cada uno de los intervalos del histograma
(ecuación 6).

ωk(x, y) = max

(
0, 1−

θ(x,y) − θk

δθ

)
(6)

El cálculo del histograma se repite para todas las
celdas en que se divide la imagen, de forma que
para cada una de las celdas, se tiene su correspon-
diente histograma, donde se acumulas para cada
uno de los intervalos la magnitud de los gradientes
ponderados por el factor de asignación que están
en la celda.

Similarmente a la interpolación en orientación,
se va a considerar la interpolación espacial,
donde ṕıxeles muy cercanos en la imagen pueden
quedar asignados a celdas diferentes, por lo tanto
pequeños cambios en la forma o en la localización
de la nube no darán lugar a variaciones significa-
tivas en la representación final. Para hacer esto se
asigna cada ṕıxel a las cuatro celdas mas cercanas
con un peso proporcional a la distancia del ṕıxel
al centro de la celda. Se calcularán las distan-
cias del ṕıxel en dirección x (dxi,j) y en dirección y
(dyi,j). Similarmente a la ecuación 6, se obtienen
las ecuaciones 7 y 8.

ωx
ij(x, y) = max

(
0, 1−

dxij
δx

)
(7)

ωy
ij(x, y) = max

(
0, 1−

dyij
δy

)
(8)

Estos factores de asignación de un ṕıxel a una
celda en las direcciones x e y se combinan con
el factor de asignación de cada gradiente a uno
de los intervalos del histograma. Aśı se obtiene la
ponderación final que se aplica a cada una de las
magnitudes de los gradientes de todos los ṕıxeles
de la imagen para acabar obteniendo el valor con-
creto del histograma para cada uno de los inter-
valos, como representado en la ecuación 9.

hij(k) =
∑
(x,y)

ωx
ij(x, y)ω

y
ij(x, y)ωk(x, y)g(x, y) (9)

El próximo paso será obtener el vector de carac-
teŕısticas con la representación final del descriptor
a partir de los histogramas de orientación calcula-
dos en cada una de las celdas en que se divide la
imagen. Esta representación final se va a basar en
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normalizar y agrupar estos histogramas en forma
de bloques.

Uno de los objetivos de cualquier descriptor debe
ser conseguir la máxima invariancia posible a to-
das aquellas variaciones que se pueden producir en
la imagen: iluminación, posición, escala, etc. La
necesidad de normalizar localmente cada una de
las zonas de la imagen tiene como objetivo, con-
seguir que la magnitud global del gradiente sea
siempre similar, también ante algunos cambios,
como por ejemplo el contraste. Para hacer esto
vamos a normalizar por bloque, es decir por agru-
paciones de celdas vecinas y en general se eligen
bloques de 2x2 celdas, obteniendo un único vector
por bloque concatenando los histogramas de todas
las celdas.

La normalización de los histogramas se va a re-
alizar en el nivel de bloques, es decir se va a nor-
malizar el vector resultante de la concatenación.
La normalización se obtiene dividiendo cada uno
de los componentes del vector por su norma L2.
Esta normalización contribuye a reducir las difer-
encias en la representación final entre imágenes
similares y por lo tanto permite obtener un de-
scriptor final mucho mas robusto. Habitualmente
los bloque se colocan con una separación de una
sola celda entre ellos, tanto en horizontal, como
en vertical y la representación final del descrip-
tor HOG se obtiene simplemente concatenando la
representación normalizada de todos estos bloques
solapados.

3 Base de datos de imágenes
utilizadas

Las imágenes de la base de datos que han sido
utilizadas para los experimentos tienen carac-
teŕısticas y parámetros (que contribuyen para
una buena calidad de la imagen) entre si, muy
diferentes: nitidez, contraste, ruido, distorsión,
etc. Estás han sido originadas con diferentes
cámaras y consecuentemente con sensores y lentes
diferentes, por esto tienen diferentes prospecti-
vas. Todas las muestras utilizadas para el en-
trenamiento fueron redimensionadas antes de ex-
traer las caracteŕısticas. En el momento de la de-
tección, las imágenes de prueba se redimension-
aron para adaptarse y permitir la extracción de
caracteŕısticas HOG en la misma longitud que
el vector de caracteŕısticas del clasificador. Los
parámetros utilizados para los experimentos están
representados en la tabla 1.
Han sido utilizados dos conjuntos de imágenes
para cada grupo de experimentos. El primer con-
junto ha sido usado para el entrenamiento del
clasificador y el otro como conjunto de validación.
El conjunto total constó de 200 muestras para

cada tipoloǵıa, es decir 600 muestras para grupo
de experimento. En particular el 50% se ha usado
para el entrenamiento, y el restante por efectuar
las pruebas necesarias.

Tabla 1: Parámetros utilizados para los experi-
mentos

Tamaño Signo Orienta- Celdas
celda gradiente ciónes por bloque
8x8 sin 9 de 2x2
ṕıxel signo 20o celdas

3.1 Tipoloǵıas de nubes

En los experimentos, se utilizaron conjuntos de
datos incluyendo las varias tipoloǵıas de nubes,
en particular cúmulos, cirros y estratos. Cada im-
agen incluye una sola tipoloǵıa de nube sin super-
ponerse. El aspecto de las nubes como la forma, la
densidad y el color, dependen de la naturaleza de
sus componentes y las condiciones atmosféricas.

Los contornos netos generalmente indican la pres-
encia de componentes de gran tamaño, con buena
densidad, como pueden ser los cúmulos. La trans-
parencia es ı́ndice de elementos poco condensados,
como los cirros. Los estratos sono caracterizados
por la opacidad.

4 Resultados obtenidos

Los experimentos se llevaron a cabo usando la her-
ramienta de software matemático, Matlab.

Con el fin de verificar si el método de HOG es
valido o no, se han realizado experimentos medi-
ante el uso de imágenes de pruebas, con 100 mues-
tras para cada tipoloǵıa de nubes. Como se ve en
la tabla 2 los resultados van desde un 89% hasta
un 96% de detección correcta del tipo de nube.

Tabla 2: Resultados experimentos
Tipoloǵıa Muestras usadas Precisión
Cúmulo 100 90%
Cirro 100 96%
Estrato 100 89%

Entre los resultados, la clase que ha tenido la peor
detección ha sido el estrato. Esto está debido prin-
cipalmente a su forma muy uniforme y con pocos
contornos. Contrariamente a cúmulo y cirro donde
las fronteras están bien delineadas. En la tabla 3
se presentan los detalles de los experimentos.

Solo en el caso de identificación de los estratos se
han tenidos muestras que no han sido clasificadas
en ninguna de las clases (NaN).
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Tabla 3: Detalles Resultados experimentos

Cúmulo Cirro Estrato NaN
Cúmulo 92% 8% 0% —
Cirro 3% 96% 1% —
Estrato 0% 2% 89% 9%

Se ha observado en algún conjunto de imágenes
que los resultados de clasificación mejoran si se
ponen algunas restricciones a las imágenes. La re-
stricción mas significativa es utilizar imágenes que
contienen solo la nube en exámen, sin considerar
las partes ”vaćıas” ocupadas por el cielo.

El método es invariante a los diferentes tipos de
iluminación, obviamente considerando que para
fotos demasiados oscuras algunas partes de cielo y
nube no se podŕıan distinguir.

5 Conclusiones

Se ha presentado la metodoloǵıa de histogramas
de vectores gradiente HOG par el cálculo de carac-
teŕısticas para la clasificación automática de nubes
a partir de imágenes tomadas desde el suelo. Se
han presentado las principales propriedades del
método en el contexto de la clasificación de nubes.

Los resultados obtenidos son satisfactorios (tabla
3), por lo tanto esta técnica es muy prometedora
para la identificación de nubes.

El siguiente paso es mejorar la parte de clasifi-
cación usando un algoritmo de ventana deslizante
para detectar y usar solo la parte del fotograma
que contiene la nube. A diferencia de los algorit-
mos de ventana deslizante para detectar peatones,
en este caso también es importante saber y cal-
cular la posición relativa de la nube en la foto.
Eso permite calcular su posición con respecto a la
estación de la cámara y estimar la zona de sombra
que producirá en tierra según el tipo de nube.
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