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摘要：非侵入式负荷监测技术可以引导用户合理安排用电时间，从而减少电量消耗。其中，由于状

态的连续可变性，连续变化 (Type-Ⅲ)型负荷的辨识一直是非侵入式负荷监测中难以解决的问题之

一。针对 Type-Ⅲ型负荷的辨识难题，提出了基于深度卷积神经网络 (CNN)和隐马尔可夫模型

(HMM)的非侵入式负荷辨识算法。首先，根据互信息理论进行负荷特征选择；然后，利用残差神经

网络作为深度 CNN的基本架构，提取负荷多维特征并实现 Type-Ⅲ型负荷的初辨识；最后，为了解

决 CNN辨识结果中存在的状态断点问题，采用HMM完成负荷辨识结果的连续性优化。在复杂的

工商业运行环境中，对具有代表性的Type-Ⅲ型负荷数据进行了算法训练和验证，结果表明所提算

法能有效辨识Type-Ⅲ型工商业负荷的运行状态。
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0 引言

为提高电力用户终端负荷的能源利用效率、减

少电量消耗、促进用户参与需求侧管理或实现远程

优化控制，电力负荷的在线监测必不可少［1-2］。电力

负荷的在线监测方法主要有侵入式负荷监测（ILM）

和非侵入式负荷监测（NILM）两种。ILM需要为每

个监测设备配置一个或多个传感器，虽然监测结果

更为准确，但成本高、配置复杂、维护困难。NILM
的概念最早由 Hart于 1992年提出［3］，它只需在被监

测系统的电力入口处安装一个电力信息采集装置，

再通过信号分析和处理实现负荷的分解与辨识，虽

然精度稍低，但是硬件结构简单，便于安装和维护，

更切合智能电网建设的实际需求［4-5］。因此，近年来

NILM方法的研究备受国内外学者的关注。

负荷辨识是负荷监测的核心内容，负荷辨识方

法可分为三大类：优化方法、监督学习方法和无监督

学习方法。优化方法是负荷辨识最直接的方法，将

提取的负荷特征数据与模板库中的特征数据进行对

比，采用优化算法最小化误差，找到匹配度最高的电

气设备状态组合，包括动态时间弯曲（DTW）算

法［6］、遗传算法［7］、粒子群优化算法［8］等，但优化方法

进行负荷辨识普遍需要根据历史信息提前建立负荷

特征模板库。监督学习方法需要已知电气设备的特

定运行信息进行模型的初始训练，且算法的性能很

大程度取决于模型学习的数据标签，基本上是将负

荷辨识问题转换为分类学习问题进行解决，主要方

法包括贝叶斯分类器［9］、支持向量机（SVM）［10］和人

工神经网络（ANN）［11-13］。无监督学习方法可以在

没有任何先验信息的情况下运行，相较于监督学习

方法减少了训练步骤的干扰性，主要算法包括隐马

尔可夫模型（HMM）［14］及其扩展，如文献［15］中的

因子隐马尔可夫模型（FHMM）和文献［16］中的隐

式半马尔可夫模型（HSMM）均被应用到负荷辨

识中。

不同类型的负荷具有不同的负荷特征，按照其

运行状态可大致分为 3类［17］。对于连续变化（Type-
Ⅲ）型的负荷，由于其工作状态的功率值保持连续变

化的特性，导致其状态空间极其巨大。文献［18］指

出，对于常用的基于 HMM的负荷辨识方法，仅对

Type-Ⅰ型的开关负荷表现较好，在面对状态更为

复杂的其他类型负荷时效果将被极大的削弱。因此

Type-Ⅲ型负荷的辨识一直是 NILM中研究的重点

和难点之一。

为有效辨识 Type-Ⅲ型负荷，满足负荷辨识算

法对辨识准确率和算法鲁棒性的要求，本文提出了
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一种基于深度卷积神经网络（CNN）和 HMM的非

侵入式负荷辨识算法。通过深度 CNN提取负荷的

多维特征，进行负荷的初次辨识，将连续变化的负荷

状态辨识问题重构为二分类状态辨识；根据负荷状

态的时间依赖性，利用 HMM解决负荷的二分类状

态再辨识，减少 CNN辨识结果中出现的状态断点现

象，提高辨识准确率。本文以工商业电力负荷为例，

在具有代表性的 Type-Ⅲ型负荷数据上进行训练和

测试，证明了本文算法的有效性，并且可达到 97.9%
的辨识准确率。

1 负荷数据处理与特征选择

附录A图A1展示了 3种典型的负荷曲线，其中

Type-Ⅲ型负荷的状态连续可变性特点非常明显。

工商业用电在总负荷中占有很大的比重，研究工商

业用电特性，对电力系统安全经济运行和电力市场

的发展有着重要的作用。对工商业电力负荷进行监

测和辨识，可以帮助电力部门了解客户的用电行为，

进而为不同的客户群制订相应的市场策略，使双方

都受益。因此，本文使用 Type-Ⅲ型工商业负荷来

验证非侵入式负荷辨识算法的性能。

1. 1 数据处理

本文所用的数据集为实测电力数据。测量仪器

为日置电能质量分析仪 PQ3198，可完成无间隙的

连续运算、事件检测、GPS时间同步等标准要求的

测量，测量项目包括有功功率、无功功率、频率、电

压、电流及其有效值、最值和高次谐波成分等多维负

荷特征数据，并具备波形记录和存储功能。在电力

入口处安装数据采集装备，采样频率为 1 Hz，采样

时长为 7 d。为了验证辨识效果，在待辨识负荷处也

安装采集设备以准确获取其运行状态，从而为辨识

模型提供参考数据。

对于电力入口处采集的任一负荷特征数据，可

用时间序列 R={ R 0，R 1，⋯，RT }表示，其中 T为负

荷数据的时间长度。数据处理中可通过差分的方式

来增强特征的表达能力，因此可以得到负荷的差值

特征序列 x={ x 1，x2，⋯，xT }，其中任一元素 xt 皆
满足：

xt= Rt- Rt- 1 1≤ t≤ T （1）
给定时间窗口长度 w，并通过特征选择确定 n

种负荷特征，由此可生成 CNN模型能学习的输入负

荷数据 { H 1，H 2，⋯，HL }，其中 L 为输入数据的总

长度。

H i={ X i，1，X i，2，⋯，X i，n } i= 1，2，⋯，L （2）
式中：X i，j 为第 j种负荷特征的第 i个窗口的差值时

间序列，如式（3）所示。

X i，j=[ xi，j x i+ 1，j ⋯ xi+ w- 1，j ]T （3）
式中：i= 1，2，⋯，T - w+ 1，j= 1，2，⋯，n。

对于采集的待辨识负荷数据，以其电流有效值

Ii+ w/2 的 大 小 为 标 准 ，生 成 设 备 的 标 签 状 态 集

{ y1，y2，⋯，yL }，其中 yi 为第 i个时间窗口内的 i+
w/2时刻点的负荷的运行状态，i= 1，2，⋯，L。

yi= {1 Ii+ w/2 > 1A
0 Ii+ w/2 ≤ 1A

（4）

其中，将 1 A作为状态标记的基准是根据待辨

识负荷运行时的最小电流值所选择的。

1. 2 特征选择

由电能质量分析仪采集的电力数据共包含

3 537种负荷特征，其中包括能反映待辨识负荷运行

状态变化的相关特征和与待辨识负荷状态变化不相

关的无关特征。除此之外，负荷特征中还包括一类

冗余特征，即这类特征中所包含的信息可从其他特

征中提取［19］。冗余特征在负荷辨识模型学习中几

乎不起作用，而无关特征反而会对模型学习造成干

扰。因此，在进行模型训练之前要进行特征选择，去

除无关特征和冗余特征，从而提高负荷辨识的准确

率，并且特征选择可以在很大程度上降低维数，减少

了模型的运算量。

时间窗口长度、特征维度与 CNN的乘-加操作

（multiply-accumulate operations，MACs）次 数 之 间

的关系如附录 A图 A2所示。随着特征数目的增

加，神经网络的操作次数逐渐变得不可接受，另外，

由于特征之间的组合状态爆炸增长，导致需要大量

的数据才能对网络进行合适的训练。因此，为了降

低网络运算复杂度、缩短模型训练时间，本文采用互

信息算法进行特征选择。

在概率论和信息论中，2个随机变量的互信息

是变量间相互依赖性的度量，互信息熵越大表明 2
个随机变量之间的相关性越强，反之互信息熵越小，

2个随机变量之间的相关性就越弱［20］。互信息值

I ( x，y )的计算如下：

I ( x，y )= ∬p ( x，y )log p ( x，y )
p ( x ) p ( y ) dxdy （5）

式中：p ( x )和 p ( y )分别为随机变量 x和 y的边缘概

率密度函数；p ( x，y )为 x和 y的联合概率密度函数。

本文采用互信息进行特征选择的具体步骤为：

根据式（5）计算每个负荷特征与待辨识负荷运行状

态之间的互信息值；按照互信息的大小对所有特征

按从大到小进行排序；然后选择前 n个互信息最大

的 特 征 ，构 成 负 荷 辨 识 的 初 始 特 征 集 合
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{ f1，f2，⋯，fn }；计算 fi与 fj( i< j )之间的互信息大小，

若 fi与某个特征 fj的互信息值大于阈值，则将 fj移除

特征子集，并按照顺序添加新的特征；重新计算新的

特征子集中特征之间的互信息值，重复筛选直到两

两特征之间的互信息值皆小于阈值，并构建新的特

征集合。

附录 A图 A3以热图的形式展示了负荷特征之

间的相关性。图 A3（a）中互信息值很小，不同特征

之间的相关性很弱，而图A3（b）则相反，说明不同负

荷特征之间存在冗余性，特征提取时可从不同的特

征中提取重叠的信息，以致于增加了许多不必要的

运算。因此去除冗余特征可使得模型在相同的运算

维度内，提取到更多的隐含特征。

2 深度CNN-HMM负荷辨识算法原理

对于 Type-Ⅲ型负荷，本文引入了具备强特征

提取能力的 CNN模型，用于提取连续的负荷功率变

化中隐含的特征。但是，纯 CNN类的方法具有另一

种弊端，在本文中将其表述为辨识结果的非连续性

问题，如附录 A图 A4所示。由于 CNN本身不具备

时序建模能力，所以其对时序数据的感知范围仅能

停留在所选取的时间窗长度内，这导致 CNN的辨识

结果中经常出现局部性的辨识错误。值得注意的

是，使用 CNN重新提取负荷数据中的特征并将其重

构为运行或非运行的二分类状态，可以解决 HMM
面 临 的 状 态 空 间 过 大 的 问 题 ，使 其 重 新 适 用 于

HMM对负荷状态的表达。因此，本文最终确立了

使用 CNN-HMM架构的 Type-Ⅲ型负荷运行状态

辨识的解决方案。

2. 1 算法流程

基于深度 CNN-HMM的非侵入式负荷辨识算

法流程如图 1所示。

第 1阶段为数据处理：采用互信息算法对电力

入口处采集的高维负荷数据进行特征选择，并采用

差分处理的方式强化特征表达能力；对于待辨识负

荷数据，根据电流有效值大小确定其运行状态，生成

设备的标签数据集。

第 2阶段为模型训练：将负荷特征数据和标签

数据合成模型的训练数据集，训练深度 CNN，使其

学习拟合特征数据与标签之间的非线性映射关系；

通过深度 CNN得到负荷的初始辨识结果，并将其作

为HMM的已知观测序列，训练HMM的参数。

第 3阶段为模型评估：将负荷特征数据和标签

数据合成模型的测试数据集，采用深度 CNN模型提

取 负 荷 的 隐 含 特 征 并 进 行 初 次 辨 识 ，然 后 采 用

HMM优化 CNN辨识结果中的状态断点问题，由此

得到负荷的最终状态序列，并根据负荷标签数据对

CNN-HMM辨识结果的准确率进行评估。

2. 2 深度CNN结构

残差神经网络（ResNet）因其特殊的捷径连接

结构，不仅能通过增加网络的深度来提高准确率，而

且可缓解由深度增加所带来的梯度消失问题［21-22］。

因此，本文采用 ResNet-50网络作为深度 CNN的基

本架构，通过 ResNet-50的学习，逐渐增加输入特征

向量的深度，减小其数据维度，提取数据的深层隐含

特征，由此优化神经网络的学习性能。附录A表A1
为 ResNet-50网络结构的超参数。

2. 3 HMM参数计算

HMM是关于时间序列的概率模型，可用一个

五元组参数 λ={U，V，A，B，π }来表示，其参数定义

如下。

1）U={ u1，u2，⋯，uN }是一组隐含状态的集合，

其中 N为隐含状态数目，系统在 t时刻的隐含状态

Qt ∈U。本文采用 CNN进行负荷特征提取，并将其

重构为二分类状态负荷辨识问题，所以本文实验所

选择的待辨识负荷的隐含状态数目 N = 2，只有工

作状态和非工作状态，即U={ 0，1 }。
2）V={ v1，v2，⋯，vM }是一组观测状态的集合，

其中M为每一个隐含状态可能输出的不同观测值

的数目，系统在 t时刻的观测值 St ∈V。对于待辨识
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图 1 基于深度CNN-HMM的负荷辨识算法流程图
Fig. 1 Flow chart of load identification algorithm based

on deep CNN-HMM
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负荷，观测状态数目M = 2，即V={ 0，1 }。
3）状态转移概率矩阵A={ aij }，其中 aij为在 t时

刻状态为 ui 的条件下，在 t+ 1时刻状态为 uj 的概

率，计算公式如下。

aij= P (Qt+ 1 = uj |Qt= ui ) （6）

式中：1≤ i，j≤ N，∑
j= 1

N

aij = 1。

4）观测状态转移概率矩阵 B={ bi ( k ) }，其中

bi ( k )为在 t时刻隐含状态为 ui的条件下，观测状态

为 vk的概率。

bi ( k )= P ( St= vk |Qt= ui ) （7）

式中：1≤ i≤ N，1≤ k≤M，∑
k= 1

M

bi ( k ) = 1。

5）初始状态概率矩阵 π={ πi }为 t= 1时刻初

始状态的概率分布。

πi= P (Q 1 = ui ) （8）

式中：1≤ i≤ N，∑
i= 1

N

πi = 1。

本 文 提 出 的 非 侵 入 式 负 荷 辨 识 算 法 采 用

ResNet-50模型对负荷数据进行初辨识，并将其重

构为运行或非运行的二分类问题，再采用 HMM对

初始辨识结果进行优化。HMM算法的具体步骤

为：①初始化 HMM可更新参数 λ'0 = { A，B，π }；②
根据深度 CNN 的初辨识结果生成观测序列 S=
{ S1，S2，⋯，SL }；③迭代更新的参数 λ'，直到观测序列

出现的概率 P ( S|λ')达最大值；④通过最优参数 λ'和
观 测 序 列 S，采 用 维 特 比 算 法 求 使 得 可 能 性

P (Q |S，λ')最大的状态序列 Q={ Q 1，Q 2，⋯，QL }，即
为待辨识负荷的最终辨识结果。

3 算例分析

3. 1 评价指标

负荷辨识算法的性能可用准确率 A cc、精确度

P、召回率 R以及调和平均评价指标 F score进行评估。

准确率A cc的计算如下：

A cc =
m
L

（9）

式中：m为经过算法辨识预测正确的数量。

精确度 P用来表示算法抗误检的能力，召回率

R用来表示算法抗漏检的能力。

P= TP

TP + FP
（10）

R= TP

TP + FN
（11）

式中：TP为被辨识为正样本、实际为正样本的数量；

FP为被辨识为正样本、实际为负样本的数量；FN为

被辨识为负样本、实际为正样本的数量。

F score是用来平衡精确度和召回率的评价指标。

F score =
2PR
P+ R

（12）

此外，本文采用Wasserstein距离衡量负荷辨识

结果的运行时间概率分布与实际负荷运行时间概率

分布之间的差异［23］，距离可表征算法解决识别错误

断点的能力，该值越小表明 2个概率分布之间的拟

合程度越好。Wasserstein距离的计算公式如下。

d= inf
γ∈ Π( p r，pg )

E ( x，y )∼ γ ( ||x- y|| ) （13）

式中：p r和 pg为需要计算二者之间距离的 2个概率

分布；inf ( ⋅ )表示取最小值；Π( p r，pg )为以 p r和 pg为
边缘分布的所有可能的联合概率分布 γ的集合。从

γ中采样 ( x，y )∼ γ，计算其范数距离 ||x- y||，由此

计算该联合分布下的距离期望值 E ( x，y )∼ γ ( ||x- y|| )，
所有可能的联合分布中取该期望值的下确界为

Wasserstein距离。

3. 2 算例数据集介绍

本文实验所用数据集为实测电力数据，数据采

集地点分别为湖南大学研究生教学楼和湘江欢乐城

能源站。其中，教学楼背景负荷较为简单，主要用能

设备包括电梯与中央空调。而能源站用能结构较为

复杂，它是一个冷热电综合能源站，包括溴化锂机

组、蒸汽锅炉、燃气热水锅炉、热水锅炉循环泵等多

种用能设备以及内燃发电机等发电设备。除去大型

设备外，也存在数量众多的中小型负荷，由于供能覆

盖范围较大，难以穷举。为满足 2所酒店与冰雪世

界的用能需求，设备机组经常处于复杂的动态调控

过程中，用电情况多变、辨识难度较高，是一个典型

的工商业复杂负荷。

附录 A图 A5为实验数据采集地点的电网拓扑

结构图，数据采集装置的安装位置已在图中标记。

图A5（a）为教学楼低压侧的拓扑，包括相互独立的 1
号与 2号电梯、中央空调、照明设备等，本文选择 1
号电梯负荷为待辨识负荷，采集的部分电梯负荷数

据见附录 B。图 A5（b）为能源站低压侧的拓扑与其

部分负荷，为保障能源站供电的安全可靠性，其中包

含两支独立的进线，电源进线为消防负荷供电，非消

防负荷进线为其他电力负荷供电，本文选择锅炉负

荷作为待辨识负荷。

图 2为待辨识负荷的有功功率 P和无功功率 Q
的联合分布图。可以看出，电梯负荷和锅炉负荷的

有功和无功功率变化范围都非常广泛，并且分布较

随机，不能简单地将其聚类处理划分为有限个状态，

且其有功功率并非维持在一个或多个稳定值附近。
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电梯负荷和锅炉负荷的状态多变复杂，是典型的

Type-Ⅲ型负荷，因此可以作为验证本文算法有效

性的待辨识负荷。

3. 3 时间窗口长度和特征数目对负荷辨识的影响

对采集的数据集进行预处理和特征选择时，选

择不同的时间窗口长度w和特征数量 n会产生不同

的辨识结果。表 1为固定 w= 50 s时，不同的特征

数目对 ResNet-50网络每轮训练时间的影响。由表

1可知，随着特征数目的增加，输入数据维度变大，

网络的训练时间也会随之变长，因此采用互信息进

行特征选择可以缩短模型的训练时间，从而提高模

型运算效率。

图 3展示了算法辨识准确率与时间长度和特征

数目的关系。由图可见，随着 n的增加，负荷辨识模

型可从输入数据中提取更多的隐含特征，但当 n达
到某一数值后，选择的负荷特征中开始出现重叠信

息或是无关信息，反而会对模型辨识产生干扰，降低

辨识的准确率；随着 w的增加，模型可从一个时间

窗口内学习待辨识负荷状态之间的时间连续性，从

而减少辨识结果非连续性的现象，但当 w覆盖负荷

的最大运行周期值时，模型逐渐达到饱和，负荷辨识

准确率便不会随着 w的增大而增大。综合考虑算

法 的 运 算 量 和 准 确 率 ，本 文 选 择 时 间 窗 口 长 度

w= 60 s、特征数量 n= 40进行特征选择和模型

训练。

3. 4 ResNet-50网络训练过程

从实验数据集中选择周六的数据作为网络的训

练数据，选择周一的数据作为测试数据，并且在训练

数据中将 80%用于训练，其余 20%用于模型的评

估，从而选择出效果最佳的模型。在训练过程中，采

用 Adam优化器，设置初始学习率为 0.001，并使用

线性整流函数 (ReLu）以加快模型的收敛速度，用交

叉熵函数计算分类误差。附录 A图 A6为损失函数

值随训练过程迭代次数的变化曲线图。可以看出，

在迭代次数达到 30左右时，无论是训练误差还是评

估误差，模型的损失值都趋于平缓，达到收敛状态。

3. 5 与其他辨识算法的对比

本文将几种常用的非侵入式负荷辨识算法作为

对比算法进行测试，包括 k最近邻 (KNN）［24］、随机森

林（RF）［25］、HMM［14］、长短期记忆（LSTM）网络［12］、

CNN［11］以及 CNN-LSTM模型。其中，选择 HMM
和 CNN算法是为了对比本文算法相较于单独模型

的优化效果。KNN和 RF算法是经典的分类识别算

法，而 LSTM网络模型是处理时间序列的神经网

络，这 3种算法均被普遍应用于非侵入式负荷辨识

领域中。

待辨识负荷的辨识结果如表 2所示，图 4展示

了几种负荷辨识算法在相同时间内的辨识结果。由

图 4可见，LSTM和 CNN算法的辨识结果中都存在

一定的状态断点问题，导致负荷辨识的准确率降低；

而两层模型 CNN-LSTM和 CNN-HMM相较于单

独模型在一定程度上优化了辨识结果的非连续性，

提高了负荷辨识的准确率，且 HMM比 LSTM的优

化效果更为显著，本文提出的 CNN-HMM算法具有

更高的精度。结合表 2中的评价指标对比，可在数

据上证实这一观点。虽然在精确度 P和召回率 R
上，本文算法并非是最优的，即本文算法在所有对比

算法中并不具有最强的抗误检和抗漏检的能力，但

表 1 ResNet-50网络每轮的训练时间
Table 1 Training time of each epoch in

ResNet-50 network

特征数目

30
40
50
60
70

训练时间/min
2.95
3.20
3.55
3.83
4.40
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图 2 待辨识负荷的有功、无功功率联合分布图
Fig. 2 Diagram of active and reactive power joint

distribution for load to be identified
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图 3 时间长度和特征数量与辨识准确率的关系
Fig. 3 Relationship of time length, number of

characteristics and identification accuracy
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是对于能综合反映辨识结果的可靠程度指标 F score，
提出的算法取得了 0.987 9的最高值；对于反映负荷

辨识结果与实际运行状态之间差异的Wasserstein
距离，提出的算法取得了最小值，而 d值越小表明算

法解决识别错误断点的能力越强。综上所述，本文

算法对于 Type-Ⅲ型工商业负荷的辨识效果优于其

他对比算法，并且具有最高的辨识准确率，能达到

97.9%。

3. 6 用户用电行为分析

用户的用电行为是指在什么时间用了什么电器

产生了多大的负荷，通过 NILM技术可以方便地获

得各电器的使用情况，进而可以对各电器的用电信

息如启停时间、持续时间及用电量等进行统计，以得

到用户准确的用电行为，从而帮助电网公司制定供

需互动策略。

附录 A图 A7为根据负荷辨识结果得到的电梯

负荷和锅炉负荷一天的用能统计。由图 A7（a）可

知，电梯负荷的运行具有明显的时间特性，主要用电

行为集中在 09：00—23：00，而在 00：00—06：00时段

内几乎没有运作，且工作日的运行时长较周末的略

长，这与电梯负荷所处的学校环境有关，电梯的运行

时段与学生上下课时段重合。由图 A7（b）可知，锅

炉负荷的运行几乎与时间无关，因其处于供能站内，

要满足站内所有的供热需求，所以锅炉负荷每天的

工作时间都很长，用能量很大，且工作日与周末的用

能并没有很大区别。

4 结语

为有效辨识 Type-Ⅲ型负荷，本文提出了基于

深度 CNN-HMM的非侵入式负荷辨识算法。首先，

根据互信息原理进行特征选择并去除冗余特征，采

用参数搜索确定最优时间窗口长度和特征数目；由

于 ResNet-50网络可有效解决深度网络训练过程中

梯度消失的问题，将其作为深度 CNN模型的架构，

表 2 待辨识负荷的辨识结果
Table 2 Identification results of load to be identified

算法

KNN[24]

RF[25]

HMM[14]

LSTM[12]

CNN[11]

CNN-LSTM
CNN-HMM

电梯负荷

P/%
93.41
91.35
93.73
96.98
100.00
96.94
98.50

R/%
91.60
98.36
93.76
96.88
95.43
99.22
99.07

F score
0.924 9
0.947 3
0.937 5
0.969 3
0.976 6
0.980 6
0.987 9

A cc/%
86.33
90.75
88.23
94.00
95.60
96.50
97.90

d

0.062 00
0.034 50
0.049 33
0.033 27
0.030 64
0.022 31
0.017 59

锅炉负荷

P/%
69.72
78.97
89.69
97.52
96.71
98.55
97.06

R/%
93.63
98.50
73.66
66.29
76.46
77.71
81.48

F score
0.799 3
0.876 6
0.808 9
0.789 3
0.854 0
0.869 0
0.885 9

A cc/%
91.25
92.79
86.38
93.70
95.39
95.90
96.60

d

0.040 91
0.039 69
0.065 88
0.035 48
0.029 18
0.028 07
0.021 98
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图 4 算法辨识结果对比
Fig. 4 Comparison of algorithm identification results
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提取负荷的多维特征，并完成初次辨识；根据初次辨

识结果，计算 HMM的参数，并完成负荷的二次辨

识，从而优化 CNN模型辨识中存在的辨识结果非连

续性问题；最后，与其他负荷辨识算法的对比测试结

果表明，本文算法能有效辨识 Type-Ⅲ型工商业电

力负荷，具有更好的准确率和辨识精度。

下一步的工作重点是研究 Type-Ⅲ型负荷运行

时的典型状态辨识问题。

附录见本刊网络版（http：//www.aeps-info.com/

aeps/ch/index.aspx），扫英文摘要后二维码可以阅读

网络全文。
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Identification Method for Type-Ⅲ Industrial and Commercial Load Considering

Identification Result Continuity

DUAN Jing1，LI Yong1，ZHANG Zhenyu1，LI Weiwei2，JIANG Lin3，LI Lei4

(1. College of Electrical and Information Engineering, Hunan University, Changsha 410082, China;
2. Changsha Xinao Changran Energy Development Co., Ltd., Changsha 410082, China;

3. Department of Electrical Engineering and Electronics, University of Liverpool, Liverpool L69 3BX, UK;
4. Changsha Xinao Xiangjiang New Energy Development Co., Ltd., Changsha 410082, China)

Abstract: Non-intrusive load monitoring technology can guide users to arrange power consumption time reasonably, thereby
reducing power consumption. Among them, due to the continuous variability of the state, the identification of continuously varying
(Type-Ⅲ) load has always been one of the difficult problems in non-intrusive load monitoring. Aiming at the problem of Type-Ⅲ
load identification, a non-intrusive load identification algorithm based on deep convolutional neural network (CNN) and hidden
Markov model (HMM) is proposed. Firstly, the load characteristics are selected according to the mutual information theory. Then,
the residual neural network is used as the basic structure of deep CNN to extract multi-dimensional features of the load and realize
the initial identification of Type-Ⅲ loads. Finally, in order to solve the problem of state breakpoint in CNN identification results,
the HMM is used to complete the continuous optimization of load identification results. In the complex industrial and commercial
operation environment, the algorithm is trained and verified on the representative Type-Ⅲ load data. The results show that the
proposed algorithm can effectively identify the operation state of Type-Ⅲ industrial and commercial load.

This work is supported by International Science and Technology Cooperation Program of China (No. 2018YFE0125300),
National Natural Science Foundation of China (No. 52061130217) and Huxiang Youth Talent Program of Hunan Province
(No. 2019RS1016).
Key words: non-intrusive load identification; mutual information; residual neural network; hidden Markov model
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附录AA

图A3(a)为根据互信息去冗余之后所选择的前 10个负荷特征之间的互信息值，图A3(b)为未去除冗余特

征的互信息，对角线表示负荷特征的自相关性，其互信息值最大，颜色也最深；而除对角线之外的则代表不同

负荷特征之间的相关性，图A3(a)中除对角线外方格颜色都很浅，表明其互信息值很小，不同特征之间的相关

性很弱，而图A3(b)则相反，说明不同负荷特征之间存在冗余性，特征提取时可从不同的特征中提取重叠的信

息，以致于增加了许多不必要的运算。因此去除冗余特征可使得模型在相同的运算维度内，提取到更多的隐

含特征。

图A1 负荷分类
Fig. A1 Load classification

图A2 ResNet-50的运算量
Fig. A2 Computation burden of ResNet-50

图A3 负荷特征之间互信息热图
Fig. A3 Heat map of mutual information between load characteristics
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表 A1为 ResNet-50网络结构的超参数。其中，Conv ( ⋅ )表示卷积层，该层参数依次为卷积核个数、卷积

核大小和激活函数，选择线性整流函数（ReLu）的目的是为了加快模型的收敛速度；Max-pool和 Avg-pool分
别为最大池化和平均池化层；Dense(⋅)表示全连接层，采用隐藏节点数和激活函数的参数，Softmax作为输出

层的激活函数将输出映射到(0,1)区间内，可以表示当前输出属于各个类别的概率。

图A7中，颜色越深表示用能时间越短，颜色越浅表示用能时间越长。

图A4 CNN辨识结果的非连续性
Fig. A4 Discontinuity of CNN identification results

表A1 ResNet-50网络结构超参数
Table A1 Hyperparameters of ResNet-50 network structure
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Dense(2,Softmax)

图A5 数据采集地电网拓扑
Fig. A5 Topology of power grid in data acquisition area
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附录 BB

本文实验所用的电梯负荷数据集以百度网盘文件的方式公开，以下为部分数据的获取链接：https://
pan.baidu.com/s/1bjeZjd1XAyRVLenEaqY3iw，提取码为：fhsj。

图A6 ResNet-50训练损失函数曲线
Fig. A6 Loss function curve of ResNet-50 training

图A7 负荷用能统计
Fig. A7 Statistics of load energy consumption
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