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RÉSUMÉ EN FRANÇAIS

L’apprentissage statistique consiste à apprendre à partir de données mesurées dans un échan-
tillon d’individus et cherche à prédire la grandeur d’intérêt chez un nouvel individu. Dans le cas
de la vaccination, ou dans d’autres cas dont certains présentés dans ce manuscrit, le nombre
de variables mesurées dépasse le nombre d’individus observés, c’est un cas dégénéré d’analyse
statistique qui nécessite l’utilisation de méthodes spécifiques. Les propriétés des algorithmes de
régularisation permettent de gérer ces cas. Il en existe plusieurs types en fonction de la structure
des données considérées et du problème qui sont étudiés.

Dans le cas de ce travail, l’objectif principal a été d’utiliser l’information disponible à l’issue
de décompositions en éléments propres des matrices de covariances transformées via un opéra-
teur de seuillage doux. Cette solution est particulièrement peu coûteuse en termes de temps de
calcul et permet la sélection des variables d’intérêt.

Nous nous sommes centrés sur les données qualifiées d’hétérogènes, c’est à dire issues de
jeux de données qui sont provenant de sources ou de technologies distinctes. On parle aussi de
données multiblocs. Les coûts d’utilisation de certaines technologies pouvant être prohibitifs, il
est souvent choisi de ne pas acquérir certaines données sur l’ensemble d’un échantillon, mais
seulement sur un sous-échantillon d’étude. Dans ce cas, le jeu de données se retrouve amputé
d’une partie non négligeable de l’information. La structure des données associée à ces défauts
d’acquisition induit une répartition elle-même multibloc de ces données manquantes, on parle
alors de données manquantes par blocs. Le second objectif de notre méthode est de gérer ces
données manquantes par blocs en s’appuyant sur l’information à prédire, ceci dans le but de
créer un modèle prédictif qui puisse gérer les données manquantes aussi bien pour les données
d’entraînement que pour celles de test. Cette méthode emprunte au seuillage doux afin de sélec-
tionner les variables d’intérêt et ne nécessite que deux paramètres à régler qui sont le nombre de
composantes et le nombre de variables à sélectionner parmi les covariables. Ce paramétrage est
classiquement réalisé par validation croisée.

La méthode développée a fait l’objet de simulations la comparant aux principales méthodes
existantes. Elle montre d’excellents résultats en prédiction et en termes de temps de calcul. Elle
a aussi été appliquée à plusieurs jeux de données.
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RÉSUMÉ EN ANGLAIS

Statistical learning objective is to learn from observed data in order to predict the response
for a new sample. In the context of vaccination, the number of features is higher than the num-
ber of individuals. This is a degenerate case of statistical analysis which needs specific tools.
The regularization algorithms can deal with those drawbacks. Different types of regularization
methods can be used which depends on the data set structure but also upon the question.

In this work, the main objective was to use the available information with soft-thresholded
empirical covariance matrix estimations through SVD decompositions. This solution is particu-
larly efficient in terms of variable selection and computation time.

Heterogeneous typed data sets (coming from different sources and also called multiblock
data) were at the core of our methodology. Since some data set generations are expensive, it is
common to down sample the population acquiring some types of data. This leads to multi-block
missing data patterns. The second objective of our methodology is to deal with those missing
values using the response values. But the response values are not present in the test data sets and
so we have designed a methodology which permits to consider both the cases of missing values
in the train or in the test data sets.

Thanks to soft-thresholding, our methodology can regularize and select features. This es-
timator needs only two parameters to be fixed which are the number of components and the
maximum number of features to be selected. The corresponding tuning is performed by cross-
validation.

According to simulations, the proposed method shows very good results comparing to bench-
mark methods, especially in terms of prediction and computation time. This method has also
been applied to several real data sets associated with vaccine, thomboembolic and food re-
searches.
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AVANT-PROPOS ET NOTATIONS

L’apprentissage statistique des données a émergé de façon prodigieuse très récemment, il
prend naissance dans les années 60 avec les travaux de l’école russe et notamment de Vapnik.
L’apprentissage statistique acquiert alors des justifications théoriques. À cette période s’opère
un changement dans les méthodes statistiques puisque l’objectif de généraliser les modèles sta-
tistiques à des échantillons de taille finie prend forme. Des risques empiriques sont développés
qui ambitionnent de rendre compte de l’erreur de surapprentissage en se basant sur les infor-
mations du jeu de donnée d’entraînement, formé d’un nombre fini n d’individus. Celles-ci étant
intégrées dans une modélisation du processus observé de complexité k, où k est très souvent as-
socié au nombre de paramètres à estimer dans le modèle. Cette période très prolifique en terme
de production méthodologique verra l’essor de la régularisation.

La régularisation apparaît afin de résoudre le cas des problèmes sous-déterminés (i.e. n ăă
p où p est le nombre de variables explicatives). L’exemple classique est celui de la résolution du
problème des moindres carrés ordinaires (MCO) qui est formulable via le problème d’optimisa-
tion suivant

min
bPRp

||y´ Xb||22 , (1)

où } ‚ }2 symbolise l’opérateur de norme euclidienne y et X sont respectivement un vecteur
de longueur n et une matrice n ˆ p, décrivant n réalisations indépendantes. X est décrite par
p variables telles que pour chacune des réalisations i P rr1, nss, yi “ XT

i b ` εi où εi est une
erreur d’observation. La résolution de ce problème, dans le cas où le rang de la matrice X vaut
n conduit à b̂pMCOq “ `

XTX
˘´1 XTy. Mais lorsque le problème n’a pas de solution exacte, si

n ă p notamment ce qui rend la matrice XT X non inversible, c’est ce que l’on appelle la grande
dimension.

Afin de résoudre ce problème qualifié de dégénéré, une méthode a été introduite (connue
aujourd’hui sous le nom de régularisation de Tikhonov) et dont la mise en pratique la plus simple
est la régularisation Ridge. Cette régularisation propose une solution approchée du problème (1)
au moyen d’un paramètre appelé paramètre de régularisation et noté ici λ. La solution approchée
devient alors

b̂pRidgeqpλq “ `
XT X` λIp

˘´1 XT y,

où Ip est la matrice identité p ˆ p. Le coefficient λ ą 0 a plusieurs interprétations mais c’est
avant tout la valeur ajoutée à chacune des valeurs propres de la matrice XT X qui a pour effet de
rendre la matrice XT X` λIp inversible.

De nombreuses autres régularisations ont été développées sur le schéma d’un problème
d’optimisation qui est la somme de deux termes. Le premier représente l’attache aux données,
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||y´ Xb||22, alors que le second, λ ||b||22 dans le cas de la régularisation Ridge, est souvent asso-
cié à la complexité du modèle.

En plus de la régularisation, la sélection de variables peut être recherchée et les méthodes
Lasso permettent de répondre à cet objectif. La résolution de ce genre de problèmes passe par
l’utilisation de fonctions de seuillages, fonctions qui seuillent leurs arguments en fonction d’un
ou plusieurs paramètres associés.

Les cas de réponses multivariées (y prend alors la forme d’une matrice Y à n lignes et q co-
lonnes) impliquent de devoir modifier les problèmes d’optimisation. La méthode des moindres
carrés partiels (PLS) permet de gérer les données présentant une matrice objectif Y multidimen-
sionnelle. Au moyen de variables latentes, comme le fait l’analyse en composantes principales
(ACP), cette méthode s’affranchit des contraintes de grande dimension tout en construisant des
modèles de prédiction. L’utilisation de contraintes spécifiques a permis de gérer la sélection de
variables pour le modèle PLS.

Un niveau encore au-dessus en terme de complexité structurelle nous amène à considérer
les données dont les variables peuvent être naturellement groupées. On parle alors de données
multiblocs. Un cas particulier intéressant survient lorsque les blocs sont décrits par différentes
modalités d’un même groupe de variables, on appelle ceci les données multivoies et donc multi-
blocs. Les données prises à différents temps forment différentes modalités par exemple. Les don-
nées de séquençage de l’ARN à différents temps après vaccination contre le virus Ebola sont des
données qui forment un jeu de données multiblocs. Cette remarque renvoie aux données rVSV
Ebola-ZEBOV analysées pendant cette thèse et qui associent à cette structure complexe approxi-
mativement 30% de données manquantes pour seulement une vingtaine d’individus, l’objectif
étant alors de prédire la réponse anticorps (Y) formée de q “ 5 variables quantitatives. Ces
données manquantes sont structurées en blocs coïncidant avec la structure intuitive des données,
due aux technologies employées ainsi qu’aux différents échantillonnages. La figure 1 détaille
ce genre de données où les données manquantes sont représentées par des lignes rouges, où les
pptqt“1...T sont les dimensions des T blocs pXtqt“1...T . Ces données manquantes sont dites man-
quantes par blocs.

X “

¨
˚̊
˝ X1

nˆp1

, X2

nˆp2

, ¨ ¨ ¨ , XT

nˆpT

˛
‹‹‚ Y “

nˆq

Figure 1 – Structure de données multiblocs supervisées avec données manquantes par blocs,
symbolisées par les zones colorées

Le faible échantillonnage de l’étude implique de ne pouvoir construire qu’un nombre réduit
de composantes. Or les types de données concernées, notamment des données tanscriptomiques,
s’expriment au moyen d’une large quantité de variables, où les variables prépondérantes ne sont
pas généralement associées au problème considéré. Dans ce contexte il devient impératif de ne
construire qu’un nombre très restreint de composantes associées à Y.
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Le problème principal de cette thèse s’est naturellement dessiné autour du dimensionnement
d’une méthode permettant la gestion de données manquantes par blocs en prenant en compte une
matrice objectif Y. On appelle ceci l’imputation supervisée par blocs.

Les méthodes envisagées et les recherches effectuées ont permis de produire une méthode
capable de gérer un problème supervisé en grande dimension avec sélection de variables, tenant
compte de données manquantes et d’une structure multibloc. Seulement 2 paramètres doivent
être fixés dans cette méthode. Le package ddsPLS (∗), rédigé en R, est disponible sur le CRAN et
implémente des fonctions de visualisation associés aux modèles de prédiction. Ce package met
à disposition une fonction de validation croisée permettant d’optimiser les deux paramètres de
ce modèle, et les méthodes de visualisation associées. Une vignette d’introduction à la méthode
est aussi présente sur la page CRAN du package.

Notations supplémentaires
Dans la suite nous choisirons la convention de symboliser les éléments de R par des lettres en

italiques, les vecteurs, ligne ou colonnes, par des lettres en italiques gras et les matrices par des
lettres majuscules en gras. Les listes de matrices, ou les ensembles plus complexes, seront le plus
souvent symbolisées par des lettres stylisées se rapportant aux éléments qu’elles contiennent.

Organisation de la thèse
Le présent manuscrit est composé de 5 chapitres suivis d’une Annexe elle-même divisée

en quatre sections. Le chapitre 1 reprend les différents éléments associés à la compréhension
des problèmes régularisés en grande dimension avec des contraintes de sélection de variables
et/ou structurelles, du type multibloc. Ceci s’associe à une étude des méthodes d’imputation
dans le cadre d’algorithmes d’espérance-maximisation (EM) (†) dans le cas de données mo-
no/multiblocs, supervisées ou non supervisées.

Le chapitre 2 présente le fonctionnement de la méthode ddsPLS pour la gestion de problèmes
supervisés multiblocs avec données manquantes par échantillons et contraintes de sélection de
variables. Cette méthode s’appuie sur un article soumis (Lorenzo et collab., 2019b) dans le-
quel des simulations numériques ont été effectuées ainsi qu’une application sur des données
réelles. Une section complémentaire permet d’ajouter des résultats théoriques et de simulations
sur l’algorithme considéré dans le contexte d’une absence de données manquantes. Cette partie
est entièrement rédigée en anglais par soucis de cohérence avec l’article qui y est associé.

Le chapitre 3 propose un descriptif du package ddsPLS, rédigé en R et disponible sur le
CRAN, développé pendant cette thèse et qui permet d’utiliser la méthode éponyme.

Le chapitre 4 se concentre sur deux nouvelles applications de la méthode qui ont donné
lieu à des valorisations au travers d’articles. Le premier jeu de données traite de la prédiction

(∗). https://CRAN.R-project.org/package=ddsPLS
(†). On dit que ces méthodes sont « typées-EM » si la démonstration mathématique du caractère EM de

cette méthode n’est pas démontrée.
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de trois métriques d’une dynamique protéique pour plusieurs centaines de participants atteints
de thrombose veineuse et décrits par des données hétérogènes. Les données sont structurées en
blocs de différentes natures. La proportion de données manquantes dans le bloc contenant le
plus de variables est de pratiquement 70% et pose un challenge d’un point de vue méthodolo-
gique. Le deuxième jeu de données décrit 10 vaches au travers d’une vingtaine de marqueurs
protéiques sur 5 morceaux de viandes différents. On repère alors une structure multivoie à 5
modalités pour 10 individus et 20 variables. L’étude de ces deux jeux de données a permis de
modifier l’algorithme de façon à prendre en compte plusieurs aspects, comme l’initialisation des
données manquantes et la visualisation des résultats pour aider l’interprétation.

Le chapitre 5, permet de conclure sur le travail effectué dans le cadre de cette thèse et d’ou-
vrir de nouvelles pistes de recherche.

L’annexe décrit des outils importants utilisés pendant ce travail de thèse ainsi que des exemples
ou remarques argumentées.
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CHAPITRE 1

INTRODUCTION

“ Why do we need a theory of consistency if our goal is to construct algorithms
for a small (finite) sample size? ”
Vladimir Naumovitch Vapnik, An Overview of Statistical Learning Theory,

1999
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7

Un jeu de données d’entraînement, noté Dn dans la suite de ce manuscrit, est formé de n
réalisations indépendantes du couple pX,Yq où X de dimension p correspond aux covariables
et Y de dimension q correspond aux variables réponse. Les couples pXi,YiqiPrr1,nss sont suppo-
sés suivre une même loi P inconnue. L’objectif de l’apprentissage statistique est de fournir une
estimation d’un modèle permettant de prédire les valeurs de Y pour des échantillons de test in-
dépendants deDn en ayant estimé un modèle de prédiction sur le jeu de données d’entraînement
Dn.

La première étape de ce type d’analyse est de décrire un modèle statistique des données. Par
exemple le modèle de la régression à bruit ε centré de variance σ2

ε peut s’écrire

Y “ f pXq ` ε,

et sera considéré dans la totalité de ce manuscrit en supposant f déterministe.
Afin de pouvoir estimer la fonction f inconnue, il faut déterminer un estimateur de cette

fonction qui sera entraîné sur les données Dn, on le note f̂n. Afin de sonder un maximum de
fonctions, l’analyste propose souvent une famille de M estimateurs possibles, que l’on peut
représenter par

´
f̂ pmqn

¯
mPrr1,Mss. Il en existe de différentes sortes en fonction de la structure des

données, des capacités de calcul et des désirs d’interprétabilité émis par les experts du domaine.
On détaillera dans ce manuscrit différents estimateurs pouvant s’appliquer dans le contexte très
particulier où n ă p.

Une fois les différents estimateurs évalués, il faut choisir le plus efficace. Cette efficacité est
mesurée par un risque d’erreur empirique, noté pRn, et permet la validation d’un estimateur en
le comparant aux autres. On note alors l’estimateur optimal f̂opt “ arg maxmPrr1,Mss pRn

´
f̂ pmqn

¯
.

Cette étape est dépendante de l’utilisation d’un échantillon de test sur lequel mesurer cette erreur.
Ces deux facettes sont aussi largement décrites dans ce manuscrit et contextualisées au cas n ă
p.

La Figure 2 reprend donc le principe de l’apprentissage statistique qui est d’intégrer cinq
classes d’objets que sont les données d’entraînement, les modèles, les estimateurs, les critères de
validation et les données de test, de façon à obtenir un estimateur f̂opt satisfaisant aux exigences
des experts.

Entraînement

Test

Estimateurs

Modèles

Critères de validation

Apprentissage

f̂opt

Dn

px, yq

´
f̂ pmqn

¯
mPrr1,Mss

Y “ fpXq ` ε

pRn

Figure 2 – Schéma de principe de l’apprentissage statistique où les nuages représentent les
sources aléatoires d’information, les rectangles les informations fournies par l’analyste et le
cercle le processus d’apprentissage mis en place par l’analyste, ceci afin de produire l’estimateur
optimal f̂opt.

Analyse supervisée multibloc en grande dimension
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Dans les sections qui suivent nous allons détailler les principes associés aux critères de va-
lidation, aux estimateurs et aux modèles, qui prennent en compte l’aléa des sources de données,
ceci en offrant quelques exemples permettant de clarifier l’énoncé. Peu de démonstrations sont
fournies, dans le cas contraire des renvois sont faits vers des annexes ou des articles. Un cas
d’étude bien connu permet de clore cette section en proposant un schéma d’apprentissage sui-
vant le genre de schéma décrit par la Figure 2.

La fin de cette partie se concentre sur les principes de données manquantes et de données
structurées en blocs afin de détailler les travaux réalisés autour des données manquantes dans le
contexte supervisé pour données multiblocs.

1.1 Repères historiques
Dans la première moitié du siècle dernier, la science des données s’est concentrée sur les

méthodes d’inférence où l’objectif était de tester des hypothèses statistiques sur des jeux de
données de faibles dimensions, soit de l’ordre pn 9 10, p ă 10q. Les méthodes les plus utilisées
sont alors les méthodes linéaires. Les générations de données sont alors planifiées et l’idée de
les réutiliser dans un contexte exploratoire ne se fait qu’aux alentours des années 70.

L’ordinateur rend possible le stockage mais aussi la génération de nouvelles données. Les
technologies s’affinant, les bases de données s’enrichissent et se complexifient. Il n’est plus alors
question de cantonner l’analyse des données recueillies aux questions de recherche qui sont à
leur origine, la dimension p augmente dans les jeux de données et aussi la richesse de l’informa-
tion qu’ils contiennent. C’est la naissance de l’apprentissage statistique. La méthode ACP (Ho-
telling, 1933) et ses équivalents non linéaires tels que l’ACP à noyaux (kernelPCA) (voir par
exemple Scholkopf et Smola, 2001) offrent des possibilités basées sur des résultats mathéma-
tiques théoriques qui sont très appréciés. Le début des années 2000 est un moment paradoxale
d’un point de vue des données. En effet, les p des données grandissent du fait de l’amélioration
des technologies pourtant le n n’augmente pas en conséquence, laissant les analystes avec des
problèmes insolvables du fait de ce déséquilibre trop marqué entre le n et le p. Vapnik (1999b)
pose alors la question :

Why do we need a theory of consistency if our goal is to construct algorithms for a small
(finite) sample size?

La réponse de ce dernier est d’affirmer que les développements théoriques sont une nécessité
à la généralisation des résultats. La théorie qu’il développe introduit le principe de régularisa-
tion qui défend l’idée qu’un estimateur dont seulement l’erreur d’approximation cherche à être
minimisée ne peut conduire qu’à des estimateurs à très fortes variances et donc à haut risque
d’erreur. C’est le surrapprentissage du modèle, ce qui équivaut à apprendre des spécificités de
certains individus exotiques de l’échantillon d’entraînement et non pas des caractéristiques glo-
bales partagées par tous ces individus. La régularisation passe par la recherche de ce compromis
qui permet de lisser suffisamment les estimateurs pour ne conserver que l’information commune.
On parle de compromis entre le biais et la variance, ce qui sera explicité plus loin. Les méthodes
telles que Ridge (Hoerl et Kennard, 1970) ou Lasso (Tibshirani, 1996) semblent être tout indi-
quées dans ce contexte.

Hadrien Lorenzo
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Ces méthodes font intervenir des paramètres qui ne sont pas directement interprétés par l’uti-
lisateur dans le modèle de prédiction mais qui doivent être fixés, ce sont les hyperparamètres. Le
principe du risque fonctionnel de Vapnik (1992) puis ceux de validation croisée Geisser (1975)
sont utilisés dans cet objectif.

C’est dans ce contexte que se place le travail rapporté dans ce manuscrit. D’autres approches
tiennent aujourd’hui compte d’une modification profonde de l’acquisition et de la gestion des
données. En effet, les bases de données sont mises à jour de façon continue et l’optimisation des
modèles doit prendre en compte cette dynamique. Il faut donc inclure cette information fraîche
sans pénaliser trop fortement l’information déjà acquise. C’est un autre cas de grande dimension.

La prochaine section part des travaux de Vapnik afin d’introduire les outils utilisés dans le
reste du manuscrit.

1.2 Risque et compromis
Pour une classe de fonctions f P F , Vapnik (1992) a décrit ce que l’on appelle le risque fonc-

tionnel. Supposons pX,Yq un couple de deux vecteurs aléatoires réels avec px, yq une réalisation
quelconque de loi jointe Ppx, yq inconnue, alors on définit

le risque fonctionnel par Rp f q “ E pL py, f pxqqq “
ż

XˆY
L py, f pxqqPpx, yqdxdy, (1.1)

où le choix de la fonction de perte L est laissé à l’analyste. On peut citer par exemple la perte
quadratique L : py, ŷq Ñ ||y ´ ŷ||22 où . Ñ ||.||2 est la norme euclidienne sur Y qui est utilisée
en régression. La hinge loss, L : py, ŷq Ñ maxp0, 1 ´ yŷq, pour les problèmes de classification
binaire, y P t´1, 1u et qui est utilisée dans le contexte de la classification. Puisque Ppx, yq est
inconnue, il a été introduit

le risque empirique noté R̂np f q “ En rL py, f pxqq |tx, yu P Dns “ 1
n

nÿ

i“1

L pyi, f pxiqq , (1.2)

estimé sur l’échantillon d’apprentissageDn.

Parmi ses résultats importants, Vapnik a montré l’intérêt du principe de minimisation du
risque empirique (principe ERM) qui postule que pour tout échantillon Dn, la fonction f̂n qui
minimise l’équation (1.2), est une bonne approximation de f , fonction qui minimise l’équa-
tion (1.1). Ceci moyennant une majoration qui va dépendre, de façon croissante de la complexité
de l’espace des fonctions et de façon décroissante du nombre d’individus au travers de la fonc-
tion φ, ce qui est formulé grâce à l’équation

Rp f q ă R̂np f q ` φ

˜c
h
n
, η

¸
, (1.3)

où h se rapporte à la complexité de la fonction f et η la probabilité associée à ce risque empi-
rique (Vapnik et Chervonenkis, 2015).

Analyse supervisée multibloc en grande dimension
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1.2.1 Minimisation du Risque Structurel
L’étude du second terme de la partie de droite de l’équation (1.3) a conduit l’auteur à définir

une méthode de recherche de solution nommée minimisation du risque structurel (SRM). Cette
méthode nécessite que l’utilisateur définisse des ensembles de fonctions H1, ¨ ¨ ¨ ,HM (pour un
M P N‹ fixé par l’utilisateur) tel que H1 Ă ¨ ¨ ¨ Ă HM. Dans chaque ensemble l’utilisateur
doit trouver la fonction solution de la minimisation de l’équation (1.2) et ensuite évaluer le

risque structurel, φ
´b

h
n , η

¯
, associé à cette fonction pour ce jeu de données d’entraînement.

La solution finalement choisie est celle qui minimise le risque structurel parmi les M solutions
minimisant le risque empirique dans chaque espace Hm, @m P rr1,Mss.

Cette méthode, théoriquement robuste, s’avère difficile à mettre en œuvre. En effet, se-
lon Cornuéjols et Miclet (2010, pp.712-713), la première étape de définition des espaces Hk

emboîtés demande une connaissance a priori sur le domaine et donc un biais subjectif. De plus,
comme l’avoue aussi l’auteur (voir Vapnik, 1999a, pp.99) dans le cas de la grande dimension,
la convergence des fonctions cibles peut être très lente car le degrés de régularité des ensembles
de fonctions considérés devient lui-même important. En prenant le cas des fonctions polyno-
miales, l’auteur démontre que l’augmentation du nombre de dimensions induit une divergence
du nombre de paramètres, ce qu’il appelle Curse of Dimensionality, Fléau de la dimensionnalité
en français, voir Vapnik (1998, Theorème 6.8, pp.251–252). Dans ce dernier cas l’auteur pro-
pose de passer par des approximations locales de fonctions, adaptant le SRM au travers d’une
méthode nommée Structural Risk Minimization Principle for Local Function Estimation (Mini-
misation du Risque Structurel Local pour l’Estimation Local de Fonctions), en admettant que,
localement, toute fonction puisse être approchée par des polynômes de degrés 0, 1, 2 ou 3 et
en rappelant aussi que la théorie classique des approximations locales passe par des fonctions
constantes, voir Vapnik (1998, pp.268–269).

Bien que le SRM semble être abandonné de nos jours pour les raisons qui viennent d’être
citées, le principe de pénalisation du risque empirique pour recherche d’un optimum a été
conservé. Les méthodes de régularisation qui seront abordées dans ce manuscrit sont des des-
cendants de cette école. De plus, l’équation (1.3) est très utilisée de nos jours comme fonde-
ment théorique à l’utilisation des méthodes de ré-échantillonnage pour la sélection de modèles,
comme la validation croisée, ce sur quoi nous reviendrons dans ce manuscrit, voir section 1.4.2.

1.2.2 Décomposition du risque
On désigne par oracle la fonction f ‹ qui est solution du problème dans l’hypothèse où P est

connue et en utilisant une fonction de perte L quelconque dans l’équation (1.1) :

la fonction oracle par f ‹ “ arg min fPF ‹ Rp f q, (1.4)

où l’ensemble fonctionnel F ‹ est inconnu mais comprend la fonction f ‹ avec de plus F Ă F ‹.
Remarque 1.1 (F et F ‹). L’ensemble F est l’ensemble auquel l’analyste a accès grâce à sa
modélisation du processus. C’est par exemple Rp pour modéliser une variable Y en fonction
de p covariables au travers d’un modèle linéaire classique sans ordonnée à l’origine. Dans la
réalité le processus étudié est souvent bien plus complexe l’ensemble F ‹ représente l’espace
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1.2. Risque et compromis 11

hypothétique à partir duquel l’information est prise pour produire f ‹. C’est donc naturellement
que nous avons F Ă F ‹.

L’oracle est, bien entendu, inconnue puisque l’échantillonDn est fini et que F ‹ est inconnu.
Dans ce qui suit nous introduisons

la fonction oracle sur F par g‹ “ arg min fPF Rp f q. (1.5)

On peut alors décomposer

R ` f̂n
˘´ R p f ‹q “ R ` f̂n

˘´ R pg‹q ` R pg‹q ´ R p f ‹q .

La première différence à droite de l’égalité décrit l’erreur d’estimation et la seconde décrit l’er-
reur d’approximation.

Intuitivement, mais cela n’a pas vertu de démonstration, lorsque la complexité de F est
faible, les risques associés à g‹ et f̂n vont être assez proches et tout deux assez éloignés du
risque de f ‹. Inversement, lorsque l’ensemble F va se complexifier, g‹ va se rapprocher de f ‹
pour s’éloigner de f̂n puisque ce dernier n’a pas accès à l’information de P. La section suivante
approfondit la description du risque en l’appliquant à une fonction de perte bien particulière, la
perte quadratique

1.2.3 Compromis biais-variance du risque quadratique
Si l’on suppose maintenant que L est la fonction de perte quadratique, Geman et collab.

(1992) ont démontré que l’espérance du risque de f̂n peut se décomposer en trois termes comme
suit

E
“R ` f̂nq

˘‰ “ bruit
`

f̂n
˘ ` biais2 ` f̂n

˘ ` varest
`

f̂n
˘
, (1.6)

où le terme « bruit
`

f̂n
˘

» est irréductible, car associé à l’erreur d’observation, alors que les deux
autres termes sont associés à la complexité de F . Nous allons démontrer cette relation pour en-
suite interpréter chacun des termes. Cette démonstration permet de se familiariser avec les outils
de l’apprentissage statistique.
La première sous-section est occupée par la démonstration à proprement parler alors que la se-
conde offre l’estimation qui est souvent utilisée dans la pratique, celle du risque empirique.

Cas général

Soit Dn un échantillon d’entraînement tiré aléatoirement et x un échantillon de test aussi
choisi aléatoirement, donc indépendant de Dn, mais fixé. On peut noter ŷ “ f̂npxq la prédiction
de y sachant x et Dn. Deux processus aléatoires indépendants sont en jeu ici, à x fixé, qui sont
associés

— au processus d’échantillonage des données d’entraînement, que nous symboliserons par
Dn et Enr‚s pour les calculs d’espérance associés.

Analyse supervisée multibloc en grande dimension



12 Chapitre 1. Introduction

— au processus d’échantillonage des données de test, que nous symboliserons par y et Eyr‚s
pour les calculs d’espérance associés.

Remarque 1.2. Ce point est fondamental dans le cas de l’apprentissage statistique. La suite
de cette preuve s’appuie sur l’indépendance de ces deux sources d’aléa afin de produire une
décomposition du risque comme une somme de termes. Chaque terme pouvant être associé à
une des sources d’aléa mais aussi à l’approximation qui est faite sur l’estimateur.
Si l’on raisonne géométriquement, puisque ces processus aléatoires sont indépendants, l’utilisa-
tion d’une norme telle que celle induite par le risque quadratique décompose le risque selon ces
directions. C’est un cas d’application du théorème de Pythagore. Ce que nous allons détailler
dans cette section en utilisant une terminologie statistique uniquement.
Cette remarque est à rapprocher de la remarque 1.4 qui considère une nomre matricielle.

Le calcul de l’espérance que l’on peut avoir sur l’erreur
`

f ´ f̂n
˘2

, aussi appelé « risque
quadratique espéré » par exemple, est défini en intégrant toutes les possibilités acceptables de
Dn et de f . On peut ainsi écrire

E
“Rp f̂nq

‰ “ EDn,y

”
py´ ŷq2

ı
“ En,y

”
py´ ŷq2

ı
,

en se permettant d’alléger les notations viaDn ÞÑ n. En utilisant la notion d’oracle présentée plus
haut au travers de y‹, qui s’interprète comme l’espérance de y sachant x, on a donc y‹ “ Ey ry|xs
et on obtient

E
“Rp f̂nq

‰ “ En,y

”
py´ y‹ ` y‹ ´ ŷq2

ı

“ En,y

”
py´ y‹q2

ı
` En,y

”
py‹ ´ ŷq2

ı

´2ˆ En,y rpy´ y‹q py‹ ´ ŷqs ,
où l’on peut remarquer que le terme py´ y‹q est indépendant deDn ce qui simplifie la première
espérance en Ey

”
py´ y‹q2

ı
. De la même manière, le terme py‹ ´ ŷq est indépendant de y, la

seconde espérance devient alors En

”
py‹ ´ ŷq2

ı
. Pour les mêmes raisons, le terme croisé peut se

développer en un produit de deux termes :

Ey rpy´ y‹qsEn rpy‹ ´ ŷqs .
Or l’oracle est sans biais donc le premier terme s’annule et donc ce produit s’annule par intégrité.
Il reste au total

E
“Rp f̂nq

‰ “ Ey

”
py´ y‹q2

ı
` En

”
py‹ ´ ŷq2

ı
, (1.7)

où l’on interprète le premier terme comme l’erreur d’observation, qui est irréductible car as-
sociée au processus aléatoire d’observation de y. Ce terme est appelé varpbruitq dans l’équa-
tion (1.6). Si l’on considère maintenant l’espérance de ŷ sur l’ensemble des jeux de donnéesDn

accessibles, que nous noterons g‹ “ En rŷs en reprenant la notion d’oracle restreinte à F vue
plus haut, il est possible de réécrire le dernier terme de l’équation (1.7) tel que

En

”
py‹ ´ ŷq2

ı
“ En

”
py‹ ´ g‹ ` g‹ ´ ŷq2

ı

“ En

”
py‹ ´ g‹q2

ı
` En

”
pg‹ ´ ŷq2

ı

´2ˆ En rpy‹ ´ g‹q pg‹ ´ ŷqs ,
dans l’esprit de ce qui a été fait pour la précédente décomposition, où les espérances ne sont
plus associées qu’àDn. Le premier des trois termes à droite de l’équation calcule une espérance
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1.2. Risque et compromis 13

d’un terme indépendant de l’échantillonDn, il vient En

”
py‹ ´ g‹q2

ı
“ py‹ ´ g‹q2. Le troisième

terme, pour les mêmes raison peut se réécrire en

En rpy‹ ´ g‹q pg‹ ´ ŷqs “ py‹ ´ g‹qEn rg‹ ´ ŷs “ py‹ ´ g‹q ˆ pg‹ ´ En rŷsq
“ py‹ ´ g‹q ˆ pg‹ ´ g‹q “ 0

Au total on peut écrire, pour un échantillon d’apprentissage Dn, les grandeurs détaillées dans
l’équation (1.6) conduisent à l’établissement des relations présentées dans la liste (1.8).

Termes d’erreur du risque empirique
Erreur de bruit : bruit

`
f̂n
˘ “ Ex

”
Ey

”
p f pxq ´ f ‹pxqq2

ıı

Erreur d’approximation : biais2 ` f̂n
˘ “ Ex

”
p f ‹pxq ´ g‹pxqq2

ı

Erreur d’estimation : varest
`

f̂n
˘ “ Ex

“
EDn

“
g‹pxq ´ f̂n pxq

‰‰
(1.8)

Cas particulier du risque empirique

Nous avons déjà défini le risque empirique au travers de l’équation (1.2), par utilisation de
l’estimateur de la moyenne on peut décrire chaque terme d’erreur. Ce qui est résumé dans la
liste (1.9).

Termes d’erreur du risque empirique
Erreur de bruit : zbruit

`
f̂n
˘ “ 1

n

řn
i“1 p f pxiq ´ f ‹ pxiqq2

Erreur d’approximation : zbiais2 ` f̂n
˘ “ 1

n

řn
i“1 p f ‹pxiq ´ g‹pxiqq2

Erreur d’estimation : xvar
`

f̂n
˘ “ 1

n

řn
i“1

`
g‹pxiq ´ f̂npxiq

˘2

(1.9)

1.2.4 Interprétation de l’espérance du risque quadratique
Cette section utilise la forme (1.6), dont les termes sont détaillés dans l’équation (1.9), afin

de décrire le comportement du risque quadratique. Cette section s’appuie sur la figure 3 comme
aide à l’interprétation.

Analyse supervisée multibloc en grande dimension



14 Chapitre 1. Introduction

D’après la décomposition (1.6) et la figure 3, pour un sous-espace fonctionnel F donné, les
variables Dn et f admettent des réalisations observables via f̂n et f représentées par les points
bleus et violets respectivement. Une observation de f , notée f1 est représentée en vert ainsi
qu’une observation de f̂n1 en bleue foncée. Ces deux points sont sensibles aux deux processus
Dn et f qui sont les seuls à introduire de l’aléatoire dans cette expérience. La longueur du trait
double représente l’erreur quadratique commise par l’utilisateur en construisant son modèle sur
Dn1 et f1.

En espérance, l’utilisateur risque une erreur qu’il est possible de décomposer en trois termes,
qui sont :

— L’erreur d’approximation, ou biais au carré, constante à F fixée mais qui diminue
pour une complexité de l’estimateur qui augmente, g‹ se rapproche alors de f ‹. Ce terme
est particulièrement lourd à estimer, comme démontré dans la section 1.2.5, qui fait suite
à la section actuelle.

— L’erreur de bruit. Qui s’obtient en sommant sur les réalisations de f , les points en violet
sur la figure. La sphère violette de rayon E f rp f ‹ ´ f q2s est une représentation de l’erreur
d’observation, centrée sur f ‹. On remarque que cette forme n’est pas modifiée par le
choix de Dn, on dit que cette erreur est irréductible car associée seulement au processus
d’observation.

— L’erreur d’estimation sur Dn de la fonction objectif. Plus le modèle est complexe et
plus le nombre de paramètres va augmenter ce qui a pour effet de faire croître cette erreur.
Plus intuitivement, l’espace concentré dans le cercle de rayon Enrpg‹´ f̂nq2s représente la
volatilité des erreurs de modèles, si F avait été choisi plus petit, une droite dans la vision
schématique, l’espace associé aurait été plus faible et donc l’erreur d’approximation aurait
été moins importante. Inversement, en prenant R3, l’espace enclos dans la sphère de rayon
Enrpg‹ ´ f̂nq2s aurait été plus grande et donc l’erreur aurait grimpé.

Ces développements montrent que la complexité des espaces de fonctions considérés ainsi
que la profondeur d’échantillonnage ont un impact direct sur le risque associé. Le cas particulier
de la perte quadratique a uniquement été traité mais Domingos (2000) a démontré que ce genre
de décomposition peut se retrouver pour de nombreuses fonctions de perte.

La section suivante développe le calcul des estimateurs du risque quadratique empirique et
du biais associé. On montre que ce dernier est particulièrement onéreux à calculer.

1.2.5 Estimations du risque quadratique et du biais associé
Supposons l’échantillon aléatoireDn sur lequel il est possible de construire l’estimateur f̂n,

alors afin de construire un estimateur du risque quadratique et un estimateur du biais2, nous
allons construire un premier estimateur de g‹ que l’on rappelle pouvoir définir comme

g‹p.q “ En
“

f̂n p.q
‰
,

où la notation « f̂n p.q » permet d’expliciter une fonction applicable à l’échantillon « . » et dont
l’estimation des paramètres se fait surDn.

Dans la suite, nous notons Dn “ ttxn,1, yn,1u , . . . , txn,n, yn,nuu une réalisation de la variable
aléatoireDn. Supposons un échantillon à N observations indépendantes deDn que l’on notera

DN “
!

Dp1qn , . . . ,DpNqn

)
et @ j P rr1,Nss, Dp jq

n “
!!

xp jq
n,1, y

p jq
n,1

)
, . . . ,

!
xp jq

n,n, y
p jq
n,n

))
.
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Figure 3 – Représentation de l’oracle f ‹ et de l’oracle restreint à F noté g‹. En rouge l’espace
F ‹ (ici de dimension apparente égale à 3) et en bleu l’espace des modèles accessibles (de dimen-
sion apparente égale à 2) symbolisé par un plan. Les différents points représentent des tirages de
Dn et f , un couple p f1, f̂n1q symbolise un tirage particulier. Les points et les sphères associées
représentent d’autres tirages et les variances associées pour chacun des deux processus. L’uti-
lisateur commet l’erreur quadratique empirique symbolisée par le trait double en considérant
l’expérience p f1,Dn1q. Il peut espérer un risque quadratique qui correspond à la somme 1oq des
erreurs de bruit symbolisées par les longueurs vertes, p f ‹ ´ f1q2 pour f1, en sommant sur f , 2oq
des erreurs d’estimation symbolisées par les longueurs bleues foncées,

`
g‹ ´ f̂n1

˘2
pourDn1 , en

sommant surDn et 3oq du biais du à l’approximation symbolisée par le trait noir, p f ‹ ´ g‹q2.
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16 Chapitre 1. Introduction

Il est alors possible d’estimer l’espérance de g‹, que l’on notera ĝ‹N , via l’estimateur de

la moyenne empirique de g‹ : ĝ‹Np.|DNq “ 1
N

řN
j“1 f̂n

´
.|Dp jq

n

¯
, (1.10)

où il est donc nécessaire de calculer sur Dn entier.
L’espérance du risque empirique peut être classiquement approchée grâce à la moyenne empi-
rique sur l’échantillon DN , que l’on note Rn

`
f̂n|Dn

˘
dans la suite et que l’on formalise via

la moyenne empirique de l’estimateur du risque empirique

RN
`

f̂n|DN
˘ “ 1

N

řN
j“1 R̂n

´
f̂n|Dp jq

n

¯
.

(1.11)

En rappelant que le biais2 de l’estimateur f̂n peut être écrit

biais2 ` f̂n
˘ “ 1

n

řn
i“1 p f ‹pxiq ´ g‹pxiqq2 ,

et ainsi une estimation de son espérance, que nous noterons biais2 peut être réalisée en utilisant
la moyenne empirique et l’équation (1.10) et qui se met sous la forme de

la moyenne empirique du biais quadratique

biais2
N

`
f̂n|DN

˘ “ 1
nN

řN
j“1

řn
i“1

´
f ‹pxp jq

n,i q ´ ĝ‹N
´

xp jq
n,i |DN

¯¯2
,

(1.12)

après utilisation de l’estimateur proposé pour g‹ via l’équation (1.10).
Les estimateurs (1.12) et (1.11) sont utilisés dans la sous-section 1.3.4 pour détailler le com-

portement de l’estimateur Lasso. En effet g‹ n’admet pas, dans le cas général, de forme analy-
tique.

La section suivante développe le cas du modèle linéaire avec résolution par MCO qui ac-
compagnera l’ensemble de cette lecture.

1.2.6 Cas particulier du problème linéaire
Le modèle linéaire suppose qu’il existe un vecteur b à p lignes qui soit associé au vecteur

aléatoire y. Comme jusqu’à présent, b est déterministe et on suppose une erreur de mesure (ou
d’observation) ε centrée de variance σ2

ε additive de façon à pouvoir écrire le modèle de mesure
(ou d’observation) suivant

y “ XT b ` ε,

Soit un échantillon Dn tiré aléatoirement, il est possible d’utiliser un formalisme matriciel
en notant la matrice des réponses y P Rn, le vecteur des covariables X P Rnˆp et le vecteur de
bruit e P Rn. Il vient alors le modèle matriciel

y “ Xb` e. (1.13)

Le modèle étant défini, il est possible d’estimer, pour une nouvelle observation de test x1
tiré aléatoirement, les grandeurs f ‹px1q et f px1q telles que :

f ‹px1q “ x1b,
f px1q “ x1b` ε1,

en notant ε1 le bruit d’observation.
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Solution des moindres carrés ordinaires

Le problème des MCO cherche à minimiser la perte quadratique du modèle (1.13), ce qui
revient à écrire

b̂pMCOq
n “ arg minbPRp }y´ Xb}22 .

Ce problème a pour solution

l’estimateur des MCO noté b̂pMCOq
n “ X`y, (1.14)

où l’on note X` la pseudo-inverse de Moore-Penrose (a) de X. Comme précédemment, la fonc-
tion ayant été estimée sur l’échantillon d’entraînement, il est possible d’estimer, pour un échan-
tillon de test x1 tiré aléatoirement, les grandeurs g‹px1q et f̂ pMCOq

n px1q telles que :

g‹px1q “ x1b,
f̂ pMCOq
n px1q “ x1b` x1X`ε

voir l’annexe B.1 pour les démonstrations de ces résultats.

Biais, variance et cas dégénérés

Il est possible de connaître les termes d’erreurs pour l’échantillon x1 au travers de termes
décrits ci-dessus. La décomposition en trois termes du biais quadratique de l’estimateur des
MCO est démontrée en annexe B.1 et rappelée dans la liste (1.15).

Termes d’erreur pour l’estimateur MCO
Erreur de bruit : bruit

´
b̂pMCOq

n

¯
“ σ2

ε

Erreur d’approximation : biais2
´

b̂pMCOq
n

¯
“ 0

Erreur d’estimation : varest

´
b̂pMCOq

n

¯
“ pσ2

εTrace
´

X`T X`
¯

(1.15)

L’espérance du risque empirique s’écrit comme la somme des trois termes associés aux trois
erreurs, soit

E
”
R
´

b̂pMCOq
n

¯ı
“ σ2

ε ` pσ2
εTrace

´
X`T X`

¯
.

On déduit de cette étude deux choses :

— l’estimateur des moindres carrés est sans biais,

— la variance de l’estimateur des MCO diverge si la matrice échantillon X n’est plus inver-
sible.

(a). L’Annexe A permet de rappeler les principes de pseudo-inverse, de pseudo-inverse de Moore-
Penrose ainsi que de décomposition en valeurs singulières (SVD) (Pearson, 1901). La connaissance de
ces outils est nécessaire à la poursuite de la lecture. Voir notamment le Théorème A.3 pour l’intérêt de la
pseudo-inverse de Moore-Penrose à la résolution du problème des MCO généralisée à tous les rangs de
la matrice X.
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Le conditionnement, qui peut par exemple se calculer en prenant le rapport de la plus grande
valeur singulière sur la plus petite, pour une matrice X donnée, permet d’évaluer la difficulté
d’inverser numériquement une matrice. Si le conditionnement de la matrice diverge, alors la va-
riance de l’estimateur des MCO diverge aussi.

Si l’on suppose un design orthogonal (voir Remarque 1.3) qui correspond à XT X “ nIp, il

vient que X`T X` “ 1
n In et donc Trace

´
X`T X`

¯
“ 1 et alors

l’espérance du risque de l’estimateur des MCO pour un design orthogonal

E
”
Rortho

´
b̂pMCOq

n

¯ı
“ σ2

ε p1` pq. (1.16)

Le risque quadratique est donc une fonction affine de la complexité du modèle linéaire représen-
tée par p.

Remarque 1.3 (Le design orthogonal). L’astuce du design orthogonal suppose que la matrice
de covariance empirique est égale à l’identité, soit XT X “ nIp et donc que les variables de Dn

ne sont pas corrélées. Cette hypothèse semble très forte mais permet plusieurs choses comme

— d’offir des ordres de grandeurs comme ici avec l’équation (1.16) pour les MCO mais
aussi pour le Ridge comme nous le verrons dans l’équation (1.21).

— De résoudre des équations non linéaires en offrant des conditions de variables décou-
plées, comme nous le verrons dans la section sur le Lasso au paragraphe 1.3.4.

C’est donc une hypothèse à l’ordre 0 si l’on suppose la variable X aléatoire sans autre hypothèse
de distribution.

Conclusion

On dit assez naturellement que l’estimateur de MCO est non biaisé. Du point de vue du
risque quadratique, on peut aussi dire que l’estimateur des MCO est mauvais dès que le condi-
tionnement de la matrice X diminue.

Le théorème de Gauss-Markov montre que cet estimateur est celui qui minimise sa variance
pour un biais nul, de ce point de vue l’estimateur des MCO est parfois appelé Best Linear Un-
biased Estimator (BLUE). L’idée de la régularisation est donc de permettre un biais d’estimation
afin de réduire la variance de l’estimateur en question pour les cas de mauvais conditionnement
de X. On entend souvent les termes de « matrices dégénérées » et de « problèmes mal posés ».

1.3 Grande dimension et régularisation
Nous considérons le risque empirique, défini dans l’équation (1.2) dans le cas particulier du

risque quadratique, qui peut donc s’écrire comme

le risque empirique quadratique R̂np f q “ 1
n

nÿ

i“1

pYi ´ f pXiqq2 (1.17)
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sur l’échantillon Dn en supposant que la variable aléatoire Y associée aux observations de la
réponse est vectorielle, de dimension q “ 1 pour simplifier les notations, et que l’on cherche
à l’expliquer au moyen d’un modèle faisant intervenir la fonction f : Rp Ñ R qui s’applique
la variable aléatoire X vectorielle de dimension p. Les hypothèses d’indépendance sont quant à
elles définies en introduction.

1.3.1 Enjeux de la grande dimension
La grande dimension pose deux problèmes principaux dans le cas du modèle linéaire.

Le premier est associé à ce qui a été montré au travers de l’équation (1.16), à savoir que la
variance de l’estimateur des MCO augmente linéairement avec p, ce qui implique selon toute
probabilité de mauvaises performances en prédiction. p représentant le nombre de variables dans
le modèle, il faut donc sélectionner les variables à inclure dans le modèle.

Il a été observé que le mauvais conditionnement de la matrice XT X induisait cette diver-
gence de l’erreur d’estimation. S’il n’est pas recherché de sélectionner des variables, il peut être
raisonnable de choisir de modifier cette matrice en modifiant son spectre. C’est la régularisa-
tion.
Nous allons dans cette section détailler différentes méthodes objectivant de résoudre ces deux
problèmes. Les deux premières méthodes y parviennent en sélectionnant les variables.

1.3.2 Solution « brute force »
Soit le modèle de régression linéaire résolu par la méthode des MCO. Le modèle présente

un nombre de paramètres de l’ordre de p. Supposons que l’utilisateur désire construire un esti-
mateur des MCO à k ď n variables, il y a Ck

p possibilités.

Si maintenant tous les modèles possibles doivent être testés, ce qui est la méthode la plus
efficace, le nombre de possibilités (2p) limite son utilisation puisque les valeurs prises par p sont
de l’ordre de plusieurs dizaines de milliers. Nous ne retiendrons donc pas cette méthode dans ce
manuscrit.

1.3.3 Méthodes pas à pas
Naturellement, on peut considérer les méthodes de sélection où pour le modèle courant on

peut choisir d’ajouter la variable utile ou inversement de retirer la moins utile. L’utilité d’une
variable dans un modèle peut être évaluée au moyen d’un des critères de qualité détaillés dans la
section 1.4. A l’étape k P rr1, pss, p´ k modèles sont testés, ce qui implique de tester ppp´ 1q{2
modèles au total. Ce peut être laborieux et ne sera pas une méthode de choix.

1.3.4 Solutions régularisées
Les problèmes mal posés sont étudiés depuis le siècle dernier mais c’est Tikhonov (1943)

qui a en premier développé un cadre théorique capable de répondre à ce problème. C’est ce
que l’on appelle la régularisation. Ceci se caractérise par une modification du problème de
minimisation (1.17) au travers d’une version pénalisée, ou régularisée, du problème initial de
minimisation du risque empirique appelé

Analyse supervisée multibloc en grande dimension
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risque empirique pénalisé et noté min fPF R̂np f q ` λ} f }F , (1.18)

où }.}F est une fonctionnelle définie sur F et à valeur dans R` et est appelée pénalité fonction-
nelle. Le coefficient λ est appelé coefficient de régularisation. La fonctionnelle }.}F est classi-
quement un produit scalaire sur l’espace F . Le choix de cette fonctionnelle traduit les objectifs
de l’analyse. En effet, certaines fonctionnelles permettent de forcer des variables ou des groupes
de variables à être exclus ou bien conservés dans le modèle. Ces fonctionnelles peuvent se baser
sur une structure connue des données, des groupes de variables par exemple.

On peut remarquer que ce genre de décomposition est formé par la somme de deux termes
correspondants à la variance du modèle pour le terme de droite et au biais pour le terme de
gauche. Ce n’est pas sans rappeler les résultats sur la décomposition du risque structurel étudiée
dans la partie 1.2. Le compromis est lui-même recherché au moyen du coefficient de pondération
λ ou le terme de gauche peut être associé à la variance de l’estimateur et le terme de droit à son
biais.

La régularisation fait en quelque sorte le pari de :

— légèrement augmenter l’erreur d’approximation en ajoutant quelques dimensions au pro-
blème au travers de paramètre λ et des paramètres de la fonctionnelle }.}F . Dans le cas
linéaire, cela revient à augmenter la complexité telle que

p Ñ p` 1` # tparamètres de la fonctionnelle }.}F u ,

— tout en réduisant l’erreur d’estimation, grâce à un choix judicieux de la fonctionnelle }.}F
et du paramètre λ.

Les « 1`# tparamètres de la fonctionnelle }.}F u » paramètres supplémentaires sont appelés
hyperparamètres ou paramètres de régularisation. Certains de ces hyperparamètres sont inter-
prétables, comme c’est le cas en analyse bayésienne, et peuvent être fixés par la connaissance
que l’on a a priori des données mais d’autres nécessitent un travail de validation pour être fixés.
Les outils de validation ont déjà été présentés (voir section 1.4), les prochaines sous-sections
s’intéressent à la description des méthodes de régression les plus courantes.

La régularisation Ridge

On la doit à Hoerl et Kennard (1970) et la dénomination de régularisation L2 est aussi
rencontrée. Cette régularisation peut s’appliquer que la réponse Y soit unidimensionnelle (q “
1) ou multidimensionnelle (q ą 1). On note alors

l’estimateur Ridge, @λ ą 0 : B̂pRidgeq
n “ `

XT X{n` λI
˘´1 XT Y{n. (1.19)

On peut remarquer que ce modèle permet l’inversion de la matrice XT X en ajoutant λ à chacune
de ses valeurs propres. Cette méthode ne cherche pas à sélectionner de variables.

L’annexe B.2 permet d’estimer les termes d’erreur du risque quadratique pour cet estimateur
qui sont rappelés dans la liste (1.20).
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Termes d’erreur pour l’estimateur Ridge
Erreur de bruit : bruit

´
b̂pRidgeq

n

¯
“ σ2

ε

Erreur d’approximation : biais2
´

b̂pRidgeq
n

¯
“ λ2bT

`
XT X{n` λI

˘´2 b

Erreur d’estimation : varest

´
b̂pRidgeq

n

¯
“ σε

2Trace
´`

XT X{n` λI
˘´2 XT X

¯
{n

(1.20)

pour cette étude nous supposerons q “ 1. Dans l’équation (B.5) rappelée ici

R̂
´

b̂pRidgeq
n

¯
“ σε

2 ` λ2bT
`
XT X{n` λI

˘´2 b

` σε
2Trace

´`
XT X{n` λI

˘´2 XT X
¯
{n,

le premier terme représente l’erreur due au bruit, le second terme est associé à l’erreur d’estima-
tion (variance du modèle) et le terme suivant est lié à l’erreur d’approximation (biais du modèle
au carré). Le terme central est croissant vis à vis du paramètre λ alors que le terme de droite
est décroissant par rapport à cette même variable. On peut aussi supposer travailler à design
orthogonal (b) et réécrire l’équation (B.5)

R̂
´

b̂pRidgeq
n

¯
orthogonal

“ σε
2 ` bT b λ2

p1`λq2 ` σε
2 p 1
p1`λq2 . (1.21)

On peut alors noter l’erreur d’approximation (le troisième terme) à son homologue dans le cas
des MCO qui vaut σε2 p. Dans le cas du Ridge, un terme multiplicatif permet de régulariser
l’action délétère de p dans le terme d’erreur d’approximation et qui rend le modèle efficace en
grande dimension.
La figure 4 présente les différentes composantes du risque quadratique pour un design orthogo-
nal.

On observe un net coude du risque quadratique, au point �, qui correspond au modèle op-
timal repéré par λopt. A droite de ce coude l’erreur de biais diminue moins rapidement que
n’augmente l’erreur d’approximation, c’est le surapprentissage. A l’inverse, à gauche du coude,
l’erreur d’approximation chute très rapidement, bien plus rapidement que n’augmente l’erreur
d’estimation, c’est l’apprentissage.

Cette régularisation est appliquée à l’exemple du jeu de données MNIST dans la section 1.5.

La régularisation Lasso

Lasso vient de l’anglais Least Angle Shrinkage and Selection Operator (voir Tibshirani,
1996). La fonctionnelle associée s’écrit comme la somme des valeurs absolues des coefficients
de régression dans le cas où q “ 1 seulement. On écrit alors

} f }F “ } f }1 “
pÿ

j“1

|b j|.

(b). Comme réalisé pour les MCO où l’on suppose que XT X “ nI, voir la sous-section 1.2.6.
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La régularisation Ridge
 Risque quadratique et erreurs associées

l

R
is

qu
e/

E
rr

eu
rs

0 lopt

0

Risque quadratique

Erreur d'approximation

Erreur d'estimation

Figure 4 – Décomposition du risque quadratique pour l’estimateur régularisé Ridge dans le cas
du problème de régression linéaire avec un bruit d’observation centrée. Le symbole � correspond
au minimum de risque quadratique.

C’est un problème non convexe du fait de la présence d’un terme pris en norme 1, la solution
n’est donc pas forcément unique. Le cas du design orthogonal permet de résoudre complètement
le problème associé, ce qui est présenté en annexe B.3.

Cas du design orthogonal Le design orthogonal correspond à une matrice de covariance
empirique égale à l’identité. Les coefficients associés à chaque variable sont donc intuitivement
traités de façon séparée. La solution Lasso utilise alors la fonction de seuillage doux (représentée
sur la figure 6, page 35) telle que, en reprenant l’annexe B.3,

b̂pLassoq
j “

#
b̂pMCOq

j ´ λsign
´

b̂pMCOq
j

¯
si
ˇ̌
ˇb̂pMCOq

j

ˇ̌
ˇ ą λ

0 sinon
, (1.22)

où les notations sont explicitées dans l’annexe associée, bien qu’elles soient assez transparentes
dans ce cas. Le Lasso, dans ce cas, part de l’estimateur des MCO et rétrécit ses coefficients de
façon linéaire d’un coefficient λ jusqu’à tous les annuler. On remarque que le modèle perd en
variables lorsque λ grandit. Le modèle Lasso opère donc de la sélection de variables.

Cas général Le cas général n’admet pas de solution exacte mais plusieurs algorithmes ont
été proposés, parmi lesquels une modification de l’algorithme de régression à corrélations mi-
nimales hiérarchique (LARS) (voir Efron et collab., 2004). La principale idée de cet algorithme
étant d’inclure, ou de retirer, une variable du modèle courant en fonction de son intérêt pour le
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modèle résultant, en terme d’explication de l’information résiduelle. Les étapes sont rappelées
ici :

— l’algorithme part d’un modèle vide, aucune variable n’est sélectionnée,
— la plus petite valeur de λ est estimée de façon à introduire la variable la plus corrélée avec

y dans le modèle,
— le modèle avance dans la direction de cette variable, en réduisant λ, avec le plus grand pas

possible, jusqu’à ce que la corrélation de ce modèle avec le résidu corresponde à la cor-
rélation d’une autre variable avec ce même résidu, ou bien qu’un coefficient jusqu’alors
non nul s’annule

— si un coefficient s’annule, la variable en question est retirée du modèle et un nouveau
modèle est calculé avec le λ courant et les variables restantes,

— si un coefficient supplémentaire cesse d’être nul, un nouveau modèle est créé et
avance alors dans la direction formée par la bissectrice (d’où le terme de LARS) de
ces variables,

— le modèle réitère jusqu’à λ “ 0.
La troisième étape est en réalité résolue de façon exacte en calculant les pentes des droites

à chaque point d’ajout d’une variable, on dit que le Lasso résout exactement le chemin de ré-
gularisation. Cet algorithme est intrinsèquement associé à une perte quadratique et d’autres al-
gorithmes ont été proposés pour s’adapter à des fonctions de coût différentes quoique convexes
comme le fait la méthode développé par Rosset et collab. (2004). Cette méthode utilise les pro-
priétés d’agrégations d’une famille de weak learners afin d’obtenir de meilleurs résultats en
prédiction, c’est le boosting. L’optimisation numérique est effectuée par descente de gradient.
Puisqu’il n’y a pas de forme générale de la solution Lasso, il est impossible d’offrir une estima-
tion du risque quadratique, comme cela a été fait pour les méthodes présentées jusqu’à présent.
Des recherches sont réalisées afin de majorer ce risque, on parle d’« inégalié oracle ». Cette
dernière est formulée par Koltchinskii (2009) dans le cas du problème linéaire pour p ą n

››X
`
b̂pLassoq ´ b

˘››2
2

n
ď const.

σ2
ε logppq

n
s0,

où s0 est le nombre de paramètres sélectionnés par le modèle courant et const. est une constante
à déterminer. On peut remarquer que l’espérance de ce risque pour l’estimateur des MCO est
σ2
ε p{n, voir équation (1.16). La dépendance en p est linéaire dans le cas du MCO et loga-

rithmique dans le cas du Lasso, ce dernier semble donc être moins atteint par le « fléau de la
dimension ».
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Afin d’intégrer de façon intuitive le comportement du Lasso, des simulations ont été réali-
sées avec pour modèle Y “ b1X1` b2X2` ε où ε „ Np0, 0.82q, b‹ “ p1, 0.5qT et n “ 1000. On
se propose de tirer aléatoirement N “ 300 échantillons pour lesquels on teste différentes kλ “ 6
valeurs des paramètres de régularisation Lasso et Ridge. On suppose de plus que X1 „ Np0, 1q
et X2 „ Np0, 1q et une corrélation théorique ρ “ 0 (c) puis ρ “ 0.5. Les Y sont standardisés de
façon à utiliser les moyennes et variances dans la phase de test. La figure 5 montre les résultats
des estimations pour ces expériences.

Cette figure est divisée en trois lignes. La première et la seconde correspondant aux cas
ρ “ 0 et ρ “ 0.5 respectivement pour le Ridge à gauche et le Lasso à droite. La troisième ligne
correspond à des estimations du risque empirique et du biais quadratique des biais des estima-
teurs Ridge et Lasso. On propose dans la Remarque 1.2.5 un estimateur du biais quadratique,
noté RN

`
f̂n|Dn

˘
voir l’équation (1.12). Ainsi qu’un estimateur du risque empirique quadratique,

noté biais2
N

`
f̂n|Dn

˘
voir l’équation (1.11).

Sur cette figure, on note alors :

— f ‹, l’oracle qui est représenté par des points noirs •.

— f̂n, les estimateurs qui sont représentés par les points colorés (•, •, •, •, •, •) par pénali-
sation croissante.

— g‹, les espérances des estimateurs qui sont représentées par des croix encerclées et co-
lorées (‘, ‘, ‘, ‘, ‘, ‘) par pénalisation croissante. De plus, le lieu des g‹ pour ces
données est symbolisé par un trait en pointillé.

— f̄n, les moyennes empiriques des estimateurs qui sont représentées par des losanges colo-
rés (�, �, �, �, �, �) par pénalisation croissante.

Les modèles en magenta correspondent à des modèles non régularisés, le λ est donc nul. On peut
remarquer que les estimateurs moyens sont alignés sur la droite joignant l’origine et l’oracle pour
le Ridge (c’est bien une droite du fait du design orthogonal) alors que le Lasso a tendance à plus
dévaloriser la coordonnée b2, moins importante dans le modèle de l’oracle car b2 ă b1. Le
Lasso pénalise donc plus que le Ridge. De plus, dans le cas du Ridge on perçoit très nettement
la régularisation par un étalement des points lorsque le λ se rapproche de 0.

L’échantillonnage choisi sur les coefficients de régularisation permet de considérer que le
biais est approximativement le même (qui correspond à la distance euclidienne élevée au carré
entre le point g‹ et f ‹) entre un estimateur Lasso et un estimateur Ridge pour une couleur don-
née. On remarque alors que la variance de l’estimateur Lasso semble être plus importante que
celle de l’estimateur Ridge pour un biais donné.

Plus précisément, la figure présente sur la troisième ligne montre que l’estimateur Lasso ad-
met un plus grand risque lorsque la corrélation entre les covariables est élevée, quoique ρ “ 0.5
soit une corrélation raisonnable.

(c). Cette orthogonalité est intégrée dans les approches classiques afin de connaître l’ordre de grandeur
des erreurs rencontrées, comme pour le modèle linéaire pour obtenir l’équation (1.16).
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Figure 5 – Estimateurs Lasso et Ridge où f ‹ “ p1, 0.5qT avec un bruit additif Np0, 0.82q pour
n “ 1000 observations par tirage pour un total de N “ 300 tirages où X1 „ Np0, 1q et X2 „
Np0, 1q avec une corrélation théorique ρ “ 0 pour la première ligne et ρ “ 0.5 pour la seconde.
Chaque couleur correspond à une valeur différente de coefficient de régularisation, différente
entre le Lasso et le Ridge. La troisième ligne correspond à la représentation des estimations
du risque empirique, RN

`
f̂n|Dn

˘
, en fonction de l’estimation du biais quadratique associé, noté

biais2
N

`
f̂n|Dn

˘
.
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L’approche Lasso permet la régularisation du problème par sélection de variables. Les mé-
thodes mises en places sont très performantes d’un point de vue calculatoire et cette méthode est
préférée en pratique aux méthodes pas à pas et « brute force ».
Le principal reproche qui est fait à la méthode Lasso est son comportement dans le cas de va-
riables très corrélées. Dans ce cas deux comportements sont à déplorer à savoir 1) l’augmentation
de la variance des estimateurs et 2) une mauvaise sélectivité. Le Lasso est quelque part trop sé-
lectif (voir Zhao et Yu, 2006, à ce propos). De plus, cette pénalisation ne s’applique que lorsque
la réponse Y est unidimensionnelle.

La régularisation Elastic-net

Comme énoncé précédemment, le Lasso souffre de la présence de fortes corrélations parmi
ses covariables pour ce qui est de l’efficacité en sélection. Afin de résoudre ce problème, Zou et
Hastie (2005) ont proposé de coupler la procédure Lasso à la procédure Ridge via un coefficient
de régularisation α P r0, 1s entre les deux fonctionnelles de chacune des deux méthodes

} f }F “ α

pÿ

j“1

|b j| ` p1´ αq
pÿ

j“1

b2
j ,

le problème ainsi créé se nomme Elastic Net pour la souplesse qu’il introduit dans la pénalisa-
tion entre le Ridge et le Lasso.

En effet, cette nouvelle pénalisation permet la sélection de variables dont les différences
linéaires sont réduites grâce à la partie ridge. Cette méthode demande la calibration d’un second
paramètre, α, en plus du paramètre λ. Cette pénalisation ne s’applique que lorsque la réponse Y
est unidimensionnelle.

Les régularisations PLASM et group-lasso

Un cas courant en analyse de données fait intervenir des groupes de variables. Supposons
que le jeu de données considéré ait ses variables compartimentées en T groupes de variables, on
peut alors noter chaque vecteur de coefficients correspondant

@t P rr1,T ss, bt P Rpt ,

où pt devient naturellement le nombre de variables dans le groupe t. Bakin (1999) a développé
et étudié, pendant sa thèse, sur la pénalisation

} f }F “
Tÿ

t“1

bT
t bt.

cette pénalisation fut nommée Probing Least Absolute Squares Modelling (PLASM) par son
auteur. Elle est directement associée à la pénalisation de Lasso groupé (gLasso pour group-
Lasso) de Yuan et Lin (2006) qui s’écrit

} f }F “
Tÿ

t“1

?
pt

b
bT

t bt.

Ces derniers auteurs ont alors développé un nouvel algorithme de calcul qu’ils ont testé sur des
données réelles ainsi qu’au travers de simulations. Cette méthode permet de sélectionner des
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groupes de variables en mettant tous les coefficients des groupes non sélectionnés à zéro et ne
prend pas en compte la variance des données pour valoriser un groupe par rapport à un autre. Cet
algorithme souffre pourtant d’une relative lenteur des calculs et ne peut s’appliquer que lorsque
la réponse Y est unidimensionnelle.

La régularisation sparse group-lasso

Afin d’introduire de la parcimonie à l’intérieur même d’un groupe, Simon et collab. (2013)
ont développé la méthode de Lasso groupé parcimonieux (sgLasso pour sparse group-Lasso).
Le terme de régularisation s’écrit

} f }F “ p1´ αq
Tÿ

t“1

b
bT

t bt ` α
Tÿ

t“1

}bt}1,

où α P r0, 1s permet de régler l’importance de chacun des deux termes. Si α “ 0 alors nous
sommes en présence d’un gLasso et si α “ 1, on reconnaît le Lasso classique.

Cette pénalisation assure bien la sélection inter-groupes et intra-groupes. Les auteurs pro-
posent des simulation pour étayer cet argument. L’algorithme passe par une descente de gradient,
accélérée grâce aux résultats de Nesterov (2013).

1.3.5 Régularisation par méthodes à composantes
La solution de Moore-Penrose a été développée afin de contourner la non inversibilité de la

matrice de X pour le problème des MCO, voir l’équation (1.14). La solution ainsi définie est
résolue en projetant sur la totalité de l’espace engendré par X pourtant, certaines composantes
ne sont pas associées au problème d’explication de Y et les inclure dans le modèle ne semble
donc pas être un choix parcimonieux.

Cette section détaille deux méthodes qui permettent de sélectionner dans l’ensemble des
composantes de X celles qui sont les plus adaptées au problème de prédiction de Y.

La Régression sur Composantes Principales (PCR)

La méthode de Régression en Composantes Principales (PCR), voir Hotelling (1957), consiste
à construire un estimateur des MCO sur les R premières directions principales de l’ACP de X.

Ainsi, en supposant que R ď rangpXq, si l’on note V la matrice réelle p ˆ p des vecteurs
singuliers droits de la matrice X. La projection de X sur ses R premiers sous-espaces propres
peut s’écrire TR “ XV∆R, où ∆R est la matrice réelle pˆ R où tous les éléments sont nuls sauf
les R sur la diagonale qui sont égaux à 1. On peut alors écrire le modèle linéaire associé à la
régression de Y sur TR :

Y “ TRBintermediaire ` E, (1.23)

où E est l’erreur du modèle d’obsevation avec des observations indépendantes de moyenne nulle
et de variance σ2

ε Iq. Comme le rang de TR est R par hypothèse, la matrice TT
RTR est inversible et

le modèle (1.23) est estimable par les MCO selon

B̂intermediaire “ `
TT

RTR
˘´1 TT

RY “ `
∆T

R DT D∆R
˘´1

∆R DUT Y “ `
∆T

R DT D∆R
˘´1

∆T
R DUT Y.
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En remarquant que TRBintermediaire “ XV∆RBintermediaire, il vient le modèle de régression, équi-
valent au modèle (1.23), s’écrit

Y “ XB` E, (1.24)

où B “ V∆RBintermediaire et donc en utilisant l’estimateur des MCO proposé précédemment, il
vient

B̂pPCR,Rq “ V∆RB̂intermediaire “ V∆R
`
∆T

R DT D∆R
˘´1

∆T
R DUT Y “ VD„1

pPCRqU
T Y,

en notant D„1
pPCRq “ ∆R

`
∆T

R DT D∆R
˘´1

∆T
R . En se référant à la définition de la solution généra-

lisée des MCO proposée au travers du Théorème A.3, il est possible de réécrire la solution des
MCO sous la forme

B̂pMCOq “ VD„1UT Y,

où l’on peut isoler le terme associé au spectre de X dans chacun des deux estimateurs, à savoir :

pour les MCO : D„1,

pour la PCR : D„1
pPCRq.

Donc la PCR réalise une transformation sur le spectre de X en créant une nouvelle matrice
de mêmes dimensions que la matrice à laquelle elle s’applique et qui retourne les R premiers
coefficients diagonaux de cette dernière en forçant les suivants à être nuls.
Pour toute matrice inversible V, on définit la norme matricielle suivante (d)

X Ñ }X}V “
b

Trace pXT VVT Xq,
et le produit scalaire associé ă ‚, ‚ ąV. On peut ainsi évaluer le biais de l’estimateur en se
référant au modèle (1.24) :

}B̂pMCOq ´ B̂pPCR,Rq}2V “ }V
´

D„1 ´ D„1
pPCRq

¯
DVT B}2V ` }V

´
D„1 ´ D„1

pPCRq
¯

UT E}2V
` 2 ă V

´
D„1 ´ D„1

pPCRq
¯

DVT B,V
´

D„1 ´ D„1
pPCRq

¯
UT E ąV .

Si l’on passe à l’espérance sur la matrice d’erreur E il vient que le dernier terme s’annule. Le
second terme est associé à l’erreur d’estimation, on notera alors que EE

“
EET

‰ “ σ2
ε In par

indépendance des erreurs d’observation dans l’échantillon d’entraînement. Le premier terme
quant à lui rend compte de l’approximation de modèle, c’est le biais de l’estimateur. On note
alors

EE
“}B̂pMCOq ´ B̂pPCR,Rq}2V

‰ “ }
´

D„1 ´ D„1
pPCRq

¯
DVT B}2V ` σ2

ε }
´

D„1 ´ D„1
pPCRq

¯
UT }2V,
(1.25)

on remarque que ces termes ont un interprétation semblable aux termes d’erreur d’estimation
et d’erreur d’approximation du risque quadratique, voir la sous-section 1.2.4 à ce propos et la
Remarque 1.4 qui suit. Il est alors possible de décomposer plus en avant chaque terme mais nous
en resterons là. On remarque que la PCR a un effet sur l’erreur d’approximation et sur l’erreur
d’estimation.

(d). Nous laissons le soin au lecteur de démonter que cet fonction est bien une norme.
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On dit que la méthode PCR shrink le spectre de X, c’est un effet de la régularisation. Cet esti-
mateur a été très utilisé lorsque les dimensions des données étaient raisonnables, aujourd’hui il
ne serait pas déraisonnable d’imaginer un cas de figure où la condition de rang formulée plus
haut ne pourrait pas être activée sans que l’information dans X associée à Y ne soit décrite. C’est
principalement pour cette raison que, dans la pratique, cette méthode n’est pas utilisée dans le
contexte de la grande dimension.

Remarque 1.4 (Lien avec le risque quadratique. ). Le calcul qui vient d’être effectué, ainsi que
celui qui est présenté dans la sous-section 1.3.6, permet de majorer le biais des estimateurs
régularisés. Ce travail est à rapprocher de ce qui a été montré dans le cas du calcul de l’erreur
de biais2 associé au risque quadratique pour l’estimateur Ridge, voir Annexe B.2.
Par rapport au calcul du risque effectué plus tôt, nous avons alors étudié une seconde dimension
d’aléa, celle qui est associé à la prédiction sur un nouvel échantillon et qui amenait un troisième
terme dans l’équation finale correspondant à l’erreur de bruit. Cette remarque fait écho à ce qui
a été décrit dans la Remarque 1.2 et sera reprise dans la sous-section 1.3.6.

La Régression PLS

Cette partie étudie plus en détail le modèle PLS, pour Partial Least Squares signifiant
Moindres Carrés Partiels en opposition à la solution des MCO, qui permet de gérer la grande
dimension dans des problèmes supervisés avec une réponse Y multidimensionnelle.

Les matrices de covariance sont essentielles dans l’étude des liens linéaires qui existent
entre groupes de variables décrivant les mêmes individus. Nous avons par exemple observé en
section 1.3.4 que la régularisation Ridge équivaut à un modification de la matrice de covariance
dans l’écriture de la solution. La solution du problème des Moindres Carrés Ordinaire, dans le
cas non dégénéré, s’écrit comme présenté dans l’équation (1.14), soit le produit de l’inverse
d’une matrice de covariance par une autre matrice de covariance.

L’inversion matricielle est problématique dans le cas de problèmes mal posés, nous allons
maintenant présenter un modèle qui permet de ne pas réaliser cette inversion pour produire un
modèle de régression en s’appuyant sur l’étude des matrices de covariance. Ces modèles s’ap-
pellent les modèles PLS.

La méthode PLS a été introduite par Wold au début des années 90. Wold et collab. (2001)
réalisent un état de l’art des nombreux ingrédients théoriques et pratiques qui ont été apportés
à cette méthode. L’algorithme mis en jeu construit séquentiellement plusieurs axes principaux
en commençant par celui qui explique un maximum du lien entre les matrices X et Y. R axes
sont ainsi construits, où R est fixé par l’utilisateur. La définition de chacun de ces axes passe
par la résolution d’un problème d’optimisation, le problème (1.27) que nous décrirons plus loin,
qui est à chaque fois appliqué à un jeu de données égal au jeu de données correspondant à la
composante précédente mais diminué de l’information de cette dernière. Cette diminution est
appelée “déflation“ et les matrices résultantes sont appelées matrices déflatées.

Cette méthode recherche, dans la matrice de covariance XT Y, les R directions de plus forte
occurence. C’est une adaptation de l’ACP au cas supervisé de l’analyse de données. On dit aussi
que la PLS recherche les sous-espaces de forte représentativité dans X et dans Y séparément
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mais aussi dans XT Y.

La PLS construit un modèle de régression multidimensionnel (p et q peuvent être supérieurs
à 1) et fut initialement proposée pour résoudre des problèmes de chimiométrie dans lesquels un
bloc de covariables X doit expliquer un bloc Y dans lesquels plusieurs dimensions semblent être
partagées.

Bien que la PLS soit bien connue depuis maintenant plusieurs décennies, nous avons re-
marqué qu’il était difficile de discerner les différents paramètres de cette analyse. Nous avons
donc pris la liberté de l’ordre dans lequel les différents paramètres du modèle sont présentés à
commencer par

— les scores dont l’importance est primordiale puisqu’ils concentrent l’information recher-
chée pour chaque axe.

— La déflation doit être présentée en second puisqu’elle permet de passer d’un axe à un
second en évitant toute redondance, elle équivaut donc à un procédé d’orthonormalisation
sur les scores.

— Les poids (loadings, en anglais) permettent ensuite de construire chaque composante sur
les sous-espaces orthogonaux aux sous-espaces précédents. Il convient ici de remarquer
que nous avons pris la liberté de définir deux types de poids, les poids classiques et les
poids spéciaux. Les premiers étant associés aux matrices transformées par les déflations
successives et les seconds aux matrices initiales.

— Le problème d’optimisation est finalement introduit, celui-là même qui est classiquement
présenté en premier.

— Enfin le modèle de régression qui passe de la définition des scores à la description matri-
cielle, soit la matrice B dans le modèle hypothétique Y « XB.

L’aspect régularisant de la PLS est cité et une introduction à la méthode des moindres carrés
partiels parcimonieux (sPLS) est faite.

Les scores On notera par la suite R le nombre de dimensions différentes que l’algorithme va
chercher à décrire. Les deux blocs de données sont projetés sur ces R dimensions pour former R
différents scores décrivant à chaque fois les n individus, les notations sont alors

scores du bloc X :
 

tp1q, ¨ ¨ ¨ , tpRq( ,
scores du bloc Y :

 
sp1q, ¨ ¨ ¨ , spRq( .

Les matrices résultantes T “ “
tp1q, ¨ ¨ ¨ , tpRq‰ P RnˆR et S “ rsp1q, ¨ ¨ ¨ , spRqs P RnˆR. Pour

chaque bloc, les scores sont construits sur les résidus des blocs, eux-mêmes résiduels, dans la
régression sur le score du bloc X pour une dimension r P rr1,Rss donnée tprq. Ainsi nous avons
le résultat de normalité @pr, r1q P rr1,Rss2|r , r1, tprqT tpr1q “ 0.

La déflation Les informations décrites sur chaque score doivent être orthogonales pour le
bloc X. Afin de réaliser ceci, il a été choisi d’utiliser la méthode de déflation, qui met à jour les
blocs X et Y pour le rang r. On note alors, @r P rr1,Rss, Xprq et Yprq les matrices résiduelles sur
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lesquelles sont construits les scores tprq et sprq. Avec pour convention que Xp1q “ X et Yp1q “ Y.

La PLS cherchant à créer un modèle de régression multiple de Y sur X, il a été choisi comme
convention d’utiliser une déflation sur les scores de X, soit @r P rr1,Rss, le score tprq permet de
passer de Xprq à Xpr`1q et de Yprq à Ypr`1q. On définit alors

les matrices de régression, @r P rr1,Rss,
#

de Xprq sur tprq : bprqX “ tprqT Xprq{tprqT tprq,
de Yprq sur tprq : bprqY “ tprqT Yprq{tprqT tprq,

qui sont des matrices ligne. obtenues en minimisant les moindres carrés ordinaires sur les mo-
dèles de régression linéaires suggérés. Dès lors on définit

les équations de déflation, @r P rr1,R´ 1ss,
#

Xpr`1q “ Xprq ´ tprqbprqX ,

Ypr`1q “ Yprq ´ tprqbprqY .
(1.26)

Les poids Il existe deux types de poids dans la PLS, @r P rr1,Rss, qui vont chacun conduire à
la création du score tprq. Pourtant ils ne s’appliquent pas aux mêmes objets, nous définissons les
poids dits classiques et les poids dits spéciaux. Cette partie décrit ces deux familles de poids.

— Les poids classiques : Ces poids, @r P rr1,Rss, sont dérivés de chacun des blocs courants
Xprq tels que

tprq “ Xprquprq
sprq “ Yprqvprq .

Ce sont donc les deux familles de vecteurs de dimensions p et q respectivement notées`
uprq

˘
rPrr1,Rss et

`
vprq

˘
rPrr1,Rss.

— Les poids spéciaux : Ces poids, @r P rr1,Rss, sont dérivés de chacun des blocs initiaux X
tels que

tprq “ Xu‹prq.

On ne définit ici qu’une seule famille de vecteurs p-dimensionnels
´

u‹prq
¯

rPrr1,Rss.

l’équation (1.26) permet, par application d’un raisonnement par récurrence, de démontrer
la relation suivante qui lie chacun des u‹prq aux autres paramètres du modèle. Soit donc

@r P rr1,Rss, u‹prq “
´
I´ up1qbX

p1q
¯
¨ ¨ ¨

´
I´ uprqbX

prq
¯

uprq

Les poids spéciaux sont essentiels pour construire un modèle de prédiction généralisable
à un nouveau jeu de données (voir section 1.3.5) alors que les poids classiques sont issus
du problème d’optimisation que nous allons voir maintenant.
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Les R problèmes d’optimisation @r P rr1,Rss, le problème d’optimisation est le suivant

uprq “ arg max
uPRp, uT u“1

›››YprqT Xprqu
›››

2
, (1.27)

qui peut être résolu en utilisant le multiplicateur deLagrange (voir Théorème A.1) tel que réalisé
dans la preuve du Théorème A.4 (nous laisserons les lecteurs intéressés consulter l’annexe A
associée à ces résultats). Il est ainsi possible de définir vprq tel que

vprq “

$
’’&
’’%

YprqT Xprquprq›››YprqT Xprquprq
›››

si
›››YprqT Xprquprq

››› , 0

0 sinon

La recherche des R sous-espaces associés aux R problèmes (1.27) est historiquement résolue
par à un algorithme alterné dit des moindres carrés partiels non linéaires itératifs (NIPALS) (voir
Wold et collab., 1989). Cette méthode se base sur la méthode de la puissance itérée (aussi appelé
algorithme de Von Mises et détaillé dans l’Annexe C, page 189) qui permet de diagonaliser une
matrice semi-définie positive en mettant en évidence les valeurs propres et vecteurs propres
associés. Il fonctionne de façon séquentielle en commençant par le sous-espace associé à la
valeur propre qui a la plus grande amplitude. Dans le cas de la PLS, seul le premier espace est
construit pour chaque composante.

Le modèle de régression La famille des R scores
 

tp1q, ¨ ¨ ¨ , tpRq( ainsi construite est or-
thogonale et définit un sous-espace fortement associé à Y, c’est donc naturellement que Y est
décomposé sur ce sous-espace avec

Y “ tp1qbp1qY ` ¨ ¨ ¨ ` tpRqbpRqY ` E,

où E est un terme orthogonal au sous-espace engendré par la famille des scores. En réécrivant
cette dernière équation et en vertu de la définition des poids spéciaux, il vient :

Y “ Xu‹p1qbp1qY ` ¨ ¨ ¨ ` Xu‹pRqbpRqY ` E,
“ X

řR
r“1 u‹prqbprqY ` E.

On note alors Bprq “ u‹prqbprqY , et B “ řR
r“1 u‹prqbprqY et il est possible d’écrire le modèle de

régression suivant
Y “ XB` E,

où E doit être de norme minimale, ce qui est laissé à l’appréciation de l’utilisateur et réglé grâce
au paramètre R.

Un modèle de régularisation La méthode PLS, telle que décrite précédemment, ne dépend
que du paramètre R qui correspond au nombre de composantes à construire. C’est un paramètre
entier positif non nul. L’algorithme a donc tendance à ajouter de l’information du jeu de don-
nées initial lorsque le coefficient R grandit, c’est la définition de la régularisation. Pourtant la
démonstration de ce résultat n’a pas été aisée et il a fallu attendre les travaux réalisés par De Jong

(1995) pour en avoir une preuve théorique formelle qui se base sur des arguments géométriques
élémentaires et élégants.
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Le Modèle PLS Parcimonieux et à Variables Groupées Le modèle PLS a été présenté
dans les sections précédentes, il a aussi été vu que ce modèle permet de réduire les coefficients
afin d’affiner la description de la structure des données, c’est la régularisation. Pourtant cet aspect
nécessaire de l’analyse de données de grande dimension ne permet pas la sélection des variables
engagées dans le modèle construit. La régularisation Lasso, dans le contexte du problème MCO,
permet la sélection de variables. L’esprit de cette régularisation a été, pour la première fois,
transposé à l’analyse en composante principale au travers de la méthode Simplified Component
Technique-Lasso (SCoTLASS) proposée par Jolliffe et collab. (2003) qui permet de sélection-
ner les variables les plus associées à chaque composante, par composante. La PLS obtient sa
première version parcimonieuse grâce aux travaux de Lê Cao et collab. (2008) en reprenant la
méthode SCoTLASS, c’est la méthode sPLS. Cette méthode permet de fixer le nombre de va-
riables à sélectionner par composante du côté des covariables mais aussi du côté de la réponse,
à supposer que la réponse soit multidimensionnelle. Cette solution est implémentée dans le pa-
ckage R nommé mixOmics (Lê Cao et collab., 2009) et est téléchargeable depuis le CRAN.

Zou et collab. (2006) ont montré, ce qui a été repris ensuite par Chun et Keleş (2010), que
la solution SCoTLASS n’est pas assez parcimonieuse, il est aussi souvent pointé du doigt que
cette solution n’est pas assez convexe. Afin de proposer une solution plus parcimonieuse, Chun

et Keleş (2010) proposent un nouveau modèle, plus parcimonieux. Ce dernier ajoute un para-
mètre qui permet de valoriser la partie convexe du critère d’optimisation tout en conservant sa
sélectivité.

Puisque les deux méthodes décrites ici sont assez similaires, nous avons décidé de présen-
ter la première historiquement (soit celle développée par Lê Cao et collab., 2008). Le critère
d’optimisation

´
uprq, vprq

¯
“ arg min
pu,vqPRpˆRq, uT u“vT v“1

ˇ̌
ˇ
ˇ̌
ˇYprqT Xprq ´ vuT

ˇ̌
ˇ
ˇ̌
ˇ
2

F
` λx||u||1 ` λy||v||1,

remplace celui décrit dans l’équation (1.27), où les coefficients λx et λy sont fixés par l’utilisateur
et permettent de choisir le nombre de variables à sélectionner dans le modèle ainsi construit. Les
étapes suivantes, à savoir la déflation et la création du modèle de régression, sont les mêmes que
dans le cas de la PLS classique.

Il existe d’autres dérivées de la méthode PLS, comme les méthodes des moindres carrés par-
tiels groupés (gPLS) ou des moindres carrés partiels parcimonieux groupés (sgPLS) introduites
par Liquet et collab. (2015) mais la description de ce genre de méthode nécessite l’introduction
aux méthodes multiblocs, ce qui est réalisé dans la section suivante

1.3.6 Rétrécissement (shrinkage) et régularisation par seuillage
Dans les développements précédents, nous avons rencontré plusieurs méthodes de régulari-

sation dont les plus connues sont le Ridge et le Lasso (e). Ces méthodes rétrécissent leurs esti-
mateurs (« shrink » en anglais) qui permet de stabiliser le risque quadratique, en plus de rendre
les problèmes d’optimisation solvables.

(e). Mais aussi la PCR, voir la sous-section 1.3.5 pour une démonstration.
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Dans le cas du Lasso, en considérant un design orthogonal, le rétrécissement est observé
au travers de l’équation (1.22) et la fonction élémentaire de rétrécissement est la fonction de
seuillage doux, notée sλ pour un seuil λ, plus largement détaillée dans les sections suivantes. On
peut alors noter

l’estimateur du Lasso pour un design orthogonal bpLassoq
n,ortho “ sλ

´
bpMCOq

n

¯
. (1.28)

Dans le cas du Ridge, en utilisant l’estimateur tel que décrit dans l’équation (1.19) que l’on
peut mettre sous la forme

B̂pRidgeq
n “ V

`
DT D{n` λI

˘´1 DT UT Y{n,
où les matrices pU,D,Vq sont définies dans le Corollaire A.1 ainsi que D„1 afin de construire la
pseudo-inverse de Moore-Penrose de X : X` “ VD„1UT . Cette dernière matrice est aussi utili-
sée dans l’équation (1.14) pour décrire la solution généralisée des MCO B̂pMCOq

n “ VD„1UT Y.
Comme réalisé dans la sous-section 1.3.5, il est possible d’estimer le biais de l’estimateur du
Ridge et ainsi

EE
“}B̂pMCOq ´ B̂pRidgeq}2V

‰ “ }
´

D„1 ´ D„1
pRidgeq

¯
DVT B}2V ` σ2

ε }
´

D„1 ´ D„1
pRidgeq

¯
UT }2V,
(1.29)

où l’on a noté D„1
pRidgeq “

`
DT D{n` λI

˘´1 DT {n. Cette décomposition est similaire dans sa
structure à celle décrite pour l’estimateur PCR. Dans son comportement, le coefficient λ étant
continue, cette régularisation offre plus de possibilités de régularisation. Tout comme pour le cas
PCR, voir l’équation (1.25), l’équation (1.29) montre que l’estimateur Ridge opère un seuillage
sur le spectre de X. C’est un cas de « shrink » classique en régularisation. L’absence de condition
sur le rang de la matrice X à l’emploi de cette méthode

Il existe plusieurs seuillages utilisés pour régulariser les modèles, les deux sous-sections
qui suivent décrivent les méthodes associées à ce genre d’opérateur ainsi que la capacité de ces
méthodes à reconstruire l’information désirée.

Opérateurs généralisés

D’autres types de régularisation ont été étudiés, par exemple Johnstone et Lu (2004) dé-
finissent l’Analyse en Composante Principale Parcimonieuse (sparseACP). La solution spar-
seACP décrite par Johnstone et Lu (2004) repose sur la résolution de l’ACP et passe par la
construction d’une base orthogonale des vecteurs propres de XT X, cette solution nécessite le
seuillage des éléments propres avant projection des valeurs résultantes sur les sous-espaces
propres correspondants. Cette méthode utilise le seuillage dur qui, pour un paramètre λ ą 0
fixé par l’utilisateur, annule les valeurs qui lui sont inférieures en valeur absolue et laisse in-
changées les autres, voir figure 6.

Cette méthode induit une parcimonie sur la base de projections choisies par l’opérateur.
L’hypothèse est donc de considérer qu’un phénomène avec une faible représentativité sur l’es-
pace de projection est non informationnel et doit être supprimé. D’autres fonctions de seuillage
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x

sλpxq

´λ

λ

´aλ ´2λ
2λ aλ

´λ

λ

Seuillage doux
Seuillage dur

SCAD (a “ 2.5λ)

• •

Figure 6 – Différents seuillages

ont été étudiées, par exemple par Rothman et collab. (2009), la classe des opérateurs de seuillage
appelée “Generalized Thresholding Operators“ est ainsi décrite. Elle admet certaines propriétés
qui sont, en notant λ ą 0 le paramètre de seuillage, sλ : R Ñ R une fonction de cette classe et
@x P R :

— |sλpxq| ď |x|,
— |sλpxq| “ 0 @ |x| ă λ,
— |sλpxq ´ x| ď λ.

Cette famille contient le seuillage dur, déjà rencontré et visible en bleu sur la figure 6, mais aussi
le seuillage doux, visible en rouge sur la figure 6. Ce dernier admet une propriété de continuité,
il apparaît dans l’écriture de la différentiation du problème de pénalisation Lasso. On voit sur
cette courbe que le seuillage doux ne permet pas une bonne reconstruction des coefficients dont
la valeur absolue est supérieure à λ, par contre il permet une forte régularisation pour les faibles
coefficients (puisque @|x| ď λ, sλpxq “ 0). Des solutions ont été pensées pour rattraper ce défaut
dont le seuillage dur, mais ce dernier admet une discontinuité en |x| “ λ et une régularisation
nulle @|x| ą λ. D’autres seuillages de la forme “Generalized Thresholding Operators“ ont été
étudiés qui soient de classe C0 au moins et qui montrent une « bonne » reconstruction des grands
coefficients. Parmi eux le seuillage Smoothly Clipped Absolute Deviation Penalty (SCAD), vi-
sible en vert sur la figure 6 et paramétré par deux coefficients pa, λq où a ą 2 permet d’ajuster la
douceur de transition d’une zone de découpe (@|z| ă λ) à une zone où le signal ne doit pas être
modifié (@|z| ą aλ). Cette méthode est particulièrement adaptée lorsqu’une erreur importante
bruite le signal mais que ce dernier est discernable au moyen d’une méthode d’analyse harmo-
nique par exemple, l’auteur cite un travail réalisé sur des transformés en ondelettes, voir Fan

(1997) à ce propos. Le seuillage Lasso adaptatif (aLasso) permet aussi ce genre de fenêtrage sur
les coefficients, voir Zou (2006). L’idée est alors de pénaliser le seuillage de chaque coefficient
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par une valeur fournie par l’utilisateur avec une plus forte pénalisation pour les coefficients les
plus faibles. Il est souvent conseillé d’utiliser comme pondération la valeur du coefficient de
régression obtenu par les MCO. Ces deux dernières méthodes permettent de retirer l’erreur de
reconstruction du Lasso pour les grands coefficients, du au seuillage doux, mais pénalisent de
façon continue l’ensemble des plages de valeurs de coefficients.

Consistance en grande dimension

Comme développé en section 1.3, la régularisation permet de décrire des structures de don-
nées dans le contexte de la grande dimension. Alors, l’estimateur de la matrice de covariance
empirique est un mauvais estimateur de la matrice de covariance populationnelle (voir Bickel

et collab., 2008, par exemple). La consistance du problème de l’ACP a été étudiée en proposant
de résoudre

le problème sparseACP de rang 1 noté arg max
uPRp, s.t. }u}2“1, }u}0ďk

uTΣ̂u, (1.30)

où k est la cardinalité maximale de l’ensemble des variables à coefficients non nuls et Σ̂ “
1
n

řn
i“1 xixi

T est la matrice de covariance empirique si les individus sont centrés.

Parmi les méthodes développées pour répondre à ce problème, la décomposition SVD de
la matrice de covariance seuillée sur sa diagonale a montré d’excellentes performances (voir
Johnstone et Lu, 2009), méthode appelée seuillage de la diagonale (DT). Un algorithme, dé-
veloppé par d’Aspremont et collab. (2005), utilise la relaxation du problème (1.30) réécrit en
considérant l’ensemble des matrices semi-définies positives, algorithme dit de programmation
positive (SDP). Le travail réalisé par Krauthgamer et collab. (2015) montre que la solution
de d’Aspremont et collab. (2005) ne parvient pas, dans l’hypothèse d’une matrice de rang uni-
taire, à reconstruire l’information recherchée. Ils montrent aussi que l’algorithme DT, quoique
beaucoup plus simple que celui développé par d’Aspremont et collab. (2005), montre des per-
formances similaires.

Partant de ce constat, les auteurs proposent de tester les performances de l’algorithme qui
consiste à faire la SVD de la matrice de covariance seuillée, algorithme nommé seuillage de co-
variance (CT), et proposé initialement par Bickel et collab. (2008). Contrairement à l’algorithme
DT, tous les éléments de la matrice sont ici seuillés. Cette méthode présente une complexité al-
gorithmique plus faible que celle de d’Aspremont et collab. (2005), Krauthgamer et collab.
(2015) montrent son intérêt sur des exemples pratiques et Deshpande et Montanari (2016) ap-
portent des preuves théoriques de la consistance de cette méthode, dans l’hypothèse non plus de
rang unitaire mais de rang R ě 1 de la matrice de covariance même dans le cas dégénéré de la
grande dimension où n ăă p.

1.4 Choix de modèle
L’analyste a accès à un jeu de donnéesDn et aux fonctions candidates, c’est à lui de choisir

le meilleur modèle. Le compromis entre biais et variance, détaillé dans la partie précédente, doit
se faire sans pouvoir accéder à de nouveaux échantillons et sans donc pouvoir obtenir d’erreur
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de test sur un échantillon indépendant.

Nous avons vu que le risque empirique permettait un choix de modèle mais il peut y avoir
des contraintes à son utilisation, notamment lors du calcul du biais, voir section 1.2.5. De plus,
en fonction du contexte des données, les dimensions des données, la question associée, il peut
être intéressant de pénaliser certains aspects du modèle plutôt que d’autres, comme un critère
de sélection de variables dans le cas d’une problématique de sélection. Pour toutes ces raisons,
des critères autres que biais ont été introduits et la première section présente certains d’entre eux.

De même, puisqu’il n’est pas possible d’avoir accès à d’autres échantillons que l’échan-
tillon d’entraînement, une réalisation deDn, il n’est pas possible d’obtenir l’erreur d’estimation
de chaque modèle. L’analyste a recours à des simulations d’échantillonage afin de recréer ce
processus, nous appelons ceci le rééchantillonnage. La seconde section détaille les méthodes les
plus utilisées à cette fin.

1.4.1 Critères de choix
Dans cette section nous supposerons Y est une variable aléatoire et non plus un vecteur

aléatoire. Le problème est donc un problème de régression unidimensionnel.

Le coefficient de détermination

C’est le premier critère utilisé historiquement, on l’appelle aussi R2. Il s’applique à l’étude
des estimateurs du modèle linéaire. Pour un modèle linéaire dont on estime la matrice de régres-
sion b̂n, on définit trois grandeurs

— la Somme des Carrés des Résidus (SCR), qui est la somme des carrés des résidus corres-
pondant à la variance qui n’est pas expliquée par le modèle :

S CR “ ›› f pXq ´ f̂npXq
››2

2
“ ››Y´ Ŷ

››2
2 .

— La Somme des Carrés Totale (SCT), qui est la somme des carrés des variations des obser-
vations de Y autour de sa moyenne correspondant à la variance totale des observations :

S CT “ }Y´ ȳ1n}2 ,
avec ȳ “ řn

i“1 yi et 1n est le vecteur de taille n formé uniquement de 1.

— La Somme des Carrés Expliqués (SCE), qui est la somme des carrés des variations des
estimations de Y autour de la moyenne des observations et correspondant à la variance
totale expliquée :

S CE “ ››Ŷ´ ȳ1n
››2
.

On remarque alors que
S CT “ S CR` S CE,

et l’on définit

le coefficient de détermination par R2 “ S CE
S CT

“ 1´ S CR
S CT

“ 1´
››Y´ Ŷ

››2
2

}Y´ ȳ1n}2
.
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Lorsque sa valeur est proche de 0, on dit que le modèle est mauvais et lorsqu’il est proche
de 1 l’inverse. Pour interprétation, supposons que les observations de la réponse sont centrées et
réduites, ce qui n’est pas une forte hypothèse, dans ce cas il vient R2 “ 1´S CR{n. On remarque
aussi que, dans le cas de l’estimateur des MCO,

S CR “ }Y´ Ŷ}22 “ }Y´ Xb̂pMCOq
n }22 “ } pI´ XX`qY}22,

un classique calcul de variance montre que, en notant ε̂ “ Y ´ Ŷ, varpε̂q “ σ2
ε pI´ XX`q, en

remarquant que pI´ XX`q est un projecteur. Ainsi,

Er}ε̂}22s “ ErTracepε̂ ε̂T qs
“ TracepErε̂ ε̂T sq “ Tracepvarrε̂sq
“ σ2

ε pn´ pq,
(1.31)

car pI´ XX`q est un projecteur de rang p. Ainsi on peut formuler l’espérance du R2

E
“
R2‰ “ p

n
,

et le coefficient de détermination est sensible de façon linéaire au nombre de variables dans le
modèle. Ceci induit de ne pas pouvoir comparer deux modèles dont le nombre de variables n’est
pas le même.

Pour cette raison, il a été recherché des méthodes permettant de régulariser le critère d’ajus-
tement aux données par un terme permettant de pénaliser les modèles à grands p.

Le critère de R2 ajusté R2
a “ R2 ´ pp1´ R2q

n´ p´ 1

tente de rattraper ce défaut.

Le Cp de Mallows

Afin de rattraper l’effet néfaste du nombre de paramètres dans le cas du R2, Mallows (1973)
a proposé une version pénalisée du SCR appelée aujourd’hui

Cp de Mallows : Cp “ S CR
σ̂2
ε

´ n ` 2p. (1.32)

D’après l’équation (1.31), nous avons pu remarquer que le SCR admettait pour espérance σ2
ε pn´

pq, ainsi lorsque le modèle construit ne viole pas les hypothèses d’indépendance du bruit du
modèle, le Cp devrait coller à p. Le Cp est donc utilisé en le comparant à p, plus ce dernier
est proche de p et plus le modèle est bon. Ce critère demande de calculer un estimateur de la
variance σ2

ε , ce qui peut être un choix difficile devant le grand nombre d’estimateurs existants,
La littérature valorise l’estimateur non biaisé de la variance dans ce cas.
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Le critère AIC

Le critère d’information d’Akaike (AIC), développée par Akaike (1973), s’applique aux
problèmes estimés par maximisation de vraisemblance. Il pénalise la vraisemblance du problème
considéré directement par le nombre de paramètres à estimer, noté p ici, soit

AIC “ ´2 log L̃` 2p,

où L̃ est la vraisemblance maximisée. On reconnaît une pénalisation de l’erreur d’estimation par
le nombre de paramètres du modèle, c’est donc de nouveau une recherche de compromis de type
biais-variance qui est faite.

Le critère BIC

Cherchant à inclure les contraintes de faible échantillonnage, Schwarz et collab. (1978) ont
développé le critère d’information bayésienne (BIC). Il se base sur un formalisme bayésien et
recherche le modèle le plus probable a posteriori. Il se formule

BIC “ ´2 log L̃` p logpnq,

lorsqu’aucun a priori n’est pris sur la distribution du modèle.

Le BIC diffère de l’AIC par le terme « pplogpnq ´ 2q », ainsi dès lors que ln n ą 2, soit
pour n ď 8, le BIC assure une pénalisation plus importante que l’AIC, ce qui implique qu’en
pratique le BIC aura tendance à conserver des modèles plus parcimonieux que l’AIC. Ces 2
critères ont été affinés en d’autres critères. Leur principal limite est de ne pouvoir être utilisable
que lorsqu’une vraisemblance est associée au problème considéré, ce qui n’est pas forcément le
cas.

1.4.2 Méthodes de rééchantillonnage
Ces méthodes se basent sur la majoration du risque par son risque empirique ajouté d’une

fonction dépendant d’un paramètre de complexité, ce qui a été vu au tournant de l’équation (1.3)
et du principe ERM. Elles cherchent à estimer l’espérance du risque empirique (1.2) d’un esti-
mateur f̂ de f sur la réalisation Dn qui suit la loi de Dn, discutée dans les parties précédentes.
L’objectif, qui est aussi la contrainte, étant de se servir uniquement de Dn pour estimer cette
grandeur.

La validation simple

Le principe est de découper l’ensembleDn en deux sous-échantillons non vides. Le premier
ensemble est qualifié d’ensemble d’apprentissage Da

n avec Ia
n les indices correspondant dans

rr1, nss. Le second l’ensemble de validation Dv
n avec Ia

n ses indices. On a forcément Ia
n Y Iv

n “
rr1, nss et Ia

n X Iv
n “ H. On définit ainsi

l’estimateur « simple » du risque empirique de f̂ surDn via

R̂pS impleq ` f̂ ,Dn, Iv
n
˘ “ 1

# tIv
nu

ř
iPIv

n

L
`
yi, f̂Da

n pXiq
˘
. (1.33)
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Il vient alors directement que

l’espérance de l’estimateur simple du risque empirique de f̂ surDn vaut
E
“R̂pS impleq ` f̂ ,Dn, Iv

n
˘‰ “ E

“RP
`

f̂ ,Da
n
˘‰
,

(1.34)

qui ne dépend que de na, le nombre d’individus dans l’échantillon d’apprentissage. On peut dé-
montrer que ce biais diminue avec le nombre d’individus dans l’échantillon d’apprentissage na.

D’après Arlot (2018) par exemple, on définit une forme compacte de

la variance de l’estimateur simple du risque empirique de f̂ surDn

var
“R̂pS impleq ` f̂ ,Dn, Iv

n
˘‰ “ 1

nv
E
“
var

“
L
`

f̂ pDa
nq
˘‰‰ ` var

“R ` f̂ pDa
nq
˘‰
,

en notant nv “ #tIv
nu. On remarque ainsi que nv fait décroître cette variance. L’estimateur de

validation simple semble donc être stabilisé lorsque nv grandit. Nous pouvons démontrer (voir
Arlot, 2018, par exemple) que le second terme de cette somme diminue avec na.

L’estimateur de validation simple se stabilise donc lorsque les nombres d’individus dans les
échantillons d’entraînement et de test augmentent.

L’estimateur simple du risque empirique est basé sur l’estimation d’un seul modèle de pré-
diction. Ceci le rend sujet aux variations de ce dernier, que l’on sait importantes dans le cas de la
grande dimension grâce aux développements précédents. La solution de faire augmenter na ou
nv n’est pas acceptable puis n est fixé. L’idée est de découperDn en plusieurs sous-échantillons
d’entraînement et de test, ce que nous développons dans la section suivante.

La validation croisée à K plis

Cette méthode répond à la nécessité de stabiliser l’estimateur de validation simple du risque
empirique. C’est la méthode la plus connue, elle a été introduite par Geisser (1975). En anglais
K-folds cross-validation, fold signifiant pli.

Par rapport à la définition précédente, il convient de diviserDn en K P rr1, nss sous-ensembles
disjoints notés, @k P rr1,Kss, Ik

n et de cardinalités approximativement égales. K étant fixé par
l’utilisateur. En reprenant les notations de la définition de l’estimateur de validation simple du
risque empirique, on note

l’estimateur à K plis du risque empirique de f̂ surDn via

R̂pKq
´

f̂ ,Dn,
`
Ik
n
˘

kPrr1,Kss
¯
“ 1

K

Kř
k“1
R̂pS impleq ` f̂ ,Dn, Ik

n
˘
,

où le terme de la somme est l’estimateur simple défini au travers de l’équation (1.33).

On parle de Leave-One-Out (LOO), introduite de façon concomitante par Stone (1974); Al-
len (1974); Geisser (1975), lorsque le nombre de plis vaut K “ n et le découpage se fait en
prenant une observation par pli. Dans ce cas précis il n’y a pas d’aléatoire dans la définition des
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plis et l’estimateur présente un biais minimum par rapport aux cas K ă n.

En supposant que les Ik
n ont tous pour cardinalité nk et que Da

n est formé de na “ n ´ nk

observations indépendantes de même loi P, nous montrons que l’espérance de cet estimateur est
la même que dans le cas de la validation simple, voir équation (1.34). L’estimation de la variance
de l’estimateur du risque de validation croisée à K plis est quant à elle plus délicate et ne se prête
pas à une forme générale.

L’expertise de l’analyste, dans le cas de la validation croisée à K plis, est de régler le para-
mètre K en recherchant un compromis entre biais et variance. Plusieurs solutions existent, il est
par exemple possible d’augmenter le K, ce qui va augmenter na pour chaque pli, afin de réduire
le biais. Ce qui augmente les temps de calcul.

La validation par « languette de botte » ou « bootstrap » en anglais

Le « bootstrap » permet d’évaluer l’espérance et la variance de cet estimateur en recréant
un nombre B d’échantillons « bootstrap » choisis par tirages aléatoires équiprobables surDn de
n observations avec remises, voir par exemple (voir par exemple Breiman et Spector, 1992) à
ce sujet, on noteDpBqn la variable aléatoire associée. Le paramètre B vaut typiquement quelques
centaines. En notant alorsUrr1,Bss la loi uniforme sur rr1, Bss. Alors

l’estimateur bootstrap, à B réplications, du risque empirique de f̂ surDn via

R̂pBq
´

f̂n,Dn,
`
Ib
n
˘

bPrr1,Bss
¯

“ 1
nB

Bř
b“1

ř
iPIb

n

L
´

yi, f̂DpBqn
pXiq

¯

où @b P rr1, Bss, Ib
n „ Urr1,Bss.

Or cet estimateur, puisque les données d’apprentissage sont aussi potentiellement utilisées pour
le test, conduit à des modèles trop complexes et donc à des cas de surapprentissage (voir par
exemple Efron, 1983). Ce dernier propose la méthode de « leave-one-out bootstrap » en remar-
quant que DpBqn contient en moyenne 63.2% de Dn et calcule le risque sur les échantillons qui
n’ont pas été mis dans Db

n, on appelle ĎDb
n le complémentaire de Db

n dans Dn et sIb
n le complé-

mentaire de Ib
n dans rr1, nss. On appelle cette erreur

l’erreur « out-of-bag » en anglais pour « en dehors du sac »

R̂pBq
´

f̂n,Dn,
`
Ib
n
˘

bPrr1,Bss
¯
“ 1

B

Bř
b“1

1

#tĎDb
nu

ř
iPsIb

n

L
´

yi, f̂DpBqn
pXiq

¯

où @b P rr1, Bss, Ib
n „ Urr1,Bss

, Ib
n est le complémentaire de sIb

n dans rr1, nss
et Db

n est le complémentaire de ĎDb
n dans rr1, nss.

(1.35)

Il a été remarqué un biais de cet estimateur est important qui équivaut à une validation croisée
à 2 plis. Efron (1983) propose une correction de cet estimateur en le pénalisant par le risque
empirique, voir l’équation (1.2) sur les proportions espérées des données d’apprentissage et de
test, soit
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l’estimateur .632 du risque empirique de f̂ surDn

R̂p.632q
´

f̂n,Dn,
`
Ib
n
˘

bPrr1,Bss
¯
“ 0.368R̂ ` f̂n,Dn

˘` 0.632R̂pBq
´

f̂n,Dn,
`
Ib
n
˘

bPrr1,Bss
¯

où @b P rr1, Bss, Ib
n „ Urr1,Bss

, Ib
n est le complémentaire de sIb

n dans rr1, nss
et Db

n est le complémentaire de ĎDb
n dans rr1, nss.

Qui peut aussi être adapté en cas de surapprentissage important via

le taux d’erreur sans information γ “ 1
n2

řn
i“1

řn
j“1 L

`
yi, f̂Dn pXiq

˘

et

le taux de surapprentissage relatif R̂ “
RpBq

´
f̂n,Dn,

`
Ib
n
˘

bPrr1,Bss
¯
´ R̂ ` f̂n,Dn

˘

γ ´ R̂ ` f̂n,Dn
˘ ,

pour créer

l’estimateur .632+ du risque empirique de f̂ surDn

R̂p.632`q
´

f̂n,Dn,
`
Ib
n
˘

bPrr1,Bss
¯
“ 0.368p1´ RqR̂ ` f̂n,Dn

˘

1´ 0.368R

`
0.632R̂pBq

´
f̂n,Dn,

`
Ib
n
˘

bPrr1,Bss
¯

1´ 0.368R
où @b P rr1, Bss, Ib

n „ Urr1,Bss
, Ib

n est le complémentaire de sIb
n dans rr1, nss

et Db
n est le complémentaire de ĎDb

n dans rr1, nss.

Qui lui-même souffre de problèmes très bien étudiés par la communauté mais que nous ne trai-
terons pas ici.

Remarque 1.5 (Bagging, forêts aléatoires et sélection de variables. ). L’erreur « en dehors du
sac » a d’autres applications notamment dans l’étude des forêts aléatoires de Breiman (2001)
qui utilise cette erreur comme mesure de l’apprentissage de ses forêts en fonction du nombre
d’arbres construits. L’agrégation des modèles de « bootstrap » permet justement d’ajouter le
comportement d’un nouvel arbre de décision au comportement de la forêt qui est en construc-
tion. La forêt aléatoire se construit donc itérativement au moyenne de cette méthode d’aggréga-
tion appelée « bagging », pour « bootstrap aggregating ». Ces résultats sont détaillés par Brei-
man (1996).
L’erreur « en dehors du sac » est très utile pour déterminer l’importance d’une variable dans
le modèle des forêts aléatoires. L’idée est de perturber une des variables de l’échantillon « en
dehors du sac » et de regarder l’impact sur l’erreur de cet échantillon. On peut ainsi ajouter
une mesure d’importance de chaque variable sur le modèle construit. L’utilisation de ce genre
de mesure a poussé Genuer et collab. (2010) à décrire un algorithme de sélection de variable
pour les forêts aléatoires. Algorithme implémenté dans un paquet R sous le nom de VSURF,
voir Genuer et collab. (2015).
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Autres méthodes de validation

D’autres méthodes que la Validation-Croisée Généralisée (GCV) existent, dans le cas des
méthodes linéaires, détaillée par Golub et collab. (1979), qui permet de réduire le coût calcu-
latoire de l’ensemble des K estimateurs à un seul en estimant la matrice X

`
XT X

˘´1 XT . Ce
manuscrit ne décrira pas plus ces méthodes. La validation croisée est le critère étudié par la
suite. La connaissance de ce critère et son évolution en fonction de la complexité des modèles
permet de fixer ces derniers.

1.5 Application à l’étude du jeu de données MNIST
Cette section permet d’observer l’impact d’hyperparamètres de régularisation au travers

d’un exemple de reconnaissance de caractères. Dans ce cas le jeu de données est divisé en 2,
un pour l’entraînement et un pour le test. Cet exemple est donné à titre introductif de l’inté-
rêt des méthodes de régularisation, nous ne nous concentrerons donc pas sur la discussion du
nombre de plis de la validation croisée. Nous utiliserons ici un seul pli.

Cette partie est aussi un moyen d’introduire les problèmes de classification que nous n’avons
pas pu aborder plus tôt. Ces derniers sont abordés de façon pédagogique et ne nécessitent pas de
connaissances autres que celles détaillées jusqu’à présent dans ce manuscrit.

1.5.1 Présentation du jeu de données
MNIST est un recueil de plusieurs dizaines de milliers de caractères manuscrits représentant

les chiffres de 0 à 9 au travers d’images carrés d’une vingtaine de pixels de côté en niveaux de
gris. Toutes ces images sont labellisées 0 à 9 en fonction du chiffre qu’elles représentent (voir
LeCun et collab., 1998, par exemple). Cette base de données a beaucoup servi la recherche en
reconnaissance automatique de formes, d’abord au moyen de modèles linéaires, puis grâce à
des modèles non linéaires et aujourd’hui très complexes. MNIST a été étudié pour explorer des
méthodes supervisées mais plus souvent non supervisées (voir Becht et collab., 2019; van der

Maaten et Hinton, 2008, pour l’étude de méthodes appliquées à des problématiques non super-
visées en biologie).

Nous avons construit un jeu de données d’entraînement de 200 images représentant autant
de chiffres “2“ que de chiffres “5“. Le jeu de données de test est constitué de 10 chiffres “2“ et
10 chiffres “5“. Aucune image n’apparaît plus d’une fois dans les deux jeux de données. Le jeu
de données d’entraînement et le jeu de données de test sont indépendants. Par rapport à ce qui a
été expliqué dans la section 1.4.2, ceci correspond à un processus de validation simple.

1.5.2 Analyse non supervisée sans décision
On considère le problème régularisé non supervisé suivant

min
BPRpˆp

}X´ XB}2F ` λ}B}2F , (1.36)

où λ P R‹. C’est un modèle linéaire d’auto-encodeur régularisé Ridge et l’estimateur associé
s’écrit

B̂ “ `
XT X` λI

˘´1 XT X (1.37)
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Figure 7 – Résolutions du problème (1.36) pour λ P “
1, 1011

‰
variant horizontalement sur un

échantillon test de 10 individus de chacune des 2 classes utilisées pour l’apprentissage. Avec 200
individus utilisé pour l’apprentissage. La première colonne correspondant aux individus bruts.

La figure 7 présente les encodages de l’échantillon de test pour quelques estimateurs corres-
pondant à un coefficient de régularisation λ P r1, 1011s où la première colonne est l’échantillon
initial.

Les premières colonnes représentent les données avec le plus faible niveau de régularisation
à l’inverse de ce qui se passe à l’extrême droite où les individus sont alors difficilement discer-
nables, sauf peut-être en s’appuyant sur les barres verticales supérieures, plus ou moins intenses
dans chacun des 2 cas.
Certains individus sont plus atypiques que d’autres, voir les deux images encadrées en orange
par exemple. En effet, on trouve alors deux motifs que l’ œil humain ne saurait reconnaître. Ceci
s’oppose à ce qui se passe pour les individus les plus communs, en quelque sorte, leur régulari-
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sation semble passer par une déformation moins douloureuse. Il faut regarder à ce propos les six
individus encadrés en vert.

On comprend que ce genre d’analyse est très importante pour « connaître » les données mais
ne permet pas de conclure de façon quantitative, à prendre une décision, ce qui est nécessaire en
classification.

1.5.3 Utilisation d’une couche décisionnelle
Il convient de créer une règle décisionnelle qui puisse associer à une image courante une

classe d’appartenance. En notant na “ 200, p le nombre de pixels par image et Xi l’image
vectorisée numéro i avec

— @i P rr1, na{2ss,Xi est de la classe “2“,

— @i P rrna{2` 1, nass,Xi est de la classe “5“.

Pour un nouvel individu d’image vectorisée x on définit alors la distance choisie de ce dernier à
la classe c P t2, 5u, projetée via la matrice B̂ comme

dpx, c, B̂q “

ˇ̌
ˇ
ˇ̌
ˇxB̂´ µpcq

B̂

ˇ̌
ˇ
ˇ̌
ˇ
2

1
p

řp
j“1 σ

pcq
j

, (1.38)

où µpcq
B̂

est le centre de masse des individus de la classe c observés dans l’espace régularisé, soit

µ
pcq
B̂
“ 1

na

řna
i“1 XiB̂ et σpcqj , @ j P rr1, pss est l’écart-type de chacun des pixels estimé sur les

individus de la classe c dans l’espace initial. On suppose que le dénominateur est non nul, ce
qui n’est pas une hypothèse très forte. Ce dénominateur permet de dévaloriser les classes qui
présentent peu de variations. Ainsi si x est plus proche d’une classe c1 qui est très compacte,
cette distance pourrait l’associer préférentiellement à la classe c2, i.e. dpx, c1,Bq ą dpx, c2,Bq.
La règle de décision devient

classepX, B̂q “ arg min
cPt2,5u

dpX, c, B̂q.

La courbe bleue de la figure 8 présente l’erreur estimée sur 20 individus de test par cette pro-
cédure pour les vingt coefficients de régularisation discutés précédemment (λ P 10r0,11s). Un
point supplémentaire a été ajouté qui représente le cas B “ I, pris par convention pour λ “ 0,
labellisé Non régularisé. La courbe rouge sera discutée plus tard. On remarque que la régulari-
sation permet une nette chute de l’erreur dès les plus faibles niveaux de régularisation. En effet
le modèle sans régularisation implique 42.5% d’erreur de test alors que les modèles suivants, et
pour une bonne proportion de la fenêtre de recherche, les erreurs de test valent 7.5%. Lorsque la
régularisation devient trop importante, l’erreur remonte. On dit que le modèle est surcontraint et
ne parvient plus à apprendre des données. Par rapport à ce qui a été discuté dans les précédentes
parties, on peut dire que le modèle a oublié les caractéristiques communes au jeu de données
d’entraînement.

L’algorithme recherche l’information la plus abondante dans le jeu de données sans vérifier
que cette dernière soit en lien avec la question posée : la discrimination des deux classes. Non
seulement les modèles créés ne sont pas capables de rechercher dans la direction adéquat mais
en plus ils décrivent des dimensions très riches, car la matrice recherchée, B̂, admet un grand
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Figure 8 – Erreur empirique sur 20 individus de test du jeu de données MNIST

nombre de coefficients, p2, avec un temps de calcul important. Il convient donc de rechercher
l’information de façon supervisée afin de produire un modèle plus efficace et plus rapide.

1.5.4 Méthode supervisée
Le problème d’auto-encoder permet la compression de l’information mais ne prend pas en

compte l’information à prédire. Nous considérons le problème des MCO régularisé Ridge sui-
vant

min
BPRpˆq

}Y´ XB}2F ` λ}B}2F , (1.39)

où Y code l’information de classe de chacun des individus, dans notre cas, c’est une matrice à
deux colonnes où chaque ligne correspond à un individu et la colonne à la classe d’appartenance
de l’individu en question, colonne une pour la classe “2“ et colonne deux pour la classe “5“.
Le même protocole que celui employé dans la section non supervisée de cet exemple a été
appliqué. Les taux d’erreur sont visibles en rouge sur la figure 7 où le même principe de décision
que dans le travail précédent a été utilisé. On voit que l’erreur est plus faible pour une partie de
la fenêtre de régularisation, autour de λ “ 106, pour un minimum valant 2.5%, soit une seule
erreur sur les quarante individus testés. C’est un chiffre 5 qui pose problème, il ressemble au
quatrième chiffre en partant du bas de la figure 7. La zone des faibles régularisations correspond
à des erreurs autour de 2% et les erreurs dans le cas d’une forte régularisation sont proches du
cas non supervisé. De plus, les temps de calculs sont bien moins importants que dans le cas non
supervisé, ici seulement pˆ 2 coefficients doivent être estimés par modèle.

1.5.5 Conclusion de l’exemple
Cet exemple montre l’intérêt des méthodes régularisées et supervisées dans le cas d’un pro-

blème de classification pour plusieurs raisons :

— Les problèmes supervisés permettent de :

— Réduire les temps de calcul lorsque p ą q, ce qui est toujours le cas en pratique.
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— Réaliser de meilleurs prédictions, car les sous-espaces construits sont directement
associés avec la réponse.

— La régularisation permet de dégager l’information parasitaire des individus exotiques au
profit de l’information commune.

1.6 Les méthodes multiblocs
Le terme de bloc renvoie à une structuration particulière des données qui permet de diviser

le jeu de données en groupes de variables cohérents. On distingue un sous-type de données mul-
tiblocs qui se rencontrent lorsque les différents groupes décrivent des données d’un même type,
recueillis au travers de différentes modalités. C’est le cas par exemple d’un même groupe de
données mesurées à différents temps. On emploie souvent la terminologie “données multivoies“
pour caractériser ce genre de données.

Les deux sous-sections suivantes présentent les approches retenues dans l’étude des données
multiblocs puis des données multivoies.

1.6.1 Cas général
On suppose qu’il existe un nombre T P N‹ de blocs, sous forme de matrices pX1, ...,XT q P

Rnˆp1 ˆ ¨ ¨ ¨ ˆ RnˆpT (où pp1, ¨ ¨ ¨ , pT q P N‹T et n P N‹) servant à expliquer les variables
réponse et décrivant les mêmes individus dont les observations sont mises sous forme d’une ma-
trice Y P Rnˆq.

Le contexte PLS se prête naturellement à l’application de méthodes multiblocs. “SW-Harald-
HW multiblock algorithm” par Wold (1984) est la première mention de ce genre de méthode.
Quelques années plus tard, Wangen et Kowalski (1989) ont détaillé l’approche des moindres
carrés partiels multiblocs (MBPLS). Cette méthode s’appuie sur le critère d’optimisation suivant

max
pu,β,vq

Tÿ

t“1

βtvT YT Xtut

s.t. uT
t ut “ vT v “ βTβ “ 1,

(1.40)

où les coefficients βt permettent de mettre en commun l’information issue de chacun des T blocs
Xt au travers de la projection sur les sous-espaces définis par les poids ut respectivement. Ce
qui permet de construire la super-composante

Tÿ

t“1

βtXtut. (1.41)

MBPLS est optimisée au moyen de l’algorithme NIPALS.

Des étapes de déflations comme pour la PLS classique sont utilisées. Une littérature riche
a été nourrie par des discussions au sujet du type de déflation à utiliser. Le principe général
de la déflation est exposé dans la sous-section 1.3.5. La déflation telle que présentée au tra-
vers de l’équation (1.26) permet de retirer l’information d’un des blocs à ce même bloc. Ce
qui a l’avantage donc de ne pas introduire dans un bloc, l’information provenant des autres
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blocs. Westerhuis et collab. (1997) ont montré que la déflation de tous les blocs sur la super-
composante (1.41) présentait d’intéressants résultats en prédiction. Westerhuis et Smilde (2001)
discute de ces différents aspects.

Qin et collab. (2001) ont démontré que la méthode MBPLS est en réalité équivalente à
une PLS classique réalisée sur la concaténation des T blocs si l’on divise chaque bloc par le
nombre de variables de chaque bloc correspondant (f). La méthode MBPLS a été implémentée
dans le package ade4 (g) en considérant la déflation sur la super-composante discutée au travers
de l’équation (1.26).

Le lien entre cette méthode et l’analyse des redondances (RDA) (voir van den Wollenberg,
1977) a été mis en évidence par Bougeard et collab. (2011). L’analyse RDA repose sur un
problème proche de celui décrit par l’équation (1.40) à ceci près que les contraintes de norme
unitaire associées aux poids ut sont remplacées par des contraintes de norme unitaire sur les
scores, soit le problème suivant

max
pu,β,vq

řT
t“1 βtvT YT Xtut

s.c. pXtutqT Xtut “ vT v “ βTβ “ 1.
(1.42)

Cette méthode a été généralisée à l’analyse canonique des corrélations (CCA) détaillée par Ho-
telling (1936), au moyen d’un paramètre ηt P r0, 1s qui permet de valoriser le côté corrélation
de la PLS où le côté covariance de la PLS au moyen de la nouvelle contrainte

ηtpXtutqT Xtut ` p1´ ηtquT
t ut “ 1, (1.43)

qui peut être associée à une régularisation de type Ridge, voir Tenenhaus et Tenenhaus (2011).
Cette méthode porte le nom d’analyse canonique des corrélations généralisée régularisée (RGCCA).
Une contrainte de parcimonie a aussi été introduite, au moyen de l’astuce du Lasso, afin de per-
mettre la sélection de variables, c’est l’analyse canonique des corrélations généralisée parcimo-
nieuse (SGCCA) (voir Tenenhaus et collab., 2014). Les auteurs de ces deux travaux assurent la
convergence de leurs algorithmes, qui sont de type NIPALS.

Les méthodes gPLS et sgPLS permettent aussi de gérer l’aspect multibloc, tout comme la
méthode MBPLS mais en introduisant des contraintes de type PLASM et gLasso pour définir le
modèle gPLS (voir Liquet et collab., 2015). Le modèle sgPLS est lui-même décrit par Liquet

et collab. (2015) comme une transposition du critère employé par Simon et collab. (2013) pour
définir le sgLasso. Ces méthodes permettent la prise en compte de données multiblocs en PLS
en introduisant des contraintes de groupe, elles sont accompagnées de résultats théoriques et
d’applications à des jeux de données réels.

Les méthodes présentées dans cette section partagent en commun de tenter de résoudre un
problème d’optimisation unique. La méthode MBPLS par exemple va résoudre le problème (1.40).
En notant L “ řT

t“1 βtvT YT Xtut le critère minimisé par ce problème, @t P rr1,T ss, tt “ Xtut,
s “ Yv, t “ rt1, ¨ ¨ ¨ , tT s et en résolvant le problème (1.40) au moyen de la méthode du lagran-
gien, on arrive au système à T ` 2 équations suivant

(f). A condition que toutes les variables aient la même variance.
(g). Disponible sur le CRAN via https://cran.r-project.org/package=ade4.
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$
’’’’&
’’’’%

Bu1L “ 0 : β1vT YT X1 “ λ1u1
¨ ¨ ¨
BuTL “ 0 : βT vT YT XT “ λT uT

BvL “ 0 : YT t β “ λvv
BβL “ 0 : sT t “ λββ

,

où λ1, ¨ ¨ ¨ , λT , λv, λβ sont les coefficients de Lagrange et qui est souvent résolut par un algo-
rithme alterné du type NIPALS. Cet algorithme résout ligne par ligne ce système en mettant à
jour les variables estimées aux étapes précédentes. C’est donc du fait de la présence de toutes les
variables à estimer à toutes les lignes de ce système que l’algorithme est amené à réestimer de
façon itérative ce système. Ce genre d’algorithme peut aboutir à des calculs longs voire même
qui ne convergent pas dans le contexte des données manquantes comme observé dans Lorenzo

et collab. (2019b).

D’autres méthodes, qui n’ambitionnent pas de résoudre des problèmes uniques tels que celui
qui vient d’être décrits, permettent de résoudre des problèmes multiblocs comme la méthode
de structuration de tableaux à trois indices de la statistique (STATIS) (L’Hermier des Plantes,
1976) ou de l’analyse factorielle multiple (AFM) (Escofier et collab., 1984). Ces méthodes sont
particulièrement rapides puisqu’elles fonctionnent sur le principe de fournir tout d’abord une
description de chaque bloc séparément puis une description de la réunion de ces descriptions, ce
qui évite les itérations algorithmiques à l’origine des problèmes de lenteurs algorithmiques. On
pourrait ainsi imaginer l’algorithme

$
’’’’&
’’’’%

vT
1 YT X1 “ λ1u1
¨ ¨ ¨

vT
T YT XT “ λT uT

YT tw “ λvv
γT sT t “ λββ

, (1.44)

où chaque étape est bien indépendante des étapes suivantes. Un œil averti reconnaît qu’à chaque
ligne, le coefficient à droite de chaque égalité est en fait le premier vecteur singulier droit des
matrices YT X1, ¨ ¨ ¨ ,YT XT , tT Y et sT t. Ce genre de décomposition peut donc être interprété de
façon hiérarchique en partant des données pour se diriger vers les composantes. Ceci permet
un meilleur interprétabilité des modèles en partant du plus “réelle“, à savoir les données, pour
aboutir jusqu’au plus “abstrait“, les composantes.

1.6.2 Les données multivoies
On appelle données multivoies des données dont les n individus ont été mesurés T fois au

travers des mêmes p variables pour différentes modalités. Ces modalités peuvent être des ins-
tants ou des longueurs d’onde d’observation par exemple. On choisit souvent la représentation
tensorielle, ou cubique. Où l’objet des données est formé par construit, dans le cas de l’ana-
lyse de données classique, par trois dimensions correspondant aux trois dimensions de l’étude,
(individus,variables,modalités) par exemple. Cet objet possède des opérations et des propriétés
dont certaines vont être, sans rentrer dans le détail, présentées dans ce qui suit. On parle aussi de
T -voies où T désigne le nombre de modalités.
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Méthodes non supervisées

Des méthodes non supervisées ont permis l’analyse de ce genre de données. La méthode
Tucker3 (voir Kroonenberg, 1983) permet la description de données à 3-modalités grâce au
modèle suivant

@pi, j, tq P rr1, nss ˆ rr1, pss ˆ rr1,T ss, xi jt “
P1ÿ

p1“1

Qÿ

q“1

Rÿ

r“1

aip1b jqctrgp1qr ` ei jt, (1.45)

où n, p et T sont les cardinalités de chacun des modes. Pour reprendre l’exemple ci-dessus, n
serait le nombre d’individus, p le nombre de variables et T le nombre de répétitions. De plus P1,
Q et R représentent le nombre d’axes dans chaque modalité. A “ `

aip1
˘
, B “ `

b jq
˘

et C “ `
ctr
˘

sont les matrices de composantes de chacune des modalités et G “ `
gpqr

˘
est appelée matrice

dite “centrale“. E “ `
ei jt

˘
correspond aux approximations du modèle. Ce modèle est estimé

en minimisant l’erreur quadratique des erreurs de modèle. La matrice G permet de pondérer
certaines composantes par rapport aux autres. On dit de ce modèle qu’il généralise l’ACP au
contexte des données 3-voies.

L’analyse factorielle parallèle (PARAFAC ou CP) (voir Harshman, 1970; Carroll et Chang,
1970) à 3 modalités se rapproche du modèle Tucker3 dans le cas où P1 “ Q “ R et où les
éléments de la matrice centrale sont tous nuls sauf les éléments diagonaux qui sont égaux à 1.
On obtient ainsi le modèle (h)

@pi, j, tq P rr1, nss ˆ rr1, pss ˆ rr1,T ss, xi jt “
Rÿ

r“1

airb jrctr ` ei jt, (1.46)

où la signification des paramètres a été détaillée plus haut. Si le nombre de composantes choisi
n’est pas trop important au regard de la somme des rangs de chacune des matrices A, B et C,
soit plus précisément si

rangpAq ` rangpBq ` rangpCq ď 2R` 2,

alors la décomposition correspondante est unique (voir Kruskal, 1977). L’équation (1.46) peut
aussi s’écrire au moyen de l’opérateur de CP, ainsi le tenseur d’ordre 3 résultant se note

rrA,B,Css
L’algorithme initialement employé se base sur un algorithme alterné de type NIPALS. L’algo-
rithme de Gauss-Newton a aussi été utilisé dans plusieurs méthodes d’estimation et l’astuce de
Levenberg-Marquardt (voir Marquardt, 1963) a été employée dans les cas dégénérés (Tomasi

et Bro, 2005, voir). Voir Tomasi et Bro (2006) pour un comparatif de neuf méthodes différentes.

Méthodes supervisées

Les méthodes PARAFAC/CP et Tucker3 ne permettent pas de répondre aux questions posées
par des jeux de données supervisés. La méthode PLS à N voies (NPLS) (voir Bro, 1996), gère
des jeux de données où la partie des covariables est formée par des données multivoies. NPLS
est une méthode qui recherche les poids

(h). On décrit ici le modèle PARAFAC/CP à trois modalités mais il est possible de construire des
modèles à N modalités pour N entier aussi grand que désiré.
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— v, associé à la matrice Y,

— wJ , associé à la seconde modalité de X,

— wK , associé à la troisième modalité de X.

Il est aussi défini la matrice

Zpvq “
´
pYvqT X jk

¯
P RJˆK , (1.47)

où X jk P RIˆ1 s’interprète comme l’ensemble des réalisations des I valeurs de la première
modalité pour les modalités deux et trois valant i et j respectivement. En supposant ici que la
première modalité représente les individus, la seconde les variables et la troisième les réalisa-
tions temporelles ; ceci dans un seul objectif d’interprétabilité. Chaque élément de la matrice Z
représente la covariance entre la représentation des individus côté Y via sa projection sur l’axe
courant v et la représentation des mêmes individus côté X pour la variable au temps k.

Le problème de la NPLS s’écrit alors

max
pv,wJ ,wKq

`
wJ

˘T ZpvqwK

s.c. ||v||22 “
ˇ̌ˇ̌

wJ
ˇ̌ˇ̌2

2 “
ˇ̌ˇ̌

wK
ˇ̌ˇ̌2

2 “ 1,
(1.48)

ceci par composante. La déflation étant assurée par les transformations suivantes
$
’’’’’’&
’’’’’’%

s “ YJv P RIˆ1

T “
´`

wJ
˘T XiwK

¯
P RIˆ1

b “ `
TT T

˘´1 TT s P RIˆ1

Xi Ð Xi ´ tiwJ
`
wK

˘T

Y Ð Y´ TbvT

,

où T “ ptiq est le score du modèle côté covariable et s côté réponse. b est la matrice de ré-
gression. Il est possible de montrer que la méthode 3 ´ PLS est équivalente à la méthode PA-
RAFAC/CP appliqué au tenseur à trois dimensions des matrices de covariances entre X et Y,
voir Hanafi et collab. (2015).

Le problème (1.49) présente un exemple de problème de fusion de données couplant la
factorisation d’un tenseur X et d’une matrice Y

minA,B,C,V |||X´ rrA,B,Css|||2 `
ˇ̌ˇ̌

Y´ AVT
ˇ̌ˇ̌2
, (1.49)

on appelle ce problème la factorisation tensorielle d’une collection de matrices (CMTF), voir
par exemple les travaux de Acar et collab. (2011b, 2013). Les matrices A,B,C,V ont R co-
lonnes, ce qui correspond au nombre de composantes recherchées. La matrice A permet de lier
les deux parties du critère global en décrivant les n individus, elle a donc n lignes. La matrice
B correspond aux variables de X et donc B P RpˆR. La matrice C correspond aux voies de
X et donc C P RTˆR. La matrice V correspond aux variables de Y et donc V P RqˆR. La
norme tensorielle employée dans le premier terme de l’équation (1.49) équivaut àXÑ |||X||| “břn

i“1
řp

j“1

řT
t“1X2

i jt, directement inspirée de la norme euclidienne. Ce problème est classi-
quement résolu en utilisant un algorithme alterné, du type NIPALS, par rapport à A en initiali-
sant B puis C et V puis par rapport à B, C et enfin V. Plusieurs résultats (voir Tomasi et Bro,
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2006; Acar et collab., 2011a, par exemple) ont montré que l’algorithme alterné de résolution
du problème PARAFAC/CP n’est plus adapté lorsque le nombre de composantes recherchées
est supérieur au vrai nombre de composantes, alors que les méthodes all-in-one qui passent pas
des méthodes de descente de gradient sur tous les blocs simultanément souffrent moins de ce
problème. Ce problème porte le nom d’overfactoring, ou sur-factorisation en français.

Remarque

Des méthodes existent qui permettent de coupler les approches multiblocs et multivoies (voir
Smilde et collab., 2000) mais ces méthodes dépassent le cadre de ce manuscrit et sont donc
seulement citées à titre informatif.

1.7 Données manquantes
Le terme de données manquantes est associé à une information non répertoriée dans le jeu

de données alors qu’elle devrait s’y trouver.

Des conditions peuvent apparaître en fonction de l’information que l’on a sur le processus de
perte de données et la première section (voir 1.7.1, page 52) de cette partie permet de mettre un
cadre théorique sur ces conditions. La seconde section permet de répertorier un certain nombre
de méthodes utilisées pour la gestion de données manquantes (voir section 1.7.2, page 52). Cette
partie ne vise pas à l’exhaustivité et a plutôt tendance à restreindre les solutions envisagées par
les différents auteurs à celles qui correspondent au cadre de notre étude.

1.7.1 Processus de perte de données
Sous certaines conditions, des valeurs ne sont pas observées. Ce phénomène est présent

dans toutes les branches de l’analyse de données et a été formellement décrit pour la première
fois par Rubin (1976). Il s’appuie sur une description du processus de genèse des données man-
quantes. Il décrit ainsi trois cas possibles :

— MCAR (Missing Completely At Random pour Manquant Complètement Aléatoire), si la
probabilité de perte de l’information est la même pour toutes les observations et donc ne
dépend ni des données observées ni des autres données manquantes.

— MAR (Missing At Random pout Manquant Aléatoire), si la probabilité que la donnée soit
manquante est associée à une ou plusieurs autres variables, observées.

— MNAR (Missing Not At Random pout Manquant Non Aléatoire), si la probabilité de ne
pas observer cette valeur dépend de cette valeur et ou dépend de variables non observées.

Dans la suite de l’exposé nous nous concentrerons sur les données MCAR. Les données étu-
diées au moyen de la méthode discutée dans ce manuscrit vérifient les hypothèses MCAR. De
futurs développements pourraient nous conduire à discuter de la robustesse de la méthode aux
hypothèses MAR.

1.7.2 Prise en compte des données manquantes et imputation
Une façon courante de gérer les données manquantes est de supprimer les échantillons pour

lesquels certaines valeurs ne sont pas observées, voir Josse et collab. (2009). Cette méthode
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conduit à la réduction de la puissance statistique, sans biais si ce sont des données manquantes
selon un processus MCAR. Le jeu de données associé à cette solution est qualifié de cas complet.

Dès lors que le nombre d’individus est faible, il ne convient pas de supprimer des données
pour résoudre le problème des données manquantes, au risque de réduire encore la taille de
l’échantillon. Une approche consiste à prédire les données manquantes, c’est l’imputation. On
dit que l’imputation est simple lorsque la donnée est imputée une fois et qu’elle est multiple
lorsqu’un certain nombre de jeux de données est généré avec des imputations différentes pour
les données manquantes. L’imputation multiple répond à un impératif de conserver une certaine
variabilité dans les données imputées afin de ne pas déformer les distributions, ceci est particu-
lièrement important dans le cas des données MAR ou MNAR (voir Schafer et Graham, 2002,
Figure 3).

Les modèles d’imputation sont très variés, allant de l’imputation à valeur constante (e.g.
imputation par la moyenne) à des imputations conditionnelles issues de modèles multidimen-
sionnels.

Cette partie est divisée en deux sections où nous discutons tout d’abord des solutions ima-
ginées pour l’imputation à une valeur constante et ensuite de méthodes plus perfectionnées qui
permettent de prendre en compte les éventuels liens avec d’autres variables et groupes de va-
riables.

1.7.3 Imputation à valeur constante
L’imputation par une valeur constante d’une variable ayant des valeurs manquantes est très

utilisée, la moyenne par exemple. L’intérêt de cette dernière est de ne pas modifier la moyenne
de la variable imputée. Par contre, elle déforme la distribution de façon importante si la quantité
de données manquantes devient non négligeable par rapport à la quantité de sujets. En plus de
déformer les distributions marginales, Schafer et Graham (2002) montrent l’effet néfaste de ce
genre d’imputation sur les structures de corrélation entre variables. La médiane peut être utili-
sée pour atténuer l’effet d’individus extrêmes mais ne saurait endiguer les autres effets néfastes
discutés ici.

Afin de minimiser les effets délétères de l’imputation sur les distributions et sur les structures
de corrélation, des méthodes d’imputation perfectionnées ont été développées et nous allons ici
discuter de celles qui nous semblent être les plus importantes par rapport à notre problématique.

1.7.4 Imputation avec ajustement sur les autres variables
Le lien qu’une variable entretient avec une ou plusieurs autres variables, indépendamment

du caractère manquant de certaines de ses réalisations est une information dont il faut tenir
compte pour estimer la valeur des données manquantes.

Des modèles statistiques bien précis, qui peuvent être modifiés par l’imputation, rendent
compte de la nature de ces intéractions entre les variables. Le fait d’imputer à une valeur
constante, comme vu dans le paragraphe précédent, a tendance à déformer les distributions as-
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sociées aux paramètres d’intérêt. Afin de résoudre ce problème il est possible d’imputer les
données manquantes en faisant l’hypothèse d’un lien entre les variables.

Ce lien, et les paramètres statistiques associés, peuvent être estimés seulement sur les don-
nées observées. Ce qui présente le désavantage de ne pas fonctionner si beaucoup de données
sont manquantes.

Une autre solution peut être d’estimer les données manquantes par itérations successives en
ré-estimant de la même façon les modèles statistiques associés aux liens entre les variables. Les
données manquantes étant elles-mêmes ré-estimées en maximisant un critère associé aux mo-
dèles statistiques et aux données observées. Un cadre algorithmique a été développé par Demps-
ter et collab. (1977) afin de mettre en œuvre cette idée, il s’agit de l’algorithme EM, dont une
description formelle est fournie en Annexe D, page 191 ainsi qu’un cas d’application simple
où l’on peut apprécier son fonctionnement de façon pratique au travers de simulations. Cette
dernière partie ne présente pas un travail novateur mais un support de réflexion à la méthodolo-
gie EM. La section suivante détaille son utilisation dans les méthodes modernes d’imputation et
l’inspiration qu’il continue à insuffler dans des méthodes même si l’étiquette d’algorithme EM
n’est pas formellement apposée.

Des méthodes d’imputation EM ou inspirées de l’algorithme EM

Comme nous l’avons déjà dit, l’algorithme EM est un cadre très général qui permet la mise
en place de procédures d’imputation et de nombreuses méthodes l’utilisent. Nous allons voir
dans cette partie des exemples d’utilisation de cette méthode.

Le concours Netflix, démarré en 2006 et clos en 2010, est sûrement l’évènement qui aura
apporté le plus de visibilité au problème des données manquantes. Un jeu de données annonçant
les préférences pour des centaines de milliers de films de dizaines de milliers d’utilisateurs était
proposé et l’objectif des participants au concours était d’estimer les préférences des participants
pour les films qu’ils n’ont pas notés, ce qui est présenté comme un problème de données man-
quantes. La spécificité étant que la proportion de données manquantes approche les 99%, ce
qui est assez intuitif puisqu’il est très difficile pour un même spectateur de voir tous les films
proposés par la plate-forme. Ceci implique notamment que le rang de la matrice des notes de
tous les individus est très faible devant ses dimensions. L’algorithme développé par Mazumder

et collab. (2010) a permis d’obtenir d’excellents scores au concours Netflix. Ce dernier s’appelle
Soft-Impute (pour Imputation douce en anglais) et résout le problème

min
Z

1
2
||PΩpXq ´ PΩpZq||2F ` λ||Z||‹, (1.50)

où λ est un coefficient de régularisation réel positif, PΩ l’opérateur matricielle qui met à 0 les
coefficients de la matrice considérée lorsque la position du coefficient concerné correspond à
un coefficient non observé dans la matrice initiale avec données manquantes. Cette matrice est
X dans le problème actuel et la matrice Z est la matrice approchée grâce à la résolution de ce
problème. L’opérateur ||.||‹ associée au second terme, le terme de régularisation, est la norme
nucléaire, c’est la somme des valeurs singulières de la matrice considérée. Ce problème, qui
semble remarquablement complexe, admet pour solution, lorsqu’il n’y a aucune donnée man-
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quante,
US λpDqVT ,

où S λ est l’opérateur de seuillage doux détaillé dans la section 1.3.6 et les matrices pU,V,Dq
correspondant aux vecteurs singuliers gauches, droits et à la matrice diagonale complétée des
valeurs singulières de la matrice décrite.

Bien que les auteurs de Soft-Impute ne revendiquent pas que cet algorithme soit un algo-
rithme EM, ils proposent de nombreux résultats de convergence d’un critère approché de leur
problème d’optimisation. Hastie et collab. (2015) détaillent les propriétés d’un algorithme pro-
posé par Rennie et Srebro (2005) qui est une version alternée de l’algorithme Soft-Impute, à
savoir

min
Z

1
2

ˇ̌ˇ̌
PΩ

`
X´ ABT˘ˇ̌ˇ̌2

F `
λ

2

´
||A||2F ` ||B||2F

¯
, (1.51)

qui est résolu alternativement en A puis en B, l’autre étant respectivement fixée. Ce problème
est connu sous le nom de factorisation de matrice à marge maximale (MMMF) où A et B sont
contraintes pour avoir des rangs inférieurs à un entier r fixé par l’opérateur. Hastie et collab.
(2015) démontrent aussi la convergence d’un critère associé à une erreur de prédiction sur
l’échantillon d’entraînement. Cette erreur ressemble terriblement à une vraisemblance partielle
comme ce qui se fait dans les approches EM et leur démonstration de la croissance majorée de ce
critère leur permet d’assurer que l’algorithme est très “Typé-EM“. Les auteurs comparent cette
méthode (softImpute-ALS dans l’article) à la version non alternée de Soft-Impute ainsi que
l’algorithme qui consiste à estimer de façon alternée, et jusqu’à convergence, les matrices A et
B en résolvant des problèmes multilinéaires (ALS dans l’article). Ils démontrent que la supério-
rité de softImpute-ALS en terme de temps de calcul sur un jeu de données de notes de films,
MovieLens 100k ainsi que sur le jeu de données de NetFlix. Cet algorithme est celui auquel
nous nous comparons dans la partie 2 et est implémenté dans le package softImpute, disponible
sur le CRAN (i).

Parmi les méthodes permettant l’imputation dans le contexte de données monoblocs non
supervisées, la méthode missForest (voir Stekhoven et Bühlmann, 2011) utilise les forêts aléa-
toires. C’est un algorithme de “Typé-EM“ où chaque variable présentant des données man-
quantes est imputée au moyen de l’ensemble des autres variables. Les variables ayant initiale-
ment des données manquantes comme celles qui n’en ont ont pas sont utilisées. Cet algorithme
demande un temps de calcul important si la proportion de données manquantes ou si le nombre
de variables est important. Cet algorithme a aussi donné lieu à la création d’un package, miss-
Forest, disponible sur le CRAN (j).

La méthode NIPALS emprunte aux puissances itérées, exposées dans l’Annexe C, afin d’es-
timer les données manquantes d’un jeu de données par reconstruction inverse au moyen des
axes définis par l’ACP. Cette méthode nécessite une initialisation des données manquantes. La
moyenne des données présentes pour la variable considérée est souvent utilisée comme initiali-
sation. Un algorithme “Typé-EM“ est utilisé en alternant l’estimation des axes principaux, via
la méthode ACP, puis l’estimation des données manquantes par projection de la matrice initiale
sur les axes estimés en ne modifiant que les données manquantes initialement.

(i). https://CRAN.R-project.org/package=softImpute
(j). https://CRAN.R-project.org/package=missForest
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Le package mixOmics, dans le cas de l’ACP, permet l’imputation de jeux de données au
moyen de la méthode NIPALS. Les auteurs du package mixOmics proposent aussi d’utiliser la
méthode NIPALS dans le contexte de problèmes supervisés tels que la PLS (k). Cette solution
semble poser deux problèmes qui sont :

— de forcer l’imputation à se faire sur les sous-espaces construits sur une méthode non
supervisée, alors que le problème est supervisé. Dans le cas où la puissance statistique
est faible il devient nécessaire d’introduire une parcimonie sur le nombre de composantes
estimées et une méthode non supervisée ne peut pas, en général, faire ressortir des sous-
espaces associés à la variable d’intérêt du problème (l).

— de rendre impossible toute méthode de validation du type validation croisée. En effet, les
données imputées contiennent l’information associée à la totalité du jeu de données et
notamment des données qui vont être utilisées comme jeu de données de test.

Remarque 1.6. L’imputation non supervisée dans le contexte supervisé. Dans le cas de don-
nées de grande dimension, le nombre de composantes est potentiellement important. Si de plus
le problème est supervisé, le modèle de prédiction doit fouiller dans ces nombreuses compo-
santes afin de mettre en avant celles qui répondent le mieux au problème posé. Si des données
sont manquantes dans ce contexte, il est nécessaire de considérer les composantes d’intérêt du
problème dans le processus d’imputation. En effet, une imputation utilisant des informations non
associées à l’information que l’on cherche à prédire conduit à une perte de puissance statistique.
Ce qui n’est pas à négliger, cela d’autant plus que la taille de l’échantillon est faible.

Josse et Husson (2012) se sont appuyés sur les résultats de Kiers (1997) afin de gérer les
données manquantes en ACP. Ce dernier propose alors l’algorithme, qui prend aujourd’hui le
nom d’iterative PCA qui consiste à initialiser les données manquantes à des valeurs d’intérêt,
puis d’estimer les composantes principales sur les données complétées pour imputer les données
manquantes grâce à la projection des données estimées à l’itération précédente sur les R compo-
santes ainsi créées. Cet algorithme est un algorithme EM selon Josse et collab. (2009). Josse et
Husson (2012) ont développé une ACP régularisée sur le shéma de l’iterative PCA afin d’éviter
les problèmes de surapprentissage.
Cette méthode se base sur deux paramètres de pénalisation. Le nombre de composantes, qui doit
être estimé par validation croisée ou par validation croisée généralisée, moins coûteuse en terme
de temps calcul que la validation croisée classique. L’autre paramètre est associé à une approche
probabiliste du problème de l’ACP, détaillée par Caussinus (1986). Le coefficient en question
permet de réduire la variance de chacune des R composantes considérées en leur retirant une
portion de variance correspondant aux composantes restantes. Le coefficient est assimilé à un
coefficient ridge et ne nécessite pas le concours de l’utilisateur. Les points forts de cette mé-
thode d’imputation régularisée sont

— de ne pas contraindre l’utilisateur à la recherche d’une valeur optimale pour le second
coefficient,

— d’offrir un cadre théorique précis grâce à une définition d’un algorithme EM. En se basant
sur les descriptions de Caussinus (1986); Roweis (1998); Tipping et Bishop (1999).

La généralisation à des jeux de données multitableaux hétérogènes de cette méthode a été réa-
lisée par Husson et Josse (2013) où les auteurs utilisent le formalisme de l’AFM. Les auteurs

(k). Voir le tutoriel associé http://mixomics.org/methods/missing-values/.
(l). Voir la Remarque sur l’imputation non supervisée dans le contexte supervisé.
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rappellent que l’AFM peut prendre la forme d’une ACP dont chaque variable est pondérée par
l’inverse de la racine carrée de la première valeur propre du groupe de variables dont elle fait
partie. De plus, les variables catégorielles sont dichotomisées afin des les intégrer au jeu de
données continues . Les auteurs définissent alors une AFM itérative qui utilise l’ACP itérative,
définie plus haut, appliquée à cette version dichotomisée puis pondérée du jeu de données initial.
Cette méthode ne nécessite donc que le paramétrage du nombre de composante, ce qui doit être
fait par validation croisée selon les auteurs. Le package missMDA (voir Josse et Husson, 2016)
implémente ces différentes méthodes.

D’autres travaux permettent de gérer l’aspect multibloc du point de vue multivoie, ce qui
est présenté dans la section 1.6.2 page 49, mais en prenant en compte les données manquantes.
Tomasi et Bro (2005) comparent deux algorithmes adaptant la méthode PARAFAC/CP au moyen
d’algorithmes « Typé-EM » où la différence se fait principalement via l’algorithme de résolution,
à savoir

— un algorithme alternée nommé imputation simple par alternance (ALS-SI),

— un algorithme de résolution pondéré (mise à 0 du poids des données manquantes) adapté
de la méthode de Levenberg–Marquardt (voir Marquardt, 1963), c’est la méthode para-
FAC pour Données INcomplètes (INDAFAC).

La comparaison de ces méthodes de résolution se fait sur la base de simulations et sur l’appli-
cation à des données réelles. Un léger avantage est donné à la méthode INDAFAC quoique les
dimensions des données (relativement faibles, 30 ˆ 30 ˆ 30 pour les nombres d’individus, de
variables et de modes) ne soient pas au désavantage des méthodes globales de descente de gra-
dient qui souffrent de la grande dimension (m).

Acar et collab. (2011b) proposent une autre résolution du problème PARAFAC/CP forma-
lisée au travers du problème

min
A,B,C

|||PΩ pX´ rrA,B,Cssq|||2 , (1.52)

où l’opérateur de pondération PΩ est introduit dans l’équation (1.50). Ce dernier problème, dé-
nommé PARAFAC Optimal Pondéré (CP-WOPT), est adapté au problème CMTF avec données
manquantes dans la partie tensorielle X via

min
A,B,C,V

|||PΩpX´ rrA,B,Cssq|||2 ` ||Y´ AVT ||2, (1.53)

lui-même baptisé factorisation tensorielle optimale pondérée d’une collection de matrices (CMTF-
WOPT). Acar et collab. (2013) étudient le modèle de simulation

X “ α
““

Ap1q,Ap2q,Ap3q
‰‰ ` p1´ αq ““Bp1q,Bp2q,Bp3q‰‰

Y “ αAp1qVT ` p1´ αqCp1qCp2qT ,

où α P r0, 1s contrôle le niveau d’association entre X et Y, via la matrice Ap1q. Dans ce contexte
il semblerait que la méthode CMTF-WOPT ait un meilleur comportement lorsque le niveau

(m). La méthode ALS-SI est reprise par Hubert et collab. (2012) en la modifiant de façon à la rendre
plus robuste aux valeurs extrêmes (les individus associé sont appelés outliers en anglais). L’algorithme
résultant semble tenir ses promesses d’après les auteurs.
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d’association est important, α proche de 1, même pour de grandes proportions de données man-
quantes, jusqu’à des proportions de 90%.

L’erreur considérée représente la qualité de reconstruction du tenseur X ceci afin de pou-
voir quantifier l’influence de l’information apportée par Y sur cette reconstruction. Ce que nous
pouvons associer à la question suivante.

L’information introduite par la matrice Y est-elle vraiment utile
à la reconstruction du tenseur X?

Cette question centralise l’analyse sur la qualité de l’imputation. Or il convient de considérer
des cas où l’imputation n’est qu’un moyen de pouvoir efficacement répondre à la question de
la prédiction de Y. Se pose aussi la question de la validation des hyperparamètres du modèle,
le nombre de composantes principalement. Classiquement, comme présenté par Josse et Husson

(2012), la validation croisée est utilisée dans ce cas. Il convient pourtant de gérer la présence de
données manquantes pour les données d’entraînement d’un modèle.

Louwerse et collab. (1999) décrivent deux méthodes permettant d’estimer les erreurs en
validation croisée de modèles multivoies, en se basant sur le modèle Tucker3, voir Section 1.6.2
page 50. La première solution utilise un algorithme “Typé-EM“ baptisé pédagogiquement EM-
Tucker3. La seconde solution n’utilise pas un algorithme “Typé-EM“ mais des approximations
des matrices composantes du modèle Tucker3 en supprimant de façon alternée des individus puis
des variables et enfin des voies. Ce modèle s’appelle Leave-Bar-Out (LBO). A chaque étape, les
3 matrices sur 4 qui ne sont pas associées au mode dont des échantillons ont été supprimées ap-
proximent les matrices associées dans le modèle global. Cette méthode permet de reconstruire
8 approximations différentes du tenseur pour lequel les données seraient manquantes dans les
individus les variables et les voies de façon simultanée. Nous laissons le lecteur attentif consul-
ter le tableau 2 page 499 des travaux de Louwerse et collab. (1999) détaillant ces modèles. Cet
algorithme peut sembler complexe car, de prime abord, combinatoire mais il se justifie en réa-
lité complètement par le modèle Tucker3. Les deux méthodes sont comparées sur la base de la
somme des carrés résiduels de l’erreur en prédiction (PRESS) qui est la somme des erreurs qua-
dratiques des valeurs estimées du tenseur. Pourtant le PRESS semble induire de l’over f actoring,
discuté précédemment, comme décrit par Osten (1988) qui proposent d’utiliser la statistique W
qui pénalise l’erreur de PRESS pour R composantes en prenant en compte l’erreur de PRESS à
R´ 1 composantes et le nombre de coefficients ajoutés par cette Rieme composante.

Les deux méthodes de validation croisée sont testées sur des données simulées et montrent de
réelles capacités d’aide à l’estimation des paramètres du modèle Tucker3. Le critère de PRESS
permet de choisir plus simplement un modèle optimal. Le modèle “Typé-EM“ semble offrir de
meilleurs résultats en terme de précision mais il est bien plus demandant en termes de temps de
calcul et pour cette raison l’algorithme LBO est préféré par les auteurs. Ces deux méthodes per-
mettent de réaliser la validation croisée du modèle Tucker3 en présence de données manquantes
mais ne permettent pas de résoudre ce problème dans le cas supervisé, le cas du problème CMTF
par exemple.

D’autres résultats (voir par exemple van Ginkel et Kroonenberg, 2017) permettent de com-
parer les approches “Typées-EM“ telles que celles que nous venons de décrire et des méthodes
d’imputation multiple, mais cela dans un mode non supervisé. Pourtant l’imputation multiple
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n’est pas considérée dans le travail de cette thèse et de futurs développements pourraient nous
amener à considérer leur utilisation.

Le tableau 1.1 répertorie les estimateurs considérés dans le travail de cette introduction et,
dans chaque cas, énonce des propriétés essentielles.
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MCO v ¨ ¨ ¨ ¨ ¨ ¨

ACP ¨ v ¨ v ¨ ¨ ¨

NIPALS ¨ v ¨ v ¨ ¨ v
sparseACP ¨ v ¨ v ¨ ¨ ¨

Ridge (MCO) v v ¨ ¨ ¨ ¨ ¨

Lasso (MCO) v v v ¨ ¨ ¨ ¨

Elastic-net (MCO) v v v ¨ ¨ ¨ ¨

PLASM (gLasso) (MCO) v v v ¨ ¨ ¨ ¨

sgLasso (MCO) v v v ¨ ¨ ¨ ¨

PCR v v ¨ v ¨ ¨ ¨

PLS v v ¨ v ¨ ¨ ¨

gPLS v v ¨ v ¨ ¨ ¨

sgPLS v v ¨ v ¨ ¨ ¨

MBPLS v v ¨ v v ¨ ¨

NPLS v v ¨ v v v ¨

RDA ¨ v ¨ v v ¨ ¨

PLS-PM ¨ v ¨ v v ¨ ¨

RGCCA ¨ v ¨ v v ¨ ¨

SGCCA ¨ v v v v ¨ ¨

AFM ¨ v ¨ v v ¨ ¨

PARAFAC/CP ¨ v ¨ v ¨ v ¨

Tucker3 ¨ v ¨ v ¨ v ¨

Soft-Impute ¨ v ¨ v ¨ ¨ v
imputeMFA ¨ v ¨ v v ¨ v
INDAFAC ¨ v ¨ v ¨ v vp1q

CP-WOPT ¨ v ¨ v ¨ v vp1q

CMTF v v ¨ v ¨ v ¨

CMTF-WOPT v v ¨ v ¨ v vp1q

ddsPLS v v v v v ¨ vp2q

p1q Pondération des NA à 0 dans l’estimation du modèle via l’opérateur PΩ (voir
problème (1.50) par exemple).
p2q Données manquantes par blocs.

Table 1.1 – Principales méthodes considérées dans ce travail ainsi que leurs propriétés générales.
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1.8 Problématique de la thèse
Les références associées aux différents domaines de l’analyse que nous venons de survoler

sont tout aussi foisonnantes et riches que ne saurait être maigre le rendu qui vient d’en être fait.
Le choix de diriger cette introduction dans la direction des problèmes supervisés avec données
manquantes pour structures multibloc est associé avec la problématique de cette thèse.

CMTF-WOPT semble être la méthode dont les hypothèses de travail s’approchent le plus de
notre problématique. Pourtant cette dernière ne permet pas :

— de prendre en compte la structure hétérogène des données (qui peut donc être multivoies
et multivoies hétérogène, sans distinction),

— d’imputer les données manquantes car elle les « met de côté »,

— de sélectionner des variables d’intérêt.

La contrainte de sélection des variables a trouvé sa solution dans l’utilisation du seuillage
doux. La méthode Lasso ayant été mise de côté pour son mauvais comportement dans le contexte
de données corrélées, comme présenté par exemple au travers de la figure 5. Qui sont les don-
nées les plus présentes dans les champs d’application touchés par le fléau de la grande dimen-
sion n ăă p. Les méthodes adaptées telles que l’Elastic-net n’ont pas non plus été considérées
puisqu’elles amenaient un cout combinatoire supplémentaire associé aux hyperparamètres sup-
plémentaires.

Il a de plus été remarqué (voir Lorenzo et collab., 2019b, tableau 5) que certaines méthodes
d’imputation EM ou « Typées-EM », souffraient de non convergence dans certains cas. C’est
pour cette raison qu’il a été fait le choix d’un algorithme particulièrement simple pour la prise
en compte de l’aspect multibloc. A savoir

— trouver simplement des sous-espaces propres à chaque bloc,

— capitaliser les information précédentes afin de produire une description multibloc de la
réponse Y.

Ce genre d’algorithme a été rapidement décrit au travers du système (1.44). En plus d’alléger les
calculs, ce genre d’algorithmes, comme l’AFM ou STATIS, permet des interprétations efficaces
des paramètres des modèles construits.

En plus de ces précédentes contraintes, l’algorithme doit gérer la présence de données man-
quantes dans le jeu de données d’entraînement, comme le proposent Louwerse et collab. (1999)
dans un contexte non supervisé. Mais des données manquantes peuvent aussi être présentes dans
le jeu de données de test, jeu de données pour lequel l’information Y n’est pas accessible. Dans
ce dernier cas, l’algorithme doit aussi être en mesure d’estimer les données manquantes. L’algo-
rithme mis en place pour répondre à cette question, nommé Koh-Lanta, détaillé dans Lorenzo

et collab. (2019b) et associé à ce manuscrit en partie 2, page 63. La méthode ddsPLS, qui né-
cessite des jeux de données complets, utilise l’algorithme Koh-Lanta afin de gérer les données
manquantes. On se permet ici de donner une idée de l’algorithme Koh-Lanta, un algorithme en
deux étapes qui correspondent à l’imputation des données d’entraînement et des données de test
respectivement. Soit plus précisément :

— l’étape des tribus. Une étape itérative, « Typé-EM » donc. Les données manquantes sont
initialisées dans chaque bloc. On forme autant de modèles monoblocs ddsPLS qu’il y a
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de blocs. La matrice Y est utilisée comme covariable et chacun des blocs comme matrice
réponse. Une fois les blocs complétés, un modèle ddsPLS globale est construit sur ces
derniers avec cette fois-ci la matrice Y comme réponse. C’est le modèle objectif à l’inter-
action courante. De ce dernier modèle on note les variables sélectionnées. La prochaine
étape consiste à rééstimer les données manquantes avec les modèles monoblocs ddsPLS,
comme déjà réalisé plus haut, mais en ne conservant que les variables sélectionnées par
le modèle objectif. Puis on reconstruit ce modèle objectif et l’algorithme réitère jusqu’à
convergence des paramètres.

— L’étape de réunification. Une étape non itérative. Considérer chaque individu séparément,
s’il n’a pas de données manquantes, prédire de façon classique. S’il est le lieu de données
manquantes, découper ses réalisations en un ensemble de données manquantes et un en-
semble de données non manquantes. L’idée est alors d’estimer les données manquantes
en construisant un modèle ddsPLS avec pour matrice réponse la concaténation des blocs
associés aux données manquantes de cet individu. Les covariables considérées dans ce
modèle sont alors les scores associés aux blocs de données présentes. L’idée est donc de
prendre l’information de ces scores qui est supposée être associée avec la direction de
la réponse, via le jeu d’entraînement. Ainsi l’information qui serait introduite dans les
données manquantes ne peut être qu’associée avec cette direction, celle que l’on cherche
à prédire.

La partie suivante détaille cette méthode, différentes simulations qui ont été réalisées ainsi
que l’application à un jeu de données réelles multiblocs de régression multiple présentant des
données manquantes qui est nouveau, ainsi que deux jeux de données monoblocs sans données
manquantes qui lui est bien connu par la communauté et qui présente un problème de classifica-
tion à 3 classes et un problème de régression multiple.

Hadrien Lorenzo



CHAPITRE 2

LA MÉTHODE DDSPLS

Sommaire
2.1 Supervised Learning for Multiblocks Incomplete Data . . . . . . . 64
2.2 Is the block structure interesting with no missing values? . . . . . 109

2.2.1 For Complete Models, i.e. when R=q . . . . . . . . . . . . . 109
2.2.2 For Incomplete Models, i.e. when R<q . . . . . . . . . . . . . 110

Dans ce chapitre nous présentons la méthode ddsPLS qui permet la gestion de données
structurées en blocs, supervisées, avec données manquantes par blocs. La méthode Koh-Lanta
est aussi décrite, c’est l’algorithme dédié à la gestion des données manquantes afin d’imputer à
la fois dans le jeu de données d’entraînement et dans le jeu de test.

Les fonctionnalités de cette méthode sont discutées théoriquement et au travers de simula-
tions et d’applications sur données réelles, ceci au travers d’un article soumis, voir section 2.1.
Des compléments à cet article sont disponibles en section 2.2. Le package R associé est présenté
au chapitre 3 et d’autres applications sont quant à elles présentées au chapitre 4.

Remarque Notons que le cas de la classification est géré en appliquant une méthode de
classification classique (logit() ou lda()) aux scores construits grâce à la dichotomisation
des labels des individus (matrice représentant les n individus dont chaque colonne affiche la
probabilité d’appartenance à chaque classe, donc soit 0 soit 1 dans le jeu de données d’entraîne-
ment). C’est l’astuce utilisée pour adapter la PLS aux problèmes de classification. Elle porte le
nom d’analyse discriminante par PLS (PLS-DA).
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Abstract
In the supervised high dimensional settings with a large number of vari-

ables and a low number of individuals, one objective is to select the rele-
vant variables and thus to reduce the dimension. That subspace selection
is often managed with supervised tools. However, some data can be miss-
ing, compromising the validity of the sub-space selection. We propose a
Partial Least Square (PLS) based method, called Multi-block Data-Driven
sparse PLS “mdd-sPLS”, allowing jointly variable selection and subspace
estimation while training and testing missing data imputation through a new
algorithm called Koh-Lanta. This method was challenged through simula-
tions against existing methods such as mean imputation, nipals, softImpute
and imputeMFA. In the context of supervised analysis of high dimensional
data, the proposed method shows the lowest prediction error of the response
variables. To our knowledge this is the only method combining data imputa-
tion and response variable prediction. The efficacy of the supervised multi-
block mdd-sPLS method increases with the intra-block and inter-block cor-
relations. The application to a real data-set from a rVSV-ZEBOV Ebola vac-
cine trial revealed interesting and biologically relevant results. The method is

1
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implemented in a R-package available on the CRAN and a Python-package
available on pypi with corresponding vignettes.

Keywords

Variable selection; Supervised learning; PLS regression; Missing data; Multi-block
data.

1 Introduction

Heterogenous data can be represented as blocks where each block represents one
type of data leading to multiblock analysis. In a supervised analysis, several blocks
X could be used to explain one block Y. This representation is particularly use-
ful when dealing with methods for reducing high-dimensional data. Missing data
may also happen in high-dimensional settings where the number of variables is
very large but not fully completed. Among the many different methodological so-
lutions, of which a description can be found in Bertsimas et al. (2018), this paper
focuses on singular value decomposition (SVD)-based methods with simple im-
putation of missing data. The SVD-based imputation methods assume that the
eigenvectors are not too much influenced by the missing values and also can be
denoised by alternating SVD-decompositions and imputations through linear com-
binations of the current eigenvectors until convergence is reached (Troyanskaya
et al., 2001; Hastie et al., 2015). The mean imputation is used as a reference
method and leads to good results in many situations. Hastie et al. (2015) propose a
particularly fast ridge-regression and SVD soft-thresholding alternated method, de-
signed for the mono-block context. Husson and Josse (2013) develop a multi-block
method called imputeMFA that uses multiple axis decomposition with self-tunable
ridge penalization in unsupervised context. The nipals algorithm, for Nonlinear
Iterative Partial Least Squares firstly detailed by Wold (1966), allows dealing with
missing observations (see for example Nelson et al., 1996) in the context of unsu-
pervised problems with principal component analysis (PCA) but also in supervised
problems with the Partial Least Squares (PLS). Other methods not considered in
this paper are not based on SVD such as missForest developed by Stekhoven and
Bühlmann (2011).

All the methods existing so far and presented above are two-steps approaches
where the data are first imputed and then the imputed data set is analyzed using any
unrelated statistical tool. Our objective was to develop a method able to impute
missing covariates and predict the response in the same time, for a multi-block
supervised data set with potential missing data in the covariate part.
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In the following, matrices are written with bold capital letters and vectors with
bold lower-case letters. For any matrix M, mpiq denotes its ith-column. Let X P
Rnˆp and Y P Rnˆq, be respectively the covariate matrix and the response matrix,
describing n individuals through p (resp. q) variables. Unless otherwise stated, data
matrices X and Y are supposed to be standardized (zero-mean and unit-variance).
The PLS approach maximizes the covariance between both of the projections of
X and Y on their proper weights denoted by u P Rp and v P Rq respectively. The
underlying optimization problem can be written as

max
pu,vq

uT XT Yv

s.t. uT u “ vT v “ 1,
(1)

for the current axis decomposition. The nipals permits to solve that problem. If
further axes are needed, deflations are successively performed to remove the infor-
mation carried by previous axes before solving the problem (1) on the correspond-
ing residual matrices. It has been shown that (1) is equivalent to find eigenvector
linked to the largest eigen-value of XT YYT X such as reformulated by Höskuldsson
(1988).

To deal with the variable selection problem in PLS, two existing methods are
presented hereafter. They are based on the Lasso formulation which shrinks the
L1-norm of the weights (see Tibshirani, 1996). Based on the SCoTLASS solution
to sparse PCA, proposed by Jolliffe et al. (2003), Lê Cao et al. (2008) considered
a L1-norm penalization of the X and Y weights, introducing two Lagrangian coef-
ficients which are fixed by the user, denoted as Lasso parameters. The associated
approach has been implemented in the R-package mixOmics, see Lê Cao et al.
(2009), and is denoted as classic-sPLS in the following. As pointed out by Zou
et al. (2006) and recalled by Chun and Keleş (2010), problem from Lê Cao et al.
(2008) is not convex and solutions are not in practice sufficiently sparse. Chun
and Keleş (2010) proposed an alternative formulation to mitigate those drawbacks.
Introducing a parameter κ, they can reduce the concave part of the original prob-
lem and so reduces its impact on the global optimization problem. The authors
performed simulations showing that a low κ indeed provides “a numerically easier
optimization problem” but no general result was given. The main drawback is the
computational cost due to the number of parameters. Furthermore, their problem
allows to select only on the X data set while Lê Cao et al. (2008) allow to select
variables on both data sets X and Y. This is clearly a limit if the number q of
variables in Y is large and so tends to draw uncorrelated subspaces.

Other variable selection methods have been recently studied, such as the SVD
decomposition of thresholded variance matrices, developed to tackle the sparse
PCA question. d’Aspremont et al. (2005) have developed an elegant convex re-
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laxed optimization problem and detailed an algorithm to solving it. Subsequently,
Amini and Wainwright (2008) have compared that SDP solution to the Diagonal
Thresholding (DT) method, developed by Johnstone and Lu (2004) and Johnstone
and Lu (2009). This method showed comparable results with higher computational
efficiency. Different types of threshold operators are considered and studied for ex-
ample by Rothman et al. (2009) and Johnstone and Lu (2009) and more recently
by Cai and Liu (2011). Deshpande and Montanari (2016) detailed an algorithm
in which the SVD is performed on the soft-thresholded variance-covariance ma-
trix based on results of Krauthgamer et al. (2015) for which element-wise hard-
thresholding was considered. Strong theoretical results about selectivity and con-
sistency exist for those approaches and Deshpande and Montanari (2016) have
proved the consistency of the soft-thresholding covariance matrix as an estima-
tor of the covariance matrix in the high-dimensional context, n ăă p, and using a
spiked model hypothesis on the covariable X for which the authors seeks a sparse
estimation of the variance-covariance matrix. In the present work, the matrix YTX,
which is at the core of the PLS problem through its SVD, has been modified un-
der soft-thresholding manipulations which is justified by some of the works cited
above and detailed below.

In regards of the context of multi-block high-dimensional data, several super-
vised approaches inspired by the PLS have been proposed. The covariate part is
defined through T different matrices X1, ...,XT describing the same n individuals.
The adaptation of the PLS method to the multi-block structure has been initially
proposed through the “SW-Harald-HW multi-block algorithm” by Wold (1984). A
few years later Wangen and Kowalski (1989) detailed this approach today known
as MBPLS (for Multi-Block Partial Least Square) through the optimization prob-
lem

max
pu,β,vq

Tÿ

t“1

βtvT YT Xtut

s.t. uT
t ut “ vT v “ βTβ “ 1,

where the β1t s gathering the information from the T blocks Xt via their weight ut,
and they make it possible to build the super-component

řT
t“1 βtXtut. MBPLS is a

nipals flavored method, using deflation procedures to obtain further axes. Initially
the deflation of each block was made on its proper component, but Westerhuis et al.
(1997) have shown the interest, in terms of prediction, to deflate each block on the
super-component. Many authors have decided to challenge that question of defla-
tion (see for example Westerhuis and Smilde, 2001). Supposing that each block has
been divided by its square root number of variables, Qin et al. (2001) have demon-
strated the similarities of the MBPLS problem with a classical PLS problem. West-
erhuis and Smilde (2001) have rewritten the MBPLS problem by re-weighting a
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standard PLS model built on the concatenated matrix of the T blocks. Bougeard
et al. (2011) implemented the MBPLS algorithm in the R-package ade4 with the
super-component deflation version of Westerhuis and Smilde (2001). Bougeard
et al. (2011) bind the MBPLS problem to the RA problem (Redundancy Anal-
ysis) defined through the same criterion as PLS, covariance maximization of the
covariates projection and response projections, but here weights putqtP~1,T� are not
directly constrained while components pXtutqtP~1,T� are constrained to L2-norm
equal to 1. Their solution uses a regularization by convexly balance the power of
the variance-covariance matrix of each block towards the identity matrix, and per-
mitting to solve the MBRA (Multi-Block Redundancy Analysis) problem in the
context of badly conditioned matrices. That solution has been generalized to the
canonical correlation analysis by Tenenhaus and Tenenhaus (2011) and the corre-
sponding method is called RGCCA. A sparse version of that method has been
developed and detailed by Tenenhaus et al. (2014) usingL1-norm regularization of
the weights. Those methods use nipals typed algorithms and the authors demon-
strated their monotonically convergences.

Here, we propose a method to deal with variable selection on multi-block data
structured with a specific case of missing data (some entire block rows are miss-
ing). The proposed approach which stands for mdd-sPLS for multi-block data-
driven sparse PLS, the term data-driven has been chosen because of the highly
interpretable nature of the penalization parameter, it corresponds to the minimum
correlation accepted between X and Y variables to put it in the model. It shows
good theoretical performances on variable selection and regularization capacities.
Simulations and applications to real data sets exhibit its practical, interpretable and
numerical interests in comparison to four baseline methods in the presence of miss-
ing samples. The main originality of the proposed method is to deal with missing
data while finding the best predictors of an outcome in the context of multiblock
data.

The paper is organized as follows. Section 2 describes the covariance thresh-
olding sparse PLS, called ct-sPLS when there are no missing values. Useful
theoretical results are provided in this context. Section 3 details the proposed
multi-block approach (mdd-sPLS) and the chosen algorithm to deal with miss-
ing data, denoted Koh-Lanta. Section 4 studies the numerical behavior of the
mdd-sPLS approach through simulations. Section 5 provides results on a real
data set from an Ebola rVSV phase 1 vaccine trial. Concluding remarks are given
in Section 6. The method is implemented in the R-package https://cran.
r-project.org/package=ddsPLS and in the Python-package https://pypi.
org/project/py_ddspls/. Some examples are tested and are documented in a
R-vignette at https://hadrienlorenzo.netlify.com/html/ddspls and in a
Python-vignette at https://pypi.org/project/py_ddspls/.
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2 Covariance-Thresholding Sparse PLS (ct-sPLS)

In this section, we focus on the mono-block context associated with the two data
matrices X P Rnˆp and Y P Rnˆq without missing data. First, let us define the
soft-thresholding operator, applied term to term to a matrix, as

S λ : x Ñ signpxqp|x| ´ λq`,

where λ P r0, 1s is a regularization parameter and p.q` “ maxp0, .q. Thus, the
matrix S λpYT X{pn´1qq is the soft-thresholded version of the empirical correlation
matrix between X and Y (since these matrices are assumed to be standardized) with
respect to the threshold λ.

The proposed ct-sPLS problem, written for a R-dimensional decomposition, is
defined as

max
UPRpˆR

řR
r“1 ||S λ

´
YT X
n´1

¯
uprq||22

s.t. UT U “ IR.
(2)

The solution of problem (2) is

U “ SVDR

´
S λ

ˆ
YT X
n´ 1

˙¯
“: ct-sPLSpX,Y, λ,Rq P RpˆR,

where SVDRpMq gives the R first right-singular-vectors of M. The R components
rely on the same regularization parameter λ, which can be obtained via cross-
validation. Note that there is no deflation step for the construction of the R different
axes constructions. Similarly, let V P RqˆR be the R first left singular vectors of
S λpYT X{pn´1qq. The associated components of X and Y are respectively denoted
by T “ XU P RnˆR and S “ YV P RnˆR.

It is relevant to have a regression model in the context of supervised learning
in order to explain Y by X. In the following a linear approximation, Y « XB, is
shown to be reasonable, where B is constructed using the ct-sPLS components T
and S.

Some theoretical results are formulated hereafter. Section 2.1 proves that ct-
sPLS method is a sparse method. Section 2.2 provides consistency results. This
implies the proposed method indeed performs regularization over the data and also
allows building the associated regression model based on the ct-sPLS components.

2.1 Sparsity

The following theorem illustrates the ability of the ct-sPLS method to provide a
sparse solution U.

6

2.1. Supervised Learning for Multiblocks Incomplete Data 69

Analyse supervisée multibloc en grande dimension



Theorem 2.1. Let pX,Yq P RnˆpˆRnˆq assumed to be standardized. Let λ P r0, 1s
such as S “ S λ

´
YT X
n´1

¯
is not null and u P Rp and v P Rq respectively the right

and left singular vectors associated to the same, non null, singular value denoted?
θ. Then, we have

@i “ ~1, p� : ă spiq, v ą“ 0 ðñ ui “ 0

where ui stands for the ith-element of u and spiq stands for the ith-column of S.

Proof. According to the definition of u, v and
?
θ, we get ui “ 0 ðñ pST Suqi “

θui “ 0. Moreover, pST Suqi “ spiqT Su “ă spiq,Su ą. Since Su “ ?
θv, by defi-

nition of the left and right singular vectors, we get ă spiq,Su ą“ă spiq,
?
θv ą“?

θ ă spiq, v ą“ 0 ðñ ă spiq, v ą“ 0. �

In Theorem 2.1, the nullity of an element of weights u associated with X is
the only case considered. Equivalent results can straightforwardly obtained for the
weights v associated with Y considering ST instead of S. This implies that the
ct-sPLS method simultaneously selects variables in the X part and in the Y part.
The condition obtained in the previous theorem is computationally unacceptable
for the user and in practice ct-sPLS user would appreciate an upper-bound to the
cardinality of u and v, the number of variables selected for the X part and for the
Y part respectively. The next corollary indicates that for all λ in r0, 1s, there exists
an easy to compute upper bound to the number of variable selected for X and for
Y. Let Cardpuq “ #tNon null elements in uu.
Corollary 2.1.1. Under assumptions of Theorem 2.1, we have

Cardpuq ď p´ #tNull columns of S λ

ˆ
YT X
n´ 1

˙
u,

Cardpvq ď q´ #tNull rows of S λ

ˆ
YT X
n´ 1

˙
u.

Proof. Applying Theorem 2.1 and counting cases where the ith column (respec-
tively the jth row) of S λ

´
YT X
n´1

¯
are filled with null elements only, then the cor-

responding u (respectively v) coefficients are equal to 0, which demonstrates the
corollary. �

The previous corollary is applied, for a given λ, to any singular-space of S λpYT X
n´1 q.

This is only data-dependent, under the λ user appreciation. Note that the cardinal-
ity of any axis of U and V is not monotonic. In Appendix A, a simulation study
exhibits a particular case, for R “ 1 considering the singular-space associated with
the largest singular-value, in which the cardinality of u is not monotonic.
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2.2 Consistency

Under additional (theoretical) assumptions, we will show that it is relevant to con-
sider a regression model in order to explain Y by X using the ct-sPLS components
T “ YV and S “ XU.

As described by Johnstone and Lu (2004), let us consider that X and Y follow
two spiked covariance models:

#
X “ LΩ

1{2
x UT

mod ` Ex

Y “ LΩ
1{2
y VT

mod ` Ey

, (3)

where Ωx and Ωy are R-dimensional diagonal matrices with strictly positive diag-
onal elements, Umod P RpˆR and Vmod P RqˆR are two matrices with orthonormal
columns, L P RnˆR is a matrix where elements are i.i.d. standard Gaussian random
effects, Ex P Rnˆp (resp. Ey P Rnˆq) is a matrix such that each row follows the
standard multivariate normal distribution Npp0, Ipq (resp. Nqp0, Iqq) and the n rows
are independent and mutually independent noise vectors. Note that L introduces
a common structure to X and Y models. The intuition developed by Deshpande
and Montanari (2016) is applied to YTX{pn ´ 1q (instead of XTX{n ´ Ip in the
original paper) and permits to use their Theorem 1 inferring the consistency of
S λpYTX{pn´ 1qq to the population covariance VmodΩ

1{2
y Ω

1{2
x UT

mod. That result is
of prior importance because it implies that the solution of the optimization prob-
lem (2) is such that
• S λpYTX{pn´ 1qqU and YTXU span approximately the same R-dimensional

subspace of Rq,
• S λpXTY{pn´ 1qqV and XTYV span approximately the same R-dimensional

subspace of Rp.
Therefore U and V permit to find a cross-subspace of Rn such as S “ XU and
T “ YV span approximately the same R-dimensional subspace of Rn. From this
result, it is then possible to construct a regression model to explain Y from X such
as Y « XB. The matrix B, obtained from the ct-sPLS components T and S, is
detailed in the multi-block framework, see Section 3.2.

3 Multi-Block Data-Driven sparse PLS (mdd-sPLS)

In this section, let us focus on the multi-block context associated with the T data
matrices Xt P Rnˆpt , t “ 1 . . . ,T and a single response matrix Y P Rnˆq. Here
missing samples might be in any of the T blocks Xt, which means that any row of
any block of covariates can be missing, but not in the response matrix Y.
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The idea of the multi-block data-driven sPLS (mdd-sPLS) is to use ct-sPLS
properties to find structure between the Xt’s and the response matrix Y including
variable selection in the context of missing samples. Contrary to some existing
multi-block approaches, the mdd-sPLS does not consider correlations between
covariate blocks covariances but only covariate block Xt and response block Y
covariances. Two sequential optimization problems are then defined, in terms of
intra/inter-blocks weights, particularly stable and efficient in terms of prediction.
Note that the proposed method is non “component-wise” in the sense that all the
axes are built together and no deflation is used as to answer variance constraint
problems discussed in the introduction and inherent to the deflation. Since miss-
ing samples can be both in the train sample and in the test sample, a new specific
algorithm, called Koh-Lanta hereafter, has been developed. Note that this algo-
rithm has been designed for the mdd-sPLS approach but can be extended to any
supervised multi-block method.

Sections 3.1 and 3.2 provide the description of the mdd-sPLS method. The
corresponding algorithms are given in Section 3.3. The imputation algorithm Koh-
Lanta is described in Section 3.4. The computational complexity of mdd-sPLS is
studied in Section 3.5. Finally the adaptation to classification (rather than regres-
sion) is discussed and illustrated in Section 3.6.

3.1 Description

Let R P ~0,minpmintP~1,T�prankpXtqq, rankpYqq�. The mdd-sPLS approach splits
into three steps.

• Step 1: solve independently the T ct-sPLS problems based on Xt and Y.

This provides the weights pUtqtP~1,T�
Ut :“ ct-sPLSpXt,Y, λ,Rq “ SVDRpMtq P RptˆR,

where Mt “ S λ

`YT Xt
n´1

˘
.

• Step 2: combine information from the T blocks.

Let Z “ rM1U1, ¨ ¨ ¨ ,MT UT s. In order to combine information from all the
blocks and to recover a common R-dimensional subspace, we introduce the
super-weights pβ

t
qtP~1,T� P RRˆR associated with block t defined as

β “ “
βT

1
, ¨ ¨ ¨ ,βT

T

‰T “ SVDRpZq P RRTˆR.

• Step 3: predict Y using a regression model.

9
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The weights pUtqtP~1,T� and the super-weights pβ
t
qtP~1,T� are used to build

the matrices pBtqtP~1,T� approximating the regression model

Y «
Tÿ

t“1

XtBt P Rnˆq, (4)

This step is detailed in the following section.

Remark. If there exists a covariate matrix Xt˚ such that S λ

`
YT Xt˚{pn´1q˘ “ 0,

the corresponding solution to the first step of mdd-sPLS is the null matrix. The
same process is applied if more that one matrix is null. If all the matrices are null,
the solution is the empty solution.

3.2 Details on Method’s Third Step

The underlying regression model is constructed with the same statistical assump-
tions as described by Johnstone and Lu (2004), already used in (3) in the mono-
block (ct-sPLS) context and denoted as spike covariance models

$
’’’’’’&
’’’’’’%

X1 “ LΩ
1{2
1 UT

1,mod ` E1

...

XT “ LΩ
1{2
T UT

T,mod ` ET

Y “ LΩ
1{2
y VT

mod ` Ey

where pΩtqtP~1,T� and Ωy are R-dimensional diagonal matrices with strictly pos-
itive diagonal elements. pUt,mod P RptˆRqtP~1,T� and Vmod P RqˆR are matrices
with orthonormal columns. L P RnˆR is a matrix where elements are i.i.d. stan-
dard Gaussian random effects, pEt P RnˆptqtP~1,T� (respectively Ey P Rnˆq) are
matrices such that each row follows the standard multivariate normal distribution
pNptp0, IptqqtP~1,T� (respectively Nqp0, Iqq) and the n rows are independent and mu-
tually independent noise vectors. Let us mention that the matrix L does not depend
of t and thus introduces a common structure between the Xt’s and Y models. More-
over let us recall that the matrix β of super-weights gathers information from the
different covariates corresponding to the different blocks.

Under these assumptions, using Theorem 1 from Deshpande and Montanari
(2016) and extending the context of Section 2.1 to T soft-thresholded matrices
S λpYT Xt{pn´ 1qq, Theorem 1 insures that Ut P RptˆR (the optimal R-dimensional
right-singular matrix of S λpYT Xt{pn ´ 1qq) is close to the optimal R-dimensional
right-singular matrix of YT Xt.

10
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Let us introduce the following notations
$
’’’&
’’’%

Ut,super “ Utβt
P RptˆR

Tsuper “ řT
t“1 XtUt,super P RnˆR

Vsuper “ norm2pZβq P RqˆR

Ssuper “ YVsuper P RnˆR

,

where norm2 is the function that returns the columns normalized to a L2-norm
equal to 1 if the corresponding column is non null and 0 otherwise.

The aim is to provide weights that favor the most predictive directions uprqt for
Y. The matrix Ut,super is the super-weight corresponding to the tth-block. The ma-
trix Tsuper is the super-component for covariate part, which is the most predictive
of Y. The matrix Vsuper is the weight enabling to build the component Ssuper of the
response part. The component Tsuper and Ssuper describes the n individuals from
the point of view of the covariates and the response. Let us write the regression
model

Ssuper “ TsuperB0,mod ` Eort, (5)

where Eort P RnˆR a residual matrix and B0,mod P RRˆR the matrix of parameters.
Freedom is given to the user to determine if the model is sufficiently informative.
Let us introduce Vort “ SVDRpTsuperq and ∆ort the diagonal matrix filled with
the corresponding square singular values. Using Moore-Penrose pseudo-inverse of
Tsuper

T Tsuper, the parameters B0,mod can be estimated by

B0 “ Vort∆
´1
ort V

T
ortT

T
superSsuper,

which is the best solution in the regression problem (5) according to Penrose
(1956). One can therefore rewrite (5) as

Ssuper “ YVsuper «
Tÿ

t“1

XtUt,superB0.

And so

Y « YVsuperVT
super «

Tÿ

t“1

XtUt,superB0VT
super.

This approximation is discussed in the next remark. Finally, by identification
with (4), one obtains

Bt “ Ut,superB0VT
super. (6)

Remark. Since the application Y Ñ YVsuperVT
super is a projection on the com-

mon subspace between the response and the covariate matrices, it is usual (see for

11
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example Manne, 1987) to write, instead of (6), the approximation Y « řT
t“1 XtBt

already introduced in (4). This notation takes into account that no better regression
model is accessible in the context of PLS modelling. The proposed method allows
to know which variable of the Y part is indeed predicted by the model, since the
Theorem 2.1 insures the mdd-sPLS method selects variables both in the Xt’s and
in Y.

3.3 Algorithms of the Multi-Data-Driven-sPLS

First, the algorithm of the ct-sPLS method is provided in Algorithm 1. Then, the
algorithm of mdd-sPLS approach is described in Algorithm 2. In the following,
d is the Hadamard product A{{B denotes the term-to-term division operator of
matrices (or vectors) A and B. Let 1n denote the n-dimensional vector of 1’s and
diag which returns, for a given square matrix X, the row vector of the diagonal
elements of X. The notation Mr.s makes it possible to extract any attribute of
the considered object obtained from ct-sPLS or mdd-sPLS method, the available
attributes correspond to the outputs of the corresponding algorithms.

Algorithm 1 ct-sPLS
1: procedure ct-sPLS(X,Y, λ,R)
2: pµx,µyq Ð 1

np1T
n X, 1T

n Yq
3: pσ2

x,σ
2
yq Ð 1

n´1

´
1T

n
`pX ´ 1nµxq d pX ´ 1nµxq

˘
, 1T

n
`pY ´ 1nµyq d pY ´

1nµyq
˘¯

4: X Ð pX´ 1nµxq{{p1nσxq
5: Yi Ð pYi ´ µyq{{p1nσyq
6: M Ð S λ

`YT X
n´1

˘

7: U Ð SVDRpMq
8: V Ð norm2pMUq
9: return pU,V,M,µx,σx,µy,σy,X,Yq

10: end procedure

LetM be the mdd-sPLS model built on train data sets

pXptrainq
1 , . . . ,Xptrainq

T ,Yptrainqq.
Given test data sets Xptestq :“ pXptestq

1 , . . . ,Xptestq
T q of m individuals, the prediction

operator, denoted by P, allows to estimate the response Yptestq by

PpXptestq,Mq “
´ Tÿ

t“1

`pXptestq
t,i ´MrµxstqdpMrσys{{Mrσxstq

˘MrBst`Mrµys
¯

iP~1,m�,

12
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Algorithm 2 mdd-sPLS

1: procedure mdd-sPLS(X “ tXtutP~1,T�,Y, λ,R)
2: for t P ~1,T� do
3: Mt Ð ct-sPLSpXt,Y, λ,Rq
4: end for
5: pµx,µyq Ð

`pMtrµxsqtP~1,T�,M1rµys
˘

6: pσx,σyq Ð
`pMtrσxsqtP~1,T�,M1rσys

˘

7: M Ð `MtrMs
˘

tP~1,T�
8: βÐ SVDRpZq
9: @t P ~1,T�, Ut,super ÐMtrUsβt

10: T Ð `
XtUt,super

˘
tP~1,T�

11: Tsuper Ð řT
t“1 XtUt,super

12: Vsuper Ð norm2pZβq
13: Ssuper Ð YVsuper

14: Vort Ð SVDRpTsuperq
15: ∆ort Ð pTsuperVortqT TsuperVort

16: B0 Ð Vort∆
´1
ort VT

ortTT
superSsuper

17: BÐ `
Ut,superB0VT

super
˘

tP~1,T�
18: U Ð pMtrUsqtP~1,T�
19: V Ð pMtrVsqtP~1,T�
20: return pU,V,T,Tsuper,Ssuper,B,M,µx,σx,µy,σyq
21: end procedure

where Xptestq
t,i denotes the row vector containing the information in the data set

Xptestq relative to block t and individual i. The treatment of missing values is de-
scribed in the next section through the Koh-Lanta algorithm. In the mono-block
case without missing values, the classical regression data set, called liver toxicity,
has been used to illustrate the behavior of the method and the corresponding results
are provided in Appendix B.

3.4 Koh-Lanta Algorithm: Impute Train & Test Data Sets

For most machine learning procedures, the user splits the available data into a train
data set used to build the model (in order to recover the underlying structure) and a
test data set allowing to evaluate the validity and the precision of the model. Let m
denote the number of individuals in the train data set. Without loss of generality the
m first individuals among the n individuals are in the train data set. In the following,
mathematical symbols powered by a o concern the train part and mathematical

13
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symbols powered by b concern the test part. Missing samples can appear in the
train and/or in the test data set. A visual presentation of the data is given in Figure 1.

For any data set X the following notation Xblocks|indiv|variables allows to ex-
tract the information from X relative to the blocks indexed by blocks, to the in-
dividuals indexed indiv and to the variables indexed by variables. The use of
a dot as index for any of those indices means that all the indexes are taken into
account. For instance, Xblocks|indiv|. takes all the variables for blocks in blocks
and individuals in indiv. To distinguish train and test parts of the data set, the
following notations are introduced

Train part Test part
Io “ ti “ 1, . . . ,mu Ib “ ti “ pm` 1q, . . . , nu
Io

t “ ti P Io|Xt|i|. is missingu Ib
t “ ti P I|Xt|i|. is missingu

Jo
t “ ti P Io|Xt|i|. is presentu Jb

t “ ti P I|Xt|i|. is presentu

Moreover let us also define @i P ~1, n�, Ki “ tt P ~1,T�|Xt|i|. is missingu.
The objective of the Koh-Lanta algorithm is to impute predicted values in

place of missing samples in the train data set and in the test data set. Two stages
have been designed to solve that problem. The first stage, denoted as “The Tribe
Stage”, imputes in the train data set. It uses an EM based algorithm, alternating
between estimating the general modelM‹ and using that model for imputation of
X‹
.|Io|.. The second stage, denoted as “The Reunification Stage”, allows predicting

the potential missing values of the test data set. Those two stages are detailed
below.

3.4.1 Train-Data Imputation and Model Construction: The Tribe Stage

The “Tribe Stage” can be described thanks to the following algorithm.

0. @t P ~1,T�,X‹t|Io
t |. are imputed to the mean variables estimated on

X‹t|Jo
t |.,

1. Model construction:

• M‹ Ð Mdd-sPLSpX‹
.|Io|.,YIo , λ,Rq,

• V‹ Ð  V‹t “ t j P 1..pt|M‹rUst , 0u(tP~1,T�,
2. Imputation process, @t P ~1,T�|It , ∅:

• Mt Ð Mdd-sPLSpM‹rSsuperst|Jo
t
,Xt|Jo

t |V‹
t
, λ,Rq,

• X‹t|Io
t |V‹

t
Ð PpM‹rSsuperst|Io

t
,Mtq

3. Back to 1. until convergence ofM‹rTsupers.
4. Return pM‹,X‹,V‹q
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Note thatM‹ is always learned with X‹
.|Io|. as predictors and YIo as response vari-

ables. In the imputation process, only variables in V‹ are considered because the
objective is to impute, for a given block, only the variables on which the learning
has been done. So this imputation stage takes into account only the best features,
the best elements for each block, for each tribe. This is why this step is called “The
Tribe Stage”.

15
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3.4.2 Test-Data Imputation and Prediction: The Reunification Stage

The “Reunification Stage” can be described thanks to the following algorithm.

• @i P Ib:

1. Mi Ð Mdd-sPLSpM‹rTsK̄i|I0 ,XKi|I0|V‹
Ki
, λ,Rq

2. X‹Ki|i|V‹̄
Ki

Ð PpM‹rTsK̄i|i,Miq
3. X‹

.|i|. “ YtXK̄i|i|.,X
‹
Ki|i|.u

• YIb Ð PpX‹
.|Ib|.,M‹q

• Return YIb .

whereM‹, X‹ and V‹ were obtained in the “Tribe Stage”. This step is based on
the modelM‹ which is then used to impute missing values of the test data set and
then to predict its response.

3.5 Computational Complexity

In that section, for sake of simplicity, let p denote the number of covariates in the
Xt’s blocks. Only the highest operations in terms of computational time have been
taken into account hereafter, operations with at least quadratic terms in q or p. Plus
it is supposed that the number R of components computed is largely smaller than
q, p or even n.

Let us focus on the case where there are no missing values. The mdd-SPLS
algorithm needs in its first step the computation of T ct-sPLS, only covariance and
SVD computations are greedy, the corresponding complexity is then OpnTqp `
T pq minpp, qqq=OpT pqpn` minpp, qqq. In its second step, one SVD is performed
and the associated complexity is OpT pq minpp, qqq. In the third step, another SVD
is performed to get regression parameters but the corresponding complexity is Opnq
and so negligible against other. Finally, the total computational complexity is

O
`
Tqppn`minpp, qqq˘.

The computation of the T SVD in the first step clearly dominates the computational
complexity. Note that different cases may arise:
• n ąą maxpq, pq: this is the classical context of data analysis. The total

complexity is OpnT pqq, which implies linearity in each of the parameters.
Let us remark that the behavior is the same if n ąą minpq, pq.

• p ąą n: this is the high dimensional context. If

– n ąą q, the total complexity becomes OpnTqpq which is again linear
in each of the parameters.
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– n ăă q, the total complexity is now OpTq2 pq which is quadratic in q
and linear in T and p.

Figure 2 shows computation times of the mdd-SPLS algorithm according to
different values of the parameters n, T , p and q. For each set of parameters, 20
simulations were performed. The observed numerical results is clearly consistent
with the previous theoretical total complexity. The numerical/theoretical results of
the case “p ąą n and q ą p” are not provided here but are similar to the case
“p ąą n and q ă p” with linear behavior in q and quadratic behavior in p.

3.6 Adaptation to the Classification Case

If the response variables are categorical, the regression model so far discussed
for numerical response variables must be adapted to the problem of classifica-
tion. PLS methods were showed to be efficient through a Logistic Discrimi-
nation model. The underlying methodology is based on a classic PLS on the
dummy-standardized variables of the response matrix to build a convenient num-
ber of components. Those components are used to estimate a Logistic Regression
model discriminating original classes, see for example Sjöström et al. (1986) for
PLS-Discriminant Analysis and Hosmer and Lemeshow (1989) for the Logistic
Regression. Sabatier et al. (2003) showed that this method is biased. Clemmensen
et al. (2011) recommend using a standard Linear Discriminant Analysis (LDA)
in that context. Because slightly better results were found with the LDA method,
it has been conserved in the mdd-sPLS implementation. The mdd-sPLS compo-
nents are thus built on the standardized complete disjunctive coding of the class
membership of the individuals for R components, which are the covariates of the
LDA model and where class memberships are responses. Appendix C provides an
illustration of the mdd-sPLS approach in this classification framework using the
usual data set Penicillium YES data set.

4 Simulation Study

Previous sections have presented mdd-sPLS, a supervised multi-block method
which allows regularization and variable selection. A regression model has also
been defined. An algorithm to deal with missing samples, which means that a row
of a block might be missing in the train or in the test data set, has been proposed.
Simulations have been performed to explore the performances of the mdd-sPLS
method in term of prediction errors according to:

• increasing proportion of missing values,

• decreasing number of individuals,
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X “ pX1, ..,XT q “
˜

Xo

Xb

¸
“
˜ Xo

1

Xb
1

,..,

Xo
T

Xb
T

¸
Y “

Yo

Yb

Figure 1: Structure of a T -blocks multi-block data set for train (resp.test) part,
denoted by “o” (resp. ‘b”) symbol. Missing values are symbolized by hatched
areas.
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Figure 2: Computation times in both of the discussed regimes against T , p, n
and q. First row describes cases when n ąą maxpp, qq with pn,T, q, pq “
p1000, 10, 10, 100q if not varying. Second row describes cases when p ąą n with
pn,T, q, pq “ p20, 10, 10, 1000q if not varying.
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• decreasing correlations between the blocks Xt, t “ 1, . . . ,T .

Computation times and convergence successes have also been studied. The data
generating process is described in Section 4.1. Competing methods (for imputa-
tion and prediction) are presented in Section 4.2. Notice that the mdd-sPLS (with
Koh-Lanta algorithm) method is the only method that handles the missing data
and makes the prediction of the response at the same time, denoted as “all-in-one
method”. The other methods are called “two-steps methods” because they first han-
dle missing values and then build a model to predict response. The methodological
process used for the “two-steps methods” is detailed and takes into account the
choices and comments of the corresponding authors. All numerical results of the
simulation study are presented in Section 4.3.

4.1 Data Generating Process

Let us consider a multi-block context with T “ 10 blocks of covariates. The
Xt’s are generated with inter-block relationships (i.e. links between the different
blocks) and intra-block relationships (i.e. links between the different variables
within a block).

• Each block Xt is composed of D “ 4 groups of covariates. The number of
covariates in each group is equal to 40.

• For d P ~1,D ´ 1�, the group d of block Xt is linearly linked to the cor-
responding group d of the other blocks; the inter-block linear correlation
parameter is denoted ρt.

• For a given group d P ~1,D´1� and a given block t, the variables are linearly
linked through the intra-block linear correlation parameter, denoted ρd.

• For a given block t, the Dth group is not linked either to the other groups of
the block t nor to the groups of the other blocks.

To resume, the Xt’s data sets can be represented as

X “ ` Group 1hkkikkj
♣ ¨ ¨ ¨♣¨ ¨ ¨

Group Dhkkikkj
♠ ¨ ¨ ¨ ♠loooooooomoooooooon

X1

‚ ¨ ¨ ¨ ‚loomoon
X2 to T-1

Group 1hkkikkj
p ¨ ¨ ¨p ¨ ¨ ¨

Group Dhkkikkj
s ¨ ¨ ¨ sloooooooomoooooooon

XT

˘
,

where the card game symbols represent variables with different links. To generate
the n observations of all the covariates of the T blocks, the multivariate normal
distribution has been used with a null vector as mean and a covariance matrix of
size T ˆ Dˆ 40 “ 1600respecting the conditions mentioned above.
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The response matrix Y must be designed with links to the covariates of the
blocks X1, . . . ,XT .

• The block Y must be restricted to q “ 1 variable since the Lasso method,
the main prediction benchmark method in the simulation study, only works
for univariate response.

• Y is linked to 5 of the 10 blocks. In each of those blocks, only a number of
variables denoted θ, randomly chosen in Θ “ t4, 8, 12, 16, 20, 24, 28, 32, 36, 40u,
is indeed taken into account. The 40 ´ θ other variables of that group are
filled with Gaussian noises.

This process allows to simulate strongly correlated data sets if θ is high for
each of the 5 blocks. Inversely, if the different θ’s are small, the first left
singular vector tends to describe less common information.

• The response variable is then obtained as the first left singular vector of the
SVD applied to the matrix containing only the informative covariates and is
then naturally linearly linked to those informative covariates.

For generation of the missing values, a random process is used to delete some
rows (observations) of some blocks Xt, corresponding to a proportion of missing
values fixed a priori. A constraint has been taken into account: there must be at
least one block of non missing values for each individual.

Figure 3 shows the correlation matrix of all the covariates of the T “ 10 blocks
bound together and the right column corresponds to the correlations with the re-
sponse matrix Y, using a data set simulated with n “ 100, ρt “ 0.9, ρd “ 0.9 and
30% of missing values. Note that the calculation of the correlations is based only
on the non missing values.

In the simulation study of Section 4.3, various values for the parameters n, ρt,
ρd and the proportion of missing values were considered.

4.2 Competing Methods

mdd-sPLS (with Koh-Lanta algorithm) was compared to several competing meth-
ods. Since existing approaches are mostly “two-steps methods”, it is therefore
necessary to choose imputation method and prediction method.

The imputation methods selected for this simulation study were:
• mean: this is the simplest way to impute. For a given covariate in a given

block, the missing values are estimated with the mean of the non missing
values of this covariate.
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• softImpute, see Hastie et al. (2015): the imputation is based on the use
of fast-ALS dedicated to estimate missing values in a single-block context.
Hence, the block structure of the data set is ignored.

• imputeMFA, from the package missMDA, see Husson and Josse (2013): the
underlying algorithm takes into account the block structure.

• nipals, suggested by mixOmics authors among other sources: this imputa-
tion step is followed by a classic-sPLS. The protocol suggested by the au-
thors is detailed on http://mixomics.org/methods/missing-values/.

Note that the last three imputation methods look for a SVD-modified component-
wise structure of the data, as in the proposed mdd-sPLS (with Koh-Lanta algo-
rithm). However, those imputation baseline methods are not supervised and so the
number of axes must be tuned by the user.

For the prediction step, three methods were selected:
• mdd-sPLS: the proposed method applied to the imputed data set (i.e. with-

out missing values).
• Lasso: the well-known L1-penalized prediction method which is easily us-

able if the response variable is univariate.
• classic-sPLS: as previously mentioned, this approach is used once the nipals

algorithm has been used to impute missing values.
From these different methods of imputation and prediction, we will compare the
numerical behavior of the following 8 methodologies:

1. mdd-sPLS with Koh-Lanta algorithm,
2. nipals + classic-sPLS,
3. imputeMFA + mdd-sPLS,
4. imputeMFA + Lasso,
5. softImpute + mdd-sPLS,
6. softImpute + Lasso,
7. mean + mdd-sPLS,
8. mean + Lasso.

In order to properly evaluate the performance of the different methodologies, a
learning (train) sample and a test sample should be considered. The given data
set is then splitted into a train data set, (Xptrainq,Yptrainq), and a test data set,
(Xptestq,Yptestq). Let us discuss the strategy of imputation of the train data set and
the test data set for the considered methodologies.
• The Koh-Lanta algorithm allows to deal with missing values in the train

and test data sets.
• mean: the missing values have been estimated as the mean of the Xptrainq

variables. They are used to impute Xptrainq and Xptestq data sets.
• imputeMFA: the underlying method is used to impute Xptrainq, but cannot be

applied to Xptestq imputation. Thus the missing values of Xptestq was imputed
to the means, estimated from Xptrainq.
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• softImpute: even if the authors consider a mono-block problem, it is possi-
ble to build a prediction model of imputation (using the softImpute func-
tion), which is used to estimate Xptestq from the imputed Xptrainq (using the
complete function). Note that, apart from the proposed “all-in-one” method
(mdd-sPLS with Koh-Lanta algorithm), softImpute is the only method
reusing the eigen-spaces constructed on Xptrainq to impute Xptrainq and Xptestq.

• nipals: Xptrainq is imputed with the nipals function from mixOmics pack-
age. The number of components has been arbitrarily fixed to ncomp=3. As
for missMDA, there is no particular reason to reuse the eigen-spaces built
to impute the Xptrainq’s missing values to predict the Xptestq’s missing val-
ues. Thus the Xptestq’s missing values are imputed to the mean of the Xptrainq
data set. Note that the estimation of the classic-sPLS model is based on the
imputed Xptrainq and Yptrainq.

4.3 Simulation Results

The simulation study splits into five parts in order to evaluate:
• the effect of the proportion of missing values,
• the effect of the number of individuals,
• the effect of the inter-block correlation structure,
• the effect of the intra-block correlation structure,
• the computation time and the convergence (of the underlying algorithm) ef-

ficiency.
The error considered is the leave-one-out cross-validation root mean squared er-
ror in prediction, denoted RMSEP. For the mdd-sPLS, eight different values were
tested for λ and the one with the lowest RMSEP error is selected. For the Lasso,
the glmnet package is used to select the lambda.1se regularization coefficient as
proposed by the authors when the low sample size is small. For nipals, softIm-
pute and imputeMFA, the number of components is fixed to 3. Moreover, eight
different values were tested for the softImpute parameter and the most accurate
was selected.

The various scenarios considered are inspired by real case problems. For each
of the simulation settings, 20 data sets were generated from the data generating
process describes in Section 4.1. Then the eight methodologies presented in sec-
tion 4.2 were applied to each of the data sets and the associated RMSEP were
calculated.

4.3.1 Effect of the Proportion of Missing Values

For the eight methodologies considered, Table 1 provides the RMSEP errors for
eight different proportions of missing values from 2%, to 60% when the data gen-
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erating process is based on ρd “ 0.9, ρt “ 0.9 (i.e. strong inter/intra-blocks
correlations) with n “ 100. Figure 4 shows the performances of the methods.

`````````````̀Method
Prop. of NA

2% 5% 8% 10% 15%
Imputation Prediction

R
M

SE
P

mdd-sPLS (with Koh-Lanta) 0.243 ˘ 0.0535 0.259 ˘ 0.0560 0.255 ˘ 0.0588 0.260 ˘ 0.0582 0.282 ˘ 0.0610
nipals classic-sPLS 0.251 ˘ 0.0514 0.282 ˘ 0.0545 0.296 ˘ 0.0523 0.313 ˘ 0.0510 0.366 ˘ 0.0540

imputeMFA mdd-sPLS 0.253 ˘ 0.0542 0.283 ˘ 0.0555 0.291 ˘ 0.0567 0.307 ˘ 0.0549 0.347 ˘ 0.0553
imputeMFA Lasso 0.218 ˘ 0.0460 0.259 ˘ 0.0495 0.269 ˘ 0.0425 0.292 ˘ 0.0442 0.335 ˘ 0.0484
softImpute mdd-sPLS 0.251 ˘ 0.0531 0.281 ˘ 0.0547 0.290 ˘ 0.0550 0.304 ˘ 0.0531 0.347 ˘ 0.0554
softImpute Lasso 0.215 ˘ 0.0445 0.255 ˘ 0.0471 0.267 ˘ 0.0403 0.289 ˘ 0.0431 0.332 ˘ 0.0465

Mean mdd-sPLS 0.253 ˘ 0.0541 0.284 ˘ 0.0553 0.292 ˘ 0.0566 0.308 ˘ 0.0551 0.348 ˘ 0.0557
Mean Lasso 0.219 ˘ 0.0455 0.260 ˘ 0.0495 0.271 ˘ 0.0430 0.293 ˘ 0.0437 0.337 ˘ 0.0477

`````````````̀Method
Prop. of NA

20% 30% 40% 50% 60%
Imputation Prediction

R
M

SE
P

mdd-sPLS (with Koh-Lanta) 0.300 ˘ 0.0625 0.315 ˘ 0.0488 0.362 ˘ 0.0598 0.413 ˘ 0.0555 0.519 ˘ 0.0639
nipals classic-sPLS 0.407 ˘ 0.0475 0.475 ˘ 0.0439 0.561 ˘ 0.0474 0.639 ˘ 0.0412 0.747 ˘ 0.0418

imputeMFA mdd-sPLS 0.380 ˘ 0.0516 0.426 ˘ 0.0480 0.488 ˘ 0.0536 0.544 ˘ 0.0473 0.634 ˘ 0.0480
imputeMFA Lasso 0.379 ˘ 0.0525 0.437 ˘ 0.0578 0.516 ˘ 0.0615 0.584 ˘ 0.0618 0.688 ˘ 0.0688
softImpute mdd-sPLS 0.379 ˘ 0.0519 0.425 ˘ 0.0475 0.487 ˘ 0.0539 0.541 ˘ 0.0469 0.624 ˘ 0.0471
softImpute Lasso 0.378 ˘ 0.0518 0.437 ˘ 0.0556 0.514 ˘ 0.0588 0.582 ˘ 0.0576 0.676 ˘ 0.0638

Mean mdd-sPLS 0.381 ˘ 0.0523 0.426 ˘ 0.0479 0.489 ˘ 0.0539 0.544 ˘ 0.0465 0.628 ˘ 0.0473
Mean Lasso 0.382 ˘ 0.0524 0.441 ˘ 0.0548 0.517 ˘ 0.0596 0.584 ˘ 0.0579 0.679 ˘ 0.0643

Table 1: Effect of proportion of missing values on the RMSEP. 100 simulation
results for (ρd “ 0.9, ρt “ 0.9) and n “ 100 individuals. The main statistics are
given for each method with (mean˘ std). Bolded results correspond to best results
for a given proportion of missing values.

For small proportions of missing values, all the methodologies provide very
similar results with a very slight advantage to the Lasso based regression methods.
When the proportion of missing values increases, two methods behaved differently
compared to the others (Figure 4). From 20% of missing values onward, The mdd-
sPLS with Koh-Lanta gave clearly better results than the others methods. When
the proportion of missing values is at 50% or more, nipals + classic-sPLS methods
provides poorer results compared to all the other approaches.

4.3.2 Effect of the Number n of Individuals

For the eight methodologies considered, Table 2 provides the RMSEP errors for
different numbers n of individuals (n “ 100, 50, 20) when the data generating pro-
cess is based on ρd “ 0.9, ρt “ 0.9 (i.e. strong inter/intra-blocks correlations)
with a proportion of missing values equal to 30%. Table 2 provides RMSEP error
results for these different numbers n of individuals.

The mdd-sPLS with Koh-Lanta leads to the smallest RMSEP error for the
three different sample size n. The other mdd-sPLS-based methods have better
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Figure 3: Example of a empirical correlation matrix calculated on a data set sim-
ulated with n “ 100, T “ 10, ρt “ 0.9, ρd “ 0.9 and 30% of missing values.
Correlation scale: from red (-1) to blue (+1)
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Mean + mdd−sPLS
Mean + Lasso

Figure 4: Effect of proportion of missing values on the RMSEP, barplot of Table 1
results.
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`````````````̀Method
# individuals

100 50 20
Imputation Prediction

R
M

SE
P

mdd-sPLS (with Koh-Lanta) 0.308 ˘ 0.0528 0.335 ˘ 0.0643 0.445 ˘ 0.139
nipals classic-sPLS 0.491 ˘ 0.0504 0.497 ˘ 0.0665 0.566 ˘ 0.124

imputeMFA mdd-sPLS 0.420 ˘ 0.0530 0.440 ˘ 0.0648 0.521 ˘ 0.119
imputeMFA Lasso 0.438 ˘ 0.0599 0.506 ˘ 0.0852 0.714 ˘ 0.169
softImpute mdd-sPLS 0.420 ˘ 0.0525 0.436 ˘ 0.0644 0.505 ˘ 0.119
softImpute Lasso 0.436 ˘ 0.0581 0.496 ˘ 0.0824 0.656 ˘ 0.162

Mean mdd-sPLS 0.421 ˘ 0.0527 0.440 ˘ 0.0666 0.528 ˘ 0.125
Mean Lasso 0.440 ˘ 0.0593 0.504 ˘ 0.0866 0.721 ˘ 0.188

Table 2: Effect of sample size on the RMSEP. 100 simulation results for (ρd “
0.9, ρt “ 0.9) and 30% of missing values. The main statistics are given for each
method with (mean ˘ std). Bolded results correspond to best results for a given
number of individuals per sample.

behavior than the Lasso-based methods regardless of the imputation method cho-
sen. Finally, the “two-steps method” softImpute + mdd-sPLS has the second best
performance.

4.3.3 Effect of the Inter-Block Correlations

As presented before, the response variable in Y was correlated to some covariates
of some Xt’s blocks with the intensity ρt. Moreover the correlation between dif-
ferent Xt’s blocks was also equal to ρt. The performances of the methods were
evaluated according to the parameter ρt with ρt P t0.9, 0.7, 0.5, 0.3u. Simulation
results are provided in Table 3 and are plotted in Figure 9.

For any ρt, the mdd-sPLS with Koh-Lanta method is the most accurate one
according to the RMSEP. For low values of ρt, the mdd-sPLS-based methods
showed better behaviors than the Lasso-based ones.

4.3.4 Effect of the Intra-Block Correlations

The following simulations evaluate the impact of a varying intra-correlation on the
overall error RMSEP. The other parameters have been fixed to ρt “ 0.9 and 30%
of missing values. Simulations results are provided in Table 4 and are plotted in
Figure 10.

Among the four simulated settings, the case ρd “ 0.9 corresponds to an already
discussed one, see Figure 4. It is interesting to see the stability of the results for
those new simulations. The data set with ρd “ 0.7 shows that all the method are
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PPPPPPPPPMethod
ρt

0.9 0.7 0.5 0.3
Imputation Prediction

R
M

SE
P

mdd-sPLS with Koh-Lanta 0.312 ˘ 0.0516 0.528 ˘ 0.0801 0.662 ˘ 0.0948 0.752 ˘ 0.0896
nipals classic-sPLS 0.470 ˘ 0.0451 0.602 ˘ 0.0662 0.699 ˘ 0.0779 0.766 ˘ 0.0751

imputeMFA mdd-sPLS 0.421 ˘ 0.0487 0.572 ˘ 0.0710 0.678 ˘ 0.0848 0.756 ˘ 0.0822
imputeMFA Lasso 0.438 ˘ 0.0537 0.598 ˘ 0.0740 0.724 ˘ 0.103 0.816 ˘ 0.0975
softImpute mdd-sPLS 0.420 ˘ 0.0492 0.570 ˘ 0.0706 0.677 ˘ 0.0853 0.754 ˘ 0.0824
softImpute Lasso 0.433 ˘ 0.0533 0.591 ˘ 0.0723 0.718 ˘ 0.102 0.813 ˘ 0.100

Mean mdd-sPLS 0.421 ˘ 0.0492 0.572 ˘ 0.0713 0.679 ˘ 0.0858 0.756 ˘ 0.0827
Mean Lasso 0.436 ˘ 0.0538 0.598 ˘ 0.0743 0.724 ˘ 0.105 0.818 ˘ 0.0996

Table 3: Effect of inter-block correlation on the RMSEP. 100 simulation results for
ρd “ 0.9, ρt P t0.3, 0.5, 0.7, 0.9u, n “ 100 individuals and 30% of missing values.
The main statistics are given for each methodology with (mean ˘ std). Bolded
results correspond to the best ones for a given value of ρt.

PPPPPPPPPMethod
ρd

0.3 0.5 0.7 0.9
Imputation Prediction

R
M

SE
P

mdd-sPLS with Koh-Lanta 0.399 ˘ 0.054 0.346 ˘ 0.0563 0.317 ˘ 0.0482 0.312 ˘ 0.0516
nipals classic-sPLS 0.538 ˘ 0.0524 0.499 ˘ 0.0492 0.485 ˘ 0.0453 0.47 ˘ 0.0451

imputeMFA mdd-sPLS 0.477 ˘ 0.0534 0.443 ˘ 0.0533 0.433 ˘ 0.0468 0.421 ˘ 0.0487
imputeMFA Lasso 0.565 ˘ 0.0691 0.504 ˘ 0.0608 0.472 ˘ 0.0554 0.438 ˘ 0.0537
softImpute mdd-sPLS 0.476 ˘ 0.0524 0.443 ˘ 0.0541 0.433 ˘ 0.0467 0.42 ˘ 0.0492
softImpute Lasso 0.565 ˘ 0.0661 0.503 ˘ 0.0591 0.472 ˘ 0.0531 0.433 ˘ 0.0533

Mean mdd-sPLS 0.476 ˘ 0.0527 0.443 ˘ 0.0541 0.434 ˘ 0.0469 0.421 ˘ 0.0492
Mean Lasso 0.572 ˘ 0.0697 0.508 ˘ 0.0604 0.476 ˘ 0.0533 0.436 ˘ 0.0538

Table 4: Effect of intra-block correlation on the RMSEP. 100 simulation results for
ρt “ 0.9, ρd P t0.3, 0.5, 0.7, 0.9u, n “ 100 individuals and 30% of missing values.
The main statistics are given for each methodology with (mean ˘ std). Bolded
results correspond to the best ones for a given value of ρd.

equivalent (« 0.31) except mdd-sPLS (with Koh-Lanta) for which the error is
lower (« 0.27). For higher intra-block correlations, among the baseline imputation
methods, the Lasso based prediction methods are more efficient than mdd-sPLS
ones but mdd-sPLS (with Koh-Lanta) show lowest errors. For lower intra-block
correlations, ρ P t0.3, 0.5u, among the baseline imputation methods, the Lasso
based prediction methods are less efficient than mdd-sPLS but mdd-sPLS (with
Koh-Lanta) still lead to better results. It is also interesting to notice that the nipals
approach has equivalent results than mdd-sPLS prediction based methods with the
baseline imputation methods in all features.
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4.3.5 Computation Time and Convergence Quality

Regarding the convergence of the various methods, the mean imputation method is
not concerned by this numerical aspect since it is based on only one step of impu-
tation. For the other methodologies, once imputation stages have no further effects
on subspace estimation, we considered that the imputation process has converged.
The convergence criterion was defined as the stabilization of estimations in the last
estimated subspace with a threshold value set to 10´9 and the maximum number
of iterations to 100. More precisely, let us specify for each method the concerned
matrix:

• mdd-sPLS: the matrix TsuperVort, which is defined in the algorithm of the
method.

• softImpute: the matrix U of the left-singular vectors (Hastie et al., 2015,
Algorithm 2.1),

• imputeMFA: the matrix U of the left-singular vectors (Josse and Husson,
2016, Chapter 3.1),

• nipals: the matrix of the components tk (Wold et al., 1983, Algorithm 3c).
Since the tk’s are obtained by deflation, the test of convergence is done on
each component separately. If one of the components does not converge,
we consider that the algorithm did not converge and if all the components
converge, then the number of iterations is the mean of the total number of
iterations.

100 simulated data sets have been generated with T “ 10 blocks of p “ 160 co-
variates (with ρd “ 0.9 and ρt “ 0.9), 30% of missing values and n P t100, 50, 20u.
For each proposed method, results on convergence rate and number of iterations
are presented in the first two parts of Table 5. The prediction errors have also been
computed and are represented in Figure 11.

nipals and mdd-sPLS with Koh-Lanta get 100% convergence. imputeMFA
almost always converged while for softImpute almost 30% of imputation pro-
cesses did not converge when n “ 100. Concerning the number of iterations,
denoted # iterations in Table 5, the mdd-sPLS with Koh-Lanta only needs 3 it-
erations before converging. softImpute shows a high number of iterations. nipals
needed less iterations to converge. imputeMFA used an average of„ 30 iterations
with a large standard deviation relatively to the other methods.

Computations have been performed on Intel R© Xeon R© CPU E5-2690 v2,
3.00GHz processors. Concerning the computation time, one notice that the Mean
process naturally is the fastest. This intuitive result is followed by the mdd-sPLS
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`````````````̀Method
# individuals

100 50 20
Imputation Prediction

C
on

v.
ra

te

mdd-sPLS with Koh-Lanta 100 % 100 % 100 %
nipals 100 % 100 % 100 %

imputeMFA 99.4 % 98.8 % 99.8 %
softImpute 71.5 % 85.9 % 92.3 %

#
ite

ra
tio

ns

mdd-sPLS with Koh-Lanta 3 ˘ 0 3 ˘ 0 3 ˘ 0
nipals 42.6 ˘ 8.64 39.2 ˘ 8.29 48.7 ˘ 7.71

imputeMFA 27.0 ˘ 10.1 29.7 ˘ 11.5 31.2 ˘ 8.91
softImpute 71 ˘ 13.3 66.6 ˘ 12.9 72.7 ˘ 12.5

Ti
m

e
(s

)

mdd-sPLS with Koh-Lanta 0.662 ˘ 0.209 0.343 ˘ 0.0403 0.315 ˘ 0.0550
nipals classic-sPLS 33.0 ˘ 5.27 18. ˘ 3.77 22.1 ˘ 3.48

imputeMFA mdd-sPLS 9.44 ˘ 3.39 3.93 ˘ 1.45 3.12 ˘ 0.600
softImpute mdd-sPLS 2.00 ˘ 0.984 0.849 ˘ 0.155 1.14 ˘ 0.175

Mean mdd-sPLS 0.0124 ˘ 0.00215 0.00683 ˘ 0.00069 0.00410 ˘ 0.000469

Table 5: Effect of number of individuals. 100 simulation results for T “ 10 blocks
of p “ 160 covariates (with ρd “ 0.9 and ρt “ 0.9) and for 30% of missing val-
ues. The main statistics (over the 100 simulations) are given for each method with
(mean˘ std). That table is divided in three parts. The first part (lines 1 to 4) corre-
sponds to the convergence rate for each imputation method. The second part (lines
5 to 8) corresponds to the number of iterations for each imputation method, only
in case of convergence. The Mean imputation method (that works in 1 iteration
and thus always converges) is not taken into account in those two parts. The third
part (lines 9 to 13) corresponds to the computation time for each method. mean’s
are calculated not only over the 100 simulated data sets but also over the num-
ber of individuals (indicated in the column and having an impact on leave-one-out
computations) in order to “standardize” the results to the time to that of creating
a single model one model. Bolded results correspond to best results for a given
number n of individuals.

with Koh-Lanta approach for which the computation time lasts„ 0.5 seconds. On
the contrary the nipals method lasts within tens of seconds, imputeMFA is faster
but still lasts within seconds (from 3.1 to 9.4 seconds). The softImpute method
is faster, less than 2 seconds. Not surprisingly, the computation time of almost all
methods decreased as the number n of individuals decreased, with the exception of
the nipals and softImpute algorithms.

4.3.6 Conclusion from the Simulations

In comparison with the other competing methods, mddsPLS with Koh-Lanta
clearly exhibits very good performances in terms of predictive capacities in the
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context of a large proportion of missing values and small number n of individu-
als. This is shown in the context of strongly correlated blocks as well as in the
context of low inter-block information correlation (small ρt). Another set of simu-
lations show the robustness of the results for low ρd and low ρt and is presented in
Appendix G.

5 Real Data Application: the Ebola rVSV-ZEBOV Data
Set

The current work was inspired by this real data application.

5.1 The Data Set

The application is an early phase vaccine trial evaluating the rVSV-ZEBOV Ebola
vaccine already studied by Rechtien et al. (2017). As many modern early vaccine
trials it includes small number of participants (here, n “ 18) with heterogeneous
and high dimensional data sets carrying a lot of information through numerous
covariates allowing a deep evaluation of the response to the vaccine.

More specifically, for each participant, the gene expression in whole blood by
RNA-seq and the cellular functionality by cytometry have been measured at four
different days P t0, 1, 3, 7u after vaccination. Genes of interest were pre-selected
by removing those with a variance less than 0.2 leading to 18 301 genes included in
the following analysis. The cellular functionality consisted in the characterization
of Natural killers, Dendritic cells and Cytokines, covering a total of 129 variables.
So, T “ 8 blocks Xt of covariates were available, see Table 6 for the number of
covariates in each Xt’s blocks.

Moreover, the antibody responses against the Gueckedou strain by ELISA have
been measured at days P t28, 56, 84, 180u after vaccination, so Y P R18ˆ4. The aim
of the analysis was to find the best predictors of the antibody responses among the
gene expression (transcriptome) and the cellular functionality.

Recall that the mdd-sPLS method works with standardized variables. This
standardization step implies that the information contained in the variance is not
taken into account for each of the variables.

Because of the sample quality constraints, gene expression was not available
in about 30% of cases leading to missing values. For example, Table 7 shows the
absence (in blue) of all the RNA-Seq values for a particular individual (in columns)
for a particular day (in rows) depicting around 30% of missing values. The data set
used in that table is available on the NCBI repository.
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Type RNA-SEQ Cellular functionality
Block X1 X2 X3 X4 X5 X6 X7 X8

Day 0 1 3 7 0 1 3 7
#pvariablesq 10279 10134 9082 9670 129 129 129 129

Table 6: Number of covariates per block Xt.

Individuals 7 5 9 1 15 10 14 4 2 12 17 16 8 18 13 11 3 6
Day 0: VecpXT

1 qT
Day 1: VecpXT

2 qT
Day 3: VecpXT

3 qT
Day 7: VecpXT

4 qT

Table 7: Missing values (in blue) in the Ebola rVSV-ZEBOV RNA-Seq data sets
Xt, t “ 1, . . . , 4, where the notation Vec stands for the Vec operator. For a given
individual and a given day, all the corresponding values are missing.

5.2 Statistical Analysis

Four mdd-sPLS-based methodologies were compared through MSEP (means square
error of prediction) calculated by leave-one-out cross-validation:

• mdd-sPLS with Koh-Lanta,

• two-step approach: imputation to the mean + mdd-sPLS,

• two-step approach: imputation with softImpute + mdd-sPLS,

• two-step approach: imputation with imputeMFA + mdd-sPLS.

Figure 5 focuses on mdd-sPLS with Koh-Lanta and mean + mdd-sPLS and
shows the number of times each response variable has been selected for every op-
timal λ value. All comparisons are provided in Table 9. Since the softImpute
method uses random initialization and does not converge systematically, a vari-
ability appears in the prediction errors, here depicted by the (mean˘ std) notation.
All the methods led to the selection of the day 56 response variable in the model,
the only variable that was always selected by the four methods. mdd-sPLS with
Koh-Lanta clearly retains two response variables in the model: day 56 and day
84.

Table 9 shows the final model, selected as minimum for day 56, with λ » 0.866
which implies that only correlations with one of the responses over that value will
be considered in that model. The mdd-sPLS with Koh-Lanta approach was highly
selective as it kept three covariates while the other methods kept 15 variables (see
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Leave-One-Out prediction error
Method Day 28 Day 56 Day 84 Day 180 Mean

Imputation Prediction RMSEP # RMSEP # RMSEP # RMSEP # RMSEP
mdd-sPLS with Koh-lanta 1.027 4/18 18/18 1.029 1/18 0.9035

λ “ 0.8654
0.6143 0.9426 17/18

Mean
mdd-sPLS

1.028 2/18 18/18 1.029 0/18 0.9326
λ “ 0.863

0.6312 1.041 6/18

softImpute
mdd-sPLS

1.029˘0 (0˘ 0)/18 (18˘ 0)/18 1.029˘0.0001374 (0.3˘ 0.5)/18 0.9294
λ “ 0.8566667

0.6326˘ 0.03795 1.027˘ 0.002191 (4.4˘ 0.8)/18

imputeMFA
mdd-sPLS

1.028 3/18 18/18 1.029 0/18 0.9433
λ “ 0.852222

0.6899 1.026 7/18

Table 8: Results of the leave-one-out cross-validation prediction errors applied to
the rVSV data set. The last column gives the mean error. The # symbol represents
the number of times each variable is selected in the cross-validation process, among
18 different models built in the cross-validation process (since n “ 18).

Rechtien et al., 2017, Figure S5 from supplementary materials). As mentionned
before, the selection over the Y part was also efficient and kept 2 response variables
in the model: the antibody levels at day 56 and day 84.

Finally, the selected covariates were biologically meaningful. The three genes
(TIFAday 1, SLC6A9day 3, FAM129Bday 3) selected through the proposed approach
were also selected by Rechtien et al. (2017) as the three top genes in the sensibility
analysis realized with bootstrap analysis. Note that the other three methodologies
selected the same three covariates except for the softImpute+mdd-sPLS methods
which did not select SLC6A9day 3, the corresponding results are not provided here.
For each selected covariate in Table 9, the absolute value of the product between
the corresponding weight and super-weight gives a measure of its impact in the
model. For TIFAday 1, this value was equal to 0.961, for SLC6A9day 3 equal to
0.107 and for FAM129Bday 3 equal to 0.255. The interpretation was that TIFAday 1
was the most important covariate while FAM129Bday 3 was the second most im-
portant one and SLC6A9day 3 was the third most important one. Correlations, con-
sidering only present samples, between TIFAday 1 and Gueckedou strain on days
P t28, 56, 84, 180u are respectively equal to 0.83, 0.96, 0.90 and 0.81.

It is also interesting to interpret the parsimony of the antibody response mea-
surements by selecting day 56 and day 84 and not response measurements at day
28 and day 180. This reflects probably the fact that once established, the antibody
response is quite stable over every individual and therefore does not need many
repeated measurements to be characterized.

6 Conclusion

The mdd-sPLS method is a SVD-based method (without iteration process) ded-
icated to multi-block supervised analysis. The Koh-Lanta algorithm deals with
missing values in the train sample but also in the test sample and is implemented
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Block Variable Weights Super-weights

X
Genes on day 1 TIFA 1 -0.961

Genes on day 3
SLC6A9 0.388

0.277
FAM129B 0.922

Y Response
Gueckedou on day 56 -0.924 ˆ
Gueckedou on day 84 -0.382

Table 9: Ebola rVSV phase I/II constructed mdd-sPLS model for λ “ 0.8654. 4
blocks of gene expression and 4 blocks of cellular functionality, one for each of
the days t0, 1, 3, 7u, have been introduced but only days 1 and 3 blocks of gene
expression have been selected. Also, in the response block, only days 56 and 84
have been selected. In columns are represented the weights which denote up1qt for
the X blocks and vp1q for the Y block and also the super-weights for the X blocks
and denoted by βp1qt . Only one dimension was found interesting here.

in the mdd-sPLS method. The proposed method shows very good performance on
simulated data sets and gave relevant results in the real data application. This ap-
proach allows to make variable selection and missing values imputation. The miss-
ing data context is limited to entire rows of missing values for certain blocks and
can be generalized to any position of missing values by adjusting missing values
thanks to known values through a linear model for example. Most of the results,
described in this paper, relate to regression problem but the method can also be
applied to classification problem.

The mdd-sPLS including Koh-Lanta algorithm method has been implemented
in:
• a R-package accessible on the CRAN, https://cran.r-project.org/
package=ddsPLS, with a R-vignette at https://hadrienlorenzo.netlify.
com/html/ddspls,

• a python-package accessible on PyPi, https://pypi.org/project/py_
ddspls/, with a Python-vignette at https://pypi.org/project/py_
ddspls/.
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A Monotonicity of the Weight Cardinality: a Counter Ex-
ample

The remaining question is about the potential decreasing of the number of variables
selected per component. In other words, is the number of null coefficients of a given
component a decreasing function of λ? The answer is no as we will see through
the following counterexample.

A sample of n “ 100 individuals is generated with the following correlation
structure between a 9-dimensional covariate and a two-dimensional response:

YT X
n´1 “

X1 X2 X3 X4 X5 X6 X7 X8 X9

Y1 1.00 -0.06 -0.10 0.07 0.09 0.15 0.16 0.14 0.22
Y2 -0.08 0.98 0.29 -0.18 0.25 0.02 0.04 -0.01 -0.03

.

The 1st and the 2nd X-variables are clearly well correlated respectively with the
1st and the 2nd Y-variables. Let us denote by u, respectively v, the first right, re-
spectively left, eigenvector of the soft-thresholded covariance matrix S λpYT X

n´1 q for
any positive λ. Figure 6 shows the real cardinalities (black lines) and the upper
bound cardinalities (red lines) of u and v weights which correspond the applica-
tion of Corollary 2.1.1. Vertical lines (discontinuous blue lines) symbolize the
vanishing of a coefficient of the current matrix S λpYT X

n´1 q, depending on λ. When
λ P r0.1, 0.14s, Cardpuq increases, this corresponds to an area in which Cardpuq
might take the value 9, in that part all the columns are different from 0, except for
λ “ 0.14, where the variable X8 “disappears”. Let us zoom on those particular
points:

upλ “ 0.12q « p0, 0.97, 0.19,´0.07, 0.15, 0, 0, 0, 0qT Ñ Cardpupλ “ 0.12qq “ 4

upλ “ 0.13q « p0.99, 0, 0, 0, 0, 0.023, 0.034, 0.011, 0.10qT Ñ Cardpupλ “ 0.13qq “ 5,

This is due to the fact that the order of the components associated with the first
two-dimensional eigenspace is defined through the L2-norm of the components.
However, the L1-shrinkage of the coefficients based on λ can change this order
since the power of both the first two components are very close to each other, , and
only in that case. A way of avoiding this kind of reversal would be to change the
soft-thresholding operation with a more L2-shrinkage flavored operation such as
the SCAD operation, see for example Fan and Li (2001). But in real cases, the
first components are not often sufficiently close in the L2-norm sense to observe
this kind of reversal. Thus, it was decided to keep the soft-thresholding operator in
the mdds-PLS method.
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B Regression Example: the Liver Toxicity Data Set

In the liver toxicity data set (see Heinloth et al., 2004) n “ 64 male rats of the
inbred strain Fisher 334 were exposed to non toxic (50 or 150 mg/kg), moder-
ately toxic (1500 mg/kg) or severely toxic (2000 mg/kg) doses of acetaminophen
(paracetamol) in a controlled experiment. The values of X P R64ˆ3116 are RNA
measures and the values of Y P R64ˆ10 are clinical measures of markers for liver
injury. There are no missing values. A comparison of classic-sPLS and the pro-
posed mdd-sPLS is given in Figure 7. The first two graphics provide the results of
leave-one-out cross-validation for the associated tuning parameters: the number of
variables for classic-sPLS and the parameter λ for mdd-sPLS. The third graphic
gives the number of occurrences of each of the Y’s response variables versus λ.
These 10 response variables are plotted independently, so one curve represents the
behavior of one response variable depending on the model and the regularization
parameter chosen. Let us comment the results of these two approaches.

• classic-sPLS. According to the suggestion of Lê Cao et al. (2008), the keepY

parameter has arbitrarily been fixed to 2. With this choice, 8 response vari-
ables are removed systematically from the built models in the cross-validation
process. One hope that the same two response variables are almost always
selected, but this is clearly not the case. Indeed, if it were, 8 response vari-
ables should have a RMSEP value around 1 (the mean-prediction error, since
the variables were standardized), which means that the model does not take
into account those variables. However, this observation is only valid for only
5 response. This is problematic because the obtained sparse model strongly
depends on this arbitrary choice of the keepY parameter and thus may pro-
vide a wrong model for both selection and prediction.

• mdd-sPLS. The graphic of the RMSEP errors versus λ clearly shows that
5 response variables are already estimated to the mean when λ “ 0.4 (with
corresponding RMSEP errors closed to 1) while the five others are still es-
timated by the model at this stage. Then, as the regularization parameter
λ increases, the variability of the RMSEP errors increases since the model
has less and less information in the underlying soft-thresholded matrix. By
carefully studying this graph, only 2 response variables (the 2 bottom ones)
show real learning interest, observable through their decreasing curves while
the other curves are increasing. The decreasing part reaches a minimum for
λ « 0.85. One can see that this value coincides with the moment when
the 3rd response variable, in terms of increasing RMSEP ranking, reaches to
1, the symbolic limit of the error. This is equivalent to say that the model
doesn’t select that variable.
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The graphic of the occurrences (per response variable) in the estimated mod-
els built in the cross-validation process also reinforces the user’s choice to
only select two response variables.
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Table 10: Results for classic-sPLS and mdd-sPLS methods: selected genes with
their corresponding estimated weights. The two last columns provide the mean and
the minimum of the RMSEP errors calculated during the cross-validation process.

Table 10 provides results of X’s weights obtained for classic-sPLS and mdd-
sPLS with two choices of λ. Those models have been retained according to Fig-
ure 7. classic-sPLS based on mixOmics R package selects 12 genes (with an
optimal parameter keepX obtained by cross-validation) and 2 response variables
(with the parameter keepy arbitrarily set to 2 by the user). This approach provides
the lower cross-validation leave-one-out errors. For the mdd-sPLS method, one
can clearly see that the best model, in terms of minimum RMSEP error is not the
sparsest one (with 14 genes selected including the 12 genes selected by classic-
sPLS). But, looking at the degree of sparsity in Y also permits to select λ “ 0.9 as
a good candidate. For that value of λ (very close to the optimal one), the number of
genes selected goes from 14 to 2 which is a very good model in terms of sparsity.
For λ “ 0.9, mdd-sPLS (with the first component only) provides an excellent se-
lection simultaneously in X and Y, with two variables selected in each matrix and
a parameter λ close to its optimal value in terms of cross-validation leave-one-out
errors.

C Classification Example: the Penicillium YES Data Set

The Penicillium YES data set (available in the sparseLDA package) is a classifi-
cation data set describing three Penicillium species: melanoconodium, polonicum,
and venetum. In this data set of size n “ 36 (with the three balanced groups),
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p “ 3542 covariates were extracted from multi-spectral images with 18 spectral
bands: X P R36ˆ3542 and Y P R36ˆ3 where the three columns of Y are the indicator
variables of the groups). More details are available by Clemmensen et al. (2011)
where the interest of the Sparse Discriminant Analysis method is highlighted.
The Sparse Discriminant Analysis method needed only 2 covariates to perfectly
predict the assignment to one of the three groups. A leave-one-out cross-validation
has been performed for each fold i “ 1, . . . , 12, the ith triplet of melanoconodium,
polonicum, and venetum, to optimize the parameter λ. The mdd-sPLS method
(with λ “ 0.956 for example) permits to select 4 different covariates, 2 on each
of the two components, with a perfect assignment rate. These two components are
plotted in Figure 8 and the separation of the three groups is clearly visible.

D Effect of Varying Inter-Block Correlation

The case of varying inter-block correlation has been analysed in that part. The
Figure 9 summarizes the corresponding results. Other parameters have been re-
spectively fixed to ρd “ 0.9, 30% of missing values, 100 individuals per simulated
data set and 100 simulations per ρt.

In the context of strongly correlated blocks, mdd-sPLS (with Koh-Lanta)
seems to have a better behavior than the other methods where nipals + classic-
sPLS is slightly less efficient than other methods where mdd-sPLS prediction
based methods are lighlty better than Lasso prediction based methods. As the
correlation between blocks shrinks, the mdd-sPLS prediction based methods and
mdd-sPLS (with Koh-Lanta) show equivalent results, plus, nipals + classic-
sPLS is almost as good as those methods. Finally in that low correlation context,
the Lasso prediction based methods, are less efficient than other methods.

E Effect of Varying Intra-Block Correlation

The case of varying intra-block correlation has been analysed in that part. The
Figure 10 summarizes the corresponding results. Other parameters have been re-
spectively fixed to ρt “ 0.9, 30% of missing values, 100 individuals per simulated
data set and 100 simulations per ρd.

Whatever is the intensity of the intra-block correlation, mdd-sPLS (with Koh-
Lanta) shows better results in terms of prediction error. Furthermore the mdd-
sPLS prediction based methods are the second ranked methods. The third position
is given to the Lasso prediction based methods for strong intra-block correlations
and to nipals + classic-sPLS for low intra-block correlations.
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Figure 7: Results of Cross-Validation Leave One Out for both the classic-sPLS
and mdd-sPLS methods for the Liver Toxicity data set.
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set.
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F Effect of Varying Number of Individuals

The case of varying number of individuals has been analysed in that part. Figure 11
summarizes the corresponding results. Other parameters have been respectively
fixed to ρt “ 0.9, ρd “ 0.9, 30% of missing values, 100 individuals per simulated
data set and 100 simulations per n.

Three cases have been considered. For a low number of individuals, mdd-
sPLS (with Koh-Lanta) has the smallest error, the mdd-sPLS prediction based
methods and the nipals + classic-sPLS method are slightly less precise and the
Lasso prediction based methods are fewer precise. As the number of individuals
increase, the nipals + classic-sPLS method seems to be less precise than other
methods while mdd-sPLS (with Koh-Lanta) finally gets very better results.

G Effect of Low Intra-Block and Inter-Block Simulations

The following simulations permit to appreciate the validity of the proposed method
if there is little information to catch between blocks (low inter-block correlation)
and inside blocks (low intra-block correlation).

Here, the proportion of missing values has been fixed to 30% and the number
of individuals to n “ 100. The intra-block correlation has been fixed to ρd “ 0.3
and the inter-block correlation to ρt “ 0.5. Figure 12 shows the results for 100
simulated data sets.

For that level of information, the all methods show equivalent performances,
with an error close to « 0.73, except for the Lasso based prediction methods, for
which the error is higher « 0.83.
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30%, for 100 individuals per simulated data set and a total of 100 simulated data
sets.
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2.2 Is the block structure interesting with no missing
values ?

Here is explored the behavior of the ddsPLS method in the context of non missing samples.
More precisely, one would like to know whether or not the block structure impacts the regression
matrices if there are no missing values.
Indeed, the ddsPLS permits easy interpretations due to its hierarchical estimation, particularly
for the explained variances per component or per block or per variable. This point is largely
discussed in the part 3, dedicated to the presentation of the R package ddsPLS.
The following section tries to answer that question in a theoretical way. The first following sec-
tion concentrates on the case where the number R of components, of the ddsPLS model built by
the user, is equal to the number of variables in the response matrix, q, in a regression problem.
The next section, based on numerical simulations, answers the same question if the number of
axes of the model is not equal to q.

Remark 2.1. If some blocks have a low number of covariates regarding to the number of axes
the user wants to build, say Dt P rr1,T ss|pt ă R, then the convention is to build the pt components
for that block using the ddsPLS algorithm and to complete the R ´ pt other components with
null components.

2.2.1 For Complete Models, i.e. when R=q
In that section we prove that under some hypotheses, a ddsPLS model built on a multiblock

data set is equivalent to a ddsPLS model built on the monoblock data set corresponding to the
column-concatenated covariate matrix data set, if the number R of components desired by the
user is equal to the number q of variables in the response matrix. Let us first consider the
following lemma.

Lemma 2.1. @pn, q, pq P pN‹q3, @pX,Yq P Rnˆp ˆ Rnˆq with no missing entries and @pλ,Rq P
r0, 1s ˆ rr1,minpn, q, pqss, let

M :“ mdd-sPLSpX,Y, λ,Rq,

thenM
”
β
ı
“ IR.

Proof. In the following, all the elements refer to output from object M. By definition, β “
SVDRpMUq, where M “ S λ

´
YT X
n´1

¯
, but U “ SVDRpMq. Using the unicity of the R-dimensional

SVD decomposition of a matrix, under˘1 multiplicative coefficients it becomes that SVDRpMUq
is a diagonal matrix with diagonal elements randomly equal to ˘1. For the sake of simplicity
we choose the one which is equal to the identity. This is β and this permits to conclude the
demonstration. �

Theorem 2.1. Let be defined, @pn, q, p1, ¨ ¨ ¨ , pT q P pN‹qT`2, @pX1, ¨ ¨ ¨ ,XT ,Yq P Rnˆp1ˆ¨ ¨ ¨ˆ
RnˆpT ˆ Rnˆq with no missing entries, @λ P r0, 1s and if R “ q, one defines

— Mm :“ mdd-sPLSpX “ tXtutP~1,T�,Y, λ,R “ qq,
— M1 :“ mdd-sPLSpX “ rX1, ¨ ¨ ¨ ,XTs,Y, λ,R “ qq.

Analyse supervisée multibloc en grande dimension
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Then we have
M1

“
U
‰ “Mm

“
U
‰

. . . . . . . .
Mm

“
β
‰
, (2.1)

where “ell Ñ ell. . . .“ is the function that concatenates along the diagonal the elements of the
list “ell“.

Proof. Let be defined @t P rr1,T ss, Mt “ S λ

´
YT Xt
n´1

¯
and M “ rM1, ¨ ¨ ¨ ,MT s. Both of those

matrices have a rank at most equal to q. Let be denoted by Ut “ Mm
“
U
‰

t and U “ Mm
“
U
‰

. . . . . . . . .

Finally let Z “ MU, which also equals Z “ rM1U1, ¨ ¨ ¨ ,MT UT s.
Since rankpMtq ď q and R “ q, then @t P rr1,T ss, MtUtUT

t “ Mt and so ZUT “ MUUT “ M.
Under a norm-1 multiplicative real constant, M admits the following common SVD decompos-
ition Z “ αDβT , where D is a positive-diagonal matrix and both of the other matrices are
column orthogonal. β is the super-weight of the mdd-sPLS decomposition parameterized by
pX “ tXtutP~1,T�,Y, λ,R “ qq.
Finally ZUT “ M “ αDβT UT “ αDpUβqT and under the same unicity arguments it becomes
that Uβ “ SVDRpMq.
With U :“ Mm

“
U
‰

. . . . . . . . and β :“ Mm
“
β
‰

applying lemma 2.1 to the model M1, this is clear that

M1
“
U
‰M1

“
β
‰ “M1

“
U
‰
, and the proof is complete. �

This Theorem admits the following corollary.

Corollaire 2.1. Under the hypotheses of Theorem 2.1, we have

M1
“
B
‰ “Mm

“
B
‰
,

where “ell Ñ ell“ is the function that concatenates along the rows the elements of the list
“ell“.

Proof. The proof of that corollary uses the definition of B given in Step 3 of the ddsPLS al-
gorithm detailed in the previous section where one can see thatM1

“
T‹

‰ “Mm
“
T‹

‰
by applic-

ation of Theorem 2.1 and by definition of T‹. �

Those results show that, in the context of non missing values, there is an equivalence between
the multiblock structured models and the corresponding monoblock ones if the number of axes
built equals the number q of response variables. The next section looks for the behavior of the
ddsPLS method when R ă q context through simulation results.

2.2.2 For Incomplete Models, i.e. when R<q
It has been chosen to consider simulations to illustrate that case. Let us consider a 2-block

supervised data-sets pX1,X2,Yq P Rnˆp1 ˆ Rnˆp2 ˆ Rnˆq, where q “ q1 ` q2, such as

Yrr1,q1ss “ Xrr1,q1ss
1 ` ε1,

Yrrq1`1,q1`q2ss “ Xrr1,q2ss
2 ` ε2,

where ε1 and ε2 are n realisations of Gaussian multivariate variables Nq
`
0, 0.052Iq

˘
. The nota-

tion Matrra,bss considers variables of Mat for indices between a and b. The covariate blocks are
realisations of two independent Gaussian multivariate variables X1 and X2 such as

X1 „ Np1

`
0, Ip1

˘
,

X2 „ Np2

`
0, Ip2

˘
.
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multiblock ddsPLS models, denoted as Mm, and their associated monoblock models M1 are
built for each simulated data sets taking R P rr1, qss. Two descriptors are monitored :

— The norm of differences of regression matrices, which can be written
ˇ̌
ˇ̌
ˇ̌
ˇ̌M1

“
B
‰´Mm

“
B
‰ˇ̌ˇ̌
ˇ̌
ˇ̌
o
,

where ”.Ñ ||.||o” is the one norm (maximum absolute column sum), which is the default
norm of the R function norm.

— The monoblock to multiblock differences of explained variances, which is the subtrac-
tion of the variance explained of the Y by the multiblock model to the monoblock model.
If this is a positive value, the monoblock explains more variance than the multiblock
value, and vice versa. The explained variance of A by B is defined as

f : pA,Bq ÝÑ
$
&
%

ˇ̌
ˇ
ˇ̌
ˇApAT Aq`AT B

ˇ̌
ˇ
ˇ̌
ˇ
F

||B||F if B , 0,
0 else,

where ”. Ñ ||.||F” is the Frobenius norm. In that context a positive difference of 0.01
means that the monoblock model permits to explain 1% more variance than the multiblock
model.

Effect of covariate block dimensions

Samples are simulated according to that scenario modifying p1 and p2 with n “ 100 and
q1 “ q2 “ 10 fixed for now. 100 simulation have been considered for different values of p1 and
p2 and some corresponding results, through boxplots are detailed in figure 9.
The bottom left corner (red boxplots) represents the norm of regression matrix differences and

top left corner (blue boxplots) represents the monoblock to multiblock differences of explained
variances. These corners are divided in rows and columns corresponding to different values for
p1 and p2 where x-axis of each plot represents values given to R. As proved in the next section,
for both of the corners, the case R “ q corresponds to differences equal to 0. Let us remark that
in the case p1 “ p2 “ 10, models are equivalent as soon as R ě 10.
In the red corner, plots present model differences which are more variable as quantities p1 and
p2 increase.
In the blue corner, let us remind that if the values are negative, then the multiblock model ex-
plains more variance of Y and if the values are positive then the associated monoblock model
explains more variance of Y. One might notice different cases which are :

1. If dimensions are large (minpp1, p2q “ 1000) then the differences are lower than in low
dimensional cases. This corresponds to the last column of the blue corner.

2. If p1 or p2 is equal to 100, then monoblock models always outperforms multiblock models
in terms of variance explained. Especially if p1 and p2 are very different.

3. If p1 P t20, 50u and p2 P t10, 20, 50u, then the “curves“ are minimum for R “ 10 and
this corresponds to negative values. In those contexts, multiblock models explain more
variance than the associated monoblock models.

Moreover the variability, as a function of R, is always decreasing, even if the proportion of
explained variances are around 1% of difference between the multiblock and its associated
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Figure 9 – "The norm of differences of regression matrices" in bottom left corner and filled in
red : the higher it is the more different are the estimated regression matrices from both of the ap-
proaches. "The monoblock to multiblock differences of explained variances" in top right corner
and filled in blue : a positive value, respectively negative value, means monoblock, respect-
ively multiblock, performs better. Parameters are pp1, p2q P t10, 20, 50, 100, 1000u2 through
100 simulations per set of parameters for q1 “ q2 “ 10 and n “ 100.
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Figure 10 – "The monoblock to multiblock differences of explained variances" where a pos-
itive value, respectively negative value, means monoblock, respectively multiblock, performs
better. Parameters are p1 “ p2 “ 50, through 100 simulations per set of parameters for
q1 P rr1, 10ss, and q2 “ 20´ q1 and n “ 100.

monoblock methods, it seems that there are different regimes corresponding to better behavi-
ors of the multiblock or its associated monoblock description. In the case 3, it seems that the
differences of explained variances are minimal when R « 10.

The next paragraphs go deeper in those problems.

When the multiblock outperforms its associated monoblock description ?

Previous simulations have showed interesting behaviors for p1 P t20, 50u and p2 P t10, 20, 50u.
That paragraph details results for p1 “ p2 “ 50 and q1 P rr1, 10ss, q2 “ 20 ´ q1. The same
number of 100 simulations is performed per set of parameters.
Figure 10 gathers results regarding to the monoblock to multiblock differences of explained
variances. In that context, the curve shows a clearer minimum for R “ 10.
Figure 10 is divided in two rows corresponding to increasing q1 and so decreasing q2. In fact,

it corresponds to a equalization of the presence of each covariate block in the response matrix.
For the top left plot, 19 over 20 of the total response variables are from one covariate block
while for the bottom right plot, both of the covariate blocks are present in the response in equal
proportions. In those 10 plots, the minimum of the curves corresponds, approximately, to the
minimum of q1 and q2, and this corresponds to cases where the multiblock approach outper-
forms its associated monoblock approach. As mentioned in the previous paragraph, when the
contribution of each covariate block to the response is balanced, a low number of components is
associated with a better behavior of the monoblock models.

Effect of sample size

Many scenarii might be performed to study the effect of the sample size n. Here are con-
sidered the worst scenario for the ddsPLS method according to the blue corner representations
of Figure 9, and so p1 “ 10, p2 “ 100. In Section 2.2.2, it has been observed that a balanced
influence from both blocks (i.e. q1 “ q2) seems to promote monoblock descriptions and so q1

Analyse supervisée multibloc en grande dimension
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Figure 11 – "The monoblock to multiblock differences of explained variances" where a positive
value, respectively negative value, means monoblock, respectively multiblock, performs better.
Parameters are such as n is equal to 20, 50, 100, 130, 175, 250, 500 and 1000 through 100
simulations per set of parameters for p1 “ 10, p2 “ 100, q1 “ q2 “ 10.

and q2 are chosen such as q1 “ q2 “ 10. Figure 11 gathers results of those simulations.
Variances shrink for large n’s. For large n’s also, the correct dimensional descriptions, R « 10,

tend to present multiblock models as better descriptors of the data-set structure. But for small
n, which is the desired field of application of the method, multiblock models seem to perform
worse than its associated monoblock models.

Conclusion and further researches

The multiblock approach permits interpretable results, due to weights/components and super-
weights/super-components, but its interest, in terms of explained variance, versus its associated
monoblock model must be explored more deeply.
For low n, balanced block effects on the response and different block sizes (see section 2.2.2),
especially for low R, monoblock models seem to outperform multiblock models. But multiblock
models have the advantage when R « 10, which is the dimension of the intersect of each covari-
ate block and the response block (q1 “ q2 “ 10q. Actually, both of the blocks are supposed to
be uncorrelated and this is a limitation of those analyses and it might be interesting to perform
the same type of analyses with a correlation structure linking both of the blocks.
Moreover it has been chosen to keep only 2-blocks models, the effect of more groups should be
investigated.

Hadrien Lorenzo



CHAPITRE 3

LE PACKAGE R DDSPLS

“ La maturité de l’homme est d’avoir retrouvé le sérieux qu’on avait au jeu
quand on était enfant. ”

Alain Damasio, La Horde du Contrevent

Sommaire
3.1 ddsPLS : A Package to Deal with Multiblock Supervised Pro-

blems with Missing Samples in High Dimension . . . . . . . . . . 116

La méthode discutée précédemment a été implémentée dans un package R nommé ddsPLS.
Une version Python de ce package existe aussi mais est beaucoup moins aboutie, en termes de
sorties graphiques et d’aide à l’interprétation. En effet, il a été choisi de valoriser en priorité
l’implémentation R dans notre cas.

Nous reprenons ici le corps d’un article soumis au journal “The R Journal“. Ce dernier est
rédigé en langue anglaise.
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ddsPLS: A Package to Deal with
Multiblock Supervised Problems with
Missing Samples in High Dimension
by Hadrien Lorenzo, Jérôme Saracco and Rodolphe Thiébaut

Abstract The ddsPLS method considers regression and classification problems in the context of
multiblock structured covariate data sets taking into account missing samples. The response outcome
can be multidimensional and constitutes the response block. Multiblock covariate data sets are
constituted by heterogeneous types of data (e.g. generated by various bioassays) and/or temporal
realisations of the same covariates. The ddsPLS approach only deals with a specific case of missing
values, denoted as missing samples, which means that some individuals have missing values for all
the covariates in a given block. The ddsPLS method performs imputation of missing data, covariate
selection and prediction of the response. The method is based on singular value decompositions of
soft-thresholded covariance blocks via a three-steps procedure. The tuning parameters of the ddsPLS
method can be optimized through an available cross-validation procedure. The ddsPLS package is
illustrated on a real data set.

Introduction

Analyzing high dimensional data where the number of predictors is much higher than the number
of statistical units (e.g. individuals) is challenging in mathematical and practical point of views.
Regularization solutions, such as the regularization model introduced by Tikhonov and Arsenin and
translated by Willoughby (1979), show theoretical and also practical solutions to the high dimension
problem. To introduce sparsity in the models, Tibshirani (1996) has developed a regularization method
named Lasso, close in form to the Tikhonov solution. Putting to 0 the coefficient associated with
unimportant covariates allows the selection of the most relevant covariates and thus improve the
interpretability of the model.

The Lasso method has been adapted to high correlation structured data sets thanks to the Elastic-
Net model by Tibshirani (1996). It has also been adapted to grouped data sets, i.e. when the covariates
can be divided in a priori meaningful groups leading to the so-called group-Lasso and sparse group-
Lasso methods (see Bakin, 1999; Simon et al., 2013). However, those methods only consider an
unidimensional response variable.

Multiple response predictions can be performed with PLS (Partial Least Squares) which is in-
troduced by Wold et al. (2001). PLS methods work with covariance structures using singular value
decompositions, denoted as SVD in the following. Their flexibility allows to develop multiblock
covariate typed methods such as the multiblock PLS algorithm, denoted as MBPLS, and developped
by Wangen and Kowalski (1989). Then, using classical regularization approaches, a sparse version
of the PLS has been proposed by Lê Cao et al. (2008) using Lasso and by Liquet et al. (2015) using
group Lasso. Multiblock methods with regularization and covariate selection have been generalized
through RGCCA and SGCCA (see Tenenhaus and Tenenhaus, 2011; Tenenhaus et al., 2014) and gather
canonical correlation analyses and PLS methods in a regularized general framework. The package
RGCCA implements different solutions associated with that context.

Missing values occur for numerous reasons. Here, we consider the simplest case referred as MCAR
(Missing Completely At Random), as detailed by Rubin (1976). In that context, no association exists
between the missing probability of a realization and any measured or unmeasured covariate. An
usual approach to deal with missing data in such context is to remove units/individuals with missing
information. Even if not biased, this complete case analysis shrinks the statistical power and must not
be used such as shown in Josse et al. (2009). Obviously, the issue is even more pronounced when the
number of samples is low. Another approach is to complete missing data by imputation. The model
for imputation could be very simple such as the imputation of the same fixed value for all missing
observations based on the mean or the median of observed values. This leads to hard modifications of
the covariance structures (Schafer and Graham, 2002) and should therefore be avoided. The alternative
is to use the information carried by the observed covariates to drive the imputation of missing data.
Since the imputation itself modifies the covariance structure, it is reasonable to consider iterative
methods, close to the EM (Estimation-Maximization) algorithm described by Dempster et al. (1977).
Those EM-typed methods give valid results in the context of imputation as detailed in Mazumder et al.
(2010) for the SVD of very large matrices with sparse structure and a large proportion of missing values.
The R package softImpute (Hastie and Mazumder, 2015) allows to use that method. Stekhoven and
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1Figure 1: A multiblock data set, of T blocks, where missing values are represented by red areas. n
is the number of samples, q is the number of variables in the response matrix and (pt)t∈[[1,T]] are the
number of covariates in each covariate block.

Bühlmann (2011) have developed an EM-typed algorithm for random forest objects implemented in the
missForest package. For unsupervised analyses, Josse and Husson (2012) have proposed a regularized
PCA (Principal Component Analysis) which imputes missing values through an EM approach. The
missMDA (see Josse and Husson, 2016) package allows to use that method to multiblock data sets,
through the imputeMFA() function. The task view MissingData gives more examples of packages doing
imputation.

The CMTF (Collective Matrix Tensor Factorization) problem (see for example Acar et al., 2011, 2013)
has been designed to deal with heterogeneous problems where a collection of matrices sharing the
same structure (which is called a tensor) and an objective matrix (Y in our case) share a common
description of the same individuals. The CMTF-WOPT algorithm (CMTF-Weighted Optimal Collective
Matrix Tensor Factorization) is a modification of CMTF which allows to deal with missing values in the
collection of covariate matrices by ignoring missing values in the data structure estimation.

The ddsPLS package (data-driven sparse Partial Least Squares) proposes an EM-typed algorithm
dedicated to multiblock supervised for classification or multivariate regression taking into account
missing samples in the covariate part and also providing covariate selection in order to predict the
response part. Figure 1 shows the context of application of the method for a T covariate blocks
measured on the same n samples where each block t ∈ [[1, T]] describes each sample with pt ∈ N?

covariates. The response block Y contains q ∈N? response variables measured on the same n samples.
The ddsPLS approach only deals with a specific case of missing values (which often occurs in health
data problems), denoted as missing samples, which means that some individuals have missing values
for all the covariates in a given block. In Figure 1, red areas correspond to missing samples.

That package has been used through three applications presented in Lorenzo et al. (2019a,b);
Ellies-Oury et al. (2019).

The ddsPLS method needs to fix two regularization parameters (the number R of components to
retain, and the maximum number L0 of covariates to consider in prediction). Cross-validation can be
used to determine those parameters from the available data and a function has been implemented to
perform such optimization.

The ddsPLS package is based on three S3 classes which are

• the class "mddsPLS" provides regression or classification pieces of information of a prediction
model (including imputation),

• the class "perf_mddsPLS" gathers cross-validation results,

• the third class "MddsPLS_core" is never directly built by the user but in each object of the class
"mddsPLS", an attribute is an object of the class "MddsPLS_core".

Their associated S3 methods are detailed in Table 1.

In the following, the ddsPLS method is briefly presented. Then, the main functions associated with
"mddsPLS" (estimation/imputation, prediction) and "perf_mddsPLS" (cross-validation to tune both of
the parameters of the model) classes are described and illustrated on a real data set in a regression
context. No example of classification analysis is provided but the last section provides key indications
to perform this type of analyses.

Brief description of the ddsPLS method

The ddsPLS method is able to impute missing samples (in covariate blocks) in a supervised context
(regression or classification), to estimate the underlying model and to make predictions. A full
description of the ddsPLS method is available in Lorenzo et al. (2019b).

The ddsPLS method only needs two parameters to be tuned by the user:
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Object Type Accessible Description

"MddsPLS_core" S3 class No The core function
of the mddsPLS class.

"mddsPLS" S3 class Yes Main class.
plot.mddsPLS() S3 method Yes The plot method
predict.mddsPLS() S3 method Yes The predict method.
summary.mddsPLS() S3 method Yes The summary method.

"perf_mddsPLS" S3 class Yes Function to estimate cross
-validation performances.

plot.perf_mddsPLS() S3 method Yes The plot method
summary.perf_mddsPLS() S3 method Yes The summary method.

Table 1: Main functions of the ddsPLS R package

• the number of components R ∈ [[1, min(n, p, q)]], equivalent to the number of components in
PLS or PCA,

• the regularization parameter which can be controlled through one of the following two parame-
ters, depending on user’s choice:

– λ ∈ [0, 1] – lambda in the software – which corresponds to the minimum value of the
correlation between a covariate and a response variable to take into account in the model,

– L0 ∈ [1, p] – L0 in the package – which represents the maximum number of covariates to
be include in the model.

Those parameters (R, λ) or (R, L0) can be optimally determined by cross-validation through the
"perf_mddsPLS" class.

For given values of these two parameters, the class "mddsPLS" builds the corresponding model
(including imputation of missing samples), and this model can then be used for predictions.

Notations

Let us consider a multiblock data set built on T blocks (X1, · · · , XT) with the additional response
block, Y, that supervises the analysis. Given any block t ∈ [[1, T]] and a number R of built components,
let us define

• Mt = Sλ

(
YT X
n−1

)
∈ Rq×pt , the soft-thresholded covariance matrix between the response block

Y and the covariate block Xt, where Sλ : x → sign(x) (|x| − λ)+ is the soft-thresholding
function.

• λ ∈ [0, 1], the regularization coefficient, which can also be parameterized through the L0
parameter. L0 corresponds to the number of columns of

Sλ

(
YT [X1, · · · , XT ]

n− 1

)

that must be put to 0 with the lowest value of λ (the smallest degree of regularization).
• Ut = SVDR(Mt) ∈ Rpt×R the weight matrix where ”.→ SVDR(.)” gives the R right singular

vectors associated with the R largest singular values.
• Z = [M1U1, · · · , MTUT ] ∈ Rq×R, the concatenation of the projected soft-thresholded covari-

ance matrices.
• β = SVDR(Z) ∈ RRT×R, the super-weights per block per axis concatenated per row. Defining

also β =
[

βT
1 , · · · , βT

T

]T
, where βt ∈ RR×R.

• U?
t = Utβt ∈ Rpt×R, the scaled super-weights per block.

• Tt = XtUt ∈ Rn×R, the scores per block per axis.
• T? = ∑T

t=1 XtU?
t ∈ Rn×R, the super-scores.

• V? = norm2(Zβ) ∈ Rq×R, the weights of the response, where the function ”. → norm2(.)”
returns the columns normalized to a L2-norm equal to 1 if the corresponding column is non
null and returns the null-column otherwise.

• S? = YV? ∈ Rn×R, the super-scores of the response.
• B = (Bt ∈ Rpt×q)t∈[[1,T]] the list of regression matrices per block.
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The imputation algorithm

For a given couple of tuning parameters (R, λ), the algorithm denoted as Koh-Lanta is an EM-typed
algorithm applying the following three-steps procedure to the complete data set

• STEP 1: solve independently the T mono-block ddsPLS problems based on Xt and Y. This allows
to calculate, (Ut)t∈[[1,T]] and T.

• STEP 2: combine information from the T blocks. This allows to calculate β, ∀t ∈ [[1, T]] U?
t , V?,

T? and S?.

• STEP 3: predict Y using a regression model based on the T blocks. This allows to calculate,

∀t ∈ [[1, T]], Bt = U?
t B0V?T , where B0 =

(
T?TT?

)+
T?TS? is the linear regression matrix of S?

on T? estimated through minimization of OLS (Ordinary Least Squares, see Kenney and Keeping,
1962, for example) and ”. → (.)+” denotes the Moore-Penrose pseudo-inverse operator (see
Planitz, 1979).
The objective regression model is

Y ≈
T

∑
t=1

XtBt.

For a given couple of tuning parameters (R, λ), the Koh-Lanta algorithm allows to impute the
missing samples using the above algorithm in an iterative way, alternating model building and missing
data prediction. Its specificity is to deal with missing values in the train, in a first part, and in the test
data sets, in a second part. More precisely :

• The Tribe Stage , the train data set imputation:

1. For each block Xt, with missing values, predict the missing values using a mono-block
ddsPLS model taking Y as covariates and Xt as response. Note that non missing samples
are used for training the underlying model.

2. Build the multiblock ddsPLS model with covariate blocks {X1, · · · , XT} and response block
Y. Keep in memory the variables selected in each block.

3. Re-do step 1 with only the selected variables of step 2 as response.

4. Iterate steps 1 and 2 until stabilization of the super-scores.

The model built in step 2 during the last iteration is then used in the following test data set
imputation.

• The Reunification Stage , the test data set imputation :
For each individual i, if there is at least one missing sample, split the train data set in 2 multiblock

data sets. The first one, denoted as B(1)
i , corresponds to the blocks where i has missing values

and the second one, denoted as B(2)
i , to the non missing blocks. The algorithm builds a prediction

model using scores of B(2)
i as covariates and the concatenation of the blocks B(1)

i as response

matrix. The missing values are then calculated according to that model and B(2)
i data can be

projected onto the scores thanks to the train model.

In the following, the ddsPLS package formalism is illustrated on a toy example (based on a real
data).

Build a model of prediction

The "mddsPLS" class allows to build prediction models (including imputation and variable selection).
The mode argument allows to choose between regression or classification. The arguments of that class
are detailed in Table 2.

Illustration on a toy example

To illustrate the use of the package, the liverToxicity data set (see Bushel et al., 2007) is used (n = 64,
p = 3116 covariates, q = 10 response variables). The covariate part has been arbitrarly split in two
blocks denoted as Block_1 and Block_2. Moreover, missing samples have been generated as follows:
the first five samples of Block_1 have been deleted and the next five samples of Block_2 have also
been deleted. This has been done with the following code:
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Argument Description

Xs

A matrix (covariate block), if there is only one block.
A list of matrices, if there is more than one block, of n rows each, the
number of individuals.
Some rows can be missing.
The different matrices (blocks) can have different numbers of columns.
The length of Xs is denoted by T and corresponds to the number of
blocks.

Y
A matrix of n rows or a vector of length n detailing the response matrix.
No missing values are allowed in that matrix.

lambda
A real ∈ [0, 1]. This is a regularization parameter to select variables. The
closer to 1, the less variables are selected. Fix this parameter or L0.

L0
A non null integer which is the largest number of covariates that can be
selected in all the T covariate blocks. Fix this parameter or lambda.

R
A strictly positive integer corresponding to the number of components
to build in the model.

mode

A character chain. Possibilities are ‘reg’, ‘lda’ or ‘logit’, which
correspond respectively to regression problem, linear discriminant
analysis and logistic regression (through functions glm() and lda(),
respectively, from the package MASS). Default is ‘reg’. Note that, for
classification, ‘logit’ does not allow to deal with more than two classes.

keep_imp_mod
Logical. Whether or not to save imputation "mddsPLS" models which are
created in the Koh-Lanta tribe stage imputation step. Default to FALSE. Be
careful because each of the model savings can be memory demanding.

reg_imp_model
Logical. Whether or not to regularize the imputation models. TRUE by
default.

errMin_imput
Positive real. Convergence threshold in the Tribe Stage of the Koh-Lanta
algorithm. Default is 1e− 9.

maxIter_imput
Positive integer. Maximum number of iterations in the Tribe Stage of the
Koh-Lanta algorithm. Default is 5.

verbose
Logical. If TRUE, the convergence progress of the Koh-Lanta algorithm is
reported. Default is FALSE.

NZV Float. The floating value above which the weights are set to 0.

getVariances
Logical. Whether or not to compute explained variances and RV
coefficients of the model. Useful for interpretation but time consuming.
Default is TRUE.

Table 2: Arguments of the class "mddsPLS"

library(ddsPLS)
data("liverToxicity")
X <- scale(liverToxicity$gene)
Xs <- list(Block_1 = X[, 1:1910], Block_2 = X[, -(1:1910)])
Xs[[1]][1:5, ] = Xs[[2]][6:10, ] <- NA
Y <- scale(liverToxicity$clinic)

Let us first illustrate the main function mddsPLS(). For easy readability of the outputs, let us first
consider R = 3 and L0 = 10 . These two parameters will be tuned in the last part via cross-validation
with the specific function perf_mddsPLS().

model <- mddsPLS(Xs = Xs, Y = Y, L0 = 10, R = 3, mode = 'reg')

Some useful outputs

The most important outputs, from the user point of view, are :

• var_selected: the list of the weights and super-weights per block and per component. This
object is useful for technical reasons. The plot method allows helpful visualizations.

• Xs: the list of the covariate blocks imputed with the Koh-Lanta algorithm.

• mod: an object of the class "MddsPLS_core", whose class is described at the end of the paper. It
gathers all the quantities calculated in the algorithm.
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The summary method

The mddsPLS.summary() S3 method provides useful information divided into several parts:

• the main information about the data and the model, just above the title ddsPLS object
description.

• the description of the quality of association between the scores and the super-scores with the
response variables through two different descriptors (explained variances and RV coefficients
which are defined below).

• the missing value information,

• and an overview of the selection results of the algorithm, for the X and the Y parts, per block
and per component. The complete list of the selected covariates is one of the three most useful
outputs (var_selected) of the model.

The two descriptors (explained variances and RV coefficients) are defined as follows.

• The Explained Variance, in percent, is based on

f : (A, B) −→





∣∣∣
∣∣∣A(AT A)

+
AT B

∣∣∣
∣∣∣

F
||B||F × 100 if B 6= 0

0 else
,

where ”.→ ||.||F” is the Frobenius norm.

• The RV coefficient generalizes the correlation notion to matrices, see Robert and Escoufier
(1976), can be computed using

g : (A, B) −→
{

Tr(AAT BBT)
Tr(AAT)Tr(BBT)

× 100 if A 6= 0 and B 6= 0
0 else.

.

Those two functions, f and g, are used in the summary method in 4 different ways corresponding
to 4 different association aspects of the built scores with the response variables. In the following list,
the calculations of each of those 4 association descriptors are described.

• Total Y with all the Super Components: this is one single value corresponding to the overall
association of the final super components and the response matrix.

Explained Variance : f (norm2 (T?) , norm2 (Y))
RV coefficient : g (norm2 (T?) , norm2 (Y))

• Total Y variance explained by each Super Component: this is a vector whose length is equal to
the number of components in the model. It allows to evaluate the association of each super
component separately on the response matrix.

∀r ∈ [[1, R]],
Explained Variance : f

(
norm2

(
T?(r)

)
, norm2 (Y)

)

RV coefficient : g
(

norm2

(
T?(r)

)
, norm2 (Y)

)

where A(r) denotes the rth column of the matrix A.

• Marginal Y variable variance explained by each Super Component: this is a matrix with q rows and R
columns that shows the association between each super component and each response variable.

∀(r, j) ∈ [[1, R]]× [[1, q]],
Explained Variance : f

(
norm2

(
T?(r)

)
, norm2

(
Y(j)

))

RV coefficient : g
(

norm2

(
T?(r)

)
, norm2

(
Y(j)

))

• Total Y variance explained by each component of each block: this is a matrix with T rows and
R columns corresponding to the association between each covariate block and each of its
corresponding components.

∀(r, t) ∈ [[1, R]]× [[1, T]],
Explained Variance : f

(
norm2

(
T(r)

t

)
, norm2 (Y)

)

RV coefficient : g
(

norm2

(
T(r)

t

)
, norm2 (Y)

)

The corresponding output of the summary is provided below.
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summary(model)
==============================================================

ddsPLS object description
==============================================================

Number of blocks: 2
Number of dimensions: 3
Regularization coefficient: 10
Number of individuals: 64
Number of variables in Y part: 10
Model built in mode regression
Maximum number of iterations in the imputation process: 50
Algorithm of imputation has converged

Variance Explained (%)
-------------------------------------------
Total Y variance explained by all the Super Components
[1] 67
Total Y variance explained by each Super Component
[1] 60 57 54

Marginal Y variable variance explained by each Super Component
Super Comp. 1 Super Comp. 2 Super Comp. 3

BUN.mg.dL. 69.0 66.0 54.0
Creat.mg.dL. 15.0 18.0 9.2
TP.g.dL. 2.4 1.1 15.0
ALB.g.dL. 16.0 11.0 7.5
ALT.IU.L. 96.0 88.0 84.0
SDH.IU.L. 11.0 21.0 24.0
AST.IU.L. 95.0 85.0 83.0
ALP.IU.L. 38.0 42.0 33.0
TBA.umol.L. 84.0 83.0 90.0
Cholesterol.mg.dL. 66.0 60.0 46.0

Total Y variance explained by each component of each block
Comp. 1 Comp. 2 Comp. 3

Block_1 59 58 0
Block_2 61 54 21

RV coefficient
-------------------------------------------------------
Total Y with all the Super Components
[1] 0.33

Total Y with each Super Component
[1] 0.37 0.32 0.29

Each Y variable with each Super Component
Super Comp. 1 Super Comp. 2 Super Comp. 3

BUN.mg.dL. 0.47000 0.44000 0.3000
Creat.mg.dL. 0.02100 0.03300 0.0084
TP.g.dL. 0.00058 0.00013 0.0220
ALB.g.dL. 0.02400 0.01100 0.0056
ALT.IU.L. 0.93000 0.77000 0.7100
SDH.IU.L. 0.01200 0.04300 0.0590
AST.IU.L. 0.91000 0.73000 0.6900
ALP.IU.L. 0.14000 0.17000 0.1100
TBA.umol.L. 0.71000 0.68000 0.8100
Cholesterol.mg.dL. 0.44000 0.36000 0.2100

Total Y with each component of each block
Comp. 1 Comp. 2 Comp. 3
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Block_1 0.35 0.34 0.000
Block_2 0.37 0.29 0.042

Missing value information
-------------------------------------------

Block_1 Block_2 Total
Number of covariates 1910.00 1206.00 3116.00
Number of missing samples 5.00 5.00 10.00
Proportion of missing samples (%) 7.81 7.81 7.81

mddsPLS results
-------------------------------------------

At most 10 covariate(s) can be selected in the X part

---- For each block of X, are selected
Super Comp. 1 Super Comp. 2 Super Comp. 3

Block_1 4 4 0
Block_2 5 5 1
---- For the Y block, are selected

@ (2,2,1) variable(s)

Thank s for using me
--------------------------------------------------------------

Hadrien Lorenzo
hadrien.lorenzo.2015@gmail.com

==============================================================

In the following, the different visualizations available via the plot function are described.

Visualization of the weights

The weights, Ut, t = 1 . . . , T, computed in the first step of the algorithm, denote the importance of the
marginal interaction between the selected covariates of each covariate block and the response block.

plot(model, vizu = 'weights', mar_left = 3, variance = 'RV')

Figure 2 shows these weights. One can observe that:

• the third component of Block_1 is empty, i.e. no covariate has been selected on this component;

• the other components of Block_1 or Block_2 are all non null;

• the second component of Block_2 is built with only one covariate and has a RV coefficient equal
to 0.29 with the response matrix, which is important for a single covariate;

• all the other components are built with four or five covariates.

Note that only the study of the scaled super-weights, U?
t , t = 1, . . . , T, would allow to compare the

importance of the different covariates from one block to another.

Visualization of the scaled super-weights

The scaled super-weights, U?
t , t = 1 . . . , T, computed in the second step of the algorithm, denote the

importance of each covariate predicting the response block in the first column as shown in Figures 3, 4
and 5. These three figures are respectively obtained with the following code lines:

plot(model, vizu = 'weights', super = T, mar_left = 3, variance = 'RV',
addY = T, pos_legend = NULL, mar_bottom = 3.5, comp = 1)

plot(model, vizu = 'weights', super = T, mar_left = 3, variance = 'RV',
addY = T, pos_legend = NULL, mar_bottom = 3.5, comp = 2)

plot(model, vizu = 'weights', super = T, mar_left = 3, variance = 'RV',
addY = T, pos_legend = NULL, mar_bottom = 3.5, comp = 3)
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Figure 2: Visualization of the weights

One can note that

• the second column denotes the variance shared (according to the RV coefficient in that case)
between the built component and each of the variables of the response block, the variables
which are not selected are plotted in light blue while the selected variables are in dark blue;

• the first two components – Figures 3 and 4 – mainly explain the response variables ALT.IU.L
and AST.IU.L and the third component – Figures 5 – explain the response variable TBA.umol.L
preferentially, using the single covariate selected on component 2 of Block_2 already described
in Figure 2;

• these three response variables are the most described by the current model and the associated
covariates are ranked by increasing importance in the first column of those Figures 3, 4 and 5,
by component.
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Figure 3: Visualization of the scaled super-weights of the 1st component

Heatmaps to visualize individual behaviors along single super-component

The package also allows to draw heatmaps mixing covariates and response variables selected per
components. For example, Figure 6 shows the results for the first and the third super components
generated by the following code lines:

plot(model, vizu = 'heatmap', comp = 1, pos_legend = 'topright',
margins_heatmap = c(1.5, 11))

plot(model, vizu = 'heatmap', comp = 1, pos_legend = 'topright',
margins_heatmap = c(1.5, 11))
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Figure 4: Visualization of the scaled super-weights of the 2nd component
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Figure 5: Visualization of the scaled super-weights of the 3rd component

In these plots, dendrograms have been performed using hierarchical classification based on Ward
distance (see Ward Jr, 1963, for example). In Figure 6, one can observe that

• each heatmap exhibits that individuals are strongly divided in two groups (dendrogram on the
top of the graph);

• for each component, the two groups of individuals are unbalanced. For example, for the first
component, the group of 9 individuals on the right of the heatmap are represented with dark
colors, which is associated with high expression. On Figure 6b, 13 individuals seem to show
high expression, at the far right of the figure, and correlated values.

Correlograms per super-component

Figure 7 represents the correlation matrices grouping covariates selected on components 1 and 3
respectively obtained with the code lines

plot(model, vizu = 'correlogram', comp = 1)
plot(model, vizu = 'correlogram', comp = 3)

Contrary to heatmaps previously presented, the covariates are not ordered thanks to the Ward distance.
This may be an interesting way to present the already discussed points. The value of the correlation
coefficients can be plotted by setting the values_corr parameter to TRUE in the command showed just
above. One can observe in Figure 7 that the variable Cholesterol.mg.dl. is negatively correlated with
other response variables but also with all the covariates.
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Figure 6: Heatmaps of the 1st and 3rd components mixing response and covariate selected per
components and ordered with associated dendrogram. High expressions are represented with dark
colors.
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Figure 7: Correlograms of the 1st and 3rd components mixing response and covariates.

Predict values from a new sample

Based on an existing mddsPLS model, the mddsPLS.predict() S3 method allows to predict, from a new
sample X,

• the response values associated with the new X sample,

• the imputed new X sample (if there are missing values).

Parameter type allows to choose between one of those two prediction types: ‘y’ or ‘x’ respectively
allows the user to predict the response values and the imputed values of the concerned data set. The
case ‘both’ allows to get both of the results in a single list object. In practice this can be done with the
code lines:

y_predict <- predict(model, newdata = Xs, type = 'y')
x_predict <- predict(model, newdata = Xs, type = 'x')
both_predict <- predict(model, newdata = Xs, type = 'both')
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Perform cross-validation

The aim of the "perf_mddsPLS" class is to determine optimal values for the tuning parameters, (R, λ)
or (R, L0), via cross-validation. The arguments of that class are detailed in the Table 3. For sake of
clarity, arguments for which description are filled with “_“ have been already detailed in Table 2.

Argument Description

Xs _
Y _
lambda_min A real in [0,1]. The minimum value of λ considered. Default is 0.

lambda_max
A real in [0,1]. The maximum value of λ considered. Default is NULL,
interpreted as the largest correlation between X and Y.

n_lambda
A strictly positive integer corresponding to the number of λ values to
consider in cross-validation, the λ values are equidistributed between
lambda_min and lambda_max. Default is 1.

lambdas
A vector of λ values (in [0,1]) to consider in cross-validation. Default is
NULL, when that parameter is not taken into account.

R _

reg_imp_model
Logical. Whether or not to regularize the imputation models. Initialized
to TRUE.

L0s
A vector of non null positive integers corresponding to the L0 values to
consider in cross-validation. Default is NULL and is then not taken into
account.

kfolds

Character or integer. If equals to ‘loo’ then a leave-one-out
cross-validation is started. No other characters are understood. Any
strictly positive integer gives the number of folds to make in the
cross-validation process.

mode _

fold_fixed
Vector of length n. Each element corresponds to the number of the
corresponding fold (see details below). If NULL then that argument is not
considered. Default to NULL.

maxIter_imput _
errMin_imput _
NCORES Integer. The number of cores to use (see details below). Default is 1.
NZV _

plot_result
Logical. Whether or not to plot the result. Initialized to TRUE. The
reg_error argument of the plot.perf_mddsPLS() function is left to its
default value.

legend_label
Logical. Whether or not to add the legend names to the plot. Initialized
to TRUE.

Table 3: Argumets of the class "perf_mddsPLS"

The NCORES allows to select the number of cpu that should be used by the software. This is bounded
by the maximum number of cpu that are present on the machine and protected in that way.

The user must choose between λ and L0 to make the regularization/selection. The L0s parameter
is a vector of L0 values to consider in the cross-validation process. Otherwise, for the λ parameters,
the user can whether use

• n_lambda values of λ to consider in the cross-validation process. These values are taken equidis-
tributed in the range corresponding to no covariate to remove on the left and no covariate to add
on the right. lambda_min and/or lambda_max can be used to move those two previous automatic
bounds.

• or lambdas, a vector of λ values to consider in the cross-validation process.

The number of folds in the cross-validation process is fixed thanks to the parameter kfolds, when
that parameter is equal to the number of individuals or if it is equal to ‘loo’, then leave-one-out
cross-validation is performed, otherwise k-fold cross-validation is performed.

Sometimes a more complex case can be encountered when dependant samples are considered
for instance. In that specific context it might be interesting or even necessary to keep some samples
together. The vector parameter fold_fixed of size n must then be used. If the considered data-set is
build on nine samples and the first three must be kept together, as the next three and the last three
ones, then fold_fixed should be equal to:
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fold_fixed <- c(1, 1, 1, 2, 2, 2, 3, 3, 3)

Start cross-validation

The following example allows to select, for R = 2 components (value fixed by the user), the best value
for L0 using leave-one-out cross-validation. Only six different values of L0 have been tested, deploying
the calculations on three cores.

cv <- perf_mddsPLS(Xs = Xs, Y = Y, L0s = c(1, 3, 5, 10, 25, 50),
R = 2, mode = 'reg', kfolds = 'loo', NCORES = 3,
plot_result = FALSE)

The summary method

The part of the output denoted as Cross-Validation resultsallows to access to the proportion of
models which have converged against the total number of models built (third column) and also to the
main time statistics in terms of computation time (fourth column) for given R and L0 parameters (first
and second columns respectively).

summary(cv, plot_res_cv = FALSE)
======================================================

Cross-Validation ddsPLS object description
======================================================

Number of blocks: 2
Number of individuals: 64
Number of variables in Y part: 10
Model built in mode regression

Missing value information
---------------------------------

Block_1 Block_2 Total
Number of variables 1910.00 1206.00 3116.00
Number of missing samples 5.00 5.00 10.00
Proportion of missing samples (%) 7.81 7.81 7.81

Cross-Validation results
---------------------------------

R L0 Nb.of.convergences.VS.nb.of.fold Mean.AND.sd.time.of.computation
1 2 1 64/64 0.19(0.025)
2 2 3 64/64 0.21(0.023)
3 2 5 64/64 0.22(0.021)
4 2 10 64/64 0.21(0.02)
5 2 25 64/64 0.22(0.022)
6 2 50 64/64 0.22(0.019)

Thank s for using me
------------------------------------------------------

Hadrien Lorenzo
hadrien.lorenzo.2015@gmail.com

======================================================

In that example, all the models have converged and each model is build in around 0.2s.

The plot method

The plot method allows to plot, for a given value for R, the error curves in the regression case (the
lower the better) and the accuracy curves in the classification case (so the higher the better). In the case
of multivariate regression, it is important to perform the same normalization on response variables as
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to get comparable MSEP (Mean Squared Error in Prediction) curves. As a reminder, MSEP is computed
on the estimation Ŷ of Y such as

MSEP
(
Y, Ŷ

)
= diag

((
Y− Ŷ

)T (Y− Ŷ
))

/n,

where ”.→ diag(.)” gives the diagonal of the square matrix argument. And so, MSEP(Y, Ŷ) is filled
with q elements corresponding to each of the q MSEPs of each predicted variable of Y.

Remark. It is also possible to check the MPE (Mean Prediction Error), the sum of the absolute errors,
using the argument reg_error and putting it to ‘MPE’. The default value is ‘MSEP’ and allows to
appreciate the MSEP error.

As mentionned before, each of the response variables has been standardized (zero mean and unit
variance) such as all error curves would be comparable. Hence, the error would be comparable to 1
above which the model does not perform better than mean prediction, at the limit. The following line
code

plot(cv, legend_names = colnames(Y), pos_legend = 'right', plot_mean = T)

provides Figure 8 which shows the corresponding results. The three well predicted response variables
are the ones already discussed in the model building part. The other variables have a MSEP close to 1
which means that the different leave-one-out model would not perform better than mean prediction.
Two vertical dotted lines represent the value for which the mean of the MSEP curves is minimum
and the minimum value of the q MSEP curves. Both of those minima can be good candidates but it
belongs to the analyst to choose the most suitable parameter, taking into account that also the number
of components must be chosen (and this procedure must be repeated for various values of R). In the
next paragraph, a way to determine simultaneously, thanks to cross-validation,the parameters L0 and
R are provided.
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Figure 8: Cross-validation leave-one-out curve errors for the ten to be predicted variables
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Cross-validation to fix the all parameters

Both of the tuning parameters (R, L0) or (R, λ) of the method can be fixed thanks to cross-validation.
The following code shows how to perform this analysis for (R, L0) using the toy example. Since this
is multivariate regression, it has been chosen to consider the mean of the 10 MSEP of leave-one-out
cross-validation error as a common criterion. No function has yet been implemented to visualize that
error but the following script gives an idea of a feasible solution.

L0s <- unique(round(seq(1, 1000, length.out = 30)))
Rs <- 1:10
mat_means <- matrix(NA, length(L0s), length(Rs))
CVs <- list()
for(r in Rs){
CVs[[r]] <- perf_mddsPLS(Xs = Xs, Y = Y, L0s = L0s,

R = r, mode = 'reg', kfolds = 'loo',
NCORES = 7, plot_result = FALSE)

mat_means[, r] <- rowMeans(CVs[[r]]$RMSEP[, -c(1:2)])
}
data <- expand.grid(Rs, L0s)
data <- cbind(data, as.vector(t(mat_means)))
data.f <- data.frame(data)
names(data.f) <- c('L0', 'R', 'Error')
lattice::wireframe(Error ~ L0*R, data = data.f,

ylab = expression(L[0]), xlab = 'R',
main = 'Mean error',
drape = TRUE,
colorkey = TRUE,
screen = list(x = -90, y = -110),
scales = list( arrows = FALSE)

)
lattice::wireframe(Error ~ L0*R, data = data.f,

ylab = expression(L[0]), xlab = 'R',
main = 'Mean error',
drape = TRUE,
colorkey = TRUE,
screen = list(x = -90),
scales = list( arrows = FALSE)

)
lattice::wireframe(Error ~ L0*R, data = data.f,

ylab = expression(L[0]), xlab = 'R',
main = 'Mean error',
drape = TRUE,
colorkey = TRUE,
screen = list(y = -90, z = -90),
scales = list( arrows = FALSE)

)
r <- 9
Err <- rowMeans(CVs[[r]]$RMSEP[, -c(1:2)])
pos_min <- which.min(Err[which(L0s<200)])
L0_min <- L0s[pos_min]
Err_min <- Err[pos_min]
plot(L0s, Err, ylab = 'Error', main = paste('Mean error for R = ', r),

type = 'l')
points(L0_min, Err_min, pch = 16, col = 'red', cex = 2)
text(L0_min, Err_min,

labels = paste('(', round(L0_min, 2), ', ',
round(Err_min, 2), ')'), col = 'red', adj = -0.3)

Figures 9a, 9b and 9c show the results through 3-dimensional plots of the mean errors along the
10 response variables. It seems that R = 9 and L0 ≈ 78 (red point in Figure 9d) allow to get an
interesting point in terms of prediction error and sparsity, discussions should be conducted with
domain specialists in front of those curves to select the best model.

Since the tuning parameters are now determined, the methods detailed before in the manuscript
can be used to build the model and should help the user to learn more about the data.
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Figure 9: Plot of the means of the 10 response variables MSEP’s for cross-validation leave-one-out
analysis.

The R Journal Vol. XX/YY, AAAA 20ZZ ISSN 2073-4859

3.1. ddsPLS : A Package to Deal with Multiblock Supervised Problems with Missing
Samples in High Dimension 131

Analyse supervisée multibloc en grande dimension



CONTRIBUTED RESEARCH ARTICLE 17

How to implement the classification case?

Until now, the paper mainly focuses on the regression case. Classification case can also be taken
into account, following Barker and Rayens (2003). It is quite transparent for the user, changing the
argument mode in functions mddsPLS() and perf_mddsPLS() to one of

• ‘lda’, for linear discriminant analysis,

• ‘logit’, for logistic regression (it only works in two-classes classification problems).

Recall also that the cross-validation is monitored through the good classification rate (and not the error
rate as in regression case) which implies to look for maxima on the curves (and not minima as in
regression case).

The hidden class of the package

The user cannot build directly an object of this class because it is protected according to different
aspects corresponding to whether there are missing values and whether L0 or λ is used as a parameter.
This class is then used internally in the Koh-Lanta process. Any object of this class would be an attribute
of the "mddsPLS" class. The attributes of that class are given in Table 4.

Attribute Symbol Description

u (Ut)t∈[[1,T]] A list of length T. Each element is a pt × R matrix.
u_t_super (U?

t )t∈[[1,T]] A list of length T. Each element is a pt × R matrix.
v V? A q× R matrix : the weights for the Y part.

ts
A list of length R. Each element is a n× T matrix : the scores
per component.

( t, s) (T?, S?) Two n× R matrices, super-scores of the X and Y parts.

( t_ort,s_ort)

Two n× R matrices, final scores of the X and Y part. They
correspond to PLS scores of (t,s) scores and so t_ortT s_ort
is diagonal, t_ort, respectively s_ort, carries the same
information as t, respectively s.

B B A list of length T, for the number of blocks. Each element is a
pt × q matrix.

( mu_x_s,sd_x_s)
Two lists of length T, for the number of blocks. Each element is
a pt vector : the mean and standard deviation covariates per
block.

(mu_y,sd_y)
Two vectors of length q : the mean and the standard deviation
variables for Y part.

R R Given as an input.
q q A non negative integer.
Ms (Mt)t∈[[1,T]] A list of length T, for the number of blocks.
lambda λ The regularization coefficient.

Table 4: Attributes of the class mddsPLS_core

Let be supposed that a model Model from the "mddsPLS" class has been created, then one can get
to the corresponding object of the "MddsPLS_core" class such as

Model <- mddsPLS(Xs = Xs, Y = Y, L0 = 10, R = 3, mode = 'reg')
Model_MddsPLS_core_object <- Model$mod
Out <- lapply(Model_MddsPLS_core_object, function(x){
out <- dim(x)
if(is.null(out)){
out <- length(x)

}else{
out <- paste(out, sep = '', collapse = 'x')

}
out

})

The printed command shows the dimension(s) of the attributes of the considered object of the
"MddsPLS_core" class.
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print(do.call(rbind, Out))
[,1]

u "2"
u_t_super "2"
V_super "10x2"
ts "2"
beta_comb "4x2"
T_super "64x2"
S_super "64x2"
t_ort "64x2"
s_ort "64x2"
B "2"
mu_x_s "2"
sd_x_s "2"
mu_y "10"
sd_y "10"
R "1"
q "1"
Ms "2"
lambda "1"

Conclusion

The package ddsPLS allows to solve linear multivariate regression or classification problems in the
context of heterogeneous multiblock data sets for high dimensional data.

The ddsPLS package is simple to use and provides dimension reduction and variable selection
through a computational method based on SVD of correlation matrix soft-thresholding. Computation
time has been reduced thanks to C++ functions using the Rcpp package. A cross-validation function
using parallel computations has also been included in that package thanks to the doParallel, parallel
and foreach packages. Different S3 methods allow to visualize model specificities (through barplots,
heatmaps or correlogram) and cross-validation performances.

Classification case analyses are performed thanks to lda() or logit() functions (from the MASS
package), those functions are based on the ddsPLS objects built on the regression multivariate models
predicting the dummy matrix generated from the class response.
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Included data sets

Two data sets are included in the package and correspond to

• a regression problem, through the liverToxicity data set. This data set contains the expression
measure of 3116 genes and 10 clinical measurements for n = 64 subjects (rats) that were
exposed to non-toxic, moderately toxic or severely toxic doses of acetaminophen in a controlled
experiment (see Bushel et al., 2007).

• a classification problem. The data set penicilliumYES has 36 rows and 3754 columns. The
covariates are 1st order statistics from multi-spectral images of three species of Penicillium
fungi: Melanoconidium, Polonicum, and Venetum (see Clemmensen et al., 2011).
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CHAPITRE 4

AUTRES APPLICATIONS SUR
DONNÉES RÉELLES

Sommaire
4.1 Thrombose veineuse et prédiction du niveau de thrombine . . . . 138
4.2 Prédiction de la tendreté de la viande . . . . . . . . . . . . . . . . 146

La méthode ddsPLS, détaillée dans les sections précédentes, a été appliquée à deux jeux de
données qui ont chacun abouti à une publication.

Le premier jeu de données concerne l’analyse d’un ensemble de variables (protéines, marques
de méthylation de l’ADN, microARN et phénotypes biologiques) mesurée dans un échantillon
de patients atteints de maladie thromboembolique veineuse dont les manifestations les plus
connues sont la phlébite et l’embolie pulmonaire.

Le second jeu de données détaille les abondances de 20 biomarqueurs musculaires pro-
téiques au sein de 5 muscles de la carcasse, pour 10 individus différents ainsi que les niveaux de
tendreté associés pour chacun de ces 5 x 10 muscles. Voir section 4.2.

Au delà des résultats scientifiques obtenus, ces applications ont permis l’amélioration de
la méthode, de son implémentation ainsi que de proposer différents types de visualisation des
résultats afin d’en faciliter l’interprétation.
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4.1 Thrombose veineuse et prédiction du niveau de throm-
bine

La thrombose veineuse est la troisième maladie cardiovasculaire la plus fréquente chez
l’homme après l’infarctus du myocarde et les accidents vasculaires cérébraux et est associée
à une forte mortalité sous sa forme embolie pulmonaire. La thrombose veineuse se caractérise
par la formation d’un caillot de sang (également appelé thrombus) dans une veine, elle est alors
vulgairement appelée phlébite, caillot qui lorsqu’il se décroche peut migrer vers l’artère pulmo-
naire et la boucher, provoquant alors une embolie.

Les données à disposition pour cette application concernaient un échantillon 705 patients
atteints de thrombose veineuse pour lesquels plusieurs variables avaient été mesurées mais pas
toutes chez tous les individus. 234 protéines avaient été mesurées pour la totalité de ces patients,
3174 marques de méthylation de l’ADN sanguin avaient été mesurées et conservées chez 350
patients, et 6 variables cliniques chez ces patients. En revanche, tous ces patients avaient été
phénotypés pour 3 variables biologiques résumant la capacité d’un individu à produire de la
thrombine, molécule clé de la cascade de la coagulation. Ces trois variables sont le potentiel
de génération de thrombine (Endogeneous Thrombin Potential, ETP, en anglais), le temps de
latence (Lagtime) et la hauteur du pic (peak), ces trois variables étant dérivées d’une courbe de
cinétique. Un profil de cette cinétique est visible en figure 1 de l’article qui suit.

L’objectif de cette application était de déterminer à partir des 3414 déterminants molécu-
laires disponibles une signature associée aux 3 variables de génération de thrombine, permettant
alors l’identification de nouvelles molécules participant à la cascade de coagulation.

Par rapport à la méthode, il nous est apparu nécessaire, au vu de la proportion de données
manquantes, de modifier les estimations des données manquantes qui sont faites à l’initialisation
de l’algorithme. En effet, en initialisant à la moyenne comme réalisé précédemment on déforme
de façon importante les structures de corrélations des données. La solution choisie est de diviser
chaque bloc en une partie servant à l’entraînement, la partie sans donnée manquantes, et l’autre
qui doit être estimée puisque totalement manquante, avec la partie Y comme variables à prédire.
Les coefficients de régularisation sont pris égaux à ceux renseignés par l’utilisateur. De plus,
la paramétrisation a été légèrement modifiée de façon à rendre l’algorithme plus interprétable
par les utilisateurs. Ce nouveau paramètre remplace le paramètre λ qui représentait le seuil de
corrélation en dessous duquel un lien ă Xi,Y j ą n’est plus à considérer en introduisant le
nouveau paramètre L0 fixant le nombre maximum de variables de la partie des covariables que
l’utilisateur désire sélectionner. Plus précisément, il est directement associé à la plus petite valeur
de λ permettant d’annuler exactement L0 colonnes de la matrice

S λ

˜
YT

“
X1, ¨ ¨ ¨ ,XT

‰

n´ 1

¸
.

Il a été aussi remarqué à la suite de ce travail que la méthode peut avoir un comportement contre-
intuitif en validation croisée. En effet, nous avons observé que la première composante qui est
identifiée pour expliquer le plus de la variabilité des données utilisées dans l’apprentissage des
modèles pour ETP et Peak alors que ces phénotypes sont moins bien prédits dans la phase de test
que ne l’est le Lagtime qui est associé à la deuxième composante, moins bien caractérisée dans
la partie apprentissage. Ceci est sûrement associé à la forte proportion de données manquantes
dans les données de méthylation qui n’assure pas un bon comportement lorsque les variables
dans le modèle ne sont pas toutes associées à ces données manquantes. Ceci semble être un cas
de suraprentissage de la méthode et gagnerait à être étudié plus spécifiquement au travers de
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futurs travaux.

Ces travaux ont donné à une présentation lors d’une conférence internationale intitulée 32nd
IEEE CBMS International Symposium on Computer-Based Medical Systems à Cordoue (Es-
pagne) du 5 au 7 juin 2019. Ceci en plus de la publication de l’article qui suit.
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∗ Univ. Bordeaux, Inria BSO, Inserm U1219 Bordeaux Population Health Research Center, SISTM team, France,
Emails: hadrien.lorenzo@u-bordeaux.fr, rodolphe.thiebaut@u-bordeaux.fr

† Univ. Bordeaux, Inserm U1219 Bordeaux Population Health Research Center, VINTAGE team, France,
Emails: misbah.razzaq@inserm.fr, david-alexandre.tregouet@inserm.fr

‡Department of Proteomics, School of Biotechnology, Science for Life Laboratory,
KTH Royal Institute of Technology, Stockholm, Sweden,

Email: jacob.odeberg@scilifelab.se
§Laboratory of Haematology, La Timone Hospital, Marseille, France,

Email: pierre.morange@ap-hm.fr
¶ Inria BSO, CQFD team, CNRS UMR5251 Institut Mathmatique de Bordeaux, ENSC Bordeaux INP, Talence, France,

Email: jerome.saracco@inria.fr

Abstract—The identification of novel biological factors as-
sociated with thrombin generation, a key biomarker of the
coagulation process, remains a relevant strategy to disentangle
pathophysiological mechanisms underlying the risk of venous
thrombosis (VT). As part of the MARseille THrombosis As-
sociation Study (MARTHA), we measured whole blood DNA
methylation levels, plasma levels of 300 proteins, 3 thrombin
generation biomarkers (endogeneous thrombin potential, peak
and lagtime), clinical and genetic data in 700 patients with
VT. The application of a novel high-dimensional multi-levels
statistical methodology we recently developed, the data driven
sparse Partial Least Square method (ddsPLS), on the MARTHA
datasets enabled us 1/ to confirm the role of a known mutation
of the variability of endogenous thrombin potential and peak, 2/
to identify a new signature of 7 proteins strongly associated with
lagtime.

Index Terms—Multi-Omics, High Dimensional Data, Missing
Data, SVD, Partial Least Square, Variable Selection, Multi-Block
Analysis, Machine Learning, Thrombine Generation

I. INTRODUCTION

Venous thrombosis (VT) is a complex disease characterized
by the formation of a blood clot in a deep vein that can
later break free and travel to the lung to provoke pulmonary
embolism.
In this process, thrombin is a key molecule and individuals
that have a strong capacity to produce thrombin are at higher
risk for VT. The thrombin generation potential (TGP) of an
individual can be measured by thrombin generation assays
that capture the complete dynamics of the coagulation process
following clot formation. TGP is generally summarized by
the use of three associated parameters, the LagT ime, time
after the lag-phase that follows trigger of coagulation until
the initiation of thrombin generation, the Peak, the maximum
amount of thrombin that can be produced, and the ETP that
corresponds to the area under the thrombogram curve (i.e.

amount of thrombin generated), see Figure 1. While ETP and
Peak are highly correlated, the LagT ime variable generally
shows moderate correlation with the two other markers [1].
We had previously demonstrated that the F2 G20210A mu-
tation was the main genetic factor contributing to ETP and
Peak plasma variability without impacting LagT ime, see [1].
In addition, using a methylation-wide association strategy, we
reported that DNA methylation marks in whole blood did not
strongly associate with TGP biomarkers [2]. Motivated by the
search for novel molecular determinants of TGP biomarkers,
plasma samples of MARTHA participants were profiled for
200 proteins using a recent high-throughput technology [3].
In the current work, these proteomics data were studied for
association with ETP , Peak and LagT ime. Using a recently
developed high-dimensional multi-omics algorithm, we jointly
studied the association between ETP , Peak and LagT ime
variables through a multivariate analysis with known TGP de-
terminants, the proteomics data and DNA methylation that was
available only in a subsample of participants. The proposed
methodology uses the data driven sparse Partial Least Square
method (ddsPLS) to predict each of the three TGP biomarkers
in a multivariate fashion taking into account possible missing
values in the covariates using information in the response ma-
trix while keeping sparsity in the context of high-dimensional
data where the number of predictors p is in the same order
or superior to the number of individuals n. ddsPLS has been
implemented in R and Python, and is available on CRAN 1

and on PyPi 2, respectively.
The present work is divided in four parts. The first part
describes the data set. The second part describes the method

1See https://cran.r-project.org/package=ddsPLS.
2See https://pypi.org/project/py ddspls/.
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and the third one describes the results applying the method to
the data set. The fourth part concludes and gives perspectives.

II. NOTATION

Lets denote the matrices in bold upper cases and vectors in
bold lower cases. In the case of greek letter objects, matrices
are represented with underlined greek letters and no difference
in the notation in those case between matrices and column
vector matrices. X denoted matrices account for predictor
associated matrices and Y for response matrices. Indices are
used when necessary. Without further indication, all matrices
are standardized, zero mean and unit variance for each column.
n is used to represent the number of rows of a matrix, and
also the number of individuals. The number of columns of a
X matrix, resp. Y matrix, is represented by the letter p, resp.
by the letter q. The rth column vector of a given matrix U is
denoted u(r). Matrix sets are denoted as Rn×p and correspond
to n rows and p columns matrices. In denotes identity matrix
with n columns. ||.||2 denotes the L2-norm of a given vector
and (x,y) ∈ Rn×12 → xTy the associated L2-cross-product
where the transpose operator is symbolized by “.T “. Let the
proportion of variance of a matrix Y explained by a matrix X
be expressed as

||XB(Y,X)||2F
||Y||2F

× 100,

where ||.||F is the Frobenius norm and B(Y,X) is the multi-
variate coefficient regression matrix which solves the Ordinary
Least Square (OLS) problem maxB ||Y −XB||2F .
Let be denoted by R the number of dimensions built in the
following.

III. MATERIALS

This work was based on the MARseille THrombosis As-
sociation Study (MARTHA) cohort including patients with
VT recruited at the Thrombophilia center of La Timone hos-
pital (Marseille, France) between January 1994 and October
2005. This study has been extensively described in previous
works [1], [4].

A. Biological measurements

Thrombin generation potential (TGP) was measured in
platelet-poor plasma (PPP) of 705 individuals using the CAT
method as described in [1]. Plasma levels of these individuals
were profiled for 384 antibodies (referred thereafter to as HPAs
as they were selected from the Human Protein Atlas) targeting
234 proteins using high-affinity bead array technology. These
proteins have been selected because of their potential role
in the coagulation and fibrinolysis cascades or because they
have been reported to be associated with cardiovascular traits.
From this sample of participants, 350 have been epityped for
whole blood DNA methylation (referred to as mDNA) using
the Illumina H450K array as described in [4]. For the current
application, we only used the 3,174 most variable and relevant
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Fig. 1. Thrombin generation test curve and it main features.

CpG sites 3 among the ≈380,000 measured CpG sites.
All patients were genotyped for the F2 G20210A mutation and
measured for Protein S (PS), Protein C (PC) and Antithrombin
(AT), the three main natural coagulation inhibitors, as previ-
ously described [4]. From the initial set of 705 participants
with TGP measurements, 9 were excluded from the final
analyses because they exhibited extreme outlier values for
LagT ime.

In the studied population, the correlations between ETP
and LagT ime, ETP and Peak and LagT ime and Peak
were 0.17, 0.77 and 0.013, respectively.

B. Missing sample structure

All studied variables were divided in seven matrices, ie.
blocks, according to the nature of the data. Blocks were
of unequal sizes because of missing values. Table I shows
the division of missing samples in each data set. Only five
blocks showed samples with missing data. The number of
samples missing is provided according to each couple of
blocks (Blockrow, Blockcolumn). Colors of rows and columns
symbolize the same blocks respectively and so the diagonal
represents the number of missing samples for the single cor-
responding block. The 696 participants selected for the present
analysis had no missing information on the Y block defined
by the three TGP biomarkers (ETP , Peak, LagT ime). As
a consequence, working on available data only would lead to
the exclusion of 470 individuals, see Table I.

IV. METHODS

Many methods are available for high-dimensional data
analysis. For example, the sparse PLS, see [5], is popular
but deal with missing values in a two-steps approach and
not in a supervised framework. Non multi-block and non
supervised methods such as softImpute [6] can also deal with
missing values but not in the context of supervised analysis.
imputeMFA, see [7], deals with missing values but is not

3We removed the CpG sites for which InterQuartiles Range was lower than
0.05 and for which maximum absolute correlation with any of the three TGP
biomarkers was below 0.25.
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TABLE I
MISSING INFORMATION ACCORDING TO THE TYPE OF DATA IN THE 696

PARTICIPANTS INCLUDED IN THE STUDY. ONLY TWO SETS OF
INDIVIDUALS, CORRESPONDING TO a AND b IN THE FOLLOWING TABLE,

ARE MISSING IN THREE BLOCKS.

BLOCK

H
PA

s

PS

F2
G

20
21

0A

PC A
G

E

B
M

I

A
T

m
D

N
A

HPAs 4 0 0 0 0 0 0 4
PS 0 3 0 2 0 0 0 1

F2 G20210A 0 0 0 0 0 0 0 2
PC 0 2 0 4 0 0 0 4

AGE 0 0 0 0 0 0 0 0
BMI 0 0 0 0 0 2 0 18
AT 0 0 0 0 0 0 0 0

mDNA 4 1 2 4 0 18 0 433

Total
8 6 2 10 0 20 0 462

+6a +8a,b +2b +8a,b
8 12 2 18 0 22 0 470

a 6 individuals are missing for {PS,PC,mDNA} consequently.
b 2 individuals are missing for {BMI,PC,mDNA} consequently.

supervised and shows poor results in high dimensional setting.
Support Vector Machine (SVM), introduced by [8] and neural
networks do not allow variable selection and generally require
a very large number of samples to achieve efficiency and
accuracy. Aggregative methods such as random forests [9]
are also very attractive methodologies but are computationally
time demanding. We here propose to apply a data driven sparse
Partial Least Square (ddsPLS, see [10]) that has the mul-
tiple advantages of addressing high-dimensional multi-block
supervised problems, multivariate regression or classification,
in the presence of missing data with regularization and variable
selection, and in a time effective manner.
A variance-covariance matrix soft-thresholding algorithm in-
spired from ddsPLS tools allows regularization and variable
selection while missing data imputation is performed thanks to
the Koh-Lanta algorithm that the authors developed. Both
of those aspects are described below.

A. A PLS (Partial Least Square) inspired method

PLS looks for common structure, through singular value
decomposition (SVD) decomposition, to X and Y maximizing
(YX)T (YX). Only the first principal vector is built through
the weight vector u, resp. v, for the X part, resp. the Y
part, corresponding to component vector t = Xu, resp.
s = Yv. A technical step, denoted as deflation allows to
remove the information carried by that component to both of
the matrices. Classically, once that deflation is performed, the
same procedure is done on the residual matrices, building a
second then a third up to build R components, as ordered by
the user. Deflation is not performed in our method for reasons
exposed in [10].

B. ddsPLS: a three steps algorithm

The first step permits to extract the marginal R-dimensional
common structure of each block t and the block Y. The second

step finds a R-dimensional common structure to the T different
R-dimensional components and the block Y. The last step
builds the linear regression matrix predicting block Y.
The soft-thresholding operation, ∀λ ∈ [0, 1], denoted as Sλ,
applied to any matrix to each of its coefficient such as Sλ :
x→ sign(x)(|x| − λ)+, where sign gives the sign of a real,
|.| denotes the absolute value and (.)+ the max between its
argument and 0.
That operator is applied to the different variance-covariance
matrices, let say the multi-block data set is built on T blocks
and so, ∀t ∈ {1, · · · , T}, the following SVD decompositions
are performed

max
Ut∈Rpt×R

R∑

r=1

||Sλ

(YTXt

n− 1

)
u
(r)
t ||22

s.t. UT
t Ut = IR,

where each u(r) is the rth weight associated with the block
Xt and the corresponding rth component is denoted as t(r)t =

Xtu
(r)
t ∈ Rn×1. The soft-thresholding operation implies

that some coefficients are naturally put to 0 in the resulting
matrix permitting efficient and sparse weight extraction. In the
following example X, resp. Y, is defined through p = 3, resp.
q = 2, variables and the weight matrix is indeed sparse

⎡
⎣
0.15 0.9
0.5 0.2
0.6 0.1

⎤
⎦

︸ ︷︷ ︸
(YT X)T

n−1

=⇒
λ=0.2

⎡
⎣

0 0.7
0.3 0
0.4 0

⎤
⎦

︸ ︷︷ ︸
Sλ

(
(YT X)T

n−1

)

=⇒
SVD

U =

⎡
⎢⎢⎢⎢⎢⎣

⎡
⎣
1
0
0

⎤
⎦

︸︷︷︸
u(1)

,

⎡
⎣

0
0.6
0.8

⎤
⎦

︸ ︷︷ ︸
u(2)

⎤
⎥⎥⎥⎥⎥⎦
.

Once each t structure is defined, a common structure to
the T blocks is build thanks to another R-dimensional SVD
decomposition applied to the concatenation of the T different
R-dimensional descriptions Sλ

(
YTXt

n−1

)
Ut. The part of the

built weights corresponding to block t is denoted as super-
weight and is symbolized by β

t
∈ RR×R. It corresponds to

the impact of the previously selected variables of every blocks
on the super description of the block Y for each super-
component XtUtβt

∈ Rn×R. The scaled super-weights
Utβt

∈ Rn×R permit to interpret the effect of one variable of
a given block on the considered super-component since its
absolute value is inferior or equal to 1 and, for a given super-
component, variables are ordered in term of importance by
their scaled super-weights.
A last step builds a regression model such as

Y ≈
T∑

t=1

XtBt ∈ Rn×q,

using Moore-Penrose pseudo-inverse in the case of regression
and a linear discriminant analysis model (LDA) is built on the
basis of the R super-components to predict new individual
classes.
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C. The Koh-Lanta algorithm

Missing values might appear in a train or in a test data
set but the model is built on the train part and tested on the
test part. The way of dealing with the missing values must
therefore be different in both cases, which is the objective
of the Koh-Lanta algorithm developped in [10]. The Tribe
Stage permits imputation in the train data set and must enrich
the being built model while the Reunification Stage estimates
missing values in the test data set with no modification of the
model.
The Tribe Stage is an iterative procedure which uses, consid-
ering a given block for which samples are missing, pieces of
information present for the other samples in the block Y 4 are
used to build a ddsPLS model on non missing valued data
sets and then estimates potential positions of missing samples.
At each iteration of the algorithm, only previously selected
variables are taken into account and others are removed from
the analysis, this is the Tribe Stage of Koh Lanta. Convergence
is controlled with a maximum number of iterations and a
minimum variation of the Moore-Penrose description of the
X part, according to the L2-cross-product.
The Reunification Stage uses the final model of the Tribe Stage
to predict the missing values of the test data set in a single
loop.

D. A new parametrization of the ddsPLS

So far ddsPLS models depend on two user tunable param-
eters which are
• R ∈ N�: The number of dimensions to be built.
• λ ∈ [0, 1]: The correlation threshold above which an

interaction between a variable of a X block variable and
a Y variable is not taken into account.

The ddsPLS has been modified and parameter λ has been
replaced with parameter L0 ∈ N� which represents the
maximum number of X variables to be selected in the model.
But for a given L0, λ is no unique. The chosen rule was
to consider the model corresponding to the smallest λ for a
given L0 because it would eventually give the same degree of
sparsity but gathers more information since soft-thresholding
operation removes less information in that case.
Also this solution would certainly be efficient in the cases
of data sets with variance-covariance matrices particularly
sensible to down-sampling but this has not been explored yet.

E. A new initialization of the missing values in the ddsPLS

The mean imputation for initializing missing values was
so far considered. This drives the algorithm to bias the
correlations between the Y variables and the predictors. In
the context of many missing samples, which is the case in
the Methylation block (≈ 67.5% of missing samples) that
bias implies sub-optimal choice over the soft-thresholding
operation. The most correlated Methylation CpG site is

4Only the Y is used as a covariate matrix, through its super-scores, to use
only dimensions linked to the current model.

cg08719422 and its highest absolute correlation with one of
the three TGP biomarkers is equal to:
• ≈ 0.404 on the present individuals,
• ≈ 0.232 if missing samples have been imputed to mean.

In that context it has been decided to slightly modify the
missing sample imputations at the initialization step. And so,
∀t ∈ {1, · · · , T} such as some rows of that block are missing,
the others are not missing. The algorithm builds a ddsPLS
with Blockt-non missing samples as a response matrix and
the Y matrix (which is the “official“ response matrix) for the
Blockt-non missing samples as the predictor matrix. Then it
computes the predicted values on the Y matrix for the Blockt-
missing samples. Those are the initialization missing samples.
The regularization and the number of components are taken
accordingly to the choice of the user.

V. RESULTS

A. Cross validation

The two parameters of the ddsPLS model were tuned
with 40-folds cross-validation using a unitary step on L0.
The error criterion chosen is the Mean Square Error in
Prediction (MSEP), R is upper bounded by the number of
columns in the Y block, which is equal to 3. While the
identified first and second components (referred thereafter to
as super-components) substantially contributed to the model
by explaining around 24% and 11% of the total variance of
Y, respectively, the third component added little information
with less than 2% of the variance explained. The MSEP curve
displayed on Figure 2 clearly showed that Peak was badly
predicted in cross-validation since the error was always above
1, the upper-bound limit for prediction when the outcome
variable is standardized. The ETP showed a minimum
MSEP for L0 = 2 which then dramatically increased for
higher L0. By contrast, LagT ime reached a clear minimal
MSEP for L0 = 12. For the following results, we will focus
on the model identified with L0 = 12 that provided the
best predictions for LagT ime and denoted as MTGP in the
following.

TABLE II
SELECTED VARIABLES AND MSEP ERRORS OF MTGP

Variables selected MSEP
L0 HPA Bio. mDNA Lagtime Peak ETP Mean
12 7 2c 3 0.796 1.14 1.05 0.994
c F2 G20210A and AGE are selected.

B. Description of the selected model

Model MTGP , see Section V-A, selects a total of 12 vari-
ables. In Figure 5 are shown the values, per super-component,
of the scaled super-weights, as described in IV-B, as well
as the variance they explain for each of the three TGP
biomarkers. Each row of Figure 5 describes the variables
that compose one of the two identified super-components
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with their corresponding scaled super-weights. The second
column shows the percentage of variance explained by the
super-component for each of the three TGP biomarkers. It
is important to note that those variances are computed on the
imputed data sets, once the model is built.

The first super-component explains 24% of the total Y
joint variance of the three TGP biomarkers, with a decreas-
ing contribution of Peak, ETP and Lagtime (40% of ex-
plained variance, 29% and 1.9%, respectively). Interestingly,
the first super-component was mainly driven by one CpG
site, cg08719422, with some minor contribution of the F2
G20210 mutation and two other CpG, cg18876487 and
cg11015505. The pattern of correlation between selected
features is given on Figure 3.

The three selected CpG sites were correlated with each other
and the correlation between cg08719422 and Peak was
0.64. While this first super-component demonstrated good
descriptive characteristics with high percentages of variance
explained for Peak and ETP , its predictive properties were
relatively poor as illustrated by the high values of the corre-
sponding MSEP that were slightly greater than 1.
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The second super-component was mainly driven by
Age and seven antibodies, and was mainly associated with
LagT ime. It explained about 23% of the LagT ime variance
but only 5.8% and 4.3% for ETP and Peak variability, re-
spectively. Figure 4 shows strong correlations between proteins
but also with Age, which helps imputation in test data sets.
Four of these seven antibodies were targeting proteins of the
complement cascade (C5, C9) and two were antibodies target-
ing proteins (C4BPA, PROS1) associated with the Protein S
pathway [11].

The same model including Age and these seven antibodies
was identified when the ddsPLS algorithm was applied on
the LagT ime variable only (data not shown).

In order to replicate the observed association of the sec-
ond super-component with LagT ime, we investigated it in
an independent sample of 133 MARTHA patients measured
for LagT ime and for the seven antibodies using the same
technique but without Methylation data available. In this
independent population, we observed a trend for a positive
correlation between the seven antibodies signature (plus age)
and LagT ime (r = 0.16, p = 0.069).

VI. CLINICAL INTERESTS AND FUTURE WORKS

Using ddsPLS, a recently developed method for multi-
omics data analysis, we identified a biomarker signature
composed of antibodies targeting seven distinct proteins that
explain about 20% of the plasma variability of LagT ime.
Interestingly, this signature is enriched in proteins belonging to
the complement cascade adding support to the emerging link
between the complement and coagulation pathways. Further
works are needed to assess the relevance of this signature with
respect to the risk of VT.
ddsPLS has also permitted to extract information from

Methylation data set filed with ≈ 70% of missing values,
sadly ddsPLS does not yet permit to correctly predict infor-
mation on test data sets with such a proportion of missing
values but this will drive further researches.
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Further developments are also needed for widening the use
of the ddsPLS method in the context of mutli-omics epi-
demiological cohorts. These include the handling of missing
data in the response block, denoted as Y, and the possibil-
ity of integrating millions of genetic variables produced by
high-throughput genotyping/sequencing instruments, the latter
raising some computational challenges.
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4.2 Prédiction de la tendreté de la viande
Ce travail correspond à une collaboration fructueuse avec Marie-Pierre Ellies-Oury, maître

de conférence à Bordeaux Sciences Agro et membre de l’équipe Biomarqueurs, UMR Herbi-
vores 1213 pour l’INRA, Centre Auvergne Rhône-Alpes et a permis la rédaction de Lorenzo

et collab. (2019a). Le jeu de données sur lequel la méthode ddsPLS a été appliquée détaille
5 morceaux de viande correspondant à 5 muscles différents pour 10 vaches d’une même race,
Holstein. Pour chacun de ces morceaux nous avons à disposition 20 marqueurs protéiques ainsi
qu’une variable quantitative décrivant sa tendreté.L’objectif est de pouvoir prédire la tendreté
de chacun des muscles (et potentiellement de la tendreté de la carcasse) par une combinaison
limitée de biomarqueurs protéiques, afin de s’affranchir des méthodes directes (sensorielles ou
instrumentales) coûteuses et invasives.
L’identification d’un nombre restreint de protéines marqueurs de tendreté pourrait permettre une
orientation précoce des carcasses vers le marché de distribution le plus adapté à son potentiel de
tendreté (boucherie, linéaire de supermarché, plats cuisinés, préparation pour cuisson lente. . . ).
Ce travail nous a permis de peaufiner les visualisations et les interprétations de ces dernières, en
plus de montrer ses capacités dans le cas d’un échantillon de très faible taille (n “ 10).

Hadrien Lorenzo



foods

Article

An Original Methodology for the Selection of
Biomarkers of Tenderness in Five Different Muscles

Marie-Pierre Ellies-Oury 1,†, Hadrien Lorenzo 2,†, Christophe Denoyelle 3, Jérôme Saracco 4 and
Brigitte Picard 1,*

1 Université Clermont Auvergne, INRA, VetAgro Sup, UMR Herbivores, F-63122 Saint-Genès-Champanelle,
France; marie-pierre.ellies@inra.fr

2 Univiversité de Bordeaux, Inria BSO, Inserm U1219 Bordeaux Population Health Research Center,
SISTM Team, 33800 Bordeaux, France; Hadrien.Lorenzo@u-bordeaux.fr

3 Service Qualite des Carcasses et des Viandes, Institut de l’Elevage, 69007 Lyon, France;
Christophe.Denoyelle@idele.fr

4 Inria BSO, CQFD Team, CNRS UMR5251 Institut Mathématiques de Bordeaux, ENSC Bordeaux INP,
F-33400 Talence, France; jerome.saracco@math.u-bordeaux1.fr

* Correspondence: brigitte.picard@inra.fr; Tel.: +33-5-57-35-38-70
† The authors contributed equally.

Received: 24 April 2019; Accepted: 8 June 2019; Published: 11 June 2019
����������
�������

Abstract: For several years, studies conducted for discovering tenderness biomarkers have proposed
a list of 20 candidates. The aim of the present work was to develop an innovative methodology to
select the most predictive among this list. The relative abundance of the proteins was evaluated on five
muscles of 10 Holstein cows: gluteobiceps, semimembranosus, semitendinosus, Triceps brachii and Vastus
lateralis. To select the most predictive biomarkers, a multi-block model was used: The Data-Driven
Sparse Partial Least Square. Semimembranosus and Vastus lateralis muscles tenderness could be well
predicted (R2 = 0.95 and 0.94 respectively) with a total of 7 out of the 5 times 20 biomarkers analyzed.
An original result is that the predictive proteins were the same for these two muscles: µ-calpain,
m-calpain, h2afx and Hsp40 measured in m. gluteobiceps and µ-calpain, m-calpain and Hsp70-8
measured in m. Triceps brachii. Thus, this method is well adapted to this set of data, making it possible
to propose robust candidate biomarkers of tenderness that need to be validated on a larger population.

Keywords: predictive model; tenderness; meat; biomarker; calpain; h2afx

1. Introduction

As emphasized by many authors, tenderness is considered the most important qualitative
characteristic of meat. Tenderness is also a highly variable characteristic, and this wide variability
appears to be a significant reason for consumer dissatisfaction and reduction in beef consumption.
Therefore, tenderness inconsistency is a priority issue for the meat industry [1].

Tenderness can be evaluated by direct methods, such as instrumental or sensorial assessments,
or by indirect methods, using muscular characteristics as tenderness predictors. Sensory methods
are expensive, difficult to organize and time consuming [2]. In addition, these methods are invasive,
and cannot be performed early enough to allow carcasses to be adapted to markets according to
their level of tenderness. Thus, there is a need for method that is available early post mortem to
estimate the tenderness potential of each carcass, and among the possible methods, the abundance
of certain proteins is of particular interest for predicting tenderness [3,4]. Previous works reviewed
by Picard et al. [5] made it possible to identify candidate biomarkers of tenderness. They belong to
numerous biological pathways: heat shock proteins, oxidative and glycolytic metabolism, oxidative
stress, muscle structure and contraction and proteolysis.
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Predicting the overall tenderness of the whole carcass with a reduced number of indicators could
be of interest for the beef meat chain. Indeed, with such information, retailers would be able to guide
meat samples either to the traditional butchery circuits (if they are of good quality) or to the boning
circuit (for those with a poor level of quality), thereby meeting consumer expectations. Therefore, it is
interesting to investigate whether biomarkers of one muscle could predict the tenderness of another
muscle of the carcass, and thus to evaluate the possibility of predicting the tenderness of a whole
carcass by sampling only a reduced number of muscles.

Thus, the aim of the present work was to identify, from among a pool of 20 biomarkers of interest
measured in five different muscles, whether a combination of biomarkers could predict the tenderness
of each of the five muscles. Therefore, a specific statistical methodology adapted to a low number of
samples with a large number of observations [6,7] was tested.

To investigate this question, we looked at five muscles that have been described in the literature as
being muscles with different levels of tenderness. These were classified, according the Warner-Bratzler
measurements, as tender (3.2 < Warner-Bratzler Shear Force < 3.9 kg; Triceps brachii (TB) or intermediate
(3.9 < Warner-Bratzler Shear Force < 4.6 kg; gluteobiceps (GB), Vastus lateralis (VL), semimembranosus
(SM), semitendinosus (ST)) according to [8]. Indeed, data in the literature evaluating the correlations
between the sensory tenderness of each of these five muscles and the “carcass sensory tenderness
value” showed significant correlation coefficients (p < 0.0001) going from 0.75 for the ST muscle, to 0.81
to the VL muscle [9]. According to the literature, meat tenderness variation among muscles of the same
carcass might be explained by animal genetics, feeding, handling or slaughter process [10], but also by
muscle characteristics. Indeed, muscle background toughness is mainly determined by its organization
and amount of connective tissue. This property is also influenced by the level of intramuscular fat,
which is known to be highly variable across the muscles [11]. Then, the toughening and tenderization
phases occur during postmortem storage of meat, as a result of sarcomere shortening during rigor
development. The degree of contraction at which a muscle enters the state of rigor mortis is highly
variable among different muscles within the carcass [12]. Thus, it might be supposed that the five
muscles studied represent a diversity of physicochemical and muscular characteristics, which could be
considered to be representative of the whole carcass.

2. Material and Methods

2.1. Animals

This study was conducted on 10 Holstein cows slaughtered between 29 and 90 months of age
(56.5 ± 18.3 months on average) in a commercial slaughterhouse. The animals were slaughtered at an
average carcass weight of 319 kg (±22 kg) and their carcasses were classified as 3 for fat score (European
grade with a scale going from 1 to 5), with a conformation score going from P= to O-.

The slaughter was made in compliance with current ethical guidelines for animal welfare.

2.2. Muscle Sampling

In this experiment, we selected five muscles, which were excised for each animal and sampled for
further analysis. A standardization of the sampling procedures was adopted for each muscle with a
clearly identified sample location. The location of each muscle on the carcass can be seen in Figure 1.

Samples for biochemical (biomarkers and myosin heavy chains proportions) analysis were
collected 15 min after slaughter, cut into small fragments, frozen in liquid nitrogen and packaged
at −80 ◦C before grinding. Samples intended for sensory analysis were collected 24 h post mortem,
and then they were vacuum-packaged and chilled for 7 days at +4 ◦C for ageing.
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Figure 1. Location of the 5 muscles studied, the names of which are framed in red.

2.3. Biomarker Analysis

Total protein extractions were performed according to Bouley et al. [13]. The protein concentration
was determined by spectrophotometry with the Bradford assay [14]. The evaluation of the relative
abundance of protein biomarkers was realized by dot blot using antibodies previously validated as
described in Guillemin et al. [15] by western-blotting (Table 1; [16]).

Table 1. Gene names and protein names.

Biological Functions Protein Names Gene Names

Heat Shock proteins

αB-crystalin CRYAB
Hsp20 HspB6
Hsp27 HspB1
Hsp40 DNAJA1

Hsp70-8 HspA8
Hsp70-1b HspA1B

GRP75 HAPS9

Oxidative resistance
Dj1 PARK7

Cis-Peroxiredoxin PRDX6
Super-oxide dismutase Cu/Z SOD1

Structure

Myosin binding protein H MyBPH
Myosin light chain 1F

(Mylc-1f) MYL1

Myosin heavy chain IIx MyH1
α-actin ACT1

Metabolism
β-Enolase ENO3

Phosphoglucomutase 1 PGM1

Apoptosis and signaling Tumor protein p53 TP53
H2A Histone Family

Member X H2AFX

Proteolysis m-calpain CAPN2
µ-calpain CAPN1

For dot-blot analysis, 15 µg of protein samples were spotted on a nitrocellulose membrane using
Minifold I Dot-Blot apparatus. Dot-Blot membrane was air-dried during 5 min, and saturated with
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a 10% milk blocking buffer at 37 ◦C for 20 min. Then a primary antibody specific to the protein
studied was incubated at 37 ◦C for 90 min. The anti-mouse fluorochrome-conjugated LICOR-antibody
IRDye 800CW (1 mg/mL) diluted at 1/20,000 in 1% milk blocking buffer was hybridized for 30 min at
37 ◦C. Membranes were scanned by the Odyssey scanner (LI-COR Biosciences, Lincoln, NE, USA) and
analyzed with GenePix (Axon Laboratory, Union City, CA, USA).

2.4. Myosin Heavy Chain Isoforms Proportions

The different types of myosin heavy chain (MyHC) isoforms were determined on the basis
of previously determined migration patterns [17] using sodium Dodecyl Sulfate polyacrylamide
gel electrophoresis (SDS-PAGE). This protocol was adapted from that of Talmadge and Roy [18].
Myofibrillar proteins were extracted from 200 mg of muscles with a buffer containing 0.5 M NaCl,
20 mM NaPPi, 50 mM Tris, 1 mM EDTA and 1mM DTT according to the protocol described in [19].
Then 5 µg of proteins were loaded in each well on a Mini-Protein II Dual Slab Cell electrophoretic
system (Bio-Rad, Hercules, CA, USA). The separating gel consisted of 35% (w/v) glycerol, 9% (w/v)
acrylamide-N,N′-methylenebisacrylamide (Bis) (50:1), 230 mM Tris (pH 8.8), 115 mM glycine, and 0.4%
w/v SDS and the stacking gel of 47% (w/v) glycerol, 6% (w/v) acrylamide-Bis (50:1), 110mM Tris (pH 6.8),
6 mM EDTA, and 0.4% (w/v) SDS. The electrophoresis was performed at a constant voltage of 70 V
for 30 h at 4 ◦C. At the end of migration, the gels were stained with Coomassie Blue [19] (Figure 2),
and relative amounts of the different MyHC isoforms were quantified using ImageQuant TL v2003
software (Amersham Biosciences Corp., Piscataway, NJ, USA).

Figure 2. Illustration of the separation of the different myosin heavy chains isoforms depending on
their molecular weight in different cattle skeletal muscles according to the protocol of Picard et al. [17].

2.5. Tenderness Evaluation

After ageing, the 5 muscles were trimmed and cut into 1.5 cm thick homogeneous steaks, then
vacuum-packaged a second time and frozen at −20 ◦C until the sensory analysis. Meat in the form
of 15 mm steaks was thawed and then cooked for 1 min 45 s in an Infra grill Duo Sofraca set at a
temperature of 300 ◦C. After cooking, the steaks were cut into 20 mm cubes that were served on a
plastic plate at an internal temperature of 55 ◦C.

Sensory assessment was conducted by a 12-member panel selected, trained and controlled
according to the XP V09-503 standard. The products were evaluated according to the conventional
profile method (QDA) based on NF ISO 13300 [20]. Samples were presented in a monadic mode to
the panelists.

The panelists evaluated the cooked samples for tenderness. Each attribute was rated on a 100-point
non-graduated scale with a score of zero, on an ascending scale of quality for each attribute, being
equivalent to tough, and a score of 100 being equivalent to tender. The sessions were carried out in a
sensory analysis room equipped with individual boxes, under artificial non-colored lighting (Institut
de l’Elevage, Villers-Bocage, France).

Warner-Bratzler shear force on cooked samples (internal temperature of 55 ◦C) was measured
according to the method of Schakelford et al. [21] with an INSTRON 3343 material testing machine.
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For each sample (each muscle of each animal), 10 measurements of shear force were made at different
thicknesses of meat cores between 0.8 and 1.2 cm (Institut de l’Elevage, Villers-Bocage, France).

2.6. Statistical Analysis

Firstly, basic statistics, such as variance analysis and mean multiple comparisons with one factor
and Pearson correlations were carried out using R-software [22].

Then, a specific statistical methodology adapted to a low number of samples with a large number
of observations was tested. This method is a purely geometrical dimension reduction approach, which
is suitable for managing a limited sample size with numerous variables stored in blocks. This makes
it possible to provide interpretable information from the available data. However, it is important to
mention that one should be wary of generalizing the results too quickly. Indeed, the generalization of
the results would require a validation on a larger sample. Nevertheless, the proposed method will
make it possible to clearly highlight some links that exist between the biomarkers and the force/or the
tenderness on the available dataset.

2.6.1. Methodology for Biomarkers Selection

Among the different methodologies that can deal with multi-block structured data sets,
the Data-Driven Sparse Partial Least Square (ddsPLS) shows interest for supervised problems whether
in the case of regression (i.e., when the response variables are numerical) or classification (i.e., when
the response variables are categorical). The ddsPLS approach allows variable selection in the covariate
and in the output parts using two parameters, which are: R, the number of components in the model,
and L0, the maximum number of variables to be selected in the final model in the covariate part.
These two parameters are fixed by cross-validation according to general supervised learning problem
optimization solutions. The block structure can be designed according to many known factors, which
are the time or the type of variable chosen for example.

Please note that, even if there are no missing values in the data set analyzed in the present work,
the ddsPLS approach was initially developed to deal with missing samples, such as entire rows of
missing values in given blocks.

2.6.2. Partial Least Square (PLS)

Let X ∈ Rn×p and Y ∈ Rn×p be, respectively, the covariate matrix and the response matrix, describing
n individuals through p resp. q variables. The PLS problem has been introduced by [18]. Its objective
is to maximize the norm of the projected variance-covariance matrix YTX ∈ Rq×p along the principal
direction defined through (u, v) ∈ Rp ×Rq with (Yv)TXu ∈ R being the chosen projection of individuals
that must be maximized, under the unity constraints uTu = vTv = 1. Finally, the optimization problem
can be written as (u, v) = argmaxuTu=vTv=1(Yv)TXu.

This makes it possible to define u and v as the weights of the first component of the model for the
X part and for the Y part respectively. The nipals algorithm [18] makes it possible to find u and v in the
same time.

Those two weights make it possible to define t = Xu ∈ Rn and s = Yv ∈ Rn, with the respective X
and Y parts being first component scores of the model. In other words, they represent the individual
positions in the dimension found.

Once that first component is defined, other dimensions are successively obtained thanks to the
same kind of optimization. The deflation step makes it possible to remove the information from the
current dimension to the residual data set. This step ensures that each component is orthogonal to
the others.

The ddsPLS algorithm does not use the deflation step, since it has raised many questions
for years [19]. It performs directly the R-dimensional Singular Value Decomposition (SVD) of the
soft-thresholded variance covariance matrix. This solution does not permit the creation of more
components than the rank of the soft-thresholded variance covariance matrix, which is itself majorized
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by the rank of the variance covariance matrix. In the high-dimensional context, this represents the
number of variables in the Y part for multivariate regression, or the number of classes minus one in the
classification cases.

2.6.3. Data-Driven Sparse Partial Square (ddsPLS)

In the multi-block framework, the covariate part is now described by T blocks (different covariates
matrices) Xt ∈ Rn×pt , t = 1, . . . , T describing the same n individuals. The ddsPLS algorithm, for a couple
(R, L0) chosen by the user, begins with the T SVD of each of the variance-covariance soft-thresholded

matrices Sλ
(

YTXt
n−1

)

+
. Sλ : x→ sign(x)(|x| − λ)+ , where sign denotes the sign of a real, |.| denotes the

absolute value, and (.)+ the max between its argument and 0. The parameter λ > 0 is chosen such as the

cumulative number of non-null columns in the matrices Sλ
(

YTXt
n−1

)
, t ∈ {1, . . . , T} is exactly equal to L0

and ∀∂λ ∈ R∗+ the cumulative number of non-null columns in the matrices Sλ−∂λ
(

YTXt
n−1

)

+
, t ∈ {1, . . . , T}

is strictly higher than L0 + 1. Let Ut ∈ Rpt×R, t ∈ {1, . . . , T}, denote the respective R-dimensional weights
obtained through the corresponding R-dimensional SVD.

The next step makes it possible to gather that information through the super-weights, which are
symbolized by βt ∈ RR×R. The scaled super-weights Utβt ∈ Rn×R show the effect of one variable of
block t on each of the super-components.

Finally, a third step makes it possible to build a regression model based on T regression matrices
Bt, such as

Y ≈
T∑

t=1

XtBt ∈ Rn×q

Using the Moore-Penrose pseudo-inverse, which does not imply matrix inversion, is particularly
tricky in high dimensions or when pt > n in the context of regression. Let us mention that a linear
discriminant analysis model is built using the super-components to predict new individual classes in the
context of classification.

2.6.4. Model Selection

As previously mentioned, the ddsPLS approach requires two parameters to be determined by the
user: L0, the maximum number of covariates (in the X part described by the T blocks) to be included
in the model, and R, the number of components (calculated in the T underlying SVD), which is the
analogous of the number of components in Principal Component Analysis.

Those parameters are determined according to the minimization of a chosen error risk. For the
regression framework considered in this paper, the Mean Square Error in Prediction (MSEP) is naturally
minimized over the response variables, i.e., the five tenderness variables. The error is computed on the
Leave-One-Out (LOO) cross-validation predictions, denoted ŷm,i, for muscle m ∈ {VL, ST, TB, SM, GB}
and for carcass i ∈ [1, 10]:

∀m ∈ {VL, ST, TB, SM, GB}, MSEP(m) =
1
n

10∑

i=1

(ym,i − ŷm,i)
2

Since it has been chosen to standardize the Y matrix (zero-mean and unit-variance), when MSEP
values are lower than 1, this reveals that the cross-validated models are better (on average) than just
predicting the average of the selected sample at each iteration of the LOO cross-validation process,
and thus the ddsPLS approach succeeds in retrieving links between the blocks of covariates and
the corresponding response variables. On the other hand, when MSEP values are larger than 1,
this indicates that predicting to the average of the selected sample at each iteration of the LOO
cross-validation process provides more accurate predictions than the underlying cross-validated
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models, and thus the ddsPLS approach fails to retrieve information from the blocks of covariates and
the corresponding response variables.

3. Results

3.1. Data Description

The five muscles were characterized by various slow oxidative MyHC I (p = 0.007) and fast
oxido-glycolytic MyHC IIA (p < 0.001) proportions, whereas MyHC IIX (fast glycolytic) proportions
were not significantly different among muscles (p = 0.129; Table 2).

The m. semimembranosus (SM) appeared to be the least slow oxidative muscle, with 10.5% of
MyHC I, whereas the m. gluteobiceps (GB) and m. Triceps Brachii (TB), with proportions of MyHC I
twice as large (20.4 and 22.5%, respectively), were the slowest oxidative muscles. The m. semitendinosus
(ST) might be considered to be the most glycolytic muscle; even if the proportions of MyHC IIX were
not significantly different among the five muscles, this muscle had low proportions of both MyHC I
and MyHC IIA.

Table 2. Muscular characteristics of the 5 muscles.

Variables GB SM ST TB VL SEM p

MyHC I (%) 20.4 b 10.5 a 16.8 ab 22.5 b 15.2 ab 1.15 p = 0.007
MyHC IIA (%) 36.4 bc 42.9 c 25.8 a 28.8 ab 38.2 bc 1.50 p < 0.001
MyHC IIX (%) 43.2 46.6 57.4 48.7 46.6 1.80 p = 0.129

Tenderness (on 100) 33.7 a 42.3 a 43.3 a 57.9 b 41.9 a 1.85 p < 0.001
Shear force (daN) 11.0 b 6.4 a 7.4 a 5.2 a 6.8 a 0.39 p < 0.001

Different letters indicate a significant difference (p≤ 0.05) between the muscles. GB, gluteobiceps; SM, semimembranosus;
ST, semitendinosus; TB, Triceps Brachii; VL, Vastus lateralis; SEM, standard error of the mean.

The TB muscle was the tenderest muscle, according the panelists. In accordance with this result,
this muscle also had the lowest Warner-Bratzler shear force (Table 2). At the same time, the GB, which
was the toughest muscle according to the mechanical analysis, had the lowest scores for sensory
tenderness. These data are related to the significant correlation between tenderness scores and shear
force values observed in this study (correlation: −0.53 when considering the five muscles together;
p < 0.001). However, the correlation between tenderness and shear force is very muscle-dependent: for
VL and ST muscles, the correlation is negative and significant (respectively −0.68 and 0.79), whereas
for muscles GB, SM and TB, the correlation is non-significant.

Among the 20 analyzed biomarkers, three did not show a difference in relative abundances
between the five muscles: αB-crystalin (p = 0.179), prdx6 (p = 0.293) and α-actin (p = 0.323) (Table 3).

The m. Vastus lateralis (VL) showed relative abundances significantly different from other muscles
for many biomarkers. Indeed, it contained significantly less eno3, mylc1f, and Hsp40, and more
m-calpain, pgm1, h2afx, and MyhcIIX than the other four muscles.

However, the VL muscle was close to the ST muscle for many biomarkers, especially Hsp70-1a,
grp75 and mybph.

The SM muscle might be distinguished by a relatively high abundance of Hsp27, Hsp40, Hsp70-8,
Dj1, sod1, mylc1f and µ-calpain.

The relative abundance of GB and TB muscle biomarkers was close, except for the Hsp20, which
was lower in the TB muscle than in the GB muscle.
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Table 3. Relative abundance of each biomarker in the five muscles.

Biomarkers ST SM GB TB VL SEM p

Hsp20 95 a 150 b 152 b 99 a 68 a 7.7 <0.001
Hsp27 101 ab 129 c 118 bc 111 bc 86 a 3.5 <0.001
Hsp40 118 b 162 c 112 ab 117 b 99 a 4.0 <0.001

Hsp70-8 105 a 141 bc 123 ab 129 abc 156 c 4.9 =0.012
Hsp70-1b 85 a 188 c 155 bc 146 b 81 a 8.5 <0.001

GRP75 119 a 153 b 147 b 155 b 122 a 4.0 =0.002
αB-crystalin 147 a 195 a 211 a 153 a 156 a 10.3 =0.179

Dj1 95 a 125 c 110 abc 114 bc 101 ab 2.8 =0.004
PRDX6 97 a 110 a 110 a 110 a 115 a 2.7 =0.293
SOD1 79 ab 95 a 68 b 62 b 58 b 3.7 =0.008

MyBP-H 102 a 128 b 140 b 144 b 101 a 3.8 <0.001
Mylc-1f 78 ab 109 c 74 a 89 b 47 d 3.6 <0.001

MyHCIIx 27 a 33 a 28 a 29 a 45 b 1.3 <0.001
ENO3 103 a 134 b 121 b 133 b 83 c 3.5 <0.001
h2afx 137 a 173 b 127 a 139 a 226 c 6.4 <0.001
PGM1 121 a 165 b 132 a 132 a 306 c 10.8 <0.001
TP53 106 a 142 b 94 a 104 a 153 b 4.2 <0.001
α-actin 82 a 89 a 92 a 96 a 99 a 2.7 =0.323

m-calpain 106 a 139 b 120 ab 126 ab 214 c 6.8 =0.003
µ-calpain 123 a 175 b 136 a 118 a 134 a 5.3 <0.001

3.2. Links between Biomarkers and Tenderness Intra Muscles

When considering the tenderness of 1 muscle with associated biomarkers in the same muscle,
Pearson correlations make it possible to highlight the following significant correlations (Figure 3):

• in the ST muscle, sensorial tenderness was negatively linked to Hsp40, Hsp27, pgm1
• in the SM muscle, sensorial tenderness was negatively linked only to mylc1f
• in the VL, GB and TB muscles, the sensorial tenderness was not significantly correlated with the

abundance of any biomarkers (Figure 3).

Figure 3. Significant correlations between tenderness/shear force of each muscle (represented by the blue
disks) and the abundance of muscular biomarkers of the concerned muscle (represented by the orange
rectangles). Red values correspond to negative correlations and green ones to negative correlations.

When considering the correlations between shear force and protein biomarkers in the same muscle,
Pearson correlations make it possible to highlight the following significant correlations:
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• in the GB muscle, shear force was positively linked to prdx6
• in the TB muscle, shear force was negatively linked to prdx6 and mylc1f, and positively to Hsp27;
• in the other three muscles, the shear force was not significantly correlated with the abundance of

an analyzed biomarker.

3.3. Links between Biomarkers and Tenderness among Muscles

When considering the correlation that appeared between the tenderness of one muscle and the
biomarker abundance of the 4 other muscles, the highest number of significant correlations were
observed for VL and SM tenderness with biomarkers measured in GB and TB muscles (Figure 4).

For biomarkers measured in GB muscle, the coefficient of correlation with VL tenderness were
high particularly for h2afx (+0.85), m-calpain (+0.83), µ-calpain (+0.80), Hsp40 (+0.76), Hsp70-8 (+0.65)
and for m-calpain (+0.77) and µ-calpain (+0.86), Hsp70-8 (+0.71) with SM tenderness.

For the biomarkers measured in TB muscle, high correlations were observed with VL tenderness
for Hsp70-8 (+0.91), m-and µ- calpains (+0.77), as observed with biomarkers measured in GB muscle.
For tenderness of SM muscle, high correlations were found with m- and µ-calpains (+0.89 and +0.71,
respectively), Hsp70-8 (+0.63) as observed with VL tenderness, and with α-B crystalin (+0.63).

The tenderness of these two muscles VL and SM was especially correlated with biomarkers of GB
and TB muscles.

Among these correlations, it might be noted that among biomarkers, µ-calpain, m-calpain,
Hsp70-1a, Hsp70-8, tp53, pgm1 and mybph are always positively linked with tenderness, as opposed
to MyhcIIx and Hsp40, which can be either positively or negatively linked to meat tenderness.
Some biomarkers appeared to be more frequently correlated with tenderness: m-calpain, µ-calpain
and Hsp70-8. These three biomarkers, evaluated in the TB and GB muscles, might be considered
interesting biomarkers to predict meat tenderness.

Some coefficients of correlations were observed between biomarkers from TB muscle and
tenderness of ST, SM and VL muscles (positively). However, biomarkers from TB muscles are mostly
correlated with ST and TB shear force (negatively). It should be noted that many correlations can be
observed with the tenderness of ST: dj1 (the highest; +0.76), MyhcIIx (in accordance with previous
results in this muscle; +0.64), pgm1 (+0.58) and a-actin (+0.59) (Figure 4).

Many correlations were noted between the proteins measured in SM muscle and GB tenderness,
whereas for the other muscles, only a few correlations were significant. The highest number of
correlations measured in ST muscle was observed for the tenderness of GB muscle (Figure 4).

With regard to shear force, the muscle that is the most correlated with biomarkers is the ST muscle,
the shear force of this muscle being especially correlated with biomarkers from VL, TB and GB muscles
(Figure 5). The biomarkers that are significantly correlated with shear force are quite different from
those found for muscle tenderness even if shear force and tenderness are significantly correlated in ST
and VL muscles.

The details of the correlations obtained between the either tenderness of shear force of each of the
five muscles and the 20 biomarkers of each muscle have been annexed in Figure 5.
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Figure 4. Correlations demonstrated between the tenderness of each of the 5 muscles (in column) and the 20 biomarkers of each muscle (in-line). Only the coefficients
that were significant (corresponding to those that were superior or equal to 0.55/inferior or equal to −0.55) are indicated (positive correlations in blue and negative ones
in red).
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Figure 5. Correlations demonstrated between the shear force of each of the 5 muscles (in columns) and the 20 biomarkers of each muscle (in lines). Only the coefficients
that were significant (corresponding to those that were superior or equal to 0.55/inferior or equal to −0.55) are indicated (positive correlations in blue and in negative
ones red).
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3.4. Selection of Biomarkers the Most Predictive of Tenderness

To predict tenderness, the ddsPLS multi-block approach was used for five blocks of covariates
Xt , t = 1, . . . , 5 (each one corresponding to the pool of 20 biomarkers for each of the 5 muscles) and
for one block of response variables Y (corresponding to the five tenderness scores, one score for each
muscle). Note that in the model, we entered a 6th block, X6, consisting of performance variables
(age/weight). The covariates of X6 were never selected in tenderness prediction, indicating that the
protocol is well balanced, and that the variability of the tenderness is explained neither by weight or
by age, nor by the combination of those factors.

Among all the proposed models, we selected the one that minimizes the MSEP (see Figure 6).
Thus, the model with L0 = 8 and R = 2 was selected.

Figure 6. Evolution of the mean square error in prediction for each tenderness muscle and for the
average tenderness depending on the maximum number of biomarkers selected in the model. In the
present figure, the maximum is fixed at 30 biomarkers out of 100, i.e., 5 time 20 biomarkers.

For the three muscles GB, ST and TB, the model indicated that the best way to predict tenderness
is to predict the average value of the corresponding tenderness (i.e., the predicted values are equal
to a constant, since there is no link with biomarkers). Hence, for these three muscles, we observe a
horizontal alignment of the predicted values of tenderness, as shown in Figure 7.

Figure 7. Evolution of predicted tenderness according to observed tenderness in each muscle.

For VL and SM muscles, the seven biomarkers that were selected by the model to predict global
tenderness were derived from two different muscles: GB and TB. However, none of the selected
biomarkers came from the muscle for which tenderness was predicted (Table 4). Among these seven
biomarkers, two are derived from both GB muscle and TB muscle, leading to the number of distinct
biomarkers solicited in the model being five.
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Table 4. Biomarkers selected of tenderness prediction.

Muscle in Which Biomarkers
Were Measured

Biomarkers Selected for the Prediction of Tenderness

SM VL

GB

µ-calpain (+)
m-calpain (+)

h2afx (−)
Hsp40 (−)

µ-calpain (+)
m-calpain (+)

h2afx (+)
Hsp40 (+)

SM - -

ST - -

TB
µ-calpain (−)
m-calpain (+)
Hsp70-8 (−)

µ-calpain (+)
m-calpain (+)
Hsp70-8 (+)

VL - -

R2 0.95 0.94

The seven selected biomarkers measured in GB or TB muscles were the same for VL tenderness
prediction and for SM tenderness prediction. These proteins belong to the heat shock protein family
(Hsp40 and Hsp70-8) or were associated with the proteolysis (m-calpain and µ-calpain) and to the
cellular response to DNA damage during oxidative stress (h2afx). Among the biomarkers selected in
the model, two were selected in both the GB and the TB muscles: µ-calpain and m-calpain. The three
other biomarkers are not the same; the model selected the h2afx and Hsp40 from the GB muscle and
the Hsp70-8 from the TB muscle.

It is interesting to note that three biomarkers (see Figure 8) enter with a positive impact on SM and
VL tenderness prediction: µ-calpain and m-calpain of the GB muscle and m-calpain of the TB muscle.
Whereas the other biomarkers are associated with tenderness prediction either positively (in the VL
muscle) or negatively (in the SM muscle), depending on the muscle in which it was measured: h2afx
and Hsp40 of the GB muscle, Hsp70-8 of the TB muscle.

Figure 8. Coefficients associated with each biomarker in tenderness prediction models (representing
the relative importance of each selected biomarker).
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Thus, the contribution of biomarkers in the prediction of tenderness seems to be modulated
according to the muscle.

The same analysis was performed by replacing the tenderness score with the shear force value.
It appears that none of the shear force values were correctly predicted by the muscular biomarkers,
regardless of the origin of the biomarkers. The model explained no more than 20% of the shear force,
except for the TB muscle, where 75% of the shear force could be explained by 2 proteins: the eno3
coming from the GB muscle, and the mylc1f coming from the TB muscle. However, due to the poor
quality of the model, it was difficult to draw conclusions on the relevance of these two biomarkers in a
definitive way.

4. Discussion

To complete the approach presented here, several models were evaluated for various values of
the parameters L0 and R; the corresponding results are not provided here. One can observe that these
models show good stability. More precisely, if we focused in the present paper on the case L0 = 8
and R = 2, which makes it possible to minimize the mean of MSEP, we also studied cases where
L0 ∈ {4, 5, 6, 7, 8, 9} (corresponding to the flat area of the MSEP curves in Figure 6). It appears that the
biomarkers selected for L0 = 4 are successively supplemented with 1, 2, 3 (and so on) biomarkers when
selecting a maximum of 5, 6, 7 (and so on) biomarkers. Moreover, we also tried to explore the models
based on a multi-block model with a block of response variables Y built only with the VL and SM
tenderness, instead of the tenderness scores of the five muscles. The corresponding models selected
the same biomarkers as previously indicated, and returned R2 values close to the values indicated
in Figure 7. These different elements confirm the interest and relevance of the method, accurately
predicting meat tenderness. The use of a multi-block model here (based on a linear relationship) allows
us to highlight significant links between the tenderness and the abundance of certain biomarkers,
even if they were not significantly correlated with tenderness. It is not inconsistent that the combination
of several markers (individually little correlated with tenderness) can provide a relevant prediction
of tenderness. It can also be noted that several biomarkers, significantly correlated with muscle
tenderness, were not selected in the predictive models; this was certainly due to there being redundant
information among different biomarkers. The two approaches, correlations and predictions, are thus
fully complementary for resulting in relevant conclusions.

The highest number of significant correlations was observed for tenderness of VL and SM
muscles with biomarkers measured in GB and TB muscles, mainly for VL tenderness with 12 proteins
significantly correlated with tenderness, and 13 in SM muscle. Some coefficients of correlation were
high both with SM and VL tenderness: for Hsp70-8, m-calpain and µ-calpain measured in GB and TB
muscles. High correlations were found with VL tenderness for h2afx, and Hsp40 measured in GB and
TB muscles. These proteins are the same that retained in the equations of prediction of the tenderness
of these two muscles with the protein measured in GB muscle. Globally, the highest coefficients were
found for VL and SM tenderness for most of the correlations: Hsp20, Hsp40, Hsp70-8, prdx6, dj1,
MyBP-H, MyhcIIX, eno3, h2afx, pgm1, m- and µ-calpain. This suggests an important contribution of
these proteins in the tenderness of these muscles.

Two models made it possible to predict the tenderness of a muscle (SM and VL) by the biomarkers
of two other muscles of the carcasses (GB and TB). The selected proteins are the same in both predicted
muscles, which testifies to the importance of these proteins in tenderness construction. Nevertheless,
the coefficients associated with certain biomarkers highlight a different hierarchy in the selected
biomarkers. Moreover, it might be noted that some coefficients might be reversed from one muscle to
another. The fact that tenderness can be predicted only in the two muscles VL and SM can be explained
by the fact that these two muscles are very different from the other three in terms of abundances of the
analyzed proteins. The two muscles VL and SM are opposite for some proteins such as mylc1f and
Hsp40, with the highest abundances being found in SM and the lowest in VL muscle. The abundances
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of m-calpain and µ-calpain are particular to these two muscles, in comparison to the three others, as
m-calpain abundance was the highest in VL and µ-calpain abundance was the highest in SM muscle.

Both correlation and prediction analysis highlighted five proteins among the 20 putatively
analyzed as interesting candidate biomarkers of tenderness: m-calpain, µ-calpain, Hsp40, Hsp70-8
and h2afx.

Among the selected biomarkers, the abundance of the m-calpain measured in GB and TB muscles
enters the model with a positive coefficient in the prediction of the tenderness of the two muscles
(VL and SM) and with a high effect. That highlights a major role of this protein in tenderness independent
of the type of muscle. Meanwhile, the role of µ-calpain seems to be more muscle type-dependent.

Calpains (CAPN) are a large family of intracellular Ca2+-dependent cysteine-neutral proteases.
The CAPN system is one of the endogenous proteolysis systems, and it plays a major role in meat
tenderization [23]. Calpain’s actions are mainly due to having two major isoforms: µ-calpain and
m-calpain. These two isoforms require different amounts of calcium in vitro, and their names suggest
that they help promote the microscopic and milli-molar concentrations of intracellular Ca2+ [24]. Among
CAPN enzymes responsible for meat tenderization, µ-calpain, which is encoded by the CAPN1 gene,
plays a predominant role [25]. As far as we know, calpains can cleave limited myofibrillar proteins such
as titin, desmin and vinculin, and contribute to the improvement of tenderness, whereas, high levels of
calpastatin are related to decreased proteolysis and increased meat toughness [26,27]. Furthermore, both
proteases were found to interact with several proteins belonging to different pathways: homeostasis,
structure, glucose metabolism, heat stress, mitochondria, apoptosis. The different implication of
calpains in meat tenderness observed in the present study could be explained by a different role of each
calpain in tenderization. In accordance with this hypothesis, it was shown in lamb m. Biceps femoris
that the autolysis of µ-calpain and loss of most of the activity occur within 7 days post-mortem whereas
m-calpain activity did not decrease up to 56 days post-mortem. Moreover, very little post-mortem
proteolysis is observed in the muscles of µ-calpain knockout mice suggesting its predominant effect on
catalysis of proteins during postmortem aging.

Thus, we confirm that these proteases might be considered good biomarkers of beef tenderness,
as already shown in the literature [16,28,29]. Moreover, we also confirmed, as previously shown by
Guillemin et al. [16], that the contribution of proteolysis to tenderness might be different from one
muscle to another. Indeed, these authors indicated that, in the LT muscle, m-calpain and µ-calpain are
positively correlated with tenderness, whereas, in the ST muscle, tenderness appears to be positively
correlated with µ-calpain, but negatively with m-calpain. These authors indicated that the inverse
relation between tenderness and µ-calpain from one muscle to another is coherent with the inverse
correlation between contractile and metabolic proteins and tenderness in ST and LT, and thus that
muscular particularities might determine calpain contribution to tenderness. Thus, our results seem
to confirm this hypothesis to the extent that the contribution of µ-calpain of TB in the construction
of tenderness is positive in the VL and negative in the SM. Some studies analyzing a suppression of
µ-calpain expression showed an increase in cell death through an activation of apoptotic caspases and
an increase in Hsp27, Hsp70, and Hsp90 expressions. These data illustrate a link between the different
biomarkers involved in tenderness prediction.

Heat Shock Proteins preserve cellular proteins against denaturation and possible loss of
function [30]. A large set of Hsp have been associated with meat tenderness. For example,
Guillemin et al. [28] proposed the ratio of Hsp70/small Hsps as a good predictor of muscle tenderness
in charolais young bulls. The results of Bernard et al. [31], on the same cattle, found Hsp40 (DNAJA1
gene) to be a positive marker of beef toughness in ST muscle. Hsp40s represent a large protein family
that functions as a co-chaperone protein of Hsp70. These two families, Hsp70 and Hsp40, are often
co-localized in the same subcellular compartment. Hsp40s function as ATP-independent chaperones
that bind non-native polypeptides and protect cells from stress by preventing protein aggregation.
The major function of Hsp40 proteins is to regulate ATP-dependent polypeptide binding by Hsp70
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protein. Among the Hsp70 family, the Hsp70-8 is known to slow down the process of cellular death
and to protect tissues against oxidative stress.

According to Picard et al. [29], there is an inverse relationship between tenderness and proteins
from the small Hsp family according to muscle type and breed. It is thus not astonishing that the
influence of these proteins on tenderness might be reversed when considering two different muscles
such as SM and VL. In accordance with these authors, the results of Guillemin et al. [32] showed
different relationships between proteins of the interactome of tenderness and tenderness in two different
muscles such as ST and LT. The results of the present study confirm these observations.

The last protein involved in the prediction of VL and SM tenderness in the present study was
h2afx. H2afx belongs to the histone h2a family involved in the cellular response to DNA damage,
notably during oxidative stress [33]. It has recently been shown that h2ax specifically controls the
recruitment of DNA repair proteins to the sites of DNA damage [34]. In eukaryotic cells, one of the first
cellular response is the phosphorylation of h2afx within 1 to 3 min after damage. The number of H2AX
phosphorylated molecules, γ-h2ax, increases linearly with the severity of the damage and is necessary
for the recruitment of other factors to the sites of DNA damage [35]. During stresses, h2afx recruits
metabolism enzymes to activate energy generation, enhance protein synthesis, and recruit anti-stress
proteins as hspa1a to protect cells from degradation. H2afx was proposed as a potential biomarker of
beef tenderness by Guillemin et al. [16], who showed that three proteins, h2afx, sumo4 and tp53, were
situated at the crossroads between groups of proteins involved in tenderness, as metabolism, structure,
cellular stress, oxidative stress, apoptosis, and calcium signaling proteins. As h2afx modulates different
pathways and ensure genome integrity [36], it could have a crucial role in meat tenderness, which is
confirmed by the results of the present study. However, why its abundance only as measured in GB
muscle is explicative of tenderness of SM and VL muscles, and why the relationships with tenderness
are inverted in these two muscles, remain to be understood.

In conclusion, this study made it possible to propose an original statistical methodology well
adapted to this type of multi-block data set with several covariates (biomarkers) larger than the number
n of individuals (carcasses). Moreover, seven proteins could be proposed as candidate biomarkers of
tenderness, but the understanding of the biological mechanisms involved according to the muscle
considered, remain to be deeply analyzed.
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CHAPITRE 5

CONCLUSION ET PERSPECTIVES

Dans le cas des données hétérogènes et/ou longitudinales, que l’on représente ici par des
données multiblocs, présentant des données manquantes par blocs, une solution a été proposée
pour répondre aux problèmes supervisés de grande dimension avec sélection de variables. L’ap-
proche se concentre sur une solution par réduction de dimension assimilable à une recherche de
sous-espaces propres dans les "espaces de covariance". La philosophie de cette méthode est très
proche de celle des méthodes de type PLS bien que l’approche proposée ne nécessite pas d’étape
de déflation. C’est donc naturellement qu’elle y soit associée par son nom : ddsPLS.
La gestion des données manquantes a été pensée afin d’être intégrée au coeur de la méthode
d’analyse supervisée. Comprenons ici qu’il a fallu créer un algorithme capable de gérer la pré-
sence de données manquantes dans les échantillons d’entraînement et de test. En effet, ces deux
cas sont à dissocier puisque, dans le cas de l’échantillon d’entraînement, la donnée Y est ac-
cessible et guide l’information à inclure dans l’imputation alors qu’elle ne l’est pas dans un
échantillon de test. L’algorithme ainsi défini porte le nom d’algorithme Koh-Lanta et se trouve
être transposable à d’autres modèles de prédiction que le modèle ddsPLS seul, tant que les don-
nées sont manquantes par blocs.

Cette méthode a été comparée à des méthodes classiques d’imputation, à savoir l’imputation
par la moyenne, NIPALS, soft-impute (Mazumder et collab., 2010) et missMDA (voir Josse et
Husson, 2016). Ces méthodes ne permettent pas de prendre en compte l’aspect supervisé du
problème mais leurs auteurs ont mis en ligne des packages qui permettent une prise en main ra-
pide et efficace de leurs méthodes. La méthode ddsPLS montre une meilleure efficacité que ces
dernières, efficacité qui est quantifiée au moyen du temps de calcul et de l’erreur en prédiction.
Différents scenarii, associés à des modèles de simulation simples, permettent d’apprécier les
effets de la proportion de données manquantes, du nombre d’individus, de la corrélation inter-
blocs et de la corrélation intra-blocs.

D’autres méthodes, comme par exemple CMTF-WOPT, permettent de gérer l’aspect multi-
bloc dans un contexte supervisé avec données manquantes mais la durée de cette thèse n’a pas
permis de créer un code capable de générer des solutions CMTF-WOPT afin de les comparer
aux autres méthodes. De plus cette dernière méthode masque les données manquantes au moyen
d’une pondération dans l’optimisation du modèle.
Nous souhaiterions tout de même comparer ddsPLS à des méthodes telles que CMTF-WOPT. Il
serait notamment intéressant de faire cette comparaison en estimant la qualité d’imputation de
chacune des méthodes, bien que ddsPLS ne soit adaptée qu’à l’imputation marginale. Intuitive-
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ment, CMTF-WOPT devrait être plus efficace que ddsPLS dans le contexte de la grande dimen-
sion, là où l’information marginale associée à la réponse est partagée avec un grand nombre de
dimensions.

Le travail amorcé dans la section 2.2, permettant de comparer l’approche multibloc et son
équivalent monobloc en absence de données manquantes semble être la continuité de ce travail.
Il serait notamment intéressant de comprendre quelles structures de données valorisent plutôt
l’approche multibloc ou l’approche monobloc associée.

Le changement de paramétrisation de λ vers L0 semble impacter les choix de modèles.
Lorsque les corrélations ne sont pas stables par sous-échantillonnage, la paramétrisation λ ne
semble plus devoir être valorisée, bien que chacun des modèles sous-échantillonnés soient gé-
néralisables, on pense ici au comportement en validation croisée. L’hypothèse de travail porte
sur le comportement de la méthode ddsPLS pour n faible, lorsque les individus extrêmes sont
plus probablement présents, ce qui induit une instabilité de la sélection des variables en cas de
sous-échantillonnage. Sur des échantillons à n faible, la paramétrisation λ devrait alors être plus
instable en sélection que la paramétrisation L0, ce que nous aimerions étudier dans le futur.

Ce travail a été valorisé au travers d’un package disponible sur le CRAN à l’adresse https:
//CRAN.R-project.org/package=ddsPLS et nommé ’ddsPLS’, comme la méthode. Ce pa-
ckage a été codé de façon à permettre des calculs rapides, au moyen de fonctions codées en C++

et interprétées grâce au package ’Rcpp’ (Eddelbuettel et François, 2011). De plus, puisque les
calculs de validation croisée sont au coeur de la méthode, il a été choisi de rendre possible la
parallélisation de ces calculs grâce aux packages ’doParallel’ et ’foreach’ de R. Des fonctions de
visualisations ont été proposées qui permettent d’observer les différents poids par composantes
mais aussi les données sous forme de heatmaps ou de matrices de corrélations. Les packages
’corrplot’ et ’RColorBrewer’ ont permis ces résultats. Les fonctions lda et logit du package
’MASS’ (Venables et Ripley, 2002) ont permis de gérer les cas de problèmes de classification.

Différentes applications ont permis d’améliorer les fonctionnalités du package mais aussi de
tester son bon fonctionnement. Les données associées à ces applications admettent des structures
variées, certaines avec peu d’individus (10 ou 20), d’autres avec un grand nombre d’individus
(« 700). La proportion de données manquantes va de 0% à presque 70%. Le nombre de va-
riables par bloc varie de un à plusieurs milliers. Parmi les améliorations de la méthode initiées
par l’analyse de ces données, on peut citer deux points importants. Tout d’abord l’initialisation
des données manquantes, qui se faisait alors à la moyenne, s’est révélée être non judicieuse,
une initialisation marginale par bloc des données manquantes est maintenant utilisée. Le coeffi-
cient de régularisation a lui-même été modifié pour permettre une paramétrisation plus intuitive.
Initialement, il correspondait au niveau minimum absolu de corrélation entre les variables de
prédiction et à prédire via l’opération de seuillage doux, soit un réel entre 0 et 1. Il correspond
maintenant au nombre maximum de variables à inclure dans le modèle, c’est donc un entier
compris entre 0 et le nombre total de covariables dans le modèle. L’intuition pratique derrière
ce dernier aspect est de limiter l’impact d’un individu aberrant dans le cas des échantillons
avec n petit. En effet, la corrélation est très sensible à ce genre d’individus et dans le cas de
la validation croisée, une variable peut très bien être sortie du modèle du fait de ce genre de
fluctuations. Cette nouvelle paramétrisation semble corriger ce défaut. Si l’on suppose les cova-
riables toujours ordonnées de la même manière, en terme de corrélations aux variables à prédire,
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un individu aberrant ne peut alors pas avoir pour effet de supprimer une variable dans certains
des modèles de validation croisée. Aucun travail théorique ou de simulation n’a été réalisé sur
le sujet mais ce serait être un futur sujet de recherche.

Perspectives
Les qualités de sélection de ddsPLS n’ont été évaluées que sur des critères de prédiction.

L’application de ddsPLS à un jeu de données réelles, lui-même étudié par Clemmensen et collab.
(2011), et présent en section 2.1, montre les premières qualités de l’approche en terme de sélec-
tion. Pourtant cette analyse s’est faite en absence de données manquantes et dans un contexte
monobloc. Une future étude, qu’elle soit théorique ou par simulations, pourrait nous amener à
estimer les qualités de la méthode en terme de sélection. Pour l’instant le seuillage doux a été
évalué mais il pourrait être intéressant de comparer différents seuillages dans cet objectif, le
seuillage doux ayant été choisi initialement pour les qualités démontrées en terme de recons-
truction, notamment par Deshpande et Montanari (2016).

Parmi les challenges posés par de nouvelles données, la présence de données manquantes
dans la partie réponse nous fait imaginer une adaptation semi-supervisée de l’algorithme dd-
sPLS. Ce cas de figure s’est par exemple présenté dans le jeu de données issu de la cohorte
MARTHA et présenté en section 4.1. La présence de données manquantes dans la réponse n’est
pas un problème isolé et oblige bien souvent l’analyste à mettre un grand nombre de données
de côté, entraînant des problèmes éventuels sur un biais des estimateurs et assurément sur un
défaut de puissance dans le cas de données issus d’échantillons de taille faible. Nous imaginons
réutiliser un modèle typé-EM afin d’alterner entre estimations des modèles et des données man-
quantes dans la réponse, ajoutant ainsi une étape à l’algorithme Koh-Lanta. Ce genre de choix
risquant d’introduire des risques de non convergence ce qui a été observé dans d’autres algo-
rithmes "Typés-EM".

Le modèle de régression construit par ddsPLS ne permet pas de rendre compte de liens exis-
tants entre les blocs de variables puisque l’approche est purement multibloc. Il serait intéressant
d’améliorer la méthode afin de pouvoir introduire directement les notions de blocs de données
répétées ou de données multivoies. Une forme de hiérarchie dans les relations entre les blocs
doit être imaginée, comme cela a été décrit par les approches structurelles telles que la méthodo-
logie PLS-PM introduite par (Lohmöller, 2013) et adapté au contexte régularisé par Tenenhaus

et Tenenhaus (2011); Tenenhaus et collab. (2014).

De façon plus générale, bien que les méthodes basées sur des grands n comme l’approche
par renforcement soient très attractives, elles ne sont pas et ne sauraient être transposables à des
problématiques de grande dimension, à n réduit.
Il est souvent dit que l’apprentissage statistique a pris un tournant au début des années 2010 avec
l’avènement des données en ligne, il semblerait que ce genre de problématique assure un avenir
radieux aux méthodes linéaires de fouille de données moins gourmandes en terme de nombre
de paramètres. Je dirais donc que les années 2010 ont vu se scinder en deux les perspectives en
terme de recherche et d’applications de l’apprentissage statistique. Les méthodes à composantes
comme l’ACP où les méthodes linéaires pénalisées (autres que le Lasso qui souffre toujours d’un
grand p pour un petit n) ainsi appréciées pour leurs simplicités algorithmique, d’implémentation
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et d’interprétation sont assurées de répondre pour encore un bon moment aux problématiques de
données sensibles.
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ANNEXE A

NOTIONS MATHÉMATIQUES

A.1 Multiplicateur de Lagrange
Théorème A.1 (Multiplicateurs de deLagrange, cas de contraintes d’égalité). Soient f et g1,..,gp

des fonctions de classe C1 sur un ouvertU de Rn, à valeurs dans R et X l’ensemble défini par

X “  
x P U|g1pxq “ . . . “ gppxq “ 0

(
.

Si la restriction de f àX admet un extremum local en a et si les différentielles dg1paq, . . . , dgppaq
sont des formes linéaires indépendantes, alors il existe des réels uniques λ1, . . . , λp tels que

d f paq “ řp
i“1 λidgipaq.

Et alors a est un optimum de f dans X.

Remarque A.1. Les coefficients λi sont appelés les multiplicateurs de Lagrange et on appelle
"lagrangien" la fonction

Lpx, λ1, . . . , λpq “ f pxq ` řp
i“1 λigipxq.

Remarque A.2. Dans le Théorème précédent on dit que les contraintes sont actives lorsque le
point critique considéré est bien dans X.

A.2 Pseudo-inverses
On remarque que pour toute matrice inversible A, la matrice A´1 est aussi pseudo-inverse

de A. Il est possible de montrer que l’ensemble des pseudo-inverses de A est infini.

Définition A.1 (Pseudo-inverse). Soit une matrice réelle A P Rnˆp quelconque, on appelle
matrice pseudo-inverse de A toute matrice B P Rnˆn qui vérifie

ABA “ A.

Cette définition permet aussi d’introduire la pseudo-inverse de Moore-Penrose, qui est un
cas particulier de pseudo-inverse
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Définition A.2. Pseudo-inverse de Moore-Penrose (Penrose, 1956). Soit une matrice A P Rnˆp

de rang RA quelconque. Alors la pseudo inverse de Moore-Penrose de A, notée A` vérifie les
quatre propriétés

1. AA`A “ A,

2. A`AA` “ A`,

3. A`A est symétrique,

4. AA` est symétrique.

Il est possible de démontrer que pour toute matrice réelle, sa pseudo-inverse de Moore-
Penrose existe et est unique (voir par exemple Rao et collab., 1972).

A.3 Décomposition SVD
Afin de déterminer la forme de la pseudo-inverse de Moore-Penrose, il convient d’introduire

le principe de valeur singulière.

Définition A.3. Valeurs singulières Soit A P Rnˆp quelconque de rang RA, on appelle valeurs
singulières de A les RA réels σ1 ą σ2 ą . . . ą σRA ą 0 qui sont les racines carrés des valeurs
propres de la matrice AT A.

La matrice AT A est symétrique réelle, elle est donc diagonalisable à valeurs propres po-
sitives ou nulles, par application du Théorème spectral. On peut démontrer facilement que le
spectre de AT A est égal au spectre de AAT . Le Théorème spectral permet la formalisation de la
décomposition en valeurs singulières de toute matrice via le Théorème suivant.

Théorème A.2. Décomposition en valeurs singulières (Singular Value Decomposition – SVD)
Soit une matrice réelle A P Rnˆp quelconque de rang RA, on appelle décomposition en éléments
propres de A le triplet pU,D,Vq P Rnˆn ˆ Rnˆp ˆ Rpˆp telles que U et V soient à colonnes
orthogonales, D soit une matrice dont les RA premiers coefficients diagonaux sont strictement
positifs et les autres sont tous nuls. Et ce triplet vérifie

X “ UDVT . (A.1)

Corollary A.1. SVD et pseudo-inverse de Moore-Penrose Soit une matrice A P Rnˆp quel-
conque de rang RA et sa décomposition SVD pU,D,Vq P RnˆnˆRnˆpˆRpˆp dont les caracté-
ristiques sont guidées par le Théorème A.2, alors la pseudo-inverse de Moore-Penrose de A est
la matrice X` qui s’écrit

X` “ VD„1UT , (A.2)

où D„1 est la matrice de dimension p ˆ n dont les RA premiers coefficients diagonaux sont les
inverses respectifs des RA premiers termes de la diagonale de D et les autres coefficients sont
tous nuls.

Démonstration. Par vérification immédiate des 4 propriétés de la Définition A.2. �
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Théorème A.3 (Solution généralisée du problème linéaire). Soit le problème inverse de régres-
sion linéaire ayant pour inconnue X qui s’écrit

arg min
X

}B´ AX}2F , (A.3)

où A P Rnˆp, B P Rnˆq. Alors la solution de ce problème de norme de frobenius minimale est

X “ A`B

où A` est la pseudo-inverse de Moore-Penrose de A.

Démonstration. Soit le problème d’optimisation sous contrainte

arg minX }X}2F
sous contrainte AX‚, j ´ B‚, j “ 0, @ j P rr1, qss (A.4)

où X‚, j est la jème colonne de X tout comme B‚, j pour B. C’est un problème d’optimisation sous
contraintes d’égalité où le critère et les contraintes sont des fonctions de classe C1. On définit
alors le Lagrangien de ce problème

L `
X, λ1, . . . , λq

˘ “ }X}2F ` 2
řq

j“1 λ
T
j

`
AX‚, j ´ B‚, j

˘
,

“ řq
j“1 }X‚, j}2 ` 2

řq
j“1 λ

T
j

`
AX‚, j ´ B‚, j

˘
,

“ řq
j“1

”
}X‚, j}2 ` 2λT

j

`
AX‚, j ´ B‚, j

˘ı
,

qui est en fait la somme de q problèmes indépendemment résolus en X‚, j. Nous allons donc
résoudre le problème suivant

arg minx }x}2
sous contrainte aix´ bi “ 0, @i P rr1, nss (A.5)

où ai,‚ est la ième ligne de A et bi est le ième élément de b, une des colonnes de B correspondant
avec la colonne de X courante. Le Lagrangien de ce problème s’écrit

L0 px, λq “ }x}2 ` 2
řn

i“1 λi paix´ biq ,
avec λ “ pλ1, . . . , λnqT et qui, après différentiation et annulation des différentielles, conduit au
système "

x “ ´ATλ{2,
Ax “ b.

On applique dès lors le Théorème A.2 et son Corollaire A.1 à la matrice A pour déterminer`
U,D,D„1,V

˘
vérifiant les relations (A.1) et (A.2). On note alors

px0, λ0q “
´

VD„1UT b,´2UD„1T D„1UT b
¯
.

On peut remarquer que px0, λ0q vérifie le système précédent. Les contraintes sont donc actives
en px0, λ0q.
Puisque les contraintes @i P rr1, nss, gipxq “ aix´bi ont pour différentielles des formes linéaires
indépendantes, car ce sont alors des constantes. Nous nous retrouvons dans le cadre d’applica-
tion du Théorème A.1, dit Théorème du multiplicateur de Lagrange, puisque de plus le carré du
produit scalaire est de classe C1 et les contraintes, comme formes linéaires, sont aussi de classe
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C1. Ainsi par application du dit Théorème, le problème (A.5) est résolu en px0, λ0q de façon
unique.

En utilisant la remarque sur l’indépendance des problèmes, il vient que

X “ VD„1UT `B‚,1, . . . ,B‚,q
˘ “ VD„1UT B “ A`B

est l’unique solution du problème (A.3), ce qui conclut la démonstration. �

A.4 Décomposition en ACP
Définition A.4 (ACP). Soit une matrice réelle X de dimension n ˆ p et à colonnes centrées
(la somme de tous les éléments d’une colonne vaut 0) alors on définit la décomposition en
composantes principales d’ordre R le duet pU,dq où U est une matrice de dimension p ˆ R à
colonnes orthogonales et d est un vecteur de dimension R. @r P rr1,Rss, on note ur, la rième

colonne de U et dr chaque élément de d avec

d1 ě d2 ě . . . ě dR ě 0.

De plus, chaque poids ur est

— orthogonal à tous les autres poids,

— vérifie
ur “ arg maxu }Xu}22

sous contrainte uT u “ 1
, (A.6)

— dr “ }Xur}22
Théorème A.4 (ACP et décomposition SVD). Soit une matrice réelle X de dimension nˆ p et à
colonnes centrées et pU,dq l’ACP de X. Alors chaque axe r P r1,Rss est le rième vecteur singulier
droit de X et dr “ σ2

r est le rième élément diagonal de D où σr est la rième valeur singulière de
X.

Remarque A.3 (Choix de démonstration). La démonstration par récurrence qui est présentée
ici est aussi l’algorithme de résolution de l’ACP originel et s’appelle NIPALS. La recherche des
sous-espaces propres est détaillée dans l’annexe C.

Démonstration. Dans cette démonstration et pour tout r P rr1,Rss nous noterons

πr “
`
I´ uruT

r
˘
,

qui est une matrice de projection orthogonale et qui a pour noyau le sous-espace porté par ur.
Nous allons procéder par récurrence.
Hypothèse. @r P rr1,Rss, π1,r “ śr

s“1 πs est une matrice de projection orthogonale avec pour
noyau pu1, . . . ,urq. De plus, ur qui résout l’équation (A.6) en posant X Ð Xπ1,r est le vecteur
singulier droit de rang r associé à la valeur singulière σ2

r de X.
Initialisation. Par résolution du problème (A.6), pour r “ 1, qui vérifie les conditions d’ap-
plications du Théorème A.1 du multiplicateur de Lagrange pour une contrainte unique dont la
différentielle est une forme linéaire et où le critère et la contrainte sont bien des fonctions de
classe C1. Le lagrangien s’écrit alors

Lpu, λq “ }Xu}22 ´ λ
`}u}22 ´ 1

˘
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Par double différentiation, le problème se met sous la forme
"

XT Xu “ λu
uT u “ 1

,

et en notant le point critique
`
u1, σ

2
1

˘
, le premier vecteur singulier droit de X et le carré de la

valeur singulière associée et en injectant dans l’équation, on se retrouve avec une contrainte
active et un système résolu.

`
u1, σ

2
1

˘
est donc la première composante principale de l’ACP et

vérifie l’hypothèse. On définit alors une matrice X1 telle que

X1 “ Xπ1,

c’est l’opération de déflation. La projection de cette matrice sur u1 est nulle car le noyau de π1
est porté par u1. L’hypothèse est donc bien vérifiée au rang 1.
Propagation. Supposons que le résultat soit vrai jusqu’au rang R´ 1 où R est inférieur ou égal
au rang de X, et que la suite de matrices pX1, . . . ,XR´1q ait été construite, alors il est possible
de résoudre le problème (A.6) en considérant X Ð XR´1, soit le problème

maxu }XR´1u}22
sous contrainte uT u “ 1

, (A.7)

il vient donc à résoudre le système
"

XT
R´1XR´1u “ λu

uT u “ 1
. (A.8)

En remarquant que XR´1 “ Xπ1,R´1, on teste le duet
`
uR, σ

2
R

˘
formé par le vecteur singulier

gauche de rang r de la matrice X et le carré de la valeur singulière associée. Ainsi

π1,R´1XT Xπ1,R´1uR “ π1,R´1XT XuR

“ π1,R´1
`
σ2

RuR
˘

“ σ2
Rπ1,R´1uR

“ σ2
RuR

, (A.9)

où nous avons utilisé que uR est dans l’image de l’endomorphisme associé à la matrice de pro-
jection orthogonale π1,R´1. Comme par définition uT

RuR “ 1, il vient que le duet candidat active
les contraintes et par application du Théorème A.1, la solution testée est la bonne et est unique.
Conclusion. La décomposition ACP de rang R est formée par, r P r1,Rss, le rième vecteur singu-
lier droit de X où dr “ σ2

r est la rième valeur singulière au carré de X.
Ce qui permet de clore cette démonstration. �
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ANNEXE B

CALCULS DE RISQUES
QUADRATIQUES

On suppose travailler dans le cas d’une réponse univariée (q “ 1) par simplification de
l’écriture d’un raisonnement qui se généralise simplement. Dans le cas du modèle linéaire à
bruit additif centré on note

Y “ Xb` ε,

avec b la matrice colonne à estimer et ε la variable aléatoire associée au bruit d’observation
supposé centré et de variance σ2

ε . Un jeu de données Dn représenté par les deux matrices X et
y est utilisé pour l’entraînement avec l’erreur d’observation ε. On suppose de plus un nouvel
échantillon d’un seul individu px1, y1q, où le premier terme est une matrice ligne et le second
terme est un réel avec l’erreur d’observation ε1. On peut donc noter

y “ Xb` ε,
y1 “ x1b` ε1.

Les notations utilisées se rapprochent de celles utilisées dans la partie 1.2.

B.1 Minimisation des moindres carrés ordinaires
On suppose b̂pMCOq

n l’estimateur des MCO solution du problème arg minb }y´Xb}2 qui, par
application du Théorème A.3 s’écrit

b̂pMCOq
n “ X`y,

où X` désigne la pseudo-inverse de Moore-Penrose de X. On peut donc écrire, pour la nouvelle
observation

f px1q “ y1 “ x1b` ε1 , f ‹px1q “ x1b,
g‹px1q “ En

”
x1b̂pMCOq

n

ı
, f̂npx1q “ x1b̂pMCOq

n ,

“ x1X`En rXb` εs , “ x1X` pXb` εq ,
“ x1X`Xb , “ x1b` x1X`ε
“ x1b .

(B.1)
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Le terme de variance associé au bruit pour cette individu et son espérance pour toutes les valeurs
possibles pour X1 deviennent

p f px1q ´ f ‹px1qq2 “ ε2
1

bruit
´

b̂pMCOq
n

¯
“ Ex1

”
Ey

”
p f px1q ´ f ‹px1qq2

ıı

“ Ex1

“
ε2

1

‰ “ σ2
ε

Le terme de biais pour ce nouvel échantillon s’écrit alors, par lecture immédiate des équa-
tions (B.1)

p f ‹px1q ´ g‹px1qq2 “ 0

biais2
´

b̂pMCOq
n

¯
“ Ex1

”
p f ‹px1q ´ g‹px1qq2

ı

“ 0

(B.2)

et on démontre ainsi que le biais du modèle linéaire est nul. Le terme de variance du modèle
pour ce nouvel échantillon s’écrit alors

En

”`
f̂npx1q ´ g‹px1q

˘2
ı
“ En

„´
x1b̂pMCOq

n ´ E
”
x1b̂pMCOq

n

ı¯2

“ En

”
px1X`εq2

ı

“ x1X`En
“
εεT

‰ px1X`qT “ σ2
εx1X` pX`qT xT

1

et en sommant à l’ensemble des possibilités accessibles à x1, il vient

var
´

b̂pMCOq
n

¯
“ Ex1

”
En

”`
f̂npx1q ´ g‹px1q

˘2
ıı

“ σ2
εTrace

´
Ex1

“
xT

1 x1
‰

X`X`T
¯

“ σ2
εTrace

´
X`X`T

¯
Trace

`
Ex1

“
xT

1 x1
‰˘

“ σ2
εTrace

´
X`X`T

¯
p

(B.3)

où nous avons utilisé l’inégalité de Cauchy-Schwarz afin de passer de la seconde à la troisième
ligne. Or la structure de covariance de X est présente dansDn et donc les matrices "X`X`T " et
"xT

1 x1" partagent les mêmes sous espaces propres. C’est donc un cas d’égalité de l’inégalité de
Cauchy-Schwarz. Pour passer à la dernière ligne nous avons arbitrairement considéré que toutes
les variables avec la même variance, égale à l’unité, ce qui n’est pas une hypothèse forte.

L’espérance du risque quadratique de l’estimateur des moindres carrés dans le cas d’un bruit
additif centré de variance σ2

ε entraîné sur un jeu de données de n individus pour p covariables et
q “ 1 variable réponse s’écrit donc

E
”
R
´

b̂pMCOq
n

¯ı
“ σ2

ε ` pσ2
εTrace

´
X`X`T

¯

“ σ2
ε ` pσ2

εTrace
´

X`T X`
¯ (B.4)

B.2 Modèle pénalisé Ridge
On suppose b̂pRidgeq

n estimé par la méthode Ridge, @λ ą 0, il vient

b̂pRidgeq
n “ `

XT X{n` λI
˘´1 XT y{n “ Xp`,λqy,
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où Xp`,λq “ `
XT X{n` λI

˘´1 XT {n. On peut donc écrire

f px1q “ y1 “ x1b` ε1, f ‹px1q “ x1b,
g‹px1q “ En

”
x1b̂pRidgeq

n

ı
, f̂npx1q “ x1b̂pRidgeq

n ,

Avec, plus précisément

f̂npx1q “ x1b̂pRidgeq
n

“ x1Xp`,λq pXb` εq
“ x1Xp`,λqXb` x1Xp`,λqε,

g‹px1q “ En
“

f̂npx1q
‰

“ x1Xp`,λqXb` 0.

L’erreur de bruit n’est pas modifiée par le modèle, en se référant au cas des MCO, il vient

E
”
p f px1q ´ f ‹px1qq2

ı
“ σ2

ε .

Nous avons décidé d’estimer le biais de façon plus classique dans ce cas, soit en considérant le
biais de l’estimateur de b, il vient

b̂pRidgeq
n ´ b “ `

XT X{n` λI
˘´1 XT Xb{n´ b

“ `
XT X{n` λI

˘´1 XT Xb{n´ b
“ ´λ `XT X{n` λI

˘´1 b,

et ainsi
g‹px1q ´ f ‹px1q “ x1

´
b̂pRidgeq

n ´ b
¯

“ ´λx1
`
XT X{n` λI

˘´1 b.

Il vient donc que l’estimateur Ridge est biaisé. L’erreur associée à ce biais de modèle s’écrit

Ex1

”
p f ‹px1q ´ g‹px1qq2

ı
“ λ2bT

`
XT X{n` λI

˘´2 b.

Par la suite on peut calculer la variance de cet estimateur selon

En

”`
f̂npx1q ´ g‹px1q

˘2
ı
“ En

”`
x1Xp`,λqε

˘2
ı
,

“ x1Xp`,λqEn
“
εεT

‰
Xp`,λqT xT

1 ,

“ σε
2x1Xp`,λqXp`,λqT xT

1 .

Ainsi par intégrale sur x1

Ex1

”
En

”`
f̂npx1q ´ g‹px1q

˘2
ıı

“ σε
2Trace

´
Ex1

“
xT

1 x1
‰ `

XT X{n` λI
˘´2 XT X{n

¯
,

“ σε
2Trace

´`
XT X{n` λI

˘´2 XT X{n
¯
.

L’espérance du risque quadratique de l’estimateur Ridge dans le cas d’un bruit additif centré de
variance σ2

ε entraîné sur un jeu de données de n individus pour p covariables et q “ 1 variable
réponse s’écrit donc

E
”
R
´

b̂pRidgeq
n

¯ı
“ σε

2 ` λ2bT
`
XT X{n` λI

˘´2 b

` σε
2Trace

´`
XT X{n` λI

˘´2 XT X{n
¯
.

(B.5)
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B.3 Méthode pénalisée Lasso
Cette méthode nécessite que les variables soient centrées

řn
i“1 yi “ 0, @ j P rr1, pss, řn

i“1 xi, j “ 0,

où pXq j est la jème colonne de X assimilable à sa jème variable et xi, j la valeur que prend l’échan-
tillon i pour cette variable. De plus, les covariables doivent être réduites, soit

@ j P rr1, pss,
nÿ

i“1

x2
i, j “ n.

On note aussi
Ll pbq “ }y´ Xb}22 {n` 2λ}b}1, (B.6)

le critère que la méthode Lasso cherche à minimiser pour un certain choix de λ ą 0. Ll est
différentiable partout sauf aux points de changements de signe de b. On recherche un minimum
de Ll qui correspond à une annulation du gradient de Ll par rapport à b en supposant être assez
loin des points d’annulation de chacun des éléments de b.

dbLl
`
b̂
˘ “ ´XT

`
y´ Xb̂

˘ {n` λsign
`
b̂
˘
,

“ 0,

et qui conduit à l’équation normale,

XT Xb̂ “ XT y´ nλsign
`
b̂
˘
, (B.7)

dont on va étudier les solutions dans la suite.

B.3.1 Solution dans le cas d’un "design orthogonal"
Dans cette partie on suppose XT X “ nI, on peut alors remarquer que la solution des MCO,

voir équation (1.14), s’écrit b̂pMCOq
n “ XT y{n, il est possible de réécrire l’équation (B.6) qui

devient
Ll
`
b̂
˘ “ yT y{n ` b̂T b̂ ´ 2b̂T b̂pMCOq

n ` 2λ}b̂}1,
“ cste ` řp

j“1 b̂2
j ´ 2b̂ jb̂

pMCOq
j ` 2λ|b̂ j|, (B.8)

qui devient solvable en chaque b̂ j séparément en notant
´

b̂pMCOq
n

¯
j
“ b̂pMCOq

j . Il est donc néces-

saire de minimiser les p fonctions l jpbq “ b2 ´ 2bb̂pMCOq
j ` 2λ|b j|. En supposant tout d’abord

que :

— b̂pMCOq
j ą 0. On peut supposer que b̂ j ă 0 il vient que |b̂ j| “ ´b̂ j et alors la condition

d’optimalité s’écrit

dbl jpb̂ jq “ 2b̂ j ´ 2b̂pMCOq
j ´ 2λb̂ j “ 0,

soit en réordonnant les termes
b̂ j “ b̂pMCOq

j ` λ,

ce qui est une contradiction puisque b̂pMCOq
j ą 0 et λ ą 0 et donc b̂ j ě 0.
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— Par une analyse symétrique on montre que si b̂pMCOq
j ă 0 alors b̂ j ď 0.

En supposant maintenant que :

— b̂ j ą 0, il vient que |b̂ j| “ b̂ j et alors la condition d’optimalité s’écrit

dbl jpb̂ jq “ 2b̂ j ´ 2b̂pMCOq
j ` λb̂ j “ 0,

soit en réordonnant les termes
b̂ j “ b̂pMCOq

j ´ λ,

réalisable si et seulement si b̂pMCOq
j ě λ.

— b̂ j ă 0, par une analyse symétrique on montre que b̂pMCOq
j ď ´λ et alors b̂ j “ b̂pMCOq

j `λ
Enfin en supposant que :

— 0 ă b̂pMCOq
j ă λ. On sait que b̂ j ě 0 et on suppose b̂ j ą 0, il vient par application de la

condition d’optimalité et en réogranisant les termes que

b̂ j “ b̂pMCOq
j ´ λ,

ce qui est impossible puisque 0 ă b̂pMCOq
j ă λ. C’est donc que b̂ j “ 0

— Par une raisonnement semblable on montre que si 0 ă ´b̂pMCOq
j ă λ, alors b̂ j “ 0.

Finalement on raccorde le point b̂pMCOq
j par un argument de continuité, il vient alors que b̂ j peut

s’exprimer comme une fonction croissante de b̂pMCOq
j , à savoir

b̂pLassoq
j “

#
b̂pMCOq

j ´ sign
´

b̂pMCOq
j

¯
λ si

ˇ̌
ˇb̂pMCOq

j

ˇ̌
ˇ ą λ

0 sinon
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ANNEXE C

MÉTHODE DES PUISSANCES
ITÉRÉES

Cette méthode permet de diagonaliser les matrices semi-définies positives, non nulles, dont
les éléments propres non nuls sont tous distincts.

Cet algorithme fonctionne de façon séquentielle en commençant par la recherche du premier
sous-espace (voir section C.1), le sous-espace porté par la plus grande valeur propre, puis l’in-
formation de la matrice à diagonaliser et portée par ce sous-espace est retirée de la matrice puis
la première étape est de nouveau appliquée à la matrice résiduelle, c’est ce que l’on appelle la
déflation (voir section C.2).

C.1 Recherche du premier sous-espace propre
On suppose dans cette partie une matrice réelle semi-définie positive A (A P Sǹ pRq) dont

nous recherchons le premier sous-espace propre.
Puisque A P Sǹ pRq, A est aussi diagonalisable de valeurs propres pλkqkPrr1,nss ordonnées

telles que
λ1 ě λ2 ě .. ě λr ě .. ě λn ě 0,

en notant de plus r le rang de la matrice A, r “ rangpAq, nous avons @k Pssr, nss, λk “ 0, et
donc :

λ1 ě λ2 ě .. ě λr ě 0.

Dans le cas de données réelles et donc bruitées, il est très peu probables d’obtenir des sous-
espaces propres dont la multiplicité soit strictement supérieure à 1, sans considérer le noyau de
A, et donc

λ1 ą λ2 ą .. ą λr ą 0.

On note V la base orthonormée de Rn associée de diagonalisation de A. Soit pvkqkPrr1,nss les n
vecteurs normés associés à chacune des valeurs propres.

@x P Rn, D!pakqkPrr1,nss P Rn|x “ řn
k“1 akvk. Dont le produit par A s’écrit

Ax “
nÿ

k“1

Axkvk “
nÿ

k“1

akpAvkq “
nÿ

k“1

λkakvk “
rÿ

k“1

λkakvk.
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Par itérations successives il vient @N P N‹ :

ANx “
nÿ

k“1

ANakvk “
nÿ

k“1

akpANvkq “
nÿ

k“1

akAN´1pAvkq “
rÿ

k“1

λN
k akvk.

En divisant par λN
1 , il vient

ANx
λN

1

“
rÿ

k“1

pλk

λ1
qNakvk (C.1)

où dans le cas limite N Ñ `8
˜
λk

λ1

¸N

ÝÝÝÝÑ
NÑ`8

#
1 if k “ 1
0 otherwise

.

Et donc pour l’équation (C.1) il vient ANx
λN

1
, when N Ñ `8

ANx
λN

1

ÝÝÝÝÑ
NÑ`8 a1v1.

En utilisant la norme euclidienne, qui est continue sur les espaces vectoriels de dimension finie,
il vient ||ANx

λN
1
||2 ÝÝÝÝÑ

NÑ`8 ||x1v1||2 “ |x1| ¨ ||v1||2 “ |x1| ¨ 1 “ |x1|. Ce qui permet d’écrire

ANx
||ANx||2 “

ANx
λN

1

||ANx
λN

1
||2
ÝÝÝÝÑ
NÑ`8 signpx1qv1,

où le terme de signe est souvent mis de côté en considérant que le plus grand coefficient de v1
doit être positif.

On vient donc de mettre en lumière un algorithme capable d’évaluer le sous-espace propre
associé à la plus grande valeur propre d’une matrice semi-définie positive

A

. De façon plus concise on peut écrire l’algorithme comme suit

— Étape 1 : Choisir x P Rn

— Étape 2.1 : Calculer b1 “ Ax
||Ax||2

— Étape 2.2 : Pour N “ 1.. , faire

bN`1 “ AbN

||AbN ||2
Si ||bN`1 ´ bN ||2 ă ε, la convergence est atteinte, arrêter la boucle.

— Étape 3 : Finalement v1 “ bN`1 et λ1 “ bT
N`1AbN`1

C.2 Déflation
Soit v1, le vecteur propre associé au premier sous-espace de la matrice A, on appelle défla-

tion de A sur v1 l’opération

A Ð A´ v1pAv1qT
||Av1||2 ,

la matrice rsiduelle est dite la déflatée de la matrice initiale.
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ANNEXE D

L’ALGORITHME EM POUR
L’ESTIMATION DE DONNÉES

MANQUANTES

Dans cette partie on suppose que X est un échantillon indépendant de n observations du
vecteur aléatoire réel x de paramètre Θ à valeurs réelles.

D.1 Vraisemblance et maximisation de vraisemblance
On définit la vraisemblance de l’échantillon X observé pour un paramètre Θ par

PpX|Θq “
nź

i“1

PpXi|Θq,

puisque les n observations sont indépendantes. Il est souvent plus intéressant de décrire la log-
vraisemblance de l’échantillon, qui s’écrit

LpΘ; Xq “ lnPpX|Θq “
nÿ

i“1

lnPpXi|Θq, (D.1)

où la plus vraisemblable des valeurs de Θ est trouvée en maximisant ce dernier. La méthode
du maximum de vraisemblance recherche le paramètre Θ qui maximise la vraisemblance, on
l’appelle Estimateur du Maximum de Vraisemblance (MLE). Ce maximum, en Θ “ ΘMLE est
solution de

BLpΘ; Xq
BΘ Θ“ΘMLE

“ 0,

à supposer que cette écriture a un sens du point de vue de la dérivabilité de la fonction de
log-vraisemblance, ce que nous supposerons dans la suite de cet énoncé.

ΘMLE peut avoir une écriture simple, littérale nous entendons, et alors la méthode du maxi-
mum de vraisemblance est rapide. Dans le cas général il est nécessaire d’avoir recours à des
méthodes approchées, telles que les méthodes de type Newton, c’est d’ailleurs la solution utili-
sée pour le calcul approché des solutions au problème de la régression logistique dont la genèse
semblerait remonter au XIXème siècle et aurait permis de décrire la croissance d’une population
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192 Annexe D. L’algorithme EM pour l’estimation de données manquantes

d’une réaction chimique dont le taux de croissance ne doit pas seulement tenir compte d’une
croissance exponentielle classique mais aussi de l’espace encore accessible à la population dans
la chambre de croissance. Ces résultats sont dus à Verhulst (1838), première communication
d’un sujet qui sera suivie par la littérature que nous connaissons.

D.2 Vraisemblances complexes et idée de l’algorithme
EM

Dans le cas où le jeu de données X contient des données manquantes, il n’est plus possible
d’estimer directement ΘMLE , pourtant la simplicité de cette méthode et l’interprétabilité des pa-
ramètres estimés ont poussé à rechercher une solution pour estimer les données manquantes en
fonction des données présentes et d’une estimation courante des paramètres du modèle statis-
tique.

L’algorithme EM (pour Estimation-Maximisation) est une approche générale pour le calcul
itératif de vraisemblances optimales en présence de données manquantes. Des vraisemblances
sont calculées de façon itératives en mettant à jour l’estimation des données manquantes. Cet
algorithme se divise en deux étapes qui sont

— Étape E, l’étape d’estimation, les données manquantes sont estimées au moyen d’une
espérance conditionnelle sur les données présentes et les paramètres estimés à l’itération
précédente.

— Étape M, l’étape de maximisation (sous-entendu "maximisation de la vraisemblance"),
les paramètres sont calculés par maximisation de la vraisemblance en utilisant les données
estimés à l’étape E en plus des données présentes.

Les travaux de Dempster et collab. (1977) ont permis de formaliser cet algorithme, démon-
trant que ce dernier, quoiqu’à convergence lente, est assuré de converger théoriquement. Les
conditions d’utilisation de ce dernier prévoient que le mécanisme de données manquantes doit
être au moins MAR, or nous avons pris l’hypothèse d’un mécanisme MCAR, la méthode est
donc bien applicable. Ceci implique notamment que les distributions de probabilité des échan-
tillons manquants et des échantillons présents sont identiques.

Cet algorithme est particulièrement efficace, tout comme l’est l’algorithme du maximum de
vraisemblance, si la distribution des données n’implique pas une fonction de vraisemblance trop
complexe. Si donc la vraisemblance conditionnelle admet une écriture simple. Dans le cas de
l’hypothèse d’un mélange de gaussiennes, ce qui est l’exemple classique, la donnée manquante
est l’appartenance de chaque observation à l’une des classes, cet inconnu étant fixé, le reste de
la vraisemblance est beaucoup plus simple.

D.3 Présence de données manquantes
Soit Xpmq les données manquantes et Xppq les données présentes, alors la fonction de densité

jointe des variables Xpmq et Xppq peut s’écrire

PpX|Θq “ P
´

Xpmq,Xppq|Θ
¯
“ P

´
Xpmq|Xppq,Θ

¯
P
´

Xppq|Θ
¯
.

On définit alors LpΘ; Xq “ lnP pX|Θq. L’objectif est de maximiser LpΘ; Xq, on note

Θ‹ “ arg max
Θ

LpΘ; Xq
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D.4 Esprit de l’algorithme EM
En notant Y l’ensemble formé par les évènements possibles pour les données manquantes

et @ Y P Y, on réécrit LpΘ; Xq en sommant sur Y au moyen de la formule de Bayes tel que

LpΘ; Xq “ ln
ş
Y P

´
Xppq| Y,Θ

¯
Pp Y|Θqd Y,

si l’on note Θ0 un paramètre initial, cohérent avec la distribution des données, il vient

L pΘ; Xq “ ln
ş
Y P

´
Xppq| Y,Θ

¯
P p Y|Θq Pp Y|Xppq,Θ0q

Pp Y|Xppq,Θ0qd Y,

“ ln
ş
Y P

´
Y|Xppq,Θ0

¯
PpXppq| Y,ΘqPp Y|Θq
Pp Y|Xppq,Θ0q d Y,

ě ş
Y P

´
Y|Xppq,Θ0

¯
ln
PpXppq| Y,ΘqPp Y|Θq
Pp Y|Xppq,Θ0q d Y,

“ ş
Y P

´
Y|Xppq,Θ0

¯
ln

PpXppq| Y,ΘqPp Y|Θq
Pp Y|Xppq,Θ0qPpXppq|Θ0qd Y` lnP

´
Xppq|Θ0

¯
,

(D.2)

qui est réalisé en appliquant l’inégalité de Jensen (voir Jensen et collab., 1906) à la fonction
convexe ln puisque

ş
Y P

´
Y|Xppq,Θ0

¯
d Y “ 1 et en remarquant que ln P

´
Xppq|Θ0

¯
est une

constante vis à vis de z. Le dernier terme de l’équation (D.2) peut être reconnu comme étant égal
à LpΘ0; Xq, alors que le premier terme peut être renommé ∆pΘ|Θ0q. On remarque que

∆ pΘ0|Θ0q “ ş
Y P

´
Y|Xppq,Θ0

¯
ln
PpXppq| Y,Θ0qPp Y|Θ0q
Pp Y|Xppq,Θ0qPpXppq|Θ0qd Y

“ ş
Y P

´
Y|Xppq,Θ0

¯
ln
PpXppq, Y|Θ0q
Pp Y,Xppq|Θ0qd Y

“ ş
Y P

´
Y|Xppq,Θ0

¯
ln 1d Y

“ 0,

par application du Théorème de Bayes. On définit alors une fonction lpΘ|Θ0q “ LpΘ0; Xq `
∆pΘ|Θ0q qui vérifie

lpΘ|Θ0q ď LpΘ|Xq,
lpΘ|Θ0q est donc majorée par la vraisemblance conditionnelle que l’on recherche mais lui est
aussi égale en Θ “ Θ0. Donc tout élément Θ1 qui accroit la valeur de lpΘ|Θ0q est une meilleure
estimation de Θ‹ puisqu’alors LpΘ1|Xq ě LpΘ0|Xq.

Nous sommes en mesure de construire une suite de paramètres croissants et majorés. Cette
suite doit donc converger vers un maximum local qui est l’estimation de Θ‹.

D.5 L’algorithme EM
L’algorithme tel que présenté précédemment peut être allégé en évitant de calculer les termes

constants dans le logarithme, comprendre les termes indépendants de Θ. On obtient alors

∆ pΘ|Θ0q “ ş
Y P

´
Y|Xppq,Θ0

¯
ln
´
P
´

Xppq| Y,Θ
¯
P p Y|Θq

¯
d Y`C

“ EY|Xppq,Θ0

´
ln
´
P
´

Xppq| Y,Θ
¯
P p Y|Θq

¯
| Xppq,Θ0

¯
`C

“ EY|Xppq,Θ0

´
ln
´
P
´

Xppq, Y|Θ
¯¯

| Xppq,Θ0

¯
`C

“ Q pΘ|Θ0q `C
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On définit alors précisément l’algorithme EM. Pour toute initialisation raisonnable Θ0 de Θ, et
pour une itération quelconque i` 1 ą 0 de l’algorithme EM, on réalise les deux étapes :

— Étape E : Estimer QpΘ|Θiq.
— Étape M : Maximiser, par rapport à Θ, la fonctionnelle précédente pour obtenir Θi`1.

Remarquons que même si l’écriture recherchée dans l’Étape E peut être simple, l’optimisa-
tion de l’autre étape peut ne pas l’être et la recherche d’un optimum strict n’est pas requise.
L’algorithme EM généralisé permet de résoudre les problèmes où cette seconde étape est par-
ticulièrement lourde en recherchant des accroissements dans la suite des Θi sans que ce soit la
suite optimale. Il convient de signaler que cet algorithme ne recherche pas un maximum global
mais un maximum local et qu’il est, dans les faits, conditionné par l’initialisation Θ0. Des adap-
tations de cet algorithme (notament par Celeux, 1985) permettent de répondre, dans certains cas,
aux problèmes des minima locaux non informatifs via un échantillonnage des estimations entre
les deux étapes précédemment décrites.

D.6 Cas d’école d’utilisation de l’algorithme EM pour
l’imputation

L’algorithme EM nécessite qu’un modèle statistique soit associé à l’observation qui est faite
des données courantes. Nous nous placerons ici dans le cas simple où deux variables aléatoires
Xp1q et Xp2q sont observées au travers de n “ 100 observations indépendantes et identiquement
distribuées selon une loi normale centrée. La variable Xp1q admet une proportion de donnée
manquante pNA et la variable Xp2q est totalement observée. Nous supposerons que les deux
variables sont associés par un modèle linéaire tel que

@i P rr1, nss, Xp2qi “ a` bXp1qi ` εi, (D.3)

où a et b représentent respectivement l’ordonnée à l’origine et la pente associées au modèle
linéaire et εi est l’erreur d’observation de l’échantillon i avec εi „ Np0, σ2q. Dans le cadre de
ces simulations nous choisirons les paramètres suivants

a “ 3, b “ 2, σ2 “ 1,

L’objectif est d’estimer les données manquantes grâce à ce modèle statistique en utilisant l’algo-
rithme EM qui demande une initialisation des données manquantes et des paramètres du modèle
et qui résout, de façon itérative jusqu’à convergence, les deux étapes suivantes, où k est l’indice
de l’itération courante :

— Étape E : Estimer QpΘ|Θk´1q.
— Étape M : Maximiser, par rapport à Θ, la fonctionnelle précédente pour obtenir Θk.

Avec Θ “ ra, b, σ2sT le vecteur de paramètre associé au modèle et Q la fonctionnelle dérivée
de la log-vraisemblance associée au modèle statistique. Dans le cas présent nous avons

QpΘ|Θk´1q “ ´ 1
σ2

nÿ

i“1

´
xi
p2q ´ a´ bxi

p1q
¯2 ´ n lnσ2,

où xi
p1q et xi

p2q représentent les observations des variables Xp1q et Xp2q pour l’observation i. Il
vient que certaines valeurs xi

p1q, celles qui sont initialement manquantes, doivent être indicées

Hadrien Lorenzo



D.6. Cas d’école d’utilisation de l’algorithme EM pour l’imputation 195

par k pour correspondre à leur estimation courante mais nous prenons la liberté de ne pas sur-
charger les équations avec cette notation.

L’étape E nécessite de connaître un modèle pour prédire Xp1q à partir de Xp2q, par inversion
directe du modèle (D.3), il vient le modèle

@i P rr1, nss, xp1qi “ ´a
b
` 1

b
xp2qi ` νi,

où νi „ Np0, σ2

b2 q et ainsi le calcul des xi
p1q manquants peut se faire au moyen de l’équation

d’estimation
xp1q « ´a

b
` 1

b
xp2q. (D.4)

L’étape M estime les paramètres du modèle par maximisation de QpΘ|Θk´1q par rapport à
chacune des variables, soit en résolvant les trois équations

BaQpΘ|Θk´1q “ 0 ðñ b “ covpXp2q,Xp1qq
varpXp1qq

BbQpΘ|Θk´1q “ 0 ðñ a “ 1
n

řn
i“1 xp2qi ´ a´ bxp1qi

Bσ2 QpΘ|Θk´1q “ 0 ðñ σ2 “ 1
n

řn
i“1

´
xp2qi ´ a´ bxp1qi

¯2
,

où Xp1q et Xp2q sont les vecteurs d’observation associés aux variables Xp1q et Xp2q respectivement.

La figure 12 présente les résultats de trois simulations réalisées sur ce modèle pour un
nombre n “ 100 d’observations. Dans cette figure sont représentées trois séries de graphes cor-
respondant à des proportions pNA P t20%, 50%, 80%u de données manquantes pour la variable
Xp1q. Sur chacun de ces graphes trois séries de courbe sont représentées, en bleu les corrélations
entre Xp1q et Xp2q pour les données imputées (symbole ˝) et pour l’ensemble du jeu de données
(symbole ‚). De la même manière sont aussi représentées les variances, en rouge, de la variable
Xp1q. La courbe verte représente les valeurs prises par la fonction QpΘ|Θkq. La première itération
correspond à l’initialisation, qui est ici réalisée par une imputation à la moyenne. Un échantillon
de n “ 100 observations est considéré.

Notons que cor
`
Xp1q,Xp2q

˘
vaut initialement 0 pour les données imputées, ce qui est naturel

puisque la variance de ces réalisations est alors nulle (imputation à la moyenne). De plus, cette
même fonction vaut 1 pour toutes les autres itérations puisque l’imputation est faite au moyen
du modèle (D.4), qui ne présente pas de bruit d’observation.

On remarque que la courbe d’évolution de QpΘ|Θkq est bien croissante, comme le prévaut la
théorie. De plus, chacune des deux courbes de variance et de corrélation (correspondant aux es-
timations sur données complètes et sur données imputées) semblent se rapprocher. Ceci s’inter-
prète en s’appuyant sur le proportion de données manquantes. Plus cette dernière est importante
et plus les données vont être guidées par le comportement des données imputées, à la limite les
données imputées guident complètement l’information et les deux courbes sont, pour la variance
et pour la corrélation, superposées.

On peut aussi noter que plus la proportion de données manquantes est importante et plus
les variances et corrélations estimées (sur données totales et sur données imputées) s’éloignent
de la valeur sur données observées. Le modèle prévaut une corrélation parfaite entre les deux
variables pour les estimations des données manquantes, ceci a pour effet de surestimer la force
du lien entre les observations et devient préjudiciable lorsque la proportion de données man-
quantes devient importante. Le nombre d’itérations nécessaires à la stabilisation de l’algorithme

Analyse supervisée multibloc en grande dimension



196 Annexe D. L’algorithme EM pour l’estimation de données manquantes
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Figure 12 – Simulations de 3 jeux de données, pour 3 proportions différentes de données man-
quantes p20%, 50%, 80%q de 2 variables

`
xp1q, xp2q

˘
, où la variable xp1q présente seule des don-

nées manquantes. L’imputation est effectuée au moyen d’un algorithme EM en supposant un
modèle linéaire liant ces deux variables. En première ligne : les asymptotes horizontales pré-
sentent les valeurs de corrélation et de variance pour les données observées. En seconde ligne :
les asymptotes reprennent les valeurs théoriques des paramètres. En troisième ligne : les erreurs
sur les données imputées lors de la dernière itération. n “ 100 échantillons sont utilisés.

est lui aussi croissant selon la proportion de données manquantes. L’analyse de la seconde ligne
montre que le modèle permet d’avoir une meilleure estimation des paramètres du modèle li-
néaire lorsque l’algorithme EM a convergé plutôt qu’au début. La troisième ligne montre que
l’algorithme EM permet de diminuer l’erreur. On remarque aussi que les erreurs pour le modèle
avec 50% de données manquantes sont plus importantes que dans le cas à 20%. De même il n’est
pas assuré que cette erreur soit minimale à la convergence de l’algorithme.

Les résultats qui viennent d’être présentés montrent que l’algorithme EM permet de ré-
soudre le problème des données manquantes dans un contexte unidimensionnel simple. Plus
précisément, il permet 1) d’estimer les paramètres du modèle statistique appliqué aux données
et 2) d’imputer les données manquantes. La vraisemblance associée au problème étudié est sou-
vent complexe à écrire ce qui peut être symptomatique d’un algorithme qui ressemble à un EM
sans pour autant en être tout à fait un. La littérature emploie souvent le terme de “typé-EM“.
L’algorithme ddsPLS, que nous avons développé pendant cette thèse et qui est détaillé dans la
partie 2 présente un profil d’EM sans que cela ne soit démontré formellement.
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Chun, H. et S. Keleş. 2010, «Sparse partial least squares regression for simultaneous dimen-
sion reduction and variable selection», Journal of the Royal Statistical Society : Series B
(Statistical Methodology), vol. 72, no 1, p. 3–25.

Clemmensen, L., T. Hastie, D. Witten et B. Ersbøll. 2011, «Sparse discriminant analysis»,
Technometrics, vol. 53, no 4, p. 406–413.
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Stekhoven, D. J. et P. Bühlmann. 2011, «Missforest—non-parametric missing value imputation
for mixed-type data», Bioinformatics, vol. 28, no 1, p. 112–118.

Stone, M. 1974, «Cross-validatory choice and assessment of statistical predictions», Journal of
the Royal Statistical Society : Series B (Methodological), vol. 36, no 2, p. 111–133.

Tenenhaus, A., C. Philippe, V. Guillemot, K.-A. Le Cao, J. Grill et V. Frouin. 2014, «Variable
selection for generalized canonical correlation analysis», Biostatistics, vol. 15, no 3, p. 569–
583.

Tenenhaus, A. et M. Tenenhaus. 2011, «Regularized generalized canonical correlation analysis»,
Psychometrika, vol. 76, no 2, p. 257.

Tibshirani, R. 1996, «Regression shrinkage and selection via the lasso», Journal of the Royal
Statistical Society. Series B (Methodological), p. 267–288.

Hadrien Lorenzo



BIBLIOGRAPHIE 203

Tikhonov, A. N. 1943, «On the stability of inverse problems», dans Dokl. Akad. Nauk SSSR,
vol. 39, p. 195–198.

Tipping, M. E. et C. M. Bishop. 1999, «Probabilistic principal component analysis», Journal of
the Royal Statistical Society : Series B (Statistical Methodology), vol. 61, no 3, p. 611–622.

Tomasi, G. et R. Bro. 2005, «Parafac and missing values», Chemometrics and Intelligent
Laboratory Systems, vol. 75, no 2, p. 163–180.

Tomasi, G. et R. Bro. 2006, «A comparison of algorithms for fitting the parafac model»,
Computational Statistics & Data Analysis, vol. 50, no 7, p. 1700–1734.

Vapnik, V. 1992, «Principles of risk minimization for learning theory», Advances in neural
information processing systems, p. 831–838.

Vapnik, V. 1998, «Statistical learning theory. john wiley&sons», Inc., New York.

Vapnik, V. 1999a, The Nature of Statistical Learning Theory, Springer Science & Business Me-
dia.

Vapnik, V. N. 1999b, «An overview of statistical learning theory», IEEE transactions on neural
networks, vol. 10, no 5, p. 988–999.

Vapnik, V. N. et A. Y. Chervonenkis. 2015, «On the uniform convergence of relative frequencies
of events to their probabilities», dans Measures of complexity, Springer, p. 11–30.

Venables, W. N. et B. D. Ripley. 2002, Modern Applied Statistics with S, 4e éd., Springer, New
York. URL http://www.stats.ox.ac.uk/pub/MASS4, iSBN 0-387-95457-0.

Verhulst, P.-F. 1838, «Notice sur la loi que la population suit dans son accroissement», Corresp.
Math. Phys., vol. 10, p. 113–126.

Wangen, L. et B. Kowalski. 1989, «A multiblock partial least squares algorithm for investigating
complex chemical systems», Journal of chemometrics, vol. 3, no 1, p. 3–20.

Westerhuis, J. A., P. M. Coenegracht et C. F. Lerk. 1997, «Multivariate modelling of the tablet
manufacturing process with wet granulation for tablet optimization and in-process control»,
International journal of Pharmaceutics, vol. 156, no 1, p. 109–117.

Westerhuis, J. A. et A. K. Smilde. 2001, «Deflation in multiblock pls», Journal of chemometrics,
vol. 15, no 5, p. 485–493.

Wold, S. 1984, «Three pls algorithms according to sw», dans Proc. : Symposium MULDAST
(multivariate analysis in science and technology), p. 26–30.

Wold, S., N. Kettaneh-Wold et B. Skagerberg. 1989, «Nonlinear pls modeling», Chemometrics
and intelligent laboratory systems, vol. 7, no 1-2, p. 53–65.

Wold, S., H. Martens et H. Wold. 1983, «The multivariate calibration problem in chemistry
solved by the pls method», dans Matrix pencils, Springer, p. 286–293.
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Résumé
Analyse supervisée multibloc en grande dimension

L’apprentissage statistique consiste à apprendre à
partir de données mesurées dans un échantillon d’in-
dividus et cherche à prédire la grandeur d’intérêt chez
un nouvel individu. Dans le cas de la vaccination, ou
dans d’autres cas dont certains présentés dans ce manus-
crit, le nombre de variables mesurées dépasse le nombre
d’individus observés, c’est un cas dégénéré d’analyse
statistique qui nécessite l’utilisation de méthodes spéci-
fiques. Les propriétés des algorithmes de régularisation
permettent de gérer ces cas. Il en existe plusieurs types
en fonction de la structure des données considérées et
du problème qui sont étudiés.

Dans le cas de ce travail, l’objectif principal a
été d’utiliser l’information disponible à l’issue de dé-
compositions en éléments propres des matrices de co-
variances transformées via un opérateur de seuillage
doux. Cette solution est particulièrement peu coûteuse
en termes de temps de calcul et permet la sélection des
variables d’intérêt.

Nous nous sommes centrés sur les données quali-
fiées d’hétérogènes, c’est à dire issues de jeux de don-
nées qui sont provenant de sources ou de technologies
distinctes. On parle aussi de données multiblocs. Les
coûts d’utilisation de certaines technologies pouvant

être prohibitifs, il est souvent choisi de ne pas acquérir
certaines données sur l’ensemble d’un échantillon, mais
seulement sur un sous-échantillon d’étude. Dans ce cas,
le jeu de données se retrouve amputé d’une partie non
négligeable de l’information. La structure des données
associée à ces défauts d’acquisition induit une réparti-
tion elle-même multibloc de ces données manquantes,
on parle alors de données manquantes par blocs. Le se-
cond objectif de notre méthode est de gérer ces données
manquantes par blocs en s’appuyant sur l’information
à prédire, ceci dans le but de créer un modèle prédic-
tif qui puisse gérer les données manquantes aussi bien
pour les données d’entraînement que pour celles de test.
Cette méthode emprunte au seuillage doux afin de sélec-
tionner les variables d’intérêt et ne nécessite que deux
paramètres à régler qui sont le nombre de composantes
et le nombre de variables à sélectionner parmi les co-
variables. Ce paramétrage est classiquement réalisé par
validation croisée.

La méthode développée a fait l’objet de simulations
la comparant aux principales méthodes existantes. Elle
montre d’excellents résultats en prédiction et en termes
de temps de calcul. Elle a aussi été appliquée à plusieurs
jeux de données.

Mots clés : apprentissage statistique, grande dimension, multibloc, données manquantes, sélection de variable,
science des données

Abstract
Supervised analysis of high dimensional multiblock data

Statistical learning objective is to learn from ob-
served data in order to predict the response for a new
sample. In the context of vaccination, the number of fea-
tures is higher than the number of individuals. This is a
degenerate case of statistical analysis which needs spe-
cific tools. The regularization algorithms can deal with
those drawbacks. Different types of regularization me-
thods can be used which depends on the data set struc-
ture but also upon the question.

In this work, the main objective was to use the avai-
lable information with soft-thresholded empirical co-
variance matrix estimations through SVD decomposi-
tions. This solution is particularly efficient in terms of
variable selection and computation time.

Heterogeneous typed data sets (coming from dif-
ferent sources and also called multiblock data) were at
the core of our methodology. Since some data set gene-
rations are expensive, it is common to down sample the
population acquiring some types of data. This leads to

multi-block missing data patterns. The second objective
of our methodology is to deal with those missing values
using the response values. But the response values are
not present in the test data sets and so we have designed
a methodology which permits to consider both the cases
of missing values in the train or in the test data sets.

Thanks to soft-thresholding, our methodology can
regularize and select features. This estimator needs only
two parameters to be fixed which are the number of
components and the maximum number of features to
be selected. The corresponding tuning is performed by
cross-validation.

According to simulations, the proposed method
shows very good results comparing to benchmark me-
thods, especially in terms of prediction and computation
time. This method has also been applied to several real
data sets associated with vaccine, thomboembolic and
food researches.

Keywords: statistical learning, high dimension, multiblock, missing values, variable selection, data science
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