
HAL Id: hal-03276129
https://hal.inria.fr/hal-03276129

Submitted on 15 Dec 2021

HAL is a multi-disciplinary open access
archive for the deposit and dissemination of sci-
entific research documents, whether they are pub-
lished or not. The documents may come from
teaching and research institutions in France or
abroad, or from public or private research centers.

L’archive ouverte pluridisciplinaire HAL, est
destinée au dépôt et à la diffusion de documents
scientifiques de niveau recherche, publiés ou non,
émanant des établissements d’enseignement et de
recherche français ou étrangers, des laboratoires
publics ou privés.

Performance en classification de données textuelles des
passages aux urgences des modèles BERT pour le

français
Gabrielle Chenais, Hélène Touchais, Marta Avalos, Loïck Bourdois, Philippe

Revel, Cédric Gil-Jardiné, Emmanuel Lagarde

To cite this version:
Gabrielle Chenais, Hélène Touchais, Marta Avalos, Loïck Bourdois, Philippe Revel, et al.. Perfor-
mance en classification de données textuelles des passages aux urgences des modèles BERT pour
le français. PFIA 2021 - Journée Santé et I.A., Journée organisée avec le soutien de l’Association
française d’Informatique Médicale (AIM) et le Collège Science de l’Ingénierie des Connaissances de
l’AFIA dans le cadre de la Plate-Forme Intelligence Artificielle (PFIA), Jun 2021, Bordeaux / Virtual,
France. �hal-03276129�

https://hal.inria.fr/hal-03276129
https://hal.archives-ouvertes.fr


Performance en classification de données
textuelles des passages aux urgences des modèles

BERT pour le français

Performance of BERT models for French in the
classification of textual data from emergency room visits

Gabrielle Chenais1, Hélène Touchais1, Marta Avalos-Fernandez1,2, Loïck
Bourdois1, Philippe Revel1,3, Cédric Gil-Jardiné1,3, and Emmanuel Lagarde1

1 Univ. Bordeaux, INSERM, BPH U1219, F-33000 Bordeaux, France
2 SISTM team, INRIA BSO, F-33405, Talence, France

3 CHU de Bordeaux, Service des urgences, F-33000, Bordeaux, France
∗ Auteur correspondant emmanuel.lagarde@u-bordeaux.fr

Résumé : Les modèles de langue contextualisés basés sur l’architecture Transformer tels que BERT (Bidi-
rectional Encoder Representations from Transformers) ont atteint des performances remarquables dans des
diverses tâches de traitement de la langue. CamemBERT et FlauBERT en sont des versions pré-entraînées
pour le français. Nous avons utilisé ces deux modèles afin de classer automatiquement des notes cliniques
libres issues de visites aux urgences à la suite d’un traumatisme. Leurs performances ont été comparées
à la méthode TF-IDF (Term-Frequency – Inverse Document Frequency) associé au classifieur SVM (Sup-
port Vector Machine) sur 22481 notes cliniques provenant du service des urgences du CHU de Bordeaux.
CamemBERT et FlauBERT ont obtenu des résultats légèrement supérieurs à ceux du couple TF-IDF/SVM
pour le micro F1-score. Ces résultats encourageants permettent d’envisager l’utilisation des transformers
pour automatiser le traitement des données des urgences dans le cadre de la mise en place d’un observatoire
national du traumatisme en France.
Mots-clés : Traitement automatique du langage, CamemBERT, FlauBERT, TF-IDF, SVM classification su-
pervisée multi-classe, Urgences.

Abstract : Contextualized language models based on the Transformer architecture such as BERT (Bidirec-
tional Encoder Representations from Transformers) have achieved remarkable performances in various lan-
guage processing tasks. CamemBERT and FlauBERT are pre-trained versions for French. We used these two
models to automatically classify free clinical notes from emergency department visits following a trauma.
Their performances were compared to the TF-IDF (Term-Frequency - Inverse Document Frequency) method
associated with the SVM (Support Vector Machine) classifier on 22481 clinical notes from the emergency
department of the Bordeaux University Hospital. CamemBERT and FlauBERT obtained slightly better re-
sults than the TF-IDF/SVM couple for the micro F1-score. These encouraging results allow us to consider
further developments in the use of transformers in the automation of emergency department data processing
in order to consider the implementation of a national observatory of trauma in France.
Keywords : Natural Langage Processing, Artificial Intelligence, CamemBERT, FlauBERT, TF-IDF, SVM,
multi-class classification, Emergency.

1 Introduction

Environ un tiers des visites aux urgences sont la conséquence de traumatismes 1. En 2017
en France, les traumatismes et blessures ont représenté 7,0(6,8- 7,3) % des décès 2. L’in-
formatisation des services hospitaliers, et particulièrement des urgences, offre la possibilité
d’enregistrer en continu les informations relatives aux visites et de les rendre rapidement

1. Cour des comptes, accès le 3/3/2020
2. The Institute for Health Metrics and Evaluation, accès le 3/3/2020

https://www.ccomptes.fr/system/files/2019-02/08-urgences-hospitalieres-Tome-2.pdf
http://www.healthdata.org/gbd
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disponibles pour la veille sanitaire. Pour autant, peu d’informations sont disponibles lors-
qu’il s’agit de traumatisme : si l’on peut connaître la nature de la blessure principale, les
circonstances (accident de la route, agression, suicide, etc) ne sont pas renseignées de façon
standardisée. Ces informations sont disponibles dans le dossier patient informatisé, mais sous
forme de texte libre. Le traitement automatique du langage semble indiqué pour extraire les
informations souhaitées sur les mécanismes de traumatisme à partir des anamnèses, une tâche
qui n’est pas envisageable manuellement compte-tenu du coût-horaire du personnel de santé
ainsi qu’à la surcharge administrative pré-existante.

L’analyse du langage naturel a connu un tournant récent avec l’essor de l’apprentissage
profond et, en particulier, de l’architecture de type Transformer. Introduite en 2017 par Google
et basée sur la notion “d’attention” (Vaswani et al., 2017), les transformers peuvent être pré-
entraînés à partir d’un corpus de texte qui peut être très grand puisqu’il ne nécessite pas
d’annotation. Cette phase non supervisée de l’apprentissage consiste alors à prédire un to-
ken du texte artificiellement masqué à partir des mots qui l’entourent (Rothe et al., 2019).
BERT (Bidirectional Encoder Representations from Transformers) (Devlin et al., 2018) est un
exemple de Transformer bidirectionnel, composé uniquement de couches d’encodeur. Pour
de nombreuses tâches, dont la classification de textes, ses performances sont systématique-
ment supérieures aux modèles convolutionnels et auto régressifs utilisés jusqu’alors (Devlin
et al., 2018). Des dérivés français tels que FlauBERT (Le et al., 2019) et CamemBERT (Mar-
tin et al., 2019) ont été proposés en 2019. FlauBERT est un BERT français entraîné sur un
corpus français très large et hétérogène. CamemBERT, quant à lui, est basé sur l’architecture
RoBERTa (Robustly Optimized BERT Pretraining).

RoBERTa propose une approche avec une méthodologie d’entraînement améliorée par
rapport à celle de BERT et bénéficie de puissance de calcul plus importante aboutissant à des
capacités supérieures à BERT (2-20%) sur plusieurs tâches (Liu et al., 2019).

Extraire des mécanismes et/ou types de traumatismes relève de la classification multi-
classe. Une grande variété de techniques ont été utilisées à cette fin pour des données médi-
cales françaises : des approches basées sur des ontologies (Cossin et al., 2018), des réseaux
neuronaux (Flicoteaux, 2018; Ive et al., 2018), ou encore des forêts aléaloires (Metzger et al.,
2017). La technique TF-IDF (Terms Frequency-Inverse Document Frequency) (Spärck Jones,
2004) associée au classifieur SVM (Support Vecteur Machine) représentait jusqu’à récem-
ment l’état de l’art dans la classification de textes biomédicaux (Zhong et al., 2018; Wang
et al., 2017).

Dans le cadre du projet TARPON (Traitement Automatique des Résumés de Passage aux
urgences dans le but de créer un Observatoire National) destiné à démontrer la faisabilité
de la mise en place d’un observatoire national du traumatisme à partir des urgences, nous
proposons ici de comparer les performances de plusieurs transformers pour la classification
des visites aux urgences pour traumatismes à partir des anamnèses émanant du services des
urgences adulte du CHU de Bordeaux. Nous avons comparé les FlauBERT et CamemBERT
à la combinaison TF-IDF/SVM. La disponibilité de ces modèles étant très récente, il s’agit
d’une des premières études portant sur l’utilisation des transformers sur des données cliniques
françaises pour de la classification multi-classes.

2 Méthodes

Base de données. Les notes cliniques ont été extraites des dossiers médicaux électroniques
des urgences adultes stockés au sein du système d’information de l’hôpital universitaire de
Bordeaux, en France. Elles correspondent aux 374 900 dossiers médicaux des visites aux
sein du service des urgences adultes de l’hôpital Pellegrin de 2012 à 2020. Les variables
disponibles étaient : l’âge, le sexe, la date et l’heure de la venue, l’anamnèse générée par
les médecins/internes ainsi que l’anamnèse écrite par les infirmiers et infirmières d’accueil et
d’orientation.

Stratégie d’échantillonnage et d’annotation manuelle. 69 110 anamnèses ont été ex-
traites au hasard afin d’être codées manuellement. Notre équipe de codeurs était composée
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d’épidémiologistes spécialisés dans le traumatisme, de médecins urgentistes, d’infirmières
des urgences, d’assistants de recherche et de biostatisticiens, pour un total de 16 codeurs. La
phase d’annotation a duré 5 mois. Pour chaque anamnèse, un code décrivant le contenu du
texte a été attribué. La grille d’annotation utilisée pour le codage a été développée pour les
besoins du projet. Le code associé à chaque anamnèse comprenait 8 champs. L’objectif étant
de classer les types de traumatisme, nous avons utilisé majoritairement les données du champ
"Type de traumatisme ou Mode de déplacement pour l’AVP". La distribution de celui-ci étant
déséquilibrée, nous avons créé une variable composite contenant 8 classes mutuellement ex-
clusives afin d’avoir un nombre plus important d’anamnèses par classe. Par conséquent, nous
avons procédé au regroupement de certains types de traumatisme (par exemple, "Chute" qui
comprenait "Chute de sa propre hauteur", "Chute d’une hauteur donnée" et "Chute dans
les escaliers"). Afin d’obtenir la classe "Sport", nous avons utilisé le champ "Activité". La
variable composite comprenait les classes/étiquettes suivantes : "Accident d’exposition aux
fluides corporels (accident d’exposition au sang, rapports sexuels non protégés à risque)"
(AEF), "Accident de sport" (Acc. sport), "Agression", "Accident de la Voir Publique (AVP)",
"Auto-agression", "Chute (sauf sport)", "Corps étranger dans les yeux" (CE), "Autre trauma-
tisme".

Une analyse de sensibilité a été réalisée afin d’étudier l’impact de contenus potentiel-
lement ambigus dans les anamnèses. L’échantillon test a donc été relu par un expert. Un
contenu potentiellement ambigu quant à sa classification est défini ici comme l’accumulation
de plusieurs mécanismes ou types de traumatismes et/ou une difficulté majeure à attribuer
une étiquette à une note clinique donnée compte-tenu de son texte.

Modèles. Les modèles sélectionnés pour la comparaison, et disponibles gratuitement sous
forme de contenu open-source, étaient le couple TF-IDF et SVM ainsi que 2 modèles de
type transformer pré-entraînés sur des corpus français : CamemBERT (Martin et al., 2019),
FlauBERT (Le et al., 2019). Le couple TF-IDF/SVM a été utilisé via le package scikit-learn
(Pedregosa et al., 2011) 3, la tokenisation a été effectuée à l’aide du package nltk (Bird &
Klein, 2009) 4, de même les mots les plus fréquents (par exemple : "le", "lui", "ce") ont été
supprimés. CamemBERT et FlauBERT ont été utilisés grâce au package Transformers de la
plate-forme Hugging Face (Wolf et al., 2020) 5. Le modèle CamemBERT pré-entrainé sur le
jeu de données CCNet (Wenzek et al., 2019) a été choisi car CCNNet se positionne entre les
deux autres jeux de données sur lesquels CamemBERT a été testé pour le pré-entraînement
soit OSCAR (Suarez et al., 2019), peu filtré voire bruité, et Wikipedia, totalement édité. La
tokenisation a été effectuée avec SentencePiece (Wu et al., 2016) pour CamemBERT et avec
le Byte-Pair Encoding (BPE) pour FlauBERT (Shibata et al., 1999). Les données ont été
nettoyées à l’aide d’expressions régulières dans Python 3.7. La normalisation Unicode a été
effectuée en UTF-8 (Universal Character Set Transformation Format - 8). Les modèles ont été
entraînés sur notre station de travail avec soit une carte graphique GeForce GTX (NvidiaR©)
1080 Ti avec 11GB de VRAM soit une Titan RTX (NvidiaR©) avec 24Go de VRAM.

Phase d’apprentissage Supervisé. 80 % du jeu de données annotées a été dédié à l’ap-
prentissage supervisé des modèles. Ces données d’apprentissage ont été divisées en un échan-
tillon d’entraînement (n=14532) et un échantillon de validation (n=3634). La mesure utilisée
pour l’analyse de la validation était l’exactitude.

CamemBERT et FlauBERT ont été entraînés à partir de 9 initialisations différentes, sur 7
epochs grâce à Pytorch 6. Afin de calculer le micro F1-score sur l’échantillon de validation,
un vote a été effectué entre les 9 prédictions pour chaque anamnèses. Ceci nous a permis de
sélectionner, pour chaque transformer, une epoch donnée (celle où le micro F1-score issu du
vote était le plus élevé) afin d’obtenir les prédictions sur les échantillons de données test. Les
modèles ont été entraînés avec la variable composite comme source d’étiquettes.

Phase de Test. L’échantillon initial de test contenait 20 % du jeu de données annotées soit

3. https://scikit-learn.org/stable
4. https://www.nltk.org
5. https://github.com/huggingface/transformers
6. https://github.com/pytorch/pytorch

https://scikit-learn.org/stable
https://www.nltk.org
https://github.com/huggingface/transformers
https://github.com/pytorch/pytorch
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FIGURE 1 – Diagramme de flux.

4315 anamnèses. La seconde lecture de ces anamnèses a permis d’en identifier 467 comme
étant ambiguës. L’analyse comprend donc d’une part le jeu de données test avec ambiguï-
tés (n=4315) et d’autre part sans ambiguïtés (n=3848). La répartition des différents échan-
tillons est donnée dans la Figure 1. Afin d’obtenir les probabilités pour chaque prédiction,
une couche d’activation de softmax a été appliquée. Un modèle ayant été sélectionné avec
une epoch donnée après la phase d’entraînement, un vote a été appliqué entre les 9 exécu-
tions d’entraînement en vue d’obtenir une seule prédiction pour une anamnèse donnée.

Métriques. Les métriques permettant de mesurer la performance de chaque méthode
étaient : la macro précision, l’exactitude qui est égale à la micro-précision ainsi qu’au micro-
rappel et au micro F1-score et le top-2 d’exactitude.

3 Résultats

De manière générale, les micro F1-scores et les macro F1-scores étaient plus élevés avec
les transformers qu’avec TF-IDF comme l’indique la Figure 2. Avec l’échantillon de données
de test sans ambiguïtés CamemBERT a atteint un micro F1-score de 0,921 et FlauBERT de
0,918 tandis que celui de TF-IDF/SVM était de 0,905. La macro précision de TF-IDF était,
quant à elle, plus élevée pour TF-IDF/SVM (0,903) que pour les transformers. Il semble-
rait donc que TF-IDF/SVM soit plus performant sur les classes les moins communes que
CamemBERT et FlauBERT.

La distribution des n anamnèses par classe n’étant pas équilibrée, la micro-F1 est dans
tous les cas moins élevée avec les classes peu représentées comme les accidents d’exposi-
tion aux fluides corporels ou les auto-agressions. Bien que la classe "corps étrangers dans
les yeux" soit plus représentée que celles contenant moins de 100 anamnèses dans l’échan-
tillon de test, les résultats de la micro-f1 sont moindres pour les trois modèles. L’analyse des
erreurs des modèles a montré une dispersion dans le codage manuel de cette classe en parti-
culier, certains codeurs attribuant, pour des anamnèses similaires, la mention impact (dans le
dernier champ ’Type de Trauma’ de la grille d’annotation, devenant ’Autre trauma’ avec la
variable composite) plutôt que la classe "Corps étranger dans l’oeil". Concernant l’exactitude
des différentes classes, CamemBERT a des résultats légèrement plus élevés que TF-IDF et
FlauBERT comme indiqué dans le Tableau 1.

Le Tableau 2 montre que la suppression des anamnèses ambiguës est accompagnée d’une
augmentation des performances de tous les modèles.
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FIGURE 2 – Métriques évaluées sur le jeu de données de test “sans ambiguïtés”.

TABLE 1 – Micro F1-scores par classe sur le jeu de données de test “sans ambiguïtés”,
macro, micro F1-scores et exactitude top-2.

TABLE 2 – Micro F1-scores par classe sur le jeu de données de test “avec ambiguïtés”,
macro, micro F1-scores et exactitude top-2.
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4 Discussion

Transformers : des améliorations à envisager. Les transformers appliqués aux données
en texte libre issus des urgences du CHU de Bordeaux ont montré des résultats légèrement su-
périeurs à TF-IDF sans toutefois se démarquer nettement. La supériorité des transformers sur
le couple TF-IDF/SVM, en ce qui concerne les données médicales, n’est pas évident dans la
littérature. Les résultats sont, de manière globale, légèrement meilleurs pour différents types
de transformers. Lors de la classification de transcriptions de discours de patients en vue de
prédire la maladie d’Alzheimer, (Searle et al., 2020) ont montré des performances légère-
ment meilleures d’un modèle de transformer ’DistilBERT’ (Sanh et al., 2019) par rapport
à TF-IDF/SVM avec une base de données dont les classes étaient équilibrées. (Hong et al.,
2020) ont obtenu des résultats similaires avec le Longformer (Beltagy et al., 2020). L’équipe
de Beltagy a appliqué des algorithmes de traitement automatique du langage pour identifier
les patients présentant des troubles cognitifs et ont comparé les performances des modèles.
Bien que les performances du modèle d’apprentissage profond aient été les meilleures, elles
n’étaient que marginalement supérieures à celles des modèles basés sur une régression lo-
gistique avec ou sans TF-IDF. L’équipe de H.Goodrum a comparé les performances d’une
régression logistique appliquée à une transformation TF-IDF et le modèle Transformer Cli-
nicalBERT (Alsentzer et al., 2019) appliqués à des documents de dossiers médicaux électro-
niques scannés (Goodrum et al., 2020). Ce dernier modèle a atteint une précision moyenne
de 0,882 pour 12 classes, tandis que la précision de TF-IDF/régression logistique était de
0,823. L’équipe allemande dirigée par A. Saadullah (Amin et al., 2019) a obtenu des résultats
similaires lors de l’attribution de codes CIM-10 à des résumés non techniques. Les scores f1
de TF-IDF/SVM et BioBERT (Lee et al., 2020) étaient, respectivement, de 0,72 et 0,732.

Choix du pré-training et du tokenizer. Le choix d’utiliser des modèles pré-entrainés
sur des corpus en français avec un tokenizer en français a vraisemblablement contribué aux
performances de nos modèles. Les auteurs ayant proposé le modèle CamemBERT n’ayant
pas comparé les différents modèles issus des jeux de données OSCAR, CCNet et Wikipedia
sur une tâche de classification, un futur travail pourrait comparer les différents jeux sur notre
base de données. Dans cette logique, il serait opportun, alors que nous n’avons utilisé que
les modèles de base de CamemBERT et FlauBERT, de tester les différentes tailles de jeux de
données de pré-entraînement sur une tâche de classification ainsi que les différentes tailles
de modèles. En effet, l’équipe de L.Martin a démontré que le modèle CamemBERT stan-
dard (110 millions de paramètres) entraîné sur l’ensemble des 138Go de texte d’OSCAR, ne
surpasse pas massivement le modèle entraîné « uniquement » sur l’échantillon de 4Go (Mar-
tin et al., 2020) en étiquetage morphosyntaxique, en analyse syntaxique, en reconnaissance
d’entités nommées (NER) et en reconnaissance d’implication textuelle (Natural Language
Inference, NLI). Une perspective envisagée est de tester différents modèles de transformers
francophones apparus depuis CamemBERT et FlauBERT comme les GPT2 (Generative Pre-
trained Transformer 2, OpenAI) francophones (BelGPT2, Pagnol, etc.) ou BARThez. Il serait
également intéressant de procéder à une phase d’entraînement supplémentaire sur les 300000
anamnèses non-étiquetées à notre disposition avec un tokenizer spécifique aux anamnèses. De
même, le traitement des notions médicales et des abréviations reste une piste d’amélioration.
Le recours à des ontologies développées dans le domaine des urgences pourrait constituer
une piste d’amélioration. Les transformers ont aussi récemment été testés pour l’identifica-
tion et le remplacement des abréviations avec de bons résultats pour BERT (Kim et al., 2020;
Adams et al., 2020), néanmoins il n’y a pas encore eu d’essai sur des données issues d’un
mélange de langage courant et de termes médicaux en français.

Choix de la grille d’annotation Les performances des modèles deviennent acceptables
lorsque nous avons exclu de notre base de test les notes cliniques dont l’interprétation nous
paraissait ambiguë. La grille d’annotation créée pour le projet est ainsi en partie responsable
certaines erreurs de classement dans le sens où il existe des zones de chevauchement séman-
tiques selon les classes. De plus, le système de codage utilisé ne permettait pas de coder
plusieurs mécanismes traumatique (par exemple une collision entre deux individus , suivie
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d’une chute). Cela explique que quand le top-2 est pris en compte, l’exactitude atteint la va-
leur de 0,976 pour FlauBERT. Pour permettre de rendre compte de ces situations, un nouveau
système de codage sera utilisé pour les phases suivantes du projet, utilisant l’International
Classification of External Causes of Injuries (ICECI).

5 Conclusion

Les transformers ont démontré une efficacité relative dans une tâche de classification
multi-classe sur des données narratives médicales. Le choix de ce type de modèle dans le
traitement automatique des résumés de passage aux urgences dans le but de créer un obser-
vatoire national doit être approfondi. La prochaine phase de notre projet consistera à utiliser
un nouveau système de codage basé sur l’ICECI et à tester les transformers français avec
une phase supplémentaire de pré-entraînement sur notre base de données de 300 000 ana-
mnèses non-labellisées. L’expansion des acronymes, quant à elle, est à l’étude dans la chaîne
de traitement d’automatisation. Les phases suivantes intégreront progressivement les données
d’autres services d’urgences.
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