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RESUMEN

En este trabajo se presentan algunos de los resultados más relevantes de la teoŕıa vinculada al

problema de Compressed Sensing (CS) o Sensado Comprimido. Este consiste en: dado un sistema

lineal Φx = b, con infinitas soluciones, hallar una solución con la mayor cantidad de coordenadas

nulas posibles. Es decir: la solución más “esparsa”. Se propone además una nueva metodoloǵıa para

actualizar los pesos de un algoritmo Re-Weighted `1, basada en la relajación lagrangeana, que se

traduce en algoritmos con un desempeño comparable al de la metodoloǵıa usual.

El problema CS resulta de gran interés en la adquisición de señales con caracteŕısticas esparsas,

como las imágenes y señales de audio. Esto es aśı pues, mientras que el proceso usual de adquisición

realiza n medidas x∗ ∈ Rn y luego las comprime, CS permite sensar y comprimir x∗ en un único

paso, a partir de m medidas lineales: b = Φx∗, con m � n. Cuando la matriz de medida Φ cumple

ciertas propiedades, es posible resolver el problema CS de forma eficiente, recuperando de esta forma

la señal esparsa x∗ a partir de b. Para esto se resuelve un problema equivalente de optimización

convexa, basado en la norma `1.

Este proceso de recuperación puede ser mejorado asignando pesos a las coordenadas de la norma

`1, en un problema convexo conocido como Weighted `1. Resolviendo repetidas veces este problema,

a la vez que se actualizan los pesos, se obtiene un algoritmo del tipo Re-Weighted `1. La metodo-

loǵıa de actualización de pesos propuesta en este trabajo consiste en considerar dichos pesos como

multiplicadores de Lagrange, pudiendo de esta forma utilizar algoritmos clásicos de la relajación

lagrangeana para su actualización.

Palabras claves:

Sensado Comprimido, Optimización `1, Esparsidad, Weighted `1, Multiplicador de Lagrange,

Dualidad, LASSO, Subgradiente.
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ABSTRACT

The aim of this work is to present some of the most relevant results from the theory related to

the problem of Compressed Sensing (CS). This problem consists of: given a linear system Φx = b,

with an infinite number of solutions, find one with as many null coordinates as possible. That is:

select the “sparsest” solution. Furthermore, based on a Lagrange relaxation, a new methodology is

introduced for updating the weights of a Re-Weighted `1 algorithm, which is then translated into

algorithms with performance comparable to the usual updating methodology.

The problem of CS is of great interest in the context of acquisition of signals with sparse charac-

teristics, such as images and audio. The reason of this importance is that, while the usual acquisition

process does n measures x∗ ∈ Rn and then compress them, CS makes it possible to sense and compress

x∗ at the same time, using m linear measurements: b = Φx∗, with m � n. When the measurement

matrix Φ satisfies some properties, the CS problem can be solved efficiently, recovering in this way

the sparse signal x∗ from the measures b. This can be done by solving a convex problem based on

the `1 norm.

The recovery process may be enhaced by assigning weights to the `1 norm coordinates, thus

obtaining a convex problem known as Weighted `1. By solving this last problem several times,

and updating the weights at each step, an algorithm known as Re-Weighted `1 is obtained. The

methodology for updating weights proposed in this work consists in considering those weights as

Lagrange multipliers, being able in this way to apply classical Lagrange relaxation algorithms for the

update process.

Keywords:

Compressed Sensing, `1 Optimization, Sparsity, Weighted `1, Lagrange Multiplier, Duality,

LASSO, Subgradient.
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5.6 Algoritmo sin oráculo . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 42
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Apéndice 1 Código utilizado . . . . . . . . . . . . . . . . . . . . . . . . . . . 84

xii



Caṕıtulo 1

Introducción

En este trabajo se analiza el problema de Compressed Sensing (CS), también conocido como

Compressed Sampling, el cual consiste en:

Dado un sistema lineal Ax = b, con infinitas soluciones, hallar una solución con la mayor

cantidad de coordenadas nulas posibles. Es decir, la solución más “esparsa” (del inglés

“sparse”). 1

Para motivar este problema supongamos que se desea almacenar una señal periódica como la de

la Figura 1.1 (a), formada por dos sinusoides de frecuencias f y 3f , para cierto f > 0:

x(t) = A1 sin (2πft) + A2 sin (2π(3f)t) .

La Figura 1.1 (b) muestra el espectro de frecuencia de esta señal, que en este caso está formado por

dos elementos no nulos, correspondientes a las frecuencias presentes en la misma.

Figura 1.1: (a) Variación temporal de la señal x(t) que se desea adquirir. (b) Componentes de frecuencia
de x(t). (Imagen tomada de [40]).

1En lo que sigue se utiliza como traducción de sparse la palabra esparso, aunque esta no existe en español. Otras
posibles traducciones, utilizando palabras que śı existen en español, pero que no suelen ser empleadas en la literatura
de CS, son: escaso, disperso y ralo.
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Una forma de adquirir la señal es tomar n muestras equiespaciadas en el tiempo, obteniendo un

vector x∗ ∈ Rn. Si la cantidad de muestras por segundo es superior a la tasa de Nyquist, es posible

recuperar la señal original a partir de x∗ mediante interpolación. Una vez adquiridas estas muestras,

buscamos almacenarlas o transmitirlas de forma comprimida. Para esto, dado que la señal tiene

solamente dos componentes de frecuencia, parece razonable trabajar en el dominio de la frecuencia,

y expresar x∗ en una base de dicho dominio, obteniendo el vector de frecuencias:

α∗ = Ψx∗, Ψ ∈ Rn×n.

Este vector α∗ ∈ Rn será esparso, con solamente k = 2 coordenadas no nulas relevantes, correspon-

dientes a las componentes de frecuencia de x(t). Esto permite comprimir la señal y ahorrar memoria,

almacenando solamente k � n elementos. Es posible recuperar las muestras originales a partir de α∗

mediante: x∗ = Ψ−1α∗. La Figura 1.2 muestra un esquema de este procedimiento.

Figura 1.2: Proceso usual para adquirir una señal: muestreo a una tasa superior a la de Nyquist y posterior
compresión de las n muestras, almacenando solamente k � n elementos.

CS constituye una alternativa al proceso descripto, en la cual el sensado y la compresión se realizan

en un único paso; recibiendo por esto el nombre de Compressed Sensing (Sensado Comprimido).

Lo que se hace es utilizar una matriz Φ ∈ Rm×n, denominada matriz de medida, para obtener m

muestras lineales, en la forma: b = Φx∗. Tomando m < n, se reduce la cantidad de muestras realizadas

respecto al procedimiento anterior. Sin embargo, esto implica tomar muestras a una tasa inferior a la

de Nyquist, por lo que no hay garant́ıas de poder recuperar la señal original. Lo interesante es que,

si se añade la hipótesis de que x∗ es suficientemente esparso, en muchos casos se lo podrá recuperar

a partir de b, aún cuando la cantidad de medidas sea muy pequeña: m� n. La Figura 1.3 muestra

un esquema de este procedimiento. La compresión en el sensado se da cuando se utilizan m � n

medidas, idealmente m ' k.

Figura 1.3: Proceso de adquisición de una señal mediante Sensado Comprimido (CS). Si el vector x∗ es
suficientemente esparso, es posible recuperarlo a partir de muestras lineales, realizadas a una tasa inferior a
la de Nyquist: m� n.

En el ejemplo considerado el vector esparso se obtiene al transformar x∗ al dominio de la frecuen-
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cia. Se busca entonces la solución más esparsa del sistema ΦΨ−1α = b, con medidas b = Φx∗. De esta

forma se obtiene un problema CS, con matriz A = ΦΨ−1. Salvo que se indique lo contrario, en lo que

sigue se asume que las señales de interés son esparsas en la base canónica de Rn. Es decir: Ψ = Id.

Otro contexto en el cual se obtiene el problema CS es en “Sparse Modeling” (modelado esparso).

Haciendo una descripción muy general, en este se tiene una señal b de alta dimensión (por ejemplo

una imagen), y se la desea modelar como una superposición esparsa de cierto tipo de “señales”, dadas

por las columnas de una matriz A, denominada diccionario:

b = Ax =
n∑
i=1

Ajxj, x esparso.

Si por ejemplo se desea modelar una señal b ∈ Rm como una superposición esparsa de sinusoides

y deltas, se puede considerar el diccionario A = [F, I] ∈ Rm×2m, donde F ∈ Rm×m es la matriz

de Fourier, cuyas columnas forman una base de sinusoides, e I ∈ Rm×m la matriz identidad, que

conforma una base de deltas. Se busca entonces un vector de coeficientes esparso x ∈ R2m y tal que:

b = Ax =
m∑
i=1

F jxj +
2m∑

i=m+1

Ijxj.

Una introducción al Sparse Modeling se puede encontrar en [13].

1.1. Surgimiento y aplicaciones

La teoŕıa de CS surge como tal de forma muy reciente, con los trabajos de Donoho [33] y de

Candès, Romberg y Tao [18, 17]. Candès se interesó por el problema en febrero de 2004, mientras

intentaba recuperar una imagen médica afectada por ruido, conocida como “Shepp–Logan phantom”

[36]. Desde entonces ha habido un gran desarrollo de esta teoŕıa, motivado en particular por sus

aplicaciones. Estas abarcan diversas áreas como: imagenoloǵıa medica [49, 45], conversión analógi-

co/digital [68], detección mediante RADAR [4, 42], corrección de errores [18], cámaras digitales

[34, 21, 51], Sismoloǵıa [41], Radioastronomı́a [71], comunicación inalámbrica [63, 3, 65] y redes de

sensores inalámbricos [48, 47]. En [59] se puede encontrar un análisis más exhaustivo de las aplica-

ciones.
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Figura 1.4: Uso de CS en una Resonancia Magnética (MRI) de pélvis. (a) Imagen de MRI usual (b) MRI
obtenida mediante CS con un 61 % menos de muestras, reduciendo aśı el tiempo de exposición del paciente.
(Imagen tomada de [72]).

Si bien en la literatura se considera que la teoŕıa de CS surge como tal con los trabajos publicados

entre 2004 y 2006, muchas de las metodoloǵıas y herramientas matemáticas utilizadas eran conocidas

desde haćıa algunas décadas. La minimización `1, utilizada en la etapa de reconstrucción de la

señal, ya hab́ıa sido aplicada para recuperar señales esparsas en la década de 1970, en el área de

Sismoloǵıa Reflectiva [24, 64]. Entre mediados de 1980 y principios de 1990 se mejora esta técnica

de reconstrucción [61], y Donoho, Stark y Logan obtienen los primeros resultados relevantes sobre

su desempeño teórico [31, 30]. Desde la década de 1990, la minimización `1 también fue utilizada

para la reconstrucción de imágenes con gradiente esparso, en un problema de optimización conocido

como “Total Variation” (TV) [60, 9]. En forma paralela, en 1993 Mallat y Zhang introducen un

algoritmo de reconstrucción de señales esparsas, alternativo a la minimización `1, conocido como

Matching Pursuit (MP) [50]. Ese mismo año Pati, Rezaifar y Krishnaprasad, introducen mejoras en

MP, obteniendo el algoritmo Orthogonal Matching Pursuit (OMP) [58]. Variantes de este algoritmo

son ampliamente utilizadas en la actualidad para reconstruir la señal de forma eficiente.

1.2. CS como problema de optimización

Dado un vector de medidas b = Φx∗, el problema CS asociado resulta equivalente al siguiente

problema de optimización:

argmı́n

Φx = b

x ∈ Rn

||x||0. (P0)
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Donde la pseudo-norma `0 cuenta la cantidad de coordenadas no nulas del vector: 1

||x||0 := #{i / xi 6= 0}.

1.3. Unicidad de soluciones

Si bien el Problema (P0), equivalente a CS, siempre tiene alguna solución, se busca que esta

sea única, de forma que al resolverlo se pueda recuperar la señal x∗ de interés de forma uńıvoca.

Para formalizar este requisito se introducirán algunas definiciones. Se dice que una señal es k-esparsa

cuando tiene a lo sumo k elementos no nulos: ||x||0 ≤ k. El conjunto formado por estas señales es:

Σk := {x ∈ Rn / ||x||0 ≤ k}.

Se busca entonces que, para toda señal x∗ ∈ Σk, el sistema Φx = b, con medidas b = Φx∗, tenga

solución k-esparsa única. Como se verá más adelante, para garantizar este tipo de unicidad será ne-

cesario disponer de al menos 2k medidas: m ≥ 2k. Por otro lado, resulta conveniente poder recuperar

cualquier x∗ utilizando la menor cantidad de medidas m. Existe entonces un compromiso entre ambos

requisitos: tomar m pequeño para ahorrar medidas y a la vez utilizar m suficientemente grande para

lograr unicidad.

1.4. Complejidad del problema

Además de poder garantizar que (P0) tiene solución única, es necesario disponer de un algoritmo

para hallarla. Un posible algoritmo es el siguiente:

1) Buscar soluciones 1-esparsas: x∗ ∈ Σ1, probando con todas las posibles formas de elegir el

soporte de x∗.

2) Si no existen tales soluciones, buscar x∗ ∈ Σ2, probando con todos los posibles soportes de dos

elementos.
...

l) En el paso l de este algoritmo, en que se busca una solución x∗ ∈ Σl, se tienen Cn
l posibles

soportes S. Para cada uno, se busca alguna solución del sistema sobredeterminado: ΦSx = b,

donde ΦS se compone de las columnas de Φ con ı́ndices en S.

Si bien este algoritmo es válido, y siempre obtiene una solución de (P0), en la práctica no resulta

útil. Esto se debe a que, si x∗ ∈ Σk, en el peor caso se tienen
k∑
i=1

Cn
i posibles subconjuntos con los

cuales probar, resultando en una complejidad combinatoria, por lo que la ejecución podŕıa llevar

demasiado tiempo.

1Esta función no es una norma pues no cumple la propiedad homogénea: ||αx||0 6= |α|.||x||0.

5



Por ejemplo: para n = 100 y k = 15, aún en el caso ideal en que se conoce el valor de k,

se tienen C100
15 ' 2.53× 1017 posibles soportes. Si cada prueba demanda 1µs, el algoritmo

podŕıa demorar unos 8000 años en hallar una solución.

Si bien es posible encontrar algoritmos más eficientes, no existe un algoritmo que permita resolver

(P0) en general, con tiempo de ejecución polinomial en las dimensiones del problema. Esto es debido

a que CS se encuentra dentro de los problemas de tipo NP-dif́ıcil [38][Sección 2.3]. Surge entonces

una limitante importante en el uso de CS para las aplicaciones mencionadas anteriormente, las cuales

requieren tiempos de ejecución razonablemente bajos.

1.5. Minimización `1

Debido a la complejidad de (P0) en el caso general, se han desarrollado algoritmos que buscan

resolver casos particulares del mismo, donde Φ cumple ciertas propiedades. Una primer opción, que

no será analizada en este trabajo, es utilizar algoritmos de tipo “Greedy”, entre los que destacan:

“Orthogonal Matching Pursuit (OMP)” [58], OMP Regularizado (ROMP) [54], “Iterative hard thres-

holding (IHT)” [10] y “Compressive Sampling Matching Pursuit” (CoSaMP) [53]. Se puede encontrar

una presentación mas detallada de estos en [35][Capitulo 8]. Una segunda opción, que será la consi-

derada en este trabajo, consiste en reemplazar (P0) por otro problema de optimización pero de más

fácil resolución. Usualmente la pseudo-norma `0 es reemplazada por la norma `1, resultando:

argmı́n

Φx = b

x ∈ Rn

n∑
i=1

|xi|. (P1)

El problema (P1) se conoce como “Basis Pursuit” [23] y tiene la ventaja de ser convexo, por lo

que se puede obtener una solución del mismo de forma eficiente. Además de esto, para cierto tipo de

matrices de medida Φ, es posible garantizar que la solución de (P1) coincide con la solución x∗ de (P0),

cualquiera sea la señal x∗ ∈ Σk considerada. Es decir que en esos casos es posible recuperar cualquier

señal k-esparsa resolviendo (P1). En particular se verá que esto es válido, con alta probabilidad,

cuando las medidas se realizan con Φ aleatoria de distribución Gaussiana.

Existen, sin embargo, casos en que (P0) y (P1) no son equivalentes. Esto es: (P1) tiene soluciones

que no son solución de (P0), o peor aún: la solución buscada de (P0) no se encuentra dentro del

conjunto de soluciones de (P1). Un ejemplo de esto último se puede obtener tomando [20][Sección

2.1]:

Φ =

(
2 1 1

1 1 2

)
, b =

(
1

1

)
.

El sistema Φx = b tiene infinitas soluciones, siendo la más esparsa: x∗ = (0, 1, 0). En la Figura 1.5

(a) se muestra x∗ y la recta formada por las soluciones de Φx = b. Se muestra además la bola `1

centrada en el origen y de radio ||x∗||1. Tal como se observa en la Figura 1.5 (b), el sistema lineal
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admite además la solución menos esparsa: x̂ =
(

1
3
, 0, 1

3

)
. Como:

||x̂||1 =
2

3
< 1 = ||x∗||1,

se concluye que la solución buscada x∗ de (P0) no es solución del problema convexo (P1).

Figura 1.5: (a) x∗ solución buscada de (P0), bola `1 de radio ||x∗||1 (en gris) y recta formada por las
soluciones de Φx = b (en rojo); (b) Existe x̂, solución de Φx = b, con ||x̂||1 = 2

3 < 1 = ||x∗||1. Por lo tanto
x∗ no es solución del problema convexo (P1). (Imagen tomada de [20]).

1.6. Minimización `1 con pesos

Es posible evitar lo anterior agregando pesos no negativos a las coordenadas de la norma `1;

obteniendo aśı el problema conocido como “Weighted `1” (`1 con pesos):

argmı́n

Φx = b

x ∈ Rn

n∑
i=1

wi|xi|. (P1W )

Si se eligen los pesos wi de forma adecuada, las soluciones de (P1W ) serán solución de (P0). En el

ejemplo anterior se puede lograr esto tomando por ejemplo: w = (3, 1, 3). Geométricamente, los pesos

eliminan la simetŕıa de la bola `1, como se puede apreciar en la Figura 1.6 (b). En general, en el caso

ideal en que se conoce una solución x∗ de (P0), se puede tomar:

wi =

{
1
|x∗i |

si x∗i 6= 0

∞ si x∗i = 0
.
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Figura 1.6: (a) Existe x̂, solución de Φx = b, con ||x̂||1 < ||x∗||1. Por lo tanto la señal de interés x∗ no
es solución del problema convexo (P1); (b) Bola `1 con pesos w = (3, 1, 3). No existe x̂ 6= x∗, solución de
Φx = b, y tal que: ||Wx̂||1 ≤ ||Wx∗||1. Por lo tanto x∗ es la única solución del problema convexo (P1W ).
(Imagen tomada de [20]).

En el caso general, asumiendo wi ≥ 0, el problema (P1W ) resulta convexo, por lo que se puede

obtener una solución del mismo de forma eficiente. La dificultad radica en seleccionar los pesos de

forma adecuada, logrando que las soluciones de (P1W ) coincidan con las de (P0). En [20], Candès,

Wakin y Boyd proponen un algoritmo iterativo para estimar los pesos, partiendo de w0 = ~1 y

actualizando sus coordenadas mediante:

wk+1
i =

1

|xk+1
i |+ ε

, ε > 0.

Donde:

xk+1 ∈ argmı́n

Φx = b

x ∈ Rn

n∑
i=1

wki |xi|.

Dado que en cada paso es necesario resolver un problema Weighted `1, el algoritmo se conoce como

Re-Weighted `1 (RW`1). En este trabajo se propone una nueva metodoloǵıa para actualizar los pesos

de un algoritmo RW`1, basada en considerar dichos pesos como los multiplicadores de Lagrange de un

problema convexo. Esto permite poner el problema (P1W ) dentro del marco teórico bien conocido de

la relajación Lagrangeana. En particular permite estimar los pesos utilizando algoritmos destinados

a estimar multiplicadores de Lagrange.
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1.7. CS con ruido

En la práctica las medidas suelen estar afectadas por ruido, por lo que la formulación del problema

CS debe ajustarse para tener esto en cuenta. En el caso en que el ruido z es aditivo: b = Φx+ z, se

busca resolver, para cierto nivel de ruido η ≥ 0, el problema:

argmı́n

||Φx− b||2 ≤ η

x ∈ Rn

||x||0. (P η
0 )

Las fuentes de ruido son diversas. Por lo general los sensores, al estar formados por componentes

eléctricos, se ven afectados por ruido térmico, intŕınseco a los mismos. Por otro lado, en el proceso de

almacenamiento de datos en una computadora, se introduce un error debido a la resolución limitada

del sistema de representación de la máquina, que también puede ser modelado como ruido. Como se

verá más adelante, para resolver (P η
0 ) con un algoritmo que sea “estable” respecto al ruido, ya no

será suficiente contar con m ≥ 2k medidas como en el caso sin ruido, sino que se requerirá:

m ≥ Ck ln
(
e
n

k

)
.

El problema (P η
0 ) también resulta NP-dificil en general, para cualquier η ≥ 0 [38][Seccion 2.3].

Por este motivo, al igual que en el caso sin ruido, se considera el problema alternativo en el cual la

pseudo-norma `0 se reemplaza por la norma `1:

argmı́n

||Φx− b||2 ≤ η

x ∈ Rn

||x||1. (P η
1 )

En este caso los algoritmos de tipo RW`1 mantienen la misma forma, salvo que en cada paso se

debe resolver un problema Weighted `1 con ruido:

argmı́n

||Φx− b||2 ≤ η

x ∈ Rn

n∑
i=1

wi|xi|. (P η
1W )

1.8. Señales compresibles

Además de considerar el ruido, se debe tener en cuenta que las señales de interés no suelen ser

exactamente k-esparsas. De todas formas, al ser expresadas en una base adecuada, muchas de estas

pueden ser bien aproximadas por una señal k-esparsa. Por este motivo, los resultados de CS se suelen

expresar en función de la distancia al conjunto de señales k-esparsas Σk, dada por:

σk(x)q := mı́n
x̂∈Σk

||x− x̂||q, ∀ q ≥ 1.
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Claramente una señal es k-esparsa si y sólo si σk(x)q = 0. Dentro de las señales que no son k-

esparsas resultan de particular interés las denominadas “compresibles”, donde la distancia a Σk

decrece exponencialmente con k. Formalmente un vector x ∈ Rn se dice compresible, con constante

C y tasa r > 0, si [35][Sección 1.3]:

σk(x)2 ≤
C

kr
, ∀ k = 1, . . . , n.

En forma equivalente, una señal se dice compresible, si la magnitud de sus coordenadas, reordenadas

en forma decreciente en el vector x̂, decrecen exponencialmente: [35][Sección 1.3]:

|x̂i| ≤
Ĉ

is
, ∀ i = 1, . . . , n.

En las definiciones anteriores, referidas a señales compresibles, se ha asumido que la base utilizada

para representar a x es la canónica. Sin embargo, es importante tener presente que una señal puede

ser compresible o no según la base Ψ en la cual se la represente. Por ejemplo, para señales de audio

puede ser útil una base de tipo Fourier, como la Transformada Discreta Coseno (DCT) [1], y para

las imágenes una base de funciones de tipo “Wavelets” [2].

1.9. Generalizaciones de CS

El problema CS admite al menos dos generalizaciones, las cuales no serán consideradas en el

resto de este trabajo, pero resulta interesante mencionar. Una primer generalización está vinculada

al denominado “Problema de Minimización del Rango” (RMP). Este último consiste en hallar la

matriz X ∈ Rm×n de menor rango entre todas las que cumplen cierta propiedad C [37]:

argmı́n

X ∈ C ⊂ Rm×n
rg(X) = argmı́n

X ∈ C ⊂ Rm×n
‖σ2

X‖0, (RMP)

donde σ2
X es el vector conformado por los valores singulares de la matriz X. El RMP presenta

diversas aplicaciones, entre las que destacan el problema de “completar” una matriz (“matrix com-

pletion”) [15]. Es fácil ver que el problema CS es un caso particular del problema RMP. Para esto

basta considerar el subconjunto de las matrices diagonal: X = diag(x), y notar que estas verifican:

rg(X) = ||x||0.

Un segundo tipo de generalización de CS consiste en reemplazar la condición de que la señal

buscada es k-esparsa, por la hipótesis de que dicha señal pertenece a una variedad de dimension k

[5, 70]. Esta perspectiva se basa en que, aunque la señal se genere en un espacio de dimension n, la

información relevante de la misma se encuentra en un espacio de dimension k � n, por lo que resulta

conveniente trabajar directamente en dicho espacio.
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1.10. Estructura del documento

El resto del documento se encuentra organizado de la siguiente forma. En el Caṕıtulo 2 se dan

algunos resultados que permiten garantizar unicidad de soluciones del problema (P0) en el caso en

que las medidas no están afectadas por ruido. En el Caṕıtulo 3 se brindan condiciones que garantizan

la equivalencia entre el problema convexo (P1), denominado Basis Pursuit, y (P0). Se considera el

caso de medidas con y sin ruido. Se introducen además las matrices de medida con entradas aleatorias

de distribución Gaussiana, que serán utilizadas en el resto del trabajo. En el Caṕıtulo 4 se analiza

el problema `1 con pesos, conocido como Weighted `1, y el algoritmo de tipo RW`1 propuesto por

Candès, Wakin y Boyd (CWB) en [20]. Se analiza además el desempeño de este algoritmo en el

caso en que las medidas están afectadas por ruido acotado. En el Caṕıtulo 5 se introduce la nueva

metodoloǵıa RW`1 propuesta en el caso ideal, o con oráculo, en que se conoce una solución de

(P0), y para medidas sin ruido. A partir de esta metodoloǵıa se obtiene un algoritmo de tipo RW`1

basado en el “método subgradiente proyectado”. Se considera luego su extensión al caso no ideal, o

sin oráculo, en que no se conoce una solución de CS. En el Caṕıtulo 6 se extiende la metodoloǵıa

presentada en el Caṕıtulo 5 para el caso en que las medidas presentan ruido aditivo. En el Caṕıtulo

7 se discute cómo estimar soluciones de un problema Weighted `1 genérico. Esto resulta fundamental

para la implementación de los algoritmos RW`1 ya que estos deben hallar soluciones de un problema

Weighted `1 en cada iteración. En el Caṕıtulo 8 se presenta el problema W-LASSO y se aplica la

misma metodoloǵıa presentada para Weighted `1, junto con el método subgradiente, para obtener un

algoritmo de tipo RW-LASSO. En el Caṕıtulo 9 se presenta un algoritmo conocido como Weighted

Fast ISTA, que permite resolver el problema W-LASSO de forma eficiente. En los Caṕıtulos 10 y 11

se realizan simulaciones para analizar el desempeño de los algoritmos RW propuestos, en el caso sin

y con ruido respectivamente, y en relación al algoritmo RW`1 de CWB. Finalmente en el Caṕıtulo

12 se presentan las conclusiones finales del trabajo.
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Caṕıtulo 2

Unicidad de las soluciones de CS

En este caṕıtulo se resumen algunos de los principales resultados conocidos sobre la unicidad de

soluciones del problema CS sin ruido (P0). Como fuera mencionado en la introducción, es necesario

que (P0) tenga solución única, pues de lo contrario no podŕıamos recuperar la señal de interés de

forma uńıvoca. Resulta entonces conveniente dar la siguiente definición.

Definición 1. Dada Φ ∈ Rm×n, diremos que hay k-unicidad de soluciones de CS si: para todo

vector de medidas b = Φx∗, con x∗ ∈ Σk, el sistema asociado Φx = b tiene solución k-esparsa única.

Notar que no basta con pedir que para algún vector de medidas b = Φx∗, con x∗ ∈ Σk, el problema

(P0) asociado tenga solución única; sino que se debe tener unicidad para todo b generado de esa

forma. Esto es debido a que la x∗ de interés podŕıa ser cualquier señal k-esparsa.

2.1. Spark de Φ

Una primer caracterización de la k-unicidad de (P0) tiene que ver con el núcleo de la matriz Φ.

Teorema 1. ([35][Sección 1.4]) Se tiene k-unicidad si y solo si N(Φ) ∩ Σ2k = {~0}.

Es decir que no pueden haber vectores 2k-esparsos en el núcleo de Φ. El resultado anterior puede

ser expresado en términos de una propiedad de la matriz, denominada “spark”, introducida por

Donoho y Elad en [29].

Definición 2. ([35][Definición 1.1]) Se define el “spark” de una matriz Φ como la menor cantidad

de columnas de Φ linealmente dependientes.

El spark de Φ está vinculado a su núcleo de la siguiente forma [46][Sección 3]:

spark(Φ) = mı́n{k / N(Φ) ∩ Σk 6= {~0}}.

Por lo tanto el resultado anterior se puede expresar en términos del spark como:

Teorema 2. ([35][Teorema 1.1]) Se tiene k-unicidad si y sólo si spark(Φ) > 2k.
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Las matrices de CS cumplen m ≤ n, por lo que no podrán tener mas de m columnas linealmente

independientes. Es decir que cualquier conjunto formado porm+1 columnas de Φ debe ser linealmente

dependiente y por lo tanto: spark(Φ) ≤ m+ 1. Esto lleva al siguiente corolario.

Corolario 1. Es necesario realizar al menos 2k medidas para garantizar k-unicidad: m ≥ 2k.

El resultado anterior establece una cota inferior en la cantidad de medidas necesarias para ga-

rantizar k-unicidad, la cual resulta proporcional a la cantidad de “información” k de la señal. En

la práctica la cantidad de medidas suficientes dependerá de la matriz de medida Φ utilizada. Si se

permite elegir esta matriz, la cota puede ser alcanzada y basta con disponer de m = 2k medidas,

como lo muestra el siguiente teorema.

Teorema 3. ([38][Teorema 2.14]) Sea n ≥ 2k dado. Existe una matriz Φ ∈ Rm×n, con m = 2k filas,

que garantiza k-unicidad.

Una forma de construir esta matriz es mediante una matriz de Vandermonde (traspuesta), con

0 < t1 < . . . < tn:

Φ =


1 1 . . . 1

t1 t2 . . . tn
...

...
. . .

...

t2k−1
1 t2k−1

2 . . . t2k−1
n

 ∈ R2k×n.

Se dispone entonces de una matriz de medida Φ que permite recuperar cualquier señal k-esparsa

con el mı́nimo de medidas lineales: m = 2k. Para esto basta con resolver el problema asociado

(P0), que tendrá solución única. Sin embargo, al intentar utilizar esta estrategia surgen al menos dos

limitantes prácticas:

1. El algoritmo necesario para resolver (P0) y recuperar la señal buscada podŕıa requerir demasiado

tiempo.

2. Si las medidas se encuentran afectadas por ruido, el desempeño del algoritmo de recuperación

utilizado podŕıa resultar muy deteriorado.

Como se verá más adelante, para superar estas dos limitantes, y poder recuperar la señal con

un algoritmo eficiente y “estable” frente al ruido, será necesario realizar una cantidad mı́nima de

medidas, superior a m = 2k, dada por:

m = Ck log
(
e
n

k

)
.

2.2. Propiedad de Isometŕıa Restringida (RIP)

Otra forma de analizar la unicidad de soluciones es mediante la “Propiedad de Isometŕıa Restrin-

gida” (RIP, por sus siglas en inglés), introducida por Candès y Tao en [18]:

Definición 3. ([35][Definición 1.3]) Φ ∈ Rm×n cumple la propiedad RIP de orden k si existe δk ∈
[0, 1] tal que:

(1− δk) ||x||22 ≤ ||Φx||22 ≤ (1 + δk) ||x||22 , ∀ x ∈ Σk.

13



Es decir que Φ se comporta aproximadamente como una isometŕıa al ser restringida al conjunto

de señales k-esparsas Σk. Al menor δk que verifica la propiedad RIP de orden k se le denomina

constante de la isometŕıa restringida (RIC). El siguiente teorema brinda una condición suficiente

para la k-unicidad de soluciones de CS mediante la propiedad RIP.

Teorema 4. ([19][Teorema 1.1]) Supongamos que Φ satisface la propiedad RIP de orden 2k, con

constante δ2k < 1. Entonces se tiene k-unicidad.

Se puede realizar una interpretación geométrica del Teorema 4, basada en que la propiedad RIP

de orden 2k es equivalente a las siguientes desigualdades en Σk:

(1− δ2k) ||x2 − x1||22 ≤ ||Φx2 − Φx1||22 ≤ (1 + δ2k) ||x2 − x1||22 , ∀ x1, x2 ∈ Σk.

Es decir: cuanto más pequeño sea δ2k ∈ [0, 1), tanto más se preservará la distancia entre dos

vectores k-esparsos al ser transformados por Φ (Figura 2.1). En particular, como 1 − δ2k > 0, es

posible diferenciar dos vectores k-esparsos conociendo sus transformados por Φ, pues estos últimos

serán distintos. De ah́ı la unicidad.

Figura 2.1: Si Φ cumple la propiedad RIP de orden 2k, con constante δ2k < 1, se tiene: para todo par de
vectores k-esparsos distintos, sus transformados por Φ serán distintos, garantizando k-unicidad en (P0).

Observación 1. La cota dada en el Teorema 4 es justa. Esto es: existe Φ con δ2k = 1 y tal que

no cumple k-unicidad [19]. Sin embargo, dada una matriz Φ, no es necesario que esta cumpla la

propiedad RIP con δ2k < 1 para tener k-unicidad. Consideremos por ejemplo la matriz:

Φ =

(
2 1 1

1 1 2

)
.

Veamos primero que para el problema CS asociado a Φ se tiene 1-unicidad. El núcleo de Φ es:

N(Φ) = {(α,−3α, α), α ∈ R}.

Es decir que este no contiene a ningún vector 2-esparso: N(Φ) ∩ Σ2 = {~0}. Por el Teorema 1 se

concluye que se tiene 1-unicidad. Se puede llegar al mismo resultado usando el Teorema 2. En efecto,
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a partir de la expresión hallada para el núcleo de Φ, se tiene:

spark(Φ) = mı́n{j ∈ {1, 2, 3} / N(Φ) ∩ Σj 6= {~0}} = 3 > 2.

Se verá ahora que, a pesar de tener 1-unicidad, Φ no cumple con la propiedad RIP(2), para ningún

δ2 < 1. Tomemos por ejemplo x̂ = (1, 0, 0) ∈ Σ2. Se tiene:

‖Φx̂‖2
2 = ‖(2, 1)‖2

2 = 5 = 5‖(1, 0, 0)‖2
2 = 5‖x̂‖2

2 > (1 + δ2) ‖x̂‖2
2, ∀ δ2 < 1.

Como se verá mas adelante, a pesar de no ser necesaria para tener k-unicidad, y de que su

cálculo es en general dif́ıcil, la propiedad RIP resulta muy útil para garantizar el buen desempeño de

algoritmos que buscan resolver (CS) de forma eficiente; especialmente en el caso en que las medidas

están afectadas por ruido o las señales no son exactamente k-esparsas.

2.3. Coherencia mutua de Φ

Si bien la propiedad RIP y el spark permiten garantizar la unicidad de soluciones de CS, el cálculo

de estos es dif́ıcil en general, encontrándose dentro de los problemas NP-dif́ıcil [67]. Una propiedad

cuyo cálculo resulta más sencillo es la coherencia mutua de Φ.

Definición 4. ([35][Definición 1.5]) Sea Φ ∈ Rm×n, con columnas φi no nulas. Se define la coherencia

mutua de Φ como:

µ(Φ) := máx
1≤i,j≤n, i 6=j

| 〈φi, φj〉 |
||φi||2||φj||2

.

Donde 〈u, v〉 := uTv es el producto interno usual. Si m = n, es posible obtener matrices con

µ(Φ) = 0, tomando Φ ortogonal. En el caso de interés, en el cual m < n, se tiene [35][Sección 1.4]:

0 <

√
n−m
m(n− 1)

≤ µ(Φ) ≤ 1.

La cota inferior se conoce como “cota de Welch” y es alcanzada por ejemplo por las matrices de-

nominadas “Grassmannian frames”, las cuales tienen además spark máximo: spark(Φ) = m + 1

[13][Sección 2]. En el caso general la coherencia y el spark se encuentran vinculados por la siguiente

desigualdad [35][Lema 1.4]:

spark(Φ) ≥ 1 +
1

µ(Φ)
.

Recordando que spark(Φ) > 2k garantiza k-unicidad, se tiene la siguiente condición suficiente:

Teorema 5. ([35][Teorema 1.7]) Si k < 1
2

(
1 + 1

µ(Φ)

)
, se tiene k-unicidad.

Es deseable entonces que la coherencia mutua de Φ sea la menor posible, y aśı garantizar k-

unicidad para el mayor rango posible de esparsidad k. Sin embargo, aún en el caso más favorable en

que Φ tiene coherencia mutua mı́nima, el resultado anterior es más débil que los obtenidos mediante

el spark. Para ver esto se considera el siguiente ejemplo:
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Para las matrices “Grassmannian frames”, cuya coherencia mutua es mı́nima: µ(Φ) = 1√
m

,

el Teorema 5 anterior permite garantizar k-unicidad para todo k ≤
√
m
2

. Por otro lado,

estas matrices tienen spark(Φ) = m+ 1, por lo que el Teorema 2 permite aumentar esta

cota y garantizar k-unicidad para todo k ≤ m
2

.

En general, si bien la coherencia mutua es fácil de calcular, los resultados teóricos obtenidos con

esta resultan más débiles que los basados en el spark o la propiedad RIP. Por este motivo, en lo que

sigue no se considerarán los resultados basados en la coherencia mutua.
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Caṕıtulo 3

Minimización `1

En este caṕıtulo se presentan algunos resultados teóricos sobre el problema convexo (P1), denomi-

nado Basis Pursuit, y sobre su equivalencia con el problema CS, dado por (P0). La equivalencia entre

estos, que no siempre puede ser garantizada, resulta muy útil para resolver CS de forma eficiente.

Se considera en particular el caso de mayor interés práctico en que las medidas están afectadas por

ruido.

3.1. Uso de la norma `1

Antes de estudiar el problema (P1), conviene analizar las razones por las cuales este resulta

apropiado como alternativa a (P0). Podŕıa parecer más natural reemplazar la pseudo-norma `0 por

la norma usual `2, y resolver:

argmı́n

Φx = b

x ∈ Rn

||x||22. (P2)

El Problema (P2) es fácil de resolver en general. En particular si Φ es de rango máximo m, la

solución es única y viene dada por:

x̂ = Φ+b = ΦT
(
ΦΦT

)−1
b.

Sin embargo, las soluciones de (P2) no suelen ser las más esparsas del conjunto de soluciones de

Φx = b. Es decir que por lo general no coinciden con la solución de (P0). La razón por la cual

ocurre esto se puede comprender de forma intuitiva, analizando la geometŕıa de la bola generada por

cada norma. En la Figura 3.1 se representa el conjunto de soluciones de un sistema indeterminado

Φx = b, dado en este caso por una recta (en azul), junto con las respectivas soluciones de (P2) y (P1),

denotadas xLS y xBP respectivamente. Se representan además las bolas obtenidas con cada norma,

centradas en el origen.
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Figura 3.1: La solución xBP , que pertenece al conjunto de soluciones de Φx = b (recta azul), a la vez que
minimiza la norma `1, coincide con x, una de las dos soluciones más esparsas del sistema lineal. Por otro
lado, la solución xLS , obtenida minimizando la norma `2, es menos esparsa. (Imagen tomada de [44]).

Las soluciones más esparsas de Φx = b, y por lo tanto las soluciones de (P0), son las dos que

pertenecen a los ejes coordenados. El problema (P1) tiene como solución única a una de ellas, denotada

en este caso por x. Por otro lado, la solución única de (P2) es menos esparsa. Esto se debe a la forma

geométrica de la bola de cada norma, siendo la de `1 más favorable a la esparcidad.

Observación 2. En el ejemplo anterior (P0) tiene más de una solución. Como ya se ha mencionado,

en la práctica nos interesa que este tenga una única solución, para poder recuperar la señal de forma

uńıvoca. De todas formas el ejemplo es útil para comprender intuitivamente la ventaja de la norma

`1 sobre la norma `2.

Lo anterior indica que es preferible el uso de `1 sobre `2 para buscar soluciones esparsas. Veamos

ahora qué ventaja presenta el uso de `1 frente a otras funciones. Es posible generalizar (P1) y (P2)

considerando el siguiente problema (Pq):

argmı́n

Φx = b

x ∈ Rn

||x||qq. (Pq)

Donde, para cada q > 0, se define la función `q como:

`q(x) = ||x||q :=

(
n∑
i=1

|xi|q
) 1

q

.
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Las funciones `q constituyen una norma para todo q ≥ 1; mientras que para 0 < q < 1 son una

cuasi-norma (quasi-norm). 1 En la Figura 3.2 se representan estas funciones para algunos valores de

q > 0.

Figura 3.2: Funciones `q para distintos valores de q en el caso unidimensional (n = 1). A medida que q
tiende a cero, `q tiende a la pseudo-norma `0. (Imagen tomada de [13]).

Como se puede ver, `q se aproxima a `0 cuando q tiende a cero:

ĺım
q→0+

||x||qq = ||x||0.

Esto hace que el problema (Pq) resulte particularmente atractivo para q ' 0. Sin embargo, cuando

0 < q < 1, las funciones `q no son convexas, y el problema asociado (Pq) resulta NP-dif́ıcil [38][Sección

4.1]. La norma `1 constituye entonces la función convexa más “cercana” a `0 de todas las del tipo

`q, q > 0.

3.2. Problema `1 sin ruido

Se considerará entonces el uso de la norma `1 para buscar soluciones de CS. Se analiza inicialmente

la equivalencia entre (P0) y (P1) para el caso en que las medidas b no están afectadas por ruido. El

problema (P1) está dado por:

argmı́n

Φx = b

x ∈ Rn

n∑
i=1

|xi|. (P1)

1Una cuasi-norma cumple todas las propiedades de una norma, excepto por la desigualdad triangular.
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3.2.1. Equivalencia entre (P1) y (P0)

El siguiente teorema brinda condiciones suficientes para recuperar cualquier solución de (P0)

mediante la resolución de (P1).

Teorema 6. ([35][Teorema 1.8]) Supongamos que Φ satisface la propiedad RIP de orden 2k, con

constante δ2k <
√

2 − 1. Supongamos además que las medidas utilizadas son: b = Φx∗. Entonces el

error entre cualquier solución x̂ de (P1) y la (única) solución x∗ de (P0) verifica:

||x̂− x∗||2 ≤ C0
σk(x

∗)1√
k

, C0 = 2
1− (1−

√
2)δ2k

1− (1 +
√

2)δ2k

;

donde σk(x
∗)1 es la distancia de x∗ al conjunto de señales k-esparsas, tal como fuera definida en

el caṕıtulo de introducción. En particular el error es nulo cuando x∗ es k-esparsa (σk(x
∗)1 = 0), por

lo que en ese caso la minimización `1 permite recuperar x∗.

Observación 3. La cota δ2k <
√

2 − 1 ' 0.414, utilizada en el Teorema 6, no es óptima, y por lo

tanto puede ser mejorada. Por ejemplo recientemente se ha logrado extender esta cota a [39][Teorema

1]:

δ2k <
4√
41
' 0.625.

Por otro lado en [27][Teorema 1] se prueba que la cota no puede superar el valor 1√
2
' 0.707. Esto

es: ∀ ε > 0, existe una matriz Φ, con δ2k ≤ 1√
2

+ ε, y tal que no es posible recuperar alguna solución

k-esparsa mediante minimización `1. Por otro lado, existen resultados similares al del Teorema 6,

pero que utilizan una cota sobre δk, en lugar de δ2k. Por ejemplo en [14][Teorema 3.1] se prueba que

δk <
1
3

es suficiente, para todo k ≥ 2. En este caso la cota es óptima, pues existe Φ con δk = 1
3
,

k ≥ 2, y tal que algunas soluciones k-esparsas no pueden ser recuperadas mediante minimización

`1 [14][Teorema 3.2]. El caso k = 1 queda excluido de los teoremas basados en una cota sobre δk,

pues es posible construir Φ con δ1 = 0, y tal que no verifica 1-unicidad. Para ver esto basta tomar

Φ ∈ Rm×n, con n = m+ 1 y tal que:

Φx := (x1 − x2, x3, . . . , xn) ∈ Rm, ∀ x = (x1, x2, . . . , xn) ∈ Rn.

Se ve fácilmente que Φ cumple RIP(1) con δ1 = 0: ‖Φx‖2
2 = ‖x‖2

2, ∀ x ∈ Σ1. Sin embargo no se

tiene 1-unicidad pues: Φe1 = Φ (−e2); siendo ei ∈ Σ1 y tal que ei = 1. En particular esto implica que

no es posible garantizar la recuperación de las soluciones e1 o −e2. Mas allá de estas observaciones,

se utiliza el enunciado dado en el Teorema 6 por ser la versión clásica de este tipo de resultados,

introducida por Candès en [19].

Cabe preguntarse ahora cuándo es posible garantizar que Φ cumple la propiedad RIP de orden

2k. El siguiente teorema brinda una condición necesaria para ello.

Teorema 7. ([26][Teorema 3.5]) Si Φ satisface la propiedad RIP de orden k ≤ n
2
, con constante
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δ ∈ (0, 1), se debe cumplir:

m ≥ Cδk log
(n
k

)
, Cδ '

0.18

log
(√

1+δ
1−δ + 1

) < 1.

Los dos últimos teoremas sugieren que, en el mejor caso, y trabajando en base a la propiedad

RIP(2k), la resolución de (P1) permite recuperar cualquier señal k-esparsa disponiendo de una can-

tidad de medidas del orden de:

m = O
(
k log

(n
k

))
.

Sin embargo, no se conocen matrices determińısticas para las cuales m = O
(
k log

(
n
k

))
sea suficiente

para cumplir la propiedad RIP de orden 2k, con constante δ2k <
√

2 − 1. Los mejores resultados

utilizan al menos m ' O(k2) medidas [11]. De todas formas, como lo muestra el siguiente teorema,

si se consideran matrices aleatorias, es posible alcanzar la cota inferior de medidas y aún aśı cumplir

la propiedad RIP deseada con alta probabilidad.

3.2.2. Medidas con Φ aleatoria

Teorema 8. ([38][Teorema 9.27]) Sea Φ ∈ Rm×n, con m < n, una matriz aleatoria con entradas

Gaussianas estándar:

Φij ∼ N(0, 1), independientes.

Dados ε, γ ∈ (0, 1), si la cantidad m de medidas verifica:

m ≥ 2

γ2

(
k ln

(
e
n

k

)
+ log

(
2

ε

))
,

entonces, con probabilidad al menos 1− ε, la matriz normalizada Φ̄ = 1√
m

Φ cumple la propiedad RIP

con constante:

δk ≤ 2cγ + c2γ2, c = 1 +
1√

2 ln
(
en
k

) .
El resultado también es válido cuando la distribución de los Φij es Bernoulli, con valores equipro-

bables ±1. De hecho el resultado se puede extender a cualquier distribución de tipo “sub-Gaussiana”,

con media nula y varianza unidad [38][Teorema 9.2].

Observación 4. Dado que se utiliza Φij ∼ N(0, 1), las n columnas de Φ̄ = 1√
m

Φ tendrán norma 2

unidad en valor esperado. Es decir que para cada columna Φ̄j, j = 1, . . . , n, se tiene:

E(‖Φ̄j‖2
2) = E

(
m∑
i=1

(
Φij√
m

)2
)

=
1

m

m∑
i=1

E
(
Φ2
ij

)
=

1

m

m∑
i=1

V(Φij) = 1.

Por lo tanto las columnas de Φ̄ ya se encuentran normalizadas (en valor esperado).

A partir del Teorema 8 se pueden obtener ejemplos cuantitativos del ahorro en medidas que puede

significar el problema CS, respecto a las n medidas del proceso usual de adquisición de señales. Si se
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asume un nivel de esparcidad de al menos n
k
≥ 2e3 ' 40.2, se tiene c2k ≤ 1 + 1√

8
. Tomando γ2k = 1

5
,

se obtiene:

δ2k ≤ 2
(c2k

5

)
+
(c2k

5

)2

' 0.615 <
4√
41
.

Usando entonces el Teorema 8, junto con el Teorema 6 y las observaciones respecto a la posibilidad

de extender la cota de suficiencia sobre δ2k, se puede garantizar que: si

m ≥ 50

(
2k ln

(
e
n

2k

)
+ log

(
2

ε

))
,

Φ cumple RIP(2k), con δ2k <
4√
41

, y por lo tanto es posible recuperar cualquier vector k-esparso

mediante minimización `1, con probabilidad al menos 1 − ε. En la Figura 3.3 se muestra la cota

inferior de medidas obtenida de esta forma, para distintos valores de n y con probabilidad al menos

0.99 (ε = 0.01). Las medidas m se muestran en porcentaje respecto de n: m
n
× 100. Por ejemplo para

n = 1 × 106, la minimización `1 permite recuperar cualquier señal k esparsa, con una cantidad de

medidas m < n, para todo k ≤ 1500. De esta forma el problema CS permite adquirir la misma señal

x∗ ∈ Rn pero con menor cantidad de medidas, en relación a las n medidas del proceso usual.

Figura 3.3: Cota inferior de medidas m = 50
(
2k ln

(
e n2k
)

+ log
(

2
ε

))
que garantizan δ2k <

4√
41

, con proba-

bilidad al menos 0.99 (ε = 0.01). Se consideran valores de n ∈
[
100× 103, 1× 106

]
.

.

3.2.3. Fenómeno de transición de fase

Conviene recordar que la cota inferior de medidas obtenida mediante la propiedad RIP, y repre-

sentada mediante un ejemplo en la Figura 3.3, no es óptima. Donoho y Tanner, utilizando geometŕıa

de politopos, logran cotas ajustadas, aunque no siempre se pueden hallar de forma expĺıcita. Para
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esto definen las variables δ = m
n

, denominada factor de submuestreo y ρ = k
m

, factor de esparsidad.

Prueban entonces que existe una función umbral ρ(δ) tal que:

ĺım
n→∞

P (recuperar cualquier x∗ ∈ Σk con (P1) ) =

{
1 si ρ < ρ(δ)

0 si ρ > ρ(δ)
.

Es decir que se tiene un comportamiento de tipo transición de fase. Para un n fijo, en lugar de una

curva, existirá una “región” de transición, cuyo ancho tiende a cero a medida que n → ∞. En la

Figura 3.4 se muestra en negro la curva de transición de fase asintótica (n → ∞), asociada a una

matriz de medida Φ de tipo Fourier aleatoria (ver Sección 3.4). Para el mismo tipo de problema,

pero con n = 1600 fijo, se muestran: las curvas de umbral de 90 % de probabilidad de éxito (azul), de

50 % (verde) y de 10 % (roja), obtenidas mediante simulaciones numéricas. Es interesante observar

que, aún para este valor relativamente pequeño de n, la región de transición es muy estrecha.

Figura 3.4: Curva de transición de fase asintótica (n → ∞), asociada a una matriz de Fourier aleatoria.
Para igual matriz pero con n = 1600 fijo, se muestran: las curvas de umbral de 90 % de probabilidad de
éxito (azul), de 50 % (verde) y de 10 % (roja), obtenidas mediante simulaciones numéricas (Imagen tomada
de [32]).

.
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3.2.4. RIP y cambio de base

Como fuera mencionado en el caṕıtulo de introducción, por lo general las señales de interés

no son esparsas en la base canónica, sino que deben ser expresadas en una base espećıfica para

obtener una representación esparsa: α = Ψx. En este caso se busca estimar α ∈ Rn, por lo que

el problema CS tiene matriz ΦΨ−1. Surge entonces la siguiente dificultad: dada Φ que cumple la

propiedad RIP con constante δ2k pequeña, es posible elegir Ψ de forma que la constante RIP de

ΦΨ−1 sea arbitrariamente grande [74]. Es decir que la matriz de cambio de base Ψ podŕıa empeorar

el desempeño de la recuperación `1, aún cuando Φ cumpla la propiedad RIP con δ2k adecuada. Sin

embargo, en el caso en que la matriz de medida Φ es aleatoria, el siguiente teorema garantiza que

la constante de la propiedad RIP es preservada por cualquier transformación ortogonal Ψ con alta

probabilidad, y siempre que la cantidad de medidas m sea suficientemente grande.

Teorema 9. ([38][Teorema 9.15]) Sea Ψ ∈ Rn×n una matriz ortogonal fija. Supongamos que la

matriz de medida Φ ∈ Rm×n es aleatoria, con entradas independientes, de distribución Gaussiana

estándar. Entonces, dados ε, δ ∈ (0, 1), existe C > 0 tal que: si la cantidad de medidas m verifica:

m ≥ C

δ2

(
k
(

9 + 2 ln
(n
k

))
+ 2 ln

(
2

ε

))
,

la matriz normalizada 1√
m

ΦΨ−1 cumple la propiedad RIP con constante δk < δ, con probabilidad al

menos 1− ε.

En el caso general en que Φ no es aleatoria, existen propiedades alternativas a RIP que se preservan

por transformaciones ortogonales. Una de ellas es la denominada “Propiedad del Núcleo” (Null Space

Property - NSP) [74], que no será utilizada en este trabajo.

3.3. Problema `1 con ruido

Se considera ahora el problema más realista (P η
0 ), en el cual las medidas están afectadas por ruido

z aditivo: b = Φx∗ + z. Como ya fue dicho, al igual que (P0), el problema (P η
0 ) es de tipo NP-dif́ıcil,

para cualquier nivel de ruido η ≥ 0. Se trabajará entonces con el problema alternativo que se obtiene

al reemplazar la pseudo-norma `0 por la norma `1:

mı́n
||Φx− b||2 ≤ η

x ∈ Rn

||x||1. (P η
1 )

Este es una generalización de (P1) y se conoce como Basis Pursuit Denoising (BPD). En este caso

en general no será posible, ni siquiera en forma teórica, recuperar x∗ de forma exacta; por lo que nos

limitaremos a buscar una solución de (P η
1 ) que sea cercana a x∗.

Observación 5. Es interesante notar que un problema CS sin ruido, y donde se busca una solución

x∗ ∈ Σk, se puede expresar en forma equivalente como un problema con ruido y solución buscada
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l-esparsa, l ≤ k. Es decir que se introduce ruido pero se obtiene como ventaja una mayor esparcidad.

Por ejemplo, partiendo de un modelo sin ruido, y utilizando únicamente la primer coordenada (no

nula) de x∗ ∈ Σk para convertirla en ruido, se tiene:

b = Φx∗ +~0 =
n∑
j=1

Φjx∗j =
n∑
j=2

Φjx∗j + Φ1x∗1 = Φx̂∗ + z.

Donde:

x̂∗ = [0, x∗2, . . . , x
∗
n] ∈ Σk−1, z = Φ1x∗1 ∈ Rm, z 6= ~0.

De forma similar se puede convertir un problema CS con ruido en un problema sin ruido, pero con

la desventaja de buscar una solución menos esparsa. Es decir que es posible intercambiar ruido por

esparcidad. Esto permite tratar de forma equivalente el ruido z y la no k-esparcidad de una señal x∗,

dada por la distancia al conjunto Σk: σk(x
∗).

3.3.1. Caso con oráculo

Antes de presentar los resultados teóricos vinculados al desempeño bajo ruido, y sólo a modo de

referencia, conviene estudiar el caso ideal, o con oráculo, en que se busca resolver (P η
0 ) conociendo el

soporte S de la solución buscada x∗. En este caso sólo resta recuperar los k valores no nulos de x∗.

Esto se puede hacer resolviendo el problema de mı́nimos cuadrados asociado a la matriz ΦS ∈ Rm×k,

formada por las columnas S de Φ:

x̂S ∈ argmı́n
x∈Rk

||ΦSx− b||22.

Si ΦS es de rango máximo k, la solución de mı́nimos cuadrados es única y viene dada mediante la

pseudo inversa Φ+
S [35][Sección 1.5]:

x̂S = Φ+
S b = (ΦT

SΦS)−1ΦT
Sb.

Usando que b = Φx∗ + z, se obtiene entonces el error ideal en función del ruido:

||x̂− x∗||2 = ||(ΦT
SΦS)−1ΦT

S (Φx∗ + z)− x∗||2 = ||(ΦT
SΦS)−1ΦT

Sz||2 = ||Φ+
S z||2, ∀ z ∈ Rm.

Esto permite obtener una cota superior del error ideal, en términos del mayor valor singular de Φ+
S ,

siendo esta una cota óptima:

máx
z 6=~0

||Φ+
S z||2
||z||2

= σmáx(Φ+
S )⇒ ||x̂− x∗||2 = ||Φ+

S z||2 ≤ σmáx(Φ+
S )||z||2, ∀ z ∈ Rm.

Por lo tanto, aún en el caso con oráculo, en que se conoce el soporte de x∗, lo mejor que se puede

decir de una solución x̂ de (P η
0 ) es que su distancia a la señal buscada x∗ no supera el nivel de ruido

||z||2 en más de σmáx.
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3.3.2. Estabilidad respecto al ruido

El razonamiento anterior motiva la siguiente definición de estabilidad, aplicable no sólo al algo-

ritmo de minimización `1, sino a cualquier algoritmo de recuperación ∆.

Definición 5. ([35][Definición 1.4]) Se considera una matriz de medida Φ ∈ Rm×n y un algoritmo

de recuperación ∆ : Rm → Rn, aplicado a resolver (P η
0 ). El par (Φ,∆) se denomina C-estable si:

||∆(Φx∗ + z)− x∗||2 ≤ C||z||2, ∀ z ∈ Rm,∀ x∗ ∈ Σk.

Es decir: el error entre la señal recuperada por el algoritmo: ∆(Φx∗ + z), y la señal buscada x∗,

no supera el nivel del ruido en más de C. Como se vio en el Caṕıtulo 2, en el caso sin ruido es posible

recuperar cualquier señal k-esparsa con tan sólo m = 2k medidas; utilizando por ejemplo una matriz

de tipo Vandermonde. Sin embargo, como lo muestra el siguiente teorema, esta cantidad de medidas

es insuficiente si se desea que el proceso de recuperación sea estable respecto al ruido.

Teorema 10. Se considera una matriz de medida Φ ∈ Rm×n y un algoritmo de recuperación ∆ :

Rm → Rn. Si (Φ,∆) es C-estable para señales k-esparsas, entonces existe una constante C > 0 tal

que:

m ≥ Ck ln
(
e
n

k

)
.

Los siguientes dos teoremas, junto con el Teorema 8, permiten concluir que el algoritmo de

recuperación `1 es estable respecto al ruido (con alta probabilidad), usando la menor cantidad de

medidas posible. Es decir que el algoritmo `1 es óptimo en ese sentido, y sólo podŕıa ser superado

por un algoritmo con menor constante C > 0.

3.3.3. Ruido acotado

Si se asume que el ruido es acotado, se tiene la siguiente generalización del Teorema 6.

Teorema 11. ([35][Teorema 1.9]) Supongamos que Φ satisface la propiedad RIP de orden 2k, con

constante δ2k <
√

2− 1. Supongamos que las medidas utilizadas son: b = Φx∗+ z, con ruido acotado:

||z||2 ≤ η. Entonces cualquier solución x̂ de (P η
1 ) verifica:

||x̂− x∗||2 ≤ C0
σk(x

∗)1√
k

+ C2η, C2 = 4

√
1 + δ2k

1− (1 +
√

2)δ2k

.

En particular la componente de error debida al ruido es proporcional al nivel de ruido η, tal como

en el caso con oráculo en que se conoce el soporte de x∗. Al igual que para el caso sin ruido, es posible

aumentar la cota de suficiencia a δ2k <
4√
41
' 0.625 [39][Teorema 1]. En la Figura 3.5 se ilustra el

resultado de este teorema para el caso de una señal 1-esparsa, en R2.
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Figura 3.5: El punto x̂, perteneciente al conjunto factible ||Φx− b||2 ≤ η, y que minimiza la norma `1, se
encuentra a una distancia de x∗ que es proporcional a 2η (Imagen tomada de [44]).

Una desventaja del resultado anterior es que la constante de proporcionalidad del ruido crece

indefinidamente al aumentar δ2k:

ĺım
δ2k→(

√
2−1)−

C2 = +∞.

De todas formas, para valores pequeños de δ2k, la constante toma valores razonables. Por ejemplo,

si δ2k = 1
3
, se tiene C2 ' 23.7.

3.3.4. Ruido Gaussiano

El teorema anterior es válido para cualquier tipo de ruido, siempre que se lo considere acotado.

Se puede obtener un resultado similar asumiendo que el ruido es Gaussiano y x∗ ∈ Σk.

Teorema 12. ([35][Corolario 1.1]) Supongamos que Φ satisface la propiedad RIP de orden 2k, con

constante δ2k <
√

2− 1. Supongamos que las medidas utilizadas son: b = Φx∗ + z, donde x∗ ∈ Σk y

zi ∼ N(0, σ2), independientes.

Entonces existe c0 > 0 tal que: cualquier solución x̂ de (P η
1 ), con η = 2

√
mσ, verifica:

P (||x̂− x∗||2 ≤ C2η) ≥ 1− e−c0m.

La constante de proporcionalidad C2 del ruido coincide con la del Teorema 11 anterior. En par-

ticular esta crece indefinidamente cuando δ2k → (
√

2 − 1)−. La razón por la cual este resultado

se expresa en términos de probabilidad, es que se basa en aplicar el Teorema 11 con la siguiente

cota de probabilidad, válida para cualquier vector con coordenadas Gaussianas e independientes

zi ∼ N(0, σ2):

P
(
||z||2 ≥ 2

√
mσ
)
≤ e−c0m.
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Observación 6. Los dos últimos teoremas tienen como hipótesis la propiedad RIP con δ2k <
√

2−1.

Como quedó establecido en el Teorema 8, las matrices aleatorias Gaussianas cumplen esta propiedad

con alta probabilidad.

3.4. Matrices aleatorias con estructura

El uso de Φ aleatoria Gaussiana garantiza el buen desempeño del algoritmo de recuperación

basado en resolver (P η
1 ). Sin embargo, este tipo de matrices, al no tener una estructura particular,

presentan una desventaja práctica. Esto se debe a que los algoritmos utilizados para resolver (P η
1 )

suelen realizar varias iteraciones, donde en cada una es necesario multiplicar Φ por algún vector.

Para una matriz sin estructura, como el caso de las Gaussianas, este tipo de multiplicación requiere

el máximo de operaciones: O(nm). Una alternativa consiste en utilizar matrices aleatorias pero con

cierta estructura, como por ejemplo matrices aleatorias de Fourier. Estas se construyen tomando m

filas aleatorias de la matriz F asociada a la Transformada Discreta de Fourier (DFT):

F =
1√
n



1 1 1 . . . 1

1 r r2 . . . rn−1

1 r2 (r2)2 . . . (rn−1)2

...
...

...
. . .

...

1 rn−1 (r2)n−1 . . . (rn−1)n−1


∈ Rn×n, r = e−

2πi
n .

En este caso la multiplicación se puede realizar en O(n log(n)) operaciones, utilizando el algoritmo

de la “Transformada Rápida de Fourier” (FFT). La desventaja es que los mejores resultados teóricos

indican que es suficiente contar con m ≥ Ck log4(n) medidas para garantizar RIP con δk pequeña

(con alta probabilidad) [44][Sección 5].
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Caṕıtulo 4

Algoritmos Re-Weighted `1

En este caṕıtulo se presenta el algoritmo Re-Weighted `1 (RW`1) propuesto por Candès, Wakin y

Boyd (CWB) en [20]. Este busca estimar los pesos wi de forma que las soluciones del problema (P1W )

asociado sean solución de (P0). Para esto genera una sucesión de pesos wk, resolviendo en cada paso

un problema de tipo Weighted-`1. Como se verá en los caṕıtulos 10 y 11 mediante simulaciones, una

de las ventajas de RW`1 es que, si se fija la cantidad de medidas m, este algoritmo permite en algunos

casos recuperar señales que presentan menor esparcidad (mayor k), en relación a la minimización `1.

4.1. Algoritmo RW`1 de CWB

Los algoritmos RW`1 buscan pesos wi tales que la solución del problema asociado (P1W ) coincida

con la solución buscada de (P0). El problema (P1W ) viene dado por:

argmı́n

Φx = b

x ∈ Rn

n∑
i=1

wi|xi|. (P1W )

Como se puede ver, los pesos determinan el “costo” de cada coordenada. Por lo tanto, si wi es

grande, la coordenada xi tenderá a ser pequeña. De igual forma, si el costo wi es pequeño, xi podrá ser

grande. En el caso ideal en que se conoce una solución x∗ de (P0), se pueden tomar los pesos como:

wi =

{
+∞ si x∗i = 0

1
|x∗i |

si x∗i 6= 0
.

Esto sugiere la siguiente forma de actualizar los pesos, en el caso no ideal en que x∗ es desconocida:

wk+1
i =

1

|xk+1
i |+ ε

, ∀ i = 1, 2, . . . , n.

Donde ε > 0 se utiliza para evitar dividir por cero y xk+1 es alguna estimación de x∗, disponible en
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el paso k. Dado que wk es la estimación de los pesos en dicho paso, parece razonable tomar:

xk+1 ∈ argmı́n

Φx = b

x ∈ Rn

n∑
i=1

wki |xi|. (4.1)

Este procedimiento, que denominaremos RW`1 de CWB, es el propuesto en [20] por Candès,

Wakin y Boyd. En el Algoritmo 1 se muestra un pseudocódigo del mismo. El algoritmo se implementa

de forma que, si no se realizan iteraciones de RW (maxIter = 0), y los pesos iniciales son w0 = ~1,

entonces devuelve la solución obtenida por minimización `1. Es decir que las iteraciones del algoritmo

son literalmente iteraciones de Re-Weighted.

Algorithm 1 Re-Weighted con pesos actualizados según Candès, Wakin y Boyd [20] (sin ruido)

Require: Φ ∈ Rm×n, b ∈ Rm, x0 ∈ Rn, w0 ≥ 0, maxIter ≥ 1, ε > 0

1: x1 ∈ argmı́n
Φx = b
x ∈ Rn

n∑
i=1

w0
i |xi| {(P1W ) con condición inicial x0}

2:

3: k = 0
4: while k < maxIter do
5: wk+1

i = 1

|xk+1
i |+ε

6:

7: k = k + 1
8:

9: x0 = xk

10: xk+1 ∈ argmı́n
Φx = b
x ∈ Rn

n∑
i=1

wki |xi| {(P1W ) con condición inicial xk}

11: end while
12: return xk+1

Intuitivamente, el algoritmo busca actualizar los pesos de forma que el valor funcional mı́nimo de

(P1W ), se aproxime al valor óptimo ||x∗||0 de (P0):

ĺım
k→∞
||W kxk||1 = ||x∗||0.

En efecto, si se asume convergencia de xk a la solución buscada, y ε > 0 es suficientemente pequeño,

se tiene:

ĺım
k→∞
||W kxk||1 = ĺım

k→∞

n∑
i=1

wki |xki | = ĺım
k→∞

n∑
i=1

(
1

|xki |+ ε

)
|xki | =

n∑
i=1

|x∗i |
|x∗i |+ ε

'
∑
x∗i 6=0

1 = ||x∗||0.

4.2. Marco teórico del RW`1 de CWB

El algoritmo RW`1 descripto se puede ver como un caso particular de una metodoloǵıa de optimi-

zación, conocida como Mayorización-Minimización (MM) [62]. En el caso general, esta metodoloǵıa
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permite obtener un algoritmo para resolver un problema de la siguiente forma, con C ⊂ Rn convexo:

argmı́n

v ∈ C
g(v). (4.2)

El algoritmo obtenido con MM inicia en un punto factible v0 ∈ C. En el paso k-ésimo se dispone de

una estimación vk de la solución y de una función h mayorizante de g en vk. Esto es:{
h(v) ≥ g(v), ∀ v ∈ C
h(vk) = g(vk)

.

Luego se actualiza la estimación minimizando el mayorizante, en lugar de g:

vk+1 ∈ argmı́n

v ∈ C
h(v). (4.3)

En la Figura 4.1 se ilustra la metodoloǵıa del algoritmo MM, utilizando funciones cuadráticas h como

mayorizantes de g.

Figura 4.1: Dos pasos del algoritmo MM, utilizado para minimizar una función g(x). Las funciones mayo-
rizantes de cada paso se muestran con ĺıneas punteadas. (Imagen tomada de [62]).

Si la función objetivo g es cóncava, como ocurrirá en nuestro caso de interés, siempre se puede

considerar como función mayorizante la linealización de g en torno a vk. El algoritmo que se obtiene

con MM es entonces:

vk+1 ∈ argmı́n

v ∈ C

(
g(vk) +

〈
∇g(vk), v − vk

〉)
= argmı́n

v ∈ C

〈
∇g(vk), v

〉
. (4.4)

En la Figura 4.2 se muestra un paso del algoritmo MM, utilizado para minimizar una función
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cóncava g, en el conjunto convexo C = [−1, 4]. En este caso la función tiene mı́nimo global en

d = (−1, g(−1)). Como g es cóncava, se utiliza su aproximación lineal como función mayorizante. Si

el algoritmo MM se inicia en el punto c, entonces converge al mı́nimo global de g en un único paso.

Sin embargo, si se inicia en el punto a, converge a un mı́nimo local b = (4, g(4)), que no es global.

Esto muestra que el algoritmo MM puede converger a un mı́nimo que no sea global, dependiendo de

la condición inicial.

Figura 4.2: Algoritmo MM utilizado para minimizar una función cóncava g (en verde) en el intervalo con-
vexo C = [−1, 4]. En cada punto se utiliza la respectiva aproximación lineal de g como función mayorizante
(rectas por a y c). Dependiendo de la condición inicial, el algoritmo converge al mı́nimo global d o a un
mı́nimo local b de g, que no es global.

.

Se verá ahora cómo se vincula el algoritmo RW`1 de CWB con la metodoloǵıa MM. Dado ε > 0,

se parte del siguiente problema:

argmı́n

x ∈ Rn

Φx = b

n∑
i=1

ln (|xi|+ ε) . (log-sum)

Este puede ser pensado como una buena alternativa a (P0), incluso mejor que la basada en la norma `1.

En efecto, como se muestra en la Figura 4.3, la función 1
C

ln
(
|x|
ε

+ 1
)

, con constante C = ln
(

1
ε

+ 1
)
,

es una mejor aproximación que `1 de la pseudo-norma `0. La desventaja es que no es una función

convexa.
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Figura 4.3: Funciones `0 (negro), `1 (rojo) y 1
C ln

(
|x|
ε + 1

)
(azul). Esta última es una mejor aproximación

de `0 que la dada por `1. Sin embargo no es convexa. (Imagen tomada de [20]).

Introduciendo una variable auxiliar, el problema anterior se puede plantear en forma equivalente

como:

argmı́n

x, u ∈ Rn

Φx = b

|xi| ≤ ui, ∀ i

n∑
i=1

ln (ui + ε) . (4.5)

La función objetivo g(x, u) =
n∑
i=1

ln (ui + ε) resulta cóncava. Se puede aplicar entonces el algo-

ritmo MM para estimar una solución de este último problema, hallando el mayorizante mediante

linealización:

(xk+1, uk+1) ∈ argmı́n

x, u ∈ Rn

Φx = b

|xi| ≤ ui, ∀ i

n∑
i=1

(
1

uki + ε

)
ui. (4.6)

Eliminando la variable auxiliar, este último problema resulta equivalente a:

xk+1 ∈ argmı́n

x ∈ Rn

Φx = b

n∑
i=1

(
1

|xki |+ ε

)
|xi|. (4.7)

Se recupera de esta forma el algoritmo RW`1 de CWB, donde los pesos son actualizados mediante:

wki =
1

|xki |+ ε
.

Es decir que el algoritmo RW`1 de CWB se puede obtener aplicando la metodoloǵıa MM a una

función cóncava. Es de esperarse entonces que la convergencia a un mı́nimo global de (log-sum)

dependa de la condición inicial. En [20] se propone utilizar como condición inicial una solución del

problema sin pesos (P1). Esto equivale a iniciar el algoritmo RW`1 con pesos unidad: w0 = ~1.
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4.3. Desempeño bajo ruido acotado

Es posible establecer un resultado sobre el desempeño del algoritmo RW`1 de CWB en presencia

de ruido acotado, similar al obtenido en el Teorema 11 para minimización `1. Por simplicidad se

considera únicamente el caso en que la señal de interés es k-esparsa, aunque el teorema se puede

extender al caso general [52][Teorema 3.2].

Teorema 13. ([52][Teorema 3.1]) Supongamos que Φ satisface la propiedad RIP de orden 2k, con

constante δ2k <
√

2−1. Se dispone de medidas: b = Φx∗+ z, con x∗ ∈ Σk y ruido acotado: ||z||2 ≤ η.

Supongamos que la coordenada no nula de x∗ con menor magnitud verifica:

mı́n
x∗i 6=0
|x∗i | ≥

(
4

√
1 + δ2k

1− (
√

2 + 1)δ2k

)
2η = 2C2η.

Sea x̂ = ĺımk→∞ x
k, con xk sucesión generada mediante RW`1 de CWB. Entonces:

||x̂− x∗||2 ≤ C3η, C3 = 4

√
1 + δ2k

1 + (
√

2− 1)δ2k

.

En particular, si el ruido es nulo (η = 0), se logra recuperar x∗ mediante RW`1.

La condición sobre la coordenada no nula de x∗ de menor magnitud introduce un mı́nimo necesario

en la “relación señal a ruido” del problema. En principio este teorema no resulta revelador pues, bajo

hipótesis similares, el Teorema 11 parece garantizar igual desempeño de la minimización `1 respecto

al ruido. Sin embargo, contrario a lo que ocurŕıa en los resultados de minimización `1, ahora la

constante C3 se mantiene acotada para todo δ2k ∈ [0, 1), y en particular cuando δ2k →
√

2− 1:

ĺım
δ2k→(

√
2−1)−

C3 =
2

5
4

2−
√

2
' 4.06.

Como contrapartida se agrega la hipótesis de que las magnitudes no nulas de x∗ superen un cierto

umbral; el cual tiende a infinito cuando δ2k → (
√

2 − 1)−. De todas formas, en el caso en que x∗

tenga coordenadas no nulas demasiado pequeñas como para cumplir esta hipótesis, es posible aplicar

el teorema tratando a dichas coordenadas como ruido [52].

4.4. Otros algoritmos RW

4.4.1. RW`2

En la literatura de CS existen otros algoritmos de tipo RW, que no se basan en la norma `1. Por

ejemplo en [25] se analiza el desempeño de un algoritmo RW`2, denominado “Iteratively Re Weighted
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Least Squares” (IRLS). Este consiste en minimizar en cada paso un problema del tipo Weighted-`2:

xk+1 ∈ argmı́n

Φx = b

x ∈ Rn

1

2

n∑
i=1

wki x
2
i = W−1

k ΦT
(
ΦW−1

k ΦT
)−1

b, (P2W )

a la vez que se actualizan los pesos mediante:

wk+1
i =

1√(
xk+1
i

)2
+ ε2k

, ∀ i = 1, 2, . . . , n.

Una ventaja de RW`2 frente a RW`1 es que la solución de (P2W ) se puede hallar de forma

expĺıcita; mientras que para resolver el correspondiente problema (P1W ) asociado a cada paso de

RW`1, es necesario utilizar un algoritmo de optimización. Esto permite realizar una mayor cantidad

de iteraciones de RW`2, en un mismo ĺımite de tiempo. Sin embargo, dado que la forma de la bola

generada por la norma `1 favorece la obtención de soluciones esparsas, es de esperarse que se requieran

menos iteraciones de RW`1 para hallar una solución esparsa, en relación a las requeridas con RW`2.

A su vez, si se desean agregar restricciones al problema CS, como ser que la solución buscada sea no

negativa, muchas veces se pierde la ventaja de disponer de una expresión expĺıcita para la solución

de cada problema Weighted `2, mientras que en el algoritmo RW`1 la cantidad de operaciones por

iteración no se ve demasiado afectada con la incorporación de restricciones.

4.4.2. RW`2 regularizado

En [22], Chartrand y Yin proponen modificar el valor del parámetro εk de RW`2 solamente cuando

la variación en xk sea considerable. En concreto proponen el siguiente procedimiento:

se inicia con ε0 = 1.

si ||x
k+1−xk||2
||xk||2 <

√
εi

1
100
⇒ εi+1 = εi

1
10

.

Notar que el indice k de la iteración RW`1 no necesariamente coincide con el indice i de la regulariza-

ción. Como forma de evitar problemas numéricos al calcular W−1
k , la iteración de RW`2 es finalizada

si εi < 1× 10−8. Como se puede intuir, para que este proceso de regularización sea útil, es necesario

realizar una cantidad importante de iteraciones de RW. Esto hace que el proceso sea más adecuado

para algoritmos como RW`2, donde el costo computacional de cada iteración de RW es bajo. Nos

referiremos a esta forma de actualizar el parámetro ε como método RW regularizado.

Los experimentos numéricos realizados en [22], donde se considera un problema CS aleatorio de

tamaño n = 256 y m = 100, con medidas sin ruido y valores no nulos x∗i ∼ N (0, σ = 2), indican que

esta regularización logra una mejora considerable en el desempeño del algoritmo RW`2. En dichas

pruebas se implementa además el algoritmo RW`1 de CWB con igual proceso de regularización de

su parámetro ε, obteniéndose un desempeño muy similar entre ambos algoritmos regularizados. Los

autores no especifican la cantidad de iteraciones realizadas en sus pruebas con cada algoritmo.
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Caṕıtulo 5

Algoritmo RW`1 propuesto (sin ruido)

En este caṕıtulo se propone una nueva metodoloǵıa para actualizar los pesos del algoritmo RW`1.

Esta se basa en identificar dichos pesos con los multiplicadores de Lagrange de un problema convexo.

A partir de dicha metodoloǵıa, y utilizando el método subgradiente proyectado para estimar solucio-

nes del problema dual, se obtiene una nueva versión del algoritmo RW`1. A lo largo del caṕıtulo se

utilizan algunos conceptos y resultados vinculados a la teoŕıa de la relajación lagrangeana. Se pueden

encontrar varias referencias de introducción al tema, como por ejemplo [12] y [7].

5.1. Problema primal con oráculo

Para introducir la metodoloǵıa propuesta, se considera el caso ideal en que se conoce una solución

x∗ de (P0). A partir de esta solución se puede definir el siguiente problema (P ), al cual denominaremos

problema primal con oráculo y cuyo valor óptimo es f ∗ = 0:

argmı́n

Φx = b

|xi| ≤ |x∗i |, ∀i = 1, 2, . . . , n

x ∈ Rn

0. (P )

Dado que la función objetivo es constante, (P ) se puede ver también como un problema de

factibilidad, en el cual se busca un conjunto de puntos que cumplan ciertas desigualdades. Claramente

x∗ es solución de (P ) pues cumple todas las restricciones de factibilidad. Por otro lado, se ve fácilmente

que si x̂ es solución de (P ), su soporte coincide con el de x∗, por lo que debe ser solución de (P0).

Por lo tanto: si (P0) tiene solución única, los problemas (P ) y (P0) son equivalentes.

5.2. Problema relajado

Veamos ahora que si se considera una relajación Lagrangeana de (P ), se obtiene un problema de

tipo (P1W ). Relajando las restricciones ideales de (P ), dadas por |xi| ≤ |x∗i |, se obtiene el siguiente
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lagrangeano:

L(x,w) =
n∑
i=1

wi (|xi| − |x∗i |) =
n∑
i=1

wi|xi| −
n∑
i=1

wi|x∗i |. (5.1)

La función dual asociada es entonces:

d(w) = mı́n
Φx = b

x ∈ Rn

L(x,w) =

 mı́n
Φx = b

x ∈ Rn

n∑
i=1

wi|xi|

−
n∑
i=1

wi|x∗i |. (5.2)

Este es un problema de tipo “Weighted `1”, donde los pesos wi ≥ 0 son los multiplicadores de

la relajación de Lagrange. Esto permite colocar el problema (P1W ) en el marco de la teoŕıa bien

conocida de la relajación de Lagrange. En particular permite estimar los pesos mediante algoritmos

destinados a estimar multiplicadores de Lagrange.

5.3. Problema dual

En muchos casos los multiplicadores de Lagrange coinciden con las soluciones del problema dual

asociado, por lo que también es posible estimar los pesos mediante algoritmos destinados a estimar

soluciones del dual. Por definición el problema dual está dado por:

argmáx

w ≥ 0

w ∈ Rn

d(w). (D)

5.4. Soluciones del dual

Antes de presentar algoritmos para estimar soluciones del dual, conviene analizar cómo son estas

soluciones. Veamos primero que (D) siempre admite al menos una solución. Por dualidad débil se

tiene:

d(w) ≤ f ∗ = 0, ∀ w ≥ 0.

Por otro lado, si se consideran los siguientes pesos ideales finitos: w∗i =

{
1, x∗i = 0

0, x∗i 6= 0
, se tiene:

d(w∗) = mı́n
Φx = b

x ∈ Rn

L(x,w∗) =

 mı́n
Φx = b

x ∈ Rn

∑
i / x∗i=0

|xi|

−
∑

i / x∗i=0

|x∗i | = 0− 0 = 0 = f ∗.

Es decir: existe w∗ ≥ 0, y por lo tanto dual factible, en el cual la función dual alcanza la cota
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superior de dualidad débil. Por lo tanto: w∗ es solución del problema dual, el valor óptimo dual es

d∗ = 0 y no hay gap de dualidad: d∗ = f ∗. Más en general, cualquier vector de pesos ŵ ≥ 0, cuyas

coordenadas sean nulas en el soporte de x∗, será solución del problema dual:

Proposición 1. Sea ŵ ≥ ~0 y tal que ŵi = 0, ∀ x∗i 6= 0. Entonces ŵ es solución del problema dual

(D).

Demostración. Como por hipótesis ŵ es dual factible, sólo resta probar que d(ŵ) = d∗ = 0. Por

definición:

d(ŵ) = mı́n
Φx = b

x ∈ Rn

L(x, ŵ) =

 mı́n
Φx = b

x ∈ Rn

∑
i / x∗i=0

ŵi|xi|

−
∑

i / x∗i=0

ŵi|x∗i | = 0− 0 = 0.

Como lo establece el siguiente resultado, en el caso más restrictivo en que el soporte de ŵ coincide

con el complemento del soporte de x∗, se puede obtener una solución de CS a partir del problema

relajado.

Proposición 2. Sea ŵ ≥ 0 que verifica: ŵi = 0⇔ x∗i 6= 0. Consideremos ahora:

x̂ ∈ argmı́n

Φx = b

x ∈ Rn

L(x, ŵ) = argmı́n

Φx = b

x ∈ Rn

n∑
i=1

ŵi|xi|.

Entonces x̂ es solución del problema (P0) de CS.

Demostración. Por definición de x̂ y usando que ŵi = 0, ∀ x∗i 6= 0, se tiene:

x̂ ∈ argmı́n

Φx = b

x ∈ Rn

n∑
i=1

ŵi|xi| = argmı́n

Φx = b

x ∈ Rn

∑
i / x∗i=0

ŵi|xi|.

Como ŵi ≥ 0, el menor valor que puede tomar la función objetivo es el nulo, el cual se alcanza

en x∗: ∑
i / x∗i=0

ŵi|xi| ≥ 0 =
∑

i / x∗i=0

ŵi|x∗i |.

Por lo tanto, el punto x̂ donde se alcanza el óptimo también debe anular la suma:

∑
i / x∗i=0

ŵi|x̂i| = 0.
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Como ŵi > 0 para todo x∗i = 0, se concluye que: x̂i = 0 para todo i tal que x∗i = 0. En particular:

||x̂||0 ≤ ||x∗||0. La prueba concluye notando que x̂ es factible en (P0) por definición: Φx̂ = b.

Este resultado es muy alentador pues, si todas las soluciones w del dual tuvieran como soporte al

complemento del soporte de x∗, bastaŕıa con encontrar una solución cualquiera del dual para resolver

CS de forma eficiente. Sin embargo, aún en este caso ideal en que se conoce x∗, existen soluciones

del dual cuyo soporte se intersecta con el de x∗. En efecto, es fácil ver que el vector nulo es solución

del dual, pues este es dual factible y cumple:

d(~0) = mı́n
Φx = b

x ∈ Rn

n∑
i=1

0 (|xi| − |x∗i |) = 0 = d∗.

5.5. Algoritmo con oráculo (usando método subgradiente

proyectado)

En las secciones anteriores se introdujo la metodoloǵıa propuesta para estimar los pesos. Para

obtener un algoritmo a partir de dicha metodoloǵıa, es necesario seleccionar algún algoritmo que

permita estimar multiplicadores de Lagrange o soluciones del dual. Para esto último se utilizará el

“método subgradiente proyectado”.

5.5.1. Método subgradiente proyectado

El problema dual (D) consiste en maximizar una función que es siempre cóncava:

argmáx

w ≥ 0

w ∈ Rn

d(w). (D)

Un posible algoritmo para estimar una solución de (D) es el “método subgradiente proyectado”.

Este se puede pensar como un “ascenso” por (sub)gradiente en la función dual, la cual es cóncava,

seguido de una proyección en la región factible w ≥ 0 [7][Sección 6.3.1]:
w0 ≥ 0

wk+1 = wk + αkg
k, αk > 0, gk ∈ ∂d(wk)

wk+1 = máx{0, wk+1}
.

Cabe aclarar, sin embargo, que el método subgradiente proyectado no es un método de ascenso.

Es decir que en alguna iteración k puede ocurrir:

d(wk+1) < d(wk), ∀ αk > 0.
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Esto puede darse en los puntos donde la función dual es no diferenciable, tal como se muestra en la

Figura 5.1.

Figura 5.1: Curvas de nivel de una función dual no diferenciable d. El conjunto dual factible se representa
mediante la región sombreada. En el punto µk, donde d es no diferenciable, no es posible moverse en la
dirección del subgradiente gk seleccionado sin disminuir el valor funcional. (Imagen de [7][Sección 6.3.1]).

Sin embargo, mientras no se alcance el óptimo, siempre es posible elegir el paso de forma que la

distancia al conjunto solución Sd decrezca [7][Proposición 6.3.1]:

∀ k ≥ 0, w∗ ∈ Sd, ∃ αk > 0 / ||wk+1 − w∗|| < ||wk − w∗||.

5.5.2. Cálculo del subgradiente

En cada paso del método subgradiente proyectado se requiere un subgradiente gk de la función

dual. Para esto se puede utilizar el siguiente resultado:

Teorema 14. ([7][Sección 6.1]) Consideremos el siguiente problema primal convexo, con función

objetivo no necesariamente diferenciable:

mı́n
gi(x) ≤ 0, ∀ i = 1, . . . ,m

x ∈ X

f(x).

Sea x̂ tal que:

x̂ ∈ argmı́n
x∈X

L(x, ŵ) = argmı́n
x∈X

{f(x) + ŵTg(x)}.

Entonces g(x̂) ∈ ∂d(ŵ); donde ∂d(ŵ) es el conjunto conformado por los subgradientes de la
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función dual en ŵ, denominado subdiferencial. Esta última función viene dada por:

d(w) := mı́n
x∈X
{f(x) + wTg(x)}.

En nuestro caso de interés el algoritmo subgradiente proyectado se aplica a la función dual aso-

ciada al problema primal (P ), para el cual:

f(x) = 0, ∀ x, gi(x) = |xi| − |x∗i |, X = {x ∈ Rn / Φx = b}.

Por lo tanto, para obtener un subgradiente mediante el teorema anterior, se debe resolver un problema

Weighted-`1.

5.5.3. Selección del paso

Una forma de seleccionar el paso, que garantiza convergencia del algoritmo subgradiente a una

solución del dual, es [43][Teorema 5.1.2]:

αk =
βk
||gk||2

, βk =
1

k + 1
, gk ∈ ∂d(wk).

De esta forma se obtiene convergencia de orden sub-lineal en las variables. Otra opción, que en

algunos casos permite mejorar el orden de convergencia, consiste en tomar [43][Sección 5.1]:

αk =
d∗ − d(wk)

||gk||22
=
d∗ − L(xk+1, wk)

||g(xk+1)||22
≥ 0.

Esta última opción requiere conocer el valor óptimo d∗ del dual. En el caso ideal bajo consideración,

este es conocido y vale d∗ = f ∗ = 0. Por lo tanto resulta:

αk =
0− L(xk+1, wk)

||g(xk+1)||22
= −

n∑
i=1

wki
(
|xk+1
i | − |x∗|

)
n∑
i=1

(
|xk+1
i | − |x∗|

)2
≥ 0, ∀ k ≥ 0. (5.3)

5.5.4. Algoritmo propuesto

En el Algoritmo 2 se muestra un pseudocógido del algoritmo obtenido al combinar el método

subgradiente proyectado con la metodoloǵıa propuesta. Se obtiene aśı un algoritmo RW`1 que, en

cada paso resuelve un problema (P1W ), y luego actualiza los pesos wk moviéndose en la dirección y

sentido de un subgradiente. Al igual que para el RW`1 de CWB, el algoritmo propuesto se implementa

de forma que las iteraciones realizadas sean literalmente iteraciones de Re-Weighted.
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Algorithm 2 RW`1 con pesos actualizados mediante subgradiente en dual (con oráculo y sin ruido)

Require: Φ ∈ Rm×n, b ∈ Rm, x0 ∈ Rn, w0 ≥ 0, maxIter ≥ 1

1: x1 ∈ argmı́n
Φx = b
x ∈ Rn

n∑
i=1

w0
i |xi| {(P1W ) con condición inicial x0}

2:

3: k = 0
4: while k < maxIter do
5: gki = gi(x

k+1) = |xk+1
i | − |x∗i | {cálculo de un subgradiente}

6:

7: calcular αk usando (5.3)
8:

9: wk+1
i = wki + αkg

k
i

10: wk+1
i = máx

(
0, wk+1

i

)
{proyección sobre w ≥ 0}

11:

12: k = k + 1
13:

14: x0 = xk

15: xk+1 ∈ argmı́n
Φx = b
x ∈ Rn

n∑
i=1

wki |xi| {(P1W ) con condición inicial xk}

16:

17: end while
18: return xk+1

En el paso k la coordenada i-ésima de los pesos se actualiza mediante la proyección en R+ de:

wk+1
i = wki + αkgi(x

k+1) = wki + αk
(
|xk+1
i | − |x∗i |

)
=


> wki si |xk+1

i | > |x∗i |
< wki si |xk+1

i | < |x∗i |
= wki si |xk+1

i | = |x∗i |
.

Por lo tanto: si la coordenada i-ésima xk+1
i no cumple la restricción primal ideal, dada por

|xk+1
i | ≤ |x∗i |, su peso aumenta, fomentando que en el próximo paso su magnitud decrezca. De forma

similar, si xk+1
i cumple la restricción primal de forma estricta: |xk+1

i | < |x∗i |, su peso disminuye,

permitiendo que en el próximo paso aumente su magnitud.

5.6. Algoritmo sin oráculo

En el caso en que no se conoce una solución x∗ de (P0), es necesario reemplazar las restricciones

ideales de (P ), dadas por gi(x) = |xi|− |x∗i |, por una aproximación de las mismas. Una forma sencilla

de hacerlo es reemplazar x∗ por su estimación actual xk+1 (“amplificada”), obteniendo aśı para cada

k una función gk con coordenadas:

gki (x) = |xi| − (1 + εk) |xk+1
i |, εk > 0.
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Donde, al igual que antes:

xk+1 ∈ argmı́n

Φx = b

x ∈ Rn

n∑
i=1

wki |xi|.

5.7. Problema primal sin oráculo

Teniendo en cuenta la forma de las restricciones no ideales propuestas, a cada paso del algoritmo

se le puede asociar un problema primal sin oráculo, dado por:

argmı́n

Φx = b

|xi| ≤ (1 + εk) |xk+1
i |, ∀i

x ∈ Rn

0. (P k)

Notar que por definición xk+1 verifica Φx = b. Por otro lado, se obtiene trivialmente que también

verifica la restricción no ideal. Es decir que xk+1 siempre es solución del problema (P k) y el valor

óptimo de dicho problema es claramente fk = 0.

5.8. Problema relajado sin oráculo

Relajando las restricciones no ideales de (P k) se obtiene el siguiente lagrangeano:

Lk(x,w) =
n∑
i=1

wi
(
|xi| − (1 + εk) |xk+1

i |
)

=
n∑
i=1

wi|xi| −
n∑
i=1

wi (1 + εk) |xk+1
i |. (5.4)

Su función dual dk es entonces un problema de tipo Weighted `1, al igual que en el caso con oráculo:

dk(w) = mı́n
Φx = b

x ∈ Rn

Lk(x,w) =

 mı́n
Φx = b

x ∈ Rn

n∑
i=1

wi|xi|

−
n∑
i=1

wi (1 + εk) |xk+1
i |. (5.5)

5.9. Problema dual sin oráculo

El problema dual asociado es por definicion:

argmáx

w ≥ 0

w ∈ Rn

dk(w). (Dk)
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5.10. Soluciones del dual

Se analizarán ahora las posibles soluciones de cada problema dual sin oráculo (Dk).

Proposición 3. El problema (Dk) siempre tiene solución. Ademas hay dualidad fuerte: dk = fk = 0.

Demostración. Al igual que en el caso con oráculo, se define el siguiente candidato a solución del

dual (Dk), el cual es en particular dual factible:

ŵi :=

{
1, si xk+1

i = 0

0, si xk+1
i 6= 0

.

Por dualidad débil se tiene la cota: dk(w) ≤ fk = 0, ∀ w ≥ 0. Basta entonces con probar que en

ŵ se alcanza dicha cota. Se tiene:

dk(ŵ) = mı́n
Φx = b

x ∈ Rn

Lk (x, ŵ) =

 mı́n
Φx = b

x ∈ Rn

∑
i / xk+1

i =0

|xi|

−
∑

i / xk+1
i =0

(1 + εk) |xk+1
i | =

= mı́n
Φx = b

x ∈ Rn

∑
i / xk+1

i =0

|xi| = 0 = fk.

Por lo tanto ŵ es solución de (Dk) y además hay dualidad fuerte: dk = fk = 0.

Observación 7. Al igual que en el caso con oráculo, el vector nulo es solución de cada dual (Dk),

pues: dk(~0) = 0 = dk.

Dado que el valor dual óptimo de cada paso es dk = 0, es posible utilizar el paso óptimo en la im-

plementación del algoritmo subgradiente proyectado, aplicado a cada problema dual (Dk). Definiendo

la matriz diagonal W k = diag
(
wk
)
, este paso se puede expresar como:

αk =
dk − dk(wk)
||gk||22

=
0− Lk(xk+1, wk)

||gk(xk+1)||22
=

1

εk

‖W kxk+1‖1

‖xk+1‖2
2

≥ 0, ∀ k ≥ 0. (5.6)

En el Algoritmo 3 se muestra un pseudocógido del algoritmo RW`1 sin oráculo, obtenido al combinar

la metodoloǵıa propuesta con el método subgradiente proyectado.
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Algorithm 3 RW`1 con pesos actualizados mediante subgradiente en dual (sin oráculo y sin ruido)

Require: Φ ∈ Rm×n, b ∈ Rm, x0 ∈ Rn, w0 ≥ 0, maxIter ≥ 1
1:

2: x1 ∈ argmı́n
Φx = b
x ∈ Rn

n∑
i=1

w0
i |xi| {(P1W ) con condición inicial x0}

3:

4: k = 0
5: while k < maxIter do
6:

7: gki = gki (xk+1) = |xk+1
i | − (1 + εk) |xk+1

i | = −εk|xk+1
i | {cálculo de subgradiente no ideal}

8:

9: calcular αk ≥ 0 usando (5.6)
10:

11: wk+1
i = máx

(
0, wki + αkg

k
i

)
12:

13: k = k + 1
14:

15: x0 = xk

16: xk+1 ∈ argmı́n
Φx = b
x ∈ Rn

n∑
i=1

wki |xi| {(P1W ) con condición inicial xk}

17:

18: end while
19: return xk+1

En el paso k la coordenada i-ésima de los pesos se actualiza mediante la proyección en R+ de:

wk+1
i = wki + αkg

k
i (xk+1) = wki +

(
1

εk

‖W kxk+1‖1

‖xk+1‖2
2

)(
−εk|xk+1

i |
)

= wki −
‖W kxk+1‖1

‖xk+1‖2
2

|xk+1
i |.

Contrario a lo que ocurŕıa en el caso con oráculo, en este caso los pesos wi sólo pueden decrementar.

Se observa a su vez que el valor del parámetro εk > 0 es irrelevante en la actualización de los wi. Más

aún, el valor de εk es irrelevante en todo el Algoritmo (3), siempre que sea estrictamente positivo.
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Caṕıtulo 6

Algoritmo RW`1 propuesto (con ruido)

En este caṕıtulo se extiende la metodoloǵıa propuesta en el Caṕıtulo 5, y su correspondiente

algoritmo RW`1 con subgradiente proyectado, al caso en que las medidas b están afectadas por ruido

Gaussiano:

b = Φx+ z, con coordenadas independientes zi ∼ N(0, σ2).

En este caso se busca resolver el problema (P η
0 ), para cierto nivel de ruido η ≥ 0:

argmı́n

||Φx− b||2 ≤ η

x ∈ Rn

||x||0. (P η
0 )

El parámetero η se debe seleccionar de forma que la solución buscada x∗ sea factible: ||Φx∗− b||2 ≤ η

(con alta probabilidad). El problema Weighted `1 asociado es:

argmı́n

||Φx− b||2 ≤ η

x ∈ Rn

n∑
i=1

wi|xi|. (P η
1W )

Al igual que antes, el algoritmo RW`1 busca estimar pesos wi ≥ 0, de forma que al resolver el

problema asociado (P η
1W ) se obtenga una solución de (P η

0 ).

6.1. Problema con oráculo

Para extender la metodoloǵıa propuesta al problema con ruido, se inicia considerando nuevamente

un problema primal con oráculo, en donde se asume que se conoce una solución x∗ de (P0):

argmı́n

||Φx− b||2 ≤ η

|xi| ≤ |x∗i |, ∀ i
x ∈ Rn

0. (P η)

46



Si se relajan las restricciones ideales, se obtiene el mismo lagrangeano que para el caso sin ruido:

L(x,w) =
n∑
i=1

wi (|xi| − |x∗i |) =
n∑
i=1

wi|xi| −
n∑
i=1

wi|x∗i |. (6.1)

La función dual asociada es ahora:

d(w) = mı́n
||Φx− b||2 ≤ η

x ∈ Rn

L(x,w) =

 mı́n
||Φx− b||2 ≤ η

x ∈ Rn

n∑
i=1

wi|xi|

−
n∑
i=1

wi|x∗i |. (6.2)

Se obtiene entonces un problema de tipo Weighted `1 con ruido. Nuevamente, esto permite iden-

tificar los pesos wi de (P η
1W ) con los multiplicadores de Lagrange de un problema convexo.

6.2. Problema sin oráculo

Se considera ahora el caso no ideal en que no se conoce x∗. Las restricciones ideales de (P η
1W )

coinciden con las del caso sin ruido (P1W ): gi(x) = |xi| − |x∗i |. Esto permite utilizar el mismo tipo

de aproximación que en dicho caso para reemplazarlas:

gki (x) = |xi| − (1 + εk) |xk+1
i |, εk > 0.

La única diferencia es que ahora se utiliza:

xk+1 ∈ argmı́n

||Φx− b||2 ≤ η

x ∈ Rn

n∑
i=1

wki |xi|.

6.3. Algoritmo propuesto (sin oráculo y con método sub-

gradiente proyectado)

En el Algoritmo (4) se muestra un pseudocógido del algoritmo RW`1 obtenido con la metodo-

loǵıa propuesta, para el caso con ruido y sin oráculo. Se utiliza nuevamente el método subgradiente

proyectado para estimar soluciones del problema dual. El algoritmo es idéntico al del caso sin ruido,

salvo que ahora xk+1 es solución de un problema Weighted-`1 con ruido. En particular la forma del

paso óptimo coincide con la del caso sin ruido:

αk =
dk − dk(wk)
||gk||22

=
0− Lk(xk+1, wk)

||gk(xk+1)||22
=

1

εk

‖W kxk+1‖1

‖xk+1‖2
2

≥ 0, ∀ k ≥ 0. (6.3)

Valen entonces las mismas consideraciones sobre la actualización de los pesos que se obtuvieron

47



en el caso sin oráculo y sin ruido. Esto es: en el paso k los pesos wi sólo pueden decrementar y el

valor de εk > 0 es irrelevante en todo el Algoritmo (4).

Algorithm 4 RW`1 con pesos actualizados mediante subgradiente en dual (sin oráculo y con ruido)

Require: Φ ∈ Rm×n, b ∈ Rm, x0 ∈ Rn, w0 ≥ 0, maxIter ≥ 1, η ≥ 0
1:

2: x1 ∈ argmı́n ||Φx− b||2 ≤ η
x ∈ Rn

n∑
i=1

w0
i |xi| {(P

η
1W ) con condición inicial x0}

3:

4: k = 0
5: while k < maxIter do
6:

7: gki = gki (xk+1) = |xk+1
i | − (1 + εk) |xk+1

i | = −εk|xk+1
i | {cálculo de subgradiente no ideal}

8:

9: elegir αk ≥ 0 usando (6.3)
10:

11: wk+1
i = máx

(
0, wki + αkg

k
i

)
12:

13: k = k + 1
14:

15: x0 = xk

16: xk+1 ∈ argmı́n ||Φx− b||2 ≤ η
x ∈ Rn

n∑
i=1

wki |xi| {(P
η
1W ) con condición inicial xk}

17:

18: end while
19: return xk+1
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Caṕıtulo 7

Implementación: algoritmos para resolver

Weighted-`1

Para implementar los algoritmos RW`1, ya sea el de CWB o el obtenido con la metodoloǵıa

propuesta, es necesario resolver en cada paso un problema Weighted-`1. En este caṕıtulo se analizan

algunas posibles formas de hacerlo.

7.1. Problema sin ruido: Programación Lineal (LP)

Se considera inicialmente el problema Weighted-`1 sin ruido. Si bien este es convexo y con res-

tricciones lineales, presenta la dificultad de tener función objetivo no diferenciable:

argmı́n

Φx = b

x ∈ Rn

n∑
i=1

wi|xi|. (P1W )

Esto último impide el uso de algoritmos de optimización estándar, basados en el gradiente. Sin

embargo, es posible reformularlo como un problema de programación lineal (LP), de la siguiente

forma [16][Apéndice A]:

argmı́n

Φx = b

x ∈ Rn

n∑
i=1

wi|xi| = argmı́n

x, u ∈ Rn

Φx = b

|xi| ≤ |ui|

n∑
i=1

wiui = argmı́n

x, u ∈ Rn

Φx = b

xi − ui ≤ 0

−xi − ui ≤ 0

n∑
i=1

wiui. (LP)

Esto permite estimar soluciones mediante algoritmos eficientes, provenientes de las distintas va-

riantes del “método de punto interior” [55], [12][Capitulo 11]. El costo a pagar es la introducción de

variables auxiliares, duplicando aśı la cantidad de incógnitas a 2n y aumentando las restricciones de

m a m+ 2n.
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7.2. Problema con ruido: Programación Cónica de Segundo

Orden (SOCP)

La situación es similar en el problema Weighted-`1 con ruido, salvo que las restricciones son

cuadráticas:

argmı́n

||Φx− b||2 ≤ η

x ∈ Rn

n∑
i=1

wi|xi|. (P η
1W )

Se puede reformular el problema en forma análoga al caso sin ruido, obteniendo en este caso una

función objetivo lineal con restricciones cuadráticas [16][Apéndice D]:

argmı́n

||Φx− b||2 ≤ η

x ∈ Rn

n∑
i=1

wi|xi| = argmı́n

x, u ∈ Rn

||Φx− b||2 ≤ η

|xi| ≤ |ui|

n∑
i=1

wiui = argmı́n

x, u ∈ Rn

||Φx− b||2 ≤ η

xi − ui ≤ 0

−xi − ui ≤ 0

n∑
i=1

wiui. (SOCP)

Esta reformulación es de tipo “Second Order Cone Programming” (SOCP), lo cual permite el

uso de algoritmos eficientes para estimar sus soluciones [28]. El costo a pagar es la introducción de

n nuevas variables y 2n restricciones auxiliares.

En este trabajo las soluciones de (P1W ) y (P η
1W ) se obtienen a partir de las respectivas reformu-

laciones descriptas. Para resolver estas reformulaciones se utiliza el lenguaje de modelado “Convex”

de Julia [69, 8], con el solver “ECOS”, que implementa algoritmos de tipo “punto interior” [28].

Todos estos paquetes forman parte del proyecto “JuliaOpt”.

Paquete `1-MAGIC

La metodoloǵıa descripta, basada en reformular el problema Weighted-`1, es frecuente en la lite-

ratura de CS. Por ejemplo, Candès y Romberg, dos de los autores de los art́ıculos seminales de CS,

han puesto a disposición el paquete de software `1-MAGIC, que permite estimar soluciones de (P1W )

y (P η
1W ) mediante las mencionadas reformulaciones [16]. Para resolver estas formulaciones utilizan

algoritmos genéricos de tipo “punto interior”. Si bien el mencionado paquete es muy popular, su

objetivo no es ofrecer un algoritmo “cutting-edge”, sino mostrar que el proceso de recuperación `1

es escalable y permite resolver problemas del orden de un millón de datos.

7.3. Algoritmos espećıficos

Existen algoritmos que buscan resolver (P1W ) y (P η
1W ) sin reformularlos como un LP o SOCP.

En su lugar trabajan directamente con la norma `1 y su no diferenciabilidad, lo cual puede significar
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una ventaja en el desempeño. Por lo general estos algoritmos se basan en hallar soluciones de un

problema LASSO (“Least Absolute Shrinkage and Selection Operator”), el cual se define como [73]:

argmı́n

x ∈ Rn

1

2
||Φx− b||22 + µ‖x‖1, µ > 0. (LASSO)

En lugar de analizar uno de estos algoritmos, en el Caṕıtulo 8 se presenta una variante de la meto-

doloǵıa propuesta, donde se reemplaza el problema (P η
1W ) por uno del tipo (LASSO). A su vez en el

Caṕıtulo 9 se presenta un algoritmo para resolver este último problema de forma eficiente, haciendo

uso de la norma `1. El problema (LASSO) es bien conocido y fue introducido por Tibshirani en 1996,

en el área de la estad́ıstica [66]. En 1998, Chen, Donoho y Saunders introducen el mismo problema

en el contexto de representación de señales, bajo el nombre de Basis Pursuit Denoising [23].
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Caṕıtulo 8

Algoritmo RW-LASSO propuesto

En este caṕıtulo se obtiene una nueva versión del algoritmo RW`1 con ruido, que fuera propuesto

en los Caṕıtulos 5 y 6. Esta se basa en la misma metodoloǵıa propuesta en dichos caṕıtulos, im-

plementada nuevamente mediante el método de subgradiente proyectado, pero aplicada ahora a un

problema dual de tipo Weighted LASSO (W-LASSO), el cual se introduce a continuación.

8.1. Problema Weighted LASSO (W-LASSO)

Se considera nuevamente el problema primal con oráculo y con ruido, donde parte de las restric-

ciones han sido elevadas al cuadrado por mayor conveniencia:

argmı́n

x ∈ Rn

1
2
||Φx− b||22 ≤

η2

2

|xi| ≤ |x∗i |, ∀ i

0. (P η)

Si se procede igual que antes, relajando las restricciones ideales, se obtiene un problema de tipo

(P η
1W ), que permite identificar los pesos con multiplicadores de Lagrange:

d(w) =

 mı́n
1
2
‖Φx− b‖2

2 ≤
η2

2

x ∈ Rn

n∑
i=1

wi|xi|

−
n∑
i=1

wi|x∗i |. (8.1)

Si se relaja además la restricción vinculada al ruido, se obtiene la siguiente función dual de

variables (w, λ) ∈ Rn+1
+ :

d(w, λ) =

 mı́n
x ∈ Rn

λ

2
‖Φx− b‖2

2 +
n∑
i=1

wi|xi|

−(λ
2
η2 +

n∑
i=1

wi|x∗i |

)
. (8.2)
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Por lo tanto, para cada par (w, λ) fijo, el conjunto solución del problema a partir del cual se

obtiene el valor dual coincide con el conjunto:

argmı́n

x ∈ Rn

λ

2
||Φx− b||22 +

n∑
i=1

wi|xi|. (W-LASSO)

Este último problema se conoce como Weighted LASSO (W-LASSO) y constituye una generali-

zación del problema LASSO, que fuera introducido al final del Caṕıtulo 7. El problema dual asociado

a esta relajación de (P η) es:

máx
w≥0,λ≥0

d(w, λ) = máx
w≥0,λ≥0


 mı́n

x ∈ Rn

λ

2
‖Φx− b‖2

2 +
n∑
i=1

wi|xi|

−(λ
2
η2 +

n∑
i=1

wi|x∗i |

) . (Dη
λ)

Se puede ver fácilmente que este problema dual siempre admite solución y se tiene además dua-

lidad fuerte. En efecto: el valor primal óptimo de (P η) es f ∗ = 0. Por dualidad débil se tiene:

d(w, λ) ≤ f ∗ = 0, ∀ w ≥ 0, λ ≥ 0 y por otro lado: d(~0, 0) = 0. Es decir que (~0, 0) es solución y el

valor dual óptimo es: d∗ = f ∗ = 0.

8.2. Algoritmo RW-LASSO con oráculo

A partir de esta nueva función dual, y utilizando la misma metodoloǵıa introducida en los Caṕıtu-

los 5 y 6, se puede obtener una nueva versión de dicha metodoloǵıa, donde ahora el problema

(W-LASSO) juega el papel de (P η
1W ). La misma consiste en actualizar los pesos del algoritmo RW

estimando soluciones (w∗, λ∗) del nuevo problema dual. Notar en particular que los multiplicadores

wi ≥ 0 juegan el mismo papel que antes, por lo que se pueden interpretar como los pesos a estimar

en (P η
1W ). El lagrangeano asociado al problema primal con oráculo es ahora:

L(x,w, λ) =
λ

2

(
‖Φx− b‖2

2 − η2
)

+
n∑
i=1

wi (|xi| − |x∗i |) .

Por lo tanto, si se utiliza el algoritmo subgradiente proyectado para estimar soluciones de d(w, λ), el

paso mediante el cual se actualizan los multiplicadores es:

αk =
0− L(xk+1, wk, λk)

||g(xk+1)||22
= −

λk

2

(
‖Φxk+1 − b‖2

2 − η2
)

+
n∑
i=1

wki
(
|xk+1
i | − |x∗|

)
n∑
i=1

(
|xk+1
i | − |x∗|

)2
+
(

1
2

)2
(‖Φxk+1 − b‖2

2 − η2)
2
≥ 0, ∀ k ≥ 0. (8.3)

En el Algoritmo (5) se muestra el algoritmo RW-LASSO obtenido al utilizar el método de sub-

gradiente proyectado para estimar soluciones del dual. En cada paso se deben actualizar los pesos

wi ≥ 0 y el nuevo multiplicador λ ≥ 0. En el paso k la coordenada i-ésima de los pesos se actualiza
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mediante la proyección en R+ de:

wk+1
i = wki + αkgi(x

k+1) = wki + αk
(
|xk+1
i | − |x∗i |

)
=


> wki si |xk+1

i | > |x∗i |
< wki si |xk+1

i | < |x∗i |
= wki si |xk+1

i | = |x∗i |
.

Valen entonces las mismas consideraciones que para el algoritmo RW`1 con oráculo y subgradiente

proyectado, presentado en la Sección 5.5. Por otro lado el multiplicador λ se actualiza mediante la

proyección en R+ de:

λk+1 = λk + αkgλ(x
k+1) = λk +

αk
2

(
‖Φxk+1 − b‖2

2 − η2
)

=


> λk si ‖Φxk+1 − b‖2

2 > η2

< λk si ‖Φxk+1 − b‖2
2 < η2

= λk si ‖Φxk+1 − b‖2
2 = η2

.

Por lo tanto: si xk+1 no cumple con la restricción primal ‖Φxk+1−b‖2
2 ≤ η2, el peso de dicha restricción,

dada por el multiplicador λk, aumenta, fomentando que ‖Φx−b‖2
2 disminuya en la próxima iteración.

Algorithm 5 RW-LASSO con algoritmo subgradiente (con oráculo y con ruido)

Require: Φ ∈ Rm×n, b ∈ Rm, x0 ∈ Rn, w0 ≥ 0, λ0 ∈ R, maxIter ≥ 1, η ≥ 0
1:

2: x1 ∈ argmı́nx∈Rn
λ0

2
‖Φx− b‖2

2 +
n∑
i=1

w0
i |xi| {(W-LASSO) con condición inicial x0}

3:

4: k = 0
5: while k < maxIter do
6: gki = gi(x

k+1) = |xk+1
i | − |x∗i | {cálculo subgradiente restricciones ideales}

7:

8: gkλ = gλ(x
k+1) = 1

2

(
‖Φxk+1 − b‖2

2 − η2
)
{cálculo subgradiente restricciones ‖Φx− b‖2 ≤ η}

9:

10: elegir αk ≥ 0 utilizando (8.3)
11:

12: wk+1
i = máx

(
0, wki + αkg

k
i

)
{actualiza multiplicadores}

13: λk+1 = máx
(
0, λk + αkg

k
λ

)
14:

15: k = k + 1
16:

17: x0 = xk

18: xk+1 ∈ argmı́nx∈Rn
λk

2
||Φx− b||22 +

n∑
i=1

wki |xi| {(W-LASSO) con condición inicial xk}
19:

20: end while
21: return xk+1
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8.3. Algoritmo RW-LASSO sin oráculo

Para obtener la versión sin oráculo del algoritmo RW-LASSO, se reemplazan como antes las

restricciones ideales gi(x) = |xi| − |x∗i | por:

gki (x) = |xi| − (1 + εk) |xk+1
i |, εk > 0.

Donde ahora xk+1 es solución de (W-LASSO), con pesos wk:

xk+1 ∈ argmı́n
x∈Rn

λk

2
||Φx− b||22 +

n∑
i=1

wki |xi|.

El problema primal sin oráculo asociado al paso k es entonces:

argmı́n

x ∈ Rn

1
2
||Φx− b||22 ≤

η2

2

|xi| ≤ (1 + εk) |xk+1
i |, ∀ i

0. (P η
k )

La función dual asociada al paso k es:

dk(w, λ) =

 mı́n
x ∈ Rn

λ

2
‖Φx− b‖2

2 +
n∑
i=1

wi|xi|

−(λ
2
η2 +

n∑
i=1

wi (1 + εk) |xk+1
i |

)
. (8.4)

Se puede ver fácilmente que en este caso sin oráculo también se tiene dualidad fuerte. En efecto: el

valor primal óptimo de (P η
k ) es fk = 0. Por dualidad débil se tiene: dk(w, λ) ≤ fk = 0, ∀w ≥ 0, λ ≥ 0

y por otro lado: dk(~0, 0) = 0. Es decir que el valor dual óptimo es: dk = fk = 0. Esto permite tomar

el paso de subgradiente proyectado como:

αk =
0− Lk(xk+1, wk, λk)

||gk(xk+1)||22
= −

λk

2

(
‖Φxk+1 − b‖2

2 − η2
)
− εk

n∑
i=1

wki |xk+1
i |

ε2k
n∑
i=1

(
|xk+1
i |

)2
+
(

1
2

)2
(‖Φxk+1 − b‖2

2 − η2)
2
≥ 0, ∀ k ≥ 0. (8.5)

En el Algoritmo (6) se muestra el algoritmo RW-LASSO obtenido al utilizar el método de subgra-

diente proyectado para estimar soluciones del dual en el caso sin oráculo. El problema (W-LASSO)

juega ahora el papel que antes jugaba (P η
1W ). La mayor diferencia entre estos dos problemas es que

ahora la condición ‖Φx− b‖2 ≤ η se encuentra en la función objetivo, mientras que antes era parte

de las restricciones.
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Algorithm 6 RW-LASSO con algoritmo subgradiente (sin oráculo y con ruido)

Require: Φ ∈ Rm×n, b ∈ Rm, x0 ∈ Rn, w0 ≥ 0, λ0 ∈ R, maxIter ≥ 1, η ≥ 0
1:

2: x1 ∈ argmı́nx∈Rn
λ0

2
‖Φx− b‖2

2 +
n∑
i=1

w0
i |xi| {(W-LASSO) con condición inicial x0}

3:

4: k = 0
5: while k < maxIter do
6: εk = 1

k+1

7: gki = gki (xk+1) = |xk+1
i | − (1 + εk) |xk+1

i | = −εk|xk+1
i | {subgradiente restricciones no ideales}

8:

9: gkλ = gλ(x
k+1) = 1

2

(
‖Φxk+1 − b‖2

2 − η2
)
{subgradiente restricciones ‖Φx− b‖2}

10:

11: elegir αk ≥ 0 utilizando (8.5)
12:

13: wk+1
i = máx

(
0, wki + αkg

k
i

)
{actualiza multiplicadores}

14: λk+1 = máx
(
0, λk + αkg

k
λ

)
15:

16: k = k + 1
17:

18: x0 = xk

19: xk+1 ∈ argmı́nx∈Rn
λk

2
||Φx− b||22 +

n∑
i=1

wki |xi| {(W-LASSO) con condición inicial xk}
20:

21: end while
22: return xk+1

La actualización de los pesos en el paso k es la proyección sobre R+ de:

wk+1
i = wki + αkg

k
i (xk+1) = wki − αk

(
εk|xk+1

i |
)
.

Al igual que en el caso sin oráculo del algoritmo RW`1 con subgradiente proyectado, los pesos wi

sólo pueden decrementar. La diferencia es que ahora el valor del parámetro εk > 0 śı es relevante en

la actualización de los wi. La actualización del multiplicador λk es cualitativamente igual que en el

caso con oráculo, cambiando únicamente el valor del paso αk.
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Caṕıtulo 9

Implementación: algoritmos para resolver

W-LASSO

En el Algoritmo (6) el problema (W-LASSO) juega el papel que antes jugaba (P η
1W ). Se verá en-

tonces en este caṕıtulo un posible algoritmo para resolver (W-LASSO) de forma eficiente, conocido

como Weighted-FISTA (W-FISTA).

9.1. Método Gradiente Proximal

Veamos primero el método denominado “Gradiente Proximal” (GP), a partir del cual se ob-

tendrá el algoritmo W-FISTA. Se considera para esto un problema de optimización con la siguiente

estructura:

argmı́n

x ∈ Rn

f(x) + g(x). (9.1)

Donde f es convexa y diferenciable y g es convexa y continua, no necesariamente diferenciable.

El método GP combina un descenso por gradiente de la función diferenciable f , con el uso de un

operador “proximal” de la función no diferenciable g. Más espećıficamente, utilizando un descenso

con paso fijo α > 0, el algoritmo construye la siguiente iteración [57][Sección 4.2]:

xk+1 = proxαg
(
xk − α∇f(xk)

)
. (9.2)

Donde proxαh(·) : Rn → Rn denota el operador proximal de una función h : Rn → R. Este último

se define mediante el siguiente problema de optimización estrictamente convexo [57][Sección 1.1]:

proxαh(v) := argmı́n
x∈Rn

{
h(x) +

1

2α
||x− v||22

}
.

Los algoritmos GP, definidos mediante la iteración (9.2), son de tipo punto fijo. Se puede probar que

x̂ es solución de (9.1) si y sólo si es punto fijo de (9.2) [57][Sección 4.2.1]. A su vez, si bien no siempre
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el operador proximal es una contracción, resulta ser un operador “firmemente no expansivo”1. Como

se verá más adelante, esto hace que, bajo ciertas condiciones muy genéricas, la iteración GP sea

convergente a un punto fijo, que por lo tanto será solución de (9.1).

El operador proximal es aplicado en cada paso de la iteración de GP. Por esta razón, para que el

uso de este algoritmo tenga sentido, el cálculo del operador proximal debe ser computacionalmente

sencillo. Veremos que este es el caso para el problema de interés (W-LASSO).

9.1.1. Gradiente Proximal Acelerado (GPA)

La convergencia del método GP puede ser acelerada mediante el cálculo de un punto intermedio:

yk = xk + rk(x
k − xk−1), ∀ k ≥ 1, rk ∈ [0, 1).

Luego se actualiza la estimación mediante GP, pero aplicado a este punto intermedio:

xk+1 = proxαg
(
yk − α∇f(yk)

)
, ∀ k ≥ 1.

Una forma sencilla de tomar rk es [57][Sección 4.2]:

rk =
k

k + 3
, ∀ k ≥ 1.

El algoritmo requiere dos puntos iniciales: x0 y x1. Si se inicia con x1 = x0, el primer punto estimado

corresponde a un paso de GP sin acelerar:

x2 = proxαg
(
x1 − α∇f(x1)

)
.

9.1.2. Convergencia de GPA

Se tiene el siguiente resultado de convergencia en valor funcional para el algoritmo GPA.

Teorema 15. ([57][Sección 4.3]) Consideremos el problema (9.1) para el caso en que ∇f es Lipschitz

continua de constante L > 0. Si se toma α ∈ (0, 1
L

], el algoritmo GPA converge al valor funcional

óptimo. En el peor caso el orden de convergencia en valor es O
(

1
k2

)
. Es decir que existe C > 0 con:

(f + g)(xk)− (f + g)∗ ≤ C

k2
.

A modo de referencia, bajo las mismas hipótesis, el algoritmo GP converge en valor funcional con

orden sub-lineal: O
(

1
k

)
. El orden de convergencia obtenido con GPA es óptimo, en el sentido de que

1Un operador T : Rn → Rn se dice firmemente no expansivo (“firmly nonexpansive”) si:

‖T (x)− T (y)‖22 ≤ 〈T (x)− T (y), x− y〉 , ∀ x, y ∈ Rn.

Utilizando la desigualdad de Cauchy-Schwarz se puede ver fácilmente que estos son un caso particular de operador
Lipschitz continuo con constante unidad.
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no puede ser mejorado por ningún “método de primer orden”; donde se denomina método de primer

orden a los que se basan únicamente en el gradiente (o diferencial de primer orden).

9.2. Algoritmo W-FISTA para el problema W-LASSO

Aplicado al problema (W-LASSO), el algoritmo Gradiente Proximal se conoce como W-ISTA

(Weighted Iterative Shrinkage-Thresholding Algorithm). En este caso la parte no diferenciable de la

función objetivo de (W-LASSO) es:

g(x) = ||Wx||1 =
n∑
i=1

wi|xi| =
n∑
i=1

gi(xi) con gi(xi) = wi|xi|.

Por lo tanto, utilizando la propiedad conocida como “separabilidad de la suma”, se obtiene una

expresión para la función coordenada i-ésima del operador proximal, de parámetro α > 0:

(proxαg(x))i =
(
proxα||Wx||1(x)

)
i

= proxαgi(xi) =


xi − αwi xi ≥ αwi

0 |xi| ≤ αwi

xi + αwi xi ≤ −αwi
.

Este tipo de función se conoce como Soft-Thresholding. En la Figura 9.1 se muestra su gráfico

para el caso τ = 1
2
, wi = 3. En el caso general el umbral se da en τwi. Una forma computacionalmente

eficiente de hallar el operador proximal es:

(
proxαg(v)

)
i

= máx (|vi| − αwi, 0) signo(vi).

Figura 9.1: Función Soft-Thresholding para α = 1
2 y pesos wi = 3.
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Por otro lado, la parte diferenciable de la función objetivo de (W-LASSO) es:

f(x) =
λ

2
‖Φx− b‖2

2,

y por lo tanto:

∇f(x) = λΦT (Φx− b) .

La versión acelerada de W-ISTA, la cual se puede obtener aplicando el algoritmo GPA al problema

W-LASSO, es conocida como W-FISTA, y fue introducida por Beck y Teboulle en [6] para el caso

sin pesos. Para esto se basaron en el método de aceleración presentado por Nesterov para funciones

diferenciables [56].

9.2.1. Convergencia de W-FISTA

Veamos que ∇f es Lipschitz continua:

||∇f(x)−∇f(y)||2 = ||λΦTΦx− λΦTΦy||2 = ||λΦTΦ (x− y) ||2 ≤ λ||ΦTΦ||M2||x− y||2.

Una constante Lipschitz es entonces: L = λ||ΦTΦ||M2; donde || · ||M2 denota la norma 2 matricial,

inducida por la respectiva norma 2 vectorial:

‖B‖M2 := sup
x 6=~0

‖Bx‖2

‖x‖2

= máx
i
{σi(B)} ; siendo σi(B) el i-ésimo valor singular de B.

Por lo tanto, usando el Teorema 15, se deduce que el algoritmo W-FISTA resulta convergente en

valor funcional, con orden O
(

1
k2

)
, siempre que se utilice α ∈

(
0, 1

λ||ΦTΦ||M2

]
.

9.2.2. Condición de parada

Como condición de parada para el algoritmo W-FISTA, se utiliza el error relativo entre las dos

ultimas iteraciones, evitando dividir por cero:

ek+1 :=

 0 si ‖xk+1 − xk‖2 = 0
‖xk+1−xk‖2

máx(‖xk+1‖2,‖xk‖2)
otro caso

∀k ≥ 0. (9.3)

En el Algoritmo (7) se muestra un pseudocódigo del método W-FISTA, utilizado para resolver el

problema (W-LASSO).
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Algorithm 7 Algoritmo W-FISTA para resolver (W-LASSO)

Require: Φ ∈ Rm×n, b ∈ Rm, w0 ≥ ~0, x0 ∈ Rn, α > 0, tol ≥ 0, maxIter ≥ 1
1:

2: x1 = x0

3:

4: e0 = 10tol
5: k = 1
6: while k ≤ maxIter and ek > tol do
7: rk = k

k+3

8:

9: yk = xk + rk
(
xk − xk−1

)
{punto intermedio}

10:

11: xk+1 = proxαg
(
yk − α∇f(yk)

)
{gradiente proximal}

12:

13: calcular ek+1 mediante (9.3)
14:

15: k = k + 1
16: end while
17: return xk
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Caṕıtulo 10

Resultados experimentales (sin ruido)

En este caṕıtulo se analiza el desempeño del algoritmo RW`1 de CWB [20], y de los algoritmos

RW`1 y RW-LASSO propuestos en este trabajo, los cuales actualizan los pesos wk mediante sub-

gradiente proyectado. Se considera únicamente el caso en que las medidas no están afectadas por

ruido.

10.1. Modelo utilizado

Para cada una de las pruebas se considera un sistema lineal Φx = b aleatorio, que admite al

menos una solución x∗ ∈ Σk. La forma de generar el problema se basa en [20][Sección 3.1]:

1. Se genera Φ ∈ Rm×n, con n = 256, m < n y entradas aleatorias gaussianas e independientes:

Φij ∼ N

(
0, σ =

1√
m

)
, ∀ i, j.

De esta forma Φ cumple con las hipótesis del Teorema 8, garantizando RIP(2k) con δ2k <
√

2−1,

con alta probabilidad. Recordar que esta forma de generar Φ implica que sus columnas tendrán

norma 2 unidad (en valor esperado), por lo que no es necesario normalizar sus columnas.

2. Se sortea sin repetición un conjunto de k indices Ik ⊂ {1, . . . , n}, que representa las posiciones

no nulas de la solución buscada x∗. Es decir que Ik es el soporte de x∗.

3. Se generan los valores no nulos de x∗ con coordenadas independientes gaussianas:

x∗i ∼ N

(
0, σ =

1√
k

)
,∀i ∈ Ik.

De esta forma x∗ tendrá norma 2 unidad en valor esperado, al igual que las columnas de Φ.

4. Se genera el término independiente: b = Φx∗ ∈ Rm.

Al momento de realizar las pruebas los datos disponibles son: Φ y b. Se busca recuperar x∗.
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10.2. Valores iniciales y parámetros

En todos los algoritmos RW se utiliza:

Pesos iniciales: w0 = ~1.

Estimación inicial: solución de Φx = b de norma 2 mı́nima. Si se asume Φ de rango máximo,

esta viene dada por:

x0 = Φ+b = ΦT
(
ΦΦT

)−1
b.

“Warm-Restart”: en el paso k de cada algoritmo RW, en el cual se debe calcular xk+1, se toma

la solución del paso anterior como condición inicial: x0 = xk.

10.3. Evaluación del desempeño

Siguiendo el criterio propuesto en [20][Sección 3.1], en cada prueba se considerará que el algoritmo

logra recuperar x∗ si se cumple:

‖xmaxIter − x∗‖∞ ≤ 1× 10−3.

En las simulaciones de este caṕıtulo no se considera el algoritmo RW-LASSO subgradiente pues,

con el criterio antes definido, su porcentaje de recuperación resulta siempre nulo. Posiblemente esto

se deba a que las soluciones del problema W-LASSO no necesariamente deben cumplir Φx = b,

contrario a lo que ocurre en los problemas Weighted `1 sin ruido.

10.4. Cantidad de medidas m fija

Se considera inicialmente el caso en que se dispone de una cantidad fija m de medidas y se desea

analizar el desempeño del algoritmo al aumentar k, que en este caso denota la pseudo-norma 0 de la

solución buscada x∗. En particular se toma m = 100 y se realizan pruebas con k ∈ [15, 55]. Para cada

k se generan Np problemas aleatorios y se mide la cantidad de veces que el algoritmo logra recuperar

x∗.

10.4.1. Elección del parámetro ε

El parámetro ε > 0 de los algoritmos RW se selecciona de forma experimental, realizandoNp = 100

pruebas con 4 iteraciones de RW cada una, y para distintos valores de ε. En la Figura 10.1 se muestran

los resultados obtenidos para el algoritmo RW`1 de CWB. El mejor comportamiento se da en este

caso con ε = 0.1, por lo que en las siguientes pruebas se tomará este valor para dicho algoritmo.
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Figura 10.1: Porcentaje de recuperación según k del algoritmo RW`1 de CWB sin regularizar. Se realizan
4 iteraciones de RW para distintos valores de ε. El valor con el cual se logra mejor desempeño es ε = 0.1. Se
muestra como referencia el desempeño de la minimización `1, sin RW.

En la Figura 10.2 se muestran los resultados obtenidos para el algoritmo RW`1 subgradiente. Los

porcentajes de recuperación son idénticos para los tres valores de ε. Esto es coherente con el análisis

teórico del algoritmo sin oráculo, en el que se concluyó que el valor de ε resulta irrelevante, siempre

que sea positivo. En lo que sigue se utilizará ε = 1 para este algoritmo.

Figura 10.2: Porcentaje de recuperación según k del algoritmo RW`1 con subgradiente proyectado y sin
regularizar. Se realizan 4 iteraciones de RW para distintos valores de ε. En todos los casos el desempeño es
idéntico. Se muestra como referencia el desempeño de la minimización `1, sin RW.

El hecho de que el algoritmo RW`1 propuesto no dependa del valor del parámetro ε significa una

ventaja respecto al RW`1 de CWB, dado que en este último resulta necesario seleccionar el parámetro

según las caracteŕısticas de cada problema CS.
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10.4.2. Desempeño según las iteraciones de RW

En la Figura 10.3 se muestra el porcentaje de recuperación de ambos algoritmos RW`1 sin regu-

larizar, y para distinta cantidad de iteraciones de RW. En este caso se realizan Np = 300 pruebas

por cada valor de k. Para ambos algoritmos RW`1 el desempeño en porcentaje de recuperación es

superior al de la minimización `1. A su vez, el porcentaje de recuperación mejora al aumentar la

cantidad de iteraciones de RW, aunque dicha mejora parece ser cada vez menos significativa.

Figura 10.3: Porcentaje de recuperación de los algoritmos RW`1 de CWB (arriba) y de subgradiente
(abajo), al aumentar k, pseudo-norma 0 de la solución x∗ buscada. Se realizan Np = 300 pruebas, cada una
con un problema CS aleatorio de tamaño n = 256 y m = 100 medidas lineales. En ambos casos las pruebas
son sin regularizar y las medidas no presentan ruido.

Utilizando los mismos resultados presentados en la Figura 10.3, la Figura 10.4 compara el porcen-

taje de recuperación de cada algoritmo RW`1, para distinta cantidad de iteraciones RW. Si solamente

se realiza una iteración de RW, el porcentaje de recuperación del algoritmo RW`1 propuesto es algo

superior al de CWB. Esta diferencia resulta imperceptible a partir de dos iteraciones de RW, donde

ambos algoritmos logran un desempeño comparable.
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Figura 10.4: Porcentaje de recuperación de los algoritmos RW`1 al aumentar k, pseudo-norma 0 k de la
solución x∗ buscada, y para distinta cantidad de iteraciones de RW. En cada caso se realizan Np = 300
pruebas, cada una con un problema CS aleatorio de tamaño n = 256 y m = 100 medidas lineales. En todos
los casos las pruebas son sin regularizar y las medidas no presentan ruido.

Notar que en todos los gráficos se aprecia una zona de transición, más o menos angosta según

el algoritmo, entre los valores de k donde se tiene probabilidad uno de recuperación, y los valores

donde esta probabilidad es nula. Esto corresponde al fenómeno de transición de fase, analizado en la

Sección 3.2.3 para el caso de minimización `1 sin pesos.

10.5. Nivel de esparcidad k fijo

Se considera ahora el caso en que el nivel de esparcidad k está dado y se desea analizar el

desempeño del algoritmo al variar la cantidad de medidas m realizadas. Se toma en particular k = 35

y se vaŕıa m ∈
[
2k, n

2

]
= [70, 128], con incrementos de tamaño 2. Para cada algoritmo se utilizan los

mismos valores de ε obtenidos en la sección anterior.

10.5.1. Desempeño según las iteraciones de RW

En la Figura 10.5 se muestra el porcentaje de recuperación de ambos algoritmos RW`1 sin regu-

larizar, y para distinta cantidad de iteraciones de RW. Por cada valor de m se realizan Np = 300

pruebas. Para ambos algoritmos RW`1 el desempeño es superior al de la minimización `1. A su vez, al

66



igual que con los resultados obtenidos al variar k, el porcentaje de recuperación mejora al aumentar

la cantidad de iteraciones de RW, aunque dicha mejora parece ser cada vez menos significativa.

Figura 10.5: Porcentaje de recuperación de los algoritmos RW`1 de CWB (arriba) y de subgradiente
(abajo), al aumentar la cantidad de medidas m de la solución x∗ buscada. Se realizan Np = 300 pruebas,
cada una con un problema CS aleatorio de tamaño n = 256 y pseudo-norma 0 k = 35. En ambos casos las
pruebas son sin regularizar y las medidas no presentan ruido.

Utilizando los mismos resultados presentados en la Figura 10.5, la Figura 10.6 compara el por-

centaje de recuperación de cada algoritmo RW`1, para distinta cantidad de iteraciones RW.
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Figura 10.6: Porcentaje de recuperación de los algoritmos RW`1 al aumentar la cantidad de medidas m de
la solución x∗ buscada, y para distinta cantidad de iteraciones de RW. En cada caso se realizan Np = 300
pruebas, cada una con un problema CS aleatorio de tamaño n = 256 y pseudo-norma 0 k = 35. En todos
los casos las pruebas son sin regularizar y las medidas no presentan ruido.

Cualitativamente el desempeño comparado entre ambos algoritmos es idéntico al de las pruebas

realizadas variando el valor de k. Esto es: si solamente se realiza una iteración de RW, el porcentaje

de recuperación del algoritmo RW`1 propuesto es algo superior al de CWB. Esta diferencia resulta

imperceptible a partir de dos iteraciones de RW, donde ambos algoritmos logran un desempeño

comparable.

10.6. RW`1 CWB regularizado

En esta sección se considera el desempeño del algoritmo RW`1 de CWB, actualizando εk de la

misma forma que en el algoritmo RW`2 regularizado, que fuera expuesto en la Sección 4.4.2. Nos

referiremos a esta implementación como RW`1 CWB regularizado. No se analiza la regularización

del algoritmo RW`1 subgradiente (sin oráculo) pues, tal como se obtuvo de forma teórica, y luego

se comprobó experimentalmente, el valor del parámetro ε no afecta su desempeño. Para seleccionar

el valor inicial ε0 del parámetro regularizador de CWB, se realizan pruebas con distintos valores de

dicho parámetro, cada una con una cantidad máxima de 6 iteraciones de RW. La Figura 10.7 muestra

los resultados obtenidos. Los mejores resultados se obtienen con un valor inicial ε0 = 0.1, al igual

que en el caso sin regularizar, donde ε se manteńıa fijo.
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Figura 10.7: Porcentaje de recuperación del algoritmo RW`1 de CWB regularizado, en función de la
pseudo-norma 0 de la solución x∗ buscada, y para distintos valores del regularizador inicial ε0. La cantidad
máxima de iteraciones de RW se fija en 6. En cada caso se realizan Np = 100 pruebas, cada una con un
problema CS aleatorio de tamaño n = 256 y m = 100, en el cual las medidas no presentan ruido.

En la Figura 10.8 se compara el desempeño del algoritmo RW`1 de CWB, regularizado y sin

regularizar, y para distinta cantidad de iteraciones. En ambos casos se inicia con ε0 = 0.1, valor que

se mantiene incambiado en cada iteración del caso sin regularizar.

Figura 10.8: Porcentaje de recuperación del algoritmo RW`1 de CWB regularizado y sin regularizar, en
función de la pseudo-norma 0 de la solución x∗ buscada, y para distinta cantidad de iteraciones RW. En
cada caso se realizan Np = 100 pruebas, cada una con un problema CS aleatorio de tamaño n = 256 y
m = 100, en el cual las medidas no presentan ruido.

Si se admiten hasta 6 iteraciones de RW, no se obtienen diferencias entre el desempeño del

algoritmo regularizado y sin regularizar. Esto puede deberse a que el efecto de la regularización
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requiera de mayor cantidad de iteraciones para ser efectivo. Por otro lado, para 30 iteraciones máximas

de RW, el desempeño del algoritmo regularizado, si bien es superior al caso de 6 iteraciones, no

introduce una mejora tal que amerite triplicar el costo computacional.
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Caṕıtulo 11

Resultados experimentales (con ruido

Gaussiano)

En este caṕıtulo se analiza el desempeño del algoritmo RW`1 de CWB [20], y de los algorit-

mos RW`1 y RW-LASSO propuestos en este trabajo, los cuales actualizan los pesos wk mediante

subgradiente proyectado. Se considera el caso en que las medidas están afectadas por ruido aditivo

gaussiano.

11.1. Modelo utilizado

La matriz Φ y la solución buscada x∗ se generan de igual forma que para las pruebas sin ruido.

Siguiendo el criterio de [20], se utilizan m = 128 medidas en lugar de m = 100. Al igual que

antes se toma n = 256.

El vector de medidas es: b = Φx∗ + z, donde z representa el ruido.

El ruido se genera con coordenadas Gaussianas e independientes zi ∼ N(0, σ2), y de forma que

x∗ sea factible con alta probabilidad: ‖Φx∗ − b‖2 ≤ η. Para esto se toma:

zi = σvi, vi ∼ N(0, 1) independientes.

Entonces:

‖v‖2
2 =

m∑
i=1

v2
i ∼ χ2

m chi-cuadrado, de m grados de libertad.

Por lo tanto ‖v‖2
2 tendrá media m y desviación estándar

√
2m. Luego, tomando por ejemplo

η2 = σ2
(
m+ 2

√
2m
)
, y recordando que z = σv, se tiene:

P
(
‖Φx∗ − b‖2

2 ≥ η2
)

= P
(
‖z‖2

2 ≥ σ2
(
m+ 2

√
2m
))

= P
(
‖v‖2

2 ≥ m+ 2
√

2m
)
.

En particular para m = 128, a partir de la tabla de valores de la distribución χ2
128, se obtiene

que la probabilidad de que x∗ sea factible es:

P
(
‖Φx∗ − b‖2

2 ≤ η2
)

= 1− P
(
‖Φx∗ − b‖2

2 ≥ η2
)

= 1− P
(
χ2

128 ≥ 160
)
' 1− 0.0291 ' 0.971.

71



El valor espećıfico de σ se selecciona según [20][Sección 3.3]:

σ = β
||Φx∗||2
||v||2

, β = 0.2.

11.2. Valores iniciales y parámetros

Se utilizan los mismos valores iniciales y parámetros que para el caso sin ruido. Para el algoritmo

RW-LASSO subgradiente se utiliza:

Multiplicador inicial: λ0 = n
‖x0‖1 .

Iteraciones máximas W-FISTA: 500.

Tolerancia de parada W-FISTA: 1× 10−3.

11.3. Evaluación del desempeño

En lugar de medir el porcentaje de recuperación de x∗, se calcula la posible mejora respecto a

una solución xη`1 , obtenida al minimizar (P η
1W ) con pesos unidad (minimización `1 con ruido). Esto

es:

a = 100×
(

1− ||x
RW − x∗||2
||xη`1 − x∗||2

)
%.

Valores de a > 0 indican una mejora del algoritmo RW`1 respecto a la minimización `1. En ese caso

la mejora es del a por ciento.

11.4. Resultados obtenidos

Siguiendo el criterio de [20][Sección 3.3], se realizan Np = 300 pruebas con esparcidad k = 38

y un máximo de maxIter = 9 iteraciones de RW. Inicialmente se analiza cómo afecta el parámetro

ε de las restricciones no ideales al desempeño del algoritmo RW-LASSO, aśı como a su versión

regularizada. La Figura 11.1 muestra los resultados obtenidos para distintos valores de ε0 inicial, con

y sin regularizar. En todos los casos la mejora promedio respecto a la minimización `1 es del orden de

31 %, y la desviación estándar del 10 al 12 %. En particular estos valores no vaŕıan considerablemente

para los distintos valores de ε0, ni entre el caso con y sin regularizar. Esto último puede deberse a

que se requiera mayor cantidad de iteraciones para notar el efecto de la regularización.
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Figura 11.1: Mejora del algoritmo RW-LASSO respecto a la minimización `1. Medidas afectadas por ruido

gaussiano aditivo N
(

0, 1√
k

)
. En cada gráfico se indica la media (ĺınea roja vertical) del porcentaje de mejora

a, ± una desviación estándar (ĺıneas verticales violeta y verde). En cada caso se realizan Np = 300 pruebas,
cada una con un problema CS aleatorio de tamaño n = 256 y m = 128 medidas lineales con ruido.

El hecho de que se observen diferencias al variar el parámetro ε en RW-LASSO subgradiente es

coherente con el análisis teórico del algoritmo, en el cual se obtuvo que el valor de dicho parámetro

resulta relevante, al contrario de lo que ocurŕıa con RW`1 subgradiente.

Se comparan ahora los tres algoritmos RW entre śı, seleccionando los valores de ε de los algoritmos

RW`1 de acuerdo a los resultados sin ruido, y tomando ε = 1 para el algoritmo RW-LASSO. La Figura

11.2 muestra los histogramas de mejora obtenidos.
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Figura 11.2: Mejora de los algoritmos RW respecto a la minimización `1. Medidas afectadas por ruido

gaussiano aditivo N
(

0, 1√
k

)
. En cada gráfico se indica la media (ĺınea roja vertical) del porcentaje de

mejora a, ± una desviación estándar (ĺıneas verticales violeta y verde). En cada caso se realizan Np = 300
pruebas, cada una con un problema CS aleatorio de tamaño n = 256 y m = 128 medidas lineales con ruido.

En el algoritmo RW`1 de CWB el desempeño mejora levemente al incorporar la regularización;

pasando de un par media, desviación estándar de (20.9 %, 9.46 %) a (23.2 %, 11.1 %). En el algoritmo

RW`1 subgradiente no hay diferencias entre el caso regularizado y sin regularizar. Esto es coherente

con el análisis teórico de dicho algoritmo, en el cual se obtuvo que el valor de εk > 0 resulta irrelevante.

En ambos casos el par media, desviación estándar es: (22.8 %, 10.1 %), y su desempeño resulta muy

similar al de CWB regularizado. Contrario a lo que ocurŕıa en el caso sin ruido, ahora el desempeño

de RW-LASSO es claramente superior al de los algoritmos RW`1 de CWB y de subgradiente. Su

par media, desviación estándar es: (31.8 %, 10.9 %) sin regularizar y (32.2 %, 11.6 %) regularizado. En

particular la mejora promedio respecto a minimización `1 aumenta en el orden de un 40 %, pasando de

23 % en los algoritmos RW`1 a 32 % en RW-LASSO; mientras que la desviación estándar se mantiene

en el orden del 10 al 11 % para todos los algoritmos.
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Caṕıtulo 12

Conclusiones finales

En este trabajo se presentó el problema de Compressed Sensing (CS), junto con algunos de los

resultados teóricos más relevantes sobre el mismo. El área de investigación vinculada a CS surge

como tal a mediados de la primer década del 2000, con los trabajos de Donoho y de Candès, Rom-

berg y Tao. Desde entonces ha habido un enorme interés en el desarrollo de la misma, motivado

principalmente por sus importantes aplicaciones, algunas de las cuales se expusieron brevemente al

inicio del documento.

Dado que CS es en general un problema NP-dif́ıcil, es necesario buscar problemas alternativos, de

más fácil resolución, y que bajo ciertas hipótesis sean equivalentes. Una de las alternativas más usuales

consiste en reemplazar el problema CS por un problema convexo, en el cual se minimiza la norma `1.

Se presentaron resultados clásicos, basados en la propiedad RIP, que brindan condiciones suficientes

para garantizar la equivalencia de este último problema con CS. Como también fuera expuesto en

este trabajo, la propiedad RIP permite además garantizar un buen desempeño del problema `1 ante

medidas afectadas por ruido, o cuando la señal buscada no es exactamente esparsa. En particular

se analizó el uso de matrices de medida Φ aleatorias, con distribución Gaussiana, para las cuales la

propiedad RIP se cumple con alta probabilidad.

Más adelante se presentó el problema Weighted `1, consistente en asignar pesos a las coordenadas

de la norma `1. Junto con este se introdujo la clase de algoritmos Re-Weighted `1, que buscan elegir

los pesos de forma de obtener una solución de CS, cuando la minimización `1 no lo logra. Se introdujo

en particular el algoritmo RW`1 de Candès, Wakin y Boyd (CWB), donde los pesos son actualizados

en función de los valores obtenidos en su iteración anterior. Se presentó luego una nueva metodoloǵıa

para actualizar los pesos del algoritmo Re-Weighted `1, basada en la identificación de los mismos con

multiplicadores de Lagrange de un problema convexo. A partir de esta metodoloǵıa, y utilizando un

algoritmo estándar para hallar soluciones de un problema dual, conocido como “método subgradiente

proyectado”, se propuso un nuevo algoritmo RW`1, alternativo al presentado por CWB. Utilizando

la misma metodoloǵıa, junto con el método subgradiente proyectado, se propuso a su vez un algo-

ritmo RW-LASSO, basado en el problema Weighted LASSO. Para resolver este último problema se

describió e implementó el algoritmo Weighted Fast ISTA, el cual trata la no diferenciabilidad de la

norma `1 mediante el operador conocido como “proximal”.

El desempeño de los tres algoritmos RW fue analizado mediante su aplicación a un problema
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de CS aleatorio, con matriz de medida Φ Gaussiana y medidas b con y sin ruido. A partir de estas

simulaciones se pudo comprobar la mejora en el desempeño de los algoritmos RW, en comparación

con la minimización `1. En particular, para una cantidad fija m de medidas lineales, se logró mejorar

el porcentaje de recuperación al aumentar la pseudo-norma 0 de la solución buscada. De forma

similar, para un nivel de esparcidad k fijo, se logró aumentar el porcentaje de recuperación al variar

la cantidad de medidas m utilizadas, en relación a la minimización `1. En base a estas simulaciones

se comparó también el desempeño de los algoritmos RW entre śı. Para el caso de medidas sin ruido,

el algoritmo RW`1 subgradiente obtiene un desempeño muy similar al de CWB; mientras que el

RW-LASSO no logra un buen desempeño. Para el caso de medidas con ruido aditivo Gaussiano,

los algoritmos RW`1 de CWB y subgradiente obtienen nuevamente un desempeño similar, logrando

una mejora promedio de un 23 % respecto a la minimización `1. Por otro lado el algoritmo RW-

LASSO propuesto permite obtener una mejora promedio de un 32 % respecto a la minimización `1,

lo cual representa un desempeño promedio 40 % superior al de los algoritmos RW`1 analizados, y en

particular al de CWB.
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minimization for sparse recovery. Communications on Pure and Applied Mathematics: A Journal

Issued by the Courant Institute of Mathematical Sciences, 63(1):1–38, 2010.

[26] M. A. Davenport. Random observations on random observations: Sparse signal acquisition and

processing. PhD thesis, Rice University, 2010.

[27] M. Davies and R. Gribonval. Restricted isometry constants where `p sparse recovery can fail for

0 < p ≤ 1. 2008.

[28] A. Domahidi, E. Chu, and S. Boyd. Ecos: An socp solver for embedded systems. In 2013

European Control Conference (ECC), pages 3071–3076. IEEE, 2013.

78

www.acm.caltech.edu/l1magic/downloads/l1magic.pdf


[29] D. L. Donoho and M. Elad. Optimally sparse representation in general (nonorthogonal) dictio-

naries via `1 minimization. Proceedings of the National Academy of Sciences, 100(5):2197–2202,

2003.

[30] D. L. Donoho and B. F. Logan. Signal recovery and the large sieve. SIAM Journal on Applied

Mathematics, 52(2):577–591, 1992.

[31] D. L. Donoho and P. B. Stark. Uncertainty principles and signal recovery. SIAM Journal on

Applied Mathematics, 49(3):906–931, 1989.

[32] D. L. Donoho and J. Tanner. Precise undersampling theorems. Proceedings of the IEEE, 98(6):

913–924, 2010.

[33] D. L. Donoho et al. Compressed sensing. IEEE Transactions on information theory, 52(4):

1289–1306, 2006.

[34] M. F. Duarte, M. A. Davenport, D. Takhar, J. N. Laska, T. Sun, K. F. Kelly, and R. G. Baraniuk.

Single-pixel imaging via compressive sampling. IEEE signal processing magazine, 25(2):83–91,

2008.

[35] Y. C. Eldar and G. Kutyniok. Compressed sensing: theory and applications. Cambridge Uni-

versity Press, 2012.

[36] J. Ellenberg. Fill in the blanks. https://www.wired.com/2010/02/ff_algorithm/, 2010. Con-

sultado: 30-01-2019.

[37] M. Fazel. Matrix rank minimization with applications. PhD thesis, PhD thesis, Stanford Uni-

versity, 2002.

[38] S. Foucart and H. Rauhut. A Mathematical Introduction to Compressive Sensing. Birkhäuser
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Apéndice 1

Código utilizado

En este apéndice se incluye una breve descripción del código utilizado para realizar las distintas

pruebas. Dicho código está escrito en el lenguaje de programación Julia.

ejecutable cluster.sh: Se utiliza únicamente para ejecutar las pruebas en el cluster FIng. Se debe

ejecutar desde la carpeta con el código Julia y mediante el comando: qsub ejecutable cluster.sh.

ejecutable julia.jl : Programa principal del código Julia. En este archivo se selecciona el tipo de

prueba a realizar y el algoritmo con le cual se realizarán.

asignar pruebas.jl : Asigna las pruebas a realizar con el algoritmo seleccionado. Para esto llama

repetidas veces a la función definida en pruebas.jl, con distintos valores en los parámetros,

pero manteniendo el mismo algoritmo. Se asigna una ejecución de la función pruebas a cada

procesador disponible. Es decir que, cada vez que un procesador se encuentra disponible, se le

asignan Np pruebas.

generar problema.jl : Genera problema Compressed Sensing de tamaño m × n, y con solución

tal que ‖x∗‖0 ≤ k.

pruebas.jl : Genera Np problemas CS con los parámetros m, n y k recibidos. Para cada problema

generado, aplica el algoritmo RW seleccionado y mide su porcentaje de recuperación (o la mejora

respecto a la minimización `1 si se modela con ruido).

rwl1 cwb.jl : Algoritmo RW`1 propuesto por Candès, Wakin y Boyd en [20].

rwl1 subgrad.jl : Algoritmo RW`1 propuesto en este trabajo, implementado con subgradiente.

sin rw.jl : Resuelve problema de minimización `1 (sin RW) y con pesos unidad. Para esto ejecuta

el código wl1 reformulado.jl, con w = ~1.

w lasso fista.jl : Algoritmo W-FISTA utilizado para resolver problema (W-LASSO).

rw subgrad lasso.jl : Algoritmo RW-LASSO propuesto en este trabajo, implementado con sub-

gradiente.
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wl1 reformulado.jl : Resuelve el problema Weighted `1 asociado a un vector de pesos w ≥ 0. Para

esto lo reformula como un LP o un SOCP, según si se modela sin o con ruido, respectivamente.

Para resolver estos últimos problemas utiliza el solver ECOS de Julia.

prox w g.jl : Implementa el operador proximal de la función `1 con pesos: c‖Wx‖1, c > 0 y

W = diag(w), w ≥ 0.

rip 2k.jl : Halla mı́nima cantidad m de medidas que garantizan cumplir RIP 2k con δ2k <
4√
41

.
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