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Resumen— Se  entiende  por   caracter ización  espectr al  de  un 
escáner   la obtención de coordenadas  de  la  imagen explorada  de 
un objeto cromático, en espacios de color  estándar  a par tir  de las 
coordenadas  rojo,  verde  y  azul RGB  (Red, Green,  Blue)  o  los 
atr ibutos tono, saturación y valor,  HSV (Hue, Saturation, Value). 
Este  proceso  facilita   la  comunicación  entr e  el  escáner   y  otr os 
dispositivos  de  despliegue  e  impresión  de  imágenes,  al mismo 
tiempo que aumenta la fidelidad en la reproducción del color.  En 
este  t r aba jo  se  ca lib ró  un   escáner   a   color,  Canon  L ide  20, 
utilizando muestr as  del Atlas  del Color,  NCS  (Natur al  Color  
System). El procedimiento se basa en  la asociación de  las señales 
cromáticas del sensor del escáner, RGB y HSV de la imagen,  con 
los  coeficientes  que ponderan  una base  vector ial obtenida  por  
análisis de  componentes pr incipales  de un  conjunto de muestras 
del atlas. Esta asociación se desarrolla mediante una red neuronal 
a r t ificia l  de  p r op agación   hacia   d elan te  q ue  u sa   p a r a   su 
entrenamiento la estrategia de propagación hacia atrás de errores. 
El desempeño del proceso se evalúa mediante el cálculo del error  
espectr al  cuadrá tico medio  y  la   fórmula   de  difer encia   color  
CIEDE2000. Los resultados son comparables a los reportados con 
otros  procedimientos  basados  tanto  r edes  neuronales  como  en 
r egr esión mediante  polinomios. 

Palabras Clave— Espectros  de  Reflectancia,   Calibración de 
un Escáner  a  Color,   Redes Neuronales Ar tificiales. 

Abstract—Spectral  character ization  of a  flatbed color   scanner  
allows  obtaining  the  spectral reflectance  of  an  object  from  color  
space dependent on the device, i.e. RGB values or attr ibutes HSV. 
In this work, a color scanner, Canon Lide 20, was calibrated using 
a set of color chips in the natural color system (NCS) Color Atlas. 
The procedure is based on the combination of chromatic signals, 
RGB and HSV of the scanned image, with the coefficients obtained 
by pr incipal component  analysis of  a set  of samples  of  the  atlas. 
This  relation  is  developed  through  a backpropagation  ar tificial 
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neural network.   The  performance of  this process  is assessed  by 
ca lcu lat ing  the  spectr a l  r oot   mean   squa r e  er r or   and   color  
difference formula CIEDE2000. The results show that it is feasible 
to  calibrate  a   scanner   in  order   to  predict spectr al  r eflectance 
curves. 

Keywords— Spectral Reflectance, Color  Scanner   Calibration, 
Ar tificial Neural Network. 

I .  INTRODUCCIÓN 

U n  escáner  plano  es  un  dispositivo  que  permite  la exploración, registro y reproducción de imágenes ópticas 
de objetos de  naturaleza bidimensional. Con el  propósito de 
aumentar  la  fidelidad  en  las  tareas  de  archivo, despliegue  y 
comunicación de los documentos explorados, resulta importante 
su caracterización espectral y colorimétrica, procedimiento que 
implica la obtención de las coordenadas en espacios de color 
independientes del dispositivo CIE XYZ/Lab  a partir  de  las 
coordenadas rojo, verde y azul (RGB) [13]. 

Existen  numerosas  técnicas  para  la  calibración  y  la 
caracterización espectral  cromática de un escáner [46], la mayoría 
se  fundamenta  en  un  catálogo  estándar  o  carta  patrón  de 
muestras  coloreadas  y  algoritmos  de  regresión  mediante 
polinomios en el sentido de mínimos cuadrados, interpolación y 
redes  neuronales  [712].  En  este  trabajo  se  presenta  un 
procedimiento que relaciona las señales (RGB) y los atributos 
tono, saturación y valor (HSV) de las muestras,  con escalares 
que ponderan una base vectorial, obtenida mediante análisis de 
componentes  principales  de  un  conjunto  de  espectros  de 
reflectancia. El mapeo entre los espacios de color RGB/HSVy 
las  componentes  principales  se  modela  mediante  el
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entrenamiento de una red neuronal artificial con entrenamiento 
de propagación hacia delante  y estrategia de aprendizaje, la 
propagación hacia  atrás de errores con algoritmo de optimización 
de LevenbergMarquardt. 

La  novedad  del  procedimiento  propuesto  reside  en  la 
consideración de los atributos del color, coordenadas del espacio 
HSV, en la capa de entrada de la red neuronal.  Los indicadores 
de desempeño para la reconstrucción espectral y del color, error 
espectral cuadrático medio y  la  fórmula  de diferencia  color 
CIEDE2000,  se  encuentran  dentro  de  los márgenes  de 
incertidumbre reportados en trabajos previos de calibración de 
escáner  [9]  para  los  conjuntos  de  entrenamiento,  prueba  y 
validación de la red. 

II . MARCO  TEÓRICO 

El  análisis  de  componentes  principales  (ACP)  es  la 
transformación  lineal  con matriz  asociada  formada  por  los 
vectores  propios  o  característicos  de  la    correlación  o 
alternativamente  de  la  covarianza  de  un  arreglo  de 
observaciones.  Los vectores propios que corresponden a los 
mayores autovalores retienen las características más importantes 
del grupo original de datos; por tanto, tomando algunos pocos 
vectores característicos es posible reducir la dimensionalidad 
de las observaciones.  Esta descripción resulta apropiada para 
la representación de una curva suave, como es el caso de la 
reflectancia espectral. 

Consideremos el arreglo  N × 1 r   una versión  discreta de un 
espectro de reflectancia de la superficie de un objeto, muestreado 

en  N  longitudes de onda   
 

  
 λ λ λ  N , 2 1  , ,  L  del dominio visible del 

espectro.  Disponiendo  un  conjunto  de  M  espectros  de 
reflectancia espectral en las filas de una matriz, incluyendo el 
ruido experimental del muestreo, se obtiene el arreglo  N M× R  , 

que constituye el conjunto original de datos.  Cada fila de  N M× R 
es una curva espectral y cada columna se asocia a una longitud 
de onda. 

La matriz  N N× C  , que contiene las correlaciones entre los 
espectros de reflectancia se calcula con la expresión (1), [9]. 

( ) N M M N N N  N × × × − 
=  R R C  T 

1 
1 

(1) 

El superíndice  T  en la ecuación anterior indica la matriz 
transpuesta. Los N vectores propios  1 N× v  , de la matriz  N N× C  , 
conforman  una  base  vectorial  ortonormal.  Estos  vectores 
pueden ser arreglados en sentido decreciente de  sus respectivos 
autovalores,  en las columnas de la matriz  N N× V  . 

La combinación lineal de los vectores propios, ponderados 
por un conjunto de  N  escalares,  reconstruye exactamente el 
grupo original de datos.   Estos   escalares  forman un vector 

N × 1 s  ,  cuyas  componentes  caracterizan  un  espectro  de 
reflectancia en la nueva base vectorial.  Disponiendo los vectores 

N × 1 s  correspondientes a cada  reflectancia, en  M  filas de  la 

matriz  N M× S  , podemos obtener la matriz original de datos, 
mediante el producto, 

N N N M N M × × × =  V S R  (2) 

Los  vectores  N × 1 s  ,  que  representan  cada  espectro  de 

reflectancia,  se calculan invirtiendo  la matriz  N N× V  en  la 
ecuación anterior. 

La reducción de la dimensionalidad se obtiene conformando 

la matriz  N p× V  , a partir de un subconjunto de  p , 

(  N p <  ),     vectores  propios;  aquellos  con  los 
correspondientes autovalores más altos, que permiten estimar 
con la precisión suficiente el conjunto original  de reflectancias. 

Análogamente,  como  en  la  ecuación  (2),  la  reflectancia 

estimada  N M× R 
) 

, se obtiene mediante 

N p p M N M × × × =  V S R ˆ  (3) 

La matriz  p M× S  ,  cuyas  filas  son  los  vectores  p × 1 s  ,  que 
representan respectivamente una reflectancia en la nueva base 
vectorial, se calcula teóricamente según: 

( ) N p N M p M × × × =  V R S  pinv ˆ  (4) 

En la ecuación anterior, ( ) N p× V pinv  , representa la seudo 

inversa de la matriz  N p× V  . 

La elección de  p  determina la dimensión del  nuevo 
espacio vectorial. La cantidad  p , puede estimarse de acuerdo 
al índice acumulativo de varianza. En teoría pocos componentes 
principales, entre seis y nueve,  logran explicar, generalmente, 
el 99% de la varianza de un conjunto de datos. 

La otra herramienta utilizada en este estudio es una 
red  neuronal  artificial  (RNA)  tipo  backpropagation.    El 
entrenamiento de esta RNA mapea las señales de color de la 
muestra, dependientes del dispositivo RGB/HSV, con el vector 
de escalares  p × 1 s  , que representa la reflectancia espectral en el 
espacio de componentes principales del conjunto original de 
datos.
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Dos modelos se trabajaron en la capa de entrada de la RNA; 
uno de ellos tenía como neuronas en la capa de entrada de la 
red los tres (3) valores del espacioRGB.  En el segundo modelo, 
se presentaron  seis (6) neuronas en la capa de entrada de la 
red: los  tres valores RGB y los tres atributos HSV. La salida 
contenía seis (6) neuronas en ambos casos. [9,12] 

Sistemáticamente  se exploraron  diferentes  tipos  de 
arquitectura, en cuanto al número de capas ocultas y neuronas 
por capa, con énfasis en redes de una y dos capas. Durante 
todo el experimento, las matrices de pesos y tendencias  iniciales 
(bias)  fueron  las mismas   para  todas  las arquitecturas,  este 
aspecto  es  especialmente  importante  para  establecer 
comparaciones. Se fijó en 1000 el  número máximo de épocas, 
aunque algunas configuraciones lograron una convergencia, 
con anterioridad en el indicador de desempeño, que se  estimaba 
mediante el error cuadrático medio entre los escalares obtenidos 
por ACP  y  los  predichos  por  la  red  para  un  conjunto  de 
coordenadas color dado. Las funciones de transferencia fueron: 
lineal en la capa de entrada y salida, y tangente sigmoidea para 
capas  ocultas. 

III . PROTOCOLO EXPERIMENTAL 

Para calibrar el escáner a color, plano, Canon Lide 20 se 
utilizaron muestras de la segunda edición del Atlas del  Color 
del NCS (Natural Color System) [13].  Esta edición del atlas 
tiene una población de 1526 elementos cromáticos, incluyendo 
grises  desde  el  5% hasta  el  95%  de  claridad,  ordenados 
sistemáticamente y codificados de acuerdo a sus atributos de 
negrura, croma y tono.  Cada elemento es un cuadrado de color 
sólido, área 10 mm x 14 mm, soportado en papel laqueado con 
pintura opaca semimate.  La designación de color del sistema 
comprende el porcentaje de negrura, el valor cromático y el 
tono. Por ejemplo: NCS 2040Y10R, significa, 20% de negrura, 
40% de croma; el tono corresponde a 10% de rojo y 90% de 
amarillo. 

Las muestras utilizadas corresponden a los siguientes tonos: 
Y50R,  R20B, R50B, B, B60G, B70G, G20Y, G80Y y adicionalmente 
cuarenta elementos sobre el plano ecuatorial del NCS,    con 
contenido cromático entre el 60% y 80% correspondientes a 
cada  uno  de  los  tonos  en  el  atlas.    Esta  colección  de  251 
cuadrados ha sido usada en trabajos previos de calibración de 
escáner  [9]  y  constituye  una muestra  de  conveniencia,  que 
produce los mejores resultados en el proceso de entrenamiento 
y prueba de las redes neuronales. 

La población de muestras se dividió, alternando los matices, 
en 126 elementos para el entrenamiento de la red y 125 para la 
prueba del procedimiento. Además, se seleccionó de manera 
aleatoria un conjunto de 153 elementos  para la generalización o 
validación de la calibración. Los tonos correspondientes a este 
grupo son: Y70R, R70B, B50G, G40Y.  El grupo de generalización 

no  participó en  ninguna  de  las  etapas  de  la calibración  del 
escáner  y  tiene  como  objetivo  establecer  márgenes  de 
incertidumbre del proceso. 

Las muestras se manejaron de dos maneras: por un lado, se 
obtuvieron  sus  coordenadas  RGB,  explorando  su  imagen 
mediante el sensor CCD (Chargecoupled device) del escáner, 
con  una  resolución  de  300  puntos  por  pulgada  (dpi), 
digitalizadas a 256 niveles de gris, [0 255], para cada uno de sus 
canales cromáticos, rojo, verde y azul.  Las coordenadas en el 
espacio HSV se calcularon a partir de las coordenadas RGB, 
mediante expresiones bien conocidas [3]. Todas las coordenadas 
de color, antes de cualquier proceso, se normalizaron en el rango 
[0  1].   Antes  de  iniciar  la  caracterización  cromática,  debe 
asegurarse que el escáner tiene deshabilitados las  funciones 
de balance de blanco y cualquier otra relacionada con el ajuste 
automático de intensidad. 

Por  otro  lado,  se  registraron  los  espectros  de  reflectancia 
respectivos de  cada muestra mediante  un espectrofotómetro 
Ocean Optics USB4000, acoplado por medio de una fibra óptica 
a una esfera integradora Ocean Optics  ISPREF.  La esfera 
adopta la geometría 8°/d, de la CIE (Commission Internationale 
d’Eclairage) para iluminación y recepción de la luz reflejada 
por la muestra.  Inicialmente, los espectros se registraron  en 
3648 datos en el rango de 350 nm hasta los 1000 nm,  luego 
fueron normalizados a valores [0 1] y submuestreados en el 
intervalo 400 a 700 nm a paso de 1 nm. 

A  partir  de  estos  datos  se  conformó  la matriz  N M× R  , 
permitiendo encontrar las componentes principales, asociadas 
con sendas señalesRGBóRGBHSV, mediante el entrenamiento 
de  una RNA.  El  procedimiento  se  programó  en  el  entorno 
MATLAB™, (Mathworks Inc). 

IV.    RESULTADOS 

En la Tabla 1 se exhibe el desempeño teórico del análisis de 
componentes  principales  para  la  colección  de  prueba  y 
entrenamiento, en términos de los promedios del error espectral 
cuadrático medio SRMS  y de la diferencia de error colorimétrico 

00 E ∆  (CIEDE2000) con iluminante D50 y observador de 2° (ó 

CIE1931). Los factores paramétricos en la fórmula de  00 E ∆  se 
asumen iguales a la unidad. Estos valores establecen los límites 
teóricos para la calibración para este procedimiento. También 
se  presentan,  en  esta  tabla,  las  respectivas  desviaciones  y 
valores máximos de estas métricas de desempeño. El número de 
vectores principales de la base es seis.
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SRMS 
Desv. 

SRMS 

Max. 

SRMS 
00 E ∆ 

Desv. 

00 E ∆ 

Max. 

00 E ∆ 

0.011  0.006  0.044  0.599  0.947  9.273 

Tabla 2. Resultados de las arquitecturas de las redes exploradas para los 
grupos de entrenamiento y prueba. 

Tabla 1. Desempeño teórico de la reconstrucción por  Análisis de 
Componentes Principales. 

Entrada: señal RGB  HSV. 

RNA 
Grupo de Entrenamiento  Grupo de prueba 

SRMS  00 E ∆  SRMS  00 E ∆ 

656  0,016  2,774  0,026  3,970 

6106  0,013  2,332  0,033  5,446 

6206  0,012  2,063  0,032  5,413 

6306  0,012  1,799  0,031  4,677 

6406  0,012  1,886  0,029  4,785 

6506  0,012  1,884  0,035  6,175 

6606  0,012  1,687  0,035  5,901 

6706  0,012  1,653  0,031  5,590 

6806  0,010  1,708  0,045  9,988 

610106  0,012  2,067  0,028  4,517 

620206  0,012  1,991  0,033  5,407 

630306  0,012  1,805  0,040  6,925 

Los promedios de estas métricas,  en los grupos de prueba y 
entrenamiento, para algunas arquitecturas de RNA exploradas 
se muestran en la  Tabla 2. Se aprecia en esta tabla, para las 
muestras  de entrenamiento  y en  las  redes de  una sola  capa 

oculta,  que  el  SRMS  y  00 E ∆  tienden a valores pequeños en 
la medida en que se incrementa el número de neuronas en esta 
capa.  El valor de estas mismas métricas para los grupos de 
prueba y validación,  tiende a  crecer  cuando se incrementa el 
número de neuronas en la capa oculta. 

Ahora bien, la elección de una determinada arquitectura debe 
guardar  compromisos  entre  los  grupos  de  entrenamiento, 
prueba y generalización. En ese sentido, la Tabla No.3 exhibe 
los promedios para todas las muestras con los dos modelos de 
datos de entrada utilizados. 

Con el propósito de mostrar los alcances de este proceso de 
calibración espectral y cromática, en la Figura 1 se exhiben los 
histogramas del error  00 E ∆  , (CIEDE2000), para las poblaciones 

Tabla 3. Resultados de las arquitecturas de las redes exploradas para todas 
las muestras. 

RNA 

Entrada: señal 

RGB. 
Todas las muestras  RNA 

Entrada: señal RGB  HSV 

Todas las muestras 

SRMS  00 E ∆  SRMS  00 E ∆ 

356  0,046  5,008  656  0,044  5,073 

3106  0,044  5,233  6106  0,048  7,423 

3206  0,082  6,841  6206  0,049  6,431 

3306  0,044  6,114  6306  0,049  6,375 

3406  0,043  5,255  6406  0,048  6,191 

3506  0,044  5,405  6506  0,049  6,580 

3606  0,047  6,678  6606  0,050  6,806 

3706  0,043  5,227  6706  0,047  6,976 

3806  0,044  5,980  6806  0,056  9,925 

310106  0,054  6,858  610106  0,047  6,181 

320206  0,043  5,121  620206  0,050  7,411 

330306  0,043  5,069  630306  0,049  6,383 

de entrenamiento, prueba y validación, cuando se usa la RNA 
656. Esta  arquitectura  guarda  un  adecuado  compromiso 
respecto a las métricas empleadas.  Así mismo, en la Figura 2 se 
muestra una curva con, =0,243 y =0,0083, reconstruida mediante 
esta misma arquitectura de red. 

Figura 1. Histogramas del  00 E ∆  para las muestras de entrenamiento, 
prueba y validación con arquitectura de red neuronal artificial   656.
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Figura 2. Ejemplo de reflectancia medida y reconstruida numéricamente 

V.  CONCLUSIONES 

Se mostró que es factible calibrar y caracterizar espectral 
y  cromáticamente  un  escáner  asociando, mediante  una  red 
neuronal artificial, sus señales en los espacios RGByHSVcon 
un  conjunto  de  escalares  que  ponderan  una  base  vectorial 
obtenida por análisis de componentes principales. 

Los promedios del error colorimétrico para la mayoría de las 
arquitecturas de redes examinadas, y para este tipo de muestras, 
indican  que  las  diferencias  en  sensación  cromática  son 
perceptibles pero aceptables (error colorimétrico < 5 unidades 

00 E ∆  ). 

Un análisis de los promedios globales hace evidente que todas 
las  arquitecturas  estudiadas  exhiben  un  comportamiento 
comparable  entre  sí  y  a  los  reportados  en  la  literatura, 
principalmente para la población de entrenamiento. Curvas con 
un alto índice de ajuste e histogramas del error muestran los 
alcances del procedimiento. 
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