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2020100108.
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Resumen

Se presenta una metodologı́a de selección de caracterı́sticas basada en el análisis de independencia

estad́ıstica y en el ańalisis de componentes principales (PCA). Se emplean pruebas de hipótesis, y

se analizan las variantes lineal y no lineal de PCA; para el caso no lineal se utiliza un kernel RBF.

La metodoloǵıa est́a orientada al ańalisis aćustico de voces con el fin de determinar la presencia de

algún grado de disfońıa en registros de señales de voz tomados de personas adultas de la población

urbana de la ciudad de Manizales, Colombia. Para la prueba de la metodologı́a, se comparan

los porcentajes de clasificación obtenidos con el conjunto completo de caracterı́sticas y para el

conjunto reducido. Se utiliza una maquina de soporte vectorial (SVM) como clasificador.
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Abstract

A feature selection methodology based on statistical independence and principal components analy-

sis (PCA) is presented. Hypothesis tests are employed, and linear and no linear PCA are analyzed;

in no linear analysis, Kernel RBF was used. Methodology is oriented towards acoustic analysis

of voices in orden to detect any disphony degree in voice signals records from adult people of

urban population of Manizales, Colombia. To prove the methodology, classification percentages

obtained for complete and reduced feature sets are compared. A Support Vector Machine (SVM)

is used as classifier.
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2.1 Adquisicíon y adecuación de sẽnales de voz . . . . . . . . . . . . . . . . . . . . .14
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3.1.1 Paŕametros cuasiperiódicos . . . . . . . . . . . . . . . . . . . . . . . . . .43
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Introducci ón

El presente trabajo, recopila las actividades realizadas entorno a la Tesis de Maestrı́a en Automa-

tización Industrial realizada en elárea de procesamiento de señales de voz, especı́ficamente en se-

lección de caracterı́sticas. Se desarrolla una metodologı́a de selección orientada al ańalisis aćustico

de voces, y tiene como bases el análisis de independencia estadı́stica y el ańalisis de componentes

principales, como herramientas para decidir qué caracteŕısticas permiten determinar de mejor man-

era, la presencia de algún grado de disfońıa a partir de una muestra población de los adultos en la

ciudad de Manizales, Colombia.

Los ańalisis fueron aplicados sobre diferentes conjuntos de caracterı́sticas, que fueron conforma-

dos teniendo en cuenta caracterı́sticas de dos naturalezas:caracteŕısticas de origen aćustico, las

cuales poseen una interpretación f́ısica, ycaracteŕısticas de representación, las cuales correspon-

den a la utilizacíon de la transformada Ondita, y no tienen una interpretación f́ısica relacionada.

La metodoloǵıa contempla la utilización de pruebas de hipótesis, correlación de Spearman, y

ańalisis de componentes principales, para determinar si determinada caracterı́sticas est́a en ca-

pacidad de aportar información necesaria para la tarea de clasificación. En cuanto al ańalisis de
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componentes principales, se analizan las variantes de tipo lineal y no lineal, con el fin de determi-

nar la mejor representación de los datos.

En el primer caṕıtulo se expone la fisiologı́a del aparato fonador, aquı́ se brindan los conceptos

teóricos a cerca del proceso de producción vocal por parte del aparato fonador humano, comple-

ment́andolos con las clasificaciones fisiológicas y linguisticas de los fonemas que conforman el

idioma castellano. Se presenta el concepto de patologı́a vocal, se resumen sus efectos, y se de-

scribe en especial la disfonı́a. De igual manera se describe el procedimiento de análisis aćustico

de voces y las utilidades de este en la valoración de las sẽnales de voz.

En elcaṕıtulo dos, se presentan los conceptos del procesamiento digital de señales que sirvieron de

soporte para el desarrollo del presente trabajo, se revisan las etapas de adquisición y adecuamiento

de la sẽnal, su preprocesamiento, y finalmente se expone la representación de la sẽnal partir de

conceptos mateḿaticos como la transformada de Fourier y la transformada Ondita.

El caṕıtulo trestrata la estimación de las caracterı́sticas de la sẽnal de voz, presenta la base teórica

de su ćalculo y analiza los algoritmos implementados para el presente trabajo.El capı́tulo cuatro,

presenta los procedimientos utilizados en la metodologı́a de selección de caracterı́sticas propuesta.

Se describen los procedimientos de independencia estadı́stica y ańalisis de componentes princi-

pales.

Finalmente, el caṕıtulo cinco describe el marco experimental realizado, se presentan las prue-

x



bas realizadas y sus correspondientes resultados. Se presentan tablas comparativas, que permiten

analizar los resultados obtenidos para las diferentes pruebas realizadas.
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Caṕıtulo 1

Fisioloǵıa del aparato Fonador

1.1 Aparato de voz

En general, se considera la voz como el sonido producido mediante la interacción debida a la

vibración de las cuerdas vocales y la articulación ejecutada en las cavidades superiores a la laringe;

la vibracíon de las cuerdas se debe gracias a la intervención del aire espirado, que al pasar a

través del tracto vocal amplifica el sonido y, ası́ el producto es enriquecido en timbre y sonoridad,

generando un factor especı́fico de identificacíon personal. Las cualidades sensoriales del sonido

est́an dadas por su frecuencia e intensidad.

1.1.1 Mecanismo de produccíon de voz

La produccíon de la voz involucra tres procesos básicos: [1]

– Fuente, encargada de la generación de los sonidos (pulmones, cuerdas vocales).

– Articulación (modulador), le da forma a los sonidos que se están generando y define la

capacidad de entonación. Comprende el tracto vocal(principalmente, las cavidades oral y

1



Capı́tulo 1. Fisiologı́a del aparato Fonador

nasal).

– Emisíon, corresponde a la parte final de las cavidades oral y nasal, por donde se expulsa el

sonido en forma de ondas de presión sonora.

El órgano vocal humano está compuesto por los pulmones, tráquea, laringe, faringe y las cavidades

oral y nasal. La parte superior que comienza con la laringe, conocida como eltracto vocal, es

modificable en varias formas mediante el movimiento de la mandı́bula, lengua y labios. La cavidad

nasal est́a separada de la faringe y de la cavidad oral por la elevación del velo o paladar blando

(Figura 1.1). Cuando los ḿusculos abdominales elevan el diafragma, el aire es expulsado desde los

pulmones hacia la laringe, pasando a través de la tŕaquea y el espacio entre las cuerdas vocales (la

glotis). Estaúltima separa las cuerdas vocales y se mantiene abierta durante la respiración, pero

en el momento de producir sonidos se va estrechando, de manera intermitente, cerrando el paso

del aire. Este movimiento de apertura y cierre de la glotis (acercamiento, alejamiento y tensión de

las cuerdas vocales) está asociado con laentonacíon que se da al habla. La velocidad con la que

las cuerdas vocales vibran se conoce como lafrecuencia fundamental[1]. Tras superar la glotis,

el aire se acerca al tracto vocal, que va variando su forma de manera rápida, en funcíon de los

sonidos que se desee producir. Los articuladores de la cavidad oral (lengua, labios, mandı́bulas,

velo del paladar) actúan como elementos variables de resonancia, los cuales amplifican o atenúan

selectivamente los componentes espectrales de la onda de presión que hasta aquı́ haya llegado.

Cada una de las resonancias tiene su energı́a concentrada alrededor de cierta frecuencia, conocidas

comoformantes.
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Capı́tulo 1. Fisiologı́a del aparato Fonador

Figura 1.1: Esquema del Aparato Fonador Humano

1.1.2 Clasificación fisiológica

Se determina la voznormal como la emisíon coordinada, arḿonica con todas las cualidades y

buen manejo de los niveles anatómico-fisioĺogicos que participan en la producción vocal, entre

ellos el respiratorio, de resonancia, auditivo, emisor, hormonal y de comando [2]. La voz de

cualquier persona está condicionada por sus caracterı́sticas anatomo-fisiológicas particulares. En

general, la estructura ları́ngea y las caracterı́sticas de la voz reflejan la edad, el género y el estado

de salud y ańımico. De otra parte, la voz puede ser del tipohablada, cuando se pone en marcha

el uso habitual de la voz conversacional y, si bien es preciso un funcionamiento adecuado, tanto

de la respiracíon como de la fonación, no requiere la especial adaptación y acomodación de los

órganos y ḿusculos que participan, ya sea en la emisión de la voz, en el apoyo respiratorio y en las

estructuras resonantes supraları́ngeas. Otro tipo de voz es laproyectada, en la cual a diferencia del

caso anterior, se da una sutil acomodación y conjuncíon de un complejo juego posturo-muscular
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y propioceptivo que hace posible la proyección de la voz en situaciones como presentación en

público, interpelacíon a alguien a cierta distancia, intervención en situaciones con niveles fuertes

de ruido de fondo, etc. Sin embargo, para una mayor precisión en el estudio de la voz,ésta puede

ser clasificada de acuerdo al género, edad y niveles de empleo vocal [3], ası́:

Género

Las caracterı́sticas f́ısicas del tejido que compone las cuerdas vocales difieren en cada sexo, en

el caso de la mujer, presenta medidas que oscilan entre 3.6 cm de altura, 4.3 cm de anchura y

con díametro antero-posterior estimado en los 2.6 cm; la longitud de las cuerdas vocales se sitúa

entre los 1.5 a 2 cm. Respecto al hombre, su laringe es de mayor tamaño con valores medios de

altura y anchura de 4.9 cm, diámetro antero-posterior de 3.5 cm. Las cuerdas vocales masculinas

tienen una longitud entre 2 y 2.5 cm. Estas diferencias marcadas generan discriminación en el

valor promedio de los parámetros de emisión aćustica para cada género.

Edad

La laringe es uńorgano con caracterı́sticas sexuales secundarias, cuya maduración corre paralela

a la del dienćefalo [4]. Esta maduración se prolonga a largo de los distintos perı́odos vitales

que determinan las modificaciones estructurales y fónicas notables. Los grupos de edad que se

consideran son los siguientes [3]:

– Neonatal:Se caracteriza por las altas frecuencias. El ataque del sonido es brusco, de fuerte

intensidad y modulación muy reducida.

– Primera Infancia: El ataque se hace menos brusco. A los 18 meses aparece la modulación
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vocal.

– Segunda Infancia: Las variaciones vocales llegan hasta una octava y media de extensión.

– Pubertad: La mutacíon vocal se produce en el varón entre los 13 y 14 ãnos, y en la mujer,

entre los 14 y 15 ãnos. Al cumplirse el descenso ları́ngeo se hace notable la disminución de

las frecuencias de los sonidos producidos.

– La senilidad vocal: es ḿas precoz en la mujer que en el hombre y se presenta más marcada

en la voz cantada que en la hablada (60 - 70 años). En la mujer el tono de la voz se hace

grave.

En general, se considera que las modificaciones más marcadas de la voz se dan en la pubertad para

el vaŕon, mientras en la senectud para la mujer.

Uso de la voz

En la pŕactica se consideran los siguientes niveles de empleo vocal [4]:

– Usuario selecto:Corresponde al usuario selecto o especial, en quien aún una ligera aber-

ración vocal le genera consecuencias desastrosas (por ejemplo, la mayorı́a de cantantes y

actores).

Profesional de la voz:Se refiere a personas en quienes una moderada disfunción vocal impi-

de el adecuado desempeño de sus labores, (por ejemplo, la mayorı́a de sacerdotes, confer-

encistas y operadores de teléfonos, fonoaudiólogos, profesores, locutores, entre otros).

–– No profesionales y no vocales: Se refiere al trabajador que no da a su voz un uso profe-

5



Capı́tulo 1. Fisiologı́a del aparato Fonador

sional, como ejemplo se tiene los obreros, oficinistas, etc. Si bien algunas personas de este

grupo pueden sufrir morbilidad significativa como resultado de un trastorno vocal,éste no

les impide realizar sus labores regulares de trabajo.

Paralelamente, orientados a la voz cantada, se ha desarrollado como criterio de clasificación, el tim-

bre de la voz, el cual se define como la cualidad que permite diferenciar dos sonidos, que presenten

la misma intensidad y frecuencia. El timbre corresponde al número de arḿonicos que conforman

el sonido y, en parte depende del grado de tersura de las cuerdas vocales, de su modo de vibración,

y de las medidas de las cavidades de resonancia (senos paranasales, cavidades supraları́ngeas,

cavidad orofaŕıngea). Se han distinguido dos timbres en la voz humana: Timbre vocálico y tim-

bre extravoćalico. El timbre voćalico corresponde a circunstancias fisiológicas condicionables,

incluyendo aqúı todas las t́ecnicas de aprendizaje; mientras, el timbre extravocálico depende ex-

clusivamente de la conformación laŕıngea y sus cuerdas, y es el que caracteriza la voz común de

cada individuo.

1.1.3 Clasificación lingüistı́ca

El estudio de los sonidos del habla está relacionado, tanto con lafonética, como con lafonoloǵıa.

En el caso de la fońetica, se estudia el inventario de los sonidos de una lengua respecto a las difer-

encias articulatorias perceptibles [5]. Mientras, la fonologı́a por su parte, organiza estos sonidos

dentro de un sistema y establece unidades de sonido ofonemas, que son las unidades fonológicas

más pequẽnas en que se puede dividir un conjunto fónico, su caracterı́stica principal es la capacidad

para diferenciar significados. En la mayorı́a de los lenguajes, los fonemas pueden ser clasificados

en dos clases:
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– consonantes, que corresponden a aquellos sonidos producidos como consecuencia del choque

o el roce del aire con alguno de losórganos fonatorios. Su clasificación se realiza atendien-

do al lugar o punto de articulación, a su modo de articulación, a la vibracíon de las cuerdas

vocales y a la acción del velo del paladar.

– vocales, o sonidos producidos por la vibración de las cuerdas vocales de la laringe. Su

diferente timbre se debe a la variación del volumen de la cavidad bucal que actúa en calidad

de elemento de resonancia, y a las diferentes posiciones de la lengua, que puede levantarse

por la parte anterior o posterior de la cavidad oral, acercándose al paladar duro. Por lo

tanto, no existen obstáculos significativos al pronunciarlas, tienen el máximo desonoridad

y perceptibilidad, siempre son centro y no margen de sı́labas, y son sonidos sonoros. Las

vocales se pueden clasificar según las variaciones espaciales en la cavidad oral, producidas

por el movimiento y ubicación de la lengua.

1.2 Patoloǵıas en la especificación de la voz

Las particularidades anatómicas y fisioĺogicas del tracto vocal, en general, están determinadas por

diferentes caracterı́sticas cuyas variaciones definen la tipicidad (en el sentido de la normalidad

del hablante referida a condiciones dadas) o atipicidad de la voz. Las patologı́as est́an definidas

para cambios o variaciones fuera de los limites determinados como normales en la producción de

voz. Se conoce una gran cantidad de alteraciones de la voz y el habla, que de manera significa-

tiva se reflejan en la naturaleza fı́sica de la sẽnal. Por cuanto, la presencia de patologı́as en los

pliegues vocales puede causar cambios significativos en los patrones de vibración normales de los
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mismos, y que a su vez desmejoran la calidad de la producción vocal, en la pŕactica, tiene im-

portancia el ańalisis de las anomalı́as conǵenitas, o aquellas que hayan sido adquiridas, pero que

de manera evidente influyan en la particularidad de la voz y el habla, un ejemplo de esto puede

ser las alteraciones de la voz debidas a la patologı́a del aparato de voz periférico, aśı, cualquier

cambio en la laringe condiciona fuertes perturbaciones en las funciones de la producción vocal, las

cuales pueden ser clasificadas en dos grupos: aquellas que generan ladisfońıa y las que llevan a la

afońıa [6].

1.2.1 Voz eufónica o normal

Se determina como la emisión coordinada, arḿonica con todas las cualidades y buen manejo de los

niveles anat́omico-fisioĺogicos que participan en la producción vocal como es el nivel respiratorio,

resonancial, auditivo, emisor, hormonal y de comando [2].

1.2.2 Disfońıa

Se define como la alteración de una o varias de las cualidades y caracterı́sticas normales de la voz.

Sin embargo, existen por una parte, vocesalteradasno patoĺogicas y, por otra, dificultades vocales

que carecen de traducción aćustica. En [7], se define la disfonı́a como un trastorno momentáneo o

duradero de la función vocal considerado tal, por la propia persona o por su entorno. Frecuente-

mente, se manifiesta por la alteración de uno o varios parámetros de la voz, que son, por orden de

frecuencia, el timbre, la intensidad, y altura tonal [7]. Algunas de las causas de la disfonı́a son

– Laringitis aguda.Ocurre por la inflamación de las cuerdas vocales debido a infección viral

o al uso excesivo de la voz.
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– Nódulos de cuerdas vocales.Aparecen en personas con mal uso vocal; que hablan muy alto,

durante demasiado tiempo, o con mala técnica de emisión vocal.

– Reflujo gastroesofágico. El reflujo de material ǵastrico, sobre todo durante la noche, puede

producir irritacíon de las cuerdas vocales y disfonı́a.

– Parálisis de cuerdas vocales.Por afectacíon del nervio recurrente debido a cirugı́a del

tiroides o compresión, consecuencia de tumoraciones, o sin causa aparente.

– Otras causas pueden ser también alergias o traumas de la laringe.

1.2.3 Afonı́a

las razones de su aparición se deben a problemas en el sistema nervioso central, ası́ como en

patoloǵıas de la laringe. En este caso la voz no se genera, y el habla es posible solo en forma

de susurro. La afonı́a se debe a la parálisis y/o cortes en los ḿusculos de la laringe, debido a

la afeccíon de la corteza cerebral o del cerebelo, además, en caso de problemas de infecciones y

traumas del nervio inferior de la laringe o en alguna de sus ramificaciones. Como resultado de

la paŕalisis de los ḿusculos que sirven para la contracción y dilatacíon de la laringe, las cuerdas

vocales no se cierran completamente y la voz desaparece.

Se ha encontrado que en muchos pacientes, las disfunciones en la laringe están caracterizadas

por [8]:

– Incremento en el grado de ronquera, debido a que la voz de estos pacientes contiene compo-

nentes de ruido

– Grandes variaciones en el pitch y las amplitudes pico del mismo.
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– Quebrantos en la generación del pitch durante la emisión de vocales sostenidas.

– Presencia de componentes subarmónicos en el espectro de la vocal.

– Distorsíon en la forma de los pulsos del pitch.

– Presencia de componentes de ruido de alta frecuencia.

1.3 Evaluación funcional de la voz

Con el fin de dar una adecuada orientación en el trabajo de entrenamientoó de re-educación, se

debe llevar a cabo la observación directa de las estructuras que intervienen en la producción vocal,

para determinar la influencia orgánica sobre el producto de la emisión que se está desarrollando y

el estado en que se encuentra su comportamiento vocal.

1.3.1 Evaluación cĺınica

Los principales objetivos del examen clı́nico de la voz son [9]:

1. Realizar el diagńostico etioĺogico, en orden a determinar el grado y extensión de la enfer-

medad etioĺogica,

2. Evaluar el grado y la naturaleza de la disfonı́a,

3. Determinar el prońostico y monitorear sus cambios.

El estudio de la voz, adeḿas de realizar el diagnóstico de cualquier enfermedad etiológica, obtiene

informacíon sobre el estado en que se encuentra cada uno de los aspectos evaluados que intervienen
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en la emisíon vocal, precisando ası́, las cualidades de la voz: intensidad, altura tonal, timbre,

duracíon. Se considera que para obtener un estudio completo de la voz se requiere [10]:

– Valoracíon del Otorrinolarinǵologo

– Entrevista estructurada

– Análisis aćustico de la voz

– Examen respiratorio y déorganos fonoarticuladores

– Examen de la postura corporal

– Prueba subjetiva de la voz.

Es importante medir de forma objetiva el rendimiento de la función vocal de una persona, ası́ co-

mo la desviacíon en su posible deterioro con relación a la norma. Entre los ḿetodos existentes

para el ańalisis y diagnostico del tracto vocal se encuentran: la glotografı́a, laringoscopia, electro-

miograf́ıa, y ańalisis aćustico de emisíon de sẽnales de voz. Recientemente los investigadores han

venido aumentando su interés por el ańalisis aćustico de las voces normales y patológicas. Una

de las razones para esta tendencia es que los métodos aćusticos tienen el potencial de las técnicas

cuantitativas para la valoración cĺınica del funcionamiento del tracto vocal y la laringe.

1.3.2 Análisis aćustico de la voz

El ańalisis aćustico de un sonido articulado (comprendido entre los 16Hz y los 20.000Hz) consiste

en determinar los indicadores fı́sicos de las vibraciones que lo constituyen tales como la frecuen-

cia fundamental, la intensidad, la composición espectral, y las variaciones del sonido modificadas
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por la resonancia que actúan originando el producto sonoro percibido [11]. Los procedimientos

de ańalisis y śıntesis del espectro acústico del habla, mediante técnicas de proceso digital, han

permitido avanzar en la investigación sobre el ańalisis de los componentes fı́sicos de la voz nor-

mal [2]. En losúltimos ãnos ha crecido el interés por el ańalisis aćustico automatizado de voces

normales y patológicas como un ḿetodo alternativo para el diagnóstico. Este tipo de análisis de-

muestra grandes ventajas sobre los métodos tradicionales debido a su naturaleza no invasiva y a

su potencial para proveer una medida cuantitativa acerca del estado clı́nico del funcionamiento de

la laringe y el tracto vocal. De este modo, un sistema automático, confiable, preciso y no invasi-

vo para el reconocimiento y monitoreo de anormalidades del habla es una herramienta necesaria

en su valoracíon y evaluacíon. Actualmente, existe la tecnologı́a que permite evaluar de manera

objetiva la aćustica y fisioloǵıa del feńomeno, adeḿas, provee la retroalimentación visual de los

mecanismos de producción vocal, para comprobar el diagnóstico realizado con pruebas subjetivas.

El empleo de sistemas computarizados en la caracterización aćustica y representación de la voz,

provee la posibilidad de analizar indicadores imperceptibles al oı́do humano, lo que ha permitido

adoptarlos como una herramienta de apoyo al diagnóstico con una amplia y creciente aceptación.

En este sentido, se han diseñado varios procedimientos, basados fundamentalmente en la medición

de los paŕametros ocaracteŕısticas aćusticas(CA) de la voz y de los feńomenos aerodińamicos

que intervienen en la emisión vocal (Análisis aćustico de Voz AAV). Estos procedimientos per-

miten establecer el diagnóstico de la alteración vocal, pero son interesantes en múltiples aspectos:

proporcionan una imagen inicial de algunas deficiencias que manifiesta el malestar vocal y que

permiten que la persona comprenda mejor su trastorno; en ocasiones orientan la reeducación al

sugerir la aplicacíon de t́ecnicas especializadas, según las deficiencias que se hayan encontrado, y
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facilitan, asimismo, el seguimiento de la evolución durante el tratamiento demostrando, por ejemp-

lo, la existencia de la mejorı́a de un paŕametro cuya valoración subjetiva por parte del paciente o del

terapeuta puede ponerse en tela de juicio; porúltimo, estos ḿetodos pueden utilizarse para detectar

a personas con riesgo, a las que podrı́a aplicarse provechosamente una pedagogı́a preventiva [7].
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Caṕıtulo 2

Proceso digital de sẽnales de voz

Las aplicaciones del procesamiento digital de las señales de voz son amplias, entre las cuales cabe

destacar: la śıntesis, el reconocimiento, la compresión, la transmisíon y el mejoramiento de la

calidad, entre otras. En el caso particular del reconocimiento de voz, el procesamiento digital se

inicia con la adquisicíon y adecuación de la sẽnal que incluye los procesos de conversión electro-

aćustica, amplificacíon, filtrado pasabajo inicial, ası́ como la conversión A/D; todos los anteriores

procesos, tı́picamente, realizados a nivel de hardware. La etapa siguiente consiste en el preproceso

e incluye los procedimientos de segmentación, pre-́enfasis, filtracíon y remocíon de perturbaciones.

Por último, est́a la etapa de análisis de informacíon que incluye la estimación y seleccíon de los

paŕametros y caracterı́sticas de acuerdo al tipo de aplicación, al cual est́a orientado el proceso

digital de sẽnales de voz.

2.1 Adquisición y adecuacíon de sẽnales de voz

El objetivo de esta etapa es el acondicionamiento de las señales salidas de los sensores a una forma

adecuada para su posterior análisis, y consta de los siguientes procedimientos:
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2.1.1 Conversión electro-aćustica

El primer paso en la recolección de sẽnales es la transformación, que en el caso concreto se realiza

mediante el micŕofono, el cual ejecuta laconversíona enerǵıa eĺectrica, de los desplazamientos del

aire debido a cambios de presión, correspondientes a la forma natural de generación de la voz.

La conversíon electro-aćustica es del tipo ańaloga, esto es,

Γ{x(t)} = y(t) ∼ kx(t) (2.1)

siendox(t) la sẽnal original de voz yk la constante de linealidad de conversión. En la pŕactica,

hay distorsiones de amplitud y fase que conllevan a la dependencia no lineal entre la entrada y

salida del conversor, haciendo que este sea una fuente potencial de errores en el registro de las

sẽnales. En este sentido, la selección del micŕofono es importante durante el registro de voz, el

cual se sustenta básicamente en las siguientes caracterı́sticas t́ecnicas:

– Respuesta de frecuencia.Se debe garantizar el que la curva de respuesta de frecuencia sea

constante con el menor rizado o clase de variación, conjuntamente con el mayor ancho de

banda posible.

– Direccionalidad del patŕon. El patŕon es entendido como la forma de concentración de la

enerǵıa recibida por el micŕofono con respecto aĺangulo cero desde la fuente de emisión

sonora. Los patrones de recepción pueden ser omnidireccionales (patrón circular) o direc-

cionales (cardioide, elı́pticos, etc.). En el reconocimiento de voz es preferible el uso de mi-

crófonos con patŕon direccional, coḿunmente del tipo cardioide, a fin de orientar al máximo

la emisíon del hablante sobre el sistema (close-talk) y, aśı mismo, reducir las emisiones de

ruido de fondo [12].
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2.1.2 Conversión A/D y compresíon

Discretización

En diferentes tareas de reconocimiento, la frecuencia máxima nominal de la señal de voz es tomada

igual a 4kHz, debido a que la mayorı́a de sonidos voćalicos tienen energı́a espectral significativa

hasta este valor de frecuencia como se puede observar en la figura 2.1. Sin embargo, en las tareas

asociadas al análisis aćustico de voz, deben ser considerados los armónicos superiores, con fre-

cuencias del orden de 5kHz. Por lo tanto y acorde con el teorema del muestreo, la señal de voz

debe ser digitalizada con una frecuencia de 10 kHz o superior.

Figura 2.1: Espectro medio de energı́a de una sẽnal de voz calculado

De otra parte, la voz exhibe un rango dinámico entre los 50 y 60 dB, por lo cual serı́a suficiente

codificar la sẽnal con 8 bits, sin embargo, para el caso de sistemas de procesamiento de voz de alta

calidad, se utilizan entre 11 y 20 bits, ya que como es conocido, cada bit adicional contribuye a
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mejorar la relacíon sẽnal a ruido en 6 dB aproximadamente.

Compresión

La compresíon tiene como objetivo la reducción del tamãno efectivo de la sẽnal de voz para su

proceso en tiempo real, o bien para su almacenamiento, cumpliendo con los requisitos de calidad

que imponga el sistema especı́fico de aplicacíon. La clasificacíon de los ḿetodos de compresión

es relativa a la naturaleza de su diseño y comprende dos clases:

a. Compresíon entŕopica. Considera los flujos de datos sin importar el contenido de la señal

útil que representan. Es una técnica sin ṕerdidas y completamente reversible. Dentro de

esta clasificación se pueden considerar la codificación por longitud de series, que aprovecha

el hecho de que en ḿultiples tipos de datos son comunes las cadenas de igual contenido,

las cuales pueden reemplazarse por un marcador especial no permitido en los datos en otras

condiciones, seguido del sı́mbolo que indica la serie y luego la cantidad de veces que se

repite. Si el marcador especial ocurre entre los datos, se duplica (como en el relleno de car-

acteres) [13]]. Otro tipo importante de codificación entŕopica es la codificación estad́ıstica,

donde se emplea un código corto para representar sı́mbolos comunes y un código largo para

los śımbolos menos frecuentes. Como ejemplos se tienen la codificaciónHuffmany el algo-

ritmo Ziv - Lempel.

b. Compresíon por fuente. Se basa en modelos aproximativos que buscan una representación de

la estructura de las señales de voz, lo que, generalmente, presenta pérdidas. Ejemplos de este

tipo, son la codificacíon diferencial ADPCM, y LPC [14], entre otros. Los casos más difun-
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didos en compresión de audio por fuente, son los que hacen uso de transformaciones como

la de Fourier, las Wavelet, etc. Aún cuando se eliminen algunos componentes de frecuen-

cia (dejando por ejemplo, solo losn componentes ḿas importantes), se podrá reconstruir

la sẽnal con la fidelidad necesaria. El valorn estaŕa determinado por los requerimientos de

calidad del sistema. La eliminación de componentes espectrales implica una reducción en el

tamãno de los datos. Los criterios para esta eliminación dependen del proceso. Por ejemplo,

en la codificacíon MP3, se efectúa el filtrado mediante el modelo psicoacústico del óıdo hu-

mano (adeḿas de efectuarse la compresión empleando la Transformada Discreta del Coseno

DCT [15]), con el que se eliminan los elementos redundantes en la muestra.

2.1.3 Fuentes de degradacíon de sẽnales aćusticas

En general, un sistema robusto de reconocimiento automatizado de voz se ve afectado por una

serie de factores que degradan su rendimiento, originados por diferentes fuentes, entre ellas las

siguientes: caracterı́sticas electro-aćusticas del hardware de conversión (parlantes, conectores, mi-

crófonos, etc.), adquisición y acondicionamiento de señales, representación y proceso digital, cam-

bios de las condiciones ambientales, etc. Entre los factores que causan mayor degradación en la

precisíon del reconocimiento de voz, están el ruido aditivo y la filtracíon lineal. Otras fuentes

de degradación incluyen los efectos de articulación inducidos por la influencia ambiental (efecto

Lombard), el ruido transiente con alta energı́a e interferencias producidas por señales de voz de

personas hablantes ubicadas cercanamente (efecto fiesta).
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El ruido aditivo

El rendimiento de un sistema de reconocimiento de voz depende significativamente de los niveles

de ruido que se hayan tenido durante el registro de señales en el proceso de entrenamiento y

prueba [16]. En la mayorı́a de los casos el ruido ambiental o de fondo, es considerado aditivo

y, por tanto, puede ser modelado como un procesoη(t) estacionario gaussiano aditivo con media

mη y varianzaσ2
η, que no posee ninguna naturaleza de correlación con la sẽnal de vozx(t), de tal

manera, que la señal resultante es:

y(t) = x(t) + η(t), (2.2)

Filtraci ón lineal

La sẽnal puede de voz puede sufrir una serie distorsiones espectrales durante su producción, reg-

istro y proceso electrónico. El espacio fı́sico donde se dispone el sistema de recolección de sẽnales

puede presentar un nivel cambiante de reverberación y, esto genera influencia sobre el espectro

de la sẽnal. Aśı mismo, cuando la configuración de los micŕofonos difiere en los procesos de en-

trenamiento con los empleados en la adquisición de las sẽnales a identificar, el rendimiento del

procedimiento de reconocimiento, en general, es peor. El modelo de ambas formas analizadas de

Figura 2.2: Modelo de degradación de la voz debida a la filtración lineal y al ruido aditivo
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degradacíon de la sẽnal de voz es representado en la figura 2.2, en el cual la señal de voz es pasada

por un filtro lineal con respuesta a impulsoh(t) desconocida, cuya salida es distorsionada por el

ruido aditivoη(t). Las densidades espectrales de potencia (Power Spectral Density- PSD) de cada

uno de los procesos en 2.2 serán [17]:

ŝy(ω) = ŝx(ω)
∣∣∣ĥ(ω)

∣∣∣2 + ŝη(ω)

Dondeŝx(ω) es la PSD de la funciónx(t) y ĥ(ω) la función de transferencia del canal. Las técnicas

de reduccíon (compensación) de ruido de fondo intentan disminuir la influencia de la perturbación

aditiva, mientras las técnicas de ecualización tratan de disminuir las distorsiones producidas por la

filtración lineal [18].

Ruido de fondo en el AAV

En los sistemas de AAV, el registro de las señales de voz es severamente degradado por ruido que

puede ser distinguido de acuerdo al tipo de interacción con la sẽnal útil de voz, aśı, se diferencia

el ruido aditivo y el ruido convolucional. Las componentes de ruido aditivo pueden ser producidas

por el ruido de fondo como ḿaquinas y equipos eléctricos, mientras que el ruido convolucional,

generalmente es relacionado con las propiedades acústicas de la sala. Sin embargo, otros hablantes

y fuentes de ruido, producen campos acústicos de intensidad comparable con el hablante principal,

que no pueden ser modelados como ruido aditivo. El ruido del fondo causa directamente errores en

la estimacíon de las caracterı́sticas aćusticas de la sẽnal, afectando su precisión de estimación [19],

[20]. De otra parte, el AAV con requerimientos altos de precisión se debe desarrollar en situaciones

donde exista equilibrio entre las condiciones de prueba y las condiciones de entrenamiento, ası́

mismo, es importante asegurar homogeneidad en la señal de entrada del analizador con las de
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la entrada al sistema de reconocimiento [21], [22]. El rendimiento del AAV empeora si no se

toman las medidas necesarias durante el registro de señales, realiźandolo bajo condiciones de ruido

ambiente y con micŕofonos que sean substancialmente diferentes de las usados durante la fase de

entrenamiento [12], [23], por esto se buscan métodos robustos de preprocesamiento de la señal

para su mejoramiento a la entrada del AAV, ası́ como t́ecnicas de entrenamiento que consideren las

variaciones en las estimaciones de los parámetros representativos de la señal de voz [24].

2.2 Preprocesamiento

En el procesamiento de voz, es necesario llevar a cabo el acondicionamiento y normalización

de las sẽnales adquiridas, que contienen perturbaciones introducidas por el ambiente durante su

registro. Aśı mismo, la sẽnal de voz contiene segmentos no sonoros, en los cuales se considera la

inexistencia de componentes informativasútiles. Estos segmentos de ausencia de voz, se eliminan

en el proceso informativo de la señal. Finalmente, se incluye la filtración pre-́enfasisque acent́ua

las cualidades espectrales de alta frecuencia de la voz.

2.2.1 Regulacíon de niveles

La normalizacíon de las sẽnales de voz, en la práctica se considera para dos parámetros: amplitud

y longitud de ańalisis. Los resultados de esta normalización son importantes en la medida en que

ambos paŕametros cambian en un rango de valores muy alto. En los sistemas de reconocimiento

de voz, el entrenamiento de los clasificadores tı́picamente se hace sobre señales con intensidad y

longitud predefinidas, sin embargo, como se ha demostrado, en el momento del reconocimiento,
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es pŕacticamente imposible hacer que el hablante sostenga la intensidad y el tiempo de voz acorde

a los valores de entrenamiento. Aún en el caso de pequeñas variaciones de ambos parámetros, que

para el óıdo pasan desapercibidas, se pueden generar serias complicaciones en el reconocimiento

automatizado. Adeḿas, hay que tener en cuenta, que la intensidad de la señal no solamente de-

pende de la actividad desarrollada por la persona, sino también por las condiciones de registro de

la voz, entre ellas, la distancia entre micrófono y los labios, la ganancia de micrófono, las ṕerdidas

en los canales de comunicación, entre otros. Lo anterior establece la necesidad de incluir proced-

imientos de normalización para hacer similares las señales de voz, tanto en intensidad, como en

longitud.

Ajuste de intensidad

Frecuentemente, la normalización por intensidad se lleva a cabo mediante la relación de las sẽnales

en los puntos de salida en los dispositivos de preproceso, por ejemplo la salida de los filtros pasa-

banda se divide por la energı́a total de la sẽnal. Este ḿetodo es f́acil de implementar desde punto

de vista computacional y conlleva a la mejora de los resultados.

En los sistemas de procesamiento digital de voz en tiempo real, la normalización en intensidad se

lleva a cabo antes del análisis, e inmediatamente después de la salida del micrófono, o registro elec-

trónico de la sẽnal. Una forma sencilla de la normalización en estos casos, consiste en el empleo

de limitadores de nivel (clipping), sin embargo, este ḿetodo es no lineal, generando distorsiones

espectrales y ruidos perceptibles auditivamente.

Para evitar el efecto de aparición de componentes espurios debido al efecto no lineal del clipping, la

sẽnal de voz se transporta al rango de frecuencias de ultrasonido, donde se realiza, conjuntamente,
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el clipping y la filtracíon, para luego ser de demodulada. La señal obtenida de estas operaciones

tiene la forma:

zo(t) = cos(ϕ(t)) (2.3)

que se caracteriza por una amplitud constante, y para la cual solamente cambia en el tiempo su

fase instant́aneaϕ(t). Esta sẽnal denominadavoz de nivel constanteconserva la inteligibilidad

suficiente y no tiene los problemas de ruidos debidos al clipping, además, representa la señal

normalizada en amplitud, sin embargo la naturalidad de la señal decae.

Un método mejorado consiste en mezclar la señal originalx(t) de voz con una señal de ultrasonido

v(t), cuya frecuencia de trabajoΩ es mucho mayor que la ḿaxima frecuencia de la señaly(t), esto

es,Ω � ωm, y la amplituda de la sẽnalv(t), es tan grande que se cumple quea > |y(t)|, entonces,

el clipping de la sumay(t) + v(t) corresponde a la modulación PWM, seguidamente se emplea

el promedio en intervalost = 2π/Ω, la sẽnal obtenida es filtrada en las frecuencias de audio

incluyendo el valor DC. Aśı se obtiene la siguiente señal

y0(t) =
c

a
y(t)

donde la constantec depende del parámetro de clipping. Esta señal coincide en forma con la señal

original, pero por magnitud es inversamente proporcional al valora de la amplitud de la señal de

ultrasonido. Al realizar el promedio de la señal |y(t)|, en el intervalo de tiempo del mismo orden

de el periodo del pitch, entonces se tiene:∣∣∣y0(t)
∣∣∣ =

c

a

∣∣∣y(t)∣∣∣
dondec es una constante en el intervalo dado. La implementación de laúltima expresíon, se

puede llevar a cabo utilizando un modulador. De esta manera, conservando en cada momento del

23



Capı́tulo 2. Proceso digital de señales de voz

tiempo la sẽnal constante
∣∣∣y(t)∣∣∣ proporcional a la amplituda de la sẽnal de ultrasonido, se puede

lograr queyo(t) sea constante independiente de la magnitudy(t) y conservando en este caso la

forma de la sẽnal de entrada. Este ḿetodo provee la normalización confiable del nivel de la señal

(hasta 3 dB) para cambios de rango dinámico de la sẽnal de entrada de voz de hasta 40 dB [6].

Otro método de ajuste, corresponde a los sistemas de control automático de ganancia (CAG) . Por

cuanto estos conllevan a efectos no lineales que generan distorsiones de estructura compleja en las

sẽnales originales de voz, en algunos casos se incluyen modificaciones a las compensaciones del

efecto no lineal [6].

Ajuste de tiempo

En cuanto a la normalización de la sẽnal de voz por longitud de tiempo, tı́picamente, los sistemas

de reconocimiento exigen la igualdad en los patrones contra las señales a comparar exigiendo la

normalizacíon de las sẽnales de entrada. El ḿetodo de ajuste de tiempo más sencillo consiste en

la normalizacíon lineal, como resultado la señal uniformemente se comprime o expande hasta la

longitud del patŕon. En este caso, sin embargo no siempre se garantiza la correspondencia ade-

cuada de los intervalos de voz, por cuanto, la velocidad de pronunciación de voz de la persona no

es uniforme (tempo), y por esto diferentes intervalos de voz con idéntica informacíon pueden ser

representados de manera desigual en el eje del tiempo.

Otros ḿetodos consideran la normalización no lineal, por ejemplo en [6], utilizando algoritmos

de programación dińamica se desarrolla la técnica de alineamiento temporal o (Dynamic Time

Warping- DTW) para la correspondencia en el reconocimiento de las señales de voz con sus re-

spectivos patrones de contornos de intensidad del pitch y de los formantes. Después de realizar
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la compresíon o expansíon lineal del contorno, y haciendo coincidir los puntos de inicio y final

del patŕon con los de la sẽnal a reconocer, seguidamente se realiza el proceso de selección de la

función de deformación, tal que minimice, por un criterio de error dado, la diferencia entre las

sẽnales comparadas [19], [12]. Esta técnica de normalización exige su aplicación a todos los pa-

trones de referencia en la etapa de entrenamiento, en la cual además de determinar el valor medio

para cada muestra de entrenamiento, se calcula también la dispersíon (desviacíon est́andar) sobre

diferentes segmentos de los contornos en un número apreciable (> 20). Los valores de dispersión

obtenidos aśı, se emplean para la determinación de los pesos de cada segmento en función inver-

samente proporcional; durante el cálculo del grado de similitud de dos contornos, con mayor peso

se caracterizan aquellos segmentos del contorno que tengan mayor estabilidad en el conjunto de

sẽnales de voz de entrada.

Una variacíon de la t́ecnica anterior, consiste en la sincronización artificial de la sẽnal de voz me-

diante la deformación lineal por segmentos. [6], los cuales corresponden a puntos de referencia en

la estructura del patrón de voz claramente identificables. Tales puntos pueden ser la aparición de

sonidos fricativos, los golpes glóticos, etc.

2.2.2 Deteccíon activa de voz

Los sonidos producidos cuando los pliegues vocales están muy cerca, es decir, la glotis se estrecha

y se produce una vibración, se denominansegmentos sonoros(voiced); mientras aquellos que

se producen sin la vibración de los pliegues vocales se denominansegmentos sordos(unvoiced).

Dado que la información de las sẽnales de voz se considera que está concentrada en los segmentos

sonoros, es entonces, fundamental la determinación de su presencia. Ası́, en los momentos de
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ausencia de sonidos se consideraúnicamente la presencia del ruido. Este proceso de diferenciación

de los tipos de segmentos es denominadodeteccíon activa de voz(Voice Active Detection - VAD)

e incluye la estimación de los momentos de inicio y finalización de cada segmento sonoro. La

segmentación puede ser realizada por diferentes algoritmos entre los cuales están:

a. Cálculo de las densidades de energı́a y cruces por cero [2]

b. Cálculo de los momentos de cierre glótico (GCI)

Cálculo de las densidades de energı́a y cruces por cero

La enerǵıa de la sẽnal est́a dada por

E[n] =
∑
m∈Z

x2[m]w[m− n] (2.4)

dondew es la funcíon ventana de análisis. Sin embargo, el cálculo de los cuadrados en la ecuación

(2.4) requiere bastante tiempo de proceso, por lo tanto se usa el cálculo de la magnitud en lugar de

los t́erminos cuadŕaticos:

E[n] =
∑
m∈Z

|x[m]|w[m− n] (2.5)

De otra parte, se determina la densidad de cruces por cero, definida como el número de veces que

la sẽnal cambia de signo, con el objetivo de validar el análisis de enerǵıa. La densidad de cruces

por cero se determina usando la ecuación (2.6):

Z[n] =
1

N

∑
n∈Z

|sgn(x[m])− sgn(x[m− 1])|w[m− n] (2.6)

DondeN es la apertura de la ventana de análisis de la sẽnal de voz ysgn es la funcíon signo. La

cantidad de energı́a es mayor durante la emisión vocal, mientras la densidad de cruces por cero es
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mayor en su ausencia (ver figura 2.3). Con el fin de determinar el inicio y el final de cada palabra

se debe tomar inicialmente una realización del ruido de fondo (el valor aceptado de apertura de

ventana de ańalisis en tiempo para el proceso de voz es 100 ms) y determinar la energı́a media

y la densidad de cruces por cero del ruido. Basados en las caracterı́sticas del ruido se pueden

fijar umbrales de energı́a y de cruces por ceros para la segmentación. En la figura 2.3 se puede

observar que la energı́a y la densidad de cruces por cero de la señal son mucho mayores durante los

intervalos sonoros que en los sordos. Existen algunos sonidos tales como/s/, /t/, /ch/ entre otros,

Figura 2.3: Palabracuatroa) Deteccíon activa de voz, b) Energı́a media de la sẽnal, c) Densidad

de cruces por cero.

cuyos valores instantáneos de energı́a y densidad de cruces por cero puede ser bastante bajos,

incluso muy similares a los del ruido de fondo, por ejemplo la/t/ de la palabracuatromostrada en

la figura 2.3. Por esta razón es necesario fijar un umbral de silencio, el cual determina el número

máximo de tramas con energı́a y densidad de cruces por cero inferiores a los umbrales que puede

ser considerados como parte de los segmentos sonoros. Por otra parte, en el medio ambiente

27



Capı́tulo 2. Proceso digital de señales de voz

puede presentarse el ruido impulsivo que supere los umbrales de energı́a o cruces por cero durante

un periodo de tiempo muy corto, lo cual puede conducir a la detección incorrecta de inicio del

segmento de voz. Para evitar este problema se fija un umbral de longitud mı́nima que pueda tener

el segmento sonoro. Las longitudes medias de segmentos sonoros e insonoros varı́an de un idioma

a otro, por lo cual la determinación de los umbrales de segmentación se debe escoger empleando

técnicas estadı́sticas para cada caso. En [12] se presenta el procedimiento de estimación para el

caso especı́fico de diccionarios reducidos de voz en el idioma español. La realizacíon en ĺınea de

los algoritmos de VAD sobre intervalos cortos de análisis (t́ıpicamente, 10 ms), se lleva a cabo una

vez se tienen fijados los umbrales de detección. La decisíon sobre la aparición de un segmento

sonoro se realiza al satisfacer conjuntamente los valores correspondientes de energı́a y cruce por

ceros, en caso contrario se toma la hipótesis de segmento sordo.

2.2.3 Reduccíon de perturbaciones

Un alto ńumero de t́ecnicas de reducción de ruido han sido propuestas, tanto para un solo mi-

crófono, como para arreglos de varios micrófonos. En el caso del AAV, es común el empleo de la

primera disposicíon de conversión electro-aćustica.

2.2.4 Filtraci ón de pre-́enfasis

Una vez detectados los segmentos sonoros de voz, sobre cada uno de ellos se realiza la etapa

de filtracíon que acentúa las frecuencias altas de la señal de voz, debido a que el modelo del

tracto vocal utilizado ateńua fuertemente estas componentes. El filtro de pre-énfasis obedece a la
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expresíon recursiva dada por la ecuación:

xp[n] = x[n] + aprex[n− 1] (2.7)

cuya funcíon de transferencia asociada está dada por:

H(z) = 1 + aprez
−1 (2.8)

La adecuada filtración pre-́enfasis asegura la uniformidad en los niveles medios espectrales de cada

segmento sonoro de análisis. Los objetivos de utilizar el filtro pre-énfasis son

– Reducir el efecto de la pendiente espectral de -20dB presente en los segmentos de voz.

– Amplificar la zona del espectro superior a 1kHz donde la percepción auditiva se hace sensi-

ble.

El valor óptimo del coeficiente de pre-énfasisapre, est́a dado en función de la sẽnal de entrada;

sin embargo, se escoge un valor constante con el fin de acentuar adecuadamente la estructura de

los formantes. Un valor razonable, en este caso, oscila entre entre0.9 y 0.95. La respuesta en

frecuencia de este filtro se muestra en la figura 2.4. La apreciación del efecto del filtro de pre-

énfasis, se observa mediante el uso del espectrograma, el cual provee una medida cualitativa de la

acentuacíon de las frecuencias altas. En la parte inferior de la figura 2.5, se observa la aparición

de frecuencias alrededor de los7000Hz que no eran visibles antes del proceso de la filtración

pre-́enfasis.

2.2.5 Ventaneo

El proceso digital de señales de voz se hace empleando técnicas de ańalisis en intervalos cortos de

tiempo, suponiendo la estacionariedad del proceso aleatorio de voz. En este caso, la estimación
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Figura 2.4: Respuesta en frecuencia del filtración de pre-́enfasis

de los paŕametros de voz se realiza sobre porciones de la señal, con longitud o apertura suficiente

para considerar la invariabilidad estadı́stica en el tiempo del proceso. Se considera que las señales

de voz presentan una dinámica estacionaria en intervalos entre los 20 y 40 ms [12]. Seaw(n)

una ventana de secuencia real con apertura finita, utilizada para seleccionar el intervalo corto de

ańalisis de la sẽnal. Se considera que las ventanas son secuencias causales, es decir que comienzan

enn = 0 y su apertura es representada porN . La mayoŕıa de las ventanas utilizadas son simétricas

con respecto al tiempo(N − 1)/2 y su transformada de Fourier está dada por:

ŵ(ω) = |ŵ(ω)| e−jω[(N−1)/2] (2.9)

Donde el t́ermino de fase es de dependencia lineal, correspondiente al retardo de la ventana que la

hace causal. Para obtener el intervalo corto de análisis de la sẽnal s(n) que finalice en un tiempo

igual am se utiliza la siguiente relación:

v(n) = x(n)w(m− n) (2.10)

Donde se observa que las caracterı́sticas temporales del intervalo han cambiado con respecto a la
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Figura 2.5: Espectrogramas para el fonema vocálico /a/. Arriba: segmento original. Abajo: seg-

mento con pre-́enfasis

sẽnalx(n) al ser multiplicado por la ventana. De la misma manera, las caracterı́sticas espectrales

tambíen vaŕıan, la cuales parav(n) quedan determinadas por la convolución entre la sẽnal original

y la ventana en el dominio de la frecuencia:

v̂(ω) =
1

2π

π∫
−π

x̂(ω − θ)ŵ(−θ)e−jθmdθ (2.11)

Asumiendo que la ventana está centrada enn = 0, esto es,̂w(ω) = |ŵ(ω)|, la ecuacíon anterior se

puede escribir como:

v̂(ω) =
1

2π

π∫
−π

x̂(ω − θ) |ŵ(θ)|dθ (2.12)

|ŵ(−θ)| ha sido reemplazado por|ŵ(θ)| debido a que la magnitud del espectro es una función par

deθ. De (2.12), se deduce que la magnitud ideal de la ventana corresponde a|ŵ(θ)| ≈ 2πδ (θ), para

quev̂(ω) = x̂(ω). Esto implica quew(n) = 1 para todos los valores den, lo cual no representa

una funcíon ventana con apertura finita. Sin embargo, la aproximación anterior se extiende a las

ventanas usadas normalmente con el fin de conservar las caracterı́sticas espectrales de la señal
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x̂(w).

Las ventanas ḿas comunes tienden a tener un espectro pasa bajos con el lóbulo principal en las

bajas frecuencias y una serie de lóbulos laterales atenuados. Como ejemplo se tiene la ventana

rectangular, que está definida por:

w(n) =


1 0 ≤ n ≤ N − 1

0 Otrovalor

(2.13)

Otro tipo coḿun de ventana es la de Hamming:

w(n) =


0.54− 0.46 cos

(
2πn
N−1

)
0 ≤ n ≤ N − 1

0 Otrovalor

(2.14)

Con el fin de obtener el espectro de la ventana aproximado a la función delta impulso, esta debe

tener el ĺobulo principal angosto con alta atenuación en los ĺobulos laterales. El lóbulo principal

estrecho ayuda a conservar las caracterı́sticas espectrales de la señal, mientras la atenuación de

los lóbulos laterales evita que el ruido de otras partes del espectro deforme el espectro real en

la frecuencia dada. La ventana rectangular conserva intactas las caracterı́sticas temporales de la

sẽnal, pero realiza un corte abrupto de la misma en los bordes de la ventana. Las caracterı́sticas

espectrales de la ventana rectangular son las siguientes: lóbulo principal bastante estrecho el cual

se decrementa enN . La altura de todos los lóbulos aumenta conN mientras que la atenuación

de los ĺobulos laterales se mantiene mas o menos constante al rededor de -20 dB con respecto al

lóbulo principal, lo cual permite que gran cantidad de energı́a espectral indeseable se introduzca

en el espectro a la frecuencia dada. Por estas razones en el procesamiento de las señales de voz no

se utiliza la ventana rectangular, prefiriéndose el uso de ventanas, tales comoHamming, Hanning,

Blackman y Kaiser. Estas ventanas tienden a cambiar las caracterı́sticas temporales de la señal,
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pero con el beneficio de producir un truncamiento menos abrupto de la señal en los bordes. Otro

aspecto importante del proceso de ventaneo es que al multiplicar una señal por la ventana de

Hamming o Hanning la longitud efectiva del intervalo de análisis se reduce aproximadamente

en un40% debido a la atenuación de la sẽnal en los bordes de la ventana. Por esta razón, se

recomienda que al deslizar la ventana para tomar la siguiente trama de la señal de voz se vuelvan

a tomar algunas muestras de la trama anterior, es decir que debe haber traslapamiento entre dos

ventanas consecutivas. En el procesamiento de voz se utilizan ventanas con duración entre20 y 40

ms y se utiliza un traslape entre10 y 20 ms [12].

2.3 Representacíon de sẽnales de voz

2.3.1 Representacíon estacionaria

Cualquier sẽnal f(t) de enerǵıa o potencia finita, esto es,f(t) ∈ L2(R), puede ser representada

por medio de un conjunto de valores o coeficientes{fn ∈ C}, expresados en dependencia de un

espacio funcional de coordenadas, ası́:

f(t) =
∑
n

fnφn(t) (2.15)

donde{φn(t) ∈ L2(R)} consiste de un conjunto de funciones elegidas a priori, denominadasfun-

ciones base, siendon el orden de la función dentro del conjunto{φn(t)}. La descomposición

(2.15) en funciones base se denominarepresentacíon espectral generalizada de Fourier. La elec-

ción de conjuntos bases se realiza, preferiblemente, sobre los sistemas ortogonales. En forma gen-

eral, el desarrollo de la expansión (2.15) involucra una serie con cantidad infinita de términos, cuya
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convergencia está garantizada por la completitud del respectivo sistema base de expansión [25]. En

el caso de considerar la ortogonalidad de la expansión (2.15), los coeficientesfn, son determinados

de acuerdo a la condición del ḿınimo error cuadŕatico medio, el cual es definido como:

ε2(t) =
1

T

∫
T

∣∣∣∣∣f(t)−
N∑
n=0

fnφn(t)

∣∣∣∣∣
2

dt, dondeε2 ≥ 0 (2.16)

Con lo cual los coeficientes se determinan por la expresión:

fn =
1

T

∫
T

f(t)φn(t)dt (2.17)

El conjunto de los coeficientes{fn}, que genera unsubespaciodeL2(R), se denominaespectroy

provee una forma de representación paraḿetrica de la sẽnalf(t) ∈ L2(R), mientras el producto es-

calar〈fn, φn(t)〉 se define como lacomponente espectralde la sẽnal. Cualquiera de las dos formas:

la serie generalizada de Fourier oel espectro{fn} determinan uńıvocamente la sẽnalf(t). Debido

a que la cantidad de sistemas ortogonales completos es inconmensurable, la elección del mejor

sistema base de representación tiene un amplio sentido práctico. En el proceso de voz, se difundió

el empleo de las funciones exponenciales de Fourier dado en forma de funciones exponenciales

complejas del tipo:

φn(t) = ejnω0t, (2.18)

donden ∈ {0,±1,±2, ...} se denominaarmónico,siendoω0 = cte 6= 0. La forma generalizada

(representación integral) de las series 2.18 se conoce comola Transformada de Fouriery est́a

definida como:

f̂(ω) =
1√
2π

∫ ∞

−∞
f(t)e−jωtdt, (2.19)
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cuya transformación inversa es

f(t) =
1√
2π

∫ ∞

−∞
f̂(ω)ejωtdω (2.20)

siendo{f(t)} ∈ L1(R) ∩ L2(R).

En la pŕactica, se consideran extensiones del análisis espectral de Fourier, entre las cuales están los

siguientes:

Análisis Cepstrum

Dado por la expresión:

f̆(t̆) =

∣∣∣∣∣∣
∞∫

−∞

log |f̂(ω)|2e−it̆ωdω

∣∣∣∣∣∣
2

(2.21)

considerando la función parf(t), la cual se extiende a|f̂(ω)|2, y por tanto alog |f̂(ω)|2. Por lo

cual, (2.21), se puede escribir que:

f̆(t̆) = 4

 ∞∫
0

log |f̂(ω)|2 cos t̆ωdω

2

(2.22)

El ańalisiscepstrumes empleado en casos en que se tenga un carácter oscilatorio significativo en

el espectro, esto es, de hecho un caso muy frecuente.

Sin embargo, la Transformada de Fourier y sus derivaciones son herramientas que permiten trasladar

un problema de un dominio al otro, conservando toda la información, pero no brindan la posibil-

idad de tener información cruzada en ambos dominios al mismo tiempo. Si las señales que se

quieren analizar sonno estacionariasa lo largo del tiempo ni de la frecuencia, entonces no se

pueden analizar con estas transformaciones, sino que se requiere tener de forma conjunta informa-

ción de la evolucíon temporal y frecuencial de las señales.
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Transformada de Gabor

Una solucíon propuesta al problema de la localización tiempo-frecuencia proviene de los traba-

jos de Gabor [26], quién introdujo el concepto de ventana, permitiendo ası́ la delimitacíon de la

función a estudiar en el tiempo antes de realizar su descomposición frecuencial de (2.19), siendo

g(t) la función ventana, que desliza a lo largo de la función en el tiempo mediante traslaciones,

determinadas por elfactor de traslacíon τ . La sẽnal a analizar, se multiplica con la ventana en la

posicíon adecuada y seguidamente se lleva a cabo la transformación espectral.

Sτ (ω) = f̂g(τ, ω) =
1√
2π

∫ ∞

−∞
(f(t)g(t− τ))e(−jωt)dt (2.23)

La función g(t) registra la influencia de una pequeña porcíon de la funcíon f(t) alrededor del in-

stante de observación t = τ . De esta forma, se estudia la distribución de frecuencia y se logra una

mejor localizacíon temporal inexistente en la transformada de Fourier. La selección de la misma

ventana corresponde a diferentes criterios de optimización del proceso (en los dominios temporal

o frecuencial). En la aplicación de estas técnicas se han estado utilizando los espectrogramas: El

espectrograma de banda anchautiliza una ventanag(t) muy estrecha en el tiempo, mientras el

espectrograma de banda estrechabusca una mejor localización de la distribucíon de enerǵıa en

el dominio frecuencial. En la figura 2.6 se aprecia la diferencia en la distribución de enerǵıa en

el plano tiempo-frecuencia para estos dos tipos de espectrogramas. El primero permite una bue-

na localizacíon temporal, lo cual se aprecia por las franjas verticales. El espectrograma de banda

estrecha localiza mucho mejor en frecuencia, reflejado por las franjas horizontales. Está t́ecnica

desplaza una ventana de apertura fija a lo largo del dominio temporal de la señal y extrae el con-

tenido frecuencial en dicho intervalo. Las funciones base para esta transformación son generadas
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Figura 2.6: Espectrograma correspondiente al fonema vocálico /a/. Arriba: banda ancha. Abajo:

banda estrecha

de la modulacíon y traslacíon de la funcíon ventanag(t). El obst́aculo principal de esta técnica

y por consiguiente de todas aquellas basadas enésta, es la ventana fija tiempo-frecuencia. En la

figura 2.7 se muestra el recubrimiento del plano tiempo-frecuencia de acuerdo a la transformada

de Fourier y series exponenciales. Además, para poder entender el efecto de la transformada Ga-

bor, se representa el mapeo del plano para el caso de los espectrogramas de banda ancha y banda

estrecha. Suponiendo la estacionariedad de la voz, en el proceso digital de señales, es frecuente

el empleo del ańalisis de intervalos cortos de tiempo (Short Time Fourier Analysis), en el cual se

define el par de transformaciones discretas de Fourier

f̂N [k] =
N−1∑
n=0

fN [n]e−j2πnk/N , 0 ≤ k < N (2.24)

fN [k] =
1

N

N−1∑
n=0

f̂N [n]ej2πnk/N , 0 ≤ n < N (2.25)
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Figura 2.7: Recubrimiento del plano tiempo-frecuencia, para (a) Transformada de Fourier y series

exponenciales,(b) Muestreo de Shannon, (c) Espectrograma de banda ancha y (d) Espectrograma

de banda estrecha

2.3.2 Representacíon no estacionaria

La TransformadaWavelet(WT) permite la localizacíon conjunta de eventos en tiempo-frecuencia;

éste ańalisis incluye la t́ecnica de ventaneo con regiones de tamaño variable (ver figura 2.8). En

este caso, se usan aperturas largas de tiempo, donde se requiera información más precisa a baja

frecuencia o aperturas cortas donde se requiera información de alta frecuencia. El análisisWavelet

es efectivo en la localización de particularidades, tales como tendencias, puntos de quiebre, dis-

continuidades en derivadas de alto orden, autosimilaridad, etc. [27]. En contraposición con lo

que ocurre en el caso de empleo de STFT, si se desea una mejor localización de la distribucíon

resultante en el tiempo, se escoge una ventana estrecha en tiempo, que va dividiendo el plano

tiempo-frecuencia en rectángulos alargados en el sentido de la frecuencia y estrechos a lo largo

del tiempo. Si por el contrario, se desea una mejor discriminación en la frecuencia, las ventanas
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se rotan en su recubrimiento del plano 90o (ver figura 2.7). La uniformidad del recubrimiento, una

vez elegida la ventana, lleva a difı́ciles compromisos de resoluciones que no siempre encuentra

fácil solucíon. En la WT, se lleva a cabo la descomposición en diferentes componentes frecuen-

Figura 2.8: Recubrimiento del plano tiempo-frecuencia a través de la transformada Wavelet

ciales, de tal manera que cada una de las componentes tenga una resolución de acuerdo con su

escala [28].

La funciónWavelet madreψ(t) de variable realt, que oscila en el tiempo, debe estar bien localizada

en el dominio temporal, donde, la localización temporal se expresa en la forma habitual de rápido

decaimiento hacia cero cuando la variable independientet tiende al infinito:∫ ∞

−∞
ψ(t)dt = 0 (2.26)∫ ∞

−∞
tm−1ψ(t)dt = 0 (2.27)

siendo(m− 1) el valor del orden del momento de la funciónψ(t).

A partir de la funcíon madre, se generan el resto de funciones de la familia mediante cambios de

escala y traslaciones{ψa,b(t), a > 0, b ∈ R}. La funcíon madre, tradicionalmente se ajusta a

escala unidad. Elparámetro de escalaa queda asociado a un estiramiento o encogimiento de la

función madre. Aśı, dada una función localizada en el tiempos(t), su versíon escaladasa(t) se
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define como

sa(t) =
1√
a
s

(
t

a

)
, a ∈ R, a > 1 (2.28)

esta funcíon mantiene la misma forma ques(t) pero sobre un intervalo de representación (soporte)

más amplio. Si el parámetro de escala se hace menor que1, pero manteniéndolo siempre positivo

(para evitar una inversión de la funcíon) se obtiene una compresión del soporte de la función. El

parámetro de traslacíon b, permite la localizacíon temporal de la distribución de enerǵıa. A partir

de la funcíon madreψ(t), se generan las funciones Waveletψa,b(t) mediante operaciones conjuntas

de cambio de escala y traslación

ψa,b(t) =
1√
|a|
ψ

(
t− b

a

)
(2.29)

En [28], se demuestra que si la función madreψ(t) es real, entonces la familia de funciones

definidas por su traslación y escalamiento conforman una base completa del espacio, y por lo

tanto, se puede representar cualquier función (sẽnal de enerǵıa finitaf(t) ∈ L2(R)) mediante una

combinacíon lineal de las funcionesψa,b(t), calculando los coeficientes de tal descomposición en

la forma del producto escalar. La Transformada Wavelet se describe por:

C(a, b) =

∫ ∞

−∞
f(t)ψ∗a,b(t)dt

C(a, b) =
1√
|a|

∫ ∞

−∞
f(t)ψ∗

(
t− b

a

)
dt = 〈f(t), ψa,b(t)〉

(2.30)

donde el paŕametroa es denominado deescala, mientrasb se denomina detraslación, ambos

vaŕıan de forma continua por todo el eje real, esto es,a, b ∈ R, a > 0. La funcíonf(t), puede ser

reconstruida uńıvocamente utilizando la expresión [29]

f(t) =
1

Cψ

∫ ∞

−∞

∫ ∞

−∞
〈f(τ), ψa,b(τ)〉ψa,b(t)

dadb

a2
(2.31)
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donde la constanteCψ, denominadacondicíon de admisibilidad, depende śolo de la funcíon Wavelet

madreψ(t), de acuerdo con

Cψ = 2π

∫ ∞

−∞

∣∣∣ψ̂(ξ)
∣∣∣2 |ξ|−1dξ <∞ (2.32)

La condicíon de admisibilidad asegura que la función Wavelet madre no tenga contenido a frecuen-

cia nula (o quéeste resulte despreciable)(ver ecuación 2.26) y con ello, que las versiones dilatadas

resultantes de la función madre estén todas centradas a frecuencias diferentes. A diferencia del ca-

so de las expresiones de Fourier, la transformadaf(t) → C(a, b) representa con redundancia una

función de una variable en un espacio bidimensional y, por lo tanto, estas funciones Wavelet no

forman una base ortonormal real. El muestreo apropiado de los parámetros de la función Wavelet

permite eliminar la redundancia, obtener una base ortonormal de Wavelets de soporte compacto y

definir la metodoloǵıa para el ćalculo eficiente de los coeficientes Wavelet.
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Estimación de caracteŕısticas de la voz

En la identificacíon automatizada de señales de voz, es coḿun el empleo de dos tipos de parámetros

de informacíon denominados caracterı́sticas de voz (CV): lascaracteŕısticas aćusticas(CA) que

califican las cualidades vocales y poseen un sentido fı́sico determinado; y lascaracteŕısticas de

representacíon, que corresponden a valores calculados a partir de diferentes formas de repre-

sentacíon de la voz y, a los cuales, en general, no les corresponde algún sentido f́ısico. En el

primer caso, aunque se han llevado a cabo numerosos estudios de correlación de las CA, sus resul-

tados, adeḿas de ser ambiguos pueden ser contradictorios en el análisis de tipicidad (normalidad)

o diferentes alteraciones de la voz [30]. De este modo, la selección apropiada de la medida de las

CA y su interpretacíon no convergen a una solución totalmente confiable en la identificación de

patoloǵıas de la voz. Uno de los principales problemas en el agrupamiento de las caracterı́sticas

de voz de acuerdo con su uso principal, es que muchas de ellas son sensibles a varias propiedades

aćusticas. Esta mutua dependencia puede ser una de las razones para que su interpretación sea

aparentemente contradictoria en los diferentes resultados encontrados en la literatura [30].

Para las caracterı́sticas de representación, especial desarrollo tienen los coeficientes obtenidos a
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partir de la Transformada Wavelet (WT) o coeficientes Wavelet (CW), que han sido probados en

la extraccíon de paŕametros orientada a la discriminación de casi todo tipo de señales, mostrando

ser muy efectivos [31,32].

3.1 Caracterı́sticas aćusticas

Las CA pueden ser agrupadas de acuerdo a las respectivas propiedades acústicas que deben medir,

y las cuales en la práctica se asocian en dos categorı́as [19]:

3.1.1 Parámetros cuasiperíodicos

Estos paŕametros reflejan las variadas formas de periodicidad presentes en las perturbaciones en la

sẽnal de voz. Entre los principales parámetros de este grupo están:

Frecuencia fundamental (F0)

La informacíon prośodica, es decir, la velocidad de entonación, est́a dominada por la frecuencia

fundamentalF0 de vibracíon de las cuerdas vocales, cuyo inverso a su vez, se conoce comopeŕıodo

fundamentalT0 [33].

En forma general, la definición de periodicidad se determina para intervalos infinitos de análisis,

sin embargo, para efectos prácticos (por ejemplo de cálculo computacional), su estimación se real-

iza sobre intervalos finitos, que permitan cubrir varios perı́odos del pitch, o de manera instantánea

a partir de la diferencia entre dos momentos consecutivos del cierre glótico.
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La estimacíon del pitch es importante en diversas aplicaciones entre otras, los sistemas de decodi-

ficación aćustico-fońetica, sistemas de codificación para voz, a baja y media velocidades (donde la

evaluacíon precisa del pitch lleva a la notable mejora en la calidad asociada a la voz codificada),

sistemas que operan en tiempo real, tales como plataformas de ayuda a discapacitados (asistencia

para aprendizaje de sordos en procesos de habla, apoyos de diagnostico post-quirúrgico, etc.),

obtencíon de sistemas de conversión de texto a voz, basados en el contorno del pitch, entre otros

[34].

En la estimacíon del pitch, se consideran las siguientes restricciones [34]:

– Los segmentos de voz son altamente no estacionarios, o corresponden al producto de vibra-

ciones irregulares de las cuerdas vocales.

– La excitacíon glótica no es rigurosamente periódica.

– Existe una importante interacción entre la excitación y el tracto vocal, en donde la periodi-

cidad que se observa en la señal resultante, es debida a la acción conjunta de la excitación

casi-períodica y los primeros formantes de banda estrecha.

– La segmentación del inicio y del final de zonas sonoras debe realizase con alta precisión,

tarea que no siempre es fácil de implementar.

– Alto margen dińamico de variacíon del paŕametroF0. Por tanto, dicha estimación debe re-

stringirse a un intervalo de valores permitidos, en donde las ventanas de tiempo se ajusten de-

pendiendo del hablante considerado, pudiendo abarcar entre 2 y más de20ms (50−500Hz),

para cubrir voces desde niños o sopranos, hasta barı́tonos, o entre 6 y 12 ms (80− 170Hz),

para el caso de locutores adultos promedio.
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Los diferentes ḿetodos de ćalculo del pitch, de acuerdo a las técnicas estadı́sticas de estimación,

pueden dividirse en:

– Estimacíon por promedios de ensamble, cuando en su cálculo no se considera el desarrollo

de la sẽnal en el tiempo.

– Estimacíon por promedios de tiempo, cuando se considera el desarrollo temporal para la

sẽnal analizada.

Aśı mismo, de acuerdo a la implementación de las t́ecnicas empleadas de estimación del pitch en

tiempo real, estas se dividen en:

– Análisis estacionario (en intervalos cortos de tiempo).

– Análisis no estacionario (generalmente, recurriendo a las transformadas conjuntas tiempo-

frecuencia).

En la mayoŕıa de los sistemas, la metodologı́a utilizada en el ćalculo del pitch, consta de tres

partes [33]:

– El preprocesamientoque adeḿas de adecuar las caracterı́sticas de sẽnal a la entrada del

sistema, busca también reducir la información redundante en la misma.

– La extraccíon de paŕametrosasociados a la estimación del pitch.

– El postprocesamientoque corrige los posibles errores del sistema de detección.

En [34], se realiza un descripción mas detallada de estos métodos.
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Recientemente, la utilización de la WT [2,35,36] para el calculo del pitch ha mejorado los niveles

de confiabilidad y precisión, gracias a la estimación delInstante de Cierre Glótico (GCI - Glottal

Closure Instant), el cual presenta discontinuidad en su forma de onda en el momento en que la

glotis se encuentra cerrada, y a partir del cual, el pitch es calculado determinando la distancia entre

dos instantes consecutivos.

Muchas de las alteraciones en la voz se caracterizan por la inestabilidad en la generación del pitch

durante la emisión de vocales sostenidas. Con el fin de evaluar la estabilidad de la generación de

F0 y su distorsíon en la forma de onda de los pulsos, se utilizan los siguientes parámetros [9]:

1. Grado de Ausencia de Voz (DUV - degree of unvoiceness):que se define como el número de

segmentosNunvque no son sonoros sobre el número total de segmentos de vozNt durante

la emisíon de vocales sostenidas:

k1 = Nunv/Nt (3.1)

Con el fin de evaluar el verdadero número de cortes de voz, se eliminan los segmentos de

inicio y fin de la vocal.

2. Grado de Estabilidad:definido como:

k2 = Nstab/Np (3.2)

donde,Nstabes el ńumero de periodos en toda la zona estable yNp el número de todos los

periodos para la emisión vocal. La detección de las zonas estables (segmentos en donde la

46



Capı́tulo 3. Estimación de caracterı́sticas de la voz

generacíon deF0 es casi constante) puede ser llevada a cabo usando el algoritmo descrito

en [9].

Los formantes

En el espectro de una señal de voz se encuentran regiones deénfasis oresonanciasy de déenfasis

o antiresonancias[19], ambas resonancias, denominadasformantes, siguen patrones comunes

en la mayoŕıa de los humanos, por cuanto estos obedecen, en primera instancia, a sus medidas

antropoḿetricas [4], [23]. En la pŕactica se analizan 5 formantes (notados respectivamente como

F1, F2, F3, F4, F5), junto con sus correspondientes anchos de banda (BW1, · · · , BW5) y enerǵıas

(EF1, · · · , EF5). Si se considera el tracto vocal como un perfecto cilindro cerrado a nivel de la

glotis y abierto al nivel de los labios con una longitud promedio de17.5 cm (media aproximada

de una laringe de hombre adulto), entonces, los primeros cuatro formantes estarán cerca de los

500, 1500, 2500y3500Hz, respectivamente [2].

El ańalisis de los formantes y su ancho de banda da una calificación sobre la eficiencia de la ar-

ticulación vocal y, mediante la b́usqueda de valoreśoptimos se encuentran las emisiones vocales

correctas [3]. La estimación de los formantes emplea algoritmos basados en modelos de repre-

sentacíon de la voz con un ńumero reducido de indicadores, a partir de los cuales es posible su

reconstruccíon adecuada. Para esto, se emplean técnicas de predicción lineal, basadas en el mod-

elado del tracto vocal mediante un filtro de solo polos, que permite predecir la próxima muestra

como una combinación lineal de las muestras anteriores [37]
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3.1.2 Parámetros de perturbacíon

Destinados a medir la componente relativa de ruido en la señal de voz. Para la estimación de

las perturbaciones de los parámetros de la frecuencia fundamental y amplitud pico, es común

el empleo del promedio relativo de perturbación (RAP Relative Average Perturbation) definido

como [4], [10]:

ϑRAP =

(
n∑
i=1

∣∣ zi−1+zi+zi+1

3
− zi

∣∣)
n∑
i=1

zi

(3.3)

siendon el número de ciclos consecutivos analizados.

Jitter

Cuando el paŕametro de perturbación zi en 3.3 se refiere al periodo de la frecuencia fundamental.

Estas variaciones fueron observadas por primera vez en [38].

Shimmer

Cuando el paŕametro de perturbación zi en 3.3 se refiere al pico ḿaximo de la sẽnal pico a pico.

Relación armónico - ruido (HNR - Harmonic Noise Ratio)

Corresponde al promedio de la componente de ruidoη(t) de la emisíon vocal, y la cual no tiene

una competencia glótica adecuada [2].
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Relación excitacíon glótica - ruido (GNE - Glottal to Noise excitation Ratio)

Es la estimacíon del ruido basada en la presunción de que los pulsos glóticos resultantes de la

colisión de los pliegues vocales conllevan a una excitación sincŕonica en las diferentes bandas de

frecuencia [30]. El ruido turbulento generado durante la constricción conlleva a una excitación

no correlacionada. El sincronismo es expresado por la correlación entre envolventes de diferentes

bandas de frecuencia.

3.1.3 Estimación de las caracteŕısticas aćusticas

Estimación de la Frecuencia Fundamental

Se consideran tres diferentes algoritmos de estimación del pitch, aśı [39]:

– Intervalos cortos de tiempo:

- Basado en el ćalculo simple de la Función de Auto Correlación (FAC).

- Basado en el ćalculo mejorado de la Función de Auto Correlación (FAC).

– Transformada conjunto tiempo - frecuencia:

- Basado en el ćalculo de la Transformada Wavelet Discreta

Intervalos cortos de tiempo:En los ḿetodos de ańalisis de intervalos cortos de tiempo, los segmen-

tos de voz con aperturaT , se procesan como si cada uno de ellos tuviese propiedades estadı́sticas

49



Capı́tulo 3. Estimación de caracterı́sticas de la voz

independientes:

xw[n] =
∞∑

m=−∞

Γ {x[m]}w[n−m] (3.4)

Dondex[n] es la sẽnal digitalizada de voz,w[n] es la funcíon ventana centrada respecto a la apertu-

ra T, que es escogida, de tal manera, que facilite la extracción de las CA.Γ(·) es la transformación

a la cual se somete la secuencia aleatoria original.

Algoritmo simple de FAC: En este caso, el algoritmo es denominadoShort Time Cross Correlation

Function(STCCF), el cual toma en (3.4) la función rectangular de ventaneo,w[n] = 1, por lo que

la FAC se determina en forma vectorial como [40]:

Rx(τ) =
~xi~xi+τ
|~xi| |~xi+τ |

(3.5)

donde la estimaciónT0 del periodo fundamental se define como el argumento para el cual el STC-

CF toma su ḿaximo valor, aśı:

T0 = arg {max(τ)} ,∀T0 min ≤ τ ≤ ∀T0max (3.6)

La estimacíon del pitch al realizarse sobre segmentos cortos de voz, supone previamente la toma

de la decisíon en cada intervalo de análisis sobre las siguientes hipótesis: la presencia de sonidos

(λ=1) o su ausencia (λ=0). Como umbral de detecciónγ puede ser empleado el primer coeficiente

de reflexíon derivado de (3.7) [41]:

r1x(τ) =
~xi~xi+1

|~xi| |~xi|
=


≤ γ, λ = 0

> γ, λ = 1

(3.7)
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Algoritmo mejorado de FACEn general, la estimación del pitch basada en FAC está afectada por

la función de autocorrelación de la forma de la ventana empleada [42]:

Rx(τ) ≈
Ra(τ)

Rw(τ)
(3.8)

Aśı, para un tren de funciones delta con periodoT0, definidos como

x(k) =
∞∑

n=−∞

δ(k − k0 − nT0), 0 ≤ k0 ≤ T0 (3.9)

siendok0 la fase de los pulsos con la ventana, se tiene que (3.8) será

Rx(T0) =

∑
n

w(k0 + nT0)w(k0 + (n+ 1)T0)

Rw(T0)
∑
n

w2(k0 + nT0)
(3.10)

Esto es, la exactitud del algoritmo depende directamente de la forma de la ventana empleada.

Se considera que en aplicaciones de voz, la ventana de Hanning es preferible a otras formas por

su menor sensibilidad a cambios rápidos de la sẽnal [42]. Un factor adicional de distorsión en

el cálculo de la funcíon de correlacíon es la discretización del proceso original con periodo de

muestreo4τ , cuya FAC tambíen seŕa discreta:

R[n] ≡ R(n∆τ) (3.11)

En el caso de encontrar un máximo local entre los intervalos de correlación (m − 1)4τ y (m +

1)4τ , o sea,r[m − 1] < r[m] < r[m + 1], entonces, una primera estimación del pitch podŕıa

serτmax = m4τ , con lo cual se obtendrı́a una resolución igual a4f = fs4τ/T0. Teniendo en

cuenta los valores reales del pitch (≤ 300Hz) y de los est́andares existentes en las velocidades de

discretizacíon de sẽnales de voz (≈10.000Hz), el valor de resolución estaŕa alrededor de los 9 Hz,
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obteníendose una precisión ĺımite en la estimación del orden del3%. En [42], se proponen difer-

entes tipos de interpolación alrededor del puntom4τ , para mejorar la calidad de la estimación.

Estimación de los formantes

El ancho de banda de los formantesBWi se define como el grupo de frecuencias que hay desde

la cáıda posterior y anterior de 3 dB. La energı́a del formante será el valor del pico y el valor del

formante la frecuencia donde se encuentre el pico anterior [2]. Para predecir la próxima muestra

como una combinación lineal de las muestras anteriores se tiene que:

ŷ(n) = −
q∑

k=1

aky(n− k) (3.12)

dondeq es el orden del predictor yak son los coeficientes de predicción lineal (LPC) que pueden

ser calculados de dos maneras:

– Calculando las ráıces del filtro que representan los LPC, lo cual es computacionalmente

pesado y, por tanto dificulta el análisis en tiempo real.

– Calculando la envolvente del espectro a partir de los LPC y, luego estimar sus picos. Los coe-

ficientesak pueden ser determinados a partir del cálculo de coeficientes de autocorrelación.

De esta manera, se tendránq coeficientes de predicción lineal por cada trama de la señal de voz.

Tambíen es habitual aplicar la transformación homoḿorfica de los coeficientes LPC, obteniendo

como resultado los coeficientes LPC cepstrales (la transformada de Fourier inversa del espectro de

amplitud logaŕıtmico) que representan la respuesta aproximadamente logarı́tmica opsofoḿetrica

del óıdo humano. Los coeficientes LPC cepstralesck presentan la ventaja de convertir el ruido

convolucional en ruido aditivo y permiten separar la excitación glótica de los paŕametros del tracto
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vocal. Seguidamente, se emplea el tipo de ventaneo que acentúe los pesos de los LPC cepstrales

con el objeto de obtener mayor discriminación de la envolvente espectral.

Estimación del GNE

Fundamentalmente, el algoritmo de cálculo del GNE consta de las siguientes etapas:

1. Filtración predictiva lineal inversa para obtener los pulsos glóticos (si los hay).

2. Filtración pasa banda de la señal residual empleado la ventana de Hanning (con ancho de

3000Hz) centrada en las diferentes bandas de frecuencia.

3. Cálculo de la envolvente de Hilbert para los diferentes bandas de frecuencia (con ancho de

banda y frecuencias centrales fijas), ası́ como de sus respectivos coeficientes de correlación

para intervalos de análisis (retardos) en el rango de−0.3 < t < 0.3 ms.

4. Finalmente, el ḿaximo coeficiente de correlación corresponde al GNE.

3.2 Caracterı́sticas de voz usando WT

Las t́ecnicas de estimación CV planteadas en [31, 32], proponen modelos adaptativos para la se-

lección de un ńumero reducido de coeficientes Wavelet que retengan la información discriminante,

teniendo como criterio de optimización el error de representación. Sin embargo, estas técnicas

asumen que cada una de las muestras del conjunto inicial tengan igual tamaño, es decir, para el

caso de cada uno de los segmentos de voz determinados implicarı́a la existencia de el alineamien-

to temporal, que puede ser realizado a través delDynamic Time Warping(DTW), no obstante
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este procedimiento requiere de la supresión de informacíon en las sẽnales que estén muy ale-

jadas (por defecto o por exceso) de la longitud de referencia escogida. La metodologı́a propuesta

en [43, 44, 45], no toma en consideración el alineamiento temporal de las señales discretizadas.

Además, se sugiere la forma de selección de los coeficientes de descomposición de la WT que son

independientes de la longitud en muestras de cada señal.

3.2.1 Estimación de caracteŕısticas de representacíon usando WT

Existen variados algoritmos de selección de los coeficientes y niveles de representación de las WT

en la representación de las sẽnales de voz. En [46] se propone un algoritmo que corresponde a la

modificacíon del presentado en [44]. Gracias a su propiedad de concentración de enerǵıa, la WT

distribuye las caracterı́sticas especı́ficas de la sẽnal en diferentes bandas de frecuencia. Haciendo

uso de esta propiedad, el algoritmo de estimación de CV se describe de la siguiente manera:

1. Seleccíon de la Wavelet ortogonal de soporte compactoψ(t)

2. Cálculo del respectivo filtro pasabajo de descomposiciónh[m] [47].

3. Determinacíon de los valores defi[n], i = 1, .., Ns (número de muestras), como una secuen-

cia discretizada para el segmento de voz.

4. Cálculo de los coeficientescaj, j = 1, ..., J por la expresíon (A.3), sobreJ escalas de aprox-

imación, que cubrenJ octavas de frecuencia. Dondeca0 = fi[n] corresponde al nivel de

aproximacíon cero.

5. Seleccíon de losp coeficientes de mayor amplitud en cada escala de aproximación caj.
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6. Conformacíon del vector de caracterı́sticasx parafi[n], con dimensionalidadNf = J × p.

3.2.2 Seleccíon de la Wavelet Madre

Variadas aplicacioneswaveletexplotan la capacidad de representar eficientemente una clase par-

ticular de funciones con un número pequẽno de coeficienteswaveletdiferentes de cero.

La seleccíon deψ debe ser tal, que produzca el máximo ńumero de coeficientesWavelet, cuyo valor

sea cercano a cero. De otra manera, la señalf(t) tiene pocos coeficientesWaveletde representación

no despreciables, si la mayorı́a de los coeficientes a escalas finas tienden a cero, lo cual depende,

en mayor medida, de la regularidad de la función f , de los momentos de desvanecimiento deψ y

del tamãno del respectivo soporte compacto.

En [48] se prueba que sif cumple con la condición de regularidad yψ tiene una cantidad suficiente

de momentos de desvanecimiento, entonces los coeficienteswavelet| 〈f, ψj,n〉 | seŕan pequẽnos

para las escalas finas de2j. Dondeψ tienep momentos de desvanecimiento, si se cumple que

∫ ∞

−∞
tkψ(t)dt = 0 para 0 ≤ k ≤ p

Si f tiene una singularidad aislada ent0 y si t0 se encuentra dentro del soporte deψj,n(t) =

1√
2
ψ( t−2jn

2j ), entonces〈f, ψj,n〉 podŕa presentar una amplitud significativa. Siψ tiene un soporte

compacto de tamañoK, en cada escala2j existenK waveletsψj,n cuyo soporte incluye at0. Para

minimizar el ńumero de coeficientes de amplitud alta se debe reducir el tamaño del soporte de

ψ. Se dice que la función de escalamientoφ tiene soporte compacto si y solo sih tiene soporte

compacto y sus soportes son iguales. Si los soportes deh y φ son iguales a[N1, N2] entonces el

soporte deψ es[N1−N2+1
2

, N2−N1+1
2

].
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Si f tiene pocas singularidades aisladas y es muy regular entre singularidades, se debe buscar la

waveletque presente alta número de momentos de desvanecimiento para generar una gran cantidad

de coeficientes〈f, ψj, n〉 de valor cercano a cero. Si la densidad de singularidades se incrementa,

seŕıa recomendable reducir el tamaño del soporte, y su costo serı́a la reduccíon de los momentos

de desvanecimiento.
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Seleccíon de caracteŕısticas de voz

La seleccíon de las CV es, tal vez, la etapa más importante en el desarrollo de sistemas automa-

tizados de proceso y clasificación de la voz. Todo parámetro de ańalisis debeŕa cumplir con las

siguientes propiedades [49]:

– Debe ser f́acilmente medible y poco dependiente de las perturbaciones ambientales (ruidos,

interferencias, etc.).

– Su estimacíon debe ser estable en el tiempo.

– No debe ser imitable.

El ańalisis de datos en altas dimensiones se ha convertido en un problema común, el cual requiere

de altos recursos computacionales, presenta dificultad de representación, adicionalmente, el alma-

cenamiento, transmisión y procesamiento de estos datos demanda grandes sistemas. Por tanto, es

favorable reducir la dimensionalidad de los datos, mientras se mantenga la estructura original de

los mismos casi intacta. [50] Además, existen otras dos razones principales, por las cuales se debe

mantener la dimensionalidad del espacio de caracterı́sticas tan pequeño como sea posible: costo
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de medida y precisión en la clasificación. Un ńumero limitado de caracterı́sticas simplifica la rep-

resentacíon tanto del patŕon como del clasificador, lo que resulta en un clasificador más ŕapido y

que usa menos memoria. Por otro lado, la reducción exagerada en el número de caracterı́sticas

podŕıa llevar a una ṕerdida en el poder discriminante, empobreciendo la precisión del sistema de

reconocimiento. [51]

4.1 Preproceso de caracteŕısticas

La estimacíon de cualquier CV,ζi, es muy sensible a factores tales como: las condiciones acústicas

de toma de sẽnales (ruido de fondo, hardware de registro electrónico, tiempo del d́ıa en que se le

toman las muestras al paciente, contenido de las palabras, etc.), por lo que la primera tarea a

resolver en su clasificación, usualmente, es el preproceso de datos de las realizaciones, que está

orientado a aumentar la efectividad en el uso de los parámetros representativos de cada clase. Una

parte b́asica en el preproceso de datos está en la eliminacíon de datos ańomalos debidos a posibles

errores en el proceso de medición, influencia de fuertes perturbaciones, etc. En este caso, cualquier

valor ańomalo del vectorζik(l) se expresa mediante el valor crı́tico de la distribucíon de Student

tp,n−2 [52]:

|ζik(l)−m1ζik |
σζi

≤ tp,Ne−2 (Ne − 1)1/2(
(Ne − 2) + (tp,Ne−2)

2)1/2 , (4.1)

siendom1ζik y σζik , respectivamente los valores extremos de la media, y varianza del arreglo en

ańalisis ζik; p es el nivel de significancia. Este método permite la agrupación de valores cada

arregloζ(l) en tres grupos:
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|ζ(l)−m1ζ | ≤ (5%, Ne) ; (4.2)

(5%, Ne) ≤ |ζ(l)−m1ζ | ≤ (10%, Ne) y (4.3)

|ζ(l)−m1ζ | ≥ (10%, Ne) (4.4)

Los valores deζ(l) relativos al primer grupo no deben ser eliminados, los del segundo necesitan un

elemento de juicio adicional para ser eliminados, mientras los del tercer grupo siempre se eliminan.

La deteccíon de valores ańomalos por toda la matrizζik(l), adicionalmente permite hacer clara la

calidad de medición de cada realización de CV. Aśı, si en la realizacíon del ańalisis aćustico de un

paciente dado ocurre un error sistemático de medicíon es de esperar que aparezcan como anómalos

varios de los valores de la matrizζik(l) por i. En este caso, es preferible que estas muestras de

pacientes sean eliminadas del ensamble y reemplazadas por otros registros. Ası́ mismo, se puede

juzgar indirectamente sobre la estabilidad de la estimación de cada CVζ(l), en la medida en que

se incremente desmesuradamente el número de valores anómalos en la matriz inicial por todos los

l, para valores fijos dei, k, con mayor certeza se deducirá que hay problemas en la estimación de

ζik [2].

4.2 Reduccíon de dimensionalidad

4.2.1 Pruebas de independencia estadı́stica

Con el proṕosito de observar y evaluar las CV que discriminen adecuadamente las dos clases de

voz se realizan los siguientes procedimientos:
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– Pruebas de Hiṕotesis, para comparar las clases desde el punto de vista de los promedios de

cada una de las componentes del espacio de caracterı́sticas.F .

– Correlación por rangos de Spearman, para detectar alǵun grado de dependencia o indepen-

dencia de parejas de variables.

– Análisis de componentes principales, con el proṕosito de reducir la dimensión del espacio

caracteŕıstico, adeḿas para detectar dependencia o independencia en dicho espacio.

Prueba de hiṕotesis

Con el fin de asegurar que cada una de las CV sea apta para lograr el grado suficiente de discrimi-

nacíon entre las voces patológicas y las normales, se analizan las siguientes hipótesis

– H0: no existe diferencia significativa en la media de cada CVξi ∈ F para discriminar las

dos clases.

– H1: existe una diferencia significativa del promedio en cadaξi ∈ F .

En este trabajo, la prueba de las anteriores hipótesis se realiźo empleando el ḿetodot-Student. Sea

ξi = [x1, x2, ..., xNi
] el vector correspondiente a las mediciones de la CV, con mediaµ y varianza

σ2, ambas desconocidas. A partir de lasNi observaciones por clase, se estiman los valores deµ y

σ2. Aśı, un intervalo de confianza bilateral al100(1− α)% para la media verdadera es

(µ̄1 − µ̄2)−t(α/2,N1+N2−2)σ̄µ̄1−µ̄2 ≤ µ1 − µ2 ≤ (µ̄1 − µ̄2)+

+t(α/2,N1+N2−2)σ̄µ̄1−µ̄2

(4.5)

con

σ̄2
µ̄1−µ̄2

=
N1σ̄

2
1 +N2σ̄

2
2

N1 +N2 − 2

(
1

N1

+
1

N2

)
(4.6)
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dondet(α/2,N1+N2−2) representa el punto porcentual de la distribución t conN1 + N2 − 2 grados

de libertad. Si el intervalo de confianza dado por la ecuación (4.5) contiene el valor0, entonces no

se rechaza la hiṕotesis nula (H0), en caso contrario, se acepta la hipótesis alternativaH1. Aśı, si la

hipótesis nula es rechazada, se asume que existe diferencia entre la media de cada clase.

Análisis de correlacíon por rangos

Como medida de asociación entre las CV, el ańalisis no paraḿetrico de correlación por rangos es

utilizado para observar su mutua dependencia. Una de estas medidas de asociación es elcoeficiente

de rango de Spearman[53]. Los valores de los coeficientes de correlación por rangos están entre

−1 y 1, donde un valor cercano a cero indica que no existe una asociación entre las variables. El

coeficiente de correlación de Spearmanrs es definido como el coeficiente de correlación lineal

entre los rangosRi deξi y los rangosSi deχi conξi, χi ∈ F

rs =

Ns∑
i=1

(Ri −R)(Si − S)√
Ns∑
i=1

(Ri −R)2

√
Ns∑
i=1

(Si − S)

(4.7)

Aunque se pierde alguna información al reemplazar los datos originales por sus rangos, el coe-

ficiente de Spearman es más robusto a la presencia de anomalı́as en los datos que la correlación

lineal, debido a que pequeñas variaciones no influyen en el rango de los datos. La transformación

del espacio original al espacio de rangos genera la linealización entre las CV [53].

4.2.2 Análisis de componentes principales PCA

Es tal vez uno de los ḿetodos de reducción de dimensíon más utilizado, en gran parte debido a

su simplicidad conceptual y a la eficiencia computacional de sus algoritmos. También conocido
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como la transformación deKarhunen-Lòeve[54], siendo una poderosa herramienta que permite

extraer la estructura de un conjunto de datos de alta dimensionalidad.

PCA lineal

Inicialmente su campo de acción se centra en las transformaciones lineales de los datos, y busca

maximizar la varianza direccional de una manera no correlacionada, ortogonalizando el sistema

de coordenadas en el que se describen originalmente los datos; de esta manera el problema de

reduccíon de dimensionalidad tiene un solución anaĺıtica exacta. Geoḿetricamente, el hiperplano

generado por los primerosL componentes Principales es el hiperplano de regresión que minimiza

las distancias ortogonales a los datos. Por esta razón, PCA es un ḿetodo de regresión siḿetrica,

contrario a la regresión lineal est́andar. Es coḿun que un ńumero pequẽno de componentes prin-

cipales sea suficiente para representar la mayor parte de la estructura de los datos. Estos primeros

componentes principales generalmente son usados como punto de partida por otros algoritmos,

tales comoRegresíon Projection Pursuit, Curvas Principaleso Mapas de Kohonenentre otros.

De igual manera, existen varias arquitecturas deRedes Neuronalescon capacidad de extraer los

componentes principales de un conjunto de datos [54].

Sin embargo, el PCA lineal solo está en capacidad de encontrar un subespacio lineal, lo que indica

que no puede manejar datos con relaciones no lineales. En general, no se sabe cuantos compo-

nentes principales se deben tener en cuenta, aunque existen algunas reglas empı́ricas para decidir.

Por ejemplo, eliminar aquellos componentes cuyos autovalores sean menores a cierta fracción del

mayor de los autovalores, o tener en cuenta los necesarios para representar cierto porcentaje de la

varianza total. [54].
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Figura 4.1: PCA representa la dirección de la ḿaxima varianza

El algoritmo computacional de cálculo de PCA lineal empleado corresponde almétodo matri-

cial, cuyo objetivo es encontrar los autovectores de la matriz de covarianza. Dichos autovectores

describen la dirección de los componentes principales de los datos originales, y su significancia

estad́ıstica est́a dada por el autovalor correspondiente. Este método puede estructurarse de la sigu-

iente manera [54]:

1. Conformacíon de la matriz inicial de datosX, a partir de vectores muestraxi, i=1,2,. . . ,m.

2. Centralizacíon del primer momento, calcularx̄ y restarlo de cadaxi.

3. Cálculo de la matriz de covarianzaC.

4. Determinacíon de los autovectores y autovalores para la matrizC.

Cν = λν (4.8)
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en dondeλ es un autovalor yν un autovector.

5. Organizacíon de los autovalores de tal manera que:

λ1 > λ2 > · · · > λn (4.9)

6. Seleccíon de los primeros d6 n autovalores y generar el nuevo set de datos en la nueva

representación.

PCA no lineal

PCA es una t́ecnica utilizada para transformar linealmente un conjunto de datos en un nuevo con-

junto de variables no correlacionadas de dimensión pequẽna que representa la mayor parte de la

informacíon. A trav́es del uso de funciones Kernel, dichas variables se puede transformar de una

manera no lineal. El Kernel PCA es una extensión no lineal de PCA en donde los componentes

principales son calculados en un espacio de caracterı́sticas de altas dimensiones, el cual está rela-

cionado de una manera no lineal con el espacio de entrada. [55]

Dado un conjunto centrado de observacionesxk, k = 1, . . . ,M , y debido a que todas las solu-

cionesν conλ 6= 0 en (4.8) est́an contenidas en el espacio generado porx1,. . . ,xM , la ecuacíon

(4.8) es equivalente a

λ(xk · ν) = (xk · Cν) (4.10)

Para el caso de KPCA, también es necesario la solución de la ecuación (4.10), pero en un espacio

producto puntoF , el cual se relaciona con el espacio de entrada a través de un mapeo no lineal,

Φ : RN → F, x→ X (4.11)
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Cabe anotar que dicho espacioF , al cual puede referirse como espacio de caracterı́sticas, puede

tener una dimensionalidad muy alta, inclusive infinita. La matriz de covarianza enF es

C̄ =
1

M

M∑
j=1

Φ (xj) Φ (xj)
T (4.12)

entonces, se necesita resolver

λV = C̄V (4.13)

encontrando los autovaloresλ ≥ 0 y los autovectoresV ∈ F . Aqúı nuevamente, todas las solu-

cionesV conλ 6= 0 est́an contenidas en el espacio generado porΦ(x1),. . . ,Φ(xM), lo que permite

concluir los siguientes momentos [55]: primero, se puede considerar que

λ(Φ (xk) · V ) = (Φ (xk) · CV ) (4.14)

parak = 1, . . . ,M , y segundo, existen los coeficientesαi(i)(i = 1, . . . ,M), tales que

V =
M∑
i=1

αiΦ (xi). (4.15)

Si se combinan (4.14) y (4.15), se obtiene

λ
M∑
i=1

αi (Φ (xk) · Φ (xi)) =
1

M

M∑
i=1

αi

(
Φ (xk) ·

M∑
j=1

Φ (xj)

)
(Φ (xj) · Φ (xi)) (4.16)

65



Capı́tulo 4. Selección de caracterı́sticas de voz

Se define la matrizK de dimensionesMxM , como

Kij = (Φ (xi) · Φ (xj)) (4.17)

lo que significa que

MλKα = K2α (4.18)

en dondeα denota el vector columna con entradasα1,. . . ,αM . Para encontrar las soluciones de

(4.18), se resuelve

Mλα = Kα (4.19)

para los autovalores diferentes de cero.

Seanλ1 ≥ λ2 ≥ . . . λM , los autovalores deK (las solucionesMλ de (4.18)), yα1, . . . , αM el

conjunto completo de los autovectores correspondientes, siendoλp el ultimo autovalor diferente de

cero (asumiendoΦ 6= 0) se normalizanα1, . . . , αp con el fin de que los correspondientes vectores

enF sean normalizados, es decir

(
V k · V k

)
= 1 (4.20)

parak = 1, . . . , p, combinando (4.15) y (4.19), lo anterior se convierte en la condición de normal-
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ización paraα1, . . . , αp :

1 =
M∑
i,j=1

αki α
k
j (Φ (xi) · Φ (xj))

=
M∑
i,j=1

αki α
k
jKij =

(
αk ·Kαk

)
= λk(α

k · αk)
(4.21)

Para el ćalculo de los componentes principales, es necesario realizar las proyecciones sobre los

autovectoresV k en F (k = 1, . . . , p). Seax un punto de prueba, con una imagenΦ(x) en F,

entonces

(
V k · Φ (x)

)
=

M∑
i=1

αki (Φ (xi) · Φ (x)) (4.22)

puede considerarse como el Kernel PCA correspondiente aΦ [55].

Ejemplos de funciones kernel

La matriz de productos puntoK puede ser calculada seleccionando un kernelk(x, y) de tal manera

que k(xi, xj) = Φ(xi) · Φ(xj) = Kij, con el fin de evitar cualquier cálculo en el espacio de

caracteŕısticas con altas dimensiones. [55]

Entre los kernel coḿunmente utilizados se tienen los siguientes:

– polinomiales,

k (x, y) = (x · y + 1)d (4.23)
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Figura 4.2: KPCA realiza PCA en un espacio de altas dimensiones

– las funciones base radiales (RBF),

k (x, y) = exp

(
−‖x− y‖2

2σ2

)
(4.24)

– tipo Red Neuronal.

k (x, y) = tanh ((x · y) + b) (4.25)
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4.2.3 Análisis discriminante

El objetivo del Ańalisis Discriminante puede resumirse como, encontrar una función que retorne

valores escalares que permitan una buena discriminación entre diferentes clases de los datos de

entrada. Estos discriminates son usados luego para entrenar clasificadores o para visualizar cier-

tos aspectos de los datos. En este sentido, el Análisis Discriminante puede entenderse como un

preprocesamiento supervisado o extracción de caracterı́sticas, supervisado en el sentido de que es

necesario informarle al algoritmo que muestras de entrenamiento corresponden con que clase [56].

Análisis discriminante lineal

El Análisis Discriminante Lineal (LDA - Linear Discriminant Analysis), busca aquellos vectores

que mejor discriminan las clases en un espacio inicial (en lugar de aquellos que mejor representan

los datos). De una manera mas formal, dado un número de caracterı́sticas independientes, el LDA

crea una combinación lineal de estas, que permita la mayor diferencia entre las medias de las clase

deseadas. Mateḿaticamente, se definen dos medidas para todas las muestras en todas las clases:

(i) una llamadaMatriz de dispersíon intra-clase

Sw =
c∑
j=1

Nj∑
i=1

(
xji − µj

) (
xji − µj

)T
(4.26)

dondexji es lai-ésima muestra de la clasej, µj es la media de la clasej, c es el ńumero de clases , y

Nj es el ńumero de muestras en la clasej, y (ii) la otra es llamadaMatriz de dispersíon entre-clases

Sb =
c∑
j=1

(µj − µ) (µj − µ)T (4.27)
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en dondeµ representa la media de todas las clases.

EL objetivo es maximizar el valor entre-clases, mientras se minimiza el valor intra-clase. Una

forma de hacerlo es maximizando la relación det|Sb|
det|Sw| . La ventaja de utilizar esta relación es, que se

ha comprobado que siSw es una matriz no singular, dicha relación se maximiza cuando lo vectores

columna de la matriz de proyecciónW , son los autovectores deS−1
w Sb.

Básicamente, se busca una función f : X → RD, tal quef(x) y f(z) son similares cuandox y z

lo son, y diferentes en otro caso. En el caso especial del Análisis Discriminate Lineal se busca una

función lineal

f(x) = W Tx, W ∈ RNxD (4.28)

en dondeW es la matriz de transformación.

Discriminante de fisher

Probablemente el ejemplo más conocido de un discriminante lineal corresponde al Discriminante

de Fisher, que busca la dirección w que separa correctamente las medias de las clases (una vez

se proyectan en la dirección correcta) mientras se logra una varianza pequeña alrededor de las

mismas. Se espera que sea simple decidirse, con un error pequeño, por una de las clases a partir de

dicha proyeccíon. La cantidad que mide la diferencia entre las medias es llamadaVarianza entre-

clasesy la cantidad que mide la varianza alrededor de la media de cada clase es llamadaVarianza

intra-claserespectivamente. Por tanto, el objetivo es encontrar una dirección que maximize la

varianza entre-clasesal mismo tiempo que minimiza lavarianza intra-clase.
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Figura 4.3: Discriminante de Fisher para dos clases. Se busca la dirección w, para la cual la

diferencia entre las medias de clases (µ1y µ2) proyectadas en dicha dirección es grande y que la

varianza alrededor de dichas medias (σ1 y σ2) es pequẽna.

4.2.4 Análisis de información mutua

Considerese dos variable aleatorias discretasX y Y con valores en dos alfabetos [57]

χ = {xk|k = 0,±1, . . . ,±K} y (4.29)

γ = {xj|j = 0,±1, . . . ,±J} (4.30)

dondexk y yj son valores discretos y,(2K + 1) y (2J + 1) son los ńumeros de niveles discretos

respectivamente. Se define

p(xk) = P (X = xk), p(yj) = P (Y = yj) (4.31)
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como las probabilidades de que las variablesX y Y tomen los valoresxk y yj. Entonces laInfor-

macíon MutuaI(X,Y ) entre las variablesX y Y es

I(X, Y ) =
+K∑

k=−K

+J∑
j=−J

p(xk, yj) log

(
p(xk, yj)

p(xk)p(yj)

)
(4.32)

dondep(xk, yj) es la funcíon de probabilidad conjunta de las variables discretasX y Y. Se consid-

era aI(X, Y ) como la informacíon relativa a la variableX que puede ser obtenida observando la

variableY .

La informacíon mutua tiene las siguientes propiedades:

– Simetŕıa de la informacíon mutua entreX y Y, I(X, Y ) = I(Y,X)

– No negativaI(X,Y ) > 0

– La informacíon mutua puede ser expresada en términos de laEntroṕıa de las dos variables

I(X, Y ) = H(X)−H(X|Y ) = H(Y )−H(Y |X) (4.33)

donde

H(X) =
+K∑

k=−K

p(xk) log

(
1

p(xk)

)
(4.34)

es laEntroṕıa, que representa la cantidad promedio de información que ofrece la variableX,
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y

H(X|Y ) = H(X, Y )−H(Y ) (4.35)

es laEntroṕıa CondicionaldeX dadoY, y representa la cantidad de incertidumbre existente

sobre la variableX despúes de observar la variableY, y donde

H(X, Y ) =
+K∑

k=−K

+J∑
j=−J

p(xk, yj) log

(
1

p(xk)p(yj)

)
(4.36)

es laEntroṕıa ConjuntadeX y Y, y representa la cantidad promedio conjunta de información

dada por las variablesX y Y.

Seleccíon de CV empleando la informacíon mutua

La informacíon mutua puede ser determinada como el criterio de selección de las CV, aśı [58]:

f (X) = max
f∈F

I (Y,X) (4.37)

el objetivo es entonces, seleccionar el conjunto de CV que tienen la mayor información mutua con

la respectiva clase, al mismo tiempo que se obtiene la menor información mutua entre dichas CV.

f = max
Xi

I (Y,Xi)− β
∑
i,j=1

I(Xi, Xj) (4.38)
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Caṕıtulo 5

Marco experimental

En esta sección se muestran las pruebas y resultados obtenidos para la metodologı́a propuesta de

seleccíon de caracterı́sticas de voz orientada a la identificación de patoloǵıas. Se determińo que la

poblacíon para la cual se llevarı́a a cabo el estudio serı́a la poblacíon urbana adulta de la Ciudad

de Manizales, personas de ambos géneros y que pertenecen al periodo deestabilidad vocal, es

decir, con edades entre los 19 y 54 años de edad. Las clases dentro de las cuales fueron ubicadas

las voces de los pacientes evaluados subjetivamente fueron: clase Normal (k = 1) y clase con

Disfońıa(k = 2).

5.1 Base de datos fuente

La muestra representativa de la población seleccionada, fue evaluada de forma subjetiva por parte

del especialista en fonoaduologı́a, y una vez realizado el diagnóstico inicial se llevaron a cabo las

respectivas sesiones de grabación con aquellas personas que amablemente colaboraron de man-

era consciente con la investigación. El procedimiento de grabación fue realizado en condiciones

controladas de ruido ambiente.
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5.1.1 Recoleccíon de sẽnales de voz

La muestra de ańalisis en el presente trabajo consta de un total de 91 registros de voz, clasificados

aśı:

Género Valoración
42 Hombres 40 Normales
49 Mujeres 51 Disfońıas

Tabla 5.1: Muestra de análisis y valoracíon del especialista

Las propiedades de los archivos de audio generados para cada una de las señales son las siguientes:

– Formato de registro tipo *.wav.

– Frecuencia de muestreo igual a22kHz.

– Bits por muestra igual a16.

– Canales de grabación - 1 (monof́onico).

5.1.2 Conjunto de datos

El registro de voz consta de la pronunciación en una forma natural de las cinco vocales del idioma

castellano,/a/, /e/, /i/, /o/, /u/.

Para el presente trabajo, las pruebas fueron realizadas sobre los siguientes conjuntos de datos,

seǵun la forma que se considera cada realización:

– Cada realización corresponde al segmento /a/.

– Cada realización corresponde a un vector conformado por las caracterı́sticas de los 5 seg-

mentos{/a/, /e/, /i/, /o/, /u/}.
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– Cada realización corresponde a uno de los segmentos [/a/; /e/; /i/; /o/; /u/], es decir, cada

segmento es tomado como una realización independiente.

5.2 Conformación de los espacios de caracterı́sticas

Teniendo en cuenta lo expuesto en el capı́tulo 3, aśı como las naturaleza especı́fica de los algo-

ritmos de ćalculo de las CV, en el presente trabajo se restringe el análisis sobre tres diferentes

espacios, ası́:

Espacio de Caracteŕısticas Aćusticas (CA1): Consta de las siguientes CA estimadas de forma

directa sobre el registro de voz:

– Frecuencia Fundamental (algoritmo AMDF)

– Jitter

– Shimmer

– Armónico Ruido

– Formante 1

– Ancho de Banda del Formante 1

– Enerǵıa del Formante 1

– Formante 2

– Ancho de Banda del Formante 2

– Enerǵıa del Formante 2

– Enerǵıa del segmento
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Espacio derivado de Caracteŕısticas Aćusticas (CA2): Consta de las siguientes CA estimadas

de forma derivada sobre el registro de voz:

– Frecuencia Fundamental (Algoritmo de Childers)

– Jitter

– NEP

– GNE

– HNR

Espacio de Caracteŕısticas de Representación (CW): Consta de las CV estimadas a partir de

los coeficientes de descomposición WaveletF ⊂ RM . Los paŕametros escogidos en la

estimacíon de las CV son los siguientes

- Funcíon madreψ(t) → familias Daubechies, Symlets, Coiflets, Meyer, biorthogonal

spliney reverse biorthogonal spline

- Número de escalas de aproximaciónJ = 6. Despúes del sexto nivel de aproximación,

se encontŕo que no se retiene información representativa del segmento de voz (ver

figura 5.1).

- Número de coeficientes seleccionados por escala,p = 2.

En total se obtienen 12 CV, a partir de 2 coeficientes de la Transformada Wavelet por cada

uno de los 6 niveles de descomposición tenidos en cuenta para el análisis [46].
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Figura 5.1: Seis escalas de aproximación del segmento de voz/a/.

5.3 Análisis estad́ıstico del espacio de caracterı́sticas

Cada uno de los registros de voz fueron preprocesados acorde a los algoritmos presentados en

el caṕıtulo 2. Una vez conformada la matriz inicial de datos, con un total de 91 muestras y a

partir de las cuales fueron extraı́das las11 caracteŕısticas aćusticas paraCA1, 5 paraCA2 y 12

caracteŕısticas de representación paraCW; se realiźo el ańalisis estad́ıstico de los mismos llevando

a cabo los procedimientos de Prueba de hipótesis, Ańalisis de correlación por rangos y el Ańalisis

de componentes principales, descritos en el capı́tulo 4.

5.3.1 Prueba de hiṕotesis

Se realizaron las 11 pruebas de hipótesis sobre espacio de caracterı́sticasCA1 tabla 5.2, 5 pruebas

para elCA2 tabla 5.3 y 12 pruebas para elCW tabla 5.4; sobre la media de cada caracterı́sticaxi

siguiendo la ecuación (4.5), con un intervalo de confianza del95%, y un nivel de significancia del

5%.
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CA1 Caracterı́stica RechazaH0 Intervalo de confianza
1 Pitch No -0.01≤ µ ≤ 0.0399
2 Jitter No -0.0012≤ µ ≤ 0.0005
3 Shimmer Si 0.0007≤ µ ≤ 0.003
4 HNR No -0.000≤ µ ≤ 0.0001
5 F1 Si 0.0563≤ µ ≤ 0.7306
6 BWF1 Si 0.001≤ µ ≤ 0.0094
7 EF1 Si 0.0871≤ µ ≤ 0.3888
8 F2 No -0.1305≤ µ ≤ 1.1602
9 BWF2 Si 0.0006≤ µ ≤ 0.0126
10 EF2 Si 0.1380≤ µ ≤ 0.5609
11 E Si 0.028≤ µ ≤ 0.0102

Tabla 5.2: Resultados prueba de hipótesis para CA1

CA2 Caracterı́stica RechazaH0 Intervalo de confianza
1 Pitch No -16.2794≤ µ ≤ 33.98159
2 Jitter No -0.0703≤ µ ≤ 0.1266
3 NEP Si -0.1556≤ µ ≤ -0776
4 GNE Si 0.0294≤ µ ≤ 0.1063
5 HNR Si -8.9055≤ µ ≤ -5.5923

Tabla 5.3: Resultados prueba de hipótesis para CA2

5.3.2 Análisis de correlacíon por rangos

Se calcuĺo el coeficiente de correlación de Spearman para cada par de caracterı́sticas para los tres

espacios conformados (CA1, CA2, CW). La matrices de correlación por rangos obtenidas en cada

caso, se observan en las figuras 5.2(a), 5.2(b) y 5.3.
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CW Coeficiente RechazaH0 Intervalo de confianza
1 c11 No -0.048081≤ µ ≤ 0.124842
2 c12 No -0.040943≤ µ ≤ 0.135831
3 c21 No -0.057971≤ µ ≤ 0.193823
4 c22 No -0.055608≤ µ ≤ 0.196972
5 c31 Si 0.162217≤ µ ≤ 0.548874
6 c32 Si 0.181570≤ µ ≤ 0.562471
7 c41 No -0.246689≤ µ ≤ 0.436232
8 c42 No -0.241890≤ µ ≤ 0.424520
9 c51 Si -1.364304≤ µ ≤ -0.547752
10 c52 Si -1.331879≤ µ ≤ -0.539226
11 c61 No -0.719508≤ µ ≤ 0.002833
12 c62 Si -0.724954≤ µ ≤ -0.008289

Tabla 5.4: Resultados prueba de hipótesis para CW

(a) (b)

Figura 5.2: Matriz de correlación por rangos para: (a) CA1; (b) CA2.
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Figura 5.3: Matriz de correlación por rangos para CWT
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5.3.3 Análisis de componentes principales

Para evaluar el desempeño de esta metodologı́a, se conformaron 12 conjuntos de datos a partir de

los conjuntos descritos en 5.1.2 y los espacios conformados en 5.2; entre estas doce variantes se

encuentran conjuntos de CV de naturalezaúnica (aćusticaśo de representación), aśı como aquellos

en donde se tienen en cuenta CV de naturaleza diferentes (acústicas y de representación). Los

conjuntos conformados y su correspondiente dimensión, son los siguientes:

Conjunto Dimensión
CA1-a [11]
CA2-a [5]
CWT-a [12]

CA1-unidas [11x5]
CA2-unidas [5x5]
CWT-unidas [12x5]
CA1-indep [11]
CA2-indep [5]
CWT-indep [12]
Combina-a [11+5+12]

Combina-unidas [55+25+60]
Combina-indep [11+5+12]

Tabla 5.5: Conjuntos de datos utilizados

PCA Lineal

Las figuras (5.4(a)), (5.4(b)), (5.5(a)) y (5.5(b)) muestran las curvas de la varianza acumulada para

cada uno de los análisis realizados, se puede observar el rápido crecimiento de algunas de estas

curvas, lo que permite una mayor reducción en la dimensionalidad del conjunto de datos.
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(a) (b)

Figura 5.4: Varianza acumulada para: (a) CA1-a, CA2-a y CWT-a; (b) CA1-unidas, CA2-unidas y
CWT-unidas.

(a) (b)

Figura 5.5: Varianza acumulada para: (a) CA1-indep, CA2-indep y CWT-indep; (b) combi-a,
combi-unidas y combi-indep.
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PCA No Lineal

Las figuras 5.6(a), 5.6(b) , 5.7(a) y 5.5(b) muestran las curvas de la varianza acumulada obtenidas

en cada uno de los análisis realizados para el caso no lineal.

(a) (b)

Figura 5.6: Varianza acumulada para: (a) CA1-a, CA2-a y CWT-a; (b) CA1-unidas, CA2-unidas y
CWT-unidas.
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(a) (b)

Figura 5.7: Varianza acumulada para: (a) CA1-indep, CA2-indep y CWT-indep; (b) combi-a,
combi-unidas y combi-indep.
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5.4 Pruebas de clasificacíon

Una vez se tiene el clasificador, es necesario evaluar su utilidad midiendo el porcentaje de obser-

vaciones que fueron clasificadas correctamente. Esto genera una estimación de la probabilidad de

casos correctamente clasificados [46].

5.4.1 Validación del clasificador

Se presentan dos métodos para estimar la probabilidad deéstos:prueba de muestras independi-

entes(ITS) y validación cruzada(VC).

– Prueba de muestras independientes:si el conjunto de muestras es grande, se puede dividir

en un conjunto de entrenamiento y un conjunto de validación. Se usa el conjunto de en-

trenamiento para construir el clasificador y se clasifican las observaciones del conjunto de

validacíon usando la regla de clasificación. La proporcíon de observaciones correctamente

clasificadas es el porcentaje de clasificación estimado. Como el clasificador no ha visto

los patrones en el conjunto de validación, el porcentaje de clasificación estimado no está

sesgado. Los pasos para evaluar el clasificador usando este método son

1. Separar aleatoriamente la muestra en dos conjuntos de tamañonTEST y nTRAIN , donde

nTEST + nTRAIN = Ns.

2. Construir el clasificador (e.g., Bayesiano, Red Neuronal, SVM) usando el conjunto de

entrenamiento.

3. Presentar cada patrón del conjunto de validación al clasificador y obtener una etiqueta

de clase paráel. Dado que se conoce la clase correcta para estas observaciones, se
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puede contar el ńumero de correctamente clasificadosNCC .

4. El porcentaje en que las observaciones son correctamente clasificadas es

P (CC) = 100 ∗ NCC

nTEST
(5.1)

La ventaja de este ḿetodo reside en que no emplea mucho tiempo de proceso; sin embargo,

su evaluacíon puede tener una alta varianza, que puede depender en gran medida de los datos

que finalmente quedan tanto para el conjunto de entrenamiento como para el de validación.

De este modo la evaluación puede ser significativamente diferente dependiendo de cómo es

hecha la particíon inicialmente.

– Validación cruzada con k-particiones:El concepto b́asico consiste en dividir el conjunto de

muestras enk particiones de tamañokp = Ns/k, conNs siendo el ńumero total de patrones

enFX. Una particíon es reservada como conjunto de validación mientras los restantesk−1

son usadas como conjunto de entrenamiento. El modelo es entrenadok veces a trav́es del

conjunto de muestras completo. Cuandoéste muy pequẽno para dividirlo en un śolo conjunto

de entrenamiento y validación, es recomendable usar validación cruzada [59]. El siguiente

procedimiento permite estimar el costo de clasificar de forma incorrecta una observación

usando validación cruzada.

1. Dividir aleatoriamente el conjunto de muestras enk particiones.

2. Retener una de lask particiones con objeto de validación. DenominarkT

3. Usar las restantesk − 1 particiones para entrenar el clasificador.

4. Presentar el conjunto de validaciónkT al clasificador y obtener las etiquetas de clase.
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5. Determinar el error de clasificación. eci = NCI

kp
.

6. Repetir desde el paso 2 al 5 hasta que lask particiones hayan sido usadas como con-

junto de validacíon.

7. Determinar el promedio de losk errores.

La ventaja de este ḿetodo es su poca sensibilidad a la partición de los datos. Cada dato logra

estar en el conjunto de validación una vez, yk − 1 veces en el conjunto de entrenamiento.

La estimacíon de la varianza se reduce a medida quek incrementa. La desventaja de este

método es que el algoritmo de entrenamiento debe ser evaluadok veces, elevando el tiempo

de ćalculo.

– LOO: Porúltimo el métodoLOO Leave-one-outes una validación cruzada dek particiones

tomada en el lı́mite dondek = Ns. Esto significa queks veces, de forma independiente,

el modelo es entrenado sobre todos los datos exceptuando 1 punto. Luego, la validación es

hecha para tal punto. Nuevamente el error promedio es calculado y usado para evaluar el

modelo.

Debido al reducido ńumero de muestras por clase, la técnica deValidación cruzada de k particiones

fue usada como medida de confiabilidad [60] en la evaluación del desempẽno de cada uno de las

técnicas de reconocimiento de patrones. Esta medida, a su vez permitirá una selección de la t́ecnica

más adecuada en términos de generalización dados por el error promedio y su desviación [61].
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5.4.2 Resultados del clasificador usando Prueba de Hiṕotesis

Conjunto Completo Reducido σC σR
CA1-a 78.75 78.75 12.96 3.42
CA2-a 87.50 92.50 7.65 5.23
CWT-a 92.50 86.25 2.80 5.23

CA1-unidas 83.75 82.50 16.89 13.55
CA2-unidas 86.25 87.50 6.85 0.00
CWT-unidas 98.75 99.00 2.80 0.00
CA1-indep 81.25 77.50 13.26 5.59
CA2-indep 82.50 91.25 9.27 3.42
CWT-indep 92.50 75.00 8.15 8.84

Tabla 5.6: Clasificación utilizando CV seleccionadas con PH

En 5.6, se muestran los resultados obtenidos en la clasificación utilizando el conjunto completo

de datos, al igual que los resultados que se obtienen al utilizar solamente aquellas caracterı́sticas

sẽnaladas por la prueba de hipótesis. En un primer grupo{CA1 − a, CA2 − a, CWT − a}, el

porcentaje de acierto se mantiene estable o se mejora para las dos primeras, al mismo tiempo que

se nota un descenso en el valor de la varianza de clasificación para el procedimiento VC; pero

en el caso de las CWT, el porcentaje desciende considerablemente y la varianza aumenta. Para

el segundo grupo{CA1 − unidas, CA2 − unidas, CWT − unidas}, el porcentaje de acierto

se mantiene estable para todas, y para el caso de la varianza se presenta reducción en los tres

casos, siendo destacable el valor0 alcanzado para CA2-unidas y CWT-unidas. Para el tercer grupo

{CA1− indep, CA2− indep, CWT − indep}, el porcentaje solo se mantiene estable para CA2-

indep, en los otros dos casos este desciende, y en cuanto a la varianza, su valor disminuye para

CA1-indep y CA2-indep, pero aumenta para CWT-indep.
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Conjunto Completo Reducido σC σR CP retenidos
CA1-a 76.25 78.75 11.18 7.13 8/11
CA2-a 85.00 86.25 5.59 9.27 5/5
CWT-a 87.50 82.50 11.69 6.85 4/12

CA1-unidas 87.50 78.75 6.25 12.18 29/55
CA2-unidas 90.00 73.75 8.39 8.15 14/25
CWT-unidas 95.00 96.25 5.23 3.42 12/60
CA1-indep 79.25 78.50 4.73 2.05 9/11
CA2-indep 81.25 81.75 4.76 3.49 5/5
CWT-indep 83.50 78.25 5.11 5.42 5/12
combina-a 97.50 96.25 3.42 5.59 13/28

combina-unidas 97.50 92.50 3.42 2.80 37/140
combina-indep 92.75 88.50 1.85 4.28 16/28

Error prom. 3.42 σ prom. 5.97

Tabla 5.7: Clasificación SVM de CV seleccionadas con PCA Lineal

5.4.3 Resultados del clasificador usando PCA lineal

En 5.7 se resumen los resultados obtenidos al aplicar la metodologı́a de reduccíon de dimension-

alidad a trav́es de PCA. Se muestran resultados para doce conjuntos de caracterı́sticas, en donde

se tienen en cuenta CV de naturalezaúnica, aśı como conjuntos que incluyen la combinación de

las mismas. Se observan los porcentajes de acierto alcanzados por el clasificador para el conjunto

completoy para el conjuntoreducido, al igual que el numero de componentes principales retenidos

para cada prueba, esto para un criterio del 90% de la varianza acumulada. Para los conjuntos CA1-

a, CA2-unidas, CWT-unidas, combi-a y combi-unidas, se manifiesta un aumento en el porcentaje

de acierto en la clasificación. Para CWT-a, CA1-unidas y CA2-indep el porcentaje se mantiene

estable. Caso contrario ocurre para CA2-a, CA1-indep, CWT-indep y combi-indep, en donde se

ve una disminucíon, aunque leve, en el porcentaje de acierto.
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Conjunto Completo Reducido Reducido 2 CP retenidos CP retenidos 2
CA1-a 76.25 78.75 76.25 8/11 4/11
CA2-a 85.00 86.25 77.50 5/5 3/5
CWT-a 87.50 82.50 85.00 4/12 3/12

CA1-unidas 87.50 78.75 67.50 29/55 16/55
CA2-unidas 90.00 73.75 60.00 14/25 7/25
CWT-unidas 95.00 96.25 96.25 12/60 10/60
CA1-indep 79.25 78.50 61.50 9/11 4/11
CA2-indep 81.25 81.75 66.00 5/5 3/5
CWT-indep 83.50 78.25 68.50 5/12 3/12
combina-a 97.50 96.25 82.50 13/28 8/28

combina-unidas 97.50 92.50 90.00 37/140 26/140
combina-indep 92.75 88.50 78.00 16/28 8/28

Tabla 5.8: Clasificación SVM de CV seleccionadas con PCA Lineal con dos criterios de retención

La tabla 5.8, es una versión ampliada de 5.7, en donde se analiza el desempeño con otra estrategia

de seleccíon del ńumero de componentes principales retenidos. Para este segundo caso, se retienen

los componentes principales que tienen un autovalor mayor o igual al valor de la media de los

autovalores.
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Conjunto Completo Reducido σC σR CP retenidos
CA1-a 67.50 70.00 11.18 5.23 8/11
CA2-a 78.75 78.75 5.59 5.59 5/5
CWT-a 85.00 81.25 12.18 9.88 4/12

CA1-unidas 50.00 51.25 0.00 11.18 29/55
CA2-unidas 72.50 66.25 10.46 11.35 14/25
CWT-unidas 50.00 82.50 0.00 20.44 12/60
CA1-indep 62.00 59.75 9.38 11.26 9/11
CA2-indep 69.50 69.50 4.89 4.89 5/5
CWT-indep 79.75 74.00 7.26 2.40 5/12
combina-a 73.75 86.25 13.55 8.15 13/28

combina-unidas 50.00 45.00 0.00 12.02 37/140
combina-indep 81.50 80.50 7.83 2.27 16/28

Tabla 5.9: Clasificación Bayesiano de CV seleccionadas con PCA Lineal

Conjunto Completo Reducido Reducido 2 CP retenidos CP retenidos 2
CA1-a 67.50 70.00 68.75 8/11 4/11
CA2-a 78.75 78.75 68.75 5/5 3/5
CWT-a 85.00 81.25 85.00 4/12 3/12

CA1-unidas 50.00 51.25 53.75 29/55 16/55
CA2-unidas 72.50 66.25 53.75 14/25 7/25
CWT-unidas 50.00 82.50 85.00 12/60 10/60
CA1-indep 62.00 59.75 44.75 9/11 4/11
CA2-indep 69.50 69.50 56.25 5/5 3/5
CWT-indep 79.75 74.00 69.00 5/12 3/12
combina-a 73.75 86.25 80.00 13/28 8/28

combina-unidas 50.00 45.00 66.25 37/140 26/140
combina-indep 81.50 80.50 72.50 16/28 8/28

Tabla 5.10: Clasificación Bayesiano de CV seleccionadas con PCA Lineal con dos criterios de
retencíon
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5.4.4 Resultados del clasificador usando PCA No lineal

Conjunto Completo Reducido σC σR CP retenidos
CA1-a 83.75 80.00 5.59 12.02 9/11
CA2-a 88.75 78.75 8.15 5.59 4/5
CWT-a 93.75 95.00 4.42 5.23 8/12

CA1-unidas 92.50 91.25 5.23 7.13 49/55
CA2-unidas 87.50 85.00 4.42 5.59 21/25
CWT-unidas 97.50 96.25 5.59 5.59 44/60
CA1-indep 78.50 70.25 5.33 7.15 10/11
CA2-indep 83.00 76.75 3.38 6.99 4/5
CWT-indep 81.25 81.75 2.50 5.63 10/12
combina-a 97.50 98.75 5.59 2.80 22/28

combina-unidas 98.75 95.00 2.80 5.23 113/140
combina-indep 92.25 92.75 3.11 5.26 24/28

Tabla 5.11: Clasificación SVM de CV seleccionadas con PCA No Lineal

En 5.11 se resumen los resultados obtenidos al aplicar la metodologı́a no lineal de reducción de

dimensionalidad a través de KPCA. El kernel utilizado fué del tipo RBF. Se muestran resultados

para los mismos conjuntos de datos tenidos en cuenta para PCA. Se observan los porcentajes de

acierto alcanzados por el clasificador para el conjuntocompletoy para el conjuntoreducido, al

igual que el numero de componentes principales retenidos para cada prueba, esto para un criterio

del 90% de la varianza acumulada. Para los conjuntos CA2-a, CWT-a, CET-unidas, CA2-indep y

combi-unidas se manifiesta un aumento en el porcentaje de acierto en la clasificación. Para CA1-

a, combi-a y combi-indep el porcentaje se mantiene estable. Caso contrario ocurre para CA1-

unidas, CA2-unidas, CA1-indep y CWT-indep, en donde se ve una disminución, aunque leve, en

el porcentaje de acierto.

La tabla 5.12, es una versión ampliada de 5.7, en donde de analiza el desempeño con otra estrategia
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Conjunto Completo Reducido Reducido 2 CP retenidos CP retenidos 2
CA1-a 83.75 80.00 81.25 9/11 10/11
CA2-a 88.75 78.75 81.25 4/5 4/5
CWT-a 93.75 95.00 88.75 8/12 7/12

CA1-unidas 92.50 91.25 93.75 49/55 52/55
CA2-unidas 87.50 85.00 87.50 21/25 21/25
CWT-unidas 97.50 96.25 97.50 44/60 31/60
CA1-indep 78.50 70.25 70.25 10/11 10/11
CA2-indep 83.00 76.75 76.75 4/5 4/5
CWT-indep 81.25 81.75 82.00 10/12 10/12
combina-a 97.50 98.75 95.00 22/28 21/28

combina-unidas 98.75 95.00 97.50 113/140 104/140
combina-indep 92.25 92.75 91.50 24/28 24/28

Tabla 5.12: Clasificación SVM de CV seleccionadas con PCA No Lineal con dos criterios de
retencíon

de seleccíon del ńumero de componentes principales retenidos. Para este segundo caso, se retienen

los componentes principales que tienen un autovalor mayor o igual al valor de la media de los au-

tovalores.

Conjunto Completo Reducido σC σR CP retenidos
CA1-a 67.50 63.75 11.18 11.18 7/11
CA2-a 78.75 81.25 5.59 9.88 4/5
CWT-a 85.00 87.50 12.18 7.65 3/12

CA1-unidas 53.75 46.25 14.39 7.13 23/55
CA2-unidas 72.50 67.50 10.46 18.96 11/25
CWT-unidas 50.00 37.50 0.00 9.88 9/60
CA1-indep 62.00 51.50 9.38 10.80 8/11
CA2-indep 69.50 57.50 4.89 6.79 4/5
CWT-indep 79.75 78.50 7.26 4.09 4/12
combina-a 73.75 83.75 13.55 5.59 10/28

combina-unidas 50.00 50.00 0.00 0.00 27/140
combina-indep 81.50 81.50 7.83 5.48 13/28

Tabla 5.13: Clasificación Bayesiano de CV seleccionadas con PCA Lineal
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Conjunto Completo Reducido Reducido 2 CP retenidos CP retenidos 2
CA1-a 67.50 63.75 63.75 7/11 4/11
CA2-a 78.75 81.25 81.25 4/5 3/5
CWT-a 85.00 87.50 87.50 3/12 3/12

CA1-unidas 53.75 46.25 42.50 23/55 16/55
CA2-unidas 72.50 67.50 70.00 11/25 7/25
CWT-unidas 50.00 37.50 83.75 9/60 10/60
CA1-indep 62.00 51.50 51.50 8/11 4/11
CA2-indep 69.50 57.50 57.50 4/5 3/5
CWT-indep 79.75 78.50 78.00 4/12 3/12
combina-a 73.75 83.75 83.75 10/28 8/28

combina-unidas 50.00 50.00 50.00 27/140 26/140
combina-indep 81.50 81.50 81.50 13/28 8/28

Tabla 5.14: Clasificación Bayesiano de CV seleccionadas con PCA No Lineal con dos criterios de
retencíon

Conjunto Completo Reducido Reducido 2 Reducido K Reducido K2
CA1-a 75.00 78.75 80.00 80.00 81.25
CA2-a 82.50 88.75 70.00 78.75 81.25
CWT-a 93.75 82.50 80.00 95.00 88.75

CA1-unidas 91.25 86.25 72.50 91.25 93.75
CA2-unidas 86.25 75.00 56.25 85.00 87.50
CWT-unidas 96.25 96.25 96.25 96.25 97.50
CA1-indep 81.00 78.75 57.25 70.25 70.25
CA2-indep 81.00 81.75 65.25 76.75 76.75
CWT-indep 82.75 76.25 68.25 81.75 82.00
combina-a 96.25 96.25 81.25 98.75 95.00

combina-unidas 98.75 86.25 88.75 95.00 97.50
combina-indep 92.25 88.50 75.75 92.75 91.50

Tabla 5.15: Comparación de resultados con PCA y KPCA
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Figura 5.8: Comparación gŕafica de resultados con PCA y KPCA, con dos criterios de retención
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Figura 5.9: Comparación gŕafica de resultados con PCA y KPCA
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Analizando los resultados obtenidos para cada grupo analizado, se puede concluir que: para los

conjuntos que solo tienen en cuenta el fonema/a/, en el caso de las caracterı́sticas aćusticas, se

presenta un aumento en el porcentaje de clasificación, mientras que para las caracterı́sticas de rep-

resentacíon este porcentaje disminuye; para los conjuntos que unen las cinco vocales, se presente

lo contrario al caso anterior, es decir, se ve una disminución en el porcentaje de clasificación para

las caracterı́sticas aćusticas, y se presenta estabilidad para las caracterı́sticas de representación;

cuando se tomaron las vocales como muestras independientes, el comportamiento para el primer

grupo de caracterı́sticas aćusticas y para el de caracterı́sticas de representación es el mismo, en

cuanto a una disminución en el porcentaje, mientras que para el segundo grupo de caracterı́sticas

aćusticas se presenta un leve aumento; para el caso en que se combinaron las caracterı́sticas, se

presenta estabilidad en el porcentaje para el primer grupo, es decir, aquel que tenı́a en cuenta solo

la vocal/a/, para los otros dos casos, se presenta una disminución en el porcentaje de acierto.
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Conclusiones

Teniendo en cuenta los resultados presentados, se pueden destacar como conclusiones de este

trabajo, las siguientes:

– Se presenta la clasificación detallada de los algoritmos de estimación automatizada de las

caracteŕısticas aćusticas de voz, sobre las cuales, el interés de la comunidad cientı́fica se

encuentra en aumento, esto, evidenciado en el creciente número de publicaciones en el tema.

En este sentido, se analiza el empleo de las caracterı́sticas aćusticas en la identificación de

las alteraciones vocales en la población colombiana, teniendo en cuenta para este caso, una

de las alteraciones mas comunes en la función vocal humana,la disfońıa.

– El ańalisis de las condiciones de registro sobre los resultados del clasificador, mostró la

necesidad de realizar el preprocesamiento del conjunto inicial de caracterı́sticas con el fin de

evidenciar la presencia de datos anómalos, permitiendo su eliminación, al mismo tiempo que

se normaliza estadı́sticamente la muestra como etapa anterior al análisis y procesamiento de

la misma.

– Se estudian las caracterı́sticas de la voz, con naturaleza distinta a las propiedades acústicas.

En particular, se evalúan algoritmos de estimación de caracterı́sticas de voz empleando los

coeficientes de representación de la transformada Wavelet.
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– Se propone la metodologı́a de selección de caracterı́sticas de voz, orientada a la identifi-

cacíon de voces con algún grado de disfońıa. La metodoloǵıa est́a basada en el estudio de

dependencia estadı́stica de las caracterı́sticas iniciales de voz y comprende las siguientes

etapas:

1. La prueba de hiṕotesis, compara las clases desde el punto de vista de los promedios de

cada una de las componentes del espacio de caracterı́sticas.F .

2. El ańalisis de correlación, que detecta algún grado de dependencia o independencia de

parejas de variables.

3. La reduccíon de dimensionalidad, que reduce el número de caracterı́sticas necesario

para llevar a cabo la identificación, utilizando para ello el criterio de independencia

estad́ıstica entre las mismas.

– El desarrollo de la metodologı́a en el caso concreto de identificación de alteracíon de voz

propuesto, mostró como resultado que para 8 de los 12 casos analizados, para PCA Lineal,

y 9 de 12 para PCA No lineal; la metodologı́a presentada permite realizar una reducción

en la dimensíon del conjunto inicial de caracterı́sticas manteniendo estable el porcentaje de

acierto en la clasificación, e incluso mejoŕandolo. A pesar de tener un mejor desempeño en

cuanto al porcentaje de clasificación, el ańalisis PCA No lineal ocasiona, de manera general,

un aumento en la varianza de clasificación, lo que se convierte en un efecto no deseado.

Adicionalmente, la reducción alcanzada no es tan buena como la alcanzada para el caso del

ańalisis PCA lineal.

– Los mejores resultados en cuanto a la reducción de dimensionalidad, se obtienen para el
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conjuntoCWT-unidas, en donde se obtiene una reducción de casi el 80%. Adicionalmente

el porcentaje de clasificación se mantiene estable, y aparece como uno de los mas altos

dentro de todo el ańalisis realizado. De lo anterior se puede decir que, las caracterı́sitcas de

representación a partir de todas las vocales unidas, presentan un mejor desempeño respecto

a las caracterı́sticas aćusticas en la tarea de clasificación entre voces normales y con algún

grado de disfońıa. Al revisar las caracterı́sticas seleccionadas para los conjuntos ***-unidas,

es posible notar la presencia de por lo menos una caracterı́stica calculada a partir de cada una

de las cinco vocales, lo que permite pensar que cada uno de los fonemas vocálicos provee

cierta informacíon propia e independiente, respecto a los demás.

– En la actualidad el Grupo de Control y Procesamiento Digital de Señales (GC&PDS) de la

Universidad Nacional de Colombia, Sede Manizales, cuenta con una base reducida de voces.

Dicha base está conformada por 91 voces de hombres y mujeres con edades entre los 19 y 54

años, discriminadas en voces normales (40) y con algún grado de disfońıa (51). Es necesario

continuar con las labores de recolección y etiquetamiento de muestras de señales de voz con

estas caracterı́sticas, especialmente con algún grado de disfońıa, lo anterior con el fin de

ofrecer a mediano plazo, una muestra representativa que contenga un número considerable

de elementos para cada una de los posibles tipos de disfonı́a: leve, moderada y severa;

hiperfuncional e hipofuncional.

101



Apéndice A

Transformada Wavelet Discreta

En este caso, los parámetros de dilatación a y traslacíon b toman solamente valores discretos. La

dilatacíon de la Wavelet madre, se relaciona como potencias enteras de una escala de referencia

a0, normalmente mayor que 1 ası́ a = aj0. Para la discretización del paŕametrob, se debe tener en

cuenta que el recubrimiento discreto del plano tiempo-frecuencia es localizado en cada escala, ası́

el paŕametro de traslación depende del parámetro de escala. Para escalas mayores, la traslación

debe ser mayor. Dado que el ancho de las funciones a cada escala es directamente proporcional

con la misma, se toma una discretización del paŕametrob directamente relacionada con la escala

que se está trabajandob = kb0a
j
0.

a = aj0

b = kb0a
j
0

(A.1)

conj, k ∈ Z y a0 > 1, b0 > 0.

Una base ortonormal de Wavelets de soporte compacto pueden ser obtenidas al extenderL2(R), el

espacio de todas las señales de energı́a finita, por medio de traslaciones y dilataciones de la función

Wavelet (ver ecuación (2.29)), aśı

ψj,k(t) = a
−j/2
0 ψ

(
a−j0 t− kb0

)
(A.2)

dondem representa la escala yn la traslacíon temporal. Si se seleccionan escalas y posiciones
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basadas en potencias de 2(a0 = 2), llamadas escalas y posicionesdiádicas, el ańalisis seŕa mucho

más eficiente e igual de preciso que el análisis continuo. Una v́ıa para implementar este esquema

usando filtros fue desarrollada por Mallat [62,63], cuyo algoritmo es en efecto un esquema clásico

conocido comocodificador sub-bandade dos canales.

En este caso, la señal f(t) se representa como una serie deaproximaciones(baja frecuencia) y

detalles(alta frecuencia) en diferentes resoluciones. En cada etapa, un par de filtrosh, g son

aplicados a la sẽnal de entrada para producir una señal de aproximación y una de detalle respec-

tivamente. La sẽnal de detalle, representa la información perdida desde una resolución alta, hasta

una ḿas baja. La representación Wavelet es entonces, el conjunto de coeficientes de detalle en

todas las resoluciones y los coeficientes de aproximación en la resolución más baja.

El algoritmo ŕapido para calcular los coeficientes Wavelet, está dado por la siguiente expresión

caj,k =
∑
m

h[2k −m]caj−1[m] (A.3)

cdj,k =
∑
m

g[2k −m]caj−1[m] (A.4)

Los filtrosh y g son llamadosfiltros espejo en cuadraturay satisfacen la siguiente propiedad

g[n] = (−1)1−nh[1− n] (A.5)

La etapa de filtrado es seguida por una decimación díadica o submuestreo por un factor de 2.

El esquema para una etapa de filtrado a una escalaj se muestra en la figura A.1. La descom-

posicíon Wavelet de una señal s analizada en una escala o nivelj, tiene la siguiente estructura:

[caj, cdj, ..., cd1] (ver figura A.2). Los filtrosh y g son derivados de bases de Wavelets ortonor-

males y, por lo tanto la reconstrucción de la sẽnal a partir de la descomposición Wavelet es exacta
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Figura A.1: Etapa de descomposición

Figura A.2: Estructura de la descomposición Wavelet:árbol Wavelet

y dada por la ecuación (A.6) y se representa en la figura A.3.

caj−1,k = 2
∑
m

(caj,k[m]h[k − 2m] + cdm,k[m]g[k − 2m]) (A.6)

hace alusíon al ćalculo real de los coeficientes.

Figura A.3: Etapa de reconstrucción
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Apéndice B

Reconocimiento Autoḿatico de Patoloǵıas
de Voz

B.1 Clasificador bayesiano

En este caso de clasificación, el criterio de trabajo consiste en minimizar la probabilidad de error en

un problema de clasificación [64]. El algoritmo de decisión bayesiana evalúa el punto a clasificar

en cada una de las funciones discriminantes construidas para cada clase. En este trabajo se ha

supuesto que las clases tienen igual probabilidada priori de aparicíon.

SeaXi la matriz que contiene los hiperpuntos de cada clase, de tamañoNc(muestras por clase)×

D(No. caracteŕısticas)× C(No. de clases), se procede del siguiente modo:

1. Se calcula el vector de mediasµi deXi.

2. Se calcula la matriz de covarianzaΣi deXi.

3. Se calculan los coeficientes de la función discriminante para cada clase:

Wi = −1

2
Σ−1

i

wi = µiΣ
−1
i

wi0 = −1

2
µiΣ

−1
i µTi −

1

2
ln(| Σi |) + ln(P )

(B.1)

4. Se construye la función discriminante para cada clase con los coeficientes calculados en B.1:
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gi(x) = xTWi + wix + wi0 (B.2)

El punto pertenece a aquella clase que da un mayor valor al evaluarlo en su función discrim-

inante.

B.2 Redes Neuronales Artificiales

Las redes neuronales están compuestas de elementos simples operando en paralelo. Estos ele-

mentos est́an inspirados en los sistemas nerviosos biológicos. El modelo de una neurona está

compuesto de una entrada escalarp que es multiplicada por un escalar de pesow, un escalar de

polarizacíon b, una funcíon de transferenciaf y una salidaa. Este modelo puede ser descrito por

medio de la ecuación,

a = f(wp+ b) (B.3)

La función de transferenciaf es t́ıpicamente una función de paso o una función sigmoide.

Cabe notar quew y b son paŕametros ajustables de la neurona. La idea central de las redes neu-

ronales es que dichos parámetros pueden ser ajustados tal que la red exhiba algún comportamiento

deseado. De este modo, se pueden entrenar redes para realizar un trabajo particular ajustando estos

paŕametros, o tal vez la propia red pueda ajustarse para alcanzar alguna salida deseada [65].

Una red puede tener varias capas, la primera capa se denomina capa de entrada, laúltima capa

es la capa de salida y las capas restantes se denominan capas ocultas. Cada capa tiene una ma-

triz de pesosW, un vector de polarización b, y un vector de salidaa. La arquitectura de una red

neuronal de tres capas se muestra a continuación: Si una capa de la red tieneúnicamente conex-
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Figura B.1: Arquitectura de una red neuronal de 3 capas

iones hacia las capas que se encuentran a su derecha, la red se denomina de alimentación hacia

adelante. T́ıpicamente, las redes de alimentación hacia adelante son entrenadas con una función

de desempẽno de gradiente descendiente para determinar cómo ajustar los pesos para minimizar

el desempẽno. El gradiente es determinado usando una técnica llamadabackpropagation, que in-

volucra ćalculos hacia atrás a trav́es de la red. En su implementación más simple del aprendizaje

backpropagation, la red actualiza los pesos y las polarizaciones en la dirección en la cual la función

de desempẽno decrece ḿas ŕapidamente – el negativo del gradiente. Una iteración del algoritmo

puede ser escrita como

wk+1 = wk − αkgk (B.4)

dondewk es un vector de pesos actuales,gk es el gradiente actual, yαk es la tasa de aprendizaje.

Sin embargo la convergencia de este algoritmo es lenta y no siempre se logra alcanzar un mı́nimo

global. El ḿetodo de Newton o gradiente conjugado, es una alternativa basada en técnicas de

optimizacíon para acelerar la convergencia del algoritmobackpropagation. El paso b́asico del

método de Newton es

wk+1 = wk −H−
k 1gk (B.5)
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dondeHk es la matrizHessiana(derivadas de segundo orden) delı́ndice de desempeño para los

valores actuales de pesos y polarizaciones. Este método es ḿas eficiente, pero sus requerimientos

computacionales y de almacenamiento son hasta el cuadrado del tamaño de la red. Existe una clase

de algoritmos llamadoscuasi-Newtonque actualizan una aproximación deH en cada iteración,

éstos convergen ḿas ŕapido mientras limitan los requerimientos de memoria [66].

Del mismo modo que los ḿetodos cuasi-Newton, el algoritmoLevenberg-Marquardtfue disẽnado

para acelerar la convergencia de los métodos de segundo orden sin necesidad de calcularH. Cuan-

do la funcíon de desempeño tiene la forma de una suma de cuadrados, la matriz Hessiana puede

ser aproximada como

H = JTJ (B.6)

y el gradiente calculado como

g = JTe (B.7)

dondeJ es la matrizJacobianaque contiene las primeras derivadas de los errores de la red con

respecto a los pesos y las polarizaciones, ye es el vector de errores de la red. La matriz Jacobiana

puede ser calculada a través de la t́ecnicabackpropagation[67] que es un ćalculo menos complejo

que el de la matriz Hessiana. El algoritmoLevenberg-Marquardtusa esta aproximación a la matriz

Hessiana en la siguiente actualización

wk+1 = wk −
[
JTJ + µI

]−1
JTe (B.8)

Cuando el escalarµ es cero, la ecuación (B.8) se traduce al ḿetodo de Newton (ecuación (B.5)),

usando la aproximación de la matriz Hessiana (ecuación (B.6). Cuandoµ es grande, se convierte
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en el ḿetodo de gradiente descendiente (ecuación (B.4)) con un pequẽno paso. De este modo, la

función de desempeño es siempre reducida en cada iteración del algoritmo.

En este trabajo se usó una red neuronal artificialbackpropagation. Se usaron 10 nodos en la capa

oculta y 1 nodo de salida. Las funciones de activación en cada capa son del tipotansig [65].

Cuando la red produce un +1 corresponde a la voz normal y para la voz patológica se asigna un -1.

Se uśo un algoritmo de entrenamiento Levenberg-Marquardt [67].

B.3 Máquinas de Soporte Vectorial

Las Máquinas de Soporte Vectorial (SVM) están sustentadas en el principio deminimizacíon de

riesgo estructural(SRM) propuesto en [68]. Un subconjunto de funciones encontradas en el pro-

ceso de optimización minimizan el riesgo actual del problema, de manera que entrenando una

serie de ḿaquinas para el objetivo dado, se minimizan el riesgo y la confiabilidad de la dimensión

Vapnik-Chervonenkis (VC). Esta dimensión implica los requerimientos de almacenamiento de la

técnica de aprendizaje y la calidad de sus respuestas para responder a un problema de clasificación.

En forma general, la función de riesgo actualR(α) es expresada como una cota, para la definición

de la cual se determina el riesgo empı́rico Remp(α) como el promedio de los errores de entre-

namiento para un ńumero finito y fijo de observaciones{x,y} (xi: patŕon,yi: etiqueta del patŕon

i):

Remp(α) =
1

2l

∑
|yi − f(xi, α)| (B.9)

La cantidad1
2
|yi − f(xi, α)| ∈ [0, 1] es llamada ṕerdida. Para un ńumeroη tal que0 < η < 1, que
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representa las pérdidas se tiene que [68]

R(α) ≤ Remp(α) +

√(
h(log(2l/h) + 1)− log(η/4)

1

)
(B.10)

dondeh es la dimensíon Vapnik-Chervonenkis (VC).

Sea un grupo de datos de entrenamiento{xi, yi} con i = 1, ..., l, yi ∈ {−1, 1} y xi ∈ F ⊂ RM .

Existe un hiperplano que separa los datos de etiquetas positivas y negativas [69].

xi.w + b ≥ 1− ζi parayi = 1

xi.w + b ≤ −1 + ζi parayi = −1

ζi ≥ 0,∀i

(B.11)

dondew es la normal al hiperplano yζi son las variables introducidas por errores de clasificación

como violaciones del hiperplano, de manera que
∑
ζi es la cota del error de clasificación. Una

manera natural de añadir un costo a la función objetivo es minimizar‖w‖2 /2 + C
∑
ζi [69],

dondeC es una constante elegida por el usuario correspondiente al inverso de la penalización

de los errores. Ası́, la anterior funcíon objetivo (ecuación (B.9)) corresponde a un problema de

optimizacíon convexa entendido como un problema de programación cuadŕatica (QP), cuya forma

dual Wolfe es [70]:

Maximizar:

LD ≡
∑
i

αi −
1

2

∑
αiαjyiyjxixj (B.12)

Sujeto a:

0 < αi < C (B.13)

∑
αiyi = 0 (B.14)
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con solucíon en forma de:

w =
ns∑
αiyixi (B.15)

dondens es el ńumero de vectores de soporte. Por cuanto, en la mayorı́a de los casos el espacio

Figura B.2: Hiperplano separando los datos

de entrada no es lineal, es necesario hacer la transformación de los datos basándose en el producto

interno para mapearlos en el espacio euclidianoH , de manera que [71]:

Φ : Rn → H (B.16)

Luego, el algoritmo de entrenamiento, solo depende de los datos a través de los productos punto

de la formaΦ(xi) · Φ(xj). En este caso, se tiene una funciónK llamada kernel definida como

K(xi,xj) = Φ(xi) · Φ(xj)

De manera que solo es necesario reemplazar el anterior kernel en el algoritmo de entrenamiento

(ecuacíon (B.12)).
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El kernelempleado en el presente trabajo corresponde al más utilizado (RBF -Radial Basis Func-

tion) definido como [72]:

k(xi,xj) = exp(−γ ‖xi − xj‖2) (B.17)

Las ḿaquinas de soporte vectorial (SVM), son un tipo de algoritmo relativamente nuevo con un

alto nivel de desempeño introducido por V. Vapnik [68]. Usualmente, la gran capacidad de gen-

eralizacíon de las SVM es explicada por la existencia de ungran margen: fronteras sobre la tasa

del error de un hiperplano que separa los datos con algún margen [73]. De hecho, para problemas

con un ńumero de muestras reducido, esta técnica de clasificación ha mostrado mejores resultados

que otras, debido a que su esquema de optimización depende de un margen y no de una superfi-

cie de error o espacio, esto es, las máquinas de soporte vectorial siempre encuentran un mı́nimo

global [71].

La máquina de soporte vectorial usada en este trabajo esC-SVM entrenada con el ḿetodo de

descomposición SMO (Sequential Minimal Optimization) [74] y utilizando unkernelgaussiano

(Radial Basis Function). Se utilizó la libreŕıa de funciones para ḿaquinas de soporte vectorial

LIBSVM [75] para el desarrollo de este esquema de clasificación.
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Apéndice C

Tablas de Resultados

1.000 -0.287 -0.211 -0.679 0.109 0.081 -0.021 0.118 0.029 0.104 0.235
-0.287 1.000 0.068 0.472 -0.100 -0.100 -0.037 0.024 -0.224 -0.098 -0.234
-0.211 0.068 1.000 0.193 0.126 0.221 0.081 0.133 0.036 0.190 0.269
-0.679 0.472 0.193 1.000 -0.082 -0.066 0.054 -0.088 -0.034 0.039 -0.228
0.109 -0.100 0.126 -0.082 1.000 -0.304 0.261 0.785 -0.543 0.221 0.047
0.081 -0.100 0.221 -0.066 -0.304 1.000 0.024 -0.180 0.520 -0.026 0.791
-0.021 -0.037 0.081 0.054 0.261 0.024 1.000 0.204 0.001 0.367 -0.002
0.118 0.024 0.133 -0.088 0.785 -0.180 0.204 1.000 -0.715 0.193 0.056
0.029 -0.224 0.036 -0.034 -0.543 0.520 0.001 -0.715 1.000 0.154 0.449
0.104 -0.098 0.190 0.039 0.221 -0.026 0.367 0.193 0.154 1.000 0.122
0.235 -0.234 0.269 -0.228 0.047 0.791 -0.002 0.056 0.449 0.122 1.000

Tabla C.1: Matriz de correlación para CA1 tomando/a/

1.000 -0.239 -0.217 -0.598 0.065 0.127 0.004 0.089 0.062 -0.037 0.224
-0.239 1.000 0.206 0.386 0.000 -0.035 0.015 -0.015 -0.055 0.025 -0.035
-0.217 0.206 1.000 0.329 0.017 0.268 0.024 0.050 0.035 0.050 0.244
-0.598 0.386 0.329 1.000 -0.006 -0.180 0.077 -0.040 -0.068 0.077 -0.242
0.065 0.000 0.017 -0.006 1.000 -0.221 0.437 0.271 0.042 0.013 0.151
0.127 -0.035 0.268 -0.180 -0.221 1.000 -0.156 -0.046 0.239 0.154 0.782
0.004 0.015 0.024 0.077 0.437 -0.156 1.000 0.121 0.005 0.009 0.008
0.089 -0.015 0.050 -0.040 0.271 -0.046 0.121 1.000 -0.692 0.111 0.047
0.062 -0.055 0.035 -0.068 0.042 0.239 0.005 -0.692 1.000 -0.022 0.322
-0.037 0.025 0.050 0.077 0.013 0.154 0.009 0.111 -0.022 1.000 0.104
0.224 -0.035 0.244 -0.242 0.151 0.782 0.008 0.047 0.322 0.104 1.000

Tabla C.2: Matriz de correlación para CA1 tomando todas las vocales como muestras independi-
entes.
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1.000 -0.045 -0.058 -0.453 -0.146
-0.045 1.000 -0.161 0.041 0.247
-0.058 -0.161 1.000 -0.386 0.373
-0.453 0.041 -0.386 1.000 -0.298
-0.146 0.247 0.373 -0.298 1.000

Tabla C.3: Matriz de correlaciones para CA2 tomando/a/

1.000 0.197 -0.027 -0.272 -0.024
0.197 1.000 -0.186 0.021 0.160
-0.027 -0.186 1.000 -0.135 0.019
-0.272 0.021 -0.135 1.000 -0.440
-0.024 0.160 0.019 -0.440 1.000

Tabla C.4: Matriz de correlaciones para CA2 tomando todas las vocales como muestras indepen-
dientes

1.000 0.917 0.882 0.855 0.667 0.660 -0.016 -0.028 -0.181 -0.171 0.223 0.246
0.917 1.000 0.855 0.870 0.705 0.700 0.069 0.060 -0.167 -0.160 0.257 0.287
0.882 0.855 1.000 0.965 0.821 0.814 0.061 0.055 -0.086 -0.077 0.231 0.252
0.855 0.870 0.965 1.000 0.846 0.844 0.131 0.127 -0.048 -0.039 0.249 0.283
0.667 0.705 0.821 0.846 1.000 0.986 0.319 0.315 -0.089 -0.089 0.172 0.192
0.660 0.700 0.814 0.844 0.986 1.000 0.337 0.335 -0.064 -0.065 0.164 0.184
-0.016 0.069 0.061 0.131 0.319 0.337 1.000 0.998 0.599 0.595 0.321 0.337
-0.028 0.060 0.055 0.127 0.315 0.335 0.998 1.000 0.610 0.607 0.323 0.338
-0.181 -0.167 -0.086 -0.048 -0.089 -0.064 0.599 0.610 1.000 0.998 0.420 0.403
-0.171 -0.160 -0.077 -0.039 -0.089 -0.065 0.595 0.607 0.998 1.000 0.415 0.400
0.223 0.257 0.231 0.249 0.172 0.164 0.321 0.323 0.420 0.415 1.000 0.977
0.246 0.287 0.252 0.283 0.192 0.184 0.337 0.338 0.403 0.400 0.977 1.000

Tabla C.5: Matriz de correlaciones para CWT tomando/a/
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1.000 0.865 0.723 0.719 0.544 0.546 0.385 0.383 0.062 0.058 0.201 0.213
0.865 1.000 0.787 0.813 0.680 0.693 0.504 0.506 0.124 0.115 0.223 0.235
0.723 0.787 1.000 0.969 0.821 0.819 0.591 0.588 0.185 0.174 0.279 0.301
0.719 0.813 0.969 1.000 0.843 0.853 0.619 0.622 0.207 0.196 0.271 0.294
0.544 0.680 0.821 0.843 1.000 0.980 0.679 0.677 0.214 0.201 0.257 0.271
0.546 0.693 0.819 0.853 0.980 1.000 0.694 0.698 0.241 0.232 0.248 0.264
0.385 0.504 0.591 0.619 0.679 0.694 1.000 0.992 0.583 0.567 0.454 0.465
0.383 0.506 0.588 0.622 0.677 0.698 0.992 1.000 0.581 0.567 0.444 0.454
0.062 0.124 0.185 0.207 0.214 0.241 0.583 0.581 1.000 0.994 0.489 0.510
0.058 0.115 0.174 0.196 0.201 0.232 0.567 0.567 0.994 1.000 0.468 0.499
0.201 0.223 0.279 0.271 0.257 0.248 0.454 0.444 0.489 0.468 1.000 0.970
0.213 0.235 0.301 0.294 0.271 0.264 0.465 0.454 0.510 0.499 0.970 1.000

Tabla C.6: Matriz de correlaciones para CWT tomando todas las vocales como muestras indepen-
dientes
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[65] MathWorks, Neural Network Toolbox: User’s Guide - Version 4. For Use with MATLAB,

The MathWorks, Inc., Natick, MA, 2000. 106, 109

[66] R. Battiti, “First adn second order methods for learning: Between steepest descent and

newton’s method,Neural Computation, vol. 4, no. 2, pp. 141–166, 1992. 108

[67] Martin T. Hagan adn M. B. Menhaj, “Training feedforward networks with the marquardt

algorithm, IEEE Transactions on Neural Networks, vol. 5, no. 6, pp. 989–993, November

1994. 108, 109

[68] V. Vapnik, The Nature of Statistical Learning Theory, Springer, NY, 1995. 109, 110, 112

[69] C.J.C. Burges, “A tutorial on support vector machines for pattern recognition,Knowledge

Discovery and Data Mining, vol. 2, pp. 22, 1998. 110

[70] P. Wolfe, “The simplex method for quadratic programming,Econometrica, vol. 27, pp.

382–398, 1959. 110
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