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Bevezetés: A térdízületnek ultrafriss osteochondralis allograft segítségével történő részleges ortopédiai rekonstrukció-
ja képalkotó vizsgálatokon alapuló pontos tervezést igényel, mely folyamatban a morfológia felismerésére képes mes-
terséges intelligencia nagy segítséget jelenthet.
Célkitűzés: Jelen kutatásunk célja a porc morfológiájának MR-felvételen történő felismerésére alkalmas mesterséges 
intelligencia kifejlesztése volt.
Módszer: A feladatra legalkalmasabb MR-szekvencia meghatározása és 180 térd-MR-felvétel elkészítése után a mes-
terséges intelligencia tanításához manuálisan és félautomata szegmentálási módszerrel bejelölt porckontúrokkal tré-
ninghalmazt hoztunk létre. A mély convolutiós  neuralis hálózaton alapuló mesterséges intelligenciát ezekkel az 
adatokkal tanítottuk be.
Eredmények: Munkánk eredménye, hogy a mesterséges intelligencia képes a meghatározott szekvenciájú MR-felvéte-
len a porcnak a műtéti tervezéshez szükséges pontosságú bejelölésére, mely az első lépés a gép által végzett műtéti 
tervezés felé.
Következtetés: A választott technológia – a mesterséges intelligencia – alkalmasnak tűnik a porc geometriájával kapcso-
latos feladatok megoldására, ami széles körű alkalmazási lehetőséget teremt az ízületi terápiában.
Orv Hetil. 2021; 162(9): 352–360.
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Segmentation of knee cartilages in MR images with artificial intelligence
Introduction: The partial orthopedic reconstruction of the knee joint with an osteochondral allograft requires precise 
planning based on medical imaging reliant; an artificial intelligence capable of determining the morphology of the 
cartilage tissue can be of great help in such a planning.
Objective: We aimed to develop and train an artificial intelligence capable of determining the cartilage morphology in 
a knee joint based on an MR image.
Method: After having determined the most appropriate MR sequence to use for this project and having acquired 
180 knee MR images, we created the training set for the artificial intelligence by manually and semi-automatically 
segmenting the contours of the cartilage in the images. We then trained the neural network with this dataset.
Results: As a result of our work, the artificial intelligence is capable to determine the morphology of the cartilage tis-
sue in the MR image to a level of accuracy that is sufficient for surgery planning, therefore we have made the first step 
towards machine-planned surgeries.
Conclusion: The selected technology – artificial intelligence – seems capable of solving tasks related to cartilage 
 geometry, creating a wide range of application opportunities in joint therapy.
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Rövidítések 
CAD = (computer-assisted diagnostics) komputerasszisztált 
 diagnosztika; CT = (computed tomography) számítógépes 
 tomográfia; DCNN = (deep convolutional neural networks) a 
convolutiós művelet több rétegben megismételt alkalmazásán 
alapuló neuralis hálózat; DSC = (Dice similarity coefficient) 
Dice hasonlósági együttható (speciális, két halmaz hasonlósá-
gának összehasonlítására használt matematikai érték); FN = 
(false negative) tévesen negatívnak ítélt, fals negatív érték; FP = 
(false positive) tévesen pozitívnak ítélt, fals pozitív érték; MR = 
(magnetic resonance) mágneses magrezonancia; OAI = (Osteo-
arthritis Initiative) az amerikai egészségügyi kormányzat multi-
centrikus longitudinális prospektív obszervációs kutatása az 
osteoarthritis kialakulásának és progressziójának követésére és 
meghatározó biomarkerek kutatására; TN = (true negative) he-
lyesen meghatározott, valódi negatív érték; TNR = (true nega-
tive rate) specificitás; TP = (true positive) helyesen meghatáro-
zott, valódi pozitív érték; TPR = (true positive rate) szenzitivitás

Ultrafriss osteochondralis allograft 
unikompartmentális károsodás terápiájára

Az ízületi csúszófelszínek kopását, traumás károsodását a 
morbiditási adatok szerint a populációt érintő egyik leg-
gyakoribb betegség típusaként tartjuk nyilván. A fájdal-
mat, mozgáskorlátozottságot okozó, a fizikai teljesí-
tőképességet csökkentő ízfelszín-destrukciók sebészi 
kezelésére alapvetően kétféle megoldás áll rendelkezé-
sünkre. Az egyik törekvés során a különböző porcfelszín-
képző technikák alkalmazásával a destruált porcfelszínt, 
illetve az alapját képező csontalapot alapvetően biológiai 
módszerrel próbáljuk helyreállítani. Ilyen technikák a ter-
mészetes regenerációt előmozdító eljárások: biodegradá-
bilis vázszerkezetek beültetése, sejtkultúrákkal történő 
felszínképzések, valamint autológ és allogén porc-csont 
átültetések [1]. Ezek segítségével az eredetivel azonos 
vagy azt megközelítő minőségű saját csúszófelszín hozha-
tó létre, de mindezen technikák közös jellemzője, hogy 
csak fokális károsodások kezelésére alkalmasak. Méretkor-
látaikat illetően a kis kiterjedésű és felszínes laesiók kezelé-
se lehetséges ilyen módon, valamint a defektuson kívüli 
ízületi csúszófelszínek jó minősége is követelmény. 

Amikor a felszínkárosodás kiterjedt, az ízületi felszí-
nek nagy része súlyosan kopott, endoprotetikai lehetősé-
gek jelenthetnek megoldást. A jelenleg használatos fém-, 
műanyag, illetve kerámiaanyagú endoprotézisek beülte-
tésével viszonylag gyors rehabilitáció után a fájdalom 
megszűnése, jó funkció és terhelhetőség biztosítható, de 
az így beültetett implantátumok évtizedek alatt megla-
zulhatnak, újabb nagy megterhelést jelentő műtéti igényt 
támasztva. Az endoprotetikai beavatkozások ritka, de sú-
lyos korai, illetve az előbbiekben említett késői szövőd-
ményei miatt a mozgásszervi sebészet egyik fő törekvése 
az, hogy minél hosszabb ideig és minél kiterjedtebben 
használjunk biológiai felszínképző lehetőségeket. 

Az előbbiekben említett két fő sebészeti kezelési cso-
port indikációs lehetőségei között jelenleg elég széles, 
megoldatlan köztes terület húzódik. A térdízület vonat-

kozásában például a betegek jelentős csoportja olyan ki-
terjedt unikompartmentális károsodással rendelkezik, 
amely már nem teszi lehetővé az említett biológiai fel-
színképző módszerek alkalmazását, de a beteg életkora, 
az elváltozás súlyossága és számos egyéb szempont miatt 
az endoprotetikai megoldás az említett hosszú távú szö-
vődmények lehetősége miatt korainak minősül. Ezekre 
az esetekre jelenleg csak kompromisszumos megoldá-
sokkal rendelkezünk.

A kiterjedt, illetve mély fokális defektusok biológiai 
kezelésére, a károsodás területén üvegporc minőségű fel-
szín kialakítására az eddigi irodalmi tapasztalatok alapján 
a homológ porc-csont szöveti transzplantáció, osteo-
chondralis allograft beültetése ad lehetőséget. Az eddigi, 
zömmel észak-amerikai gyakorlat szövetbanki úton biz-
tosított, 10 napos és 3 hetes kor közötti kivételből szár-
mazó osteochondralis allograft blokkokat használ [2]. 
Bár a masszív osteochondralis defektusok kezelésében az 
említett eljárás kizárólagos biológiai megoldásnak szá-
mít, a megfigyelések azt mutatják, hogy az ilyen módon 
átültetett osteochondralis allograftok hialinporcsejtjei a 
donáció és a beültetés közt eltelt idő hosszúsága miatt 
optimális esetben is csak 50%-os túlélést mutatnak [3]. 
Ez hosszú távon az újonnan kialakított felszín ismételt 
degenerációjához vezet. 

Alapkutatásos eredmények azt mutatták, hogy a kivé-
tel és a beültetés között eltelt idő csökkentésével a sejt-
túlélés javítható. Mindezek alapján 10 évvel ezelőtt ve-
zettük be az Uzsoki Utcai Kórház Ortopéd-Traumatoló-
giai Osztályán az úgynevezett ultrafriss osteochondralis 
allograftok beültetésének műtéti technikáját [4]. A kiala-
kított gyakorlat szerint a masszív osteochondralis defek-
tus miatt műtétre váró betegeket várólistára helyezzük, 
és donáció esetén sürgősségi behívás útján kerülhetnek a 
szövetkivételtől számított 24–36 órán belül műtétre. Az 
elmúlt 10 év gyakorlata, klinikai és radiológiai eredmé-
nyei, a kontroll artroszkópos vizsgálatok és a biopsziák 
szövettani elemzése kiváló funkcionális eredményeket és 
közel 100%-os sejttúlélést mutatott. A jó eredmények is-
meretében a technikát a térdízületen kívül a boka- és a 
csuklóízület kiterjedt és bipoláris károsodásainak kezelé-
sére is elkezdtük használni. 

A műtét komoly szervezési, instrumentális és sebészeti 
felkészültséget igényel, és a legfőbb technikai követel-
mény a bonyolult domborulatú ízfelszínek egymással tö-
kéletesen illeszkedő kongruens kialakítása. A jelenlegi 
gyakorlat során a donor–recipiens párosítás, illetve a mű-
tét során a defektus- és oltvány-előkészítés és -illesztés 
egyaránt az operáló sebész vizuális és szakmai megítélése 
alapján történik. Amennyiben az elpusztult csúszófelszín 
helyén kialakítandó felszín és az alatta lévő csonthiány ge-
ometriája és mérete pontosabban illeszthető lenne a do-
nor paramétereivel, az komoly technikai támogatást je-
lentene a műtét elvégzésében. Figyelembe véve az eddigi 
10 éves gyakorlat során nyert jó grafttúlélési tapasztalato-
kat, a műtétnek az előbbiekben említett technikai támo-
gatásával az indikáció a jelenlegi, viszonylag ritka masszív 
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osteochondralis laesiókon túl kiterjeszthető lenne a gya-
kori unikompartmentális problémákra. A károsodott ízü-
letek defektusait és porcminőségét jól leké pező MR-ada-
tok összevetése a donor paramétereivel lehetőséget nyújt 
nemcsak a gyors és optimális donor–recipiens párosításra, 
hanem arra is, hogy a donor mindkét térdízületének fel-
használásával egy donációból több műtét elvégzésére al-
kalmas számos blokk kinyerhető legyen. 

Mesterséges intelligencia a képalkotó 
vizsgálatokon alapuló diagnosztika 
szolgálatában

A képalkotó felvételek elkészítésének digitalizálása jelen-
tős diagnosztikai fejlődést indított el. A leképezés elve 
változatlan ugyan, mégis alapjaiban új, komplex módsze-
rek alkalmazásával részletgazdagabb kép, pontosabb 
eredmény nyerhető ki a vizsgálatokból. Ezen túlmenően 
a különböző ’pre- és postprocessing’ technikák az ioni-
záló sugárzást használó vizsgálatok esetén jelentős dózis-
megtakarítást is lehetővé tettek. A digitális képfeldolgo-
zás a jel/zaj arány növelésével, egyes részek kontrasztki-
emelésével, a minimális és maximális dóziselnyelés meg-
jelenítésével, 3D rekonstrukcióval, valamint különböző 
metszeti síkok együttes ábrázolásával tökéletesíti a képet 
és segíti a radiológus munkáját.

Ezzel párhuzamosan az informatika fejlődése először a 
komputerasszisztált diagnosztika (CAD) módszerét 
hozta létre, mely különböző algoritmusok segítségével 
ad diagnosztikai javaslatokat, illetve jelöl ki releváns ré-
szeket a humán diagnoszta számára a felvételeken.

További komplex módszer a radiomika, mely a felvétel 
olyan kvantitatív jellemzőinek kiszámolását célozza, 
amelyek diagnosztikai értékkel bírnak [5]. 

A mesterséges intelligencia, azon belül a mélytanulás 
alkalmazása ennél is többre képes. A képalkotó vizsgálat 
eredményeképpen létrejövő felvételen a releváns terüle-
teket bejelölve és ily módon tréninghalmazt, más néven 
tanítóhalmazt létrehozva, a neuralis hálózat a tréning-
halmaz elemeit olyan módon elemzi, dolgozza fel, hogy 
potenciálisan eddig ismeretlen, az emberi szem, illetve a 
szakmai tudás számára új összefüggéseket is találhat, nö-
velheti a diagnosztika pontosságát, illetve átvállalhat bi-
zonyos feladatokat a humán diagnosztától. Ez a mód-
szer, a tanítási folyamat a radiológusok és informatikusok 
szoros együttműködését igényli.

A képalkotó vizsgálatok anyagának szemantikus 
szegmentálása

Képalkotó vizsgálatok anyagából (a leginkább CT-ről és 
MR-ről van szó) kiemelni és egyértelműen bejelölni a 
jelentőséggel bíró objektumokat orvosi vagy legalább 
orvosi felügyeletet, ellenőrzést igénylő feladat.

Ezen követelmények már több mint egy évtizede fog-
lalkoztatják az orvosi, radiológusi szakmát a mesterséges 
intelligencián kívül is [6]. Szakmai jelentősége lehet bár-
mely anatómiai képlet, illetve patológiai elváltozás kijelö-
lésének, szegmentálásának. Például tüdődaganatok ese-
tén az onkológus nemcsak a tüdőrákszűréshez szükséges 
diagnosztikai célból [7], hanem sugárterápiás tervezés-
nél is használja a szegmentálást [8].

A térdízület diagnosztikájában is jelentős szerepet ját-
szik az anatómia modellezése, melyre szintén lehet szeg-
mentálást alkalmazni. Több mint egy évtizede működik 
az OAI (Osteoarthritis Initiative), az amerikai egészség-
ügyi kormányzat által támogatott kezdeményezés, mely 
multicentrikus longitudinális prospektív obszervációs 
kutatás az osteoarthritis kialakulásának és progressziójá-
nak követésére és meghatározó biomarkerek kutatására 
[9]. Az így keletkezett nagy képi adatbázisa szegmen-
tálási workshop alapját képezte 2010-ben Kínában, 
 Pekingben [10]. Az OAI azóta is elérhető az egyre bő-
vülő anyagával, és különböző félautomata szegmentálási 
módszerek próbálhatók ki rajta.

A mesterséges intelligencia tanítása

A mesterséges intelligencia (neuralis hálózat) tanítása 
úgy zajlik, hogy a számítógép MR-felvételeket kap, és 
megpróbálja azokat a legjobb tudása szerint automatiku-
san szegmentálni. Ezután megkapja a releváns manuális 
szegmentálásokat is, és azok segítségével kiértékeli saját 
szegmentálását. Az értékelés alapján úgy változtatja, mó-
dosítja a saját belső paramétereit, hogy javuljon a szeg-
mentálás minősége, azaz jobban hasonlítson a kézi szeg-
mentáláshoz. Ezt az eljárást kell ciklikusan ismételni 
mindaddig, amíg a szegmentálás minősége eléri a kívánt 
mértéket.

A tapasztalat azt mutatja, hogy nagyon hasonló típusú 
neuralis hálózatok nagyon sokféle szegmentálási felada-
tot képesek végrehajtani; nem a hálózat struktúrája, ha-
nem a paraméterek döntik el, hogy végül milyen objek-
tumokat fog a hálózat felismerni, szegmentálni, és hogy 
mennyire lesz pontos az eredmény.

Fontos, hogy a mesterséges intelligencia ne csak azo-
kat az MR-felvételeket tudja szegmentálni, amelyeken 
tanult, hanem új felvételeket is, szakkifejezéssel: jól álta-
lánosítson. Különösen fontos ez esetünkben, hiszen a 
manuális szegmentálásokra azok előállításából kifolyólag 
jellemző az inter- és intraoperátori variabilitás. Egy jól 
általánosítani tudó mesterséges intelligencia képes felül-
emelkedni ezen és leszűrni a lényeget, ami esetünkben a 
szegmentálás pontosságának növekedésével kecsegtet. 
Ezért a mesterséges intelligenciát úgy értékeljük, hogy a 
tanításból kizárt, úgynevezett teszthalmazban levő MR-
felvételeken „vizsgáztatjuk”.
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Módszer

Neuralis hálózat

A képszegmentálási feladat végrehajtásához az egyes pi-
xeleket – vagy 3D kép esetén voxeleket – különböző ob-
jektumokhoz rendeljük hozzá. A mesterséges intelligen-
cia felől közelítve a szegmentálás tehát osztályozási 
feladat. Amennyiben csak két ilyen objektumot külön-
böztetünk meg, például porc vagy nem porc, úgy bináris 
osztályozásnak, vagy más szóval bináris klasszifikációnak 
hívjuk ezt a fajta szegmentálást.

A képfeldolgozásra használt neuralis hálók általában 
mély convolutiós neuralis hálók (deep convolutional 
neu ral networks, DCNN). A mély convolutiós neuralis 
hálók a bemeneti képen egymás után több convolutiót 
alkalmaznak [11]. Bináris klasszifikáció esetén a bemene-
ti képen elvégzett convolutiók olyan képet eredményez-
nek, amely mindegyik pixel, illetve voxel előtérhez – ese-
tünkben: térdporchoz – való tartozásának valószínűségét 
tartalmazza.

Az egyik, kimondottan orvosi képek szegmentálásá-
hoz fejlesztett convolutiós neuralis háló az úgynevezett 
U-Net [12]. Ennek az architektúrának a lényege az, 
hogy először csökkenti a képméretet, ezzel egy időben 
pedig növeli a képcsatornák számát, majd egy minimális 
méret elérése után, fordított eljárással, növeli a képmére-
tet és csökkenti a képcsatornák számát. (Az elnevezés, 
„U-Net” az U betű alakjából mint analógiából szárma-
zik.) Absztrahálva, az első, csökkentő szakaszban a háló-
zat a kép fő részeit azonosítja, majd a második, növelő 
szakaszban a fő részek elhelyezkedését pontosítja.

Architektúra

A U-Net architektúrát Ronneberger és mtsai mutatták be 
2015-ben [12]. Eredetileg 2D képekre fejlesztették ki, 
az architektúra azonban könnyedén általánosítható tet-
szőleges dimenziójúvá. Mivel esetünkben az MR-felvé-
telek háromdimenziósak, és a keresett objektum, a térd-
porc is térbeli képződmény, logikus, ha a mesterséges 
intelligencia is térben végzi a convolutiós és deconvolu-
tiós műveleteket. Bárminemű egyszerűsítés 2D képekre 

információveszteséggel járna, ami elkerülendő a lehető 
legpontosabb eredmények érdekében. Az általunk hasz-
nált architektúrát az 1. ábra mutatja be.

A használt architektúra bemenete tehát esetünkben 
nem egy n-csatornás 2D kép, hanem egy n-csatornás 3D 
kép. Az egy convolutióra jutó adatpontmennyiség 2D 
képek esetén – a gyakran használt 512 × 512-es mérettel 
számolva – 5122 = 218. A 3D kép esetében a számítási 
kapacitást szem előtt tartva úgy választjuk a képméretet, 
hogy ez a szám ne nőjön (számottevően). A kiválasztott 
méret a 64 × 64 × 64, ugyanis 643 = 5122 = 218.

Az eredeti U-Net architektúrával megegyezően mi is 5 
szint mélységű hálót használunk, azonban a kezdeti 64 
csatornát 16-ra csökkentjük, tekintettel a plusz egy di-
menzióból származó megnövekedett számítási kapaci-
tásigényre. A legalsó szinten így az eredeti 64 × 64 × 64 
méretű képben foglalt információ egy 4 × 4 × 4 × 256 
méretű tenzorba koncentrálódik.

Fontos megemlíteni, hogy a U-Net architektúránk 
minden szintjén batchnormalizációt használunk, mely 
fontos szerepet játszik a háló gyors konvergálásában 
[13].

Térd-MR-felvételek

Az Uzsoki Utcai Kórház MR-laboratóriumában 2018. 
01. 01. és 2020. 05. 31. között 180 térd-MR-vizsgálatot 
egészítettünk ki a jelen kutatás céljából végzett extrafel-
vétel-készítéssel. A vizsgálatból kizáró tényező nem volt, 
bármely, kellően kooperáló páciensen elvégeztük. A tré-
ninghalmazt képező alanyok szelektálása nem volt szük-
séges, sőt a heterogenitás (bármilyen korú és állapotú 
beteg) a mesterséges intelligencia tanítása céljából elő-
nyös volt, hogy minél többféle felvétel feldolgozására 
alkalmas legyen.

A térdízület lágy részeinek pontos ábrázolására olyan 
standard szekvenciát kerestünk, mely egyrészt vékony 
szeletes izometrikus 3D ábrázolásra képes, másrészt a 
különböző szöveteket kellően széles jelintenzitási skálán 
ábrázolja. Erre nekünk a T2 Trufi 3D szekvencia bizo-
nyult megfelelőnek. A felvételek az Uzsoki Utcai Kórház 
MAGNETOM Verio típusú, 3T mágneses térerejű MR-
készülékén (Siemens, München, Németország) axiális 

1. ábra Az általunk használt neuralis hálózat architektúrája
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síkban, 0,5 mm × 0,5 mm × 0,5 mm voxel méretben 
készültek. A 2. és 3. ábrán egy coronalis és egy sagittalis 
metszetet mutatunk be ugyanarról a térdről, ezekkel a 
beállításokkal.

További feldolgozás előtt a felvételek anonimizálásra 
kerültek.

A mesterséges intelligencia tanítása az úgynevezett 
tréninghalmaz, más néven tanítóhalmaz segítségével tör-
ténik: példákat mutatunk neki, amelyek alapján megta-
nulja felismerni, megkülönböztetni azokat a szövettö-
megeket, kórképeket vagy más paramétereket, amelyeket 
elvárunk tőle. A tanítás során minél több ilyen mintapél-
dát tudunk mutatni, annál inkább képes lesz az általános 
összefüggések felismerésére, „megértésére”.

Ha azt várjuk el a mesterséges intelligenciától, hogy 
határozza meg az MR-felvételen a térdporcfelületek el-

helyezkedését, pontos geometriáját, akkor a tréninghal-
mazt képező felvételeken szükséges neki bejelölni ezeket 
a szövettömegeket. Ezt a bejelölést hívjuk szemantikus 
szegmentálásnak, vagy röviden szegmentálásnak.

A szegmentálás helyessége képezi a tréninghalmaz ta-
nítási effektusának alapját, így orvosi szempontból is 
igen fontos a pontos, konzekvens, egyértelműen repro-
dukálható szegmentálás.

A mesterséges intelligencia tanítását előkészítő szeg-
mentálás elsősorban manuálisan végzett munka, mely-
nek keretében az erre szolgáló szoftver segítségével a 
munkatárs berajzolja a releváns területet. Ezt az „ecset” 
nevű eszköz segítségével végzi (szabadkézi rajzolás), 
vagy poligonillesztést, Bézier-görbe-, illetve kvadratikus-
görbe-illesztést végez. A manuális munkát megkönnyít-
hetik bizonyos automatikus vagy félautomatikus mód-
szerek, úgymint ’thresholding’, határvonalak detektálása, 
régiónövelés, kontúrkövetés, alakzatillesztés.

Mind a gépi, mind a manuális módszernek megvannak 
a maga előnyei és hátrányai is. A gépi félautomata gyors, 
de önmagában nem elég, hiszen csak egyszerű szabályok 
szerint tud jelölni, szemantikusan nem; a manuális vi-
szont költséges és lassú, valamint személyfüggő: az inter- 
és intraoperátori variabilitás miatt nem reprodukálható 
tökéletesen. A manuális szegmentálás további nehézsé-
ge, hogy a mesterségesintelligencia-rendszer pixel/voxel 
méretben értékeli a bejelölt adatokat, ami az ember szá-
mára a számítógép képernyőjén eredendően értelmezhe-
tetlenül kis méretben jelenik meg. Ezen lehet segíteni 
nagyítással („zoom” funkció), de az emberi megítélés 
bizonyos nagyításon felül szintén nehezen értelmez. Az 
emberi szem számára egy túlságosan felnagyított kontúr 
inhomogén, szabálytalan elrendezésű, szürke sávként áb-
rázolódik, melyen pixelnyi pontossággal meghatározni a 
kontúrt igen nehéz, nem egyértelmű. Így külön feladat 
volt az optimális nagyítási tartomány meghatározása is.

További nehézséget jelentett, hogy míg a porcszövet 
teherviselő felületei általában tisztán ábrázolódnak az 
MR-felvételen, az oldalsó, a condylust körbevevő véko-
nyabb porcszövetek pontos meghatározása gyakran még 
a radiológus számára is gondot jelent. Ugyanakkor mivel 
ezek a porcszövetrészek sem donor-, sem recipiensterü-
letként nem relevánsak, létrehozunk egy külön szegmen-
tálási osztályt ezeknek a nehezen felismerhető területek-
nek a jelölésére, melyeket ennek segítségével egyes 
kísérleteknél a mesterséges intelligencia tanításából ki-
zártunk.

A szegmentálási munkát a MedInnoScan Kutatás-fej-
lesztési Kft. által fejlesztett és a kutatás számára térítés-
mentesen rendelkezésre bocsátott szegmentálószoftver 
segítségével végeztük.

Tréning- és teszthalmaz

A fentebb már említett módszerekkel az MR-felvételek 
kétféle méretben készültek: 160 × 320 × 320, valamint 
144 × 320 × 320. Az inferálást tekintve ezek kedvező 

2. ábra A TPR (szenzitivitás) értékeinek eloszlása a teszthalmaz MR-
felvételén

3. ábra A TNR (specificitás) értékeinek eloszlása a teszthalmaz MR-fel-
vételén
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méretek, ugyanis mindegyik irányban osztható mindkét 
méret 16-tal. A felvételeket a [0, 1]-es tartományra nor-
malizáltuk.

A tanításhoz az adathalmazt a következőképpen gene-
ráltuk. A rendelkezésre álló felvételek 60%-át a tréning-, 
40%-át pedig a teszthalmazhoz rendeltük hozzá. Ezután 
minden MR-felvételből, illetve az ahhoz tartozó, a ma-
nuális szegmentálásból származó maszkból 50-50 db, 
64 × 64 × 64-es kockát vágtunk ki, véletlenszerű elhe-
lyezkedéssel. A tréningteszt szétosztása a felvételek szint-
jén történt, tehát egy felvételből nem kerülhettek részek 
a tréning- és a teszthalmazba is.

Fontos kitérni a képekben fellelhető kiegyensúlyozat-
lanságra az osztályokat illetően. A tréninghalmazt tekint-
ve megállapítható, hogy a maszkoknak átlagban csupán 
3,18 ± 2,87%-a tartozik a térdporchoz, a medián érték 
pedig 2,78%. Egy ilyen mértékű kiegyensúlyozatlanság 
esetén fennáll a veszélye annak, hogy a tanítás során a 
háló minden voxelt háttérként (azaz nem porcként) osz-
tályoz, hiszen ebben az esetben a pontosság már 97% 
körül lenne. Ebből két következtetés vonható le: egy-
részt ’under-/oversampling’ segítségével, másrészt az 
osztályok súlyozásával ki kell küszöbölni a kiegyensúlyo-
zatlanságot, illetve a pontosság helyett más, a valóságot 
jobban leíró mutatók használata szükséges.
A 64 × 64 × 64-es képek előállításakor ezért felvételen-
ként a képek osztályeloszlását úgy határoztuk meg, hogy 
harmaduknál a térdporc aránya alacsony, harmaduknál 
közepes, harmaduknál magas legyen. Az alacsony, köze-
pes, magas arányokat az adott felvételen található térd-
porcot tartalmazó ’bounding box’ térdporcarányának a 
0–33%, 33–66%, illetve 66–100%-os ’percentile score’ 
tartományokba esőként határoztuk meg.

Az eredmények értékelése

Az eredmények értékeléséhez a true positive rate (TPR) 
és a true negative rate (TNR), valamint a Dice similarity 
coefficient (DSC) mutatók használata mellett döntünk, 
melyek matematikai definíciói a következők:

TPR =
TP

TP+FN
; TNR =

TN

TN+FP
; DSC =

2TP

2TP+FP+FN

A TP (true positive), TN (true negative) változók a 
térdporcként, illetve nem térdporcként jelölt és a háló 
által helyesen felismert voxelek számát, míg a FN (false 
negative), FP (false positive) változók a háló által tévesen 
meghatározott voxelek számát jelölik.

Így a TPR (magyarul: szenzitivitás) azt mondja meg, 
hogy a valóban porcot ábrázoló voxelek hányad részét 
jelölte a hálózat is porcnak. Analóg módon, a TNR (ma-
gyarul: specificitás) a helyesen jelölt nem porc voxelek 
arányát adja meg az összes nem porc voxelből.

A DSC a szegmentációs feladatokban gyakran használt 
mutató, mely lényegében a tényleges és a javasolt szeg-

mentációk közös részét (true positive) arányítja a tévesen 
felismert részekhez (false positive, false negative).

Mindhárom mutató (TPR, TNR, DSC) a [0, 1] inter-
vallumban vesz fel értékeket, és ha a háló tökéletesen 
működik, akkor mindhárom mutató értéke 1.

Hardver- és szoftverkörnyezet

A MedInnoScan Kft. által a kutatás számára biztosított, 
Microsoft Azure virtuális szerver 4 db Tesla K80-as 
’graphics processing unit’ egységet tartalmaz. Ezen a 
Google cég által fejlesztett, nyílt forráskódú Tensorflow 
könyvtár 2.2-es verzióját használva építettük fel hálóza-
tunkat.

Kísérletek

A neuralis hálót először az eredeti verziójában futtattuk, 
ez képezte a 0. kísérletet. Ezek után különböző módsze-
reket alkalmaztunk az eredmények potenciális javítására.
a)   A háló generalizálóképességét elősegítendő [14] az 

a  kísérlet tárgya egy olyan adataugmentáció volt, 
melyben a 64 × 64 × 64-es képeken kismértékű 
(–10% … +10%), tengelyenként véletlenszerű nagyí-
tást, illetve kicsinyítést alkalmaztunk (affin transzfor-
máció). A TPR csekély javulását láthatjuk ennek kö-
vetkeztében, azonban a TNR és a DSC ezzel szemben 
enyhén romlik, vagyis a fals pozitívok növekedésével 
jár a kísérlet.

b)   A manuális szegmentálásnál bizonytalanság miatti ki-
zárásra használt osztályt a képek, vagyis az egyes 
sample-ek súlyozásához használtuk fel. A b és a c kísér-
let azt célozza, hogy ezeken a területeken a hiba ne 
propagálódjon vissza, hiszen nem biztos, hogy a való-
ságban ténylegesen falsok. Ehhez a két kísérlet két 
különböző megközelítést használ: a súlyozás az 
egyiknél voxelenként, a másiknál pedig sample-en-
ként történik. A b kísérletnél, ha egy voxel a kizárt 
osztályhoz tartozik, akkor a tanítás során a hibákat 
összesítő hibafüggvénynek az ebből a voxelből szár-
mazó részértéke 0.

c)   A c kísérletnél minden mintához egy szorzót rende-
lünk 0 és 1 között. Ez a szorzó akkor magas, ha a 
mintához arányaiban véve sok kizárt osztályhoz tarto-
zó voxel van. Az ilyen voxelek száma a szorzó számí-
tásakor nemcsak az összes voxel számához, hanem a 
sample-ben található térdporchoz tartozó voxelek 
számához is aránylik. Mind a b, mind a c kísérlet a 
TPR-mutató jelentős javulását jelzi, miközben a má-
sik két mutató romlása kisebb mértékű, mint az a kí-
sérlet esetében. A mintánkénti súlyozás (c) egy árnya-
lattal jobb eredményt hoz, mint a voxelenkénti 
súlyozás (b).

d)   A d kísérlet tárgya egy alternatív hibafüggvény teszte-
lése. A fokális hibafüggvény lényege, hogy csak a leg-
nagyobb hibákat propagálja vissza [15]. Ezáltal 
 egyfajta rugalmasságot kölcsönöz a hálónak. E rugal-
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masság előnyös lehet a bizonytalan osztályozású terü-
letek szempontjából. A kísérlet azonban mind a 
 TPR-, mind a DSC-mutató nagyon jelentős romlását 
hozza, így nem váltja be a hozzá fűzött reményket.

e)   A térdporcosztály kiegyensúlyozatlanságát kiküszö-
bölendő, a térdporchoz tartozó voxelek mintákban 
történő eloszlásán túl a hibafüggvény további mani-
pulációja volt az e kísérlet célja. Az osztálysúlyozás 
azon alapul, hogy az alulreprezentált osztály hibáját, 
tehát esetünkben a valójában a térdporchoz tartozó 
voxelek hibáit egy szorzóval látjuk el [16]. A szorzó 
kiszámításának alapját a tréninghalmazban található 
osztályeloszlás képezte. A kísérlet nagyságrendi javu-
lást mutat a TPR terén. Azonban – mint a többi kísér-
let során, ennél a kísérletnél is – a TPR növekedése a 
fals pozitív arány növekedésével is jár, bár ez itt relatí-
ve kisebb mértékű.

f)   Mivel a térdporc a felvételeken nagyjából hasonló he-
lyen található, és a térdporc orientációja minden fel-
vételen megegyezik, logikusnak tűnik segíteni a hálót 
azzal a pluszinformációval, hogy a 64 × 64 × 64-es 
képben foglalt voxelekhez milyen koordináták tartoz-
nak. Ezért az f kísérletben az MR-felvételből kivágott, 
64 × 64 × 64-es képeket három további csatornával 
láttuk el, melyek az x, y és z koordinátákat tartalmaz-
zák, normalizálva. A többi kísérlethez hasonlóan a 
TPR-mutató javul, a másik kettő azonban enyhén 
romlik.

g)   Utolsó, g kísérletünkben három, a TPR-mutató leg-
nagyobb javulását hozó, előző kísérletet vegyítettünk. 
Meglepő módon az eredmények elmaradnak az e kí-
sérletben tapasztaltaktól. Mint az a többi kísérletben 
is megfigyelhető, a TPR-mutató javulása ez esetben is 
a TNR- és a DSC-mutató enyhe romlásával jár.

Eredmények

Az eredmények meghatározásához a hálózatot a teszt-
halmaz összes képén inferáltuk, és ezen szegmentációk 
pontosságát vizsgáltuk.

A kísérletek eredményeit az 1. táblázat tartalmazza.

1. táblázat A neuralis hálózat különböző módszerekkel történő tanítási kí-
sérleteinek eredményei

Kísérlet TPR TNR DSC

0. Eredeti verzió 0,8022 0,9967 0,8056

a Transzformáció 0,8108 0,9961 0,7934

b Voxelenkénti mintasúlyozás 0,8337 0,9964 0,8049

c Sample-enkénti mintasúlyozás 0,8399 0,9966 0,8069

d Fokális hibafüggvény 0,5810 0,9981 0,3279

e Osztálysúlyozás 0,9484 0,9884 0,8132

f Koordinátacsatorna 0,8239 0,9958 0,7916

g Vegyes (b, d, f) 0,9532 0,9873 0,7967

DSC = Dice hasonlósági együttható; TNR = specificitás; TPR = szen-
zitivitás

4. ábra A DSC (Dice hasonlósági együttható) eloszlása a teszthalmaz 
MR-felvételein

5. ábra A klasszifikáció valószínűségi értékeinek hisztogramja a teszthal-
maz MR-felvételein

Megállapítható, hogy az e kísérlet hozta a legjobb 
eredményt a DSC tekintetében, és a TPR és a TNR is 
csak kissé marad el a legjobbtól. Tehát az e kísérletnek 
megfelelő hálózatot választottuk mint a legjobbat, és en-
nek eredményét tekintjük munkánk eredményének.

Az eddig tárgyalt eredmények a fentebb leírtak szerint 
előállított teszthalmaz sample-jeire vonatkoztak. Cél-
szerű azonban megvizsgálni az eredményeket a teszt-
halmazhoz sorolt egész MR-felvételekre vonatkoztatva 
is. A 4., 5. és 6. ábra a TPR-, a TNR- és a DSC-mutató 
eloszlását mutatja az egyes felvételekre vetítve, az e kísér-
let szerint inferálva.

Átlagosan a teszthalmazhoz tartozó MR-felvételeken 
a mesterséges intelligencia a térdporc 89,54 ± 5,19%-át 
ismerte fel helyesen, ugyanez az érték a háttérhez tarto-
zó voxelek esetében 99,80 ± 0,05%. A medián értékek 
88,78%, illetve 99,81%. A 2. táblázat összefoglalja ezen-
kívül a legjobb és a legrosszabb eredményeket is.

Szintén érdekes megnézni egy adott MR-felvételen 
belül a mesterséges intelligencia által kiszámított valószí-
nűségek eloszlását. A 7. ábra a teszthalmaz egy tetsző-
leges MR-felvételéhez tartozó inferálás eredményeit 
 mutatja egy, a valószínűségeket bemutató logaritmikus 
hisztogram formájában.



359ORVOSI HETILAP  2021  ■  162. évfolyam, 9. szám

EREDETI  KÖZLEMÉNY

Jól kivehető az egyértelmű bimodális eloszlás, mely 
arra bizonyíték, hogy a mesterséges intelligencia maga-
biztosan osztályozza a voxeleket.

Végül, az érthetőség kedvéért, a 8. és a 9. ábra bemu-
tatja ugyanannak a femoralis térdporc-morfológiának a 
kézi, illetve a mesterséges intelligencia által meghatáro-
zott változatát.

Az eredmények mind optikailag, mind a számok fé-
nyében bizakodásra adnak okot. Ám további munkánk-
ban a kísérletek során megfigyelt TPR-javulás és egyide-
jűleg a TNR-, valamint DSC-romlás, vagyis a fals 

pozitívok – tehát a mesterséges intelligencia által a térd-
porcosztályhoz rendelt, valójában azonban a háttérhez 
tartozó voxelek – számának növekedése megoldandó 
feladat. Egy következő lépésben a hibafüggvény további 
manipulációja szükséges ennek megakadályozására. 
Szintén szükséges az adathalmazok további növelése és a 
felvételeken a problémás területek pontos feltérképezése, 
lokalizációja.

Megbeszélés

A porchoz tartozó voxelek 90%-os felismerése bizako-
dásra ad okot a műtéti tervezésben való gyakorlati hasz-
nosíthatóság tekintetében. A tévesen kihagyott, 10% vo-
xel többsége olyan területen van, a porcszövet szélén, 
amely nem releváns az osteochondralis allograftok szem-
pontjából. Egy másik jelentős része a porc sérült, kopott 
területe mellett van, ahol a szakorvosoknak is nehéz 
megállapítaniuk, hogy egy-egy voxel még porcszövetet 
ábrázol, vagy már nem tekinthető annak. Mindezzel 
együtt, további munkánk során ezt a pontosságot kíván-
juk növelni, részben a mesterséges intelligencia fejleszté-

2. táblázat A hálózat teszthalmazon kiértékelt eredményeinek különböző 
értékei a teszthalmaz elemei szerint

TPR TNR DSC

Legrosszabb 0,7988 0,9965 0,7326

Átlag 0,8954 0,9980 0,8161

Medián 0,8878 0,9981 0,8181

Legjobb 0,9677 0,9989 0,8669

DSC = Dice hasonlósági együttható; TNR = specificitás; TPR = szen-
zitivitás

7. ábra A mesterséges intelligencia által meghatározott femoralis térd-
porc-geometria (ugyanannak a porcnak a gépi feldolgozása, 
amely a 6. ábrán is látható)

8. és 9. ábra Ugyanannak a femoralis térdporc-morfológiának a kézi, illetve a 
mesterséges intelligencia által meghatározott változata

6. ábra Egy kézzel meghatározott femoralis térdporcgeometria



2021  ■  162. évfolyam, 9. szám ORVOSI HETILAP360

EREDETI  KÖZLEMÉNY

sével, részben további MR-felvételek bevonásával a taní-
tásba.

Ezzel párhuzamosan dolgozunk a sérült területek fel-
ismerésén is. E két feladat végrehajtása után a donor por-
cáról, illetve a várakozó recipienseknek szükséges porcról 
matematikai modell készíthető, és az ideális párosítás 
optimalizációs algoritmusokkal megállapítható lesz.

Reményeink szerint munkánkkal hozzájárulhatunk 
majd a porckopás népegészségügyi szempontból is jelen-
tős problémájának kezeléséhez.

Anyagi támogatás: A jelen kutatást a Magyar Kormány 
2019. évi Tudományterületi Kiválósági Programja (TKP) 
finanszírozta, a Bioimaging kategóriában.

Szerzői munkamegosztás: H. L. és H. Gy. az ortopédiai 
szakmai részt írták, E. Zs. a radiológiait, Sz. P., S. J., 
Sz.  E. pedig a mesterséges intelligenciával kapcsolatos 
részt. A cikk végleges változatát valamennyi szerző elol-
vasta és jóváhagyta.

Érdekeltségek: Sz. P. és S. J. a MedInnoScan Kft. tulajdo-
nosa, illetve munkatársa, mely cég orvosi diagnosztikai 
célú mesterséges intelligenciák fejlesztésével foglalkozik. 
A többi szerzőnek nincsenek érdekeltségei.
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