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Optimization inspired on herd immunity applied to
non-hierarchical grouping of objects
Otimização inspirada na imunidade de rebanho aplicada ao agrupamento não
hirárquico de objetos

Alfredo Silveira Araújo Neto1*

Abstract: Characterized as one of the most important operations related to data analysis, one non-hierarchical
grouping consists of, even without having any information about the elements to be classified, establish upon a
finite collection of objects, the partitioning of the items that constitute it into subsets or groups without intersecting,
so that the elements that are part of a certain group are more similar to each other than the items that belong to
distinct group. In this context, this study proposes the application of a meta-heuristic inspired by herd immunity
to the determination of the non-hierarchical grouping of objects, and compares the results obtained by this
method with the answers provided by four other grouping strategies, described in the literature. In particular, the
resulting arrangements of the classification of 33 benchmark collections, performed by the suggested algorithm,
by the metaheuristic inspired by the particle swarm, by the genetic algorithm, by the K-means algorithm and
by the meta-heuristic inspired by the thermal annealing process, were compared under the perspective of 10
different evaluation measures, indicating that the partitions established by the meta-heuristic inspired by the herd
immunity may, in certain respects, be more favorable than the classifications obtained by the other clustering
methods.
Keywords: Cluster analysis — metaheuristic — bio-inspired computing

Resumo: Caracterizando-se com uma das mais importantes operações relacionadas à análise de dados, um
agrupamento não hierárquico consiste em, mesmo sem dispor de quaisquer informações acerca dos elementos
a classificar, estabelecer sobre uma coleção finita de objetos, o particionamento dos itens que a constituem em
subconjuntos ou grupos sem interseção, de forma que os elementos que fazem parte de um determinado grupo
são mais semelhantes entre si, do que os itens que pertencem a grupo distinto. Neste contexto, este estudo
propõe a aplicação de uma meta-heuriśtica inspirada na imunidade de rebanho à determinação do agrupamento
não-hierárquico de objetos, e compara os resultados obtidos por este método com as respostas fornecidas por
outras quatro estratégias de agrupamento, descritas na literatura. Em particular, os arranjos resultantes da
classificação de 33 coleções de referência, realizada pelo algoritmo sugerido, pela meta-heurı́stica inspirada no
enxame de partı́culas, pelo algoritmo genético, pelo algoritmo K-means e pela meta-heurı́stica inspirada no
processo térmico de recozimento, foram comparados sob a perspectiva de 10 medidas de avaliação distintas,
indicando que as partições estabelecidas pela meta-heuriśtica inspirada na imunidade de rebanho podem,
sob determinados aspectos, ser mais favoráveis do que as classificações obtidas pelos outros métodos de
agrupamento.
Palavras-Chave: Análise por agrupamentos — meta-heurı́stica — computação bioinspirada
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1. Introdução

Os rápidos avanços das tecnologias relacionadas à coleta e ao
armazenamento de dados em formato eletrônico têm permi-
tido às organizações o acúmulo de um volume de informações
demasiadamente elevado. Entretanto, por consequência da

alta dimensionalidade, complexidade e, ocasionalmente, dis-
tribuição geográfica heterogênea desses dados digitais, a ob-
tenção de inferências úteis com base nesses grandes bancos
de informações tem-se apresentado como uma atividade bas-
tante difı́cil de ser empreendida, que frequentemente exige a
aplicação de métodos não usuais. Desta forma e consoante
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[1], o emprego de técnicas sofisticadas de análise de dados,
capazes de atuar sobre grandes respositórios a fim de identi-
ficar padrões consistentes que, de outra forma, permaneceriam
desconhecidos, tem sido frequentemente experimentado.

Uma das mais importantes operações relacionadas à a-
nálise de dados, consiste em classificar ou agrupar os obje-
tos em um conjunto de categorias ou grupos, de forma que
os elementos relacionados a um mesmo grupo apresentem
caracterı́sticas equivalentes, de acordo com um determinado
critério. Com efeito, verifica-se que a classificação desem-
penha um importante e indispensável papel no desenvolvi-
mento humano, haja vista que para melhor compreender um
novo objeto ou fenômeno, as pessoas frequentemente procu-
ram identificar as caracterı́sticas descritivas dos mesmos, no
intuito de comparará-las com àquelas que pertencem a objetos
ou fenômenos conhecidos [2].

Fundamentalmente, os sistemas de classificação podem
ser decompostos em sistemas supervisionados e sistemas não
supervisionados. A classificação supervisionada emprega uma
coleção de objetos previamente qualificados, e o problema
consiste em agrupar novos objetos, ainda não categorizados,
com base nas informações obtidas por meio dos elementos já
classificados. Na classificação não supervisionada, também
denominada de análise de agrupamentos ou análise explo-
ratória de dados, não existem rótulos de dados dispóniveis,
e o objetivo é decompor uma coleção finita de objetos não
categorizados, em um conjunto finito de grupos ”naturais”. O
emprego de técnicas de análise de agrupamentos provém da
necessidade de se investigar dados de natureza desconhecida
sem que exista qualquer conhecimento prévio acerca dos mes-
mos, promovendo a divisão dos objetos em uma coleção
de subgrupos relativamente homogêna, com base em uma
medida, frequentemente referenciada como dissimilaridade,
distância ou similaridade. Desde que a medida de dissimila-
ridade constitui um aspecto essencial para os procedimentos
de classificação, a sua seleção deve ser empreendida de forma
criteriosa e diligente, inclusive considerando a natureza e a es-
cala dos atributos empregados na representação dos elementos.
Com efeito, uma das mais difundidas métricas empregadas
para determinar a dissimilaridade entre objetos retratados por
intermédio de atributos contı́nuos, consiste na distância Eu-
clidiana, a qual é denotada pela expressão

d(oi,o j) =

[
d

∑
k=1

((oi,k−o j,k)
2

](1/2)

=‖ oi−o j ‖2 (1)

onde oi = (ai1,ai2, . . . ,aid) e o j = (a j1,a j2, . . . ,a jd) ∈ Rd , e,
aid e a jd são denominados atributos, dimensões ou carac-
terı́sticas [2, 3, 4, 5].

Diferentes crı́terios de agrupamento, algoritmos de agru-
pamento distintos, ou ainda parâmetros distintos empregados
para o mesmo algoritmo, podem resultar em partições comple-
tamente desiguais, a exemplo dos seres humanos, que quando
classificados conforme sua etnia, região, situação econômica,

grau de instrução, peso ou altura, podem originar grupos inte-
gralmente distintos [2, 4].

De acordo com [6, 4], os problemas de classificação não
supervisionada podem ser categorizados em não exclusivos e
exclusivos. Na classificação não exclusiva, cada objeto pode
estar associado simultaneamente a mais de grupo, assim, me-
diante uma relação na qual um mesmo elemento compartilha
alguma fração de diferentes grupos, a função de pertinência
que denota o vı́nculo entre o objeto e o grupo, admite valores
no intervalo compreendido entre 0 e 1. Sob outra perspec-
tiva, na classificação exclusiva, cada elemento da coleção
de objetos, que nesta circunstância vincula-se a exatamente
um subconjunto ou agrupamento, é associado por intermédio
de uma relação de pertinência binária, na qual o valor 1 in-
dica que o objeto está contido no grupo, enquanto que o
valor 0 denota que o objeto não está incluı́do. Adicional-
mente e de acordo com o tipo de estrutura imposta sobre os
dados, os problemas de classificação exclusivos são subdivi-
didos em hierárquicos e não-hierárquicos. As classificações
ou agrupamentos hierárquicos, correspondem a um proce-
dimento que tem como objetivo estabelecer uma sequência
de partições aninhadas com base nas dissimilaridades entre
os objetos, enquanto que as categorizações ou agrupamentos
não-hierárquicos, consistem na divisão da coleção de objetos
em subconjuntos sem interseção, de modo que cada elemento
esteja precisamente em um subconjunto.

O problema do agrupamento não-hierárquico pode ser for-
malmente definido como se segue. Dado um conjunto de obje-
tos O= {oi}, i= 1, . . . ,n, no qual cada elemento é descrito por
intermédio de um vetor d-dimensional oi =(ai1,ai2, . . . ,aid)∈
Rd , tem-se que um método de agrupamento não-hierárquico
procura estabelecer uma K-partição de O, G = {g j}, j =
1, . . . ,K (K < n), de modo que: cada grupo, g j, contenha pelo
menos um objeto, g j 6= /0 , j = 1, . . . ,K; cada objeto, oi, seja
pertinente a um determinado grupo,

⋃K
j=1 g j = O; cada ob-

jeto, oi, seja pertinente a exatamente um grupo, g j1
⋂

g j2 = /0,
j1 6= j2. O valor K pode ou não ser conhecido e um critério
de avaliação, classificado como local ou global, deve ser ado-
tado. Um critério global representa cada grupo por meio
de um protótipo e associa os objetos aos grupos segundo o
protótipo mais similar. Sob outra perspectiva, um critério
local constitui os grupos utilizando a própria estrutura dos
dados, a exemplo de grupos que podem ser estabelecidos a
partir da identificação de regiões de alta densidade no espaço
de objetos, ou por meio da associação de um objeto e seus
K vizinhos mais próximos, a um mesmo grupo em particular
[2, 7].

A solução teórica para o problema do agrupamento não-
hierárquico é direta e de fácil entendimento: define-se um
critério, avaliam-se todas as partições constuı́das de K gru-
pos e por fim seleciona-se a partição que otimiza o critério
estipulado. A primeira dificuldade desta abordagem reside em
estabelecer um critério que represente o conceito de grupos
em uma formulação matemática adequada, haja vista que os
critérios de avaliação são bastante dependentes dos parâmetros
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do problema, devem ser simples sob a perspectiva do esforço
computacional, porém complexos o suficiente para refletir as
diversas estruturas dos dados. A segunda dificuldade com
este método consiste no número de partições, que é excessiva-
mente elevado mesmo para um moderado número de objetos,
tornando imprática a avaliação de um critério, mesmo que
simples, em relação a todas as partições. De fato, o número de
diferentes partições de n objetos em K grupos é determinado
pela expressão

S(n,K) =
1

K!

K

∑
j=1

(−1)K− j
(

K
j

)
( j)n (2)

e, embora existam somente 34.105 partições distintas de 10
objetos em quatro grupos, este número eleva-se para aproxi-
madamente 11.259.666.000 se 19 objetos precisam ser parti-
cionados em quatro grupos [4].

Com o propósito de evitar esta súbita elevação combi-
natória, a função critério pode ser avaliada somente para um
subconjunto admissı́vel de partições. Neste sentido, a abor-
dagem mais frequente consiste em promover a otimização
da função critério por meio do emprego de um método ite-
rativo, que inicia com uma partição preliminar e desloca os
objetos de um grupo para o outro com o objetivo de melhorar
o parâmetro de avaliação. A mais intuitiva e mais reitera-
da função critério empregada pelas técnicas de agrupamento
não-hierárquico consiste no erro quadrático, que para uma K-
partição de O = {oi}, i = 1, . . . ,n em G = {g j}, j = 1, . . . ,K
(K ≤ n), pode ser estabelecido por meio da igualdade

e2(O,G) =
K

∑
j=1

n j

∑
i=1
‖ o j

i −m j ‖2 (3)

onde o j
i denota o i-ésimo objeto associado ao j-ésimo grupo,

n j expressa o número de objetos do j-ésimo grupo e

m j =
1
n j

n j

∑
i=1

oi (4)

retrata a média ou protótipo do j-ésimo grupo [4, 3].
Muitos dos problemas de otimização, sejam de natureza

prática ou teórica, consistem em investigar e identificar o
melhor arranjo de um dado conjunto de variáveis a fim de
alcançar um determinado resultado. As variáveis manipu-
ladas durante o procedimento de identificação, podem ser de
natureza discreta ou contı́nua, e, dentre as estratégias que
se propõem a examinar os arranjos retratados por variávies
contı́nuas, situam-se os problemas de otimização combinatória.
Formalmente, dados um conjunto de variáveis V = {vi}, i =
1, . . . ,n, sujeitas a determinadas restrições e pertencentes aos
domı́nios D1 . . .Dn, uma função critério f : D1×·· ·×Dn→
R+ a ser minimizada e um conjunto S de todos os resultados
viáveis, solucionar um problema de otimização combinatória

P = (S, f ) consiste em identificar uma solução s∗ ∈ S que
conduz ao valor mı́nimo do critério de avaliação, ou seja,
f (s∗) ≤ f (s), ∀s ∈ S. Por conta de sua importância prática,
os problemas de otimização combinatória têm sido frequente-
mente endereçados por intermédio de técnicas exatas e apro-
ximativas. As estratégias exatas, a despeito de serem aptas
a invariavelmente identificar soluções que resultam no valor
mı́nimo da função critério, podem eventualmente requerer
um tempo de processamento indamissı́vel. Em contrapartida,
os métodos aproximativos, não obstante sejam capazes de
determinar soluções a um custo de processamento significa-
tivamente menor, se comparados às estratégias exatas, são
inaptos em assegurar que os resultados alcançados conduzam
ao valor mı́nimo do critério de avaliação estebelecido [8].

Minimizar a função critério determinada pela equação 3
constitui um problema NP-difı́cil mesmo para K = 2, desta
forma e considerando que a maioria das operações de parti-
cionamento pode ser eventualmente caracterizada como prob-
lemas de otimização combinatória, o esforço computacional
torna-se crı́tico quando coleções de objetos mais extensas
precisam ser examinadas [4, 3, 9].

Além da introdução, este trabalho compreende quatro
seções adicionais, as quais estão organizadas conforme indi-
cado a seguir. A seção 2 descreve o método meta-heurı́stico
inspirado na interrupção da cadeia de transmissão de uma
doença contagiosa e refere como o processo de contaminação,
recuperação e, eventualmente, óbito, dos indivı́duos de uma
população suscetı́vel a uma infecção, pode ser estruturado
a fim estabelecer uma estratégia capaz de ser aplicada à
resolução de problemas de otimização combinatória. A seção
3 refere as adequações efetuadas sobre o algoritmo original
com o propósito de aplicá-lo à determinação do agrupamento
não hierárquico. A seção 4 apresenta os experimentos de
avaliação que foram conduzidos com a intenção de comparar
a meta-heurı́stica inspirada na imunidade de rebanho com ou-
tros métodos de agrupamento descritos na literatura. Por fim,
a seção 5 relata, conforme os resultados dos experimentos, as
conclusões obtidas.

2. Otimização inspirada na imunidade de
rebanho

As meta-heurı́sticas representam algoritmos de aproximação,
capazes de obter resultados satisfatórios quando aplicados
à resolução de problemas de otimização. Constituem es-
tratégias simples, robustas e flexı́veis, muitas vezes inspi-
radas em fenômenos naturais, que eficientemente investigam
o conjunto de resultados viáveis e que podem ser empregadas
a uma grande variedade de questões, a fim de determinar
soluções de boa qualidade em um tempo de processamento
aceitável[10, 8].

O algortimo de otimização inspirado na imunidade de
rebanho consiste em uma meta-heurı́stica que reproduz o pro-
cesso de aquisição de imunidade de uma população, quando
submetida ao contato com um vı́rus para o qual os indivı́duos
que a constituem ainda não possuem qualquer proteção natural
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[11].
De acordo com [11, 12], os vı́rus são agentes infecciosos

que se propagam aceleradamente entre os seres de uma po-
pulação e que, em geral, são contidos por intermédio de uma
vacina, capaz de fornecer imunidade ativa contra um micror-
ganismo causador de doenças. Porém, tendo em conta que
em determinadas situações a manifestação de um vı́rus novo,
para o qual ainda não há nenhuma vacina disponı́vel, impos-
sibilita o estabelecimento de uma imunidade generalizada
entre os indivı́duos, as organizações de saúde admitem, com
o propósito de promover a interrupção da contaminação, a
aplicação de duas condutas. A primeira, institui o saneamento,
a desinfecção, o isolamento social dos indivı́duos infectados e
a reclusão dos indivı́duos sadios com os quais os indivı́duos in-
fectados tiveram algum tipo de contato, pelo perı́odo máximo
de incumbação da doença. Já a segunda, faz uso do princı́pio
de imunidade de rebanho a fim de controlar a disseminação
do agente infeccioso.

A imunidade de rebanho é fundamentada na percepção
de que os vı́rus são parasitas que invariavelmente necessi-
tam de um organismo hospedeiro para se multiplicar. Desta
forma, se há na população uma quantidade considerável de
indivı́duos imunes à infecção, o vı́rus deixa de ser transmitido
aos indivı́duos que ainda não se contaminaram, o que, por
consequência, resulta na eliminação da circulação do agente
infeccioso entre aqueles que constituem a população. Um
indivı́duo ainda não contaminado pelo vı́rus é denominado de
indivı́duo suscetı́vel, enquanto que um indivı́duo já infectado é
nomeado como indivı́duo transmissor, que poderá se recuperar
e portanto se tornar imune ou, infelizmente, morrer. Con-
siderando que fatores desfavoráveis conduzem a uma resposta
imunológica menos eficaz, a presença de outras doenças, a
exemplo de diabetes e cancer, ou ainda de problemas cardio-
vasculares, que em geral acometem os indivı́duos de idade
mais avançada, faz com que os idosos eventualmente infec-
tados tenham uma menor perspectiva de restabelecimento
[11, 13].

Usualmente, a proporção de indivı́duos imunes que deve
existir em uma população, a fim de imprimir a erradicação
do contágio descontrolado de uma doença, é determinada
por intermédio da expressão (Ro−1)/Ro, onde Ro representa
o número médio de infecções secundárias que uma pessoa
contaminada pode ocasionar, em uma população constituı́da
por indivı́duos suscetı́veis. Desta maneira, se, por exemplo,
o valor de Ro estiver entre 2 e 3, a imunidade de rebanho
somente será alcançada quando a razão dos indivı́duos re-
sistentes ao vı́rus estiver no intervalo compreendido entre 50%
e 67%. Assim, ainda que indivı́duos transmissores sejam ca-
pazes de propagar o vı́rus, a existência de uma parcela menor
de indivı́duos ainda suscetı́veis proporcionará a interrupção
da circulação da infecção, e é fundamentada neste princı́pio,
que a modelagem matemática do algoritmo inspirado na imu-
nidade de rebanho é constituı́da [11, 13, 14].

Os indivı́duos que compreendem a população manipulada
pelo algoritmo são classificados como suscetı́veis, infectados

ou imunes, e, a fim de proporcionar aplicação do método
sob a perspectiva de uma estratégia de otimização, institui-se
na população uma divisão determinada conforme a seguinte
proporção. O número de indivı́duos suscetı́veis é inicialmente
evelado, enquanto que a quantidade de indı́viduos infectados,
que primeiramente é reduzida, expande-se acelaradamente, se
as recomendações de distanciamento social não forem obser-
vadas, até que todos os infectados estejam imunes, por terem
se recuperado, ou mortos. A princı́pio, não há indivı́duos
imunes e sua quantidade, que é dependente dos infectados
que se recuperam, eleva-se de forma que nas últimas iterações
do algoritmo passem a constituir a maior proporção, o que
por consequência propicia o desaparecimento da epidemia.
Observa-se adicionalmente que o distanciamento social, ad-
mitido pelas organizações de saúde como uma estratégia efi-
caz em reprimir a propagação do vı́rus, é estruturada como
uma operação que afere a diferença entre um dado indivı́duo
e outro qualquer, selecionado da população, que nesta cir-
cunstância poderá ser suscetı́vel, infectado ou imune [11].

De acordo com [11], as etapas do método estruturado
consoante o princı́pio da imunidade de rebanho, expressas no
algoritmo 1, podem ser descritas conforme a seguir:

1. Estabelecer a função critério e os demais parâmetros
de execução: nesta etapa o problema de otimização é
formulado no contexto de uma relação matemática, a
qual consiste em minimizar f (x) x ∈ [lb,ub], onde f (x)
denota a função critério ou razão de imunidade, cal-
culada para cada indivı́duo x = (x1,x2, . . . ,xd) ∈ Rd , e
xi ∈ [lbi,ubi] retrata o gene, atributo ou variável de de-
cisão que caracteriza cada indivı́duo. Os parâmetros de
execução são constituı́dos pelo número preliminar de in-
divı́duos infectados, npi, número máximo de iterações
do algoritmo, nmi, número de indivı́duos da população,
nip, e número de genes de cada indivı́duo, d, além da
taxa de propagação, t p, a qual determina a celeridade
com o que vı́rus contamina os indivı́duos da população,
e da idade máxima dos indivı́duos infectados, im, a qual
demarca o limite da existência que um indivı́duo con-
taminado e não recuperado pode possuir, até que seja
considerado morto;

2. Inicializar a população de indivı́duos: compreende a
inicialização aleatória da população, armazenada em
uma matriz de indivı́duos I bidimensional d×nip

I =


x1

1 x1
2 . . . x1

d
x2

1 x2
2 . . . x2

d
...

... . . .
...

xnip
1 xnip

2 . . . xnip
d


na qual cada linha j de I retrata um indivı́duo x j cujos
atributos são determinados por intermédio da expressão
x j

i = lbi +(ubi− lbi)U(0,1), ∀i = 1,2, . . .d, onde lbi e
ubi denotam respectivamente os limites inferior e supe-
rior dos valores que o atributo xi pode admitir e U(0,1)
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corresponde a um número aleatório situado no intervalo
[0,1]. Adicionalmente, o valor da função critério é de-
terminado para cada indivı́duo, assim como um vetor
de status S de dimensão nip

S =


s1

s2

...
snip


com a ressalva de que para S, npi de seus elementos
serão aletaoriamente inicializados com um, a fim de de-
signar os indivı́duos inicialmente infectados pelo vı́rus,
enquanto que os demais terão valor zero, estabelecendo
os indivı́duos suscetı́veis à contaminação;

3. Promover a evolução da imunidade de rebanho: con-
siste na operação que imprime o melhoramento da ca-
pacidade defensiva dos indivı́duos x j, por intermédio de
operações que, eventualmente, empreendem alterações
sobre os genes x j

i de x j, conforme o distanciamento
social, que por sua vez é sujeito a três critérios depen-
dentes da taxa de propagação da infecção t p,

x j
i (t +1) =


x j

i (t) r ≥ t p
C(x j

i (t)) r < t p/3
N(x j

i (t)) r < 2t p/3
R(x j

i (t)) r < t p

(5)

onde r denota um número pertencente ao intervalo [0,1],
selecionado aleatoriamente. Se a escolha de r resultar
em número situado no intervalo [0, t p/3) o novo valor
do gene x j

i será modificado por um distanciamento so-
cial determinado pela diferença entre o valor do gene e
o gene obtido de um indivı́duo infectado, ou seja,

x j
i (t +1) =C(x j

i (t)), ∀i = 1,2, . . .d (6)

onde

C(x j
i (t)) = x j

i (t)+r(x j
i (t)−xc

i (t)), ∀i= 1,2, . . .d (7)

e xc
i (t) expressa um gene selecionado aleatoriamente

dentre os indivı́duos infectados xc, com base no vetor
de status S, de forma que c = {i|si = 1}. Se r estiver
no intervalo [t p/3,2t p/3) o novo valor do gene x j

i será
alterado por um distanciamento social definido pela
diferença entre o valor do gene e o gene obtido de um
indivı́duo suscetı́vel, isto é,

x j
i (t +1) = N(x j

i (t)), ∀i = 1,2, . . .d (8)

onde

N(x j
i (t)) = x j

i (t)+r(x j
i (t)−xm

i (t)), ∀i= 1,2, . . .d (9)

e xm
i (t) retrata um gene selecionado aleatoriamente den-

tre os indivı́duos suscetı́veis xm, considerando o vetor
de status S, de forma que m = {i|si = 0}. Por fim, se
r estiver no intervalo [2t p/3, t p) o novo valor do gene
x j

i será modificado por um distanciamento social esta-
belecido pela diferença entre o valor do gene e o gene
obtido de um indivı́duo imune, ou seja,

x j
i (t +1) = R(x j

i (t)), ∀i = 1,2, . . .d (10)

onde

R(x j
i (t))= x j

i (t)+r(x j
i (t)−xv

i (t)), ∀i= 1,2, . . .d (11)

e xv
i (t) consiste em um gene selecionado do indivı́duo

imune xv mais apto, em termos da função da critério ou
razão de imunidade, com base no vetor de status S, de
modo que f (xv)≤ f (x j), ∀ j ∈ {k|sk = 2}.

4. Atualizar a imunidade de rebanho: a razão de imu-
nidade f (x j(t+1)) de cada indivı́duo modificado x j(t+
1) é calculada e comparada com a razão de imunidade
f (x j(t)) do indivı́duo que o originou. Se f (x j(t+1))<
f (x j(t)), então o indivı́duo modificado substiutui o in-
divı́duo que o originou. Caso contrário, não há substitu-
ição e a idade a j do indivı́duo que originou o indivı́duo
modificado é incrementada em um. Adicionalmente,
o status s j do novo indivı́duo x j, seja ele resultado de
uma substituição ou não, é modificado por intermédio
da operação s j = 1, se f (x j(t+1))< (x j(t+1))/∆ f (x),
s j = 0 e w(x j(t +1)) = 1, ou pela atribuição s j = 2, se
f (x j(t+1))> f (x j(t+1))/∆ f (x) e s j = 1, onde ∆ f (x)
denota o valor médio da função critério ou razão de imu-
nidade da população, ∑

nip
i=1 f (xi)/nip, e w consiste em

uma função binária que resulta em um, quando o novo
indivı́duo possuir qualquer um dos seus genes origi-
nado de um dos indivı́duos infectados. A razão de imu-
nidade de cada indivı́duo será, por meio das iterações
do algoritmo, modificada conforme as operações de-
pendentes do distanciamento social, com a tendência
de que os indivı́duos com melhor ação defensiva contra
o vı́rus sejam preservados, conduzindo a população a
aproximar-se da proporção que determina a imunidade
de rebanho.

5. Promover o óbtido dos indivı́duos irrecuperáveis: se
a razão de imunidade modificada, f (x j(t +1)), de um
indivı́duo x j infectado, s j = 1, não for aproprimorada
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após um determinado número de iterações subsequentes,
conforme especificado em im, isto é, a j ≥ im, então o
indivı́duo será considerado morto. Para substituı́-lo,
o algoritmo conceberá, aleatoriamente, um novo in-
divı́duo, ou seja, x j

i (t + 1) = lbi + (ubi− lbi)U(0,1),
∀i= 1,2, . . .d. Adicionalmente, e a fim de proporcionar
uma maior diversificação da população, a idade a j e o
status s j do novo indivı́duo serão assinalados com zero;

6. Interromper a execução: o algoritmo irá repetir as
operações descritas nas etapas 3, 4 e 5 até que o critério
de interrupção, em geral determinado pelo número
máximo de iterações, seja alcançado. Ao final da execu-
ção, os indivı́duos suscetı́veis e imunes irão prevalecer
na população, ao passo que os indivı́duos infectados
irão se extinguir.

Com o propósito de estabelecer o melhor arranjo dos
parâmetros de execução do método descrito em [11], os seus
autores conduziram um conjunto de ensaios no qual 23 funções
matemáticas, frequentemente referidas na literatura, foram
avaliadas. Os resultados auferidos sugeriram que o número
preliminar de indivı́duos infectados, npi, o número máximo
de iterações, nmi, o número de indivı́duos da população, nip,
a taxa de propagação da infecção, t p, e a idade máxima dos
indivı́duos infectados, im, deveriam ser, respectivamente, 1,
100.000, 30, 0,05 e 100. Adicionalmente, uma comparação
suplementar que teve como intenção determinar a melhor
estratégia de distanciamento social a ser adotada durante as
operações que promoviam a evolução da imunidade de re-
banho, revelou que as alterações que consideravam indivı́duos
imunes, deveriam selecionar os novos genes de forma aleatória
ao invés de, como havia sido inicialmente proposto, sempre
fundamentar-se no indivı́duo imune melhor avaliado em ter-
mos da função critério. Por conseguinte, o valor do fator
xv

i (t), na expressão 11, passou a ser retratado por um gene
selecionado aleatoriamente dentre os indivı́duos imunes xv,
considerando o vetor de status S, de modo que v = {i|si = 2}.

3. Otimização inspirada na imunidade
de rebanho aplicada ao agrupamento não
hirárquico de objetos

Fundamentado no algoritmo referido na seção 2, o método
de agrupamento não hierárquico de objetos proposto neste
estudo e descrito por meio do algoritmo 2, incorporou algumas
particularidades, as quais foram decorrentes da natureza do
problema endereçado:

• Aos parâmetros de execução do algoritmo foram acres-
centados o conjunto de objetos O = {oi}, i = 1, . . . ,n,
com oi = (ai1,ai2, . . . ,aid) ∈Rd , assim como o número
de grupos K nos quais O deveria ser subdividido, de
forma a obter a K-partição G = {g j}, j = 1, . . . ,K
(K ≤ n);

Algoritmo 1: Otimização inspirada na imunidade
de rebanho
1 Estabeleça f (x), npi, nmi, nip, n, t p e im;
2 Inicialize x j

i = lbi +(ubi− lbi)U(0,1),
∀i = 1,2, . . . ,d e ∀ j = 1,2, . . . ,nip;

3 Calcule f (x j) e atribua s j = 0 e a j = 0,
∀ j = 1,2, . . . ,nip;

4 enquanto t ≤ nmi faça
5 para j = 1 até nip faça
6 w(x j(t +1)) = 0;
7 para i = 1 até d faça
8 se r < t p/3 então
9 x j

i (t +1) =C(x j
i (t));

10 w(x j(t +1)) = 1;

11 senão se r < 2t p/3 então
12 x j

i (t +1) = N(x j
i (t));

13 senão se r < t p então
14 x j

i (t +1) = R(x j
i (t));

15 senão
16 x j

i (t +1) = x j
i (t);

17 se f (x j(t +1))≤ f (x j(t)) então
18 x j(t) = x j(t +1);

19 senão
20 a j = a j +1;

21 se f (x j(t +1))< f (x j(t +1))/∆ f (x) e
s j = 0 e w(x j(t +1)) = 1 então

22 s j = 1;
23 a j = 1;

24 se f (x j(t +1))> f (x j(t +1))/∆ f (x) e
s j = 1 então

25 s j = 2;
26 a j = 0;

27 se a j ≥ im e s j = 1 então
28 x j

i (t) = lbi +(ubi− lbi)U(0,1),
∀i = 1,2, . . . ,d;

29 s j = 0;
30 a j = 0;

31 t = t +1;

• Os indivı́duos x = (x1,x2, . . . ,xd′) ∈ Rd′ , d′ = dK, da
população foram retratados pelos protótipos ou médias
dos K grupos. Consequentemente, os genes posiciona-
dos no intervalo [1,d] referiam-se às coordenadas da
média do primeiro grupo, os genes dispostos no in-
tervalo [d + 1,2d] às coordenadas do protótipo do se-
gundo grupo, e assim sucessivamente até o intervalo
[(k− 1)d + 1,dK], que denotava as coordenadas da
média do K-ésimo grupo;
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• A operação de inicialização dos nip elementos da popu-
lação, consistia, para cada indivı́duo, na seleção aleató-
ria de K objetos de O, a fim de retratar os protótipos ou
médias dos grupos, e na posterior distribuição dos obje-
tos não selecionados como protótipos entre os grupos
conforme a dissimilaridade entre o objeto e o protótipo,
determinada por meio da expressão 1, de forma que
i-ésimo objeto, oi, era relacionado ao j-ésimo grupo,
de protótipo m j, quando d(oi,m j) ≤ d(oi,ml), ∀i =
1,2, . . . ,n, ∀ j = 1,2, . . . ,K e ∀l = 1,2, . . . ,K, com oi 6=
m j, oi 6= ml e m j 6= ml . As coordenadas da média ou
protótipo de cada grupo, recalculadas após a distribuição
dos objetos segundo a menor dissimilaridade entre o
objeto e o protótipo, eram determinadas por intermédio
da expressão 4. Ademais, como o agrupamento não
hierárquico de objetos foi abordado como um proble-
ma de otimização, que tinha como objetivo identificar
os protótipos que mais adequadamente representavam
os grupos da partição, a função critério ou razão imu-
nidade a minimizar, computada para cada indivı́duo, foi,
conforme o trabalho de [15], definida como sendo igual
a uma variação do erro quadrático referido na equação
3 e estabelecida por intermédio da expressão

e2′(O,G) =
1
K

K

∑
j=1

1
n j

n j

∑
i=1
‖ o j

i −m j ‖2 (12)

• A evolução da imunidade de rebanho foi efetuada por
meio da modificação das coordenadas dos protótipos
dos grupos, às quais correspondiam aos genes do in-
divı́duo, mediante a aplicação das operações estabele-
cidas pela expressão 5, com a posterior distribuição
dos objetos entre os grupos, considerando a menor dis-
similaridade entre o objeto e o protótipo alterado. A
fim de evitar a permanência de soluções que eventual-
mente contivessem grupos vazios, entre os indivı́duos
da população, uma operação de ajuste que, nestas cir-
cunstâncias, adicionava um valor constante excepcional-
mente elevado ao resultado da função critério, foi acres-
centado. Por meio dessa conduta, caracterizada pelas
linhas 17 e 18 do algoritmo 2, a razão de imunidade
f (x j(t +1)) do indivı́duo modificado x j

i (t +1) passava
a ser demasiadamente inadequada. Desta forma, as
soluções retratadas por itens nessa condição, convertiam-
se em indivı́duos irrecuperáveis que, por irem a óbito,
eram substituı́dos por novas soluções, originadas aleato-
riamente.

Os parâmetros de execução do algoritmo, à exceção do
número máximo de iterações, nmi, foram estabelecidos con-
forme sugerido por [11], assim, o número preliminar de in-
divı́duos infectados, npi, o número de indivı́duos da população,
nip, a taxa de propagação, t p, e a idade máxima dos in-
divı́duos infectados, im, eram, nesta ordem, iguais a 1, 30,

0,05 e 100. De fato, ainda que o valor de nmi indicado por
[11] tenha sido 100.000, uma avaliação complementar dos
estudos de [16] e [17], que, de forma semelhante, também
utilizaram meta-heurı́sticas fundamentadas no aproprimora-
mento de populações de soluções, à determinação do parti-
cionamento de coleções de objetos, permitiu inferir que um
número máximo de iterações igual a 200 seria apropriado.
Deste modo, nos ensaios conduzidos neste trabalho, este foi o
valor admitido para nmi.

4. Experimentos computacionais
Com o propósito de avaliar o comportamento do procedimento
de otimização inspirado na imunidade de rebanho, quando
aplicado ao agrupamento não hierárquico de objetos, um con-
junto de experimentos foi empreendido. Em particular, 33
coleções, constituı́das por objetos de variadas dimensões e
com números de grupos conhecidos, foram submetidas ao
particionamento determinado pela meta-heurı́stica inspirada
na imunidade de rebanho, e, os resultados obtidos, foram sub-
sequentemente comparados com os resultados estabelecidos
pelas meta-heurı́sticas enxame de partı́culas, recozimento si-
mulado, algoritmo genético e pelo método K-means, descritos,
respectivamente, nos trabalhos de [18], [19], [20] e [21].

Todas as estratégias de particionamento, que tiveram como
função critério a minimizar o erro quadrático modificado, re-
tratado pela expressão 12, foram codificadas por meio da lin-
guagem de programação Microsoft Visual Basic .NET, e, adi-
cionalmente, os experimentos de determinação das partições
foram conduzidos em um microcomputador que dispunha
do sistema operacional Microsoft Windows 10, memória
RAM de 8GB e processador Intel i5 de 1,80GHz. Além
dos parâmetros de execução pertinentes à meta-heurı́stica ins-
pirada na imunidade de rebanho, referidos na seção 3, os
seguintes critérios foram assinalados para os demais algorit-
mos. Para o enxame de partı́culas e consoante ao estabelecido
em [18, 16, 17, 11], o número máximo de iterações, o número
de partı́culas, o coeficiente de inércia e os coeficientes de
acelaração eram, nessa ordem, iguais a 200, 30, 0,72 e 1,49.
Para o recozimento simulado e de acordo com o sugerido
em [19], a quantidade de perturbações na solução inicial, uti-
lizada para determinar a temperatura preliminar do sistema,
foi estabelecida em 100, enquanto que o número de iterações
na temperatura, a probabilidade de seleção de uma solução
circunvizinha e o fator de resfriamento eram, nessa ordem,
iguais a 50, 0,95 e 0,8. Para o algortimo genético e segundo
a recomendações de [20, 16, 17, 11], o número máximo de
gerações, o número de indivı́duos da população, a probabili-
dade de recombinação e a probabilidade de mutação, eram,
respectivamente, iguais a 200, 30, 0,8 e 0,001. Por fim, para
o método K-means e de acordo com o observado em [18], o
número máximo de iterações até que a execução fosse descon-
tinuada foi estabelecido em 10.

Tendo em conta que, conforme [3, 2], a aplicação dos
métodos de particionamento sobre um conjunto de itens sem-
pre resultará na divisão dos objetos entre os grupos, mesmo
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Algoritmo 2: Otimização inspirada na imunidade
de rebanho aplicada ao agrupamento não hierárquico
de objetos

1 Estabeleça f (x), npi, nmi, nip, n, t p, im, O e K;
2 Inicialize x j com K objetos selecionados

aleatoriamente de O, ∀ j = 1,2, . . . ,nip;
3 Calcule f (x j) e atribua s j = 0 e a j = 0,
∀ j = 1,2, . . . ,nip;

4 enquanto t ≤ nmi faça
5 para j = 1 até nip faça
6 w(x j(t +1)) = 0;
7 para i = 1 até d′ faça
8 se r < t p/3 então
9 x j

i (t +1) =C(x j
i (t));

10 w(x j(t +1)) = 1;

11 senão se r < 2t p/3 então
12 x j

i (t +1) = N(x j
i (t));

13 senão se r < t p então
14 x j

i (t +1) = R(x j
i (t));

15 senão
16 x j

i (t +1) = x j
i (t);

17 se há grupos vazios na partição retratada
pelo indivı́duo x j(t +1) então

18 f (x j(t +1)) = f (x j(t +1))+∞;

19 se f (x j(t +1))≤ f (x j(t)) então
20 x j(t) = x j(t +1);

21 senão
22 a j = a j +1;

23 se f (x j(t +1))< f (x j(t +1))/∆ f (x) e
s j = 0 e w(x j(t +1)) = 1 então

24 s j = 1;
25 a j = 1;

26 se f (x j(t +1))> f (x j(t +1))/∆ f (x) e
s j = 1 então

27 s j = 2;
28 a j = 0;

29 se a j ≥ im e s j = 1 então
30 Inicialize x j(t) com K objetos

selecionados aleatoriamente de O;
31 s j = 0;
32 a j = 0;

33 t = t +1;

que estes sejam inexistentes ou ainda de pouca relevância para
o contexto do problema que se deseja determinar, este trabalho
admitiu, além da função critério, o emprego de outras medidas
estatı́sticas aptas a expressar a qualidade das partições obti-
das. Em particular, ı́ndices de validação externos, passı́veis de

serem aplicados sobre coleções de objetos antecipadamente
classificadas, além de ı́ndices de validação internos e relativos,
capazes de serem empregados sobre coleções classificadas ou
não, foram adotados.

O primeiro conjunto de objetos submetido aos experimen-
tos, originado de [22, 23] e referido na tabela 1, era constituı́do
por coleções de itens previamente classificados, desta forma,
além da função critério, os ı́ndices de validação de agrupa-
mentos entropia, pureza, silhueta, Rand, Jaccard, Fowlkes-
Mallows, Γ statistic, Davies-Bouldin e Dunn, descritos em
[1, 24, 25, 26, 27, 4, 28, 29], foram considerados na análise
das partições. O segundo conjunto, retratado na tabela 2 e
também originado de [22, 23], compreendia coleções de ob-
jetos que não estavam antecipadamente classificados, sendo
assim, além da função critério, apenas os valores dos ı́ndices
silhueta, Davies-Bouldin e Dunn foram calculados.

Table 1. Caracterı́sticas das coleções classificadas.
Nome Objetos Dimensões Grupos
Aggregation 788 2 7
Compound 399 2 6
Pathbased 300 2 3
Spiral 312 2 3
D31 3.100 2 31
R15 600 2 15
Jain 373 2 2
Flame 240 2 2
Iris 150 4 3
Balance 625 4 3
CMC 1.473 9 3
Dermatology 366 34 6
WDBC 569 30 2

Para cada coleção de objetos, os métodos de particiona-
mento foram executados dez vezes, e, os valores médios das
medidas de avaliação, determinados ao final de cada proces-
samento, foram comparados. Com o propósito de auxiliar
a aferição dos resultados, as medidas que admitiam valo-
res extrı́nsecos ao intervalo [0,1] foram normalizadas e uma
tabela de escores, que determinava 1 para o melhor resultado
e também 1 para qualquer resultado distinto do melhor, desde
que estivesse até 5% aquém do valor mais apropriado, foi
elaborada para cada conjunto de experimentos. Os escores
alcançados pelos métodos de particionamento, ao se analisar
os valores das medidas de avaliação, foram somados, sendo o
parecer mais favorável atribuı́do à estratégia que obtivesse a
maior pontuação.

As tabelas 3 e 4 demonstram os escores obtidos por cada
um dos métodos de agrupamento, quando empregados na
organização dos objetos previamente classificados, enquanto
que as tabelas 5 e 6 retratam os escores alcançados quando
da aplicação dos métodos aos objetos que não estavam ante-
cipadamente classificados. A análise dos valores das tabelas
3 e 4, permite observar que, para as coleções classificadas,
as meta-heurı́sticas enxame de partı́culas, algoritmo genético,
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Table 2. Caracterı́sticas das coleções não classificadas.
Nome Objetos Dimensões Grupos
Wine 178 13 3
Yeast 1.484 8 10
Breast 699 9 2
Glass 214 9 7
Dim032 1.024 32 16
Dim064 1.024 64 16
Dim128 1.024 128 16
A1 3.000 2 20
A2 5.250 2 35
A3 7.500 2 50
Dim2 1.351 2 9
Dim3 2.026 3 9
Dim4 2.701 4 9
Dim5 3.376 5 9
Dim6 4.051 6 9
S1 5.000 2 15
S2 5.000 2 15
S3 5.000 2 15
S4 5.000 2 15
Thyroid 215 5 2

recozimento simulado e imunidade de rebanho, obtiveram,
respectivamente, 39, 84, 1 e 58 escores, enquanto que o
método K-means alcançou 77 escores. De forma semelhante,
a avaliação dos valores das tabelas 5 e 6 possibilita verificar
que, para as coleções não classificadas, as meta-heurı́sticas en-
xame de partı́culas, algoritmo genético, recozimento simulado
e imunidade de rebanho, alcançaram, respectivamente, 28, 63,
0 e 60 escores, ao passo que o algoritmo K-means obteve 37
escores. Os valores consolidados retratam, por fim, que as
meta-heurı́sticas enxame de partı́culas, algoritmo genético,
recozimento simulado e imunidade de rebanho, auferiram,
nesta ordem, 67, 147, 1 e 118 escores, enquanto que o método
K-means atingiu 114 escores, sugerindo, portanto, que o al-
goritmo genético seria a estratégia mais apropriada a realizar
o particionamento das coleções de objetos admitidas neste
trabalho. Os resultados unificados expressam ainda que a
meta-heurı́stica inspirada na imunidade de rebanho constituiu
o segundo melhor método, acompanhado, nesta ordem, do
K-means, do exame de partı́culas e do recozimento simulado.

Uma avaliação modificada, tendo em consideração so-
mente a função critério, possibilita observar que as meta-
heurı́sticas enxame de partı́culas, algoritmo genético, recozi-
mento simulado e imunidade de rebanho, além do algoritmo
K-means, antigiram, nesta ordem, 23, 22, 0, 30 e 11 escores,
revelando, por meio deste aspecto, uma melhor adequação da
estratégia inspirada na imunidade de rebanho ao problema.
Uma análise semelhante, admitindo de forma particular os
escores dos ı́ndices de validação de agrupamentos, indica
que o algortimo K-means foi o mais apropriado de acordo
com as medidas entropia, Rand, e Γ statistic, que o algo-
ritmo genético obteve melhores resultados para os ı́ndices

pureza, silhueta, Fowlkes-Mallows, Davies-Bouldin e Dunn,
que de acordo com os escores da medida Jaccard, o algoritmo
genético e a meta-heurı́stica inspirada na imunidade de re-
banho tiveram resultados idênticos e mais acertados, e denota
que, exceto pela função critério e pelo ı́ndice de validação
Jaccard, o algoritmo inspirado na imunidade de rebanho não
obteve um parecer mais favorável para nenhuma das outras
medidas de análise. Com efeito, a imunidade de rebanho foi a
segunda melhor estratégia ao se considerar os critérios silhue-
ta, Fowlkes-Mallows, Davies-Bouldin e Dunn, mas apenas o
terceiro melhor método de particionamento, sob a perspectiva
dos ı́ndices entropia, pureza, Rand e Γ statistic.

Uma análise adicional, que teve como propósito empregar
um teste estatı́stico não paramétrico, sobre os resultados que
foram obtidos nos experimentos, conduziu aos procedimen-
tos descritos no trabalho de [30]. Em particular, o teste do
sinal, indicado para avaliar diferenças consistentes entre pares
de observações, foi utilizado para confrontar o algoritmo in-
spirado na imunidade de rebanho, que nesta circunstância
foi considerado o método de referência, com as demais es-
tratégias de particionamento. Com efeito e conforme [30],
uma forma elementar de comparar o desempenho de algorit-
mos consiste em estabelecer um indicador, e, a partir deste,
verificar qual procedimento obtém os resultados mais apro-
priados. Desta forma, o valor da função critério computado
por cada algoritmo pode, por exemplo, ser aferido, sendo
considerado o ”vencedor”, o método que tiver alcançado a
resposta mais adequada. Por intermédio dessa conduta, se há
n comparações a realizar entre dois algoritmos quaisquer, o
primeiro algoritmo será considerado significativamente me-
lhor do que o segundo, com p < 0,05, se obtiver pelo menos
n/2+1,96

√
n/2 vitórias sobre o segundo.

Considerando que, no primeiro conjunto de ensaios e para
cada método de agrupamento, 10 medidas distintas foram
computadas, que 13 coleções de objetos previamente classifi-
cadas foram submetidas ao particionamento, e que para cada
coleção, os algortimos foram executados 10 vezes, tem-se, por
medida, 130 comparações possı́veis entre o algoritmo inspi-
rado na imunidade de rebanho e cada um dos demais métodos.
Assim e tendo em conta a expressão n/2+1,96

√
n/2, verifica-

se que o método inspirado na imunidade de rebanho será
qualificado como o mais apropriado em relação ao algoritmo
com o qual estiver sendo confrontado, se alcançar pelo menos
77 vitórias. De forma semelhante, tem-se, para o segundo
conjunto de experimentos, que o algortimo inspirado na imu-
nidade de rebanho será interpretado com o mais adequado,
ao obter, por medida, pelo menos 114 vitórias, haja vista que
nesta avaliação 4 indicadores foram utilizados, 20 coleções
não classificadas foram segmentadas, e que, para cada coleção,
os métodos foram processados 10 vezes.
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Table 3. Avaliação dos métodos de agrupamento considerando as coleções classificadas e as medidas função critério, entropia,
pureza, silhueta e Rand. EP: Exame de partı́culas; AG: Algoritmo genético; KM: K-means; RS: Recozimento simulado; IR:
Imunidade de rebanho; EEP: Escores do exame de partı́culas; EAG: Escores do algoritmo genético; EKM: Escores do K-means;
ERS: Escores do recozimento simulado; EIR: Escores da imunidade de rebanho.

Medida Coleção EP AG KM RS IR EEP EAG EKM ERS EIR
Função Critério Aggregation 0,9940 0,9747 0,9724 0,0000 1,0000 1 1 1 0 1

Compound 0,9912 0,9701 0,9491 0,0000 1,0000 1 1 0 0 1
Pathbased 0,9562 0,8481 0,8396 0,0000 1,0000 1 0 0 0 1
Spiral 0,9115 0,8987 0,8957 0,0000 1,0000 0 0 0 0 1
D31 0,9723 0,9964 0,9934 0,0000 1,0000 1 1 1 0 1
R15 0,9732 0,9904 0,9676 0,0000 1,0000 1 1 1 0 1
Jain 0,8957 0,8275 0,8221 0,0000 1,0000 0 0 0 0 1
Flame 0,8235 0,7660 0,7598 0,0000 1,0000 0 0 0 0 1
Iris 0,9866 0,9516 0,9436 0,0000 1,0000 1 1 0 0 1
Balance 1,0000 0,6532 0,6489 0,0000 0,9320 1 0 0 0 0
CMC 0,9759 0,9825 0,9817 0,0000 1,0000 1 1 1 0 1
Dermatology 0,8974 0,9548 0,9441 0,0000 1,0000 0 1 0 0 1
WDBC 0,9207 0,6738 0,6921 0,0000 1,0000 0 0 0 0 1

Entropia Aggregation 0,9410 1,0000 0,9882 0,0000 0,9343 0 1 1 0 0
Compound 0,9677 0,9934 0,9713 0,0000 1,0000 1 1 1 0 1
Pathbased 0,7419 0,9979 1,0000 0,0000 0,6991 0 1 1 0 0
Spiral 0,0497 0,0000 0,0151 0,1210 1,0000 0 0 0 0 1
D31 0,8956 0,9738 0,9616 0,0000 1,0000 0 1 1 0 1
R15 0,8600 0,8971 0,8848 0,0000 1,0000 0 0 0 0 1
Jain 0,5932 1,0000 0,9961 0,0000 0,2495 0 1 1 0 0
Flame 0,9341 1,0000 0,9860 0,0000 0,5308 0 1 1 0 0
Iris 0,8144 1,0000 0,9440 0,0000 0,7769 0 1 0 0 0
Balance 0,6039 1,0000 0,9678 0,0000 0,6273 0 1 1 0 0
CMC 0,8492 1,0000 0,9934 0,0000 0,4656 0 1 1 0 0
Dermatology 0,8978 0,6017 1,0000 0,0000 0,7097 0 0 1 0 0
WDBC 0,1922 0,9457 1,0000 0,0000 0,0834 0 0 1 0 0

Pureza Aggregation 0,9853 1,0000 0,9905 0,0000 0,9936 1 1 1 0 1
Compound 0,9400 0,9658 0,9393 0,0000 1,0000 0 1 0 0 1
Pathbased 0,6545 0,9964 1,0000 0,0000 0,6296 0 1 1 0 0
Spiral 0,3962 0,0000 0,1474 0,5135 1,0000 0 0 0 0 1
D31 0,7873 0,9533 0,9230 0,0000 1,0000 0 1 0 0 1
R15 0,7740 0,8379 0,8115 0,0000 1,0000 0 0 0 0 1
Jain 0,0000 0,9510 1,0000 0,0023 0,0000 0 1 1 0 0
Flame 0,8448 1,0000 0,9624 0,0000 0,5428 0 1 1 0 0
Iris 0,6171 1,0000 0,8980 0,0000 0,5197 0 1 0 0 0
Balance 0,6020 0,9592 1,0000 0,0000 0,6830 0 1 1 0 0
CMC 0,9403 0,8806 1,0000 0,0000 0,3134 0 0 1 0 0
Dermatology 0,8871 0,5264 1,0000 0,0000 0,6672 0 0 1 0 0
WDBC 0,0017 0,9590 1,0000 0,0000 0,0017 0 1 1 0 0

Silhueta Aggregation 0,9337 1,0000 0,9910 0,0000 0,9744 0 1 1 0 1
Compound 0,9643 0,9417 0,9370 0,0000 1,0000 1 0 0 0 1
Pathbased 0,7067 1,0000 0,9989 0,0000 0,7262 0 1 1 0 0
Spiral 0,9958 0,9992 1,0000 0,0000 0,5670 1 1 1 0 0
D31 0,7802 0,9603 0,9382 0,0000 1,0000 0 1 0 0 1
R15 0,7406 0,8775 0,8126 0,0000 1,0000 0 0 0 0 1
Jain 0,9385 1,0000 0,9993 0,0000 0,7117 0 1 1 0 0
Flame 0,9025 1,0000 0,9997 0,0000 0,6605 0 1 1 0 0
Iris 0,9577 1,0000 0,9816 0,0000 0,9433 1 1 1 0 0
Balance 0,5776 1,0000 0,9919 0,0000 0,5614 0 1 1 0 0
CMC 0,9395 1,0000 0,9891 0,0000 0,7372 0 1 1 0 0
Dermatology 0,9332 0,9798 0,9687 0,0000 1,0000 0 1 1 0 1
WDBC 0,1066 1,0000 0,9917 0,0000 0,0575 0 1 1 0 0

Rand Aggregation 0,9629 0,9953 0,9817 0,0000 1,0000 1 1 1 0 1
Compound 0,9333 0,9351 1,0000 0,0000 0,9110 0 0 1 0 0
Pathbased 0,5947 0,9972 1,0000 0,0000 0,5650 0 1 1 0 0
Spiral 0,9430 0,9709 0,9709 1,0000 0,0000 0 1 1 1 0
D31 0,6636 0,9238 0,8885 0,0000 1,0000 0 0 0 0 1
R15 0,6469 0,7294 0,7371 0,0000 1,0000 0 0 0 0 1
Jain 0,1363 0,9820 1,0000 0,0000 0,0100 0 1 1 0 0
Flame 0,8362 1,0000 0,9558 0,0000 0,5633 0 1 1 0 0
Iris 0,6172 1,0000 0,8945 0,0000 0,5522 0 1 0 0 0
Balance 0,0322 1,0000 0,9936 0,0000 0,4702 0 1 1 0 0
CMC 0,9351 0,9558 1,0000 0,7481 0,0000 0 1 1 0 0
Dermatology 0,0000 0,8882 1,0000 0,9430 0,3925 0 0 1 0 0
WDBC 0,0000 0,9465 1,0000 0,0558 0,0046 0 0 1 0 0

Total 14 44 42 1 29
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Table 4. Avaliação dos métodos de agrupamento considerando as coleções classificadas e as medidas Jaccard, Fowlkes-Mallows,
Γ statistic, Davies-Bouldin e Dunn . EP: Exame de partı́culas; AG: Algoritmo genético; KM: K-means; RS: Recozimento
simulado; IR: Imunidade de rebanho; EEP: Escores do exame de partı́culas; EAG: Escores do algoritmo genético; EKM:
Escores do K-means; ERS: Escores do recozimento simulado; EIR: Escores da imunidade de rebanho.

Medida Coleção EP AG KM RS IR EEP EAG EKM ERS EIR
Jaccard Aggregation 0,9387 0,9250 0,9093 0,0000 1,0000 0 0 0 0 1

Compound 0,9948 0,8804 1,0000 0,0000 0,9146 1 0 1 0 0
Pathbased 0,8330 0,9982 1,0000 0,0000 0,8023 0 1 1 0 0
Spiral 0,0627 0,0000 0,0088 0,0389 1,0000 0 0 0 0 1
D31 0,6382 0,8890 0,8521 0,0000 1,0000 0 0 0 0 1
R15 0,5950 0,7217 0,6583 0,0000 1,0000 0 0 0 0 1
Jain 0,2125 0,9776 1,0000 0,0000 0,4243 0 1 1 0 0
Flame 0,9025 1,0000 0,9464 0,0000 0,8699 0 1 0 0 0
Iris 0,6890 1,0000 0,9148 0,0000 0,6492 0 1 0 0 0
Balance 1,0000 0,4996 0,4895 0,0000 0,9014 1 0 0 0 0
CMC 0,4218 0,4972 0,4637 0,0000 1,0000 0 0 0 0 1
Dermatology 1,0000 0,3717 0,6404 0,0000 0,7758 1 0 0 0 0
WDBC 0,2208 0,9527 1,0000 0,0000 0,3038 0 1 1 0 0

Fowlkes-Mallows Aggregation 0,9495 0,9571 0,9452 0,0000 1,0000 0 1 0 0 1
Compound 0,9935 0,9198 1,0000 0,0000 0,9393 1 0 1 0 0
Pathbased 0,8863 0,9987 1,0000 0,0000 0,8587 0 1 1 0 0
Spiral 0,0562 0,0000 0,0072 0,0378 1,0000 0 0 0 0 1
D31 0,7686 0,9339 0,9103 0,0000 1,0000 0 0 0 0 1
R15 0,7457 0,8181 0,7880 0,0000 1,0000 0 0 0 0 1
Jain 0,2158 0,9807 1,0000 0,0000 0,4315 0 1 1 0 0
Flame 0,9128 1,0000 0,9542 0,0000 0,9088 0 1 1 0 0
Iris 0,7689 1,0000 0,9340 0,0000 0,7484 0 1 0 0 0
Balance 1,0000 0,4988 0,4901 0,0000 0,8399 1 0 0 0 0
CMC 0,4120 0,4820 0,4500 0,0000 1,0000 0 0 0 0 1
Dermatology 1,0000 0,3601 0,6083 0,0000 0,7494 1 0 0 0 0
WDBC 0,2836 0,9640 1,0000 0,0000 0,3979 0 1 1 0 0

Γ Statistic Aggregation 0,9529 0,9697 0,9572 0,0000 1,0000 1 1 1 0 1
Compound 0,9736 0,9264 1,0000 0,0000 0,9285 1 0 1 0 0
Pathbased 0,7772 0,9982 1,0000 0,0000 0,7502 0 1 1 0 0
Spiral 0,1202 0,0000 0,0343 0,2704 1,0000 0 0 0 0 1
D31 0,7667 0,9336 0,9097 0,0000 1,0000 0 0 0 0 1
R15 0,7424 0,8151 0,7862 0,0000 1,0000 0 0 0 0 1
Jain 0,2889 0,9869 1,0000 0,2221 0,0000 0 1 1 0 0
Flame 0,8265 1,0000 0,9559 0,0000 0,5150 0 1 1 0 0
Iris 0,7189 1,0000 0,9198 0,0000 0,6892 0 1 0 0 0
Balance 0,6189 1,0000 0,9911 0,0000 0,8009 0 1 1 0 0
CMC 0,8442 0,9638 1,0000 0,0000 0,0906 0 1 1 0 0
Dermatology 0,9918 0,5237 1,0000 0,0000 0,7897 1 0 1 0 0
WDBC 0,0259 0,9530 1,0000 0,1299 0,0000 0 1 1 0 0

Davies-Bouldin Aggregation 0,9991 1,0000 1,0000 0,0000 0,9997 1 1 1 0 1
Compound 0,9930 0,9943 0,9931 0,0000 1,0000 1 1 1 0 1
Pathbased 0,9638 1,0000 0,9975 0,0000 0,9913 1 1 1 0 1
Spiral 0,9921 1,0000 0,9984 0,0000 0,9906 1 1 1 0 1
D31 0,9963 0,9995 0,9992 0,0000 1,0000 1 1 1 0 1
R15 0,9873 0,9958 0,9918 0,0000 1,0000 1 1 1 0 1
Jain 0,9848 0,9850 0,9845 0,0000 1,0000 1 1 1 0 1
Flame 0,9892 0,9869 0,9865 0,0000 1,0000 1 1 1 0 1
Iris 0,9836 1,0000 0,9932 0,0000 0,9961 1 1 1 0 1
Balance 0,9865 1,0000 0,9996 0,0000 0,9972 1 1 1 0 1
CMC 0,9987 1,0000 0,9998 0,0000 0,9979 1 1 1 0 1
Dermatology 0,9841 0,9954 0,9882 0,0000 1,0000 1 1 1 0 1
WDBC 0,3471 1,0000 0,9786 0,0000 0,8618 0 1 1 0 0

Dunn Aggregation 0,7556 1,0000 0,9407 0,0000 0,7852 0 1 0 0 0
Compound 0,7353 1,0000 0,9647 0,0000 0,7471 0 1 1 0 0
Pathbased 0,9883 0,9854 1,0000 0,0000 0,6696 1 1 1 0 0
Spiral 0,6897 0,4483 0,7155 0,0000 1,0000 0 0 0 0 1
D31 0,4207 0,7724 0,7310 0,0000 1,0000 0 0 0 0 1
R15 0,1354 0,5184 0,1662 0,0000 1,0000 0 0 0 0 1
Jain 1,0000 0,6425 0,8792 0,0000 0,4444 1 0 0 0 0
Flame 1,0000 0,6961 0,8137 0,0000 0,6765 1 0 0 0 0
Iris 0,3925 1,0000 0,8305 0,0000 0,4793 0 1 0 0 0
Balance 0,3464 1,0000 1,0000 0,0000 0,2793 0 1 1 0 0
CMC 0,9594 0,9926 1,0000 0,0000 0,7768 1 1 1 0 0
Dermatology 0,5017 1,0000 0,7686 0,0000 0,6075 0 1 0 0 0
WDBC 0,1768 1,0000 0,8110 0,0000 0,1341 0 1 0 0 0

Total 25 40 35 0 29
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Table 5. Avaliação dos métodos de agrupamento considerando as coleções não classificadas e as medidas Função Critério
e Silhueta. EP: Exame de partı́culas; AG: Algoritmo genético; KM: K-means; RS: Recozimento simulado; IR: Imunidade
de rebanho; EEP: Escores do exame de partı́culas; EAG: Escores do algoritmo genético; EKM: Escores do K-means; ERS:
Escores do recozimento simulado; EIR: Escores da imunidade de rebanho.

Medida Coleção EP AG KM RS IR EEP EAG EKM ERS EIR
Função Critério Wine 0,7023 0,5563 0,5036 0,0000 1,0000 0 0 0 0 1

Yeast 0,9817 0,9151 0,8570 0,0000 1,0000 1 0 0 0 1
Breast 1,0000 0,7094 0,6929 0,0000 0,7924 1 0 0 0 0
Glass 1,0000 0,7908 0,5108 0,0000 0,9760 1 0 0 0 1
Dim032 0,9246 1,0000 0,9086 0,0000 0,9992 0 1 0 0 1
Dim064 0,9140 1,0000 0,9058 0,0000 0,9816 0 1 0 0 1
Dim128 0,9189 0,9935 0,8978 0,0000 1,0000 0 1 0 0 1
A1 0,9774 0,9956 0,9905 0,0000 1,0000 1 1 1 0 1
A2 0,9717 0,9969 0,9918 0,0000 1,0000 1 1 1 0 1
A3 0,9713 0,9987 0,9967 0,0000 1,0000 1 1 1 0 1
Dim2 0,9609 1,0000 0,9226 0,0000 0,9850 1 1 0 0 1
Dim3 0,9642 1,0000 0,9029 0,0000 0,9910 1 1 0 0 1
Dim4 0,9706 1,0000 0,9184 0,0000 0,9987 1 1 0 0 1
Dim5 0,9597 1,0000 0,9099 0,0000 0,9956 1 1 0 0 1
Dim6 0,9408 0,9882 0,8962 0,0000 1,0000 0 1 0 0 1
S1 0,9579 0,9902 0,9753 0,0000 1,0000 1 1 1 0 1
S2 0,9623 0,9864 0,9729 0,0000 1,0000 1 1 1 0 1
S3 0,9705 0,9901 0,9855 0,0000 1,0000 1 1 1 0 1
S4 0,9734 0,9954 0,9821 0,0000 1,0000 1 1 1 0 1
Thyroid 1,0000 0,3677 0,0000 0,7904 0,5840 1 0 0 0 0

Silhueta Wine 0,7440 1,0000 0,9781 0,0000 0,7310 0 1 1 0 0
Yeast 0,4373 1,0000 0,9832 0,0000 0,9531 0 1 1 0 1
Breast 0,0000 1,0000 0,9966 0,2321 0,3737 0 1 1 0 0
Glass 0,3000 1,0000 0,7610 0,0000 0,5288 0 1 0 0 0
Dim032 0,7079 0,9317 0,7366 0,0000 1,0000 0 0 0 0 1
Dim064 0,7433 0,9666 0,7891 0,0000 1,0000 0 1 0 0 1
Dim128 0,7720 0,8507 0,7365 0,0000 1,0000 0 0 0 0 1
A1 0,8199 0,9690 0,9281 0,0000 1,0000 0 1 0 0 1
A2 0,8058 0,9654 0,9268 0,0000 1,0000 0 1 0 0 1
A3 0,7644 0,9873 0,9531 0,0000 1,0000 0 1 1 0 1
Dim2 0,8351 1,0000 0,8333 0,0000 0,9379 0 1 0 0 0
Dim3 0,8778 1,0000 0,7404 0,0000 0,9537 0 1 0 0 1
Dim4 0,8598 1,0000 0,7889 0,0000 0,9992 0 1 0 0 1
Dim5 0,8408 1,0000 0,8064 0,0000 0,9693 0 1 0 0 1
Dim6 0,7729 0,9720 0,7116 0,0000 1,0000 0 1 0 0 1
S1 0,8129 0,9580 0,9004 0,0000 1,0000 0 1 0 0 1
S2 0,8221 0,9429 0,8866 0,0000 1,0000 0 0 0 0 1
S3 0,8256 0,9777 0,9536 0,0000 1,0000 0 1 1 0 1
S4 0,7931 0,9901 0,9648 0,0000 1,0000 0 1 1 0 1
Thyroid 0,1596 1,0000 0,9988 0,0000 0,5753 0 1 1 0 0

Total 15 32 14 0 33
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Table 6. Avaliação dos métodos de agrupamento considerando as coleções não classificadas e as medidas Davies-Bouldin
e Dunn. EP: Exame de partı́culas; AG: Algoritmo genético; KM: K-means; RS: Recozimento simulado; IR: Imunidade de
rebanho; EEP: Escores do exame de partı́culas; EAG: Escores do algoritmo genético; EKM: Escores do K-means; ERS: Escores
do recozimento simulado; EIR: Escores da imunidade de rebanho.

Medida Coleção EP AG KM RS IR EEP EAG EKM ERS EIR
Davies-Bouldin Wine 0,9450 0,9587 0,9439 0,0000 1,0000 0 1 0 0 1

Yeast 0,9717 1,0000 0,9978 0,0000 0,9965 1 1 1 0 1
Breast 0,6988 1,0000 0,9936 0,0000 0,9626 0 1 1 0 1
Glass 0,9092 1,0000 0,9699 0,0000 0,9608 0 1 1 0 1
Dim032 0,9334 0,9873 0,9556 0,0000 1,0000 0 1 1 0 1
Dim064 0,8845 0,9962 0,9703 0,0000 1,0000 0 1 1 0 1
Dim128 0,8183 0,9692 0,9628 0,0000 1,0000 0 1 1 0 1
A1 0,9936 0,9992 0,9979 0,0000 1,0000 1 1 1 0 1
A2 0,9950 0,9994 0,9988 0,0000 1,0000 1 1 1 0 1
A3 0,9952 0,9999 0,9995 0,0000 1,0000 1 1 1 0 1
Dim2 0,9758 1,0000 0,9676 0,0000 0,9927 1 1 1 0 1
Dim3 0,9837 1,0000 0,9674 0,0000 0,9955 1 1 1 0 1
Dim4 0,9834 0,9984 0,9696 0,0000 1,0000 1 1 1 0 1
Dim5 0,9828 1,0000 0,9675 0,0000 0,9957 1 1 1 0 1
Dim6 0,9772 0,9962 0,9628 0,0000 1,0000 1 1 1 0 1
S1 0,9914 0,9986 0,9964 0,0000 1,0000 1 1 1 0 1
S2 0,9923 0,9979 0,9966 0,0000 1,0000 1 1 1 0 1
S3 0,9941 0,9995 0,9989 0,0000 1,0000 1 1 1 0 1
S4 0,9918 0,9997 0,9988 0,0000 1,0000 1 1 1 0 1
Thyroid 0,5687 1,0000 0,9435 0,0000 0,7562 0 1 0 0 0

Dunn Wine 0,9308 0,7454 0,4684 0,0000 1,0000 0 0 0 0 1
Yeast 0,7440 0,9280 1,0000 0,0000 0,9120 0 0 1 0 0
Breast 0,3264 1,0000 0,9725 0,0000 0,3663 0 1 1 0 0
Glass 0,3205 1,0000 0,7233 0,0000 0,3397 0 1 0 0 0
Dim032 0,2021 0,8898 0,5328 0,0000 1,0000 0 0 0 0 1
Dim064 0,0169 1,0000 0,0368 0,0000 0,0499 0 1 0 0 0
Dim128 0,3128 0,8341 0,7346 0,0000 1,0000 0 0 0 0 1
A1 0,4138 1,0000 0,9397 0,0000 0,8966 0 1 0 0 0
A2 0,4286 1,0000 0,8265 0,0000 0,8163 0 1 0 0 0
A3 0,3500 0,9875 1,0000 0,0000 0,8375 0 1 1 0 0
Dim2 0,1156 1,0000 0,1161 0,0000 0,8346 0 1 0 0 0
Dim3 0,1280 1,0000 0,0044 0,0000 0,4623 0 1 0 0 0
Dim4 0,0109 0,9395 0,0067 0,0000 1,0000 0 0 0 0 1
Dim5 0,0208 1,0000 0,1255 0,0000 0,7852 0 1 0 0 0
Dim6 0,0121 0,9616 0,0093 0,0000 1,0000 0 1 0 0 1
S1 0,2378 0,5676 0,4919 0,0000 1,0000 0 0 0 0 1
S2 0,3455 0,5636 0,6364 0,0000 1,0000 0 0 0 0 1
S3 0,4478 0,8209 1,0000 0,0000 0,8358 0 0 1 0 0
S4 0,3692 1,0000 0,8154 0,0000 0,9692 0 1 0 0 1
Thyroid 0,3811 0,7268 1,0000 0,0000 0,5683 0 0 1 0 0

Total 13 31 23 0 27
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Table 7. Avaliação dos métodos de agrupamento considerando o teste do sinal, as coleções classificadas e as medidas função
critério, entropia, pureza, silhueta, Rand, Jaccard, Fowlkes-Mallows, Γ statistic, Davies-Bouldin e Dunn. VEP: Vitórias da
imunidade de rebanho diante do exame de partı́culas; DEP: Derrotas da imunidade de rebanho diante do exame de partı́culas;
VAG: Vitórias da imunidade de rebanho diante do algoritmo genético; DAG: Derrotas da imunidade de rebanho diante do
algoritmo genético; VKM: Vitórias da imunidade de rebanho diante do K-means; DKM: Derrotas da imunidade de rebanho
diante do K-means; VRS: Vitórias da imunidade de rebanho diante do recozimento simulado; DRS: Derrotas da imunidade de
rebanho diante do recozimento simulado.

Medida VEP DEP VAG DAG VKM DKM VRS DRS
Função Critério 114 16 128 2 130 0 130 0
Entropia 59 71 44 86 45 85 126 4
Pureza 84 46 49 81 50 80 117 13
Silhueta 53 77 33 97 40 90 128 2
Rand 62 68 32 98 33 97 78 52
Jaccard 87 43 74 56 74 56 130 0
Fowlkes-Mallows 89 41 75 55 71 59 130 0
Γ Statistic 61 69 56 74 51 79 102 28
Davies-Bouldin 103 27 64 66 71 59 130 0
Dunn 65 65 38 92 47 83 130 0

Table 8. Avaliação dos métodos de agrupamento considerando o teste do sinal, as coleções não classificadas e as medidas
Função Critério, Silhueta, Davies-Bouldin e Dunn. VEP: Vitórias da imunidade de rebanho diante do exame de partı́culas;
DEP: Derrotas da imunidade de rebanho diante do exame de partı́culas; VAG: Vitórias da imunidade de rebanho diante do
algoritmo genético; DAG: Derrotas da imunidade de rebanho diante do algoritmo genético; VKM: Vitórias da imunidade de
rebanho diante do K-means; DKM: Derrotas da imunidade de rebanho diante do K-means; VRS: Vitórias da imunidade de
rebanho diante do recozimento simulado; DRS: Derrotas da imunidade de rebanho diante do recozimento simulado.

Medida VEP DEP VAG DAG VKM DKM VRS DRS
Função Critério 168 32 152 48 196 4 191 9
Silhueta 184 16 108 92 151 49 196 4
Davies-Bouldin 185 15 115 85 163 37 200 0
Dunn 169 31 105 95 123 77 200 0
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A tabela 7, que retrata por medida e para as coleções de
objetos antecipadamente classificadas, o número de vitórias
e derrotas obtidas pelo método inspirado na imunidade de
rebanho, ao ser comparado individualmente com cada uma
das demais estratégias de particionamento, permite observar
que o algoritmo sugerido foi, de acordo com a função critério,
substancialmente melhor do que os demais métodos, por ter
obtido mais do que 77 vitórias em todas as comparações. De
maneira análoga, verifica-se que a estratégia inspirada na imu-
nidade de rebanho obteve respostas significativamente mais
apropriadas do que o recozimento simulado em relação às
medidas entropia, silhueta, Rand, Γ statistic e Dunn, mas que
segundo os mesmos indicadores, não alcançou respostas sub-
stancialmente mais adequadas quando comparado ao exame
de partı́rculas, ao algoritmo genético e ao K-means. A análise
dos dados da tabela 7, possibilita verificar adicionalmente, que
o algoritmo sugerido foi particularmente melhor do que o reco-
zimento simulado e do que o enxame de partı́culas, segundo as
medidas pureza, Jaccard, Fowlkes-Mallows e Davies-Bouldin,
ainda que consoante os mesmos parâmetros, não tenha sido
substancialmente melhor do que o algoritmo genético e do
que o K-means.

A avaliação da tabela 8, que demostra por medida e para
as coleções que não estavam antecipadamente classificadas,
o número de vitórias e derrotas do algoritmo inspirado na
imunidade de rebanho, possibilita distinguir que a estratégia
sugerida foi, segundo a função critério e o ı́ndice de validação
Davies-Bouldin, consideravelmente mais apropriada do que as
demais, haja vista a obtenção de mais do que 114 vitórias em
toda as confrontações. As informações da tabela 8, permitem
observar também, que o método inspirado na imunidade de
rebanho alcançou resultados consideravelmente melhores do
que os obtidos pelo exame partı́culas, pelo K-means e pelo
recozimento simulado, ao se considerar as medidas silhueta
e Dunn, e que, conforme os mesmos parâmetros, a estratégia
proposta não foi significativamente melhor do que o algoritmo
genético.

A análise consolidada das tabelas que retrataram os es-
cores obtidos por cada método, e das tabelas que apresentaram
as vitórias e as derrotas dos algoritmos, permite observar uma
predisposição do método inspirado na imunidade de rebanho
em obter as melhores respostas sob a perspectiva da função
critério, e em não alcançar os melhores resultados ao se incluir
as demais medidas de avaliação. Desta forma e considerando
que conforme [2, 4, 5], os ı́ndices de validação de agrupamen-
tos, tais como os que foram utilizados neste estudo, têm como
propósito fundamental indicar a consistência e a relevância
das partições obtidas, sugere-se que a inferior adequação dos
resultados do algoritmo inspirado na imunidade de rebanho,
com relação a esses parâmetros, foi consequência da obtenção
de arranjos que não eram tão congruentes aos dados, ainda
que o valor da função critério tenha sido o mais apropriado.

5. Conclusões
Este trabalho retratou a aplicação de uma meta-heurı́stica
inspirada na aquisição da imunidade de rebanho por uma
população de indivı́duos, à determinação do agrupamento não
hierárquico de objetos. De modo especı́fico, o particiona-
mento de uma coleção finita de itens em um conjunto de
grupos, que foi abordado como um problema de otimização,
que tinha como propósito minimizar o valor da função critério
resultante da classificação obtida, foi realizado, pelo algoritmo
sugerido e por outros quatro métodos descritos na literatura,
para 33 coleções de referência, com número de grupos con-
hecido.

Os resultados alcançados por cada algoritmo, que foram
analisados por intermédio de 10 medidas de avaliação dis-
tintas, indicaram que o método inspirado na imunidade de
rebanho, foi o mais apropriado sob a perspectiva da função
critério, haja vista que segundo esse aspecto, o algoritmo su-
gerido foi invariavelmente melhor do que todos os demais. Os
resultados dos ensaios assinalaram além disso que, ao se con-
siderar os critérios indicativos da adequação das classificações
obtidas em relação à estrutura dos dados em seu formato ori-
ginal, o algoritmo inspirado na imunidade de rebanho não foi
sistematicamente mais congruente do que as outras estratégias
de agrupamento, ainda que em algumas circunstâncias, tenha
obtido respostas equivalentes ou até mesmo mais acertadas.
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