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Resumen: En este artículo se define una forma de aprendizaje estructural para clasificadores 
bayesianos  utilizando la Meta heurística Optimización basada en Mallas Variables, VMO. El 
método se basa en encontrar la topología de redes bayesianas arbitrarias que mejor clasifique 
los datos. En el proceso se utiliza una técnica envolvente para la tarea de aprendizaje supervisado. 
Este problema de optimización es complejo, ya que el espacio crece de manera exponencial en 
dependencia del número de variables. La propuesta fue probada en un escenario educativo y 
comparada con otros clasificadores bayesianos utilizando software de acceso libre como Elvira y Weca.
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OPTIMIZATION OF VARIABLE MESH APPLIED 
TO THE LEARNING OF BAYESIAN CLASSIFIERS

  
Abstract: : This paper defines a form of structural learning for Bayesian classifiers using the heuristic 
Meta Optimization based on Variable Meshes, VMO. The method is based on finding the topology 
of arbitrary Bayesian networks that best classify the data. In the process, a wraparound technique 
is used for the supervised learning task. This optimization problem is complex, since space grows 
exponentially depending on the number of variables. The proposal was tested in an educational setting 
and compared with other Bayesian classifiers using free access software such as Elvira and Weca.
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I  INTRODUCCIÓN 

El aprendizaje estructural de clasificadores Baye-
sianos es una tarea compleja que amerita mucho cos-
to computacional [1]. En la actualidad este proceso se 
puede realizar a partir de dos enfoques fundamentales: 

•Métodos de filtrado.- Estos métodos se basan en el 
uso de medidas de asociación o métricas que se calcu-
lan en los datos. El clasificador se construye en base a 
estas medidas, por ejemplo, optimizando una métrica 
como se hace en la construcción del Clasificador Baye-
siano Simple Aumentado con un Árbol TAN  [2]. Hay 
dos enfoques principales dentro del aprendizaje de cla-
sificadores bayesianos a partir de un conjunto de ob-
servaciones: pruebas de independencia  [3] y métodos 
de score + búsqueda  [4]. La primera, está basada en 
hacer test estadísticos relacionados con los datos que 
están representados en el grafo. En el segundo existe 
una métrica que permite medir la idoneidad de un grafo 
dado un conjunto de datos propuestos.

•Métodos envolventes.- El mejor clasificador se cal-
cula optimizando su comportamiento en los datos de 
entrenamiento usando un método de validación cruza-
da  [5] por ejemplo usando la validación basada en 10 
tandas.

En nuestro caso vamos a usar un método envolvente 
para el aprendizaje de los clasificadores, donde se tie-
ne como problema el encontrar la topología que mejor 
clasifique los datos. De hecho el problema de aprender 
una red bayesiana que optimice una métrica como Ba-
yesian Dirichlet likelihood-equivalence uniform joint 
distribution BDEu es un problema de tiempo polino-
mial no determinista NP-difícil  [1]. Por ese motivo, es 
conveniente usar métodos de optimización combinato-
ria que permitan obtener buenas soluciones en tiempos 
razonables. 

Entre los métodos de optimización más utilizados 
para el aprendizaje se encuentran las meta heurísticas 
poblacionales, definidos como algoritmos iterativos de 
búsqueda en el espacio de soluciones S que emplean 
un conjunto de soluciones (población) en cada iteración 
del algoritmo para optimizar una función objetivo  [6]. 

En los últimos años ha habido un crecimiento es-
pectacular en el desarrollo de las meta heurísticas po-
blacionales. Un ejemplo de esto es la meta heurística 
Optimización basada en Mallas Variables (VMO). Di-
cho método utiliza una malla de punto en el espacio n 
dimensional que se expande y se contrae para recorrer 
el espacio de búsqueda  [7]. Esta meta heurística ha sido 
presentada tanto en problemas discretos como conti-
nuos  [8],  [9] entre otros.

La propuesta de aprendizaje estructural fue incor-

porada en el software Elvira  para realizar las pruebas 
correspondientes.

II DESARROLLO

El estudio empieza analizando brevemente los pro-
blemas de optimización y se determina la importancia 
de considerar a los operadores que permitirán mover a 
la población a las zonas favorables del espacio de so-
lución. Luego se describe de manera general la meta 
heurística optimización de malla variable, explicando 
cómo genera la malla inicial, los nodos en dirección a 
los extremos locales y al extremo global, así como la 
generación de los nodos a partir de las fronteras de la 
malla. Luego se analizan características del método y 
sus operaciones. Finalmente se aplica el método para 
estimar clasificadores bayesianos y se realizan experi-
mentos comparando con otros clasificadores. Vamos a 
usar un método de envolvente y la función que se op-
timiza es el comportamiento en el conjunto de entrena-
miento mediante validación cruzada. Algunos algorit-
mos de aprendizaje estructural de redes bayesianas con 
los que se van a comparar los resultados son ByNet, 
BayesChaid, BayesPSO  [10].

DESCRIPCIÓN DE LA META HEURÍSTICA 
VMO

La optimización de malla variable (VMO),  [7], es 
una meta heurística poblacional donde las soluciones 
son distribuidas como una malla en el espacio m-di-
mensional. La población está compuesta por p nodos o 
soluciones candidatas (n1, n2,...,np), codificadas como 
un vector de puntos flotantes de m componentes, ni=(-
vi1, vi2,..., vim).  

Esta meta heurística aparece como un esfuerzo de 
utilizar de forma directa las soluciones más promisorias 
(extremos locales, extremo global y soluciones fron-
teras) para dirigir el proceso de búsqueda del modelo. 
Bajo este principio, la población puede converger de 
manera prematura a zonas ya identificadas como pro-
metedoras y dejar de explorar otras zonas desconoci-
das. Para evitar esta situación desfavorable y propiciar 
la diversidad en la población, VMO implementa un me-
canismo de limpieza adaptativa que filtra la población, 
manteniendo solamente los nodos más representativos 
de cada zona explorada. El componente adaptativo se 
adquiere a partir de la forma en que se calcula la dis-
tancia de separabilidad permitida en cada iteración del 
algoritmo  [11].   

De forma general el proceso de búsqueda desarro-
llado por VMO se realiza a partir de las siguientes ope-

Oviedo et al., Optimización de malla variable aplicada al aprendizaje



7070
UNIVERSIDAD, CIENCIA y TECNOLOGÍA  Vol. 22, Nº 86 Marzo 201 (pp. 10-20)ISSN 2542-3401

raciones:

•Expansión: Proceso que se lleva a cabo en cada 
iteración para explorar las zonas representadas por las 
mejores soluciones obtenidas (extremos locales, el ex-
tremo global y las soluciones fronteras).

•Contracción: Mecanismo aplicado para reducir la 
población luego del proceso de expansión, manteniendo 
en la población los nodos más representativos.

 Ambas operaciones son las encargadas de incorpo-
rar exploración y explotación del espacio de búsqueda. 

APRENDIZAJE ESTRUCTURAL DE REDES BA-
YESIANAS

El aprendizaje estructural de una red bayesiana re-
presenta uno de los elementos fundamentales en el des-
empeño de un clasificador bayesiano. Este problema 
cae en la categoría NP-difícil  [4], por lo que ha sido 
objeto de estudio de un sin número de investigaciones 
en el área.

El objetivo principal de esta fase es obtener una es-
tructura de red bayesiana partiendo de bases de datos, 
es decir, se toma en consideración las relaciones de 
dependencia e independencia entre todas las variables. 
Las diferentes técnicas de aprendizaje estructural basan 
su procesamiento en el tipo de estructura o topología 
de la red (árboles, poli-árboles o redes múltiplemente 
conectadas).

Específicamente dentro de las redes múltiplemente 
conectadas aparecen dos enfoques diferentes de apren-
dizaje diferentes:

•Métodos que basan su funcionamiento en medidas 
de búsqueda y ajuste.

•Métodos que basan su funcionamiento en pruebas 
de independencia o también logran basarse en restric-
ciones.

El método de búsqueda y ajuste propone el uso de 
una etapa de un proceso de búsqueda de estructuras y 
una fase que evalúa la calidad de la estructura obtenida 
permitiendo realizar ajustes en la topología de las redes  
[12],  [13].

VMO APLICADO AL APRENDIZAJE ESTRUC-
TURAL DE REDES BAYESIANAS

En esta sección aplicaremos el algoritmo VMO al 
problema de aprendizaje estructural de un clasificador 
bayesiano. Para ello, se redefinen algunos operadores 
del algoritmo ajustándolos a las características del pro-
blema. Luego se presenta un estudio de los parámetros 
del modelo y por último se realiza un análisis compara-

tivo con otros clasificadores bayesianos del estado del 
arte, utilizando un conjunto de bases de conocimiento 
del repositorio de la UCI.

Modificaciones del algoritmo VMO

El primer paso en el proceso de adaptación del algo-
ritmo VMO lo determina la representación de los nodos 
o soluciones. En este sentido tomaremos el nodo como 
un conjunto de arcos (Xi, Xj), i≠j dirigidos, que repre-
sentan las relaciones de dependencia entre las variables 
Xi y Xj de la red. La figura 1 presenta un ejemplo de un 
nodo para una red de 4 variables.

Figura 1. Representación de una Red Bayesiana como 
conjunto de arcos

Otro elemento que definiremos como se calcula la simi-
litud entre dos redes. Nuestra propuesta radica en uti-
lizar la operación de intersección entre dos conjuntos 
para obtener los arcos que comparten dos redes o nodos 
( ). Luego la cardinalidad del conjunto solución, lo to-
maremos como la similitud entre ambas redes (ecuación 
1).

Otro de los elementos que se definen en la propuesta 
es la forma de generar nuevas redes para el proceso de 
expansión de la malla. Es importante señalar que las re-
des que se generen no pueden tener ciclos. A continua-
ción se definen las formas de generar los nuevos:

Generación de nodos al azar: este tipo de nodo se 
construye con arcos dirigidos generados al azar hasta 
que todas las variables estén conectadas.

Generación a partir de un nodo: esta generación se 
lleva a cabo en la función H del modelo VMO, para ex-
plorar las fronteras de la malla. Para ello, se selecciona 
aleatoriamente un arco del nodo y se procede a cambiar 
su orientación. El nuevo arco es incluido en la red sólo 
si no introduce ciclo.

Generación a partir de dos nodos: este caso se utiliza 

2121 ),( BNBNBNBNSimilitud I=  (1) 
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Figura 2. Operación unión de las diferencias entre BN1 
y BN2

En el proceso de creación de las nuevas redes, se 
puede dar el caso de que alguna nueva res contenga ci-
clos, en este caso se aplica un algoritmo de eliminación 
de ciclos, que selecciona un arco de forma aleatoria en-
tre, el conjunto de arcos que forman el ciclo, y se invier-
te el sentido del arco. Este proceso se repite hasta que se 
eliminen todos los ciclos de la red.

Cota de distancia o valor de separabilidad entre solu-
ciones: es otro elemento que se redefinió en la propues-
ta (ver ecuación 3) donde A representa el número de 
variables o características del problema, y al igual que 
la propuesta original, c y C representan las evaluaciones 
de la función objetivo (actual y total respectivamente).

Función objetivo o calidad de una red: en este caso se 
utiliza un método envolvente que convierte cada nodo 
en un clasificador bayesiano y la calidad de la red lo 
determina la precisión del clasificado correspondiente 
con una validación cruzada de 10 del conjunto de entre-
namiento. De esta forma se identifica la estructura que 
mejor clasifique representa la mejor solución de todas. 

La figura 3 presenta el código general de la propues-
ta del algoritmo VMO al aprendizaje bayesiano.

Figura 3. Código general de la propuesta del algoritmo 
VMO al aprendizaje bayesiano

III RESULTADOS Y DISCUSIÓN

En esta sección se presenta  el estudio experimental 
de la propuesta VMO al aprendizaje estructural (Bayes-
VMO). Para ello, utilizamos 14 bases de conocimientos 
incluidas en el repositorio UCI ML [14], cuya descrip-
ción se presenta en la Tabla I donde rd y rc representan 
cantidad de atributos discretos y continuos respectiva-
mente. 

Tabla I. Conjunto de datos y su descripción.

La experimentación comienza realizando un estudio 
de los parámetros k (cantidad de nodos que determinan 
la vecindad de cada nodo) y p (cantidad de nodos que 
integran la malla inicial en cada iteración) del algorit-
mo. Luego la mejor configuración es utilizada para un 
estudio comparativo con otros clasificadores bayesia-
nos del estado del arte.

)()( 1221
* BNBNBNBNBN U=  (2) 
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base  rd rc clases  casos 
mammographic  4 1 2 961 
Lung-cancer  56 0 3 32 
hepatitis  13 6 2 155 
e colic  0 7 8 336 
breast-cancer-w  10 0 2 683 
contac-lenses  4 0 3 24 
hayes-roth-m  4 0 3 132 
Monk  1 6 0 2 
vote  16 0 2 300 
Balance-scale  4 0 3 625 
tic-tac-toe  9 0 2 958 
Iris  0 4 3 150 
Labor  8 8 2 57 
Soybean  35 0 19 683 
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Para el análisis de los resultados se aplica un con-
junto de técnicas estadísticas no paramétri1cas presen-
tadas en  [15]. En todos los experimentos se realiza un 
máximo de 10000 evaluaciones de la función objetivo 
(valor del parámetro C) y  cada variante del algoritmo 
se ejecutó 50 veces de manera independiente para cada 
conjunto de datos, utilizándose el valor promedio para 
el análisis comparativo.

ESTUDIO DE PARÁMETROS

En esta sección, se realiza el ajuste de los paráme-
tros k (cantidad de nodos que determinan la vecindad de 
cada nodo) y p (cantidad de nodos que integran la malla 
inicial en cada iteración) utilizando los  valores p=(12, 
24, 48) y k=(3, 5, 7) respectivamente. La Figura 4 pre-
senta un resumen general de los resultados obtenido por 
cada variante de estudio en todas las bases de conocien-
do, donde se puede apreciar que los mejores resultados 
se alcanzan con los parámetro p=24 y k=3

Figura 4. Calidad promedio que alcanzó cada variante 
en todos los datos

Para determinar si las diferencias son estadística-
mente significativas, se aplicó el test de Iman-Davem-
port  [16] con 8 y 104 grados y se obtuvo un valor 
menor a 0,05 (2,92E-10), determinando que existen 
diferencias significativas en los resultados computados. 

El test de Holm  [17], por su parte identificó que los 
resultados alcanzados para la variante BayesVMO(24,3) 
mejora significativamente las otras variantes que apare-
cen en la tabla III. Para el caso de las otras alternativas 
que no aparecen (BayesVMO(12,3), BayesVMO(12,7), 
BayesVMO(24,5) y BayesVMO(12,5)), los resultados 
son similares.

Tabla II. Resultados del test de Holm para BayesV-
MO(24,3) como control

De este análisis se puede determinar que el algorit-
mo BayesVMO obtiene los resultados más prometedo-
res con los parámetros p=24 y k=3.

 A continuación utilizaremos esta variante para el 
análisis comparativo con otros clasificadores bayesia-
nos.

ANÁLISIS COMPARATIVO CON OTROS CLA-
SIFICADORES BAYESIANOS

 Para el análisis comparativo seleccionamos algu-
nos clasificadores clásicos como: K2, TAN, NB, CBN 
(clasificador Naive Bayes) y otros más complejos como 
ByNet, BayesChaid, BayesPSO presentados en  [10]. 

La Figura 5 muestra los resultados promedio de cada 
clasificador sobre todo el conjunto de datos. Para el caso 
de los resultados de ByNet, BayesChaid y BayesPSO 
fueron tomados exactamente como fueron presentados 
por el autor y se utilizó como condición de parada del 
algoritmo 10000 evaluaciones de la función objetivo tal 
y como se presentó en BayesPSO.

Aplicando el análisis estadístico corroboramos que 
en el grupo de algoritmos existen diferencias en cuan-
to a resultado (valor de Iman-Davemport 4,316E-4 < 
0,05). Por sus parte el test de Holm determinó que los 
resultados alcanzador por nuestra propuesta BayesV-
MO(24,3) obtuvo valores de clasificación significativa-
mente superiores que los demás clasificadores en estu-
dio. En la Tabla III se pueden observar estos resultados.

Figura 5. Resultados computados para el análisis com-

BayesVMO z  Valor p  α/i  H 

(48,5) 4.209  2.56E-5  0.006
2  R 

(48,3) 4.174  2.98E-5  0.007
1  R 

(24,7) 3.726  1.94E-4  0.008
3  R 

(48,7) 2.863  0.0041  0.01  R 
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Tabla III. Resultado de la prueba de Holms con Ba-
yesVMO como algoritmo de control

IV CONCLUSIONES

Del presenta trabajo se puede concluir lo siguiente:
•Se logró adaptar la meta heurística Optimización 

basada en Mallas Variables (VMO) para el aprendizaje 
estructural de un clasificador bayesiano utilizando ope-
raciones de la lógica de conjuntos como la unión y la 
diferencia.

•En el estudio de parámetro se determinó que el 
tamaño de la malla y la cantidad de vecino son deter-
minantes para la calidad de los resultados, siendo los 
valores p=24 y k=3 los recomendados.

•En el estudio comparativo se demostró que nues-
tra forma de entrenar estructuralmente redes bayesianas 
resulto ser competitiva con otras propuestas del estado 
del arte, alcanzando los resultados más altos de clasifi-
cación en los casos de estudio. Resultados que fueron 
probados estadísticamente.

En un futuro cercano se pretende ampliar nuestra in-
vestigación para probar otros mecanismos que permitan 
mejorar el proceso de exploración el algoritmo VMO y 
de esta forma encontrar topologías más prometedoras.
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  z  Valor p  α/i  H 
TAN  4.243 2,20E-02 0,0062 R 

NAIVES 
BAYES  3.864 1,11E-01 0,0071 R 

ByNet  3.795 1,47E-01 0,0083 R 
CBN  2.725 0,0064 0,01 R 
RB TAN  2.622 0,0087 0,0125 R 
RB K2  2.415 0,0157 0,0166 R 
BayesChaid  2.242 0,0243 0,025 R 
BayesPSO  2.001 0,0453 0,05 R 
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