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Resumo  

Neste trabalho foram desenvolvidas metodologias de análise para avaliar a 

biodegradabilidade do diesel, biodiesel e blendas B10, mediante as técnicas de espectroscopia 

no infravermelho (FTIR) associada com quimiometria e o emprego de análise de imagem 

digitais. O objetivo do trabalho foi desenvolver métodos analíticos capazes de avaliar 

biodegradação em diesel, quantificar biomassa formada na biodegradação de misturas 

biodiesel/diesel e por fim quantificar o número de colônias de microrganismos deteriogênicos 

de biodiesel. Para isso, foram utilizados métodos de análise multivariada como análise por 

componentes principais (PCA) e regressão multivariada por mínimos quadrados (PLS) e a 

análise de imagens digitais. Para o estudo de biodegradação de diesel foi investigado diferentes 

combinações de métodos de pré-processamentos aplicados em espectros de infravermelho 

médio para analisar amostras de diesel com diferentes teores de enxofre que foram submetidas 

a estocagem simulada com contaminação microbiana por um período de 40 dias. Para 

quantificação de biomassa em blendas B10 (10% de biodiesel puro e 90% de óleo diesel) foram 

utilizadas amostras submetidas a biodegradação por microorganismos e analisadas através de 

espectroscopia no infravermelho médio e regressão multivariada. Para a quantificação do 

número de colônias, foram utilizadas imagens digitais de placas de petri contendo colônias da 

bactéria Bacillus pumilus e da levedura Meyerozyma guilliermondii e um código Python foi 

desenvolvido para contar automaticamente as unidades formadoras de colônias a partir das 

imagens digitais. Os principais resultados obtidos demonstraram que o FTIR-ATR pode ser 

utilizado para avaliação da degradação de diesel e que a região de 1528 - 1318 cm-1 é a mais 

indicada e uma possível combinação de pré-processamentos com normalização/segunda 

derivada/centrado na média. Para a quantificação utilizando espectros FTIR-ATR foram 

avaliadas as figuras de mérito da metodologia, sendo o método considerado promissor para o 

seu objetivo. Na contagem de unidades formadoras de colônias, por um método semi-

automático, foram avaliadas a calibração e validação em relação à contagem manual clássica, 

os resultados mostraram curvas de calibração e validação com coeficiente de determinação (R2) 

de 0,99 e 0,98, respectivamente. 

Palavras-chave: biodiesel, diesel, microrganismos, análise multivariada, análise de imagem. 
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Abstract  

In this work, analysis methodologies were developed to evaluate the biodegradability of diesel, 

biodiesel and B10 blends, using infrared spectroscopy (FTIR) technique associated with 

chemometry and the use of the digital image analysis. The aim of this work was to develop 

analytical methods capable of evaluating biodegradation in diesel, quantifying biomass formed 

in biodegradation of biodiesel/diesel mixtures and finally quantifying the number of colonies 

of deteriogenic microorganisms in biodiesel. For this, multivariate analysis methods were used 

such as principal component analysis (PCA) and multivariate least squares regression (PLS) 

and the digital image analysis. For the study of diesel biodegradation was investigated different 

combinations of pre-processing methods applied in mid-infrared spectra to analyze diesel 

samples with different sulfur contents that were subjected to simulated storage with microbial 

contamination for a period of 40 days. For quantification of biomass in B10 blends (10% pure 

biodiesel and 90% diesel oil), samples subjected to biodegradation by microorganisms were 

used and analyzed using medium infrared spectroscopy and multivariate regression. To 

quantify the number of colonies, digital images of petri dishes containing colonies of the genus 

Bacillus pumilus and the yeast Meyerozyma guilliermondii were used and a Python code was 

developed to automatically count the colony forming units from the digital images. The main 

results obtained demonstrated that the FTIR-ATR can be used to assess diesel degradation and 

that the region of 1528 - 1318 cm-1 is the most suitable and a possible combination of pre-

processing with normalization/second derivative/centered on average. For the quantification 

using FTIR-ATR spectra, the figures of merit of the proposed method were evaluated, being 

considered appropriate for its objective. The counting of colony forming units, by a semi-

automatic method, the calibration and validation were compared with the classic manual 

counting. The results showed calibration and validation curves with coefficient of 

determination (R2) of 0.99 and 0 .98, respectively. 

Keywords: biodiesel, diesel, microorganisms, multivariate analysis, image analysis. 
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1 Introdução 

O óleo diesel é o principal combustível utilizado no transporte rodoviário de 

passageiros, produtos industriais e na produção agrícola no Brasil. Trata-se de um 

derivado do petróleo, sendo assim uma fonte finita e não renovável.1 A busca por 

alternativas ao seu uso levou a produção de biodiesel, um combustível derivado de fontes 

renováveis, como óleo de soja, girassol, canola e gordura animal (sebo bovino).2,3  

No ano de 2005, com base na lei n° 11.097, o biodiesel passou a fazer parte da matriz 

energética, podendo ser adicionado facultativamente ao diesel e a partir  de  2008 a adição 

passou a ser obrigatória em um percentual mínimo de 2%, essa mistura foi denominada 

B2 (2% de biodiesel e 98% de diesel) e o percentual foi aumento sucessivamente, 

atualmente porcentagem de biodiesel mínima adicionado ao diesel é de 10%.4,5 

O biodiesel é tecnicamente competitivo com o diesel convencional (petroquímico), 

tendo algumas vantagens sobre este, como: origem nacional, favorecendo a indústria 

agrícola local, a biodegradabilidade, redução na emissões de material particulado, 

monóxido de carbono, baixas ou nenhuma quantidade de enxofre e compostos 

aromáticos.6,7 No entanto, a adição do biodiesel ao diesel, agrega novas características 

intrínsecas à mistura, como: aumento da higroscopicidade, poder de solvência e tendência 

natural à oxidação, o que pode gerar particulados de natureza orgânica e inorgânica.8 

A biodegradação do biodiesel é favorecida pela natureza da composição química 

(mistura de ésteres de ácidos graxos) que podem ser mais facilmente reconhecidos pelos 

microrganismos e a higroscopicidade.9 Segundo relatado na literatura, a adição de 

biodiesel ao diesel promove um maior incremento de populações microbianas, 

principalmente quando existe a presença de água.9-12 Levando-se em consideração o 

ponto de vista ambiental, em casos de derramamento do biodiesel, sua característica de 

biodegradabilidade, é uma vantagem frente ao diesel. No entanto em casos de 

armazenagem essa característica passa a ser um problema, uma vez que compromete o 

tempo de estabilidade do produto.13 

Uma grande variedade de microrganismos já foram isolado, identificados e avaliados 

o crescimento em óleo diesel, biodiesel e misturas BX simulando a estocagem. A 

composição química dos combustíveis é um dos fatores responsável por esta 

característica pois a presença de hidrocarbonetos alifáticos e aromáticos no óleo diesel, 

bem como os ésteres presentes no biodiesel, podem ser fontes de carbono e energia para 

o crescimento e proliferação de bactérias e fungos.14-16  
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Outros fatores que favorecem o desenvolvimento de microrganismos deteriogênicos 

dos combustíveis são o tempo de armazenamento e a densidade de microrganismo 

nativos.17 As principais consequências causadas pela atividade microbiana é a perda da 

qualidade do produto final, uma vez que a biomassa formada durante o processo de 

biodeterioração pode ocasionar o entupimento de filtros de combustíveis, reduzindo 

assim a sua vida útil, deterioração de tubulações e tanques de armazenamento nas 

refinarias e usuário final.18-20 

Diversos métodos analíticos são utilizados para avaliação de contaminação microbiana 

em combustíveis. Dentre eles,  a contagem em placa é o método mais comum utilizado 

para detecção e quantificação de colônias de bactérias e fungos em amostras 

contaminadas.21 Técnicas moleculares são empregadas para a identificação de 

microrganismos22-24 e a quantificação de biomassa formada em amostras contaminadas é 

feita por gravimetria (peso seco).25,26 

Devido ao avanço tecnológico, houve um desenvolvimento de técnicas analíticas que 

possibilitaram a união entre a química analítica e a microbiologia. Atualmente a 

caracterização de produtos de biodegradação é possível ser avaliada através da 

cromatografia a gás com  espectrometria de massa acoplada (GC-MS)27,28 e da 

cromatografia a gás com detector de ionização em chama (GC-FID)29 e da ressonância 

magnética nuclear de hidrogênio (H1 NMR).30  

Recentemente, a aplicação de espectroscopia no infravermelho médio associada com 

quimiometria vem sendo utilizada para a avaliação de processos de biodegradação em 

combustíveis.15,31 Outra técnica que vem sendo proposta é a análise por imagens digitais, 

cuja metodologia foi utilizada para diferenciar tipos de bactérias32 e, quantificar colônias 

de microrganismos.33 Ambas são técnicas de análise rápida, de baixo custo e que exigem 

pouco ou nenhum preparo de amostra quando comparadas à outros métodos 

instrumentais. 

Os métodos baseados em espectroscopia no infravermelho médio e análise de imagens 

podem incrementar ou substituir técnicas convencionais no estudo da biodegradação de 

combustíveis, auxiliando na aquisição de informações sobre a biodegradabilidade de 

diesel, biodiesel e na mistura diesel/biodiesel de forma rápida e sem altos custos para 

garantia da qualidade destes combustíveis.  
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2 Objetivo 

2.1 Geral 

O objetivo deste estudo foi desenvolver metodologias analíticas utilizando 

espectroscopia no infravermelho médio associada com quimiometria e o emprego da 

análise de imagens digitais para avaliar a biodegradabilidade do diesel, biodiesel e 

blendas B10 (10% biodiesel e 90% diesel). 

2.2 Específicos 

I – Aplicar pré-processamentos espectrais e Análise por Componentes Principais (PCA) 

de diesel com diferentes teores de enxofre submetidos a biodegradação; 

II - Quantificar a biomassa produzida na biodegradação de blendas B10 usando 

Infravermelho com Transformada de Fourier por Reflexão Total Atenuada (FTIR-ATR) 

e Regressão por Mínimos Quadrados Parciais (PLS); 

III – Empregar imagens digitais obtidas por um escâner de mesa para a contagem de 

colônias de microrganismos deteriogênicos de biodiesel. 
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3 Revisão Bibliográfica  

3.1 Diesel 

O óleo diesel é um dos principais combustíveis líquidos derivado do petróleo, 

composto principalmente por uma mistura complexa de hidrocarbonetos parafínicos, 

naftênicos, olefínicos e aromáticos, variando de 8 a 28 átomos de carbono e, em menor 

concentração substâncias contendo oxigênio, nitrogênio, enxofre e metais.34,35 É utilizado 

nos motores de combustão interna e ignição por compressão (motores ciclo Diesel) em 

veículos rodoviários, ferroviários e marítimos e em geradores de energia elétrica. 

Atualmente é o combustível mais utilizado no país, impulsionado pela produção agrícola 

e também devido a predominância da rede rodoviária no transporte de produtos e 

passageiros. O volume comercializado em 2019 foi de aproximadamente 57,3 milhões de 

m3 de diesel.36 

A formulação do óleo diesel é feita pela mistura de várias frações provenientes dos 

estágios de processamento do petróleo bruto. A proporção de cada componente é ajustada 

para garantir as especificações de qualidade estabelecidas pela legislação vigente. A 

composição química especifica do óleo diesel depende do processo de produção na 

refinaria, origem do petróleo bruto, adições de frações do processo de craqueamento e 

adição de aditivos para aumentar a eficiência do motor.  No Brasil, o óleo diesel é um 

derivado do tipo parafínico-naftênico do petróleo.37  

O teor de enxofre no diesel é considerado um dos principais contribuintes para a 

poluição do ar atmosférico pela emissão de gases de óxidos de enxofre, sendo que a sua 

redução é uma exigência mundial.38 Uma das especificações de qualidade do diesel 

regulamentada pela Agência Nacional do Petróleo, Gás Natural e Biocombustíveis 

(ANP), é o teor de enxofre. O diesel brasileiro apresenta três níveis de enxofre na sua 

composição: o diesel S10 (10 ppm de enxofre) e o diesel S500 (500 ppm de enxofre) 

utilizados em veículos automotivos e em máquinas agrícolas, industriais e construção 

civil e também existe o diesel S1800 (1800 ppm de enxofre) utilizado no transporte 

ferroviário, mineração e geração de energia elétrica.39,40 

Com a utilização do biodiesel,  o óleo diesel brasileiro foi dividido em duas classes:  o 

tipo A, que é sem adição de biodiesel e o tipo B que é o óleo diesel acrescido de 

biodiesel.39 
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3.2 Biodiesel 

A crescente demanda de energia no mundo industrializado proveniente do aumento na 

produção agrícola, indústria e setor de transporte, combinado com a escassez dos recursos 

de reservas de petróleo e impactos ambientais causados pela queima dos combustíveis 

fósseis, motivou diversas pesquisas em fontes alternativas de energia, estima-se que o 

consumo mundial de energia comercializada no mundo deverá aumentar em 48% de 2012 

a 2040.41Nesse cenário, o biodiesel ganhou ênfase por apresentar propriedades 

semelhantes ao óleo diesel, podendo ser utilizados nos motores de ignição por 

compressão sem modificações. Pode ser usado puro ou misturado com diesel de petróleo 

devido à sua completa miscibilidade em todas as proporções de mistura e compatibilidade 

com a distribuição de combustível existente na infraestrutura.3,42 

O biodiesel é comercializado misturado ao diesel formando o óleo diesel tipo B. As 

misturas de diesel e biodiesel são conhecidas como BXX, em que XX indica a quantidade 

de biodiesel na mistura. Assim, o B100 corresponde ao biodiesel puro, e um B10 seria 

10% de biodiesel e 90% de diesel em volume. 

A partir de 2008, o óleo diesel tipo B passou a ser comercializado de forma que o 

percentual mínimo de biodiesel era de 2%, essa mistura foi denominada B2 (2% biodiesel 

e 98% diesel). Este percentual mínimo está em crescimento: em 2010 passou para 5% 

(B5), passando para 6% ou B6 em julho de 2014, 7% ou B7 em novembro de 2014, 11% 

ou B11 em 2019 e em 2020 passou a ser de 12% ou B12. Estima-se que o teor de biodiesel 

no diesel deve chegar a 15% em 2023.4,43  

O biodiesel é uma mistura de ésteres alquílicos de ácidos carboxílicos de cadeia longa 

produzido através de uma reação de transesterificação de ácidos graxos de gorduras de 

origem vegetal ou animal.2,44 Uma das maiores vantagens do biodiesel frente a outros 

combustíveis é a variedade de matérias primas disponível para sua produção que inclui 

óleo de soja, algodão, milho e gordura animal. As mais utilizadas no país são o óleo soja 

com 71,21% de participação na produção devido à sua grande disponibilidade, seguido 

pela gordura bovina 11,51%.45 

A produção em escala industrial é realizada através de uma reação de 

transesterificação, como ilustrado na Figura 1, onde um triglicerídeo reage com um álcool 

de cadeia curta, o metanol é o mais utilizado em função da sua maior reatividade. 
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Figura 1: Reação de transesterificação de um triglicerídeo para produção de biodiesel. 

Para uma reação de transesterificação estequiometricamente completa, uma proporção 

molar 3:1 de álcool por triglicerídeo é necessária. Pode-se utilizar um catalisador alcalino 

ou ácido, porém a catálise alcalina homogênea é a mais empregada, obtendo assim uma 

mistura de ésteres metílicos de ácidos graxos, que constitui o biodiesel, e o coproduto 

glicerol.46 

3.3 Biodegradação dos Combustíveis  

A presença de bactérias e fungos em combustíveis como diesel, biodiesel, gasolina e 

querosene é amplamente relatada em diversos estudos.23,47,48 Uma grande variedade de 

microrganismos já foi isolada e identificada, sendo que  muitos  apresentam a capacidade 

de crescer e degradar diferentes fontes de combustíveis.14-16 

Os microrganismos são ubíquos (estão em todos os lugares) na natureza e alguns são 

capazes de consumir hidrocarbonetos como fonte de energia e carbono. Podem degradar 

vários tipos de hidrocarbonetos - de cadeia curta, de cadeia longa e vários compostos 

aromáticos, incluindo os hidrocarbonetos aromáticos policíclicos.24,49 Portanto os 

combustíveis derivados do petróleo e o biodiesel constituem uma importante e potencial  

fonte de carbono.50,51  

A degradação dos combustíveis principalmente durante o armazenamento é um 

problema econômico reconhecido com consequências causadas pela atividade microbiana 

como o comprometimento da qualidade final do produto, entupimento e redução da vida 

útil de filtros, injetores de combustíveis  ocasionados pela biomassa formada durante o 

processo de biodeterioração,19,20 bem como a corrosão de tubulações e tanques de 

armazenamento nas refinarias, distribuidoras e para o usuário final. Neste contexto, o 

monitoramento e controle de qualidade é de suma importância para garantir que os 

combustíveis estejam adequados para comercialização no mercado. 

 

álcool primário 
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3.3.1 Fatores que Contribuem para a Biodegradação 

3.3.1.1 Água 

A disponibilidade de água é um fator determinante para o crescimento de 

microrganismos, pois estes são incapazes de sobreviver na ausência de água.19,52 A 

presença de água em tanques de armazenamento propicia condições ideais para o 

crescimento de populações microbianas, níveis de cerca de 1% é suficiente para o 

desenvolvimento microbiano.53 A água pode estar na forma dissolvida; emulsificada ou 

como fase livre, no fundo dos tanques. 

 A entrada de água nos tanques de armazenamento pode ocorrer de diferentes maneiras 

tais como carreada pelo combustível, pela condensação do ar nas paredes, pelo 

metabolismo microbiano, entrada pelos respiros, durante a lavagem dos tanques ou ainda 

pode ser colocada intencionalmente, como lastro.  

A densidade da água é maior que a do combustível, consequentemente fica depositada 

no fundo dos tanques, formando um sistema bifásico “combustível-água”. Os 

microrganismos se desenvolvem, então, no fundo dos tanques, na interface entre a água 

e o combustível onde todos os requisitos para o crescimento são fornecidos: uma 

substância orgânica como fonte de energia e nutrientes inorgânicos.52,53 

3.3.1.2 Tempo de Armazenamento 

A deterioração dos combustíveis é mais problemática em tanques de armazenamento 

em que a taxa de rotatividade é baixa. A permanência do combustível por um período 

superior a trinta dias, pode ocasionar a proliferação de bactérias e fungos que ocorre na 

interface entre água e o óleo devido ao maior tempo de contato entre o combustível e as 

populações microbianas.18  

Não há como prevenir a entrada de microrganismos em tanques de armazenamento de 

combustíveis, a contaminação pode ocorrer pelo solo, via ar, água de lavagem utilizadas 

nos tanques de armazenamento, tubulações contaminadas, biofilmes presentes nas 

paredes dos tanques (decorrente de limpeza insuficiente) ou estão presentes no próprio 

combustível.14 
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3.3.2 Biodegradação do Diesel e Biodiesel 

A maioria dos microrganismos é capaz de oxidar hidrocarbonetos com comprimento 

de cadeia de C10 a C20, portanto o diesel que contém vários hidrocarbonetos alifáticos 

com comprimentos de cadeia variando de C8 a C26 é propenso a ataques 

microbianos.16,54,55 O diesel é o combustível que apresenta os mais variado problemas de 

contaminação microbiana, sendo que várias espécies de bactérias são capazes de usar o 

diesel como fonte de carbono.56-59 

A biodegradabilidade do biodiesel está associada a sua composição química que é 

composta por ésteres graxos que podem ser facilmente oxidados e também a ausência de 

hidrocarbonetos aromáticos e enxofre.60,61 Diversos estudos investigaram a 

degradabilidade da mistura diesel/biodiesel e apontaram que a adição do biodiesel 

aumentou a biodegradação da mistura e que o aumento na fração de biodiesel aumenta a 

degradação.10,62  

Um dos motivos do aumento da biodegradabilidade com o aumento da fração de 

biodiesel está relacionado com o aumento da higroscopicidade da mistura. O biodiesel 

apresenta uma polaridade maior que o diesel, devido à presença de ligações de éster, 

assim tem maior afinidade com a água do que o diesel. Alguns estudos indicam que a 

presença de ésteres metílicos de ácidos graxos pode aumentar a solubilidade e a 

dispersabilidade de água nos combustíveis.8,63  

 

 

 

 

 

 

 

 

 

 



 

9 

 

3.4 Análise da Biodegradação em Combustíveis   

Os parâmetros de qualidade do óleo diesel devem atender a especificações da 

resolução ANP Nº 50 DE 23/12/2013 e segundo a legislação atual, é obrigatória a adição 

de 10% de biodiesel ao diesel, com variação máxima de ±0,5% em volume.  A mistura 

de diesel/biodiesel comercializadas no Brasil, bem como os parâmetros de qualidade do 

biodiesel devem atender às especificações estabelecidas na Resolução ANP N° 47/2012, 

que tem como base os padrões de qualidade elaborados pela American Society of Testing 

and Materials (ASTM) através da norma ASTM D6751 e pelo Comité Europeu de 

Normalização (Comité Européen de Normalisation – CEN) através da norma 

EN1421428.39,64 

A Resolução ANP Nº 47/2012, estabelece que o biodiesel produzido tenha um prazo 

máximo de um mês, a contar da data de certificação, para ser comercializado. Para a 

liberação do produto diversos parâmetros de qualidade são avaliados, entre eles a análises 

de massa específica a 20 ºC, o teor de água, o índice de acidez e a estabilidade à oxidação 

a 110 ºC. 

A bioprospecção da contaminação microbiana em tanques armazenadores de 

combustível pode ser conduzida tanto na fase óleo, fase água ou da interface óleo/água 

conforme sugerido na Norma da ASTM 6469-99- Guia para Contaminação Microbiana 

em Combustíveis e Sistemas de combustível.65  Os microrganismos podem ser isolados a 

partir da filtragem do combustível e ou da fase aquosa, conforme preconizado em Normas 

ASTM D 6974-09 e ASTM E 1326.66,67 

O método preconizado nas normas para avaliar contaminação por microrganismos 

envolve a quantificação de colônias de bactérias e fungos pela contagem em placa, que 

consiste na contagem direta do número de unidades formadoras de colônias em placas 

com um meio de cultura sólido. Uma amostra de volume conhecido do combustível passa 

por um processo de filtração utilizando uma membrana com porosidade de 0,45μm e esta 

membrana é inoculada em placas com meios de cultura sólidos e o número de colônias é 

contado após o crescimento. E a técnica utilizada na quantificação de biomassa formada 

durante o processo de biodegradação é a gravimetria.25,26  
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Atualmente, técnicas instrumentais estão sendo aplicadas para a análise da degradação 

em combustíveis, a caracterização de produtos de biodegradação é possível ser avaliada 

através da cromatografia a gás com espectrometria de massa acoplada (GC-MS)27,28 e da 

cromatografia a gás com detector de ionização em chama (GC-FID)29 e da ressonância 

magnética nuclear de hidrogênio (H1 NMR).30  

E o emprego da Espectroscopia no Infravermelho com Transformada de Fourier 

(FTIR) em conjunto com ferramentas quimiométricas vem se destacando no tratamento 

de dados espectrais para estudar a degradação de petróleo e seus derivados.27,68 E também 

na análise dos produtos de degradação em biodiesel e suas misturas com o diesel. Em seu 

trabalho, Zimmer e colaboradores (2013), monitoraram a degradação de combustíveis ao 

longo do tempo e avaliaram a fase óleo através de espectroscopia no infravermelho médio 

em conjunto com análise multivariada utilizando Análise Hierárquica de Cluster (HCA). 

O dendrograma evidenciou a degradação do biodiesel ao longo do tempo.69 

Utilizando uma abordagem semelhante, Bücker e colaboradores (2014) avaliaram a 

ação de diferentes biocidas no controle da biodegradação da blenda diesel/biodiesel 

(B10), onde a fase óleo foi analisada através de FTIR e HCA, o dendrograma evidenciou 

a ação diferenciada do biocida de acordo com a concentração utilizada no experimento.23 

Da mesma forma Gassen e colaboradores  (2015), utilizaram a análise de FTIR e PCA 

para avaliar o efeito da adição de biodiesel no diesel no crescimento do microrganismo 

P. variotii, as análises mostraram a degradação do combustível.15 

Embora já existam metodologias para avaliar a biodegradação de combustíveis o 

desenvolvimento de novos métodos analíticos pode incrementar ou substituir técnicas 

convencionais de forma mais eficiente no estudo da biodegradação de diesel, biodiesel e 

blendas diesel/biodiesel.  

Uma descrição de Espectroscopia no Infravermelho com Transformada de Fourier, 

quimiometria e análise de imagens digitais será agora apresentado. 
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3.5 Espectroscopia no Infravermelho com Transformada Fourier (FTIR) 

A Espectroscopia no Infravermelho com Transformada de Fourier (FTIR) é uma 

técnica instrumental utilizada para analisar e identificar a estrutura química de compostos 

orgânicos e inorgânicos que apresentam ligações covalentes, através da medida da 

absorção da radiação na região do infravermelho.70 

A maioria dos compostos orgânicos e inorgânicos apresentam ligações covalentes que 

absorvem várias frequências de radiação eletromagnética na região do infravermelho.  A 

região do espectro eletromagnético que corresponde ao infravermelho vai de 12.000 a 10 

cm-1 e é divido três regiões: infravermelho próximo (NIR), infravermelho médio (MIR) 

e infravermelho distante (FIR). A Tabela 1, apresenta os intervalos correspondente a cada 

região.71 

Tabela 1: Regiões do espectro de infravermelho. 

Região Número de onda (cm-1) Comprimento de onda (nm) 

NIR 12.800 – 4.000 780 – 2.500 

MIR 4.000 - 400 2.500 – 5.000 

FIR 200 - 10 5.000 – 100.000 

 

O fundamental para que haja absorção de energia no infravermelho é que a molécula 

apresente variação do momento de dipolo elétrico que é em decorrência do seu 

movimento vibracional ou rotacional, assim o espectro de infravermelho é consequência 

da absorção de energia em frequências específicas que causam um aumento na amplitude 

dos movimentos vibracionais ou rotacionais.  

Em um processo de absorção de energia, quando uma molécula absorve radiação no 

infravermelho são excitadas para um estado de maior energia. Na temperatura ambiente 

a maioria das moléculas estão em seus níveis de energia vibracional fundamental, quando 

ocorre absorção de radiação no infravermelho são excitadas para um estado de maior 

energia.72 

A espectroscopia de infravermelho é empregada na análise de compostos orgânicos, 

pois a energia de transição correspondente a mudanças no estado de energia vibracional 

para muitos grupos funcionais está localizada na região de infravermelho médio, assim, 

o aparecimento de uma banda de absorção nesta região pode ser usado para determinar 

se grupos funcionais específicos que estão presentes em uma amostras.73,74 É a 

amplamente utilizada na análise de combustíveis.75-78 
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3.6 Quimiometria 

A análise multivariada de dados deu origem a quimiometria, uma área altamente 

interdisciplinar que abrange métodos matemáticos e estatísticos aplicados para a 

avaliação e interpretação de dados químicos visando extrair o máximo de informações 

relevantes através da análise dos dados e também empregada no planejamento 

experimental.79,80 

O termo quimiometria foi proposto pelo químico orgânico Svante Wold em 1971 e em 

colaboração com Bruce R. Kowalski criaram em 1974 a International Chemometrics 

Siciety, juntos são considerados os pioneiros na publicação de trabalhos na área de 

quimiometria. Em 1974, Wold definiu formalmente a quimiometria como “ a arte de 

extrair informações quimicamente relevantes a partir de dados produzidos em 

experimentos químicos”80,81 e no ano de 1975 em uma publicação de Kowalski a 

quimiometria foi definida como uma disciplina da química.82 

Desde então, duas razões contribuíram para o desenvolvimento da quimiometria, o 

avanço na instrumentação analítica que passou a gerar resposta multivariada  (ex: espectro 

de infravermelho que contém em média 3.000 comprimentos de onda) e o progresso da 

informática associada à disponibilidade de computadores em laboratório de química.83 

A quimiometria compreende a utilização de ferramentas estáticas para a análise 

multivariada de dados visando extrair informações, identificar padrões e características a 

partir de um grande volume de dados, é significativamente empregada dentro da química 

analítica,84 pois a instrumentação analítica envolve a obtenção de um largo número de 

variáveis, como cromatografia em fase gasosa (CG),85-87 cromatografia em fase líquida 

de alto desempenho (HPLC),88,89 ressonância magnética nuclear (RMN)90-93 e 

espectroscopia vibracional94-96 que produzem uma grande quantidade de dados 

multivariados, n amostras podem gerar milhares de sinais medidos (variáveis), exemplo 

valores de absorbância. 

O trabalho desenvolvido dentro da quimiometria pode ser  divididos em etapas como 

pode ser observado na Figura 2, que apresenta um fluxograma com as etapas usuais 

envolvida na análise de dados, que inicia pela aquisição dos dados, que podem ser 

espectros ou cromatogramas, e após há necessidade de um pré-tratamento ou também 

conhecido como pré-processamentos dos dados para remover variações ocasionadas na 
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aquisição dos dados (ex: ruído instrumental) e após ferramentas quimiométricas são 

aplicadas na análise multivariada.80 

 

Figura 2: Fluxograma das etapa envolvidas na aplicação da análise multivariada de 

dados. 

Para realizar a análise multivariada, os dados são organizados em uma matriz, as linhas 

representam as amostras e as colunas as variáveis (valores instrumentais medidos), a 

dimensão da matriz será definida pelo número de amostras analisadas e o número de 

variáveis medidas.  

Diversos métodos de análise multivariada são utilizados dentro da quimiometria, que 

podem ser divididos em dois grupos de acordo com o objetivo da análise, propósitos 

qualitativos (análise exploratória e reconhecimento de padrões) e quantitativos (regressão 

multivariada ou calibração multivariada).97 

Os métodos de análise exploratória de dados mais empregado são HCA (Hierarchical 

Cluster Analysis) e PCA (Principal Component Analysis). Para calibração multivariada, 

PCR (Principal Component Regression) e PLS (Partial Least Squares), e métodos de 

reconhecimento de padrão aplicados em modelos de classificação, KNN (k-Nearest 

Neighbor), SIMCA (Soft Independent Modelling of Class Analogy) e PLS-DA (PLS for 

Discriminant Analysis).98-101 

3.6.1 Pré-processamento dos dados 

O pré-processamento dos dados é uma etapa fundamental dentro da quimiometria, que 

visa remover ou minimizar as fontes de variabilidade espectral associado ao ruído 

aleatório e a variações sistemáticas no conjunto de dados e também pode destacar 

diferenças sutis entre as amostras.102   

Nas etapas de análise dos dados, Figura 2, o pré-processamento é a etapa prévia 

aplicado aos dados brutos para reduzir as variações quimicamente irrelevantes com o 

objetivo de melhorar a exatidão e precisão da análise multivariada (regressão 

multivariada, modelos de classificação ou análise exploratória).103,104 

Os espectros são apresentados como uma série de picos, que são sobrepostos ao ruído. 

Este é uma perturbação indesejada em um sinal e que pode ser ocasionado, por exemplo, 

Aquisição 
dos dados

Dados 
brutos

pré-
processamento

Dados limpos
Análise 

Multivariada
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devido a sensibilidade dos detectores dos instrumentos, ou a fonte de excitação (fonte de 

luz eletromagnética). A elevação do ruído espectral pode mascarar características 

espectrais sutis, assim a qualidade espectral é geralmente avaliada pela relação sinal-ruído 

(SNR).105 

As variações sistemáticas incluem:106 

- Desvios da linha de base devido aos efeitos de dispersão da luz relacionados à 

variação no tamanho das partículas; 

-  Deslocamento da linha de base devido a variações instrumentais; 

- Diferenças na intensidade do sinal global devido a variações na quantidade de 

amostra. 

Os espectros de FTIR- ATR geralmente são afetados por variações sistemáticas, que 

causam desvios na linha de base e tamanho ou quantidade de amostra vai afetar o valor 

de absorbância. Estas variações prejudicam a análise dos dados, interferindo na extração 

de informações relevantes, bem como suas interpretações.107 

Existem vários métodos de pré-processamento que podem ser aplicadas com o objetivo 

de reduzir tanto as variações aleatórias (ruído) quanto as informações sistemáticas 

indesejáveis. Não existe uma regra que determine a utilização de uma técnica ou a 

combinação de técnicas. A escolha de um método ótimo de pré-processamento ou 

combinações de métodos vai depender do conjunto de dados e no objetivo da análise e 

tendo o cuidado para não distorcer os resultados e comprometer a análise dos resultados. 

Uma estratégia de tentativa e erros é o método mais comumente usado, onde a aplicação 

de diferentes métodos de pré-processamento e suas combinações  é selecionado de acordo 

com o desempenho através de modelos de regressão multivariada ou análise exploratória 

de dados.103,105,108  

Alguns métodos matemáticos são amplamente empregados no pré-processamento de 

dados de espectroscopia no infravermelho. A normalização é aplicada para reduzir 

variações relacionadas ao tamanho ou quantidade de amostras.106 A aplicação de 

derivadas reduz diferenças de linha de base e também podem resolver sobreposição 

espectral de bandas.107 E centrar os dados na média, um dos métodos de pré-

processamento mais comuns aplicado para remover deslocamento espectral, permitindo 

focar a análise nas diferenças entre as amostras, ao invés da direção geral da variância.109 
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3.6.1.1 Normalização 

A normalização é um procedimento muito importante, que visa remover variações 

sistemáticas, que podem estar associadas a quantidade de amostra, efeitos de flutuações 

de energia (fonte de radiação MIR) e espalhamento. É um procedimento que corrige 

disparidade nos níveis de intensidade do sinal analítico, por exemplo, a intensidade de 

uma dada banda de FTIR da mesma amostra será tão semelhante quanto possível ao longo 

dos espectros registrados sob os mesmos parâmetros experimentais, mas que pode ser 

afetado pelas variações descritas acima.102 

Nesse pré-processamento, os valores de cada uma das variáveis de uma dada amostra 

i são divididos por um fator de normalização, que pode ser a norma dessa amostra, 

representada por ║Xi║, equação 1. Assim, a normalização iguala a magnitude de cada 

amostra dando o mesmo peso para todas as absorbâncias.110,111 

 

𝑥𝑖𝑗(𝑛𝑜𝑟𝑚) =  
𝑥𝑖𝑗

‖X𝑖‖
           (1) 

As normas mais utilizadas são: 

‖X𝑖‖∞ = max|𝑥𝑖𝑗|  Denominada norma sup, ou norma infinita, l∞; 

‖𝐗𝑖‖1 =  ∑ |𝑥𝑖𝑗|𝐽
𝑗=1    Denominada de norma um, l1; 

‖𝐗𝑖‖2 =  √∑ 𝑥𝑖𝑗
2𝐽

𝑗=1   Norma Euclidiana ou norma dois, l2. 

Cada uma das normas utilizadas causa um efeito, a norma sup, a resposta máxima de 

cada uma das amostras se torna igual a 1. A norma um é dada pela soma dos valores 

absolutos das variáveis da amostra i, que corresponde à área sob a curva definida pelos 

dados da i-ésima amostra. Na norma dois cada espectro terá comprimento igual a 1.110 

3.6.1.2 Centrar na Média 

A centralização na média é um dos métodos de pré-processamento mais comum e 

utilizado em análise de dados multivariados.80 Este procedimento remove o deslocamento 

espectral de cada espectro medido e permite avaliar as diferenças presentes nas amostras, 

que é a variação relevante.  Ao centrar os dados na média, a intensidade do sinal flutua 

em torno de zero do valor médio dos sinais,109 como mostrado na Figura 3. 
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Figura 3: Dados centrados na média: a) espectros brutos e b) espectros centrados na 

média 

Centrar os dados na média consiste em calcular o espectro médio e subtrair este de 

todos os espectros das amostras, ou seja, o valor médio de cada coluna da matriz de dados 

é determinado de acordo com a equação 1, e subsequentemente subtraindo esse valor 

médio de todos os elementos nessa coluna, equação 2. Resultando em uma matriz de 

dados que possui novas colunas com médias zero.110  

�̅�𝑗 =
1

𝑛
∑ 𝑥𝑖𝑗

𝑛

𝑖=0

                    (1) 

 

𝑥𝑖𝑗(𝑐𝑚) =  𝑥𝑖𝑗 −  �̅�𝑗             (2) 

onde: 

�̅�𝑗   é a média dos dados 

n é o número de amostras que fazem parte do conjunto de dados 

O efeito desse pré-processamento é apena uma translação de eixos para um valor 

médio de cada um deles, a estrutura dos dados não é modificada. 

3.6.1.3 Primeira e Segunda derivada 

O pré-processamento com derivadas é amplamente empregado em espectroscopia 

vibracional para correção de linha de base, a primeira derivada reduz o deslocamento 

espectral constante na linha de base (offset) e a segunda derivada remove inclinações de 

linha de base (tendência) e também podem resolver sobreposição espectral com base na 

diferenciação dos espectros.111-114 

A Figura 4a mostra a representação gráfica de uma curva com inclinação (vermelho) 

e deslocamento de linha de base (verde) e uma curva sem qualquer variação (azul), e nas 
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Figuras 4b e 4c o resultado da aplicação da primeira e segunda derivada que eliminaram 

as variações na linha de base. 

 

Figura 4: Curva com uma inclinação e um deslocamento de linha de base (a) , (b) 

aplicação da primeira derivada e (c) aplicação da segunda derivada.104 

A aplicação de derivadas não altera a relação da área abaixo de um pico do espectro e 

a concentração, a correlação quantitativa entre a concentração e as medidas espectrais 

permanece igual. Uma limitação dos métodos derivativos é a diminuição da relação 

sinal/ruído, devido à alta sensibilidade do método. O método mais empregado para o 

cálculo de derivadas de um espectro é o método de Savitzky-Golay.115 

3.6.2 Análise por Componentes Principais (PCA) 

Análise por componentes principais (PCA) é um método de análise de dados 

multivariados não supervisionado aplicado para avaliar as inter relações entre um grande 

número de variáveis com o objetivo de reconhecer padrões na distribuição das amostras, 

avaliar a relação entre amostras e as variáveis e ainda detectar a presença de amostras que 

apresentam um comportamento distinto (outliers).116  

A PCA é uma técnica que consiste na redução da dimensionalidade do conjunto de 

dados originais, ou seja, transforma um grande número de variáveis em um número menor 

de variáveis. Essa redução é obtida através de combinações lineares das variáveis 

originais, que são agrupadas em função das correlações existentes, com o objetivo de 
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representar as variações presentes em muitas variáveis, através de um número menor de 

novas variáveis, chamadas de componentes principais (PC’s).  

A base do método é a correlação entre as variáveis, agrupando aquelas que estão 

altamente correlacionadas em componentes principais, preservando ao máximo as 

informações originais. Um pressuposto básico para a PCA é que a primeira componente 

principal deve conter a máxima variância possível, a segunda componente representa a 

variância não explicada na primeira componente e assim por diante. E as PC’s são 

ortogonais entre si.117,118 

Usando a PCA, por exemplo, é possível reduzir um grande conjunto de dados de 

espectroscopia com centenas de variáveis em algumas componentes principais que 

representam a maior parte das informações originais das amostras, tornando a 

interpretabilidade dos dados mais administrável. 

O modelo matemático da PCA pode ser descrito através da Figura 5, a matriz X de 

dados originais é decomposta em um produto de duas matrizes, onde T é matriz dos 

escores e contém as novas coordenadas do sistema de eixo (PC’s); P é matriz dos pesos 

em que os elementos de cada coluna correspondem aos coeficientes das combinações 

lineares das variáveis originais e mais uma matriz E de resíduo, conforme a Equação 4: 

𝐗 = 𝐓𝐏T + 𝐄    (4) 

 

 

Figura 5: Estrutura matemática do modelo PCA. 

O resultado fornecido pela PCA é visualizado através de um gráfico de escores que 

mostra a relação entre as amostras, com diferentes agrupamentos de amostras através da 

identificação de semelhanças e diferenças, tendências e outliers (amostras anômalas). E 

um gráfico de pesos que mostra quais variáveis (colunas) da matriz X definem as 

componentes principais, permitindo avaliar quais variáveis de medição contribuíram para 

o padrão apresentado no gráfico de escores.116 
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3.6.3 Calibração Multivariada 

Em química analítica a quantificação de um constituinte em uma amostra não pode ser 

medida diretamente, requer o desenvolvimento de um processo de calibração, que 

relaciona a intensidade de um sinal analítico (ex: absorbância) com a concentração, que 

é a quantidade do constituinte de interesse presente em uma amostra. O procedimento de 

calibração envolve uma série de etapas na construção de um modelo matemático que 

relaciona uma grandeza medida com um conjunto de amostras padrões que apresentam 

uma concentração conhecida da espécie de interesse.119,120 

Os métodos de calibração podem ser classificados de acordo com a complexidade ou 

a dimensionalidade dos dados medidos por amostra em calibração univariada ou 

calibração de ordem zero e calibração multivariada que pode ser de primeira, segunda, 

terceira ou quarta dependendo da quantidade de informação medida por amostra, sendo a 

ordem uma propriedade dos dados instrumentais para uma única amostra que caracteriza 

o objeto matemático que pode ser construído com os dados.121,122 

A calibração de ordem zero é o método tradicionalmente empregado na química 

analítica clássica, é baseada na relação entre a medição de um único valor numérico 

(escalar), por exemplo a absorbância em um único comprimento de onda, e a propriedade 

de interesse na amostra e análise de um conjunto de amostras gera um vetor.123 

Na calibração de primeira ordem um conjunto de dados numéricos, por exemplo um 

espectro de infravermelho (absorbância em vários comprimentos de onda) é relacionado 

com a propriedade de interesse presente na amostra, cada espectro pode ser representado 

por um vetor e o conjunto de amostras pode ser organizado em uma matriz.124 

Os métodos mais empregado em calibração multivariada para dados de primeira ordem 

são Regressão Linear Múltipla (RLM), Regressão por Componentes Principais (PCR) e 

Regressão por Mínimos Quadrados Parciais (PLS), que associados à espectroscopia no 

infravermelho médio são amplamente empregados para determinações quantitativas de 

parâmetros físico-químicos em amostras de combustíveis.125-127 

3.6.3.1 Regressão por Mínimos Quadrados Parciais (PLS) 

A regressão por mínimos quadrados parciais é o modelo de calibração mais popular 

para dados de primeira ordem. A construção do modelo de calibração é baseada na relação 

linear entre as variáveis dependente (concentração ou propriedade de interesse) e as 

variáveis independentes (sinal analítico).  
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A construção do modelo de calibração por PLS é baseado em uma decomposição 

bilinear, tanto a matriz X (variáveis independentes) e a matriz Y (variável dependente) 

são decompostas. O modelo PLS estabelece uma relação linear entre a matriz X e Y, 

através de variáveis latentes que são determinadas por combinações lineares, ou seja, as 

variáveis da matriz X e Y estão relacionadas entre si por meio dessas variáveis latentes.128 

O modelo matemático é apresentado nas equações 5 e 6, as matrizes X e Y são 

decompostas em uma soma do produto entre dois vetores, escores e pesos, Equações 5 e 

6.129  

𝐗 = 𝐓𝐏𝐓 + 𝐄 =  ∑ 𝐭𝐡 𝐩𝐡
𝐓 + 𝐄              (5) 

𝐘 = 𝐔𝐐𝐓 + 𝐅 =  ∑ 𝐮𝐡 𝐪𝐡 
𝐓 + 𝐅             (6) 

 

onde T e U são as matrizes de escores das matrizes X e Y; P e Q são as matrizes de pesos 

das matrizes X e Y, h corresponde ao número de variáveis latentes, E e F correspondem 

às matrizes de resíduos. Cada variável latente, que relaciona X e a propriedade de 

interesse Y, é obtida maximizando a covariância entre os escores das matrizes X e Y. 

Uma relação linear entre as matrizes X e Y é obtida correlacionando-se as matrizes 

escores u e t, através do coeficiente de regressão linear de cada componente principal 

(bh), Equação 7: 

        𝐮𝐡 = 𝐛𝐡𝐭𝐡                                 (7) 

O coeficiente de regressão linear (bh) é determinado pela equação 8: 

 

       𝐛𝐡 =  
𝐮𝐡

𝐓𝐭𝐡

𝐭𝐡
𝐓𝐭𝐡

                                  (8) 

onde, u e t são os escores das matrizes U e T, respectivamente. 

A avaliação da eficiência  do modelo é baseada na análise da Raiz Quadrada dos Erros 

Médios (RMSE, do inglês, Root Mean Square Error), que compreende os erros: Raiz 

Quadrada do Erro Médio de Calibração (RMSEC, do inglês, Root Mean Square Error of 

Calibration); Raiz Quadrada do Erro Médio de Predição (RMSEP, do inglês Root Mean 

Square Error of Prediction) e Raiz Quadrada do Erro Médio de Validação Cruzada 

(RMSECV, do inglês Root Mean Square Error of Cross Validation).124 
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3.7 Análise de Imagens 

Hoje em dia, a análise de imagem, de produtos e processos, é cada vez mais importante 

devido à sua capacidade de ser rápida, não invasiva e de baixo custo. O processamento 

digital de imagens é uma disciplina que parte da uma ou de uma sequência de imagens e 

utiliza técnicas apropriadas para extrair/interpretar informações relevantes para cada 

aplicação.130 

O interesse em processamento de imagens surgiu de duas áreas: melhoramento da 

qualidade para interpretação humana e percepção de máquina extraindo informações das 

imagens, de forma tratável pelo computador.  Atualmente os processos computacionais 

de melhoramento de imagens para percepção humana têm sido utilizados em diversas 

áreas, nas quais se destacam a química, biologia e geografia. 

 Na resolução de problemas de percepção por máquina, busca-se extrair informações 

adequadas ao processamento computacional. Estas informações geralmente diferem das 

que são utilizadas pelo homem na interpretação de uma imagem (momentos estáticos, 

invariantes, coeficientes da transformada de Fourier). Dentre os problemas típicos de 

percepção por máquina, podemos citar o reconhecimento de padrões, muito aplicada na 

química analítica moderna.131 

Uma imagem digital é formada por uma estrutura quadriculada e cada quadrado recebe 

o nome de pixel e cada pixel possui um valor numérico de intensidade que representa a 

mistura de três cores primaria: vermelho, verde e azul (RGB). Os valores numéricos que 

representam as cores são empregados para construção de uma matriz de dados com as 

características de cor de um conjunto de imagens. A informação numérica dos espaços de 

cores é processada com ferramentas quimiométricas.132 

Muitos trabalhos estão sendo publicados utilizando a análise de imagens como técnica 

analítica associada a ferramentas quimiométricas para determinação de metais,133 

corantes em alimentos,134 detecção e quantificação de adulterantes em vinho, autenticação 

de vinhos135, classificação de biodieseis,136 na classificação de bactérias32 e análise de 

drogas.137  

E uma metodológica que se tornou um grande tópico na literatura é a contagem de 

unidades formadoras de colônias de microrganismo por meio de imagens obtidas de 

placas de Petri. Atualmente vem sendo empregado diferentes meios de aquisição de 

imagens: câmeras digitais,138,139 imagens obtidas através de um microscópio acoplado a 

uma câmera CCD,140 imagens microscópicas,141 imagens hiperespectrais142 e um sistema 
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de aquisição de imagem de placas de petri em comprimentos de onda próximos ao 

infravermelho.143  

Ainda que existem diversas técnicas para a contagem de colônias de microrganismo, 

nenhuma foi aplicada no estudo de colônias de microrganismos deteriogênicos de 

combustíveis.  

 

4 Resultados 

 

A apresentação dos resultados deste trabalho foi dividida em capítulos: O capítulo 4.1 

descreve a investigação de diferentes métodos de pré-processamento espectral aplicados 

em espetros de infravermelho médio de amostras de diesel com diferentes teores de 

enxofre que foram submetidas a estocagem simulada por um período de 40 dias. O 

capítulo 4.4 apresenta um método de quantificação da biomassa produzida no processo 

biodegradação durante estocagem simulada de Blendas B10 usando infravermelho com 

Transformada de Fourier (FTIR) e regressão por mínimos quadrados parciais (PLS) e no 

capítulo 4.7 é descrito o desenvolvimento de um método de contagem semi-automático 

para a quantificação do número de colônias da bactéria Bacillus pumilus e da levedura 

Meyerozyma guilliermondii, ambas isoladas a partir do óleo diesel, empregando imagens 

digitais. 
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4.1 Pré-Processamento Espectral e Análise por Componentes Principais (PCA) 

de Diesel com Diferentes Teores de Enxofre Submetidos a Biodegradação 

 

4.1.1 Objetivo 

Investigar deferentes combinações de métodos de pré-processamento aplicados em 

espectros de infravermelho médio para analisar amostras de diesel com diferentes teores 

de enxofre que foram contaminadas com microrganismo e avaliadas por um período de 

40 dias. Este trabalho foi desenvolvido em parceria com o Laboratório de Biodeterioração 

de Combustíveis e Biocombustíveis (LABBIO), UFRGS /RS. 

4.1.2 Materiais e Métodos 

As amostras da fase óleo foram cedidas pelo LABBIO e fizeram parte do projeto de 

pesquisa de Azambuja e Colaboradores. O diesel foi recebido da empresa Ipiranga 

Distribuidores de Combustíveis, Canoas, RS.12 

4.1.2.1 Descrição das amostras de diesel 

Diesel com teor de enxofre ultra alto - UHSD ≤ 1800 mg L-1 de enxofre (nível de 

enxofre na amostra empregada: 1366 mg L-1 S); diesel com alto teor de enxofre - HSD ≤ 

500 mg L-1 de enxofre (nível de enxofre na amostra empregada: 408 mg L-1 S); diesel 

com baixo teor de enxofre - LSD ≤ 50 mg L-1 de enxofre (nível de enxofre na amostra 

empregada: 7,1 mg L-1 S) e diesel de ultra baixo teor de enxofre - ULSD ≤ 10 mg L-1 de 

enxofre (nível de enxofre na amostra empregada: 4,6 mg L-1 S).  

4.1.2.2 Descrição do experimento de estocagem simulada 

Foram simuladas condições de estocagem em que as amostras de diesel foram 

contaminadas com uma mistura de microrganismos não identificados. Foram utilizados 

frascos de vidro de 100 mL, com tampa de rosca de plástico. Um volume de 40 mL de 

diesel puro com diferentes teores de enxofre, foi adicionado a 10 mL de um meio mineral 

Bushnell-Haas estéril para simular a fase aquosa. Os frascos foram incubados a 30°C no 

escuro. Foram analisadas amostras da fase óleo nos tempos zero, 10 dias, 20 dias, 30 dias 

e 40 dias através espectroscopia no infravermelho. 

Cada tempo amostral foi feito em triplicata, e para cada tempo havia amostras controle 

(amostras esterilizadas e sem a adição de microrganismos), e amostras em dois níveis de 

contaminação microbiana: baixo nível foram amostras de diesel recebidas do distribuidor 
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que não foram esterilizadas e amostras com nível médio de contaminação, que foram 

produzidas através de um processo de esterilização e foi adicionado uma mistura de 

microrganismos não caracterizados12, as amostras foram divididas em grupos como 

descrito na Tabela 2. 

Tabela 2: Descrição da nomenclatura das amostras 

 Amostras 
Descrição 

Tempo zero (T0)  
Amostras da fase óleo (diesel) no início 

do experimento. 

Tempo 10 - Controle (T10C) 

Tempo 20 - Controle (T20C) 

Tempo 30 - Controle (T30C) 

Tempo 40 - Controle (T40C) 

Amostras estéreis.  

Tempo 10 - Inóculo (T10I) 

Tempo 20 - Inóculo (T20I) 

Tempo 30 - Inóculo (T30I) 

Tempo 40 - Inóculo (T40I) 

Amostras com médio nível de 

contaminação. 

Tempo 10 - Recebido (T10R) 

Tempo 20 - Recebido (T20R) 

Tempo 30 - Recebido (T30R) 

Tempo 40 - Recebido (T40R) 

Amostras recebidas do distribuidor com 

baixo nível de contaminação. 

 

4.1.2.3   Espectroscopia no Infravermelho  

Foram analisadas por Espectroscopia no Infravermelho com Transformada de Fourier 

acoplada com refletância total atenuada (FTIR- ATR) as amostras da fase óleo nos tempos 

zero, 10 dias, 20 dias, 30 dias e 40 dias. Os espectros foram obtidos em um equipamento 

FTIR Spectrum 400, Perkin Elmer - acoplado num acessório de refletância total atenuada 

horizontal (HATR) com cristal de seleneto de zinco (ZnSe)). Todas as amostras foram 

obtidas em duplicata e na faixa de 4.000 a 650 cm-1, a temperatura ambiente, com 

resolução de 4 cm-1 e 16 varreduras. 

4.1.2.4 Análise Multivariada dos dados 

Neste estudo foram avaliados os métodos de pré-processamentos geralmente aplicados 

para dados de FTIR-ATR com amostras de combustíveis76,125,144-147 e o software utilizado 

foi o ChemoStat®148: 

1) Normalização dos espectros para um máximo de 1; 

2) Aplicação de primeira e segunda derivada usando o algoritmo de Savitzky-Golay 

(polinômio de segunda ordem e 15 pontos por janela); 
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3) Centrar na média. 

A aplicação do pré-processamento aos espectros brutos foi realizada de acordo com 

seguinte ordem: 

- centrar na média; 

- normalização + centrar na média; 

- normalização + 1° Derivada + centrar na média; 

- normalização + 2° Derivada + centrar na média. 

Os métodos de pré-processamento foram avaliados através de análise multivariada 

utilizando Análise por Componentes Principais (PCA) e Análise por Componentes 

Principais por intervalo (iPCA) para seleção de variáveis. O pré-processamentos e as 

combinações de métodos foram aplicados aos espectros com o intuito de avaliar quais 

apresentavam a melhor discriminação entre as amostras. 
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4.2 Resultados e Discussão 

4.2.1 Caracterização do Diesel por FTIR 

Os espectros de infravermelho médio nas regiões de 3.100 - 700 cm-1 e 1.100 - 700 

cm-1 das amostras de diesel com diferentes teores de enxofre, estão apresentados nas 

Figuras  6 e 7. 

 

Figura 6: Espectros de FTIR- ATR das amostras de diesel com diferentes teores de 

enxofre. 

Os espectros apresentam modos e combinações vibracionais  referentes à composição 

química do diesel, as bandas de absorção observadas na região de 3.050 - 2.800 cm-1 

podem ser atribuídas às vibrações de deformação axial das ligações C-H dos grupamentos 

metila (CH3), metileno (CH2) e das ligações duplas (CH=CH), as bandas de absorção na 

região de 1.500 - 1.350 cm-1 correspondem a deformação angular de CH2 e CH3,  e na 

região de 1.000 - 900 cm-1 as bandas de absorção podem ser atribuída a deformação 

angular simétrica fora do plano de ligações C-H de olefinas e na região de 900 - 700 cm-

1 a deformação angular assimétrica de CH2 e ligações C- H fora do plano de compostos 

aromáticos.149 

Na Figura 7, observa-se na região de 1.100 - 700 cm-1 a diferença dos espectros do 

diesel de acordo com os teores de enxofre. O perfil dos espectros é semelhante, porém a 

intensidade do sinal é maior no diesel S500 e S1800.   

A diferença dos espectros não se deve a absorção de enxofre, que está presente no 

diesel como mercaptanos e sulfetos porém em ambos os casos as bandas de absorção no 

espectro FTIR são muito fracas, e em consequência, praticamente não são percebidas 

visualmente.35 Em geral, vibrações C-S, S-H e/ou S-S específicas não são muito 
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detectáveis por IR devido à pequena alteração do momento de dipolo durante as vibrações 

desses elementos estruturais.149 

 

Figura 7: Espectros de FTIR- ATR das amostras de diesel com diferentes teores de 

enxofre, azul (10 ppm), verde (50 ppm), preto (500 ppm) e vermelho (1800 ppm). 

O espectro de infravermelho é diretamente proporcional a quantidade dos 

componentes químicos presentes na amostra, os picos observados na região de 900 a 700 

cm-1 podem atribuídos a ligações C-H fora do plano de compostos aromáticos, ligações 

de CH2 de compostos com número de carbonos acima de 3 e ligações =CH149, logo diesel 

S500 e S1800 são mais ricos nesses compostos. 

 

4.2.2  Otimização do Pré-processamento e Análise Exploratória dos dados de 

FTIR – ATR de Diesel com diferentes teores de enxofre submetidos a 

biodegradação 

Neste estudo foram analisados quatro tipos de pré-processamentos e suas 

combinações: centrar na média, normalização, primeira e segunda derivadas e a análise 

exploratória dos dados foi feita através da Análise por Componentes Principais (PCA).  

O objetivo da análise multivariada das amostras foi avaliar alterações que podem ter 

ocorrido nas amostras de diesel contaminadas com microrganismos após o período de 

estocagem simulada, verificar quais e se ocorreu alterações nos espectros entre amostras 

controle (T10C, T20C, T30C e T40C), amostras com nível médio de contaminação (T10I, 

T20I, T30Ie T40I) e amostras com baixo nível de contaminação (T10R, T20R, T30R e 

T40R) no período de 10, 20, 30 e 40 dias. 
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A primeira etapa foi analisar todas as amostras sem separar pelo teor de enxofre para 

verificar como se comportavam. A primeira avaliação foi pelo tempo amostral, de acordo 

com o tempo de estocagem simulada, as diferentes combinações de pré-processamento 

foram aplicadas e analisadas através de uma análise exploratória com PCA. No entanto, 

o efeito do pré-processamento também foi estudado para diferenciar as amostras controle 

e contaminadas. 

Nas Figuras 8, 9, 10 e 11 estão apresentados os gráficos de escores da PCA dos 

espectros de diesel submetidos as seguintes pré-processamento e combinações: centrados 

na média; normalização e centrados na média; normalização, primeira derivada e 

centrados na média; normalização, segunda derivada e centrados na média. 

Na Figura 8, está apresentado o gráfico de escores da PC1xPC2 dos espectros do diesel 

que foram centrados na média, representando 83,38% da variância total dos dados e na 

Figura 9, é apresentado o gráfico de escore da PC1xPC2 dos espectros do diesel que foram 

normalizados (entre 0-1) e centrados na média, representando 91,02% da variância total 

dos dados. Há formação evidente de três grandes grupos, diesel S500 (roxo), diesel S1800 

(vermelho) e uma mistura entre diesel S50 e S10 (azul e verde), nos dois casos, porém 

após a normalização dos espectros houve uma maior distinção das amostras de S500 e 

S1800 e o agrupamento entre as amostras ficou mais evidente. 

 

Figura 8: Gráfico de escores da PCA dos espectros de FTIR- ATR centrados na média 

das amostras de diesel com diferentes teores de enxofre. Diesel S10 (verde), Diesel S50 

(azul), Diesel S500 (roxo), Diesel S1800 (vermelho). 
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Analisando o gráfico de escores da PC1xPC2, Figura 9, as amostras de S10 e S50 

separaram-se das amostras de S500 e S1800. A separação é identificada no lado positivo 

da PC1 com 66,08% variância total. Já na PC2 houve a separação das amostras de S500 

e S1800 com 24,94% da variância total, S500 com escores positivos e S1800 com escores 

negativos, e houve a separação de dois grupos de amostras do tempo 30 (T30RS500 e 

T30CS50), ambas com escores negativos na PC2, essa separação não ocorre nas análises 

seguintes. 

 

Figura 9: Gráfico de escores da PCA dos espectros de FTIR- ATR normalizados e 

centrados na média das amostras de diesel com diferentes teores de enxofre. Diesel S10 

(verde), Diesel S50 (azul), Diesel S500 (roxo), Diesel S1800 (vermelho). 

 

Na Figura 10, está apresentado o gráfico de escore da PC1xPC2 dos espectros do diesel 

com a seguinte combinação de pré-processamento: normalização, primeira derivada e 

centrados na média, representando 93,7% da variância total dos dados e na Figura 11, é 

apresentado o gráfico de escore da PC1xPC2 dos espectros do diesel que foram 

normalizados, segunda derivada e centrados na média, representando 92,84% da 

variância total dos dados. A aplicação da segunda derivada alterou pouco a variância total 

da PC1xPC2 em relação a aplicação da primeira derivada, ficando evidente que a PC2 é 

responsável pela separação das amostras de diesel S500 com escores positivos das 

amostras de diesel S1800 com escores negativos. Após a aplicação da primeira derivada 

houve uma separação das amostras S10 e S50 na PC2 como poder ser observado na Figura 

10. 
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Figura 10: Gráfico de escores PC1xPC2 dos espectros de FTIR- ATR normalizados, com 

primeira derivada e centrados na média das amostras de diesel com diferentes teores de 

enxofre. Diesel S10 (verde), Diesel S50 (azul), Diesel S500 (roxo), Diesel S1800 

(vermelho). 

 

Figura 11: Gráfico de escores da PCA dos espectros de FTIR- ATR normalizados, com 

segunda derivada e centrados na média das amostras de diesel com diferentes teores de 

enxofre. Diesel S10 (verde), Diesel S50 (azul), Diesel S500 (roxo), Diesel S1800 

(vermelho). 
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Para verificar quais regiões do espectro contribuíram para a separação das amostras 

foi analisado o gráfico de pesos da PC1 e PC2, Figuras 12a e 12b, das amostras que foram 

submetidas a combinação de pré-processamento normalização, primeira derivada e 

centrados na média. Os pesos da PCA elucidam a correlação entre as variáveis e as 

amostras. 

 

 

Figura 12: Gráfico de pesos da PCA dos espectros de FTIR- ATR normalizados, com 

segunda derivada e centrados na média das amostras de diesel com diferentes teores de 

enxofre: a) PC1 e b) PC2 

 

A maior carga da PC1 e PC2 está relacionada às regiões mais importantes do espectro 

do diesel (Figura 6). A região de 1500 - 700 cm-1, têm grande influência na separação das 

amostras de S10 e S50 das amostras de S500 e S1800 que são mais ricas nos compostos 

a 

b 
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que absorvem nessa região e a separação das amostras S500 e S1800 é influenciada pela 

região de 3000 -2800 cm-1.  

A separação das amostras pelo tempo de estocagem simulada não ocorreu, mas 

observa-se que houve a formação de grupos distintos relacionados com o teor de enxofre. 

A aplicação da primeira e segunda derivada nos dados removeu os sinais da linha de base 

e enfatizou as diferenças entre as amostras como pode ser observado nas Figuras 10 e 11, 

em comparação com as amostras que foram apenas centrados na média, Figura 8 e 

centrados na média + normalização, Figura 9, porém a informação sobre o teor de enxofre 

prevaleceu sobre possíveis alterações que tenham ocorrido nos espectros das amostras 

que foram submetidas a biodegradação e a estratégia foi avaliar as amostras 

separadamente pelo teor de enxofre. 

 

4.2.3 Análise Multivariada dos Espectros de Diesel S10 

O mesmo procedimento com os pré-processamento e análise exploratória foi aplicado 

nos dados de diesel S10. O método PCA foi aplicado aos espectros previamente tratados 

(normalizados, derivados em primeira e segunda ordem e centrados na média).  

As Figuras 13, 14, 15, 16, 17 e 18 mostram os escore para as três componentes 

principais (PCs) da PCA de todos os espectros de amostras de S10 com diferentes tempos 

amostrais. A correta separação das amostras de acordo com o tempo de estocagem 

simulada, não ficou clara, mas uma tendência de separação pode ser observada após a 

análise multivariada dos dados. 

 Nas Figuras 13 e 14 são apresentados os gráficos de escores da PC1xPC2 e PC1xPC3 

para os dados normalizados e centrados na média, considerou-se a análise das três 

primeiras componentes principais, que resultaram em uma variância acumulada de 

91,28%. Analisando a primeira componente (PC1), Figura 13, houve uma separação das 

amostras do tempo 10 das amostras dos tempos 0, 20, 30 e 40. A separação é identificada 

no lado negativo do PC1, com 56,38% da variância total. A segunda componente (PC2), 

com 22,43% da variância, distingue as amostras dos tempos 10 e 40 (T10 e T40) das 

amostras controle dos tempos 20 e 30 (T20C e T30C). E na terceira componente principal 

(PC3), com 12,47% da variância, distinguiu as amostras do tempo zero (T0), Figura 14. 
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Figura 13: Gráfico de escores PC1xPC2 da PCA dos espectros de FTIR-ATR 

normalizados e centrados na média das amostras de diesel S10: tempos T0 (verde), T10 

(azul), T20 (roxo), T30 (laranja) e T40 (vermelho). 

 

 

Figura 14: Gráfico de escores PC1xPC3 da PCA dos espectros de FTIR-ATR 

normalizados e centrados na média das amostras de diesel S10: tempos T0 (verde), T10 

(azul), T20 (roxo), T30 (laranja) e T40 (vermelho). 
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Nas Figuras 15 e 16 são apresentados os gráficos de escores da PC1xPC2 e PC1xPC3 

das amostras após normalização, aplicação da primeira derivada e centrados na média, 

considerou-se a análise das três primeiras componentes principais, que resultaram em 

uma variância acumulada de 87,73% e nas Figuras 17 e 18 são apresentados os gráficos 

de escores da PC1xPC2 e PC1xPC3 das amostras após normalização, aplicação da 

segunda derivada e centrados na média, que resultaram em uma variância acumulada de 

79,61%. 

Analisando o gráfico de escores, Figura 15, a primeira componente (PC1) com 46,45% 

da variância, separa as amostras do tempo do tempo 10 (T10) das amostras dos tempos 

20, 30 e 40 (T20, T30 e T40) e as amostras do tempo zero (T0) ficaram próximas das 

amostras dos tempos 20 e 30 (T20 e T30). A segunda componente (PC2), com 35,86% 

da variância, distingui as amostras dos tempos 10 e 40 (T10 e T40) e também pode ser 

observada a separação das amostras controle do tempo 30 (T30C), no lado negativo da 

PC2. E na terceira componente principal (PC3), com 5,42% da variância, houve a 

separação de duas amostras dos tempos 20 e 30 (T20 e T30), Figura 16. 

 

 

Figura 15: Gráfico de escores PC1xPC2 da PCA dos espectros de FTIR- ATR 

normalizados, com primeira derivada e centrados na média das amostras de diesel S10: 

tempos T0 (verde), T10 (azul), T20 (roxo), T30 (laranja) e T40 (vermelho). 
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Figura 16: Gráfico de escores PC1xPC3 da PCA dos espectros de FTIR- ATR 

normalizados, com primeira derivada e centrados na média das amostras de diesel S10: 

tempos T0 (verde), T10 (azul), T20 (roxo), T30 (laranja) e T40 (vermelho). 

 

A combinação de pré-processamento que resultou na melhor separação foi 

normalização/segunda derivada/centrados na média, Figuras 17 e 18. Analisando o 

gráfico de escores, Figura 17, a primeira componente (PC1) com 47,23% da variância, 

separou as amostras do tempo do tempo zero (T0) e 10 (T10) das amostras dos tempos 

20, 30 e 40 (T20, T30 e T40), as amostras do tempo zero e 10 ficaram próximas, com 

escores positivos. A segunda componente (PC2), com 21,84% da variância, distingui as 

amostras do tempo 40 (T40) com escores positivos na PC2. E na terceira componente 

principal (PC3), com 10,54% da variância, apresentou uma tendência de separação das 

amostras dos tempos 20 e 30 (T20 e T30), Figura 18. 
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Figura 17: Gráfico de escores PC1xPC2 da PCA dos espectros de FTIR- ATR 

normalizados, com segunda derivada e centrados na média das amostras de diesel S10: 

tempos T0 (verde), T10 (azul), T20 (roxo), T30 (laranja) e T40 (vermelho). 

 

 

Figura 18: Gráfico de escores PC1xPC3 da PCA dos espectros de FTIR- ATR 

normalizados, com segunda derivada e centrados na média das amostras de diesel S10: 

tempos T0 (verde), T10 (azul), T20 (roxo), T30 (laranja) e T40 (vermelho). 
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Em nenhuma das combinações de pré-processamento houve uma separação evidente 

dos tempos 20 e 30 dos demais tempos amostrais. E em nenhum dos casos houve 

separação das amostras que foram contaminadas com o microrganismo (T10I, T20I, T30I 

e T40I) das amostras controle (T10C, T20C, T30C e T40C) e amostras recebidas (T10R, 

T20R, T30R e T40R). Porém, ficou evidente que a aplicação de combinações de pré-

processamento diferentes melhorou a interpretação dos resultados, e a utilização de 

derivadas resultou em uma melhor separação das amostras. 

A próxima etapa foi investigar as regiões espectrais separadamente através da análise 

por componentes principais por intervalo (iPCA), com a melhor combinação de pré-

processamento determinada anteriormente.  

A iPCA é similar à PCA, porém antes de realizar as operações matriciais, a iPCA 

divide o espectro em i intervalos equidistantes. Ou seja, para i = 16, o espectro é divido 

em dezesseis intervalos, e a PCA é, então, conduzida para cada intervalo separadamente. 

No presente trabalho, os valores de i foram 4, 8, 16 e 32, e cada PCA foi avaliada 

separadamente. 

A melhor separação das amostras de acordo com o tempo amostral foi encontrada na 

divisão em 16 intervalos (i16PCA), na Figura 19, está apresentado o gráfico de escores 

da PC1 e PC2 referente ao intervalo 13, com variância total de 93,37%. É possível 

observar que houve uma tendência na separação das amostras por tempo amostral na PC1, 

as amostras do tempo 0 e tempo 10 com escores negativos e tempos 20, 30 e 40 escores 

positivos. A região de 1.523 - 1318 cm-1 corresponde às bandas de absorção de 

deformação angular de grupos metilas (CH3) e metilênicos (CH2). 
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Figura 19: Gráfico de escores da PCA dos espectros de FTIR- ATR do intervalo 13, 

região de 1523 - 1318 cm-1 para o diesel S10: tempos T0 (verde), T10 (azul), T20 (roxo), 

T30 (laranja) e T40 (vermelho). 

De acordo com a análise do gráfico de pesos, Figura 20, amostras dos tempos zero e 

10 são mais ricas em grupos metilas (CH3) e amostras dos tempos 20, 30 e 40 em grupos 

metilênicos CH2.  

 

 

Figura 20: Gráfico de pesos da PCA dos espectros de FTIR- ATR do intervalo 13, região 

de 1523 - 1318 cm-1 para o diesel S10. 
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4.2.4 Análise Multivariada dos Espectros de Diesel S50, S500 e S1800 

O mesmo procedimento com tratamento prévio através de normalização, primeira e 

segunda derivada, centrados na média utilizado com os espectros de S10 foi aplicado nos 

espectros de S50, S500 e S1800, e os resultados obtidos foram semelhantes. Assim, os 

gráficos escores da PC1 e PC2 estão apresentados nos anexos, espectros de diesel S50, 

Figuras 1, 2 e 3, espectros de diesel S500, Figuras 4, 5 e 6, e espectros de diesel S1800, 

Figuras 7, 8, 9. 

Nas Figuras 21, 22 e 23 são apresentados os gráficos de escore da PC1 e PC2 referente 

ao intervalo 13 da iPCA das amostras de S50, S500 e S1800, com a combinação de pré-

processamento de normalização, segunda derivada e centrado na média. É possível 

observar em todos os casos, que a região de melhor discriminação das amostras foi 1523 

- 1318 cm-1, que separou as amostras do tempo 0 e tempo 10 com escores negativos dos 

tempos 20, 30 e 40 com escores positivos na PC1. 

  

 

Figura 21: Gráfico de escores da PCA dos espectros de FTIR- ATR do intervalo 13, 

região de 1523 - 1318 cm-1 para o diesel S50: tempos T0 (verde), T10 (azul), T20 (roxo), 

T30 (laranja) e T40 (vermelho). 
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Figura 22: Gráfico de escores da PCA dos espectros de FTIR- ATR do intervalo 13, 

região de 1523 - 1318 cm-1 para o diesel S500: tempos T0 (verde), T10 (azul), T20 (roxo), 

T30 (laranja) e T40 (vermelho). 

 

 

Figura 23: Gráfico de escores da PCA dos espectros de FTIR- ATR do intervalo 13, 

região de 1523 - 1318 cm-1 para o diesel S1800: tempos T0 (verde), T10 (azul), T20 

(roxo), T30 (laranja) e T40 (vermelho). 
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4.3 Conclusão 

O presente estudo analisou diferentes combinações de pré-processamento para 

evidenciar possíveis alterações nos espectros de FTIR-ATR de amostras de diesel que 

foram submetidas à estocagem simulada com a contaminação por microrganismo e ficou 

evidente a necessidade de avaliação prévia dos tipos de pré-processamento a serem 

aplicados nos espectros para a melhor interpretação dos resultados. 

Foi demonstrado que o FTIR-ATR pode ser empregado para avaliação a degradação 

de diesel, no entanto, a região de 1528 - 1318 cm-1 é a mais indicada e uma possível 

combinação de pré-processamento com normalização/segunda derivada/centrado na 

média foi apresentada. 
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4.4 Quantificação da Biomassa Produzida na Biodegradação de Blendas B10 

durante estocagem simulada usando Infravermelho com Transformada de 

Fourier (FTIR) e Regressão por Mínimos Quadrados Parciais (PLS) 

 

4.4.1 Objetivo 

Quantificar a degradação das blendas B10 (10% de biodiesel puro e 90% de óleo 

diesel) durante estocagem simulada com microrganismos (Inóculo não caracterizado – 

Norma ASTME 1259) através de Espectroscopia no Infravermelho Médio (FTIR) e 

Regressão por Mínimos Quadrados Parciais (PLS). Este trabalho foi desenvolvido em 

parceria com o Laboratório de Biodeterioração de Combustíveis e Biocombustíveis 

(LABBIO), UFRGS /RS. 

4.4.2 Materiais e Métodos 

4.4.2.1 Amostras 

As amostras da fase óleo de um experimento que fizeram parte do trabalho de pesquisa 

de Azambuja e colaboradores foram cedidas pelo LABBIO.150  

As blendas B10 foram preparadas em laboratório pela mistura de biodiesel e óleo 

diesel com diferentes teores de enxofre: Diesel com teor de enxofre ultra alto - UHSD ≤ 

1800 mg/L de enxofre; diesel com alto teor de enxofre - HSD ≤ 500 mg/L de enxofre; 

diesel com baixo teor de enxofre - LSD ≤ 50 mg/L de enxofre e diesel de ultrabaixo teor 

de enxofre - ULSD ≤ 10 mg/L de enxofre. O combustível foi fornecido pela empresa 

Ipiranga Distribuidores de Combustíveis, Canoas, RS 

Para avaliar a biodegradação foram simuladas condições de estocagem em que as 

amostras de B10 foram contaminadas com microrganismos não identificados. Foram 

utilizados frascos de vidro de 100 mL, com tampa de rosca de plástico. Um volume de 20 

mL da blenda B10, foi adicionado a 10 mL de um meio mineral Bushnell-Haas estéril 

para simular a fase aquosa. Os frascos foram incubados a 30°C no escuro. Foram 

analisadas amostras da fase óleo nos tempos zero, 10 dias, 20 dias, 30 dias e 40 dias e 

para cada período havia amostras controle (que não foram contaminadas) e amostras que 

foram contaminadas com microrganismo.  

4.4.2.2 Quantificação da Biomassa 

A quantificação da biomassa produzida pela biodegradação foi determinada por 

gravimetria. Após cada tempo amostral, a biomassa formada na interface óleo/água foi 
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removida por filtração, utilizando membranas de papel filtro que foram previamente 

submetidas a secagem em estufa bacteriológica a 30°C por 48 horas e mantidas em 

dessecador por 24 horas e na sequência pesadas em balança de precisão.  

A biomassa foi recuperada por filtração adicionando-se 4 mL de hexano para remoção 

dos resíduos oleosos e após foi realizada uma etapa de secagem e pesagem das 

membranas com a biomassa.150  

A quantificação da biomassa foi expressa em mg mL-1 de peso seco e obtida pela 

diferença entre o peso final e peso inicial da membrana. Os resultados para 98 amostras 

são apresentados nos anexos (Tabela 1), os valores de biomassa variam de 0 a 12,2 mg 

mL-1. 

4.4.2.3 Espectroscopia no Infravermelho  

Os espectros FTIR – ATR da fase óleo foram obtidos empregando um 

espectrofotômetro (Perkin Elmer modelo Spectrum 400), acoplado a um acessório de 

refletância total atenuada (ATR) com cristal de seleneto de zinco (ZnSe). Os espectros 

foram obtidos em duplicata para cada amostra na faixa de 4000 – 650 cm-1, a temperatura 

ambiente, com resolução de 2 cm-1 e 32 varreduras. 

4.4.2.4 Análise Multivariada dos Dados 

A análise multivariada das amostras de B10 foi realizada a partir dos dados FTIR-ATR 

e biomassa (peso seco) e o programa utilizado para estes estudos foi o Matlab 7,11 

(MathWorks Inc, Natick, MA), pacote iToolbox e computador com processador Intel 

Core i5 2,40 GHz. 

Foram construídos modelos de regressão multivariada por PLS, iPLS e siPLS para 

quantificação de biomassa utilizando dados de FTIR-ATR e dados de referência obtidos 

por gravimetria de 98 amostras. Para a análise multivariada foram utilizados os espectros 

médios e dois pré-processamentos foram aplicados aos espectros: normalização (0,1) e 

centrar na média.125 

O método de regressão por mínimos quadrados parciais por intervalo (iPLS) é uma 

extensão do PLS, que consiste na divisão da região espectral em intervalos equidistantes 

e para cada intervalo um novo modelo PLS é construído a partir das variáveis 

selecionadas. O principal objetivo é fornecer informações relevantes em diferentes 

subdivisões do espectro total, removendo as regiões espectrais cujas variáveis  não 

apresentam informações relevantes e/ou interferentes.151  
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A regressão por quadrados mínimos por sinergismo de intervalos siPLS é um método 

adicional ao iPLS, que consiste na combinação dos intervalos resultantes da divisão de 

regiões do espectro. Um novo modelo é construído com cada combinação.  

Para construção dos modelos de regressão multivariada as 98 amostras foram divididas 

em conjuntos de calibração e previsão. O número de amostras selecionadas para o 

conjunto de calibração foi 68 (cerca de 2/3 do total de amostras)  e para o conjunto de 

previsão 30 amostras, a seleção das amostras foi realizada utilizando algoritmo de 

Kennard-Stone.152 A Tabela 3 apresenta a descrição dos conjuntos de calibração e 

previsão, a matiz X são variáveis independentes (valores de absorbância medidos na faixa 

de 4000 – 650 cm-1) e a matiz Y as variáveis dependentes (valores de biomassa). 

Tabela 3: Descrição dos conjuntos de calibração e previsão. 

Conjunto N° de 

amostras 

Matriz Dimensão Matriz Dimensão 

Calibração 68 X 68x3500 Y 68x1 

Previsão 30 X 30x3500 Y 30x1 

 

Na construção do modelo PLS foi utilizado toda a faixa espectral (4000 – 650 cm-1). 

Para o iPLS o espectro foi dividido 2, 4, 8, 16 e 32 intervalos e para o siPLS a combinação 

de 2, 3 e 4 intervalos foi usado quando a região espectral foi dividida em 8, 16 e 32 

intervalos. A seleção do melhor modelo foi baseada na análise do número de variáveis 

latentes, raiz quadrada do erro de validação cruzada (RMSECV), erro quadrático médio 

de predição (RMSEP) e coeficientes de determinação (Rc2 e Rp2). 
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4.5 Resultados e Discussão 

4.5.1 Caracterização da Blenda B10 por FTIR 

Os espectros obtidos na região de 4000 – 650 cm-1 a partir das amostras da fase óleo 

de B10 são apresentados na Figura 24. 

 

 

Figura 24: Espectros de FTIR-ATR das amostras de B10. 

As principais diferenças observadas no espectro com a adição de biodiesel ao diesel, é 

a banda que aparece aproximadamente na região de 1.745 cm-1 que é referente às 

vibrações de deformação axial do grupo carbonila (-C=O) presente nos ésteres alifáticos 

constituintes do biodiesel. E na região de 1.300 a 900 cm-1, que contém parte da região 

de “impressão digital” dos compostos, encontram-se as bandas de absorção referentes às 

vibrações de deformação axial da ligação C-O dos ésteres constituintes do biodiesel.153 

Analisando os espectros de FTIR, umas das principais características das amostras que 

sofreram degradação é o surgimento de uma banda na região de 1710 cm-1, a banda da 

carbonila diminui sua intensidade com o surgimento desta nova banda, como pode ser 

observado na Figura 25, o surgimento desta banda indica a formação de novos compostos 

que pode ser atribuído aos produtos formados durante o processo de degradação, grupo 

carbonila (-C=O) de cetonas e ácidos carboxílicos absorvem nessa região.154 
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Figura 25: Espectros de B10 na região de 1800 a 1650 cm-1. 

4.5.2 Quantificação da Biomassa por Calibração Multivariada 

Os resultados do modelo de regressão por PLS, iPLS e siPLS foram construídos 

empregando validação cruzada leave-one-out para a predição da biomassa. Os resultados 

das figuras de méritos são apresentados na Tabela 4, e estão organizados pelo número de 

divisões equidistantes feitas no espectro e no caso do siPLS de suas combinações de 2, 3 

ou 4 intervalos. 

 A avaliação dos modelos de calibração foi baseada na análise do RMSECV, do Rc2, 

no número de variáveis latentes e considerando as regiões que possuíam informação 

espectral mais relevante no caso de iPLS e siPLS. E o melhor modelo de predição foi 

definido com base naquele que apresentava os menores valores de RMSECV e RMSEP, 

sendo desejado que não haja grandes diferenças entre os erros para não ocorrer um 

subajuste ou sobre ajuste, no número de VLs (onde o ideal é a utilização do menor número 

possível), e nos coeficientes de determinação (Rc2 e Rp2). 
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Tabela 4: Resultados das figuras de mérito dos modelos de regressão por PLS, iPLS e 

siPLS para determinação da biomassa. 

 

Modeloa Intervalos 

selecionados 

VLsb Rc2 RMSECV  

(mg mL-1) 

Rp2 RMSEP  

(mg mL-1) 

PLS 1 11 0,802 1,617 1,09 0,79 

iPLS2 2 9 0,770 1,745 0,765 0,951 

iPLS4 3 9 0,758 1,806 0,783 1,022 

iPLS8 6 9 0,765 1,766 0,748 1,073 

iPLS16 10 7 0,727 1,903 0,680 1,205 

iPLS32 23 8 0,710 1,971 0,710 1,065 

s2iPLS8 6, 7 10 0,786 1,692 0,732 1,401 

s3iPLS8 2, 3, 6 11 0,803 1,617 0,670 1,605 

s4iPLS8 2, 3, 5 e 6 7 0,743 1,850 0,762 0,953 

s2iPLS16 10, 14 9 0,773 1,740 0,746 1,163 

s3iPLS16 7, 9, 12 11 0,834 1,467 0,740 1,010 

s4iPLS16 4, 10, 13, 16 10 0,786 1,690 0,702 1,132 

s2iPLS32 22, 24 9 0,822 1,540 0,815 1,350 

s3iPLS32 20, 22, 25 9 0,836 1,471 0,780 1,420 

S4iPLS32 8, 18, 22, 25 10 0,851 1,396 0,79 1,310 

 
a iPLS – número de divisões do espectro; s – número de intervalos combinados; b número de variáveis 

latentes; Formação em negrito ao melhor modelo de regressão. 

A partir dos resultados da análise do número de variáveis latentes, RMSCEV, RMSEP, 

Rc2 e Rp2 dos modelos de regressões usando o método de PLS, iPLS e siPLS definiu-se 

que o melhor modelo foi o s2iPLS32, onde ocorreu a divisão em 32 partes equidistantes, 

combinação de 2 intervalos, que apresentou os melhores coeficientes de determinação 
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(Rc2=0,822 e Rp2= 0,815), associados a baixos valores de erros:  RMSECV =1,540 mg 

mL-1 e RMSEP= 1,350 mg mL-1. 

Os intervalos selecionados no modelo s2iPLS32 foram 22 e 24, que respectivamente 

correspondem as faixas espectrais 1520 - 1441 cm-1 e 1360 - 1282 cm-1, Figura 26. Os 

grupos metilas presentes nos ésteres do biodiesel e no diesel absorvem na região de 1520-

1441 cm-1.155 

 

Figura 26: Espectro com destaque das regiões 22 e 24 selecionadas no modelo de 

regressão s2iPLS32. 

Na Figura 27, é possível verificar que o número ideal de VLs para o modelo s2iPLS32 

é 9, que apresentou um valor baixo de RMSECV, determinado por validação cruzada, 

sendo que para valores superiores a esse número de variáveis começa a ocorrer um 

aumento do erro, indicando que pode haver um sobre ajuste do modelo. 
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Figura 27: Gráfico dos valores de RMSECV por número de variáveis latentes utilizadas 

pelo modelo s2iPLS32. 

Na Figura 28, tem-se o gráfico de correlação dos valores de referência, obtido pelo 

método de gravimetria, com os valores obtidos pelo melhor modelo de regressão através 

do siPLS.  

 

Figura 28: Gráfico dos valores de referência versus valores previstos por siPLS para 

determinação de biomassa. 
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Comparando os modelos obtidos por regressão PLS, verificou-se que a utilização do 

método de seleção de variáveis por siPLS é mais adequada que por iPLS, apresentando 

menores discrepâncias nos erros de RMSECV e RMSEP, maiores coeficientes de 

determinação (Rc2 e Rp2) para quantificar biomassa produzida na biodegradação de 

blendas B10.  

Com base nos resultados, o modelo de regressão por mínimos quadrados parciais para 

quantificação de biomassa apresentou um desempenho promissor, porém os valores de 

erro (RMSECV e RMSEP) apontados pelo modelo foram um pouco elevados, quando 

comparado com faixa em estudo (0-12 mg mL-1 de peso seco). Isto pode ter ocorrido em 

função dos erros experimentais, pois a determinação da biomassa (peso seco) por 

gravimetria é uma técnica laboriosa, que envolve uma sequência de etapas: filtração, 

lavagem, secagem e pesagem das amostras, como foi descrito em materiais e métodos, 

todas essas etapas estão sujeitas a erros experimentais que são cumulativos e afetam os 

valores medidos de biomassa. 

Uma característica importante do PLS é que o mesmo modela erros em ambas as 

informações medidas, tanto na obtenção do espectro quanto na quantificação da biomassa 

e suas contribuições para o modelo são de igual importância, os escores e pesos são 

dependentes de ambos os dados medidos experimentalmente.127 Assim os erros 

associados na quantificação de biomassa e na aquisição dos espectros, contribuíram para 

os valores de RMSECV e RMSEP.  

 

4.6 Conclusão 

A espectroscopia de infravermelho médio associada a ferramenta de siPLS apresentou 

o melhor modelo, possivelmente pela combinação de intervalos não adjacentes. Porém os 

valores de RMSECV = 1,54 mg mL-1 e RMSEP = 1,35 mg mL-1 de peso seco 

apresentados indicaram uma possível influência dos erros experimentais no desempenho 

do modelo. 

O emprego da metodologia proposta apresenta como principais vantagens, ao 

laborioso método gravimétrico, a redução significativa do tempo de análise e a 

possibilidade de ser facilmente implementada no processo analítico. 
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4.7 Utilização de Imagens Digitais para a Contagem de Colônias de 

Microrganismos Deteriogênicos de Biodiesel 

 

4.7.1 Objetivo 

Desenvolver um método de contagem computacional de colônias inicialmente da 

bactéria Bacillus pumilus e da levedura Meyerozyma guilliermondii, ambas isoladas a 

partir do óleo diesel, empregando imagens digitais.  

4.7.2 Materiais e Métodos 

4.7.2.1 Cultura dos Microrganismos 

B.pumilus foi originalmente isolado do óleo diesel e identificado pelo sequenciamento 

Sanger (Código do banco de dados MG595229). O isolado B. pumilus foi cultivado em 

caldo BHI por 48 h sob 37ºC de incubação, em seguida foi diluído em solução salina 

estéril (NaCl 0,9%), e alíquotas (0,1 mL) foram semeadas em meio Plate Count Agar 

(PCA) usando o spread técnica. As placas foram incubadas a 37ºC por 48 h. O 

experimento foi realizado em triplicata. Após o período de incubação, o número de 

unidades formadoras de colônias em cada placa de Petri foi contado manualmente. 

Aqueles que não puderam ser contados de forma justa foram descartados. Ao final, foram 

mantidas 16 amostras, com número de colônias entre 56 e 265. 

A levedura M. guilliermondii (Gen Bank Code MH047241) foi identificada por 

Boelter e colaboradores (2018). A levedura foi isolada do diesel e semeada em ágar 

GYMP (em g L1: glicose 20,0, extrato de levedura 5,0, extrato de malte 20,0, fosfato de 

sódio monobásico 2,0 e ágar 15,0; todos da marca Himedia) por 48 h a 28°C. O M. 

guilliermondii foi usado em um experimento que avaliou seu potencial de crescimento e 

degradação de combustíveis.156 O número de unidades formadoras de colônias em cada 

placa de Petri foi contado manualmente. Aqueles que não puderam ser contados de forma 

justa foram descartados. Ao todo, 64 amostras foram mantidas com número de colônias 

entre 1 e 131. 
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4.7.2.2 Aquisição das Imagens 

Imagens digitais das placas de Petri contendo cada cultura de microrganismo foram 

obtidas com um scanner comercial (HP Scanjet 300). O aparelho foi o mesmo utilizado 

por Marcelo e colaboradores (2016) 137, exceto o material usado para cobrir a mesa do 

scanner. Neste trabalho, foi aplicada uma borracha branca de etileno-acetato de vinila 

(EVA) devido a sua superior capacidade de manipulação. Uma janela quadrada foi aberta 

no centro, grande o suficiente para uma placa de Petri. Esse sistema também contava com 

uma caixa de papelão com as paredes escura que cobria todo o scanner, o que melhora a 

qualidade das imagens adquiridas ao reduzir a luminosidade do ruído. 

As imagens da colônia de B. pumilus foram coletadas com todas as opções automáticas 

do software do scanner desabilitadas e resolução definida para 300 dpi. Cada cultura foi 

varrida duas vezes, então girada 180 ° no sentido horário e varrida duas vezes. Um total 

de 64 amostras de imagens foram coletadas (armazenadas no formato PNG) e 

posteriormente contadas. A Figura 29 (à esquerda) mostra uma amostra da imagem 

coletada. Imagens de colônias de M. guilliermondii foram obtidas em duplicata (sem 

rotação). A resolução do scanner foi configurada para 1200 dpi e as imagens foram 

armazenadas no formato JPG. Um total de 128 imagens foram adquiridas. A Figura 29 

(direita) mostra uma amostra da imagem da levedura. 

 

      

Figura 29: Imagens da placa de Petri com colônias de bactérias (esquerda) e leveduras 

(direita). 
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4.7.3 Contador Semi-Automático de Colônias 

Uma etapa crucial da metodologia proposta foi o desenvolvimento de um código semi-

automático para a contagem das colônias. Ele explora a morfologia semelhante das 

colônias de bactérias e leveduras para calcular o número de unidades formadoras de 

colônias (UFC) em cada amostra. Ele foi implementado em linguagem Python com a 

ajuda dos pacotes gratuitos scikit-image versão 0.13.1 (Walt et al. 2014)157, NumPy 

(versão 1.13.3), Matplotlib (versão 2.1.1) e SciPy (versão 0.19). 1-2) e utilizando um 

computador Intel Core i7-3612QM, dual core, quatro threads, 8 GB de RAM. 

O algoritmo de contagem semi-automático desenvolvido é baseado em aspectos 

morfológicos semelhantes das características de interesse das colônias de B. pumilus e M. 

guilliermondii. Especificamente, ambos os microrganismos formam colônias 

arredondadas com luminosidade menos intensa nas bordas em comparação com o núcleo. 

A Figura 29 mostra as imagens das amostras adquiridas e selecionadas de colônias de B. 

pumilus (esquerda) e M. guilliermondii (direita). As principais etapas para o código de 

contagem são discutidas e ilustradas para esses exemplos padrão. 

O algoritmo pode ser apresentado em duas etapas principais: pré-processamento da 

imagem (filtragem) e identificação. Na primeira etapa, a imagem original é 

redimensionada para np × np pixels de imagem e achatada em tons de cinza (escala 

contínua de 0 a 1). A Figura 30 mostra as imagens redimensionadas e achatadas dos 

exemplos padrão da Figura 29. Em seguida, um filtro de corte simples é aplicado; define 

luminosidade zero para todos os pixels abaixo de um determinado mínimo (lmin) e acima 

de um determinado máximo (lmax), parâmetros de luminosidade (0 ≤ lmin <lmax ≤ 1). 

Este processo filtra a maior parte do ruído, exceto a moldura da placa de Petri e algumas 

bordas no fundo das placas. Para removê-los, um filtro de abertura binário morfológico é 

aplicado usando círculos como elementos estruturantes em forma de cruz. O raio dos 

círculos em forma de cruz aplicados (ro) é um parâmetro morfológico do algoritmo 

desenvolvido, podendo ser calibrado a partir de uma imagem de amostra. 

O último filtro uniforme de tamanho su é aplicado para suavizar a luminosidade da 

superfície e melhorar os resultados de identificação. A Figura 31 mostra as imagens 

filtradas das amostras padrão. 
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Figura 30: Amostras de imagens redimensionadas e achatadas das culturas selecionadas 

de Bacillus pumilus (esquerda) e Meyerozyma guilliermondii (direita). 

    

Figura 31: Amostras de imagens filtradas das culturas selecionadas de Bacillus pumilus 

(esquerda) e Meyerozyma guilliermondii (direita). 

Após a etapa de filtragem, a maior parte do ruído e características sem importância são 

removidos, e a segunda etapa principal compreende a identificação das unidades 

formadoras de colônias. Aqui, o algoritmo explora o atributo de luminosidade, pois uma 

unidade formadora de colônia é mais intensa em seu núcleo do que em suas bordas. 

Pensando nisso, a estratégia de identificação envolve o cálculo dos pontos de máxima 
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luminosidade local. Para mitigar a redundância, uma distância mínima (dmin) entre os 

pontos máximos é imposta.  

A Figura 32 mostra as colônias identificadas nas amostras padrão. Os círculos 

vermelhos são centrados nos máximos locais identificados. O número de tais pontos é o 

número calculado de unidades formadoras de colônias. 

   

Figura 32: Unidades formadoras de colônias identificadas em imagens de culturas 

selecionadas de Bacillus pumilus (esquerda) e Meyerozyma guilliermondii (direita). Os 

círculos vermelhos estão centrados nos pontos máximos locais. 

 

4.8 Resultados e Discussão 

Nesta seção, os resultados obtidos dos dois casos de teste são discutidos. Para ambos 

os casos, comparamos a contagem de referência (contagem manual padrão) com o 

algoritmo de contagem semi-automático. O algoritmo de contagem semi-automático 

desenvolvido requer a calibração de seis parâmetros: redimensionamento da resolução da 

imagem (np), corte de luminosidade mínima (lmin), corte de luminosidade máxima 

(lmax), raio dos círculos em forma de cruz do filtro de abertura (ro), tamanho do filtro 

uniforme (su), e a distância mínima entre os pontos máximos (dmin). O primeiro 

parâmetro é o menos sensível. Se se optar por uma resolução baixa, o contador não 

funcionará corretamente devido à falta de informação. Por outro lado, uma alta resolução 

aumenta os custos computacionais (demandas de memória e processamento). Além disso, 

os outros parâmetros são relativos à resolução da imagem. Para ambos os casos de teste, 

np = 1000 foi usado. Vale ressaltar que o algoritmo não é muito sensível aos valores dos 
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parâmetros. Eles podem ser razoavelmente estimados a partir de uma pequena coleção de 

amostras e então calibrados por um método simples de tentativa e erro. Os resultados da 

calibração e validação são discutidos abaixo para cada microrganismo avaliado. 

4.8.1 Bacillus Pumilus 

As amostras foram divididas aleatoriamente em conjuntos de calibração e validação 

(aproximadamente 65% e 35% do total de amostras, respectivamente). O conjunto de 

calibração continha 40 amostras de imagem com 56–265 colônias por imagem. O 

conjunto de validação continha 24 amostras de imagens com 85–222 colônias por 

imagem. Seguindo uma estratégia de tentativa e erro, os parâmetros calibrados para o 

caso de teste de B. pumilus foram: lmin = 0,32; lmax = 0,65; ro = 5; su = 7; e dmin = 7. 

Com esses parâmetros, a contagem semiautomática ajustou a contagem manual padrão 

com um coeficiente de regressão (R2) de 0,99 para o conjunto de calibração. Quando 

testado com o conjunto de validação, R2 foi 0,98 (Figura 33). Além disso, o procedimento 

de contagem semiautomática levou aproximadamente 0,5 s por amostra em um notebook 

comum. 

 

Figura 33: Gráficos de calibração (esquerda) e validação (direita) para o caso de teste 

Bacillus pumilus. 

 

4.8.2 Meyerozyma Guilliermondii 

Semelhante a B. pumilus, as amostras de imagem de M. guilliermondii foram 

distribuídas aleatoriamente em conjuntos de calibração e validação (aproximadamente 
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66% e 33% do total de amostras, respectivamente). O conjunto de calibração continha 86 

amostras de imagens com 1–131 colônias por imagem. O conjunto de validação continha 

42 amostras de imagens com 2-76 colônias por imagem. 

Os parâmetros calibrados no algoritmo contador foram: lmin = 0,32; lmax = 0,65; ro 

= 10; su = 7; e dmin = 15. Em comparação com os parâmetros de B. pumilus, apenas ro e 

dmin são diferentes, o que pode ser atribuído às diferenças nos aspectos morfológicos. As 

colônias de leveduras estudadas têm forma circular mais regular e luminosidade mais 

uniforme que as colônias de B. pumilus. Portanto, ro e dmin mais altos diminuem as 

identificações falsas quando há formação de clasters de colônias. 

A Figura 34 mostra o gráfico de dispersão e a linha de regressão da contagem manual 

versus automática. Assim como com B. pumilus, os conjuntos de calibração e validação 

apresentaram um R2 de 0,99 e 0,98, respectivamente. O tempo computacional foi de cerca 

de 2 s por amostra, que é muito maior do que o das amostras de bactérias. Essa diferença 

é explicada pelo aumento na resolução aplicada na aquisição dessas amostras de imagens. 

 

Figura 34: Gráficos de calibração (esquerda) e validação (direita) para o caso de teste 

Meyerozyma guilliermondii. 

Neste estudo foi apresentado um sistema semi-automático para contagem de colônias 

de bactérias Bacillus Pumilus e da levedura Meyerozyma guilliermondii. Os resultados 

apresentados mostram um bom desempenho do algoritmo desenvolvido para a contagem 

de colônias.  O sistema mostrou uma excelente correlação com o método de contagem 

tradicional nos dois casos analisados. Algumas vantagens frente as outras metodologias 

são o tempo de contagem de 3 s, fácil aquisição das imagens com o uso de um scanner 

comum e não requer conhecimento avançado de operação de software. 
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Uma das principais vantagens do algoritmo aqui apresentado é a serialização. Uma vez 

que os parâmetros são calibrados, o algoritmo pode ser aplicado em série (e 

potencialmente em paralelo) a um conjunto de amostras. No entanto, sua principal 

limitação é que a calibração depende do crescimento da colônia, o que requer um 

especialista para determinar o momento de digitalização das amostras. Ele também afeta 

os limites de menor e maior número de UFC’s que o algoritmo terá um bom desempenho. 

4.9 Conclusão 

Este estudo apresentou um procedimento novo e robusto para contagem 

semiautomática de unidades formadoras de colônias de bactérias B. pumilus e levedura 

M. guilliermondii. Centrou-se em um aparelho de baixo custo para aquisição de imagens 

digitais de placas de Petri contendo uma cultura de microrganismo e um código de 

contagem computacional eficiente. 

As imagens digitais das amostras foram adquiridas usando um scanner comercial 

comum. As imagens serviram de entrada para o código de contagem, que estimou o 

número de unidades formadoras de colônias em cada amostra, explorando aspectos 

morfológicos. O algoritmo se baseia em seis parâmetros, que não são muito sensíveis e 

podem ser calibrados por uma estratégia de tentativa e erro. O procedimento de contagem 

semiautomática foi testado em comparação com a contagem manual padrão. Os 

resultados mostraram curvas de regressão de calibração e validação com R2 de 0,99 e 

0,98, respectivamente.  

O método semiautomático desenvolvido tem um baixo custo computacional e pode ser 

facilmente paralelizado para lidar simultaneamente com muitas amostras. O aparelho de 

aquisição de imagem pode ser adaptado para digitalizar mais de uma placa por vez e 

também o algoritmo contador pode ser facilmente modificado para lidar com isso. 

 Além disso, pode ser adaptado para ser aplicado a outras culturas de microrganismos 

com aspectos morfológicos semelhantes. A bactéria B. pumilus e a levedura M. 

guilliermondii estão relacionadas à biodegradação do biodiesel e suas misturas com o 

diesel. Portanto, a metodologia eficiente e de baixo custo apresentada é uma ferramenta 

valiosa para analisar a biodegradação desses combustíveis. 
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5 Considerações Finais 

Foram propostas três metodologias para analisar a biodegrabilidade do diesel, blendas 

B10 (diesel/biodiesel) e biodiesel. 

A investigação de diferentes combinações de métodos de pré-processamentos na 

análise de espectros de infravermelho médio de amostras de diesel com diferentes teores 

de enxofre que foram submetidas a estocagem simulada com microrganismos, auxiliou 

na identificação de uma região espectral para avaliar a biodegradação em amostras de 

diesel. 

Mediante espectros de infravermelho médio de blendas B10, foi desenvolvida uma 

metodologia para quantificação da biomassa formada na biodegradação causada por 

microrganismos, e com base nos resultados a utilização de espectroscopia no 

infravermelho médio e calibração multivariada é uma metodologia promissora para a 

quantificação de biomassa. 

Por fim, a partir de imagens digitais de placas de Petri foi desenvolvida uma 

metodologia computacional para contagem do número de colônias de bactérias e 

leveduras que geralmente causam a degradação de combustíveis. Este trabalho foi 

publicado recentemente.158 
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ANEXOS  

Figuras 1, 2 e 3 referentes as amostras de Diesel S50 

 

Figura 1: Gráfico de escores PC1xPC2 da PCA dos espectros de FTIR-HATR 

normalizados e centrados na média das amostras de diesel S50: tempos T0 (verde), T10 

(azul), T20 (roxo), T30 (laranja) e T40 (vermelho). 

 

 

Figura 2: Gráfico de escores PC1xPC2 da PCA dos espectros de FTIR-HATR 

normalizados, com primeira derivada e centrados na média das amostras de diesel S50: 

tempos T0 (verde), T10 (azul), T20 (roxo), T30 (laranja) e T40 (vermelho). 
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Figura 3: Gráfico de escores PC1xPC2 da PCA dos espectros de FTIR-HATR 

normalizados, com segunda derivada e centrados na média das amostras de diesel S50: 

tempos T0 (verde), T10 (azul), T20 (roxo), T30 (laranja) e T40 (vermelho). 
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Figuras 4, 5 e 6 referentes as amostras de Diesel S500 

 

Figura 4: Gráfico de escores PC1xPC2 da PCA dos espectros de FTIR-HATR 

normalizados e centrados na média das amostras de diesel S500: tempos T0 (verde), T10 

(azul), T20 (roxo), T30 (laranja) e T40 (vermelho). 

 

 

Figura 5: Gráfico de escores PC1xPC2 da PCA dos espectros de FTIR-HATR 

normalizados, com primeira derivada e centrados na média das amostras de diesel S500: 

tempos T0 (verde), T10 (azul), T20 (roxo), T30 (laranja) e T40 (vermelho). 
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Figura 6: Gráfico de escores PC1xPC2 da PCA dos espectros de FTIR-HATR 

normalizados, com segunda derivada e centrados na média das amostras de diesel S500: 

tempos T0 (verde), T10 (azul), T20 (roxo), T30 (laranja) e T40 (vermelho). 
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Figuras 7, 8 e 9 referentes as amostras de Diesel S1800 

 

Figura 7: Gráfico de escores PC1xPC2 da PCA dos espectros de FTIR-HATR 

normalizados e centrados na média das amostras de diesel S1800: tempos T0 (verde), T10 

(azul), T20 (roxo), T30 (laranja) e T40 (vermelho). 

 

 

Figura 8: Gráfico de escores PC1xPC2 da PCA dos espectros de FTIR-HATR 

normalizados, com primeira derivada e centrados na média das amostras de diesel S1800: 

tempos T0 (verde), T10 (azul), T20 (roxo), T30 (laranja) e T40 (vermelho). 
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Figura 9: Gráfico de escores PC1xPC2 da PCA dos espectros de FTIR-HATR 

normalizados, com segunda derivada e centrados na média das amostras de diesel S1800: 

tempos T0 (verde), T10 (azul), T20 (roxo), T30 (laranja) e T40 (vermelho). 

 

 

 

 

 

 

 

 

 

 

  



 

81 

 

Tabela 1: Resultado da determinação de biomassa 

Amostra Biomassa (mg mL-1) 

1 0,0 

2 0,0 

3 0,0 

4 0,0 

5 0,0 

6 0,0 

7 0,0 

8 0,0 

9 0,0 

10 1,3 

11 1,0 

12 0,7 

13 1,8 

14 1,1 

15 1,4 

16 6,7 

17 7,2 

18 5,6 

19 0,9 

20 1,2 

21 0,2 

22 2,7 

23 2,4 

24 2,8 

25 10,5 

26 6,4 

27 1,7 

28 1,2 

29 1,9 

30 3,2 

31 10,9 

32 9,9 

33 11,7 

34 1,1 

35 1,0 

36 0,6 

37 10,9 

38 12,2 

39 10,5 

40 0,7 

41 0,5 

42 0,9 
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Tabela 1: Resultado da determinação de biomassa. (continuação) 

Amostra Biomassa (mg mL-1) 

43 0,9 

44 0,3 

45 0,6 

46 8,3 

47 3,0 

48 0,7 

49 3,1 

50 0,5 

51 1,1 

52 1,2 

53 5,7 

54 3,5 

55 8,1 

56 4,0 

57 3,8 

58 4,9 

59 4,6 

60 3,3 

61 8,0 

62 0,3 

63 0,2 

64 0,2 

65 1,4 

66 1,5 

67 9,6 

68 0,9 

69 0,6 

70 2,6 

71 0,6 

72 2,6 

73 0,6 

74 1,1 

75 0,7 

76 5,9 

77 4,5 

78 4,0 

79 2,8 

80 1,2 

81 1,2 

82 1,7 

83 8,7 

84 7,1 
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Tabela 1: Resultado da determinação de biomassa. (continuação) 

Amostra Biomassa (mg mL-1) 

85 1,3 

86 1,3 

87 2,3 

88 2,7 

89 11,4 

90 2,6 

91 2,8 

92 2,7 

93 11,4 

94 2,6 

95 2,8 

96 2,7 

97 2,2 

98 1,6 

 


