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PREDVIĐANJE BROJA TURISTA PRIMENOM MAŠINSKOG UČENJA 

PREDICTING THE NUMBER OF TOURISTS USING MACHINE LEARNING

28 I @  Turističko poslovanje

Apstrakt: U ovom radu je  dat pregled 
aktuelnih  m odela m ašinskog učenja iz 
vremenskih serija i njihova primenaza potrebe 
predviđanja  broja turističkih  po se ta  и 
narednom periodu. Pojava virusa Covid-19 je  
generalno imala veliki uticaj na turizam i 
unela veliku neizvesnost и ovu oblast. Primena 
mašinskog učenja i pokušaj predvidanja broja 
turističkih poseta и narednom periodu, može 
da bude korisna onima koji se baveponudom и 
ovoj oblasti.

Ključne reči: mašinsko učenje, vremenske 
serije, turizam, posete.

Abstract: This paper provides an overview o f  
current models o f  machine learning from time 
series and their application fo r  the purpose o f  
predicting the number o f  tourist visits in the 
coming period. The emergence ofthe Covid-19 
virus has generally had a major impact on 
Tourism and has introduced great uncertainty 
in this area. The application o f  machine 
learning and an attempt to predict the number 
o f  tourist visits in the coming period, can be 
useful to those who deal with the offer in this 
area.

Keywords: machine learning, time series, 
tourism, visits.

Uvod

Predvidanje vremenskih serija je  teško. 
Za razliku  od jednostavnijih  problem a 
klasifikacije i regresije, problemi vremenskih 
serija imaju dodatnu složenost zbog redosleda 
ili vremenske zavisnosti izmedu posmatranih 
podataka. Prilikom  izrade m odela, ova 
vremenska struktura može da se iskoristi tako 
što pruža dodatne strukture poput trendova,

sezonskih podataka, a koji mogu da se iskoriste za 
poboljšanje sposobnosti modela. Tradicionalno, 
prilikom predvidanja vremenskih serija dominiraju 
lineame metode poput ARIMA, koje su dobro 
razum ljive i efikasne u rešavanju  m nogih 
problema. U odnosu na klasične metode, metode 
mašinskog učenja mogu da budu efikasnije u 
složenijim problemima predvidanja vremenskih 
serija (Brownlee, 2018).
Mašinsko učenje koristi algoritme koji iterativno 
učc iz podataka i omogućavaju da se pronadu 
skrivene informacije ili odnosi između podataka. 
Veštačke neuronske mreže su najpopulamija i 
jedna od najčešće primenjena metoda mašinskog 
učenja, koja je  sposobna da automatski nauči 
složene odnose između ulaznih i izlaznih podataka. 
One su moćan alat koji može da se primeni za 
predvidanje vrem enskih serija, posebno za 
problème sa složenim zavisnostim a između 
podataka, kao i za predvidanje više koraka 
unapred.

Povezani radovi

Postoji više radovakoji sebave predvidanjem broja 
turista. U istraživanju (Ghalehkhondabi, et al., 
2019), autori su se bavili predviđanjem potražnje 
za turizmom i putničkim prevozom, kroz pregled 
,jdasičnih“ metoda za predvidanje vremenskih 
serija, a koje ne spadaju u mašinsko učenje i u 
veštačke neuronske mreže. U svom radu, autori 
(Sun, et al., 2019) su predložili okvir predvidanja 
koji koristi mašinsko učenje i pretraživanje putem 
Intem eta, za predvidanje dolazaka turista u 
populame destinacije u Kini, konkretno, u Peking. 
Oni su dokazali da postoji uzročnost izmedu 
indeksa pretraživanja Intereneta i broja turista u 
Pekingu. Njihova studija se odnosi na period pre 
pojave virusa Covid-19. Postoji nekoliko radova 
koji su se bavili predvidanjem oporavka turizma 
usred epidemije izazvane virusom Covid-19, kao 
što su (Zaborovskaia, et al., 2020), (Zhang, et al.,
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2021) i (Fotiadis, et al., 2021). Navedeni radovi 
su , s v a k i sa  sv o g  a s p e k ta ,  se  b a v i l i  
predvidanjem u pojedinim oblastima, za koje su 
pravili predvidanje.
U  ovom istraživanju, mi smo se bavili analizom 
podataka koji se odnose na Republiku Srbiju, kao 
i primenom mašinskog učenja za potrebe 
predviđanja, uzrmajuéi u obzir podatke koji su 
nastali nakon pojave virusa Covid-19, kao i рте 
pojave ovogvirusa.

Skup podataka о turistîëkîm posetama

U ovom istraživanju smo koristili javno 
dostupne podatke Republičkog zavoda za 
statistiku о dolascima i noćenjima turista po 
regionim a -  mesedni podaci (Republički 
zavod za statistiku,

2021). U  trenutku preuzimanja podataka, bîli su 
dostupni podaci о turističkim posetama domaćih 
i stranih turista po regionima, kao i na nivou cele 
teritorije Republike Srbije, za period od januara 
2010. godine do februara 2021. godiae. Ovaj 
skup podataka sadržikarakteristike, kao što su:

•  Poreklo turista (domaći turisti, strani 
turisti)

•  Vrsta korišćene turističke usluge 
(dolasci turista, noćenje turista)

•  Teritorija (region koji je posećen) 
Podaci su ш  mesečnom nivou, pa ćemo se u  
ovom istrazivanju baviti predvidanjima na 
mesečnom nivou. U  sledećoj tabeli su prikazani 
podaci о broju domaćih turista na teritoriji 
R epub like  S rb ije  u navedenom  periodu  
(Republički zavod za statistiku, 2021):

Tabela 1 Broj domaćih turista na teritoriji Republike Srbije, meseânipodaci

Vreme Broj turističkih poseta
Januar2010. 66370

Fébruar 2010. 66468
.. • . , ,

Januar 2021. 104909
Februar 2021. 112698

Izvor: Repubïiâki zavod za statistiku

Na sledećoj slici su grafički prikazani ovi podaci:

Slika 1 Broj domaéih turista na mesečnom nivou na teritoriji Republike Srbije

Datum

Izvor: Autori
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Na grafičkom prikazu broja poseta domaćih 
turista, a za posmatrani period, postoji podela 
na period pre pojave virusa Covid-19 i pre 
primene pratećih mera za sprečavanje širenja 
ovog virusa i period nakon pojave virusa. 
Period pre pojave virusa karakterišu svojstva 
koja se ođnose na sve vremenske serije, kao što 
su trend, sezonske promene i slično. U  periodu 
nakon pojave virusa, jasno se uočavaju dve 
lokalne ekstremne vređnosti. Prva ekstremna 
vrednost se odnosi na april 2020. godine kada 
je  počela epidemija virusa Covid-19 i kada je  
zbog te epidemije i zbog primenjenih mera za 
sprečavanje širenja virusa, naglo smanjen broj 
turističkih poseta. Druga ekstremna vrednost 
se odnosi na avgust 2020, godine kada domaéi 
turisti nisu mogli da putuju van zemlje, kada su 
mere za sprečavanje širenja virusa ublažene i 
kada je  povećan broj njihovib turističkih 
poseta u Republici Srbiji. Ovi podaci su u 
daljem istraživanju korišćeni za obučavanje 
veštačkih  neuronskih m reža, sa ciljem  
predv iđan ja  b ro ja  tu ris tičk ih  pose ta  u 
narednom periodu.

Priprema podataka

Posmatrani skup podataka najpre treba podeliti 
na podatke za obučavanje modela, podatke za 
validaciju i podatke za testiranje, npr. u  odnosu 
70% :20% : 10%. O vo se radi iz dva razloga:

1. Osigurava se daje i dalje moguće delitd 
podatke u  uzorke uzastopnih prozora sa 
podacima;

2. Osigurava se da su podaci za validaciju 
i testiranje realni i da se evaluacija 
prim enjuje na podacim a koji su 
prikupljeni nakon obučavanja modela.

Pre obučavanja veštačkih neuronskih mreža je 
potrebno i da se skaliraju vrednosti, a  postupak 
normalizacije je uobičajeni načinza ovo skaliranje. 
Ovde se primenjuje postupak po kome se od svake 
posm atrane v rednosti oduzim a izračunata 
prosečna vrednost, a zatim  se to podeli sa 
standardnom devijacijom. To se primenjuje za 
svaku posm atranu karakteristiku. Prosečna 
vrednost i standardna devijacija se računaju samo 
koristeéi skup podataka za obuku modela, tako da 
model koji se obučavanema pristup vrednostima iz 
skupaza validaciju i skupaza testiranje.
Modeli mašinskog učenja iz vremenskih serija 
prave skup predviđanja na osnovu ,,prozora“ 
uzastopnih uzoraka iz podataka, tako što se na 
osnovu liste ulaznih podataka ti podaci pretvarajuu 
ulazni prozor sa podacima i uprozor sa oznakama.
. G lavne karakteristike ulaznih prozora sa 
podacima su:

•  Širina (broj vremenskih koraka) prozora 
sa ulaznim podacima i oznakama

•  Vremenski razmak između nj ih
•  Koje karakteristike se koriste kao ulazi, 

kao oznake ili kaojedno i drugo
U zavisnosti od istraživanja i vrste modela, moguće 
je  generisati različite prozore sa podacima. Evo 
nekoliko primera:

•  Mogućeje napraviti prozor sa podacima 
za model koji će da pravi predviđanje 1 
mesec unapred na osnovu podataka iz 
prethodnih 12 meseci;

•  Moguće je  napraviti prozor sa podacima 
za model koji će da pravi predviđanje 12 
meseci unapred, na osnovu podataka iz 
prethodnih 12 meseci.

Stika 2 Primer ulaznog prozora sa podacima i prozor sa oznakama
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Naprethodnoj slicijeprikazangrafičkiprikaz 
primera ulaznog prozora sa podacima i prozora 
sa oznakam a za m odel koji će da pravi 
predviđanje 1 mesec unapred (zelena tačkica) na 
osnovu podataka iz prethodnih 12 meseci 
( p la v e  t a č k ic e ) ,  za  p o d a tk e  k o j i  su 
prethodno normalizovani.

Za potrebe analize i istraživanja koji su 
prikazani u ovom radu, korišćena je platforma 
otvorenog koda, TensorFlow (TensorFlow, 
2015), kao b ib lio te k a  k o ja  om ogućava 
obavljanje višestrukih zadataka mašinskog 
učenja, kao i biblioteka za rad sa veštačkim 
neuronskim mrežama, Keras (Chollet F. et al., 
2015), koja radi u TensorFlow okruženju. 
Prilagodavanje modela i njegovo izvršavanje je 
rad en o  u p ro g ram sk o m  je z ik u  P y th o n  
(Chollet,2018).

Modeli sa predvidanjem jednog vremenskog 
koraka unapred

Modeli sa predvidanjem jednog vremenskog 
koraka su najjednostavniji modeli koji mogu da 
se naprave. To je  model koji predvida vrednost 
posmatranog svojstva za jedan vremenski korak 
unapred, a na osnovu trenutnih uslova, na primer, 
predviđa broj turističkih poseta za jedan mesec 
unapred. U odnosu na broj svojstava koja se 
p re d v id a ju ,  m o d e li m ogu  da b u d u  sa 
predvidanjem jednog svojstva i modeli sa 
predvidanjem vise svojstava. U nastavku ce biti 
opisano nekoliko tipova ovih modela.

Polazni model (en. Baseline)

Aktuelni modeli mašinskog učenja iz 
vremenskih serija

Veštačke neuronske mreže mogu da budu 
napravljene primenom različitih modela, koji 
uključuju konvolucione i rekurentne neuronske 
mreže. Prema uputstvu (TensorFlow, 2021) koje 
ce biti primenjeno u nastavku, kada se vrši 
predvidanje vremenskih serija, to predviđanje 
može da se radi:

•  Jedan vremenski korak unapred
о Predviđanj e j ednog svoj stva
о Predviđanj e vise svoj stava

•  Vise vremenskih koraka unapred
о Pravljenje svih predvidanja 

odjednom
о Pravi se jedno predvidanje i 

izlaz se vraća natrag u model 
(Autoregresija)

Pre izgradnje i obučavanja ostalih modela, 
korisno je  imati ,,Polazni“ model, kao tačku za 
poredenje sa kasnijim složenijim modelima. Ako 
je  zadatak da se vrši predvidanje turističkih 
poseta jedan mesec unapred, polazni model samo 
vraća trenutni broj turističkih poseta kao svoje 
predvidanje za naredni mesec, bez promena te 
vrednosti. Naravno, ovaj model će raditi lošije 
ako se pravi predvidanje dalje u budućnosti. Na 
grafičkom prikazu predvidanja Polaznog modela 
se može videti da su to jednostavno oznake koje 
su pomerene za j edan vremenski korak unapred:

Slika 5 Polazni model, predvidanje jedan mesec unapred
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Prethodni model, koji vrši predviđanje jednog 
vremenskog koraka unapred, je  vise puta 
pokrenut tokom posmatranih 12 meseci, a 
elementi dobijenog grafikona su:

•  P lava  lin ija  p rik azu je  u lazne 
podatke, odnosno broj turističkih 
poseta po mesecima, za posmatrani 
period;

•  Zelene oznake prikazuju ciljanu 
vrednost predviđanja. Те tačke su 
prikazane u vremenu predviđanja, 
ođnosno, jedan mesec unapred, u 
odnosu na ulazne podatke. Zbog 
toga se ospeg oznaka pomera za 
jedan vremenski korak u odnosu na 
ulazne podatke. Ciljane vrednosi su 
poznate i sa njima će se vršiti 
po ređen je  podataka dob ijen ih  
predviđanjem;

• Narandžastikrstićisuvrednostidobijene 
p re d v iđ a n je m  m o d e la  za  sv a k i 
vremenski korak. Ako bi model savršeno 
predviđao, predviđanjabi sepoklopila sa 
zelenim oznakama.

Linearni model

Najjednostavniji obučavani model, koji može da se 
primeni na ovaj zadatak je  umetanje lineame 
transformacije između ulaza i izlaza. U ovom 
slučaju izlazni podaci iz nekog vremenskog koraka 
zavise samo od tog koraka. Poput Polaznog 
modela, Lineami model poziva seriju širokih 
prozora sa podacima. Na taj način model koristi 
skup nezavisnih predviđanja u uzastopnim  
vremenskim koracima, pri čemu ne postoji 
in te rakcija  izm eđu p redv iđan ja u svakom  
vremenskom koraku.

Slika 4 Linearni model, predviđanje jedan mesec unapred

Izvor; Autori

Na prethodnom grafikonu se vidi predvidanje 
sa jednim vremenskim korakom unapred, 
dobijeno primenom Lineamog modela nad 
posmatranim segmentom podataka. Model je 
vise puta pokrenut tokom posmatranih 12 
meseci. Prilikom svakog pokretanja modela, 
kao ulaz se koriste podaci iz posmatranog 
vremenskog koraka i vrši se predvidanje u 
sledećem vremenskom koraku. Prozor sa 
podacima se zatim pomera za jedan vremenski 
korak i ponavlja se postupak predviđanja. U 
poredenju sa Polaznim modelom, predvidanje 
je uglavnom bolje, ali mogu da se dese i 
slučajevi kadaje lošije.

,,Gusti“ model u vise koraka 
(en. Multi-step dense)

Prethodna dva m odela, obrađuju svaki 
vrem enski korak nezavisno. To m odeli

posmatraju samo trenutnu vrednost svog ulaza i ne 
uzimaju u obzir kako se ulazne vrednosti menjaju 
tokom vremena. Ovaj problem se prevazilazi 
pravljenjem i primenom modela koji prilikom 
predvidanja koristi pristup podacima iz vise 
vremenskih koraka da bi proizveo jedan izlaz. Za tu 
namenu se koristi generator prozora sa podacima, 
koji će proizvesti serije ulaznih podataka о 
turističkim posetama od npr. 12 uzastopnih meseci, 
sa jednom oznakom.
,,Gusti“ model ima arhitekturu koja je  slična 
Lineamom modelu, osim što se ovaj model sastoji 
od nekoliko kom pletno povezanih slojeva 
(,,layers.Dense“) izmedu ulaza i izlaza.
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Slika 5 „ Gusti " model и vise koraka, predviđanje jedan mesec unapred

Izvor: Autori
Meseci

Na prethodnom grafikonu je  prikazano 
predvidanje sa jednim vremenskim korakom 
unapred, dobijeno primenom „Gusti" model u 
vise koraka, a nad posmatranim segmentom 
podalaka Model j e pokrenut j  ednom i dobij eno j e 
predvidanje turističkih poseta u narednom 
mesecu, na osnovu podataka iz prethodnih 12 
meseci. U prethodnom primeru se predvidanje u 
značajnoj meri poklopilo sa ciljanom vrednošću 
predvidanja.

ulaznim prozorima sa podacima koji su tačno tog 
oblika. Konvolucijske neuronske mreže (en. 
Convolutional Neural Networks, CNN) rešavaju 
o v a j  p r o b l e m .  S l o j  k o n v o l u c i j e  
(„ la y e r s .C o n v lD “ ) ta k o d e  u z im a  v ise  
v rem en sk ih  ko raka  kao u laz , za svako 
predvidanje, a razlika u odnosu na ,,Gusti“ model 
u više koraka je u tome što se Konvolucijski 
model može pokretati sa ulazima bilo koje 
dužine.

Konvolucijske neuronske mreže

Glavna negativna strana prethodnog pristupa 
je  da se rezultujući model može izvršiti samo na

Slika 6 Konvolucijski model, predvidanje jedan mesec unapred

Na prethodnom grafikonu je  prikazano 
predvidanje sa jednim vremenskim korakom 
unapred, dohijeno primenom Konvolucijskog 
modela nad posmatranim segmentom podataka. 
Model je  pokrenut sa širokim prozorom sa 
podacima. Pre prvog predvidanja, kao ulaz se 
koristi serija ulaznih podataka о turističkim 
posetama tokom 12 meseci i svako sledeće 
predvidanje se zasniva na prethodnih 12 
vremenskih koraka.

Rekurentne neuronske mreže

Rekurentna neuronska mreža (Recurrent 
N eural Network, RNN) je  vrsta veštačke 
neuronske mreže koja je  pogodna za podatke 
vrem enskih serija. Ove neuronske mreže 
obrađuju vremensku seriju korak po korak, pri 
tom  uspostavljajući unutrašnje stanje od 
vremenskog koraka do vremenskog koraka. 
Modeli ovih mreža mogu odjednom da se 
obučavaju na seriji ulaznih podataka.
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Slika 7 Rekurentna neuronska mreža, pređviđanje jedan mesec unapred

Na prethodnom  graflkonu se vidi 
predviđanje sa jednim vremenskim korakom 
unapred, dobijeno primenom Rekurentnih 
neuronskih mreža nad posmatranim skupom 
podataka. Model je  obučavan na seriji ulaznih 
podataka, tako da daje predviđanje turističkih 
poseta na osnovu podataka iz prethodnih 12

Modeli za predviđanje vise vremenskih 
koraka unapred (Multi-step models)

Modeli koji su prethodno opisani su 
pravili predviđanja za jedan vremenski korak 
unapred, kao u pokazanim  prim erim a, 
konkretno za j edan mesec unapred. U nastavku 
će biti pokazano kako mogu da se prošire 
mogućnosti modela mašinskog učenja iz 
vremenskih serija, tako da mogu da se primene 
za potrebe predviđanja više vremenskih koraka 
unapred. Prilikom predviđanja vrednosti više

vremenskih koraka unapred, model treba da nauči 
da predviđa opseg budućih vrednosti. Prema tome, 
za razliku od modela koji predvidaju jedan 
vremenski korak unapred gde se predviđa samo 
jedna buduća vrednost, ovi modeli predvidaju 
redosled budućih vrednosti. Postoj e dva pristupa za 
predvidanj e vise vremenskih koraka unapred:

•  Modeli ,jednog stanja" (en. Single-shot 
models), u kojima se na osnovu jednog 
stanja vrši predviđanje čitave sekvence 
odjednom;

• Autoregresivno predvidanj e koje pravi 
jedno predvidanj e, a zatim se izlaz vraća 
natrag u model i koristi za sledeće 
predvidanje.

U nastavku, u primerima za predvidanje vise 
vremenskih koraka unapred, modeli će biti 
obučavani da predvidaju 12 meseci unapred na 
osnovu podataka iz prošlih 12 meseci, kao što je 
prikazanonasledećoj slici:

Slika 8 Modeli za predvidanje vise vremenskih koraka unapred



Вгој 27 35

Folazni model (Baseline)

Jednostavan polazni model ponavlja poslednji ulazni korak vremena za potreban broj izlaznih koraka 
vremena, kao što je  prikazano na sledećoj slici:

Slika 9 Polazni model, predviđanje 12 meseci unapred

Izvor: Autori
Meseci

Budući da je  bio zadatak da se predvidaju vrednosti za 12 meseci unapred, a na osnovu vrednosti 
iz prošlih 12 meseci, jednostavan Polazni model je  za neki segment podataka ponovio vrednosti iz 
prethodnog meseca, uz pretpostavku da će u sledećim mesecima biti slična vrednost. Na sledećem 
grafikonu j e prikazana primena ovog modela za predviđanj e broj a turističkih poseta u 2021. godini, na 
osnovu podatka iz 2020. godine:

Slika 10 Predviđanje za 2021. godinu, primenom Polaznog modela

Izvor; Autori
Meseci

Elementi ovog grafikona su:
•  Plava linijaprikazuje ulazne podatke, odnosno podatke iz 2020. godine;
•  Zelene oznake prikazuju cilj anu vrednost predvidanj a. Kako su u trenutku pisanj a ovog rada 

već poznati podaci о broju poseta za mesece januar i februar 2021. godine, i ti podaci su 
prikazani na grafikonu;

•  Narandžasti krstići su vrednosti dobijene predviđanjem modela za 2021. godinu. Polazni 
model je jednostavno ponovio podatak iz decembra 2020. godine i te podatke prikazao kao 
podatke dobijene „predvidanjem“ modela.
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Polazni model sa ponavljanjem sekvenci (Repeat Baseline)

Ovaj model ponavlj a poslednju sekvencu vremena za potreban broj izlaznih koraka vremena.

Slika 11 Polazni model sa ponavljanjem sekvenci, predviđanje 12 meseci unapred

Kao što se može videtinaprethodnoj slid, ovaj model je zaneki segment podatakakao predvidanje 
vrednosti za narednih 12 meseci, ponovio seriju podataka iz prošlih 12 meseci. Na sledećem grafikonu 
je prikazana primena ovog modela za predvidanje broj a turističkih poseta u 2021. godini, na osnovu 
podatka iz 2020. godine, gde je model za 2021. godinu jednostavno ponovio podatke iz 2020. godine:

Slika 12 Predvidanje za 2021. godinu, primernom Polaznog modela sa ponavljanjem sekvenci

Izvor: Autori

Linearni model

Jednostavan linearni model spada u modèle ,jednog stanja“. Zasnovan je na poslednjem ulaznom 
vremenskom koraku iz kojih treba da predvidi buduće vremenske korake sa lineamom projekcij om.

Slika 13 Linearni model, predvidanje 12 meseci unapred

Meseci
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Као što se može videti sa prethodne slike, ovaj model se čini boljim od Polaznog modela, ali to i dalje 
nije dovoljno moćan model. Na sledećem grafikonu je  prikazana primena ovog modela za predviđanje 
broj a turističkih poseta u 2021. godini, na osnovu podatka iz 2020. godine :

Slika 14 Pređviđanje za 2021. godinu, primemom Linearnog modela

Izvor: Autori

,,Gusti“ model (Dense)

Kao što je  to već rečeno, ovaj model nastaje dodavanjem kompletno povezanog sloja (layers.Dense) 
izmedu ulaza i izlaza.

Slika 15 "Gusti" model, predvidanje 12 meseci unapred

Izvor; Autori
Meseci

U poredenju sa prethodnim, ovaj model ima vécu snagu, ali se model i dalje zasniva samo na jednom 
ulaznom vremenskom koraku. Na sledećem grafikonu je  prikazana primena ovog modela za 
predvidanje broj a turističkih poseta u 2021. godini, na osnovu podatka iz 2020. godine:

Slika 16 Predvidanje za 2021. godinu, primemom "Gustog" modela

Izvor; Autori
Meseci
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Konvolucijske neuronske mreže

Ovaj model daj e predviđanj a na osnovu istorij e fiksne širine i na taj način uzima u obzir kako se podaci 
vremenom menj aju.

Prilikom predviđanja vise vremenskih koraka unapred, na osnovu svojih karakteristika 
Konvolucioni model može da dovede do boljih performansi od ,,Gustog“ modela. Na sledećem 
grafikonu je  prikazana primena ovog modela za predviđanje broja turističkih poseta u 2021. godini, na 
osnovu podatka iz 2020. godine:

Rekurentne neuronske mreže

Model Rekurentnih neuronskih mreža može da uči tako što koristi dugu istoriju ulaznih podataka, ako 
je  to relevantno za predviđanja koja model pravi. Ovde model akumulira unutrašnje stanje za 12

Slika 19 Rekurentne neuronske mreže, predviđanje 12 meseci unapred

Izvor: Autori
Meseti
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Na sledećem grafikonu je prikazana primena ovog modela za predviđanje broja turističkih poseta u 
2021. godini,naosnovupodatkaiz 2020. godine:

Slika 20 Predviđanje za 2021. godinu, primemom Rekurentne neuronske mreže

Izvor; Autori

Autoregresivni model Rekurentne neuronske mreže

Svi prethodno pomenuti modeli za predviđanje više vremenskih koraka unapred, predviđaju celu 
izlaznu sekvencu u jednom koraku. U nekim slučajevima može da bude korisno za model da se ovo 
predviđanje razloži na pojedinačne vremenske korake. Tada svaki izlaz modela može da bude vraćen 
nazad u model u svakom koraku i predviđanj a mogu da se uslove prethodnim korakom (Graves, 2013). 
Jedna jasna prednost ovog stila modela je  ta što model može da se podesi tako da daje izlaz različite 
dužine.
Za model autoregresivne Rekurentne neuronske mreže, prva metoda koja je potrebna je  metoda 
„zagrevanja" (en. warmup), kako bi se na osnovu ulaza inicijalizovalo unutrašnje stanje modela. 
Jednom obučeno stanje ce obuhvatiti relevantne delove istorije ulaza. U ovoj metodi se predvidanje 
jednog vremenskog koraka vraća u unutrašnje stanje. Sa inicijalizovanim unutrašnjim stanjem i sa 
početnim predviđanjem, sada može da se nastavi sa iteracijom modela, koji daje predvidanja na 
osnovu svakog prethodnog vremenskog koraka, kao ulazom.

Slika 21 Autoregresivni model Rekurentne neuronske mreze, predvidanje 12 meseci unapred

Na prethodnom grafikonu je  za neki segment podataka prikazano predvidanje 12 meseci unapred, 
primenom autoregresivnog modela Rekurentne neuronske mreže. Na sledeéem grafikonu je  prikazana 
primena ovog modela za predvidanje broja turistiëkih poseta u 2021. godini, na osnovu podatka iz 
2020. godine:
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Slika 22 Predviđanje za 2021. godinu, primemom Autoregresivnog modela Rekurentne neuronske mreže

Izvor: Autori
M « « i

Posmatrani skup podataka je  relativno mali - 
sadrži ,,samo“ 134 zapisa na mesečnom nivou о 
broju domaćih turista na području Republike u 
periodu od januara 2010. godine do februara 
2021. godine. Za potrebe mašinskog učenja iz 
podataka je  važno da se raspolaže sa što većim 
brojem podataka. Da bi se postigli bolji rezultati 
predviđanja, poželjno je da posmatrani skup 
podataka pokriva neki veći vremenski period, 
kako i da u tom skupu podataka, budu podaci о 
broju turističkih poseta npr. na nedeljnom ili na 
dnevnom nivou. Prikupljanje takvih podataka u 
narednom periodu može da doprinese boljim 
rezultatima za potrebe predviđanja broja turista u 
narednom periodu.
U ovom radu su prikazani aktuelni modeli 
mašinskog učenja iz vremenskih serija, sa ciljem 
predviđanja broja turističkih poseta u narednom 
periodu. Pokazana su dva tipa modela. Prva 
grupa modela vrši predviđanje jedan vremenski 
korak unapred, odnosno jedan mesec unapred, a 
druga grupa modela vrši predviđanje više 
vremenskih koraka unapred, odnosno, nekoliko 
meseci unapred. Modeli koji su pokazani se 
kreću od onih koji su najjednostavniji, do 
složenijih modela „dubokog mašinskog učenja". 
Takođe, u zavisnosti od modela koji je  korišćen, i 
izlazni podaci koji se dobijaju se razlikuju. Kao 
što je napomenuto u (Ghalehkhondabi, et al., 
2019), istraživanju koje se bavilo predvidanjem 
potražnje za turizmom i putničkim prevozom, 
autori su naveli nekoliko primera u kojima je 
neka metoda nadmašila ostale metode, cime su 
pokazali da ni j  edna poj edinačna metoda ne može 
u n iv e rz a ln o  da se p r ih v a ti u ovakv im  
istraživanjima, kao poželjnija od ostalih metoda. 
Tako, predm et ovog istraživanja nije bio 
poređenje različitih metoda i performansi, već 
samo prikaz tih metoda i prikaz moguée primene 
u dom enu koji je  bio predm et n jihovih

istraživanja. Pored toga, svaki pojedini model se 
sastoji od većeg broja različitih parametara 
modela. Jedan od parametara koji može da se 
dodatno podešava je parametar za definisanje 
Funkcije gubitka. Tokom obučavanja modela, 
vrednost za gubitak je vrednost koja treba da se 
smanji na minimum. Ova funkcija može da se 
podesi na različite načine. U ovom istraživanju je 
korišćena „Huberova" funkcija za gubitak 
(Huber, 1964), a koja se koristi u robusnoj 
regresiji, i koja je  manje osetljiva na odstupanja 
(en. Outliers) u podacima, od uobičajene 
funkcije za kvadratni gubitak greške. Takode, 
jedan od neophodnih parametara za optimizaciju 
modela mašinskog učenja su optimizatori, kojih 
takođe ima nekoliko na raspolaganju. U ovom 
istraživanju je korišćen ,,Nadam“ optimizator, 
odnosno to je  optimizator ,,Adam“ uz „ Nesterov 
momentum" (Dozat, 2016). U daljem radu, 
moguée je vršiti istraživanje koje se odnosi na 
podešavanje ovih i ostalih parametara, kao i 
podešavanje arhitekture svakog pojedinog 
m odela da bi se postig li bo lji rezu lta ti 
predvidanja.

Modeli koji su opisani u ovom radu mogu da se 
iskoriste za neku drugu grupu turista, za neku 
drugu grupu usluga koje se nude turistima i 
naravno za istraživanje broja turističkih poseta 
nanekoj drugoj teritoriji.
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