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RESUMEN  

La valoración de la calidad vocal mediante el 
análisis audio-perceptual es parte de la rutina 
clínica de evaluación de pacientes con 
trastornos de la voz. La debilidad de este 
método reside en la subjetividad y en la 
necesidad de que sea realizada por oyentes 
experimentados. Este proyecto tiene como 
objetivo la realización de una clasificación 
automática de la calidad vocal, valuada en la 
escala GRBAS, mediante la aplicación de 
técnicas de aprendizaje profundo sobre voces 
grabadas. Particularmente, en este trabajo se 
muestran los resultados del diseño de una red 
neuronal multiescala para la clasificación de 
la calidad vocal. 
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CONTEXTO 

Este trabajo de investigación se desarrolla en 
el marco del proyecto “Deep learning para 
clasificación de señales vocales” (UTN5274) 
de la Universidad Tecnológica Nacional, 
Facultad Regional Córdoba y cuenta con la 
colaboración del Departamento de 
Investigación Científica, Extensión y 
Capacitación "Raquel Maurette", Escuela de 
Fonoaudiología, Facultad de Ciencias 
Médicas, Universidad Nacional de Córdoba. 

 

1. INTRODUCCIÓN 

Se intenta reconocer, de forma automática, 
características del análisis acústico de la voz 
que permitan clasificar muestras de audio. El 
estudio se enfoca en la medición de la calidad 
vocal según la escala GRBAS. La 
clasificación se realiza aplicando modelos de 
aprendizaje profundo (deep learning), un 
subgrupo de técnicas del campo de 
aprendizaje automático (machine learning).   

GRBAS: La escala GRBAS es un método de 
valoración perceptivo‐auditivo de la voz. 

Surge de la necesidad de estandarizar la 
valoración subjetiva y de interrelacionar los 
aspectos auditivos y fisiológicos de la 
producción vocal. Está basada en estudios del 
año 1966 de la Japan Society of Logopedics 
and Phoniatrics [1] y posteriormente 
divulgada y descripta por Minoru Hirano en el 
año 1981 [2]. Consiste en la valoración de la 
fuente glótica a través de 5 parámetros que 
forman el acrónimo GRBAS: 

G: (Grade) Grado general de disfonía.  

R: (Roughness) Rugosidad, irregularidad de la 
onda glótica.  

B: (Breathiness) Soplosidad, sensación de 
escape de aire en la voz.  

A: (Asteny) Astenia, pérdida de potencia.  

S: (Strain) Tensión, sensación de 
hiperfunción vocal.  
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Puede valorarse de dos maneras: a través de 4 
grados, desde el 0 al 3 o mediante un valor en 
un rango continuo de 0 a 100. En ambas el 0 
es ausencia de disfonía y el 3 o 100 implican 
disfonía severa. La escala fue mundialmente 
adoptada y validada en numerosos países [3-
6]. Actualmente se utiliza en la investigación 
y de manera rutinaria en los consultorios de 
los profesionales que hacen clínica vocal. 
Sirve como metodología simple y al alcance 
de la mano para valorar la evolución pre‐post 

tratamiento. La debilidad de este método 
reside en la subjetividad de la valoración de la 
voz y en la necesidad de que sea realizada por 
oyentes experimentados en la escucha y la 
disociación de los parámetros [7,8].  

Estado del arte: La aplicación de técnicas de 
aprendizaje profundo es el estado del arte en 
el análisis automático de audio, con la 
detección de los fonemas pronunciados y la 
identificación de la persona que habla como 
objetivos principales [9-15], pero también 
utilizadas en detección de emociones, edad y 
género entre otros. Durante la ejecución de 
este proyecto se aplican técnicas de 
aprendizaje a la clasificación de la calidad de 
la voz. 

2. LÍNEAS DE INVESTIGACIÓN Y 
DESARROLLO 

La línea de investigación que se presenta en 
este trabajo se enfoca en el desarrollo de un 
clasificador neuronal multiescala para la 
clasificación de la calidad vocal.  

La teoría del espacio escalar propone que el 
ojo humano es capaz de reconocer patrones en 
distintos niveles de suavizado de la imagen 
original y que los patrones reconocidos en 
diferentes niveles mejoran la clasificación 
general. Esta idea aplica con frecuencia en el 
reconocimiento de imágenes. Existen trabajos 
de reconocimiento de patrones en audio que 

utilizan la misma técnica [16-19]. En estos se 
muestra que representando el audio en 
distintas escalas se puede mejorar la 
capacidad de clasificación. 

El suavizado se logra convolucionando la 
señal con una ventana gaussiana. El efecto 
obtenido es la pérdida de detalles. Cuanto más 
grande sea la ventana, mayor será el efecto. 

La incorporación de la clasificación 
multiescala en el proyecto se lleva a cabo 
mediante la adaptación de un modelo de red 
neuronal profunda (M0) desarrollado en 
etapas anteriores.  

El modelo M0 realiza la clasificación de la 
calidad vocal partiendo desde el audio crudo 
(raw audio). El audio se divide en segmentos 
y se multiplica cada segmento por una 
ventana de pesos adaptables mediante una 
capa STHadamard [20]. Para cada segmento 
de windowed audio se calcula el power 
cepstrum con otras capas de la red neuronal, 
tal como se explica en [21]. Las salidas 
anteriores son las entradas de la última parte 
de la red, donde se realiza la extracción de 
características con capas de convolución y la 
clasificación con dos capas de neuronas 
densamente conectadas. 

Los distintos niveles de suavizado se 
introducen entre la representación cepstral del 
audio y la extracción de características 
(Figura 1). En el modelo presentado en este 
trabajo se utilizan cuatro niveles o escalas. El 
suavizado se logra con una capa de 
convolución de tamaño 𝑛 y desplazamiento 1, 
donde los pesos de cada kernel de 
convolución forman una campana gaussiana y 
no se modifican durante el entrenamiento. La 
salida de las cuatro capas de convolución se 
concatenan formando un vector de tres 
dimensiones. 
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Figura 1. Modelo M0 modificado con escalado 
múltiple de cuatro niveles. 

Experimento: 

Se utilizaron audios de la Voice Disorders 
Database (VDD) [22], grabados por la 
Universidad Politécnica de Madrid en 
colaboración con el Hospital Universitario 
Príncipe de Asturias. Estas grabaciones se 
realizaron sobre personas sanas y personas 
con patologías vocales pronunciando una 
vocal /a/ sostenida durante aproximadamente 
dos segundos. Para el experimento se 
extrajeron segmentos de 1 segundo y se 
aplicaron las técnicas de data augmentation 
explicadas en [23]. 

Se realizó una clasificación binaria del grado 
general de disfonía (G). Debido a la 
distribución de los valores de G, se crearon 
las categorías 0 para G = 0 y 1 para G = 1, 2 y 
3. 

Los tamaños de los kernels de convolución 
para suavizado fueron 𝑛 = 3, 11, 21 𝑦 31. En 
la Figura 2 se muestra la salida de las capas 
de suavizado. 

 

Figura 2. Salidas de las capas de suavizado para 
𝑛 = 3, 11, 21, 31 de izquierda a derecha. 

3. RESULTADOS OBTENIDOS 

A continuación se exponen los resultados de 
50 entrenamientos del modelo propuesto y 50 
entrenamientos del modelo M0. Los pesos se 
inicializaron con valores aleatorios entre 
−10−6 y 10−6 uniformemente distribuidos. 
Se utlizó el método de optimización Adam 
[24] con los parámetros provistos por los 
autores y las actualizaciones de los pesos se 
realizaron en batchs de tamaño 5244 (la 
totalidad de datos de entrenamiento). 

Los cálculos se realizaron sobre una GPU 
NVIDIA Titan Xp, donada a través del GPU 
Grant Program de NVIDIA. 

El accuracy medio de validación alcanzado 
para el modelo M0 fue 0.7698, mientras que 
para el modelo M0 con suavizado multiescala 
se obtuvo 0.8069, lo que significa una mejora 
media del 4.8%. 

Estos resultados indican que el modelo 
propuesto es capaz de mejorar la clasificación 
de la calidad vocal y que se puede integrar en 
una red neuronal profunda. 
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4. FORMACIÓN DE RECURSOS 
HUMANOS 

El equipo del proyecto está formado por un 
docente/investigador de la UTN FRC, dos 
docentes/investigadores de la UNC y cuatro 
alumnos de la carrera de grado de la UTN 
FRC. 

Además de formación de los alumnos 
participantes, el conocimiento generado por el 
proyecto se incorporará a las cátedras de los 
docentes de la UTN y UNC.  
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