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Аннотация. В процессе моделирования многослойных полупроводниковых наноструктур существенную 
роль играет быстрое получение точных значений характеристик рассматриваемой структуры. Одной из та-
ких характеристик является значение энергии взаимодействия атомов внутри структуры. Значение энергии 
важно для получения и других величин, таких как объемный модуль упругости структуры, модуль сдвига и 
др. В работе рассматриваются способ получения энергии взаимодействия двух атомов, основанный на ме-
тодах машинного обучения. Модель, построенная на основе машиннообучаемого потенциала GAP (Gaussian 
Approximation Potential), обучается на заранее подготовленной выборке и позволяет предсказать значения 
энергии пар атомов для тестовых данных. В качестве признаков использовались значения координат взаи-
модействующих атомов, расстояние между атомами, значение постоянной решетки структуры, указание на 
тип взаимодействующих атомов, а также значение, описывающее окружение атомов.  Вычислительный экс-
перимент проводился с участием однокомпонентных соединений, таких как Si, Ge и С. Оценивались скорость 
получения энергии взаимодействующих атомов, а также точность полученного значения. Характеристики 
скорости и точности сравнивались со значениями, полученными с помощью многочастичного потенциала 
межатомного взаимодействия — потенциала Терсоффа. 
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Введение

Моделирование	свойств	структур	и	процессов,	
происходящих	в	структурах,	является	важным	на-
правлением	современных	научных	исследований.	В	
настоящее	время	активно	изучаются	многослойные	
полупроводниковые	материалы,	с	помощью	которых	
создаются	приборы	для	наноэлектроники	—	тран-
зисторы,	светодиоды,	полупроводниковые	лазеры	
и	др.	

Для	изучения	механизмов	возникновения	де-
фектов,	появлении	вакансий,	дивакансий	и	др.	ак-
тивно	применяется	молекулярно-динамический	
подход.	В	процессе	молекулярно-динамического	
моделирования	важно	понимание	начального	 со-

стояния	кристаллической	структуры.	Начальное	
состояние	 определяется	 с	 помощью	 квантово-
механических	расчетов,	однако	моделирование	си-
стем,	состоящих	из	более	чем	1000	атомов	с	помощью	
квантово-механического	моделирования	является	
вычислительно	 затратным.	Возникает	необходи-
мость	использования	методов,	 позволяющих	без	
существенной	потери	точности	получать	значения	
характеристик	структур	с	большей	вычислительной	
эффективностью.

Цель	работы	—	сравнение	двух	методов	по-
лучения	 энергии	взаимодействия	атомов	внутри	
структуры:	с	помощью	многочастичного	потенциала	
межатомного	взаимодействия	и	с	помощью	потенци-
ала,	основанного	на	методе	машинного	обучения.	

Постановка задачи и метод решения

Одной	из	важнейших	характеристик	структу-
ры	является	значение	ее	потенциальной	энергии	E.		
Она	рассчитывается	как	совокупность	энергий	взаи-
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модействия	Vij	пар	атомов	структуры	и	при	расчете	
требует	прохождения	по	всем	атомам	системы:

	 	
(1)

Расчет	энергии	—	ресурсоемкая,	но	необходи-
мая	процедура,	использующаяся	в	том	числе	для	
получения	значений	таких	величин,	как	объемный	
модуль	упругости	(2),	модуль	сдвига	(3)	и	др.

	
	 (2)

где	P	—	напряжение;	Ω	—	объем,	приходящийся	на	
один	атом	ячейки.

	
	 (3)

где	ε	определяет	сдвиговую	деформацию	системы.
Для	получения	энергии	структуры	атомов	воз-

можно	использование	многочастичных	потенциалов.	
Так,	потенциал	Терсоффа	подходит	для	описания	
структур	с	ковалентным	типом	связи	и	позволяет	
рассчитывать	 энергию	взаимодействия	 (Vij)	 двух	
атомов	i	и	j	в	присутствии	третьего	атома	k	[1]:

			

			

где	c,	d,	n,	h,	De,	S,	β,	Re,	λ,	γ,	χ	—	параметры	потен-
циала	Терсоффа,	 индивидуальные	для	каждого	
соединения.	

Существенной	сложностью	при	использовании	
такого	подхода	является	необходимость	подбора	на-
бора	параметров	для	каждого	соединения.	Значение	
параметра	 зависит	 от	 типа	 взаимодействующих	
атомов	и	подбирается	для	пар	и	троек	атомов.	Так,	
для	однокомпонентного	соединения,	где	взаимодей-
ствуют	атомы	только	одного	типа,	насчитывается	
11	параметров	потенциала	Терсоффа.	В	случае	же	
с	двухкомпонентными	соединениями,	количество	
различных	параметров	возрастает	до	33.	Скорость	
подбора	параметров	для	 системы,	 состоящей	из	
более	1000	атомов	оказывается	низкой.		Сложность	
расчета	значения	энергии	системы	с	учетом	извест-
ных	параметров	потенциала	оценивается	как	O(n3),	
где	n	—	количество	атомов	в	системе.

Алгоритм	 подбора	 параметров	 потенциала	
Терсоффа,	наилучшим	образом	описывающих	мо-
делирование	физических	процессов	в	структурах,	
представлен	в	работе	[2].

В	настоящее	время	активное	развитие	получи-
ли	машиннообучаемые	потенциалы	—	потенциалы,	
основанные	на	методах	машинного	обучения.	Моде-
ли,	которые	лежат	в	основе	таких	потенциалов,	по-
сле	обучения	на	квантово-механических	расчетах	
позволяют	предсказывать	значения	с	достаточной	
точностью	и	вычислительной	эффективностью.	

Одними	из	примеров	машиннообучаемых	по-
тенциалов	являются	потенциалы	гауссового	при-
ближения	GAP	(Gaussian Approximation Potentials).	
В	качестве	метода	обучения	в	GAP	используется	
регрессия	на	основе	 гауссовских	процессов	 (GPR,	
Gaussian Process Regression)	[3].	

Пусть	 X	 =	 (x1,	 x2,	 …,	 xn)T
 ∈	n×D	—	 при-

знаковое	 описание	 выборки	 из	 n	 объектов,	 а		
y	=	(y1,	y2,	…,	yn)T	∈	n	—	соответствующие	им	из-
вестные	значения,	где	y	—	зашумленные	значения	
некоторого	скрытого	случайного	процесса	f:	D	→	,	
являющегося	гауссовским	процессом.

k(⋅,⋅)	—	ковариационная	функция	—	ядро;	µ(⋅,⋅)	=	0	—	
математическое	ожидание.

Для	любого	конечного	набора	переменных	F	=	
=	f(X),
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Рис. 1. Операций симметрии базисных атомов: 
а — элементарная ячейка из 18 атомов Si; б — размноженная ячейка из 64 атомов Si; в — размноженная ячейка из 280 ато-
мов Si 

Fig. 1. Operations of symmetry of basic atoms: 
(a) unit cell of 18 Si atoms; (б) multiplied cell of 64 Si atoms; (в) multiplied cell of 280 Si atoms

а б в

Рис. 2. Кросс-валидация

Fig. 2. Cross-validation

Эксперимент 1

Эксперимент 2

Эксперимент 3

Эксперимент 4

Эксперимент 5

Обучающая выборка Тестовая выборка

В	 качестве	 ядра	 используется	 радиально-
базисная	функция.	

.

Вычислительный эксперимент

Было	проведено	исследование	на	следующих	
однокомпонентных	структурах:	Si,	Ge,	C.	Для	каж-
дого	соединения	были	известны	его	базисные	атомы,	
занимающие	позиции	Уайкова.	С	помощью	опера-
ций	симметрии	базисные	атомы	размножались	до	
элементарной	ячейки,	которая,	 в	 свою	очередь,	 с	
помощью	параллельного	переноса	по	всем	направ-
лениям	размножалась	до	структур,	состоящих	из	
более	250	 атомов	(рис.	1).

Рассматривались	 следующие	конфигурации	
атомов	в	полученных	структурах:	отклонения	ато-

мов	от	положения	равновесия	по	всем	трем	направ-
лениям,	возникновение	дефектов:	вакансии	и	дива-
кансии	в	различных	позициях	базисных	атомов.

Для	рассмотренных	конфигураций	атомов	рас-
считывались	значения	энергии	с	помощью	пакета	
Quantum Espresso	 (QE).	Рассчитывались	значения	
энергии	взаимодействия	таких	пар	взаимодейству-
ющих	атомов	 i	 и	 j	 в	рамках	каждой	системы,	 где	
атомы	i	не	принадлежат	тождественным	элементам	
симметрии	и	принимают	значение	неэквивалент-
ных	позиций	базисных	атомов,	а	атомы	j	находятся	
в	пределах	радиуса	отсечения	Rcut.	Для	всех	рас-
сматриваемых	соединений	и	структур	атомов	было	
рассчитано	порядка	13000	значений	энергий	взаи-
модействующих	пар	атомов.	

Для	использования	методов	машинного	обуче-
ния	все	категориальные	признаки	были	переведены	
в	числовые,	с	помощью	однострочного	кодирования	
был	зафиксирован	тип	взаимодействующих	ато-
мов.
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Так	как	 обученный	 алгоритм	может	 сильно	
меняться	в	 зависимости	от	 обучающей	выборки,	
использовалась	кросс-валидация	 (рис.	 2)	—	раз-
биение	данных	на	несколько	 одинаковых	частей	
для	поочередного	использования	каждой	части	в	
качестве	тестовой	выборки,	а	оставшейся	части	—	в	
качестве	обучающей	выборки.	

Для	оценки	качества	работы	алгоритма	исполь-
зовались	метрики	средней	квадратичной	ошибки

где	ytrue	—	значение	энергии,	рассчитанное	с	помо-
щью	QE;	ypred	

—	значение	энергии,	предсказанное	с	
помощью	машиннообученной	модели.

При	расчете	значения	энергии	взаимодействия	
атомов	с	помощью	потенциала	Терсоффа	с	подо-
бранными	параметрами	было	получено	значение	
MSE	=	0,00001	[2].

Для	исследования	применимости	использова-
ния	машиннообучаемых	потенциалов	в	изучении	
свойств	структур	проводился	эксперимент	с	исполь-
зованием	машиннообучаемого	потенциала	GAP.	Для	
признакового	описания	значений	энергии	взаимо-
действия	атомов	использовались:	

-	 координаты	взаимодействующих	атомов;
-	 расстояние	между	 взаимодействующими	

атомами;
-	 постоянная	решетка	системы,	в	рамках	кото-

рой	рассматривается	взаимодействие	двух	атомов;

Рис. 3. Предсказанные значения 
энергии (ypred) и верные значения 
энергии (ytrue) взаимодействия 
пар атомов для структур Si, Ge 
и С

Fig. 3. Predicted values of energy (ypred) 
and correct values of energy (ytrue) 
of interaction of pairs of atoms for 
structures of Si, Ge and C

Продолжение рис. 4 см. на следующей странице 
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-	 указание	на	 тип	взаимодействующих	ато-
мов;

-	 значение	XE,	описывающее	окружение	атома	
[4]:	

где	rij	—	расстояние	между	атомами	i	и	j;	Rcut	—	рас-
стояние	отсечения,	параметр,	 определяемый	для	
каждой	 структуры	исходя	из	 ее	 геометрических	
характеристик;	p	—	параметр,	определяемый	для	
каждой	структуры.

Была	обучена	модель,	позволяющая	предска-
зывать	 значения	 энергии	E	 взаимодействия	пар	

Рис. 4. Предсказанные значения энергии (ypred) и верные значения энергии (ytrue) взаимодействия пар атомов структур: 
а — Si; б — C; в — Ge

Fig. 4. Predicted values of energy (ypred) and correct values of energy (ytrue) of interaction of pairs of atoms of structures: 
(a) Si; (б) C; (в) Ge

Начало рис. 4 см. на предыдущей странице 

атомов	для	структур	Si,	Ge	и	С.	В	результате	оценки	
качества	данной	модели	было	получено	значение		
MSE	=	0,0000283.

На	рис.	3	представлено	распределение	предска-
занных	(ypred)	и	верных	(ytrue)	значений	энергии,	по-
лученных	с	помощью	QE,	для	взаимодействующих	
пар	атомов	структур	Si,	Ge	и	С.	На	рис.	4	представ-
лены	ypred	и	ytrue	для	структур	каждого	из	рассма-
триваемых	элементов.	

При	 этом	 скорость	расчета	 энергии	 взаимо-
действия	атомов	с	помощью	потенциала	Терсоффа	
проигрывает	скорости	получения	значения	энергии	
с	помощью	машиннообученной	модели,	как	показано	
на	рис.	5.
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Заключение

Таким	образом,	благодаря	использованию	ме-
тодов	машинного	обучения	и,	в	частности,	машин-
нообучаемых	потенциалов,	возможно	существенное	
ускорение	работы	алгоритмов	получения	значения	
свойств	материалов,	например,	энергии	взаимодей-
ствия	атомов	в	 структуре	атомов.	Демонстрируе-
мая	же	точность	при	этом	ниже,	чем	при	расчете	
значений	с	помощью	многочастичного	потенциала.	
Это	говорит	о	необходимости	поиска	более	прогрес-
сивных	алгоритмов	машинного	обучения	и	наиболее	
подходящих	машиннообучаемых	потенциалов	для	
дальнейшего	улучшения	точности	модели.	
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Machine-learning based interatomic potential for studying  
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Abstract. In the process of modeling multilayer semiconductor nanostructures, it is important to quickly obtain accurate 
values the characteristics of the structure under consideration. One of these characteristics is the value of the interaction 
energy of atoms within the structure. The energy value is also important for obtaining other quantities, such as bulk modulus 
of the structure, shear modulus etc. The paper considers a machine learning based method for obtaining the interaction 
energy of two atoms. A model built on the basis of the Gaussian Approximation Potential (GAP) is trained on a previously 
prepared sample and allows predicting the energy values of atom pairs for test data. The values of the coordinates of the 
interacting atoms, the distance between the atoms, the value of the lattice constant of the structure, an indication of the type 
of interacting atoms, and also the value describing the environment of the atoms were used as features. The coordinates 
of the atoms, the distance between the atoms, the lattice constant of the structure, an indication of the type of interacting 
atoms, the value describing the environment of the atoms were used as features. The computational experiment was car-
ried out with structures of Si, Ge and C. There were estimated the rate of obtaining the energy of interacting atoms and the 
accuracy of the obtained value. The characteristics of speed and accuracy were compared with the characteristics that 
were achieved using the many-particle interatomic potential — the Tersoff potential.

Keywords: crystal structures, potential energy of structure, Tersoff potential, machine learning potential, Gaussian Ap-
proximation Potential, Gaussian Process Regression, machine learning
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