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Zastosowania neurofeedbacku  
w edukacji matematycznej:  
eksperyment SpeedMath z udziałem uczniów 
wyższych klas szkoły podstawowej

Wprowadzenie

Biofeedback, czyli biologiczne sprzężenie zwrotne, to proces, w wyniku którego 
jednostka otrzymuje informacje (najczęściej w formie wizualnej lub dźwiękowej) 
o swoim stanie &zjologicznym. Osoba pozyskująca takie dane ma możliwość ćwi-
czenia samokontroli, a tym samym zwiększenia własnej wydajności poznawczej. 
Obecnie rynek konsumencki oferuje wiele różnych urządzeń (np. smartwatche 
czy aplikacje mobilne) monitorujących aktywność &zjologiczną m.in. w zakresie 
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częstotliwości oddechu, aktywności elektrycznej mięśni, zawartości tlenu we krwi 
czy jakości snu (Peake i in., 2018). Bardziej zaawansowanych danych, dotyczących 
konkretnie aktywności mózgu, dostarcza natomiast neurofeedback, a w szczególno-
ści biofeedback EEG. Elektroencefalogra&a (EEG), czyli metoda badania czynności 
elektrycznej mózgu, umożliwia bowiem jej zarejestrowanie, a co za tym idzie, roz-
poznanie wzorców bioelektrycznych aktywności mózgu charakterystycznych dla 
danego stanu, czyli fal mózgowych (delta, theta, alfa, beta, gamma) (Marzbani i in., 
2016). W związku z tym neurofeedback szeroko stosowany jest m.in. w praktyce 
medycznej, neurologicznej czy psychoterapeutycznej (Kirk, 2015). Używa się go 
w leczeniu chorób, terapii zaburzeń i w procesie rehabilitacji, np. aby zredukować 
ból w przypadku uszkodzenia rdzenia kręgowego (Vuckovic i in., 2019), usprawnić 
funkcjonowanie emocjonalne i społeczne osób z zaburzeniami ze spektrum auty-
zmu (Goodman i in., 2018), obniżyć reakcje lękowe będące objawem zespołu stresu 
pourazowego (Chiba i in., 2019) czy zmniejszyć nasilenie napadów w przypadku 
epilepsji (Reddy, Sneha, 2019). Jednak równie istotne jest ujęcie neurofeedbacku jako 
procesu samoregulacji, obejmującego konkretne etapy, umożliwiającego zdrowej 
jednostce zwiększenie kontroli nad aktywnością mózgu i dającego jej tym samym 
szansę poprawy funkcji poznawczych oraz modulowania zachowania (Enriquez-

-Geppert i in., 2017). W tym kontekście mówić można więc o treningu, będącym 
procesem uczenia się przez doświadczenie, w którym dostrzec można pewne podo-
bieństwa do mechanizmów warunkowania klasycznego i instrumentalnego (Demos, 
2019). Za przykład uzmysławiający potencjał takiego procesu posłużyć mogą wyniki 
badań nad treningiem matematycznym, które dowodzą, że neurofeedback sprzyja 
rozwojowi kompetencji matematycznych (Sadudeemeechaithaweechoke i in., 2017). 
Co warte podkreślenia, ta sama zależność dotyczy także osób ze specy&cznymi 
trudnościami w uczeniu się, w tym trudnościami w uczeniu się matematyki (Ha-
shemian, Hashemian, 2015; Sittiprapaporn, Chang, 2019).

Istnieje wiele narzędzi stosowanych w procedurach neurofeedbacku. W przeci-
wieństwie do tradycyjnych aparatów EEG, są one mobilne, tanie (zarówno w zakupie, 
jak i eksploatacji), łatwe w użyciu (ze względu na wzmacniacze w elektrodach, nie 
trzeba używać specjalnego żelu przewodzącego, a ich sztywna konstrukcja eliminuje 
konieczność stosowania czepka), a ponadto można je używać nie tylko w specjal-
nym laboratorium, a w zasadzie wszędzie (Sawangjai i in., 2019; Huang i in., 2020). 
To wszystko sprawia, że wykorzystuje się je zarówno w gabinetach terapeutycznych, 
jak i w rzeczywistości szkolnej, także z udziałem wielu uczniów jednocześnie (Xu, 
Zhong, 2018; Huang i in., 2020). I choć nie są pozbawione wad (Ratti i in., 2017; 
Huang i in., 2020), to pozwalają na szybkie uzyskanie informacji o pracy mózgu 
w bezpieczny sposób (Xu, Zhong, 2018), wykazując przy tym wysoką rzetelność 
zbierania danych, porównywalną do tradycyjnych aparatów EEG (Zerafa i in., 2018; 
Kam i in., 2019; Hinrichs i in., 2020). Na rynku biofeedbacku znaleźć można takie 
narzędzia, jak EPOC Emotive, Muse InteraXon, ENOBIO 8 Neuroelectrics, BR8 
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BRI, Quick Cognionics, OpenBCI (Górska, Olszewski, 2015; Sawangjai i in., 2019; 
Huang i in., 2020; LaRocco i in., 2020). Jednak najpopularniejszym jest rozwijany 
od 2007 roku MindWave NeuroSky (Xu, Zhong, 2018; Sawangjai i in., 2019). Jak 
ukazaliśmy na ryc. 1, liczba elektrod została w nim zredukowana do jednej, pobie-
rającej sygnały elektryczne z czoła w podstawowej lokalizacji (Fp1) oraz drugiego 
czujnika kontrolnego w postaci klipsa przypinanego do podstawowego punktu 
referencyjnego (A1), czyli do płatka lewego ucha (Sawangjai i in., 2019). Pobierany 
sygnał, wzmocniony przez urządzenie 8 tys. razy, przekazywany jest do komputera 
lub aplikacji za pomocą modułu Bluetooth, gdzie podlega analizie (Górska, Olszew-
ski, 2015; LaRocco i in., 2020). MindWave głównie wykorzystywany jest do pomiaru 
koncentracji (na podstawie fal beta >14 Hz) i relaksacji (na podstawie fal alpha 
8–14 Hz), które przeliczane są za pomocą algorytmów eSense na wyniki ukazywane 
w skali od 0 do 100, gdzie wartości od 0 do 20 oznaczają poziom mocno obniżony, 
od 20 do 40 – obniżony, od 40 do 60 – neutralny, od 60 do 80 – nieznacznie podwyż-
szony, a od 80 do 100 – podwyższony (Sałabun, 2014; Przybyła, Klichowski, 2018a).

Ryc. 1. Budowa i działanie MindWave. Urządzenie MindWave zbudowane jest z dwóch suchych elektrod – 
pierwszej umieszczonej na czole w pozycji Fp1 (według międzynarodowego systemu 10–20 rozmieszczenia 
elektrod) i drugiej w postaci klipsa zapinanego w pozycji A1. Różnica rejestrowanych przez nie potencjałów 
elektrycznych stanowi jednokanałowy sygnał EEG, który następnie jest wzmacniany, &ltrowany, próbkowany, 
a w końcu analizowany przez odpowiednie algorytmy

Choć współcześnie prowadzi się szereg badań dotyczących interfejsów kom-
puter-maszyna (BCI – brain-computer interface) (Kounte i in., 2020), te dotyczące 
MindWave nie są liczne i dotyczą dość rozproszonych jego zastosowań. Wykazano 
w nich, że MindWave zapewnia osobom niepełnosprawnym efektywne sterowanie 
wózkiem inwalidzkim (Cheng i in., 2018) i daje im szansę na wydajną obsługę 
inteligentnego domu (smart home) (Qin i in., 2020), a jednostkom cierpiącym na 
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porażenie mózgowe – sprawne korzystanie z komputera (Molina-Cantero i in., 
2017). Ponadto udowodniono, że użytkowanie MindWave zwiększa bezpieczeństwo 
pojazdów z autopilotem w sytuacjach awaryjnych (Bindhu, 2020). 

Jednak z perspektywy prowadzonych przez nas rozważań najistotniejsze są ba-
dania nad zastosowaniem MindWave w kontekście edukacyjnym. W takich studiach 
mierzono na przykład poziom skoncentrowania podczas uczenia się z wykorzysta-
niem urządzeń mobilnych (m-learning) (Ni i in., 2020) czy w trakcie uczenia się 
w cyberparkach, czyli hybrydowych przestrzeniach łączących naturę i technikę (Kli-
chowski, 2017). W innych badaniach tworzono eksperymentalne systemy uczenia 
się, w których osiągnięcie odpowiedniego – mierzonego poprzez MindWave – stanu 
umysłu (np. w zakresie poziomu koncentracji) umożliwiało uczącym się przejście 
do następnej lekcji (Tabakcioğlu i in., 2016). W kontekście edukacji matematycznej 
wykazano, że trening wykonywania zadań arytmetycznych w czasie rzeczywistym 
(the real-time arithmetic recognition task) wspomagany MindWave podnosi u osób 
dorosłych efektywność w zakresie szybkości, pamięci, koncentracji, elastyczności 
i rozwiązywania problemów (Sadudeemeechaithaweechoke i in., 2017). Taki sam 
wniosek płynie z bardzo podobnego badania przeprowadzonego z udziałem dzieci 
z trudnościami w uczeniu się (Sittiprapaporn, Chang, 2019). Niestety badań poświę-
conych treningowi matematycznemu z użyciem MindWave (i szerzej: związanych 
z zastosowaniem technologii EEG w edukacji matematycznej) jest szczególnie 
niewiele. Ponadto, te nieliczne studia mają wiele ograniczeń. Najczęściej były one 
bowiem prowadzone z udziałem niewielkiej liczby uczestników, w nienaturalnych 
warunkach, sprawdzały tylko ograniczone aspekty poznawcze i skupiano się w nich 
głównie na ocenie poziomu uwagi/koncentracji i medytacji/relaksacji uczestników, 
nie dokonując porównań tych danych z innymi cechami badanych (Xu, Zhong, 
2018). Tym samym, trudno jest określić poziom skorelowania neuroparametrów 
dostarczanych przez MindWave z „realnymi” atrybutami uczących się matematyki, 
a w konsekwencji ocenić potencjał stosowania neurofeedbacku w edukacji mate-
matycznej. Jaki byłby bowiem jego sens, gdyby tego typu parametry okazały się 
jedynie nieskorelowanymi z rzeczywistością artefaktami?

W tym projekcie postanowiliśmy zatem sprawdzić, czy dane (neuroparame-
try) generowane przez MindWave podczas wykonywania zadań arytmetycznych 
(w przypadku naszego eksperymentu były to ćwiczenia zaimplementowane w grę 
SpeedMath) są skorelowane z różnymi cechami poznawczymi ucznia czy innego 
typu danymi dotyczącymi jego funkcjonowania umysłowego. Postawiliśmy hipotezę, 
że średnia wysoka koncentracja podczas wykonywania zadania matematyczne-
go czy umiejętność jej kontrolowania podczas takiego zadania, stanowiące rdzeń 
neuroanalityczny arytmetycznego treningu biofeedback EEG, powinny korelować 
z małą liczbą błędów dokonywanych podczas obliczeń, czy z ogólnymi dobrymi 
kompetencjami matematycznymi, a także z wysokimi wskaźnikami umiejętności 
koncentrowania się obliczonymi innymi – nie opartymi na EEG – metodami. I vice 
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versa. Uzyskane przez nas wyniki okazały się bardzo zaskakujące i rzucają nowe 
światło na to, który z parametrów generowanych przez MindWave warto wyko-
rzystywać w rzeczywistości edukacyjnej, jeśli neurofeedback ma stać się efektywną 
formą technologicznego wspomagania dydaktyki matematyki.

1. Metody

1.1. Uczestnicy

Dwudziestu zdrowych ochotników (N = 20), uczniów 6 klasy państwowej szkoły 
podstawowej w wieku 11–13 lat (średni wiek = 12.00 lat, odchylenie standardowe 
[SD] = 0.32), wzięło udział w eksperymencie. Połowę badanych stanowiły dziew-
czynki. Uczniowie przybywali do naszego laboratorium wraz z nauczycielem wy-
chowawcą. Przed badaniem przedstawiliśmy każdemu uczniowi i wychowawcy 
szczegółowy przebieg eksperymentu. Wzrok każdego z badanych był normalny 
lub skorygowany do normalnego. Żaden z uczestników nie miał historii zaburzeń 
neurologicznych czy de&cytów poznawczych.

1.2. Procedura

Badanie odbyło się w listopadzie 2019 roku w laboratorium działającym przy 
Pracowni Badań nad Procesem Uczenia się Uniwersytetu im. Adama Mickiewicza 
w Poznaniu (Learning Lab). Po przybyciu do laboratorium przeprowadzany był krótki 
wywiad z uczniem. Pytaliśmy o rok urodzenia oraz o ocenę z matematyki otrzymaną 
na koniec poprzedniego roku szkolnego, czyli na świadectwie ukończenia 5 klasy. 
W tym czasie wychowawca wypełniał kwestionariusz, w którym miał ocenić (poprzez 
pięciostopniową skalę, w której 1 oznaczało „bardzo nisko”, 2 – „nisko”, 3 – „prze-
ciętnie”, 4 – „wysoko”, 5 – „bardzo wysoko”) ogólną umiejętność swojego ucznia 
w zakresie koncentrowania się na różnych zadaniach oraz jego ogólne kompetencje 
matematyczne. Uczeń nie mógł poznać odpowiedzi udzielonych przez nauczyciela.

Kolejnym krokiem procedury było umieszczenie na głowie badanego elek-
troencefalografu MindWave Mobile EEG (NeuroSky, Silicon Valley, CA, USA) 
i skon&gurowanie go. Następnie uczeń wykonywał pierwsze zadanie, siedząc przy 
stole na standardowym krześle z oparciem, na którym znajdował się laptop Latitude 
5590 1,8 GHz (Dell Inc., Round Rock, TX, USA). Ekran tego komputera ustawiony 
był 57 centymetrów od oczu uczestnika, a zatem w pozycji wzrokowo optymalnej 
(Klichowski i in., 2020). Zadanie polegało na zagraniu w grę, uruchomioną na tym 
laptopie, będącą częścią oprogramowania Brainwave Visualizer 2.0 (NeuroSky, Sili-
con Valley, CA, USA), w której wyświetlana na ekranie beczka zaczyna płonąć, gdy 
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wzrasta – mierzona poprzez opisany we wstępie rozdziału algorytm eSense Attention 
Meter (NeuroSky, Silicon Valley, CA, USA) – koncentracja. Gdy badany uzyska 
wysoki poziom koncentracji i utrzyma go przez chwilę, beczka wybucha. Program 
rejestruje czas, jaki potrzebował uczestnik do wysadzenia beczki. Każdy uczest-
nik wykonywał to zadanie dwa razy. Pierwszy raz był treningowy, umożliwiający 
uczniowi oswojenie się ze sprzętem EEG, drugi natomiast eksperymentalny. Zadanie 
to traktowaliśmy jako pomiar kontrolny, pozwalający pozyskać parametr inny niż 
związany z zadaniem eksperymentalnym, a więc matematycznym, ale ukazujący 
w jakimś sensie zdolność ucznia do panowania nad własnym skoncentrowaniem. 
Na ryc. 2 umieszczono kilka screenshotów z tej gry, pokazujących jej fazy.

Ryc. 2. Etapy gry oprogramowania Brainwave Visualizer 2.0, stanowiącej zadanie kontrolne eksperymentu. 
(A) Badanemu wyświetlona zostaje beczka – początek gry. (B) Gracz zaczyna koncentrować się na becz-
ce – pojawiają się pojedyncze iskry. (C) Wzrost poziomu koncentracji badanego – więcej iskier, delikatnie 
widoczny dym. (D) Wysoki, ale jeszcze nie stały poziom koncentracji – dużo iskier, większa ilość dymu. 
(E) Wysoki, stały poziom koncentracji – eksplozja beczki
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Po zakończeniu zadania treningowego rozpoczynała się docelowa faza pro-
cedury. Uczeń – nadal siedząc przy laptopie – zaczynał grać w SpeedMath. W grę 
zaimplementowane są różnego typu zadania matematyczne, takie jak obliczenie 
wartości sumy, różnicy, iloczynu lub ilorazu dwóch wartości liczbowych. Można 
w niej wybrać pięć poziomów trudności, gdzie pierwszy oznacza najłatwiejszy, 
a ostatni – najtrudniejszy. Po określeniu poziomu trudności trzeba wskazać jeden 
z dwóch wariantów rozgrywki. Pierwszy polega na tym, by rozwiązać jak najwięk-
szą liczbę zadań w czasie 30 sekund lub 1, 2, 5 lub 10 minut. Drugi – by rozwiązać 
daną liczbę zadań (10, 25 lub 50 ćwiczeń) jak najszybciej. Po wyborze danego typu 
ćwiczenia, należy spersonalizować trudność zadań. By to zrobić, wybiera się zakres 
liczb, na których dokonywane będą obliczenia (w przedziale od 1 do 1000) oraz 
określa spektrum wyświetlanych przykładów (dodawanie, odejmowanie, mnoże-
nie, dzielenie; możliwe jest wytypowanie od 1 do 4 kategorii działań). Na potrzeby 
naszego eksperymentu wybraliśmy w SpeedMath poziom 1 (najłatwiejszy), złożony 
z 10 zadań na dodawanie i odejmowanie dwóch liczb w zakresie 20 (w niektórych 
próbach występowało przekraczanie progu dziesiątkowego). Te obliczenia uczestnik 
wykonywał w pamięci, a wynik wpisywał za pośrednictwem klawiatury numerycznej 
komputera. Gdy badany podał poprawny wynik, program uruchamiał kolejną próbę, 
a w przypadku błędnej odpowiedzi próba była powtarzana, aż uczeń podał wynik 
poprawny. Po prawidłowym wyliczeniu 10 zadań na ekranie komputera wyświetlała 
się liczba popełnionych błędów oraz wartość średniej koncentracji. 

SpeedMath analizuje także poziom kontrolowania koncentracji. Im uczestnik 
utrzymuje dłużej koncentrację na stabilnym i relatywnie wysokim poziomie, tym 
otrzymuje więcej punktów (liczba uzyskanych punktów również wyświetla się na 
ekranie końcowym). Tym samym, jeśli u kogoś występuje wysoki średni poziom 
koncentracji, niekoniecznie otrzyma dużo punktów, bowiem jego koncentracja może 
falować, być czasem bardzo wysoka, a czasem niska (a więc przejawiać dużą dynamikę), 
co oznacza, że występuje tu problem z kontrolowaniem koncentracji. Inna osoba może 
mieć średnią koncentrację nie aż tak wysoką, ale otrzymać dużo punktów – dynamika 
koncentracji może być u niej bowiem bardzo niska, a więc umiejętnie utrzymuje kon-
centrację na stałym – choć nie najwyższym – poziomie podczas wykonywania zadań 
matematycznych. Celem neurofeedbacku jest nie tylko nauczenie klienta wywoływania 
zwiększonej koncentracji, ale także kontrolowania procesów poznawczych. SpeedMath 
nalicza więc punkty za zarządzanie koncentracją. Ostatecznym celem takich gier, jak 
SpeedMath, a szerzej – neurofeedbacku, jest wykształcenie umiejętności utrzymywania 
koncentracji na wysokim poziomie. W procesie nabywania tej kompetencji nagradzane 
są więc zarówno wzrosty koncentracji, jak i wszelkie przejawy jej kontrolowania. In-
nymi słowy, SpeedMath pozwala poznać dwa neuroparametry – średnią koncentrację 
podczas wykonania zadania, wyrażoną standardowymi wartościami od 0 do 100 oraz 
poziom kontroli koncentracji w formie zebranych punktów. Na ryc. 3 umieszczono 
kilka screenshotów z gry SpeedMath, ukazujących jej przebieg i wyświetlane elementy.
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Ryc. 3. Fazy gry SpeedMath. (A) Wybór poziomu trudności. (B) Określenie wariantu rozgrywki. (C) Odli-
czanie wsteczne czasu do rozpoczęcia gry. (D) Przykładowe zadanie na obliczanie wartości różnicy. (E) Przy-
kładowe zadanie uzupełnione o wynik różnicy. (F) Zakończenie gry – poinformowanie gracza o uzyskanych 
wynikach
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1.3. Statystyczna analiza danych i wizualizacja sieci

Wszystkie analizy statystyczne zostały przeprowadzone z  użyciem IBM 
SPSS Statistics for Mac w wersji 26 (IBM Corp., Armonk, NY, USA) na kompute-
rze iMac 1,4 GHz (Apple Inc., Cupertino, CA, USA). W analizach uwzględniono 
takie zmienne ilościowe, jak poziom koncentracji (wartości od 0 do 100), liczba 
punktów (poziom kontroli koncentracji) i błędów w zadaniu SpeedMath, czas 
wykonania zadania kontrolnego (wyrażony w sekundach [s]), ocena z matematyki 
(wyrażona liczbowo), nauczycielska ocena koncentracji i kompetencji matema-
tycznych ucznia (w skali od 1 do 5), a także zmienną nominalną: płeć badanego 
(chłopiec, dziewczynka). W analizach korelacji wykorzystaliśmy współczynnik 
korelacji r-Pearsona (r), natomiast w analizach różnic Test-t dla prób niezależ-
nych (t). Przyjęty poziom istotności wynosił α = 0,05 (p). Do wizualizacji sieci 
użyto Gephi 0.9.2 (Gephi Consortium, Paris, France) i komputera MacBook Pro 
2.7 GHz (Apple Inc., Cupertino, CA, USA). Za wagi połączeń pomiędzy węzłami 
sieci przyjęto wartość r.

2. Wyniki

2.1. Korelacja średniej koncentracji mierzonej MindWave  
i innych parametrów

Jak zobrazowano na ryc. 4, analizy korelacji wykazały, że poziom średniej 
koncentracji podczas wykonywania zadania SpeedMath nie był skorelowany 
z liczbą błędów popełnionych w tym zadaniu (r = 0.28, p = 0.24, ryc. 4C), a także 
z czasem wykonania zadania kontrolnego (r = 0.23, p = 0.32, ryc. 4D). Parametr 
ten był natomiast istotnie skorelowany z liczbą punktów (kontrolą koncentracji) 
w zadaniu SpeedMath (r = –0.99, p < 0.001, ryc. 4A) oraz poziomem koncen-
tracji określonym przez nauczyciela (r = –0.47, p = 0.04, ryc. 4B). Ponadto, dla 
pozostałych dwóch parametrów zaobserwowaliśmy wyraźny trend. W przypadku 
oceny z matematyki z poprzedniego semestru wartość p była bliska 0.09 (r = –0.39, 
ryc. 4E), natomiast jeśli idzie o nauczycielską ocenę kompetencji matematycz-
nych p było równe przyjętej granicy dla poziomu istotności (r = –0.44, ryc. 4F). 
Wszystkie te korelacje i trendy były jednak negatywne, a zatem wysokim średnim 
poziomom koncentracji towarzyszyły niskie wartości tych czterech parametrów, 
z kolei niskim – wysokie. Wynik ten jest bardzo zaskakujący, gdyż pokazuje, że 
określony narzędziami neurofeedbacku poziom skoncentrowania na zadaniu 
matematycznym tak naprawdę nie odzwierciedla różnorako mierzonych wy-
różników ucznia.
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Ryc. 4. Korelacja średniej koncentracji mierzonej MindWave i innych parametrów. (A) Średnia koncen-
tracja jest negatywnie skorelowana z kontrolą koncentracji. (B) Średnia koncentracja jest negatywnie 
skorelowana z koncentracją ocenianą przez wychowawcę. (C) Średnia koncentracja nie jest skorelowana 
z liczbą popełnianych błędów. (D) Średnia koncentracja nie jest skorelowana z czasem wykonania za-
dania. (E) Średnia koncentracja jest negatywnie skorelowana z ocenami z matematyki. (F) Średnia kon-
centracja jest negatywnie skorelowana z ocenami kompetencji matematycznych formułowanymi przez  
wychowawcę
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2.2. Korelacja poziomu kontrolowania koncentracji mierzonej 
MindWave i innych parametrów

Odmienne wyniki uzyskaliśmy w analizach skorelowania poziomu kontroli 
koncentracji (wyrażonej w liczbie punktów uzyskanych w zadaniu SpeedMath). 
Parametr ten nie był skorelowany z liczbą błędów popełnionych w zadaniu Speed-

Ryc. 5. Korelacja poziomu kontrolowania koncentracji mierzonej MindWave i innych parametrów. (A) Kon-
trola koncentracji jest pozytywnie skorelowana z koncentracją ocenianą przez wychowawcę. (B) Kontrola 
koncentracji nie jest skorelowana z liczbą popełnianych błędów. (C) Kontrola koncentracji nie jest skore-
lowana z czasem wykonania zadania. (D) Kontrola koncentracji jest pozytywnie skorelowana z ocenami 
z matematyki. (E) Kontrola koncentracji jest pozytywnie skorelowana z ocenami kompetencji matematycz-
nych formułowanymi przez wychowawcę
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Math (r = –0.27, p = 0.26, ryc. 5B), a także z czasem wykonania zadania kontrolnego 
(r = –0.22, p = 0.34, ryc. 5C). Znaleźliśmy natomiast istotną korelację z poziomem 
koncentracji określonym przez nauczyciela (r = 0.47, p = 0.04, ryc. 5A) oraz z na-
uczycielską oceną kompetencji matematycznych (r = 0.46, p = 0.04, ryc. 5E). Nato-
miast w przypadku oceny z matematyki z poprzedniego semestru zaobserwowaliśmy 
wyraźny trend (r = 0.40, p = 0.07, ryc. 5D).

Widać zatem wyraźnie, że poziom kontrolowania koncentracji jest skorelowany 
z większą liczbą analizowanych parametrów niż średnia koncentracja, i zarówno te 
korelacje, jak i trendy, są w jego przypadku silniejsze. Najważniejsze jednak jest to, 
że wszystkie te zależności są pozytywne, a zatem że obliczony algorytmami neuro-
feedbacku poziom kontrolowania koncentracji podczas zadania matematycznego 
jest symetryczny względem innych cech ucznia. Ryc. 6 stanowi wizualizację sieci 
związków istniejących między średnią koncentracją i kontrolą koncentracji a innymi 
studiowanymi tu parametrami.

Ryc. 6. Sieć związków pomiędzy dwoma głównymi współczynnikami stosowanymi w neurofeedbacku 
a  innymi parametrami związanymi z poznawczym funkcjonowaniem ucznia. (A) Wizualizacja sieci 
związków. Grubość połączeń pomiędzy węzłami sieci odzwierciedla siłę ich związku/symetryczności. 
(B) Mapa cieplna ukazująca siłę i kierunek związków. KK-SM – kontrola koncentracji w zadaniu Speed-
Math; ŚK-SM – średnia koncentracja podczas zadania SpeedMath; OM-5K – ocena z matematyki na 
koniec 5 klasy; UK-ON – umiejętność koncentracji w ocenie nauczyciela; CW-ZK – czas wykonania 
zadania kontrolnego; LB-SM – liczba błędów w zadaniu SpeedMath; KM-ON – kompetencje matema-
tyczne w ocenie nauczyciela 
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2.3. Różnice w rozkładzie mierzonych parametrów  
ze względu na płeć badanych

Na ryc. 7 pokazano, że płeć nie różnicowała większości uzyskanych przez nas 
wyników. Dziewczynki i chłopcy przejawiali podobny poziom koncentracji pod-
czas zadania SpeedMath, oscylujący wokół średniej grupowej wynoszącej 40.60 
(SD = 16.29, t = 0.13, p = 0.90, ryc. 7A). Uzyskali także średnio taką samą liczbę 

Ryc. 7. Różnice w rozkładzie mierzonych parametrów ze względu na płeć badanych. (A) Płeć nie różnicowała 
średniej koncentracji. (B) Płeć nie różnicowała kontroli koncentracji. (C) Płeć różnicowała koncentrację 
ocenianą przez wychowawcę. (D) Płeć nie różnicowała liczby popełnianych błędów. (E) Płeć nie różnicowała 
czasu wykonania zadania. (F) Płeć nie różnicowała ocen z matematyki. (G) Płeć różnicowała oceny kompe-
tencji matematycznych formułowane przez wychowawcę. Słupki błędu ukazują błędy standardowe średniej
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punktów w tym zadaniu (średnia grupowa = 159.40, SD = 16.91, t < 0.001, p = 1.00, 
ryc. 7B), a także popełniali podobną liczbę błędów (około 2, SD = 2.61, t = 1.71, 
p = 0.10, ryc. 7D). Czas potrzebny na wykonanie zadania kontrolnego również 
nie był dla nich różny i wynosił średnio 44.55 s (SD = 25.80 s, t = 0.59, p = 0.56, 
ryc. 7E). Płeć nie różnicowała ponadto ocen z matematyki – obie grupy uczniów 
średnio uzyskały z niej ocenę dobrą (średnia ocena = 3.98, SD = 1.08, t = 0.93, 
p = 0.37, ryc. 7F). Inaczej było jednak w przypadku parametrów bazujących na 
ocenie nauczyciela. Wychowawcy oceniali kompetencje matematyczne dziewczy-
nek (średnia ocena = 3.60, SD = 0.84) istotnie wyżej (średnio o 1.10 punktu skali) 
w porównaniu do chłopców (średnia ocena = 2.50, SD = 0.85, t = 2.91, p < 0.01, 
ryc. 7G). W przypadku nauczycielskich ocen koncentracji występował analogiczny 
trend – koncentracja dziewczynek (średnia ocena = 3.60, SD = 0.70) była ocenia-
na średnio o 0.80 punktu wyżej od koncentracji chłopców (średnia ocena = 2.80, 
SD = 1.14, t = 1.90, p = 0.07, ryc. 7C). Analizy te ukazują więc, że pomimo braku 
jakichkolwiek różnic w umiejętnościach matematycznych i tych związanych z kon-
centracją, nauczyciele różnicują opinie o uczniach ze względu na płeć, przeceniając 
kompetencje dziewczynek i nie doceniając chłopców. Stereotypowo przyjmuje się, 
że dziewczynki są lepsze od chłopców, jeśli chodzi o koncentrację, i że ogólnie są 
lepszymi uczniami (Gromkowska-Melosik, 2015). Niemniej, inny ze stereotypów 
zakłada, że chłopcy są lepsi z matematyki od dziewczynek (Kersey i in., 2019). Któryś 
z tych stereotypów wpłynął zapewne na oceny badanych przez nas wychowawców.

3. Dyskusja

W studium tym staraliśmy się sprawdzić, w jakim stopniu dwa podstawowe 
parametry wykorzystywane we wspomaganym neurofeedbackiem nauczaniu ma-
tematyki są skorelowane z innymi parametrami związanymi z poznawczym funk-
cjonowaniem ucznia czy parametrami analogicznymi, ale inaczej mierzonymi. 
Była to więc na przykład ocena z matematyki uzyskana na świadectwie ukończenia 
poprzedniej klasy, nauczycielska ocena kompetencji matematycznych ucznia i jego 
zdolności w zakresie koncentracji na zadaniu poznawczym, ale także liczba po-
pełnianych przez ucznia błędów w zadaniu matematycznym i szybkość osiągania 
wysokiej koncentracji w zadaniu niematematycznym. Okazało się, że bardzo często 
wykorzystywany w neurofeedbacku wskaźnik, oparty na średniej koncentracji pod-
czas wykonywania danego (w naszym przypadku matematycznego) zadania, nie 
odzwierciedla innych wyróżników ucznia, zarówno tych związanych z kompeten-
cjami matematycznymi, jak i tych, odnoszących się do umiejętności koncentracji. 
Inaczej było w przypadku drugiego z neurowskaźników, który opiera się na analizie 
biegłości w kontrolowaniu koncentracji podczas dokonywania obliczeń arytmetycz-
nych. Ten parametr jest symetryczny względem większości analizowanych przez 
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nas zmiennych (i wszystkie te zależności nie są różnicowane przez płeć). Uzyskane 
wyniki pokazują więc z jednej strony, że pewne dane wytwarzane w procedurach 
biofeedbacku EEG mogą w rzeczywistości nie być czymś, co można by nazwać 
neurokorelatami cech behawioralnych. Z drugiej strony rezultaty te wskazują, że 
rzetelna analiza informacji generowanych przez neurofeedback może doprowadzić 
do wykrycia takich jego parametrów, które mogą być efektywnie wykorzystywane 
w edukacji. W konsekwencji opisywane tu efekty uzmysławiają, że neurofeedback 
może stanowić nową formę technologicznego wspomagania procesu uczenia się 
matematyki, ale tylko wtedy, jeśli oprze się go na odpowiednio dobranych neuropa-
rametrach. Te trzy wnioski omawiamy w kolejnych, odrębnych punktach dyskusji.

3.1. Neuroparametry i neuroartefakty generowane przez 
neurofeedback

Mimo tego, że w ostatnich latach przeprowadzono szereg badań nad neuro-
feedbackiem i jego zastosowaniem w terapii oraz edukacji, w niewielu przypadkach 
uzyskane dane były porównywane z funkcjonowaniem poznawczym osób badanych 
bądź z innymi cechami tychże osób. Raportowane korelacje lub ich brak dotyczyły 
zazwyczaj zestawienia wskaźników mierzonych biofeedbackiem EEG z innymi 
parametrami mierzonymi przez to samo urządzenie lub parametrami bezpośrednio 
dotyczącymi zadań czy aktywności, które były wykonywane przez uczestników 
w trakcie treningu (Chang i in., 2013; Nor i in., 2015; Kosmyna, Maes, 2019). Taki 
stan rzeczy jest bardzo niepokojący. Według Enriquez-Geppert i in. (2017) określe-
nie poziomu skorelowania neuropomiarów i konkretnych funkcji poznawczych czy 
objawów, które miałyby być zmieniane poprzez neurofeedback, jest kluczowe dla 
zrozumienia potencjału tej metody. Krytyczne jest tu także monitorowanie skorelo-
wania zmieniających się w wyniku treningu wartości neurowskaźnika ze zmianami 
parametrów trenowanej funkcji poznawczej. Co więcej, jedyne znane nam badanie 
nad tego typu zależnościami, przeprowadzone przez Hernandez i in. (2018), wyka-
zało, że parametry generowane przez neurofeedback niekoniecznie muszą być sko-
relowane z realnymi cechami uczestników. Badacze ci uzyskali informacje na temat 
wpływu różnych czynników psychologicznych na poziom samoregulacji określonej 
klasy mikrostanów spontanicznej aktywności EEG (reprezentujących wszystkie jed-
nocześnie aktywne źródła czynności elektrycznej mózgu, przedstawiane w formie 
topogra&i bądź map mózgu), w tym przypadku mikrostanu D (którego nieprawi-
dłowości związane są z obecnością pozytywnych objawów psychotycznych u osób 
cierpiących na schizofrenię). Szczególnie interesowały ich cechy psychologiczne 
badanych, opisujące satysfakcję z życia, świadomość ciała, osobowość i poziom lęku. 
Zastosowana procedura wykazała, że jedna z cech określających satysfakcję z życia 
(motivational incongruence), którą można przedstawić jako pewną niezgodność 
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między tym, do czego człowiek świadomie dąży, a tym, co nieświadomie chciałby 
osiągnąć, jeśli chodzi o doświadczenia związane z dobrym samopoczuciem, jest 
skorelowana negatywnie ze średnim wzrostem mikrostanu D. Co ciekawe, mimo 
uwzględnienia wielu innych czynników psychologicznych, nie wykryto w tym 
eksperymencie innych istotnych korelacji. Nasze wyniki są więc ważnym głosem 
w empirycznie zaniedbanym obszarze analiz, ukazującym z jednej strony, że średnia 
koncentracja jest prawdopodobnie kolejnym tego typu neuroartefaktem, z drugiej 
natomiast, iż rejestracja umiejętności samoregulacji koncentracji stanowi obiek-
tywny neuroparametr, przynajmniej w kontekście zastosowania neurofeedbacku 
w edukacji matematycznej.

3.2. Edukacyjna przydatność pomiarów kontroli koncentracji

Koncentracja, najogólniej rzecz biorąc, stanowi rdzeń procesu poznawczego, dzię-
ki któremu jednostka może nabywać umiejętności w innych obszarach (Peng, Miller, 
2016). Ludzki system uwagi jest bardzo skomplikowany, można go podzielić na sieci 
funkcjonalne, podfunkcje, a w końcu typy, wśród których wyróżniamy przedłużoną 
koncentrację (sustained attention). Termin ten nie do końca jest precyzyjny, w litera-
turze można spotkać różne sposoby de&niowania go, niemniej w dużym uproszczeniu 
jest to umiejętność długotrwałego skupienia uwagi na bodźcach przez dłuższy czas, 
nie ulegając rozproszeniu przez czynniki wewnętrzne lub zewnętrzne (Fortenbaugh 
i in., 2017; Rivera i in., 2017; McDougal i in., 2020; Shannon i in., 2020). To ona jest 
odpowiedzialna za pomyślne wykonanie wielu zadań (Pereira i in., 2020) i jest czymś, 
co w naszym projekcie nazywamy kontrolą koncentracji. Liczne badania dowodzą, 
że jest silnie skorelowana z osiągnięciami szkolnymi (Steinmayr i in., 2010; Sawyer 
i in., 2015; Peng, Miller, 2016; Rabiner i in., 2016; por. Alavi i in., 2019; McDougal 
i in., 2020). Ta relacja dotyczy także osiągnięć w zakresie nauki matematyki (Alavi 
i in., 2019; Mundia, Metussin, 2019), co uzmysławia, że procesy rozwoju umiejęt-
ności koncentrowania się i kompetencji matematycznych przeplatają się, a także 
pozytywnie wpływają na siebie (Kim i in., 2018). Co więcej, diagnoza problemów 
z koncentracją (błądzenie myślami, rozproszenie, nieuwaga) jest swoistym zwiastu-
nem przyszłych trudności w uczeniu się (Barnes i in., 2020) i jest skorelowana ze 
słabymi osiągnięciami w nauce (Polderman i in., 2010; Pham, 2016; Gray i in., 2017; 
Lundervold i in., 2017; Merrel i in., 2017; Pereira i in., 2020). Choć tło (etiologia) 
trudności w koncentracji jest bardzo zróżnicowane i może odnosić się zarówno do 
czynników genetycznych, jak i środowiskowych (Fortenbaugh i in., 2017; Shannon 
i in., 2020), związek między nimi a słabymi wynikami w nauce jest bardzo dobrze 
udokumentowany empirycznie. Potwierdzono go zarówno w badaniach z udziałem 
uczniów o specjalnych potrzebach edukacyjnych, na przykład z zespołem nadpobu-
dliwości psychoruchowej z de&cytem uwagi (ADHD) (Lundervold i in., 2017; Owens, 
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Jackson, 2017), jak i tych rozwijających się typowo (Alavi i in., 2019). Uczniowską 
zdolność do kontroli koncentracji można jednak stymulować (poprawić) zarówno po-
przez zaciekawienie przedmiotem nauki czy manipulowaniem szkolnym – &zycznym 
i nie&zycznym – środowiskiem (Li, Yang, 2016; Erwiza i in., 2019), ale także poprzez 
różnorakie interwencje. Eksperymenty wykazały, że trening koncentracji dość szybko 
przynosi efekty, zarówno w postaci poprawy uwagi, jak i lepszych wyników w nauce 
(Sawyer i in., 2015; Fortenbaugh i in., 2017; McDougal i in., 2020), a także wzrostu 
wydajności innych umiejętności poznawczych (Peng, Miller, 2016). Nasze wyniki 
wpisują się w tę debatę, ukazując silne skorelowanie mierzonej poprzez MindWave 
kontroli koncentracji z innymi cechami funkcjonowania ucznia. Pokazują także, że 
neurofeedback może być realnym treningiem kontroli koncentracji, jako że pomiary 
dokonywane przez urządzenia typu MindWave wydają się być w tym zakresie wiary-
godne. Konkludując, nasz eksperyment sugeruje, że kontrola koncentracji stanowi 
neuroparametr edukacyjnie przydatny.

3.3. Technologiczne wspomaganie edukacji matematycznej 
neurofeedbackiem

Panuje raczej ogólna zgoda co do tego, że technologie informacyjno-komunika-
cyjne (ICT) mogą być skutecznym narzędziem wspomagającym uczenie się matema-
tyki (Clements, Sarama, 2003; Demir, Basol, 2014; Crompton, Traxler, 2015; Drigas 
i in., 2015; Larkin, Calder, 2016; Chauhan, 2017; Young, 2017; GriCth i in., 2020; 
Verbruggen i in., 2020). Z jednej strony liczne badania wykazały, że ICT sprawiają, 
iż treści matematyczne – często trudne do nauczania ze względu na swą abstrakcyj-
ność i złożoność – zaczynają być bliższe codzienności i poznawczo atrakcyjniejsze 
(KlibanoD i in., 2006; Borba i in., 2017; Fraillon i in., 2019; MacDonald, Murphy, 
2019; Hillmayr i in., 2020; Verbruggeni in., 2020). Z drugiej natomiast wiele stu-
diów empirycznych pokazało, że ICT stymulują mechanizmy sprzyjające rozwojowi 
matematycznemu (Duncan i in., 2007; Li, Ma, 2010; Cheung, Slavin, 2013; Piasta 
i in., 2014; Young, 2017) i dają szansę na holistyczne kształtowanie matematycz-
nych kompetencji (Klichowski, Przybyła, 2017; Clements, Sarama, 2018; Przybyła, 
Klichowski, 2018b; Przybyła i in., 2020), a w konsekwencji podnoszą ogólne wy-
niki uczenia się matematyki, zwiększają płynności i tempo wykonywanych działań 
arytmetycznych i zmniejszają liczbę popełnianych błędów (Kurvinen i in., 2020). 

Jednakże w raportach naukowych sygnalizowane są też pewne kontrowersje 
w tym kontekście. Krytycy podkreślają, że wiele z badań nad technologicznym 
wspomaganiem edukacji matematycznej ma niedociągnięcia teoretyczne i meto-
dologiczne, bazuje na nieaktualnych danych czy koncentruje się na wąskiej grupie 
uczniów (Verbruggen i in., 2020). Pojawiają się także opinie, że stosowanie ICT 
na zajęciach matematycznych nie zmienia ich efektywności (Vanbecelaere i in., 
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2020), a nawet, iż może ją obniżać (Oates, 2011; Hardman, 2015; 2019; Lameras, 
Moumoutzis, 2015; Fraillon i in., 2019; Drijvers, 2020). Uzyskane przez nas wyniki 
wspierają zdecydowanie nurt ukazujący potencjał ICT w edukacji matematycz-
nej. Nawet tak prosta gra komputerowa jak SpeedMath i tak nieskomplikowane 
urządzenie jak jednoelektrodowe mobilne EEG, mogą stanowić świetny zestaw 
wspierający nauczyciela w procesie kształtowania kompetencji matematycznych 
ucznia. Potwierdzają to także ostatnie badania Es-Sajjade’a i Paasa (2020), w któ-
rych wykazano, że granie w całkiem zwyczajne interaktywne gry matematyczne 
silnie podnosi osiągnięcia matematyczne uczniów. Wyniki studiów Kurvinena i in. 
(2020) sugerują, że taki pozytywny efekt można uzyskać nawet przy sporadycznym 
używaniu ICT w edukacji matematycznej, np. raz w tygodniu. Nie potrzeba zatem 
skomplikowanej aparatury i radykalnych zmian w programie kształcenia, by z suk-
cesem wspomagać technologicznie edukację matematyczną.

Podsumowanie

Bez wątpienia nasze badania mają pewne ograniczenia, zarówno w zakresie doboru 
próby i jej liczności, jak i zastosowanej procedury. Jednakże ukazują one wyraźnie, 
że przy odpowiednim zagłębieniu się w specy&kę pomiarów neurofeedbacku i zro-
zumieniu ich subtelności, trening kontroli umysłu może być ważnym elementem 
edukacji matematycznej i stanowić pewną innowację w zakresie technologicznego 
wspomagania procesu uczenia się matematyki. W przyszłych badaniach należy podjąć 
trud eksperymentalnego przetestowania różnych wariantów takiego treningu, a także 
dynamiki skorelowania zmieniających się w jego wyniku parametrów. Rekomen-
dujemy, by biologiczną informacją zwrotną był w takim treningu poziom kontroli 
koncentracji.
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