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OZET

Metinsel veri madenciligi blaylk miktarlardaki metinsel verilerden faydali bilgilerin c¢ikariimasi
veya bunlarin otomatik olarak organize edilmesini icerir. Blylik miktarlarda metinsel belgenin
otomatik olarak organize edilmesinde metin siniflandirma algoritmalari dnemli bir rol oynar. Bu

alanda kullanilan siniflandirma algoritmalari “egitimli” (supervised), kimeleme algoritmalari ise
“egitimsiz” (unsupervised) olarak adlandirlirlar. Bunlarin ortasinda yer alan “yari-egitimli” (semi-
supervised) algoritmalar ise etiketli verinin yani sira bol miktarda bulunan etiketsiz veriden
faydalanarak siniflandirma basarimini arttirabilirler. Metinsel veri madenciligi algoritmalarinda
geleneksel olarak kelime sepeti (bag-of-words) olarak tabir edilen model kullaniimaktadir. Kelime
sepeti modeli metinde gecen kelimeleri bulunduklari yerden ve birbirinden bagimsiz olarak
degerlendirir. Ayrica geleneksel algoritmalardaki bir bagka varsayim ise metinlerin birbirinden
badimsiz ve esit olarak dagildiklaridir. Sonug olarak bu yaklasim tarzi kelimelerin ve metinlerin
birbirleri arasindaki anlamsal iligkileri g6z ardi etmektedir. Metinsel veri madenciligi alaninda son
yilllarda ozellikle kelimeler arasindaki anlamsal iligskilerden faydalanan c¢alismalara ilgi
artmaktadir. Anlamsal bilginin kullanilmasi geleneksel makine o6grenmesi algoritmalarinin
basarimini 6zellikle eldeki verinin az, seyrek veya guriltuli oldugu durumlarda arttirmaktadir.
Gergek hayat uygulamalarinda algoritmalarin egitim icin kullanacagi veri genellikle sinirh ve
gurdltaladur. Bu yuzden anlamsal bilgiyi kullanabilen algoritmalar gercek hayat problemlerinde
bliyldk yarar saglama potansiyeline sahiptir. Bu projede, ilk asamada egitimli metinsel veri
madenciligi icin anlamsal algoritmalar gelistirdik. Bu anlamsal algoritmalar metin siniflandirma ve
Ozellik secimi alanlarinda performans artisi saglamaktadir. Projenin ikinci agamasinda ise bu
yontemlerden yola ¢ikarak etiketli ve etiketsiz verileri kullanan yari-egitimli metin siniflandirma
algoritmalari gelistirme faaliyetleri ylruttik. Proje suresince 5 yuksek lisans tezi tamamlanmis, 1
Doktora tezi tez savunma asamasina gelmis, 2 adet SCI dergi makalesi yayinlanmis, 8 adet
bildiri ulusal ve uluslararasi konferanslar ve sempozyumlarda sunulmug ve yayinlanmistir.
Hazirlanan 2 adet dergi makalesi ise dergilere génderilmis ve degerlendirme asamasindadir.
Projenin son asamasindaki bulgularimizi iceren 1 adet konferans bildirisi 2 adet dergi makalesi
de hazirlik agamasindadir. Ayrica proje ile ilgili olarak tGniversite ¢ikish bir girigsim sirketi (spin-off)

kurulmustur.

Anahtar Kelimeler: Metinsel Veri Madenciligi, Metin Siniflandirma, Yari-egitimli Makina

Ogrenmesi, Anlamsal Algoritmalar

vi



ABSTRACT

Textual data mining is the process of extracting useful knowledge from large amount of textual
data. In this field, classification algorithms are called supervised and clustering algorithms are
called unsupervised algorithms. Between these there are semi supervised algorithms which can
improve the accuracy of the classification by making use of the unlabeled data. Traditionally,
bag-of-words model is being used in textual data mining algorithms. Bag-of-words model
assumes that words independent from each other and their positions in the text. Furthermore,
traditional algorithms assume that texts are independent and identically distributed. As a result
this approach ignores the semantic relationship between words and between texts. There has
been a recent interest in works that make use of the semantic relationships especially between
the words. Use of semantic knowledge increase the performance of the systems especially when
there are few, sparse and noisy data. In fact, there are very sparse and noisy data in real world
settings. As a result, algorithms that can make use of the semantic knowledge have a great
potential to increase the performance.

In this project, in the first phase, we developed semantic algorithms and methods for supervised
classification. These semantic algorithms provide performance improvements on text
classification and feature selection. On the second phase of the project we have pursued
development activities for semi-supervised classification algorithms that make use of labeled and
unlabeled data, based on the methods developed in the first phase. During the project, 5
master’s thesis is completed, the PhD student is advanced to the dissertation defense stage, two
articles are published on SCI indexed journals, 8 proceedings are presented in national and
international conferences. Two journal articles are sent and 1 conference proceeding and two
journal articles are in preparation, which include the findings of the last phase of the project.

Furthermore, a spin-off technology company is founded related to the project.

Keywords: Textual Data Mining, Text Classification, Semi-Supervised Machine Learning,

Semantic Algorithms
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1. GIRIS

Metinsel veri madenciligi blaylk miktarlardaki metinsel verilerden faydali bilgilerin c¢ikariimasi
veya bunlarin otomatik olarak organize edilmesini icerir. Buylk miktarlarda déimanin otomatik
olarak organize edilmesinde metin siniflandirma algoritmalari énemli bir rol oynar. Bu alanda

kullanilan siniflandirma algoritmalari  “egitimli” (supervised), kimeleme algoritmalari ise
“‘egitimsiz” (unsupervised) olarak adlandirlirlar. Bunlarin ortasinda yer alan “yari-egitimli” (semi-
supervised) algoritmalar ise etiketli verinin yani sira bol miktarda bulunan etiketsiz veriden
faydalanarak siniflandirma basarimini arttirabilirler. Metinsel veri madenciligi algoritmalarinda
geleneksel olarak kelime sepeti (bag-of-words) olarak tabir edilen model kullaniimaktadir. Kelime
sepeti modeli metinde gecen kelimeleri bulunduklari yerden ve birbirinden bagimsiz olarak
degerlendirir. Ayrica geleneksel algoritmalardaki bir bagka varsayim ise metinlerin birbirinden
badimsiz ve esit olarak dagildiklaridir. Sonug olarak bu yaklasim tarzi kelimelerin ve metinlerin
birbirleri arasindaki anlamsal iligkileri g6z ardi etmektedir. Metinsel veri madenciligi alaninda son
yilllarda Ozellikle kelimeler arasindaki anlamsal iligskilerden faydalanan c¢alismalara ilgi
artmaktadir. Anlamsal bilginin kullanilmasi geleneksel makine d6grenmesi algoritmalarinin
basarimini 6zellikle eldeki verinin az, seyrek veya guriltuli oldugu durumlarda arttirmaktadir.
Gergek hayat uygulamalarinda algoritmalarin egitim icin kullanacagi veri genellikle sinirh ve
gurdltaladur. Bu yuzden anlamsal bilgiyi kullanabilen algoritmalar gercek hayat problemlerinde
blylk yarar saglama potansiyeline sahiptir. Anlamsal bilgi elimizdeki metinsel verinin diginda
wordnet, vikipedi ve acgik dizin projesi (ODP) gibi kaynaklardan cikartilarak veri madenciligi
algoritmalarina batunlesgtirilebilir. Bu yaklagimin dezavantajlari ise harici kaynaga olan ihtiyag, bu
kaynaklardaki gok buyuk miktarlardaki verinin igslenmesinin karmasikligi ve harici kaynaktan
cikartilacak anlamsal oruntulerin uygulama igin ¢ok genel olabilmesidir. Bir diger yaklagim tarzi
ise elimizdeki metinsel veri kiimesinde i¢sel (implicit) ve gizli (latent) érintllerden faydalanarak
veri madenciligi algoritmalarinin basarimini arttirmaktir. Bu algoritmalar kelime sepeti
vektorlerinden olusan 6zellik uzayini donUstirerek gizli anlamsal bilgiyi dolayli olarak
kullanabilmektedirler. Genel olarak bu dontisum ydntemlerinin dezavantaji ise bunlarin egitimsiz
algoritmalar olmasidir. Cikartilan anlamsal bilgi i¢sel olarak algoritma icinde kullanildigi igin farkl
metinlere ve uygulamalara aktarilmasi gulgtir. Bir baska deyisle bu tlr algoritmalar bir kara kutu
gibi calismaktadir. Bu eksiklikler ve dezavantajlar metinlerdeki icsel anlamsal orintileri acik ve

yorumlanabilir bir gsekilde c¢ikartip kullanabilen 6zgln yaklasimlara olan ihtiyaci ortaya



koymaktadir. Bu projede, ilk asamada egitimli metinsel veri madenciligi i¢in anlamsal
algoritmalar gelistirdik. Bu anlamsal algoritmalar metin siniflandirma ve 6zellik segimi alanlarinda
performans artisi saglamaktadir. Projenin ikinci asamasinda ise bu yontemlerden yola ¢ikarak
etiketli ve etiketsiz verileri kullanan yari-egitimli metin siniflandirma algoritmalari gelistirme
faaliyetleri yurattik. Gelistirilen yéntem ve algoritmalar uluslararasi konferans ve dergilere
gonderilmis ve yayinlanmistir. Proje slresince 5 yiksek lisans tezi tamamlanmis, 2 adet SCI
dergi makalesi yayinlanmig, 8 adet bildiri ulusal ve uluslararasi konferanslar ve sempozyumlarda
sunulmus ve yayinlanmistir. Bunlardan “A Novel Higher-Order Semantic Kernel for Text
Classification ” isimli bildirimiz uluslararasi “International Conference On Electronics, Computer
and Computation” konferansinda “Best Paper of Machine Learning Track” isimli 6dule layik
goralmistir. Hazirlanan 2 adet dergi makalesi ise dergilere gonderiimis ve degerlendirme
asamasindadir. Projenin son asamasindaki bulgularimizi iceren 1 adet konferans bildirisi 2 adet
dergi makalesi de hazirlik asamasindadir. Ayrica doktora 6grencisi Berna Altinel, proje boyunca
elde ettikleri bilgi birikimlerini kullanarak doktora tez &nerisini belirlemisler ve tez savunma
asamasina gelmislerdir. Bdylece projede lisansistl dgrencilerinin de gdrev almasi, bdylece
Ulkemizde az sayida olan metinsel veri madenciligi ¢aligsmalarinin arttirimasi ve bu konuda
uzman arastirmacilarin yetigtiriimesi amacina da ulasilmigtir. Ayrica proje sonucunda gelistirilen
yontemlerin ticari faydaya dénusturtilmesi amaciyla proje yuriticisu tarafindan Universite gikish
bir girisim sirketi kurulmus (spin-off), bu sayede ulusal ekonomiye katki saglanmasi hedefinde de

yol kat edilmistir.



2. LITERATUR OZETi

Dinyanin en blylk finansal yénetim ve danismanlik sirketlerinden Merrill Lynch butin is
bilgilerinin ylizde 85’inden fazlasinin genelde e-postalar, kisa notlar, ¢agri merkezleri ve destek
operasyonlari notlari, haberler, kullanici gruplari, karsilikli yazismalar (chat), raporlar, mektuplar,
anketler, pazarlama malzemeleri, arastirmalar, sunumlar ve web sayfalari seklinde var olan
yapilandiriimamis igerikten olustugunu tahmin etmektedir. Bu yapilandiriimamis igerik, is iletisimi
gelistirmek, misteri memnuniyetini arttirmak ve rekabet avantaji saglamak igin kullanilabilecek
degerli bilgiler igerir. Bu ¢ok blylk miktarlardaki metinsel verilerin yonetilmesi, dizenlenmesi ve
bunlardan faydali bilgilerin g¢ikartiimasi bilisim endistrisindeki en buylk sorunlardan birisidir.
Metinsel veri madenciligi buyik miktarlardaki metinsel verilerden bu faydali bilgilerin ¢ikariimasi
surecidir. Metinsel veri madenciliginin musteri iligkileri ydnetimi, migsteri yorumlari ve fikirlerinin
incelenmesi, eposta ydnetim sistemleri, bankalarda bilgi yénetimi, adli su¢ O&runtileri ve
baglantilarinin tespiti gibi uygulama alanlari vardir (Zanasi, 2005). Metinsel veri madenciliginin
alt alanlarindan olan metin siniflandirma ve kimeleme bu verileri faydali is bilgilerine
donusturecek ve bunlari otomatik olarak yonetiimesini saglayacak akilli yontemleri igerir.
(Blumberg ve Antre, 2003). Metin siniflandirma yontemleri ile ilgili oldukga ayrintili bir inceleme
calismasi (Sebastiani, 2002) da verilmistir. Sebastiani metin siniflandirmayr metinlerin daha
onceden belirlenmis siniflara otomatik olarak atanmasi olarak tanimlamaktadir. Son yillarda
sayisal ortamlardaki erisilebilir metinlerin sayisi ve bunlarin dizenlenmesi ihtiyacglari bayuk bir
hizla artmaktadir. Sebestiani, buna kosut olarak metin madenciligine olan ilginin ¢ok fazla
arttigini belirtmektedir. Bu alanda genellikle yapay zekanin bir alt alani makine 6grenmesi
algoritmalari kullaniimaktadir. Siniflandirma algoritmalar eldeki etiketli drneklerden 6grenip yeni
gelen ornekleri otomatik olarak siniflandirabilme 6zelligine sahiptir. Metin siniflandirmada
kullanilan makine 6grenmesi algoritmalari genel olarak her kelimenin bir 6zellige (attribute veya
feature) denk geldigi ve kelime sepeti (bag-ofwords) olarak adlandirilan veri Uzerinde
islemektedir. Metin siniflandirma veri kiimeleri metin sayisi olarak genellikle yuzlerle ya da
binlerle ifade edilen buyukluklerde oldugundan bu kumelerdeki farkl kelime sayisi onbinler
civarinda olmaktadir. Bu kadar buyuk boyutlu bir uzaya sahip metin madenciliginde en iyi
basarimi veren ve en ¢ok kullanilan algoritmalar Support Vector Machines (SVM) (Joachims,
1998), Naive Bayes (NB) (Mccallum ve Nigam, 1998) algoritmalaridir. Bunlardan NB 6&zellikle
hem 63drenme hemde siniflandirma zamani karmasikhdinin ¢ok disik olmasindan dolayi hiz

gerektiren spam eposta siniflandirmasi gibi alanlarda sik kullaniimaktadir. SVM ise daha



karmasik bir algoritma olmasina ragmen cok farkli veri kimelerinde bile yiksek siniflandirma
performansi gdstermesinden dolayi bu alanda iyi algoritma olarak genel kabul gérmektedir. K-
Nearest Neighborhood (k-NN) algoritmalari ise yukarida bahsedilen algoritmalardan oldukca
farkh olarak ornek tabanli ve tembel siniflandirici olarak bilinen bir yontemdir. Literatlirde metin
siniflandirma alaninda yapilan calismalarin ezici bir cogunlugu Iingilizce metinlere yoneliktir.
Yari-egitimli algoritmalar buyldk miktarlardaki etiketli veriyi az miktardaki etiketli veri ile
birlestirerek daha iyi modeller gelistirmeyi amaclarlar. Bu algoritmalar daha az insan emegi
gerektirdigi ve daha ylksek basarim sagladigi i¢cin hem teorik hemde pratik alanda biylk ilgi
gbérmektedir (Zhu, 2005). En ¢ok kullanilan yéntemler, EM with generative mixture models, self-
training, cotraining, transductive support vector machines (tSVM), ve graf tabanli yéntemler yer

almaktadir.

Anlamsal metodlarin gelistiriimesindeki motivasyon bu sistemlerin 6rnegin “araba” kelimesi ile
“otomobil” kelimesinin ayni anlama geldikleri anlayabilmeleridir. Ornegin anlamsal iligkileri
kullanabilen bir bilgi getirimi sisteminde “otomobil” kelimesini iceren dokimanlar “araba” sorgusu
sonucu getirilmelidir. Metin kimeleme veya siniflandirma sisteminde kelime vektorleri arasinda
benzerlikler hesaplanirken bu iki kelime farkli yazilmasina ragmen ¢ok benzer yada ayni kabul
edilmedir. (Zhou vd., 2008) Bayesian metin siniflandirma algoritmalari igin seyreklik (sparsity)
problemini ¢ézmek amacglh anlamsal bir anlamsal bir yumusatma (smoothing) ydntemi
gelistirmislerdir. Bu ¢alismada egitim kiimesindeki metinlerden kelimelerden, ¢oklu ifadelerden,
ve ontolojik kavramlardan olusan konu imzalari ¢ikartilarak tek kelimeli 6zelliklere baglanmigtir.
Bu asamada baglanti icin EM algoritmasi kullaniimistir. Geligtirilen yontem dil modelleme
alaninda kullanilan ve Naive Bayes siniflandirma algoritmasina uygulanabilen Jelinek-Mercer,
absolute discounting, Good-Turing ve Linear Discounting gibi unigram yumusgatma yontemleri ile
kiyaslanmigtir. Ayni yazarlar benzer bir anlamsal yumusatma ydntemini model tabanli kimeleme
algoritmalarina da uygulamislardir (Zhang vd., 2006). Bu yéntemler DragonToolkit adi verilen
aclk kaynak kodlu bir arag iginde uygulanmistir (Zhou vd., 2007). Diger bir ¢alismada ise
anlamsal iligkiler kelimelerin agirliklandirimasinda kullanilarak anlamsal bir keilme
agirliklandirma yéntemi geilistiriimis ve bunun klasik TFIDF agirliklandirma yéntemine gore veri
kiimesinin az oldugu durumlarda basarimi arttirdigini gdéstermislerdir (Luo vd., 2011). Bu
calismada harici anlamsal bilgi kaynagdi olan wordnet kullanilmistir. Wordnet ingilizce dili icin
“Cognitive Science Laboratory of Princeton University” tarafindan olusturulan ve gtincellenen

sozcuklerle ilgili bir veritabanidir. Wordnet'de kelimeler synsets adi verilen es anlamli kelime



gruplarinda toplanmistir. Wordnet ayrica bu gruplar arasindaki ¢esitli anlamsal iligkileride igerir
(Miller vd., 1990). Wordnet'in Turkce surimu de gelistiriimektedir (Bilgin vd., 2004). (Bloehdorn
vd., 2006) ise calismalarinda metin siniflandirma icin yine wordnet’i kullanarak anlamsal agda
Uust kavram genigslemesi yapabilen anlamsal c¢ekirdek (kernel) yontemleri &nermisleridir.
Deneysel degerlendirme sonuglari bu yaklagsimin eldeki egitim verisinin az oldugu durumlarda
basarimi arttirdigini gdstermektedir. Wordnet'in dezavantajlari ise igindeki kelimelerin ve

synset’lerin sinirli sayida ve sinirli kapsamda olmasidir.

Baska anlamsal bilgi kaynaklarini kullanan cesitli galismalarda mevcuttur. Ornegin (Wang ve
Domeniconi, 2008) vikipediden ¢ikartilan anlamsal bilgilerin anlamsal bir ¢cekirdege géomulmesini
ve daha sonra bunun metin temsilini zenginlestirecek sekilde kullaniimasini énermistir. Deneysel
sonuclar kelime sepeti modeline (BOW) gdre daha iyi bir basarim sagladigini gostermektedir. (
Gabrilovich ve Markovitch, 2007), kelime sepeti modellerini harici anlamsal bilgi kaynaklarindan
cikartilan bilgilerle zenginlestirmek amaciyla bir yontem onermiglerdir. Bu caligmada harici
anlamsal bilgi kaynagi olarak Acik Dizin Projesi (Open Directory Project - ODP) kullaniimistir.
Kelimeler yerel baglamda ODP tabanli kategoriler ile iligkilendirilmistir ve kategorilerle alakali
bilgi kaynaklarini arttirmak amaciyla web gezgini (crawler) kullaniimistir. Yine deneysel sonuglar
ile BOW modeline gore basarimin arttigi tespit edilmigtir. Bu ¢alismalari dezavantajlarindan birisi
ise harici kaynaklardan anlamsal bilginin ¢ikarilmasi surecinin karmagsik olmasi ve ¢ok uzun
surmesidir. Ornegin ODP’den 6zellik (retici moduliin galismasi 3 giin siirmektedir. (Gabrilovich
vd., 2006) benzer bir diger ¢alismasinda ise harici anlamsal bilgi kaynagdi olarak Vikipediyi
kullanmiglardir. Vikipediyi anlamsal bilgi kaynagi olarak kullanarak siniflandirma ve kiimeleme
sistemlerinin basarimini arttiran ¢alismalarin sayisi giderek artmaktadir (Huang vd., 2009),
(Wang vd., 2009). Harici bilgi kaynaklarina ihtiya¢c duymadan olmadan metinlerde i¢sel olarak
bulunan gizli anlamsal bilgiden faydalanabilen algoritmalarda vardir. Bunlara érnek olarak LSI
(Gizli Anlam indeksleme) (Deerwester vd., 1990), ICA (Bagimh Bilesen Analizi), LDA (Gizli
Dirichlet Bélimlemesi), AU (Metinlerin kelime benzerlikleriyle hesaplanan anlamsal bir uzayda
gOsterimi) verilebilir. 20 Newsgroups olgut veri kiimesi Uzerinde Bagimsiz Bilesenler Analizi
(ICA) kullanilarak yapilan bir calismada ICA donUsimu uygulandidinda metinlerin daha basarili
bir sekilde siniflandirildigi géraimuagstir (Hu vd., 2009). Reuters-21578 ve 13 sinifa ait 615 Turkge
makale veri kiimeleri (izerinde Gizli Anlam indeksleme (LSI) kullanilan calismada tek kelimeler
yerine kelime n-gramlari kullanildiginda metin kiimeleme basarisinin arttigi gézlenmistir (Given

vd., 2006). Buna sebep olarak, kelimelerin tek baslarina kullaniimasina gére, kelime ikili ve



Ucldlerinin hangi anlamda kullanildiklarinin belirlenmesinin daha kolay oldugu ve bu nedenle
metinlerin anlamsal analizinde daha basarili olduklari verilmistir. LS| algoritmasi kelimeler
arasindaki yliksek seviyeli birliktelik baglantilari kullanarak anlamsal bir uzay olusturmakta ve
esanlamli kelimeler sorununa kismi bir ¢cézim Uretmektedir (Ganiz vd., 2011). Bu algoritmalar
icsel anlamsal bilgiyi metinleri daha disuk boyutlu bir uzayda temsil ederek cikartabilmektedir.
LSI Gzerine yapilan ilging bir calismada LSI'in yiksek dereceli iligkileri 6zellikle ylksek dereceli
birliktelik iligkilerini kullandigi matematiksel ve deneysel olarak gdsterilmistir (Kontostathis ve
Pottenger, 2006). Bu yuksek dereceli iliskiler LSI algoritmasinin gizli (latent) ve i¢sel anlamsal
bilgiyi kullanmasini saglamaktadir.Fakat LSI gibi boyut dusurme algoritmalari singular value
decomposition algoritmalarina dayandigi igin karmasikhdi oldukga fazladir. Ayrica c¢ikartilan
anlamsal bilgi i¢sel oldugu i¢in bunun harici olarak kullaniimasi ve farkli metinlere ve
uygulamalara aktariimasi gulgtir. Bu ylzden LSI tabanli metin siniflandirma algoritmalari
anlamsal bilgiyi kullanabilme becerileri sayesinde ylksek basarim gdsterselerde ancak ufak veri
kimeleri icin uygundurlar (Zelikovitz ve Hirsh, 2001), (Riboni, 2002). (Zelikovitz ve Hirsh, 2001)
ayni zamanda yari-egitimli bir siniflandirma algoritmasidir. Onceki egitimli 6grenme Uzerine olan
calismalarimizda (Ganiz vd., 2006, 2009, 2011) yuksek-dereceli yollarin (higher-order paths)
oldukca degerli bilgileri anlamsal bilgileri iceren zengin bir kaynak oldugunu bu bunun yuksek
dereceli siniflandiricilarin geleneksel siniflandirma algoritmalarina kiyasla daha ylksek bagarim
sagladigini goésterdik. Bu baslangi¢ ¢alismasinin Gzerine kurulan diger bir calismada ise (Lytkin,
2009) ikinci derecen yollar tabanh bir veri déondsimua yéntemi hem tam-egitimli siniflandirma
algoritmalarina hem de egitimsiz kumeleme algoritmalarina basariyla uygulanmistir. Bu
calismada ikinci derecen yollarin bulunmasi i¢cin m dokimanh ve n kelimeli bir veri kimesi icin
O((m+n)n"2 ) zaman karmasikligina sahip bir algoritma 6nerilmistir. Zaman karmagsikligi O(m”2
n"3 ) degerinden bu degere dusurulmesi icin gerekli olan sart ise ilave olarak iki adet n x n

matrisin hafiza tutulmasidir.

2.1 Anlamsal Algoritma geligimi

Metinlerdeki i¢sel anlamsal Oruntileri agik ve yorumlanabilir bir sekilde c¢ikartip kullanabilen
6zgun yaklagimlara olan ihtiyaci ortaya koymak i¢in énceki ¢alismalarimizda (Ganiz vd., 2006a,
2006b, 2009, 2011) egitimli siniflandirma algoritmalari igin yluksek dereceli birliktelik yollarina
(higher-order co-occurrence paths) dayanan o6zellik (kelime) uzaylr doénlsimia yaklasimlari
gelistirdik. Bu calismalar ylksek dereceli 6grenim cercevesi icinde yer almaktadir. Bahsi gecen

donltstimlerin hem ayirici (discriminative) hemde tanimlayici (generative) siniflandiricilarda etkin
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bir sekilde basarimi arttirdigi gosterilmistir. Yiksek dereceli 6grenim gergevesi asagidaki sekilde

kisaca Ozetlenebilir:

iki kelimenin anlamsal bir baglam olan metin icinde birlikte bulunmasi anlamsal bir iliskiye isaret
etmektedir. Sekil 2.1.1°de goriuldigu gibi A kelimesinin B kelimesi bir metinde, B ile C kelimesinin
diger bir metinde birlikteligi A ile C kelimeleri arasinda ikinci dereceden anlamsal bir iligkiyi
gOstermektedir. A ile C elimizdeki metinlerin hi¢ birisinde birlikte gegcmese B ile A -...- C tipi
baglantilarin ¢coklugu A ile C nin farkli yazilan fakat es anlamli kelimeler olmasi gibi bir anlamsal

iliskiyi ortaya cikartabilir.

A B C
B C D

D1 D2 D3

N oD N 7o)
( A =01 B }D2~ C }=D3= D )
l"\_‘_q___#/". ..“,_\__ _-FF./. -\-_-/ \\\5 _-/.-"

Sekil 2.1.1: Yiuksek Dereceli Birliktelik

Burada “A,B,C,D” kelimeleri “D;, D,, D3” ise metinleri ifade etmektedir. Yiksek dereceli 6grenim
cercevesi 6zelliklerin (kelimeler) diglmlere (node), baglantilarin ise nesnelerde (metinler) birlikte
bulunma iligkilerine karsilik gelen G = (V, E) birliktelik grafini temel almaktadir. G grafi Gzerindeki
iki veya daha fazla baglantidan olugsan yollari ylksek dereceli yollar (higher-order path) olarak

adlandirdigimiz yapi i¢in temel olusturmaktadir.



R1
R2
R5

Co=occurrence graph An example 2™ order path group

Sekil 2.1.2: G = (V, E) birliktelik iligkileri grafi

Burada “e” kelimeleri “R” ise metinleri temsil etmektedir. Birinci dereceden anlamsal iliskilerin
yani sira yuksek dereceli yollari kullanmamizin sebebi 6nceki ¢alismalarimizda ortaya kondugu
uzere (Ganiz vd., 2009) bunlarin geleneksel Ozellik uzayina kiyasla cok daha zengin bir veri
temsili saglamalaridir. Sekil 2.1.3’de goéruldudu gibi ikinci dereceden birliktelikler birinci
dereceden olanlara kiyasla ¢ok daha yodun ve anlamsal druntllerin ¢ikartiimasi igin zengin bir
bilgi kaynagidir. Bu durum egitim verisinin az oldugu gergcek hayat metin siniflandirma
uygulamalarinda geleneksel siniflandirma algoritmalarina gére daha yuksek basarimla
caligmaktadir (Ganiz vd., 2009, 2011).

Roligion 20NG

Bt artor Tarm Coane ronme Mt Racond arks Tarm Cocommriace Mot

(a) First-order (b) Second-order

Sekil 2.1.3 :Ornek bir veri kiimesinde gérsel birliktelik matrisi
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Sekil 2.1.3'te karanlik alanlar sifirlari géstermektedir (a) birinci dereceden, (b) ikinci dereceden
birliktelik matrislerinin gorsellestirilmis halidir. Birinci matriste %75’in Gzerinde sifir degeri varken
ikincisinde bu %0.5’in altindadir. Bu projede tam egitimli algoritmalar igin gelistirdigimiz yuksek
dereceli 6grenme cercevesini i¢gsel anlamsal oOrintileri etiketli ve etiketsiz verilerden ¢ikartarak

kullanan yari-egitimli metin siniflandirma algoritmalari gelistirmek icin genigslettik.

2.2 Naive Bayes Modelleri

Genellikle metin siniflandirmada Naive Bayes (NB)'le kullanilan iki adet model vardir. Bunlardan
biri ¢cok terimli Bernoulli modeli bu model binary independence NB modeli (MVNB) olarakta
bilinir. DOkumanlar vektorlerle temsil edilir ve dokimanda kelimenin binary olarak gecip
gecmedigi bilgisini saklar. Bu model (2.2.1) ve (2.2.2) formdilleri ile hesaplanmaktadir ve

formdlde w;terimi ¢;sinifi, d ise dokimani ifade etmektedir (Chakrabarti, 2002).

P(wilcj)

P(dl¢) = Hwedmnwew 1—P(wilc)) (2.2.1)
1432 wi(@)
Bejow = P(wile) = — 57 (2.2.2)

Diger model ise Multinomail Naive Bayes (MNB) modeli bu model terim frekansini
kullanmaktadir ve (2.2.3) ve (2.2.4)formdilleri ile hesaplanmaktadir (Chakrabarti, 2002).

l n(d,w;
P(d|¢;) = P(L = ly|c;)P(d|lg, ¢;) = P(L = L4c¢;) ({n(dfwi)}) [w,eaq 6747 (2.2.3)

ID|

1+ZdEDj

n(d,wi)

P(wi|¢) = (2.2.4)

|W| +ZdEDj,WiEd Tl(d,Wi)

2.3 Jelinek-Mercer Yumusatmasi

Jelinek- Mercer yumusatma ydnteminde maksimum tahmin yumusatiimis disuk dereceli dagihm
la interpolasyonlaniyor (Chen ve Goodman, 1996). Bu yontem, sonuca maksimum olasilik
tahminin lineer kombinasyonu ile ulasiyor ve (2.3.1), (2.3.2), ve (2.3.3) formdulleri ile

hesaplanmaktadir.



P (W, |C,—)= dTT (2.3.1)
|D| W (d )

P(w, | D)= dITI (2.3.2)

P(w, Ic; )=~ B)x P, (w | c; )+ BxP(w | D) (2.3.3)

2.4 Helmholtz Prensibi Tabanl Gestalt insan Algi Teorisine Dayanan Anlamsal Algoritma
Anlam degeri gorintl islemede de kullanilan helmholtz prensibi (Balinsky vd., 2011a) tabanli
Gestalt insan algi teorisine (Desolneux vd., 2008) dayanmaktadir. ististiksel fizik ile
dogrulanabilen bu yontem beklenti degeri hesaplamalari kullanilarak elde edilmistir (Balinsky vd.,
2011a). Bu teori rastgele olusturulmus bir gorinti icerisinde rahatlikla algilanabilen bir geometrik
yapinin sans eseri olmayacaginin, bunun bir anlami oldugunu sodylemektedir. Bu durumu
anlatmak igin en agik érnek rastgele noktalardan olusturulmus Sekil 2.4.1’deki iki goruantadur
(Balinsky vd., 2011a).

- - L -
- - -
- L -
. * . *
- . -
- - - -
- b -
. - -
- L - -
-
- - - -
- - L] L
- . - - -
-
- - .
. -
- - - -
b .
- ™ .

Sekil 2.4.1:Helmholtz prensibi

Soldaki sekilde rastgele noktalara bakildiginda insan algisi ile herhangi bir geometrik yapi
algilanamiyor. Bu beklentisel bir durumdur ve goruntinun rastgele olusturuldugu rahatlikla
sOylenebilirken, sagdaki sekilde sanki gorinmeyen bir ¢izgi Uzerine konulmus 5 nokta
gorulmektedir. Rastgele noktalarla olusturulmug bir gorintu icerisinde bdyle geometrik bir
yapinin olma olasihdinin beklenti dederi ¢ok dusik olmasina karsin bu olay gerceklesmis ve

insan bunu rahatlikla algilayabilmektedir. Oyle ise bu yapinin anlamli bir yapi olmasi gerekir.
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Cunku beklenti degeri disik bir olayin gerceklesmesi sans eseri olamayacak kadar dusuk bir
olma olasiligina sahiptir. Gergeklesme olasiligi ¢ok diisuk olan bir olayin gerceklesmis olmasi bu

olayin anlamli yada énemli oldugunu gostermektedir (Balinsky vd., 2011a).

Ayni durum metinsel veriler iginde gecerlidir ¢linkii metinsel veriler yapisal olmadiklari i¢in belirli
bir veri modelleri yoktur fakat bunlar i¢sel bir geometrik yapiya sahiptirler (Dadachev vd., 2012).
Goruntu iglemede kullanilan bu yontemden yola c¢ikaran Balinsky’ler metinsel verilerdeki
geometrik yapinin, anlamli olup olmadigini gésterebilmek i¢in yine ayni yontemi metinsel veriler
Uzerinde uygulamistir. Bunlar: metin madenciliginde 6zellik ¢ikarimi ve degisim algilama
(Balinsky vd., 2011a), olagandisi hareket algillama ve bilgi ¢ikarimi (Dadachev vd., 2012)
otomatik metin 6zetleme (Balinsky vd., 2011c), metinsel yapilar arasindaki iligkiyi tanimlamak
(Balinsky vd., 2011b), ani degisim algilama (Balinsky vd., 2010), otomatik dokiman
segmentasyonu (Dadachev vd. 2014), metinsel yapilar arasindaki iligskiyi tanimlayarak otomatik

metin 6zetleme (Balinsky vd., 2011d) i¢in uygulanmistir.

Helmholtz prensibi tabanli Gestalt insan algi teorisi metin madenciliginde bir w kelimesinin m kez
D dokuimanin belli bir kismi olan P'de ge¢gmesinin beklentisel olup olmadigini belirlemek Uzere

kullaniimigtir.

Anahtar kelime c¢ikarimi, herhangi bir kelimenin frekansinin keskin artis gdsterdiginde bu
kelimenin anlamli oldugunu gdstermektedir. Yanlis alarm sayisi (YAS) formilu kelimelerin
anlamhligini hesapliyor. Anlam degeri ise YAS kullanilarak hesaplanmaktadir.Bu yontem lokal
olarak yani belirli bir bolgedeki anlamh dnemli kelimeleri bulabilmesine ragmen global olarak
6nemli= anlamli kelimeleri kagirabiliyor (Dadachev vd., 2012). Bu yuzden anlam degeri
hesaplamak icin dokimani belirli parcalara ayirmak gerekiyor. Balinskyler bu pargalari konteynir,
paragraf veya belli bir sayida ardisik gelen cimleler olarak tanimlamiglardir (Balinsky vd.,
2011a; Balinsky vd., 2011b; Balinsky vd., 2011c; Balinsky vd., 2010; Dadachev vd., 2012).

1
N m-1

K
YAS (w, P, D) :(mJ

(2.4.1)
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ANLAM (w, P, D) = —~ log YAS (w, P, D)
m (2.4.2)

Formdallerde D tim dokdmani, P dokimanin bir parcasini, m, w kelimesinin P’de gegcme sayisini,
K ise w kelimesinin D’de ge¢gme sayisini, N ise D’deki kelime sayisinin P’deki kelime sayisina
boélumunu ifade etmektedir (Balinsky vd., 2011b).

Yanlis alarm sayisi kelimenin m kere P'de geg¢mesinin beklenti de@eridir. Beklenti degeri 1’den
kicuk ise w kelimesinin m kez P’de gegcmesi beklenmeyen bir olaydir. Fakat w kelimesi m kez
P’de zaten gecmis ise w kelimesi P icin anlamli énemli bir kelime olarak duistnulebilir. Eger
anlam degeri sifirdan biyiik ise YAS degeri 1’den kiiclktir (Dadachev vd., 2012). Ornegin YAS
degeri sifir ile 1 arasinda ise bu kelimeler o dékiiman pargasi i¢in anlamli 6nemli kelimeler olarak

belirlenir. Anlam degeri ile dnemli kelimeler belirlenmis olur.

Daha sonra anlamh kelime kimesi olusturmak igin sabit bir esik (&) degeri belirlenir ve anlam
degeri bu degerin Ustiinde olan kelimeler anlamli kelime kiimesi igin segilir. ilk olarak ardigik
cumleler arasinda bir kenar olusturuluyor ve anlamli kelime kiimesinden en az bir anlamli kelime
paylasmis climleler arasinda da kenar olusturularak ag yapisi olusturuluyor. Bu agd yapisini
secilen é degeri ile siklastirip seyreltebiliriz. Eger ¢ok kiglk bir é degeri segilirse olusan ag
yapisi rastgele bir aga dénlsebilir (Balinsky vd., 2011b; Balinsky vd., 2011c; Dadachev vd.,
2012; Dadachev vd. 2014; Balinsky vd., 2011d). Bu ag yapisi kullanilarak énemli cumleler
belirlenerek dokimanin Ozeti ¢ikariimak igin kullaniimistir (Balinsky vd., 2011c; Balinsky vd.,
2011d).

Sonug olarak, goérintl islemede rastgele olusturulan bir gérintinin anlamh olup olmadigi, metin
madenciliginde bir kelimenin m kez gegmesinin anlamli olup olmadigi helmholtz prensibi tabanl

Gestalt insan algi teorisi ile belilenmeye ¢alisiimaktadir.

2.5 Gekirdek Fonksiyonlari
Destek Vektor Makineleri ilk olarak Vapnik, Boser ve Guyon tarafindan ortaya atilmis bir

algoritmadir (Boser vd., 1992). Daha sonra ileri surllen bir fikir, iki sinifi ayiran nesnenin bir
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dogru yerine bir koridor olmasi ve bu koridorun genisliginin bazi veri vektorleri tarafindan

belirlenerek mimkin olan en blyuk genislikte olmasidir (Vapnik, 1995).

Birgok veri kiimesi icin, iki boyutlu durumdaki veriler, dogrusal ayra¢c yardimi ile birbirinden
ayrilamayabilir. Bu durumlarda ¢ekirdek fonksiyonlari kullanilir. Dogrusal ¢ekirdek (2.5.1) en ¢ok
kullanilan ve en ¢ok taninan cekirdek fonksiyonlarindan biridir. Bunun yani sira polynomial

cekirdek (2.5.2) ve radyal tabanli ¢ekirdek (2.5.3)’te bilinen ¢ekirdek fonksiyonlari arasindadir.

Dogrusal cekirdek: k(d;,d;)=d; -d; (2.5.1)

Polynomial ¢ekirdek: k(di,dj) =(d; 'dj +1)%,q=12.vh (2.5.2)

RBF gekirdek: k(d;,d;)=exp(y]d, —d;[) (2.5.3)

Gorulecegi Uzere genellikle gekirdek fonksiyonlar (2.5.4)teki formdl ile gosteriimektedir. Burada

d;ve d;girdi vektorleri @ ise uygun eglestirmeyi gostermektedir.
k(d;,d;) =(¢(d;).4(d;)) (2.5.4)

Destek vektér makinesini cok sayida sinif durumunda kullanabilmek icin, problem ¢ok sayida ikili
sinif problemine doénusturdlmelidir. En ¢ok kullanilan yaklagimlar: Biri ve digerleri yaklagimi ile
bire bir yaklagimidir (Hsu vd., 2002).

Cekirdek fonksiyonlari ile benzerlik yakalanabilmektedir fakat anlamsal iliski g6z ardi
edilmektedir. Bu problemi ¢ézmek igin anlamsal ¢ekirdek yontemleri 6nerilmistir (Altinel vd.,
2013, 2014a, 2014b; Bloehdorn vd., 2006; Kandola vd., 2004; Luo vd., 2011; Nasir vd., 2011,
Siolas ve d’Alché-Buc, 2000; Tsatsaronis vd., 2010; Wang ve Domeniconi, 2008; Wang vd.,
2014).
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2.6 Yuksek Dereceli Naive Bayes (HONB)

Yuksek dereceli Naive Bayes (Higher Order Naive Bayes = HONB) terimler arasindaki yiksek
dereceli birlikteliklerden ortaya ¢ikarilan zengin iliskisel bilgiyi Naive Bayes algoritmasina dahil
ederek olusturulmus bir siniflandiricidir (Ganiz vd., 2009;2011) ve (2.6.1) — (2.6.2) denklemleri

ile hesaplamaktadir.

1+q0(Wi,D )
P(wil;) = —2+¢(Dj)’ (2.6.1)
_ @(Dj)
P(9) = oy (2.6.2)

Formullerdeki CD(DJ-) veri kimesindeki ¢; sinifina ait toplam yiksek dereceli birliktelik yollarini,
@(w;, D) ise veri kimesinde c; sinifina ait w; kelimesini iceren yiksek dereceli birliktelik yollarinin

sayisini gostermektedir.
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3. GEREG ve YONTEM

Bu projede tam egitimli algoritmalar icin gelistirdigimiz ylksek dereceli 6grenme cercevesini igsel
anlamsal oruntlleri etiketli ve etiketsiz verilerden c¢ikartarak kullanan yari-egitimli metin
siniflandirma algoritmalari gelistirmek icin genislettik. Ayrica slrec¢ icinde i¢sel anlamsal
oruntaleri Helmholtz prensibi ve sinif agirliklandirma tabanl yontemlerle ¢ikartan ve bu sayede
metin siniflandirma ve metin siniflandirma igin ézellik se¢imi alanlarinda basarim artisi saglayan

yéntemler de gelistirdik. Bu slregte asagidaki adimlari izledik:

1. Problemlerin tanimi: Destek mektubu aldigimiz girketlerle de goérusilerek anlamsal metin
madenciligi alanindaki ihtiyaclari ayrintili olarak incelendi. Gergek hayattaki kisitlar ve amaglar
g6z 6nune alinarak kargilastiklari problemlerin kapsamli tanimlari yapildi.

2. Literatlr taramasi: Proje konusunda ayrintili literatlr taramasi yapildi.

3. Anlamsal yumusatma yodntemlerinin teorik temellerinin geligtiriimesi : Bu asamada ilk 6nce
Naive Bayes (NB) tabanl siniflandiricilar igin yuvarlama (smoothing) algoritmalari Gzerinde
cahsildi. Dogal dil modelleme alaninda kullanilan yuvarlama yontemleri belli sartlar altinda NB
siniflandiricinin basarimi tzerinde kayda deger bir etkiye sahip olmaktadir. Literatirdeki az
sayida calismanin aksine gercek hayat uygulamalarinda sik karsilagilan egitim kimesinin az
oldugu durumlar g6z dnlune alindiginda yuvarlama ydntemleri algoritma basarimini ciddi oranda
arttirabilmektedir. Bu asamada sinif kosullu kelime olasiliklarinin degerlerini kelimelerin anlamsal
birliktelik iliskilerinden faydalanarak arttiracak veya azaltacak doéngusel bir yumusatma
algoritmasi igin teorik temeller gelistirildi.

4. Anlamsal yumusatma yontemlerinin programlanmasi: Bir dnceki asamada gelistirilen teorik
temeller algoritmaya ve oradan uygun bir programlama dili kullanilarak uygulamaya
donisturisdid. Uygulama farkh parametrelerin  denenebilmesi i¢cin parametrik bir yapida
geligtirildi. Uygulama daha 6nce metinsel veri madenciligi deneyleri icin gelistirdigimiz oldukc¢a
kapsaml ve yetenekli bir yazilim cercevesi olan TM.Experimentera entegre edildi. Boylece
gelistirilen yontemleri degisik dnisleme ve egitim kimesi yuzdeleri ile degerlendirme imkanimiz
oldu.

5. Anlamsal yumusatma yontemlerinin test edilmesi ve degerlendiriimesi: Gelistirilen yontemler
metin siniflandirma literatiriinde genel kabul gérmis genis kapsamli degerlendirme olgutleri
(dogruluk, hassasiyet, kapsam, F-Ol¢ltl) kullanilarak 6n ¢alismalarimizda derledigimiz Tlrkcge

ve Ingilizce veri kiimeleri tizerinde degerlendirildi. Bu asamada farkli algoritma parametreleri ve
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farkh veri kimesi parametreleri (6rnegin egitim kimesi buyukligua, kelime sayisi, 6nisleme
yontemleri) denenerek genis kapsamli testler yapilacakdi. Sonuglar 6n c¢alismamizda
programladigimiz unigram yumusatma metodlari ve literatlirdeki benzer anlamsal algoritmalar ile
kiyaslandi.

6. Anlamsal vyari-egitimli algoritmalarinin teorik altyapisinin gelistiriimesi: Daha o6nceki
asamalarda gelistirilen ve test edilen anlamsal yumusatma ydntemlerinin teorik altyapisi etiketli
verinin yani sira etiketsiz veriyi de kullanabilecek sekilde genellestirildi. Daha dnce egitimli
(supervised) olarak gelistiriimis ylksek dereceli 6grenim gergcevesi sinif tabanli ¢alismaktadir.
Etiketsiz verinin siniflara nasil baglanacagini belirleyecek teorik temeller gelistirildi.

7. Anlamsal yari-egitimli algoritmalarinin programlanmasi: etiketli egitim verisini etiketsiz veri ile
uygun bir sekilde birlestirebilecek yari-egitimli anlamsal siniflandirma algoritmalarinin geligtirildi
ve programlandi. Uygulama farkli parametrelerin denenebilmesi icin parametrik bir yapida
geligtirildi. Uygulama daha 6nce metinsel veri madenciligi deneyleri icin gelistirdigimiz oldukga
kapsaml ve yetenekli bir yazilim cergevesi olan TM.Experimentera entegre edildi. Boylece
geligtirilen ydntemleri degisik onisleme ve egitim kimesi ve etiketsiz veri ylzdeleri ile
degerlendirme imkanimiz oldu.

8. Anlamsal yari-egitimli algoritmalarinin test edilmesi ve dederlendirimesi: Geligtirilen
algoritmalar literattrdeki yari-egitimli ve tam egitimli siniflandirma algoritmalari ile Tirkge ve
ingilizce metinlerden olugan genis kapsamli veri kiimeleri ve degisik parametreler kullanilarak
kiyaslandi. Bu agamada destek mektubu aldigimiz sirketlerden 6rnek gercek hayat verisi temin
edilmesi ve onlarin kargilastigl problemlere uygun senaryolar hazirlanarak testlerin yapilmasi da
s6z konusu oldu.

9. Gelistirilen algoritmalarin zaman ve yer karmasiklarinin analizi ve iyilestiriimesi: Bu agsamada
geligtirilen algoritmalari zaman ve hafiza karmasikliklarinin nasil iyilestirebilecegimize tair teorik
calismalar yapildi ve hesaplamalar igin alternatif yéntemler tzerinde duruldu. Bu iyilestirmeler
gelistirilen algoritmalarin gergcek hayat uygulamalarinda kullanilabilirligini arttirildi.

10. Sonuglarin derlenerek akademik yayinlara déndstiriimesi: Sonuclar derlenerek konuya
uygun uluslararasi ve ulusal indekslerde taranan bilimsel konferans, sempozyum ve dergilerde

yayinlandi.

3.1 Anlamsal Yumusatma (HOS)
Anlamsal yumusatma teknigi, diger ylksek dereceli 6grenme algoritmalari gibi graf tabanli bir

veri gosterim yapisina sahiptir. Fakat HONB benzeri yontemlerde ylksek dereceli yollar bir
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sinifin baglamindan cikarilirlar, bu sebeple siniflar arasi dékiman ve terim iligkilerini tespit

etmek imkansizdir.

Bu calismamizda, parametrelerin tahminlemesini gelistirebilmek icin, énceki metodlarin ¢calisma
kavramini bir adim o6teye goturlip farkli siniflar arasindaki iliskileri inceleyecek bir metod
gelistirdik. Sonug olarak da gizli anlam indeksleme bilgisini ¢ikartirken dékiiman sinirlarinin yani
sira sinif sinirlarini da asmis olduk. Bunu yapabilmek igin de ilk asamada ylksek dereceli yollari
hesaplarken tim sinif dokimanlarinin oldugu bir egitim kimesi Uzerinde c¢alistik. Amacimiz

yetersiz etiketli veri olmasi durumlarinda seyrekligi azaltmakti.

Sinif sinirlari digina ¢ikabilmek igin ilk olarak nominal sinif 6zelliklerini, her sinifi ifade edecek bir
dizi binary 6zellikler haline donistirdik. Ornegin WebKb4 veri kiimesindeki “Sinif (Class)”

Ozelliginin aldig1 degerler su sekildedir: Sinif = { course, faculty, project, staff, student }

Bu sinif etiketlerini, doékiiman / terim matrisine yeni kolonlar olacak sekilde yeni terimler olarak
ekledik. Sinif terimleri adini verdigimiz bu terimler her dékimanin hangi sinifa ait oldugu
hakkinda bilgi tagimaktadirlar.Bu donusturmenin ardindan yiksek dereceli veri gosterimini biraz
degistirerek, dokumanlar, terimleri ve sinif etiketlerini G¢ pargali (tripartite) graf olacak sekilde
dizenliyoruz. Vp dokimanlari, V terimleri ve son olarak da V¢ sinif etiketlerini gosterecek
sekilde;G=((Vw,Vc,Vp),E) tanimliyoruz. Sekil 4.1.1 terimler, siniflar ve dokiimanlar arasindaki
bagi gostermektedir. (Poyraz vd. 2012;2014)
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Daha 6nce 6nerilmis olan, yiksek dereceli veri gosterimlerinde kullanilan iki pargal (bipartite)
graflarda da oldugu gibi, D veri kimesi icindeki ylksek dereceli bir yolu G nin zincirleme alt graf
(chain sub-graph)'i olarak tanimlayabiliriz. Tek fark bizim ilgilendigimiz alt-graf, bir terim
verteksinden baslayip bir dokiman verteksine uzanmali ve bir sinif etiket verteksinde son
bulmalidir. w; - ds - Wy - d; - ¢; zincirini ( w;, ds, Wy, dy, ¢; ) seklinde gdsterebiliriz. Bu zincir ikinci
dereceden yola tekabul etmektedir gunki iki dékiman verteksinden gegmektedir. Bu yollar sinif

sinirlarini agip gizli anlamlar yakalama potansiyeline sahiptir.

Egitim kUmesindeki tim terim ve sinif etiketleri arasindaki yuksek dereceli yollar
hesaplandiginda, terimlerin, ayni sinif igerisinde es bulunma desenlerini ve de terimler arasi iligki
desenlerini ortaya ¢ikarmis oluyoruz. Ayni zamanda geleneksel vektor uzay gdsteriminden daha
yogun bir gdsterim de elde etmis oluyoruz. Bu ydntem, yumusatma algoritmamizin temelini

olusturmaktadir.

Yeni gosterim ve guncellenmis yuksek dereceli yollari kullanarak anlamsal yumusatma
algoritmasini formulize edebiliriz. D veri kimesi igerisindeki, wi terimi ve ¢j sinif etiketi arasindaki
yuksek dereceli yollarin sayisini a(wi, cj) ile gosterelim ve tim terimler ile cj sinifi arasindaki
yuksek dereceli yollarin sayisini ®(D) olarak gosterelim. Dikkat edilmesi gereken husus, D’nin
tim siniflardaki tim doékumanlari kapsadigidir ki bu fark HONB ile HOS yontemleri arasindaki
onemli farklardan birisidir. HOS ydnteminde belirli bir sinifa ait dékimanlarda bulunmayan
terimlerin tahmin edilebilecegi gibi sadece test verilerinde bulunan terimler de olabilir, bu gibi
durumlarda olusabilecek sifir olasilik problemini 6énlemek igin Laplace yumusatma metodu da

uygulanmistir. Parametre tahminleme formulu (4.1.1) gibi gosterilir:

P(Wi |Cj): 1+6(Wi,cj)

2+¢(D) (4.1.1)
Sinif olasiliklari ¢ok degiskenli (multivariate) Bernoulli modeline gbére hesaplanmaktadir.
Testlerimiz sonucunda farkli dereceli yollarin semantik agidan farkl ¢iktilara sebep oldugunu ve
daha zengin veri gosterimi sagladigini deneyimledik. Jelinek-Mercer olarak da bilinen lineer
interpolasyona benzer bir yaklagimla farkli derecelerdeki yollarin tahmin degerlerini birlestirmek
muamkindir. Asagidaki formulde birinci derece yollarin ( sadece es bulunma desenlerinin ) ikinci

derece yollar ile lineer kombinasyonunu gormektesiniz:
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P(Wi |Cj)=(l_ﬁ)x Pfo(Wi |Cj)+ﬂxpso(wi |Cj)
4.1.2)

Formuldeki B degeri yerine deneysel olarak 0.5 degerini kullandik, yaptigimiz deneyler

sonucunda bu deger en uygun sonucu vermigtir.

3.2 Anlamsal Cekirdekler (HOSK, IHOSK, HOTK)
Yuksek dereceli birliktelik yonteminden yaralanarak destek vektdr makineleri i¢in anlamsal

cekirdekler 6ne stirdik.

Yiksek dereceli anlamsal ¢ekirdek (HOSK = Higher Order Semantic Kernel) (Altinel vd., 2013),
dokumanlar arasindaki yuksek dereceli birlikteligi kullanan bir anlamsal ¢ekirdek yontemidir ve
4.2.3 denklemindeki gibi ifade edilir.

F=DxD' (4.2.1)
S=FxF (4.2.2)
Krosk (ds,d;) =ASN,, +(1-4) FN, , (4.2.3)

Burada D dokiiman terim matrisini, D' ise dokiiman terim matrisinin transpozesini ifade
etmektedir. F birinci dereceden, S ise ikinci dereden birlikte matrislerini ifade etmektedir. SN ve
FN normalize edilmis birliktelik matrislerini ifade etmektedir. SN ve FN matrislerinin etkilerini dlge
bilmek igin A agirliklandirmasi yapilmistir ve deneyler gosterdi ki 4 degeri 0.05 oldugunda

genellikle daha iyi sonuglar alinmistir.

Tekrarlayan yuksek dereceli anlamsal c¢ekirdek (IHOSK = lterative Higher-Order Semantic
Kernel) (Altinel et al., 2014a) ise dékumanlar ve terimler arasindaki ylUksek dereceli birlikteligi
kullanan tekrarlayan bir anlamsal gekirdek yontemidir ve 4.2.6 denklemindeki gibi ifade edilir.

SR, =(D.SC,,,.D")e NR

o) (4.2.4)
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SC,=(D".SR, ,.D)eNC (4.2.5)

Kinosk (d1,d,)=d,SC, SCtT dZT (4.2.6)

Burada d; ve d, dokiman, SC terimler ve SR ise dokiimanlar arasindaki benzerlik matrislerini
ifade etmektedir.

Yuksek dereceli terim ¢ekirdegi (HOTK = Higher-Order Term Kernel) (Altinel et al., 2014b)
terimler arasindaki yuksek dereceli birlikteligi kullanan bir anlamsal ¢ekirdek yontemidir ve 4.2.5

denklemindeki gibi ifade edilir.

Kiork (d;,d,) = dlsSszT (4.2.5)

3.3 Helmholtz Prensibi Tabanli Gestalt insan Algi Teorisine Dayanan Anlamsal

Algoritmalar

3.3.1 Egitimli Anlamsal Ozellik Segimi (EAOS)
Anlam degeri Helmholtz prensibi tabanl Gestalt teorisine dayanmaktadir. Bu ¢alismada anlam
degeri egitimli 6zellik secimi yontemi olarak kullaniimistir (Tutkan vd., 2014b). Anlam degeri

asagidaki formdllerle hesaplanmaktadir.

Anlam(k, P, D) :—%IogYAS(k, P,D) (4.2.1.1)
YAS (k, P, D) :(K]Ll (4.2.1.2)
m)N"

Anlam degerinin yiksek olmasi kelimenin daha dnemli oldugunu géstermektedir. Bu ¢alismada
ayni formalu egitimli 6zellik segimi icin kullandik. Calismamizda tim veri kiimesini bir dokiman

(D), veri kimesi igerisinde yer alan farkli siniflari veri kiimesinin parcalari (P), veri kimesindeki
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Ozellikleri ise kelimeler (k), olarak kabul ettik. Bu varsayima bagli olarak formilde yer alan her

terimin agiklamasi asagida verilmigtir:

k: 6zellik (kok kelime, terim)

P: bir sinifa ait dokimanlar

D: veri kimesindeki tium dokUmanlar

m: bir sinif icerisinde bulunan dokiimanlarda k ézelliginin gegme sayisi

K: tim veri kimesinde k 6zelliginin gegme sayisi

N: tim dokUmanlarin uzunlugunun (toplam kelime sayisi) bir sinifa ait dokiimanlarin uzunluguna

(toplam kelime sayisi) bélumuddr.

y_lD]
P (4.2.1.3)

Anlam degerinin hesaplanmasinda kullanilan YAS (Yanlis Alarm Sayisi) dederi, anlam degeri ile
ters orantilidir. Bunun anlami YAS degeri ne kadar kiiglkse o 6zelligin o sinif icin anlam degeri o
kadar buyuktlr. Anlam degerinin blylk olmasi ise 6zelliklerin daha etkin ve énemli bir dzellik
oldugunu ifade etmektedir.

Anlam formuld ile her bir 06zelligin her bir siniftaki dokumanlar igin anlam degeri
hesaplanmaktadir. Her bir 6zellik igin sinif sayisi (|s|) kadar anlam dederi hesaplanmaktadir. En

iyi 6zelligi segmek icin asagidaki yaklagim kullaniimistir.

Her bir 6zellik icin ayri ayri, sinif tabanl olarak hesaplanan anlam degerlerine bakilarak, en
yiuksek anlam degeri o 6zelligin anlam degeri olarak kabul edilmis ve bu metoda “EAOS”

(Egitimli En Buylik Anlamsal Ozellik Segimi) ismi verilmistir.
Bu yaklagimla listenin Gst kisminda 6nemli ve etkin 6zellikler, alt kisminda ise daha az etkin ve

Onemsiz dzellikleri icerecek sekilde siralanmigtir. Belirlenen 6zellik azaltma oranina gore listenin

basindan sirasiyla en iyi 6zellikler secilerek 6zellik segimi igin kullanilabilmektedir.
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3.3.2 Egitimsiz Anlamsal Ozellik Se¢imi (EAEBOS)

Bu calismada anlam degeri egditimsiz 6zellik se¢imi yontemi olarak kullaniimistir (Tutkan vd.,
2014a). Anlam degeri asagidaki formullerle hesaplanmaktadir.

K
YAS(k,P,D):( j L (4.3.2.1)
m/N
Anlam(k,P,D) = 1 log YAS (k, P, D) (4.3.2.2)
m
N o Pl (4.3.2.3)
P

Anlam degeri formili ile D’'nin bir parcasi olan P’nin igerisindeki k teriminin anlam degeri
hesaplanmaktadir. Biz bu formuli kullanirken D’yi veri kimesinin timui, P’yi ise o veri
kimesindeki dokiman olarak aldik. Bu varsayim ile formulde yer alan her bir terimin agiklamasi
asagida verilmistir:

k: 6zellik (kok kelime)

P: veri kimesindeki dokimanlarin her biri

D: veri kimesindeki tum dokumanlar

m: bir dokiiman igerisinde k 6zelliginin gegcme sayisi
K: tim veri kiimesinde k 6zelliginin gegme sayisi

N: tim veri kimesinin boyunun (toplam kelime sayisi), bir dokiimanin boyuna (toplam kelime

sayisl) bolim

Burada dokiman sayisina d dersek, her bir 6zelligin d adet anlam degeri olusmaktadir. Anlam
degeri igin hesaplanan yanlis alarm sayisi (YAS) degeri, anlam degeri ile ters orantilidir. Bagka
bir deyisle YAS degeri ne kadar ufak cikarsa o 6zelligin anlam degeri o kadar buyuk olur. Bu

sonug ise bize bu 6zelligin daha etkin ve 6nemli bir 6zellik oldugunu gosterir.

Daha oOnceki galismalarda anlam formullu ¢ok az terim igeren dusuk boyuttaki dokimanlar igin

kullanildigindan galismamizda kullandigimiz buyuk boyuttaki dokimanlarin hesaplamalarinda
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programlamada kullandigimiz degiskenlerde tasma meydana gelmistir. Bu problemin ¢6zimu
icin bazi matematiksel dénlsim ve hesaplama yontemleri kullaniimig, anlam formulu asagidaki

asamalardan gecerek en son (4.2.2.6)’daki halini almistir.

logYAS (k,P,D) = Iog([r:] N%”) (4.3.2.4)
K 1

logYAS (k,P,D) = Iog((mj) + Iog(W) (4.3.2.5)

logYAS (k,P,D) = Iog([m) —((m-=21)log(N) (4.3.2.6)

Anlam formdlU ile her bir ézelligin her bir dokiman icin anlam degeri hesaplanmaktadir. Bu
durumdan dolayi her dzelligin dokiiman sayisi kadar anlam degeri olusmaktadir. Siniflandirmada

kullanilacak en iyi 6zellikleri segmek igin asagidaki yaklagim kullaniimigtir.

Her bir parca (P) icin ayri ayri hesaplanan Ozelliklerin (k) anlam deg@erlerinin en blyigu o
dzelligin anlamsal degeri olarak kabul edilmis bu metoda “EAEBOS” (Egitimsiz Anlamsal En

Buyik Ozellik Segimi) ismi verilmistir.

Anlam(k, D) = Enbulyuk (Anlam(k, P, D)) (4.3.2.7)

Bu yaklagsimla elde edilen anlam degeri listesi, anlam degeri yuksek olan bagta olmak uUzere

buyukten kicuge dogru 6zellik segimi uygulamasinda kullaniimak tzere siralanmistir.

3.3.3 Egitimli Anlamsal Cekirdek (CMK)

Bu calismada anlam degeri, egitimli anlamsal cekirdek (CMK = Class Meaning Kernel)
olusturmak igin kullaniimistir (Altinel vd., published:2015). Anlam degeri egitimli anlamsal 6zellik
secimi yontemindeki gibi sinif tabanli olarak hesaplandiktan sonra olusan ortaya gikan anlam

degerleri sinif tabanli M kelime matrisini olusturmak igin kullaniimistir. Daha sonra ylksek
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dereceli iligkilendirme yontemi uygulanarak anlamsal ¢ekirdek (4.3.3.2) olusturulmus ve destek

vektor makineleri igin kullanilarak siniflandirma yapilmistir. Bu yapi sekil 4.3.3.1°de gosterilmistir.

S=MM" (4.3.3.1)

kCMK (dl’dz) = d1SSszT (4.3.3.2)

Text Document

- otz ty
Ci
Text Document > C; SN CMK
Text Document
—
Preprocessing Meaning Calculation Building Semantic Kernel Classification

Sekil 3.3.3.1: Egitimli Anlamsal Cekirdek

3.3.4 Yarn-Egitimli Anlamsal Cekirdek (CLUDM)

4.3.3 béliuminde tanittigimiz ¢calismamizda metinleri siniflandirmak icin, “Class Meaning Kernel
(CMKY)isimli egitimli bir siniflandirici gelistirdik (Altinel vd.,2015). Bu ¢alisma, elimizdeki etiketli
verileri kullanarak terimlerin siniflar Gzerindeki anlamsal (meaning) degerlerini dikkate alarak
siniflandirma yapan egitimli bir siniflandirma icermektedir. Ancak gercek hayattaki birgok
durumda verileri etiketlemek son derece maliyetli bir is oldugundan ve dolayisiyla etiketli veri
bulmak zor oldugundan dolayr CMK isimli calismamizi temel alarak yari-egitimli baska bir metin
siniflandirici algoritmasi gelistirmeye calistik. Yari-egitimli olan bu algoritma ‘Combining Labeled
and Unlabeled Data with Meaning’(CLUD) olarak adlandinimaktadir. Elimizdeki veri
kimelerindeki etiketli ve etiketsiz veriler siniflandirma o6ncesindeki siniflandirici-modelinin

olusturulmasi i¢in ayri ayri hesaplanarak modele katilmaktadirlar.

Terimlerin siniflar Gzerindeki Anlamsal (Meaning) degerleri tipki 4.3.3'teki calismamizdaki

gibi asagidaki formullerle hesaplanmaktadir:
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NFA(W, P, D) = [Qﬁ (4.3.4.1)

meaning(w, P, D) = —%Iog NFA(w, P, D) (4.3.4.2)

4.3.4.1 ve 4.3.4.2 numarali formuller (Balinsky vd. 2010;2011a;2011b,2011c) deki calismalarda

Uretilmis ve kullaniimigtir.

4.3.4.1 ve 4.3.4.2 numarali formillerde w terimyi, P sinifi, D tim versitesini,m w teriminin P sinifi
icerisinde kac defa gectigini,K w teriminin tim verisetinde toplam kag¢ defa gectigini

gOstermektedir. N degeri 4.3.4.3 numarall formille hesaplanir:
N=— (4.3.4.3)

4.3.4.3 numaral formul bir terimin tim verisetinde gegme frekansinin(L) sadece tek bir sinifta

gecme frekansina(B) olan oranini ifade etmektedir.

Egitim  kuUmesindeki etiketli metinlerde gegen terimlerin siniflar  Uzerindeki
anlamsal(meaning) degerleri 4.3.4.1 ve 4.3.4.2 numarali formuller yardimi ile hesaplanir.Bu
hesaplama neticesinde terim x sinif boyutlarinda bir matris(M) elde edilir.Elde edilen M matrisinin
4.3.4.4 numaral formildeki gibi hesaplanmasi ile terim x terim boyutlarinda bir benzerlik matrisi
(S) elde edilir.

S=MM' (4.3.4.4)

Etiketsiz olan veriler(metinlerin) yari-egitimli siniflandirici modelinin olugturulmasi asamasina
katiimasi igin ise 4.3.4.1 numarah formilde P bir metini D ise tim verisetini temsil edecek sekilde

4.3.4.1, 4.3.4.2, 4.3.4.1 formullerindeki hesaplamalar yapilir.

Sonugta elde edilen 2 adet terim x terim boyutlarindaki matrisler dogrusal toplama yontemi ile

birlestirilerek tek bir terim x terim matrisi haline dénutstarular.
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Elde edilen bu benzerlik matrisi asagidaki 4.3.4.4 numaral formul ile 2 metin arasindaki

benzerlik hesaplamasini yapan bir ¢gekirdek fonksiyonunda (kernel function) kullanilir.

ke (0;,d,) =d,SS"d; (4.3.4.5)

3.3.5 Agirhiklandinimig Yari-Egitimli Anlamsal Cekirdek (W-CLUDM)

Agirliklandiriimis Yari-Egitimli Anlamsal Cekirdek (W-CLUDM) algoritmasi yapi itibariyle 4.3.4
béliminde tanittigimiz CLUDM algoritmasina ¢ok benzemektedir. W-CLUDM, CLUDM den
farkli olarak etiketli ve etiketsiz dokUmanlardan olugturulmus terim x terim boyutlarindaki

matrisleri 4.3.5.1 numarali formulde gosterilen agirliklandirma yontemi ile birlestirmektedir.

L+U L+U

- Sw_cLupm = L xS +

xS, (4.3.5.1)

Yukaridaki 4.3.5.1 numaral formilde L etiketli olan dokiiman sayisini, U etiketsiz olan dokiiman
sayisini, S, etiketli olan dokimanlardan boélim 4.3.4’te bahsedilen yéntemlerle olusturulmus
terim x terim boyutlarindaki benzerlik matrisini, Sy ise etiketsiz olan dokimanlardan bdlim
4.3.4’te bahsedilen yontemlerle olusturulmus terim x terim boyutlarindaki benzerlik matrisini

gOstermektedir.

3.3.6 Anlamsal Ozelligine Gore Etiketlendiren Yari-Egitimli Anlamsal Gekirdek (ILBOM)

ILBOM algoritmasi etiketsiz olan dokiimanlara birer etiket atayabilmek igin her bir dokimanin her
sinif Uzerindeki toplam anlamsal agirhgini bélim 4.3.4’te bahsedilen ve 4.3.4.1 ve 4.3.4.2
formulleri ile tanitilan ydntemlerle hesaplamaktadir. Bu hesaplamalara gore etiketsiz olan bir
dokimanin hangi sinif Uzerindeki anlamsal agirigi daha fazla ise bu sinifin etiketi ile
etiketlendiriimekte ve baslangic aninda elimizde olan diger etiketli dokumanlarla birlikte
siniflandirici modelinin olusturulmasi icin kullaniimaktadir. Bu model daha sonra test verilerinin

siniflandiriimasi asamasinda kullaniimakta ve dogru siniflandirma basarisi 6l¢ctiimektedir.
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4. BULGULAR

Geligtirilen yontemler metin siniflandirma literatlirinde genel kabul gérmis genis kapsamli
degerlendirme odlgltleri (dogruluk, hassasiyet, kapsam, F-dlgitil) kullanilarak Tirkge ve ingilizce

veri kiimeleri Uzerinde degerlendirilmistir. Bu veri kimeleri ve 6zellikleri asagidaki tablolarda

listelenmigtir.
Tablo 5.1: Veri kiimeleri

Veri Kiimesi Sinif sayisi Dokiiman sayisi Term sayisi
20News-18828 20 18,828 50,570
WebKB4 4 4,199 16,116
1150Haber 5 1150 11,038
Hurriyet6clk 6 6,000 24,228
Milliyet4c1k 4 4,000 39,174
Setimes-tr 7 7,000 16,456
Setimes-en 7 7,000 10,373
Tr31 7 927 10,129
IMDB 2 2,000 16,679
20News-POLITICS 3 1,500 2,478
20NewsGroup-SCIENCE 4 2,000 2,225
20News-RELIGION 4 1,500 2,125
20News-COMP 5 2,500 2,478
Mini-NewsGroups 20 2,000 12,112
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Tablo 5.2: Veri kiimelerinden bir kisminin parametreleri

DokUmandaki term sayisi| Term uzunlugu

Dataset Ortalama StdDev Ortalama StdDev | Seyreklik

20News 47.24 44.41 5.35 2.61 0.98

WebKB4 81.68 49.95 5.34 2.97 0.96
1150Haber 57.23 37.37 5.81 3.22 0.97
hurriyetéc1k 50.47 27.41 5.78 3.20 0.97
milliyet4c1k 137.82 42.8 5.74 3.14 0.93

setimes-tr 65.86 36.88 5.93 3.29 0.97
setimes-en 53.28 29.24 5.92 2.88 0.97

Egitimli yUksek dereceli anlamsal yumusatma ilk olarak egitimli 6grenme icin kullaniimis ve veri
kimesi egitim kiimesi ve test kimesi olarak 2 ayrilarak deneyler yapilmistir. Egitimli 6grenme
icin yapilan deneylerde veri kimesi egitim ve test oranlari Tablo 5.3 te verilmektedir. Yari egitimli
o6grenme icin yapilan deneylerde veri kiimesi egitim kimesi ve test kimesi oranlari Tablo 5.4 ‘te

verilmektedir. Ayni zamanda egitim kimesinin ytuzde kaginin etiketli oldugu da gésterilmektedir.

Tablo 5.3: Egitimli 6grenme igin kiime oranlari

Egitim kiimesi (TS)% Test Kimesi %
1 99
5 95
10 90
30 70
50 50
70 30
90 10
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Tablo 5.4: Yari egitimli 6grenme igin kiime oranlari

Egitim kiimesi (TS) % _
etiketli etiketsiz Test Klimesi%

1 79 20

5 75 20

10 70 20

30 50 20

50 30 20

70 10 20

4.1 Anlamsal Algoritmalar

4.1.1 Egitimli Algoritmalar

Bu asamada farkli algoritma parametreleri ve farkli veri kimesi parametreleri (6rnegin egitim
kimesi buydkligd, kelime sayisi, Onisleme yodntemleri) denenerek genis kapsamli testler
yapilmigtir. Bunlarin haricinde kiyaslamalara baska bir anlamsal algoritma olan gizli anlam

indexleme ile en yakin k komsu siniflandiricisi (LS| k-NN) (Zelikovitz ve Hirsh, 2004) algoritmasi

sonuglari da eklenerek zenginlegtirilmistir.
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Sekil 4.1.1.1: 1150haber dogruluk degerleri

Sekil 5.1.1.1°deki grafik MVNB+HOS, LSI K-NN ve SVM algoritmalarinin 1150Haber binary veri
kimesi uzerinde dogruluk degerlerinin kiyaslanmasini godstermektedir. Bu veri kimesinde
gelistirdigimiz anlamsal yumusatma yontemi hem destek bektér makineleri (SVM) hem de LSI k-
NN algoritmalarindan daha ylksek performans gostermektedir. Ayni durum diger tum veri

kimelerinde de gorulmektedir.

Tablo 5.1.1.1 — Tablo 5.1.1.3 farkli egitim kiimesi oranlarinda (TS) Bernoulli Naive Bayes ile
Laplace yumusatmasi (MVNB) , Bernoulli Naive Bayes ile Jelinek- Mercek yumusatmasi
(MVNB+JM), Bernoulli Naive Bayes ile ylksek dereceli yumusatma (MVNB+HOS) ve yuksek
dereceli Naive Bayes (Higher Order Naive Bayes = HONB) siniflandiricilariyla elde ettikleri
dogruluk degerlerini gdstermektedir. Tablo 5.1.1.4 egitim kimesi orani (TS) yizde %80
oldugunda farkh siniflandiricilarla elde edilen F-6lcim degerlerini gdstermektedir. Tablo 5.1.1.5
ise TS %80 oldugunda farkl siniflandiricilarla elde edilen egrinin altinda kalan alanin ytz élgimu

(Area Under the Curve) performans degerlerini gdstermektedir.
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Tablo 4.1.1.1: 20News veri kiimesi Dogruluk Degeri

TS

MVNB

MVNB+JM

MVNB+HOS

HONB

10
30
50
70
90

24:77 + 2:49
55:68 + 1:26
65:01 + 1:57
72:83 £ 0:74
75:11 + 0:58
75:65 £ 0:64
76:21 +1:18

48:01 ¥ 1:37
69:10 £ 0:68
72:95 +1:42
75:66 + 0:63
76:64 + 0:68
76:81 £ 0:67
76:50 £ 1:.02

42:92 + 3:61
65:81 £ 1:57
76:70 ¥0:79
81:97 £0:33
83:06 £ 0:29
83:33+0:54
83:26 ¥ 0:84

44:09 £ 2:04
64:65 + 0:92
69:93 + 0:62
76:12 + 0:38
78:53 + 0:37
79:92 +0:34
80:11 + 0:65

Tablo 4.1.1.2: WebKB4 veri kiimesi Dogruluk Degeri

TS

MVNB

MVNB+JM

MVNB+HOS

HONB

10
30
50
70
90

44:48 + 1:.03
68:17 + 2:49
74:46 £ 1:36
81:53 + 1:.05
82:57 £ 0:83
83:53 £ 0:98
84:17 £ 2:10

69:96 * 3:15
79:33% 2:15
80:76% 1:54
83:02+ 0:92
82:81+ 0:81
83:19+ 1:08
83:41+ 1:61

30:08 + 6:56
61:15 + 6:51
77:71 £ 2:33
85:24 + 0:75
86:08 + 0:55
87:01 + 0:87
87:01 +1:20

70:58 + 3:80
77:68 £ 2:94
80:83 £ 1:35
86:83 £ 0:58
87:64*0:75
88:53%0:75
88:36 * 1:42

Tablo 4.1.1.3: 1150HABER veri kiimesi Dogruluk Degeri

TS

MVNB

MVNB+JM

MVNB+HOS

HONB

10
30
50
70
90

35:70 + 7:64
65:06 + 12:6
72:95 + 3:83
87.64+ 1:14
88:731+ 0:65
89:97+ 0:88
90:78+% 2:73

48:40 * 5:04
81:01 + 6:95
86:01 £ 2:03
91:49 + 0:71
91:10 + 0:63
91:39 + 0:83
91:48 £ 2:42

32:09+11:1
67:00 £ 11:9
83:13+4:12
93:79 £ 0:31
94:42 + 0:42
95:01 £ 0:85
94:35 £ 2:14

30:32 £12:7
88:25+0:93
91:61 £ 0:85
94:20 £ 0:59
94:73 £ 0:57
95:30 £ 0:96
95:22 £ 1:75
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Tablo 4.1.1.4: F-6l¢iim perfomansi %80 egitim kiimesi

Algorithm  20Newsgroups  WebKB4 1150Haber
HONB 79.96+0.75 88.34 +0.97 95.921.60
MVNB+HOS 83.02+0.72 85.32+1.74 9495+1.84
MVNB 76.41+059 82.80+1.23 89.79+240
MVNB+JM 77.39+0.81 8243 +1.31 90.96 +2.50
SVM Binary 78.81+0.81 91.28+*1.28 92.06+2.72
Tablo 4.1.1.5: AUC perfomansi %80 egitim kiimesi
Algorithm 20News WebKB4 1150Haber
HONB 98.18 £ 0.07 97.58 £ 0.27 99.57 + 0.24
MVNB+HOS 98.57 £ 0.09 96.90 * 0.46 99.56 + 0.25
MVNB 97.67 £ 0.17 96.17 £ 0.51 99.25 + 0.38
MVNB+JM 97.74 £+ 0.19 96.19 £ 0.54 99.43 + 0.31
SVM Binary 88.69 £ 0.38 94.35 + 0.67 95.03+1.70

Goruldugu gibi MVNB’ye HOS yumusatmasi uygulandiginda diger anlamsal siniflanirma yéntemi

olan LSI Knn’ den ve SVM daha iyi siniflandirma dogrulugu vermektedir.
Bunun yani sira normalde binary veri Uzerinde galigan algoritmalarimizin terim frekansi verisini

kullanabilmesine ydnelik de galismalar yapilmigtir. Var olan anlamsal yumusatma algoritmasi

Multinomial Naive Bayes (MNB) modeline entegre edilerek deneyler yapilmigtir
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Sekil 4.1.1.2: 1150haber dogruluk degerleri

Sekil 5.1.1.2 grafik MNB+HOS, LSI K-NN ve SVM algoritmalarinin 1150Haber terim frekansi veri
kiimesi Uzerinde dogruluk degerlerinin kiyaslanmasini gdstermektedir. MNB+HOS, bu veri

kimesinde terim frekanslari kullanildigi durumda da yuksek performans sergilemektedir.

4.1.2 Yan- Egitimli Algoritmalar

Bundan o6nceki deneylerde ylksek dereceli anlamsal yumusatma (higher order semantic
smoothing = HOS) egitimli (supervised) 6grenme ile metin siniflandirma icin kullaniimis bundan
sonraki deneylerde ise HOS yumusatmasi yari egitimli (semi-supervised) 6grenme ile metin

siniflandirma i¢in kullaniimistir.

Tablo 5.1.2.1 — Tablo 5.1.2.4 farkh egitim kimesi oranlarinda (TS) yuksek dereceli yumusatma
ile Naive Bayes (Higher-Order Smoothing Naive Bayes (bHOS), Multivariate Naive Bayes
(MVNB), Multinomial Naive Bayes (MNB), yar egditimli yiksek dereceli naive bayes (SSbHOS)
ve yarl-egitimli Naive Bayes (SS-MNB-EM) siniflandiricilariyla elde ettikleri dogruluk degerlerini

gOstermektedir.
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Tablo 4.1.2.6: 20news18828 veri kiimesi Dogruluk Degeri

SSL-
Ts MVNB | MNB- bHOS S3HOS
EM MNB
1 26.45 | 53.76 | 31.28 55.82 56.62
5 51.01 | 68.85| 66.63 75.28 75.39
10 59.19 | 73.68 | 73.00 78.91 78.94
30 66.10 | 76.22 | 76.98 81.43 81.41
50 68.65 | 77.67 | 77.75 82.41 82.40
70 69.82 | 78.40 | 78.23 82.56 82.53
Tablo 4.1.2.7: 1150haber veri kiimesi Dogruluk Degeri
SSL-
Ts MVNB | MNB- | MNB bHOS S3HOS
EM
1 30.91 | 67.91 | 48.48 65.65 75.35
5 64.00 | 89.96 | 86.17 90.78 92.57
10 75.65 | 92.04 | 91.13 92.78 93.48
30 86.43 | 93.96 | 93.00 95.04 95.22
50 89.48 | 94.61 | 94.43 95.74 95.74
70 89.35| 94.35| 93.78 95.09 95.13

Tablo 4.1.2.8: Imdb veri kiimesi Dogruluk Degeri WebKB4

SSL-
Ts MVNB | MNB- | MNB bHOS S3HOS
EM
1 65.55| 72.10| 61.28 71.48 73.68
5 78.15| 83.58 | 80.63 83.35 85.20
10 82.10| 85.40 | 83.18 86.63 87.68
30 85.75 | 89.00| 87.40 90.85 91.23
50 87.23 | 87.95| 87.48 91.80 92.23
70 89.48 | 89.93| 89.43 93.75 93.83
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Tablo 4.1.2.9: WebKB4 veri kiimesi Dogruluk Degeri

SSL-
Ts MVNB | MNB- | MNB bHOS S3HOS
EM
1 46.92 | 71.66| 70.95 75.84 76.79
5 69.77 | 78.63 | 79.15 84.49 84.93
10 77.20| 83.27| 83.13 86.67 86.72
30 81.62| 83.03| 84.33 87.84 87.72
50 81.68 | 83.46| 84.79 87.43 87.42
70 81.80 | 84.06| 85.51 87.30 87.28

Sekil 5.1.2.1 — Sekil 5.1.2.8 farkh egitim kiimesi oranlarinda (TS) ylksek dereceli yumusatma ile
Naive Bayes (Higher-Order Smoothing Naive Bayes (bHOS), Multivariate Naive Bayes (MVNB),
Multinomial Naive Bayes (MNB), yari egitimli yiksek dereceli naive bayes (

S3HOS) ve vyari-egitimli Naive Bayes (EM+MNB), destek vektdor makineleri (SVM)

siniflandiricilariyla elde ettikleri dogruluk degerlerini gostermektedir.
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Sekil 4.1.2.3: 20new18828 dogruluk degerleri
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Sekil 4.1.2.4: 20news18828 dogruluk degerleri
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Sekil 4.1.2.5: 1150haber dogruluk degerleri
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Sekil 4.1.2.6: 1150haber dogruluk degerleri
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Sekil 4.1.2.7: imdb dogruluk degerleri
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Sekil 4.1.2.8: imdb dogruluk degerleri
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Sekil 4.1.2.9: webkb4 dogruluk degerleri
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Dataset: WebKB4
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Sekil 4.1.2.10: webkb4 dogruluk degerleri

Goruldugu gibi MVNB’ye HOS yumusatmasi uygulandiginda egitimli 6grenmede alinan yuksek

sonuglar yari-egitimli 6grenmede de alinmaktadir.

4.2 Helmholtz Prensibi Tabanhi Gestalt insan Algi Teorisine Dayanan Anlamsal

Algoritmalar
4.2.1 Egitimli Anlamsal Ozellik Segimi
Bu yontemde 1150haber ve milliyet4c1k veri kimeleri Gzerinde denenmistir. Sinif tabanli olarak
hesaplanan anlam hesaplamalari sonucunda 1150haber veri kiimesindeki her sinif i¢in en

onemli ilk 10 6zellik Tablo 5.2.1.1’de, Milliyet4c1k veri kimesindeki her sinif icin en énemli ilk 10

Ozellik Tablo 5.2.1.2°te sunulmustur.
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Tablo 4.2.1.1: 1150haber veri kiimesi i¢in en yiiksek degere sahip ilk on 6zellik (k6k indirgeme kullaniimigtir)

Ekonomi Magazin Saghk Siyasi Spor

cari pekin timor anaya macta
borsa hande ultra annan luces
acigi pekka isinl kerkU sahad
doviz sosye cildi dgm orteg
varil ataiz lazer aihm stadi
unaki madon kanam mhp dk
tahvi laila enfek mgk tribU
mevdu ajda menop laikl defan
Otv dizid cilt bayar golle
venez capki kasla saron depla

Bu veri kiimelerindeki haberler incelendiginde veri kiimesinin toplandigi tarihlerdeki dnemli

kelimelerin listenin baginda yer aldigi g6zikmektedir.

Tablo 4.2.1.2: Milliyet4c1k veri kiimesi igin en yiiksek degere sahip ilk on 6zellik

Diinya Ekonomi Siyaset Spor
osetya gdo balbay hiddink
abhazya gsyh karabekir forvet
saakagvil kobi tutukluluk ankaraglc
sarko zeytinyak kanadoglu bobo
pelos goldma selek mhk
ateske fed oramiral gs
muharip  likidi yarsav tff
ayetullah  sachs johannesburgu stoper
domino perake tatar faul
annapolis karlihk fige lacivertli

Egitimli anlamsal en biyik ozellik secimi “EAOS” metodunun siniflandirma performansina

etkisini 6lgebilmek igin daha dnceki galismalarda ortaya atilan ve iyi performans gosterdigi iddia
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edilen EOR, MOR, WOR ve CDM (Chen vd., 2009) 6zellik secimi metotlariyla karsilastiriimasi

bu bélimde yapilmistir.

Ozellik secimi metotlariyla 6zellik sayisini azalttiktan sonra MNB siniflandiricisinin dogruluk

basarimi 10 kat ¢capraz dogrulama (10-fold Cross Validation) yontemi ile élgtlmustir.

Tablo 5.2.1.3, 1150haber veri kumesinde kullanilan 06zellik segimi yontemlerinin MNB'in
siniflandirma performansina etkisini gostermektedir. Ozellik segimi yontemleri kullanilarak en
énemli 500, 1000, 2000, 3000, 4000, 5000, 6000 &6zellik segilmis bu sayi (|O|) “Milliyetdc1k” igin
1000’er artarak 10.000’e kadar devam etmektedir. Tablolardaki degerler MNB siniflandiricisinin
dogruluk degerlerini icermektedir. Tablo 5.2.1.4 ayni sekilde Milliyet4c1k veri kimesi icin

yapilmis olan deney sonugclarini géstermektedir.

Tablo 4.2.1.3: 1150 haber veri kiimesi MNB siniflandirma dogrulugu

[e] EAOS EOR CDM MOR WOR

500 75,04 62,17 92,61 92,70 62,35
1000 86,26 71,65 93,74 93,83 71,57
2000 92,35 79,57 93,83 93,83 79,57
3000 94,17 83,39 93,74 93,83 83,39
4000 94,96 87,13 93,83 93,83 87,13
5000 94,61 89,57 93,91 93,91 89,57
6000 94,35 9191 94,09 94,09 9191
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Tablo 4.2.1.4: Milliyet4c1k veri kiimesi MNB siniflandirma dogrulugu

0] EAGS EOR CDM MOR WOR

500 60,78 67,00 81,88 81,93 67,00
1000 67,40 66,33 85,08 8508 66,33
2000 76,70 77,18 86,35 86,35 77,18
3000 81,78 80,15 87,00 87,00 80,15
4000 84,10 81,85 87,13 87,10 81,85
5000 87,60 81,40 87,33 87,35 81,40
6000 88,18 82,45 87,43 87,43 8245
7000 89,38 83,25 87,90 87,90 83,25
8000 88,78 83,75 87,88 87,88 83,75
9000 89,10 83,78 88,00 88,03 83,78
10000 88,78 84,53 88,23 88,25 84,53

Tablo 5.2.1.3'ln bagari degerleri analiz edildiginde EAOS, EOR ve WOR’dan genel olarak daha
iyi sonuglar verdigi ayrica segilen 6zellik sayisi arttikga EAOS basariminin CDM ve MOR’un
degerlerini gectigi gézlemlenmektedir. Tablo 5.2.1.4'(in basari degerleri analiz edildiginde EAOS
yonteminin 4000’e kadar olan Ozellikler sayilarinda diger 6zellik secgimi yontemleri kadar iyi
calismadigi fakat segilen 6zellik sayisi arttikga ilk basta EOR ve WOR ydntemlerini, daha sonra
her iki veri kimesinde de iyi sonuclar veren CDM ve MOR’un bagsarimini gectigi gérulmektedir.
Burada en dnemli g6zlemlerden birisi her iki veri kimesinde de en ylksek dogruluk degerlerinin
EAOS yoéntemi ile elde edildigidir.

4.2.2 Egitimsiz Anlamsal Ozellik Segimi

Bu boélimde vyeni sunulan 6zellik segimi metodunun Multinomial Naive Bayes (MNB)
algoritmasinin siniflandirma performansina etkisini goérebilmek igin yaygin olarak kullanilan
ozellik segim metotlari olan Bilgi Kazanci (BK) (Mitchell, 1996) ve Ki-kare(**) (Yang ve
Pedersen, 1997) i kullandik. Ozellik segimi metotlariyla 6zellik sayisi indirgendikten sonra
siniflandirma performansini Olgtik. Buna ek olarak siniflandirma dogrulugunu hesaplarken 10
kat capraz dogrulama (10—fold cross-validation) yéntemini kullandik.

Tablo 5.2.2.1, 6zellik se¢imi yontemleri uygulanarak o6zellik uzayi sirasiyla 500, 1000, 2000,
3000, 4000, 5000, 6000‘c indirgenen 1150 haber veri kimesi Uzerinde yapilan MNB
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siniflandiricisinin elde ettigi siniflandirma dogruluklarini géstermektedir. Ayni islemler Tr31 veri
kiimesinde de yapilmis fakat bu veri kimesinin blytk boyutlu olmasindan dolayi 6zellik uzayinin
sirasiyla 500, 1000, 2000, 3000, 4000, 5000, 6000, 7000, 8000, 9000, 10000’e indirgenmistir.
Tablo 5.2.2.2’ da Tr31 veri kiimesi i¢in siniflandirma sonuglari yer almaktadir.

Her bir oOzellik sayisi icin elde edilen en yiksek siniflandirma sonuglari kalin yazilarak
belirginlestiriimistir. Buradan her bir 6zellik sayisi seviyesinde hangi metodun daha iyi calistigi

g6zlemlenebilir.

Tablo 5.2.2.1: 1150haber veri kiimesinin MNB siniflandirma dogrulugu

2

|6zellik]| (EAEBOS)  BK X

500 42.26 92.87 92.78
1000 68.00 93.91 93.65
2000 86.52 93.48 93.65
3000 92.70 94.00 93.91
4000 94.00 94.00 94.00
5000 93.74 93.91 93.91
6000 94.00 94.26 94.26

Tablo 6.2.2.2: tr31 veri kiimesinin MNB siniflandirma dogrulugu

2

|6zellik]| (EAEBOS)  BK X

500 81.55 90.51 93.42
1000 92.77 92.77 93.20
2000 96.12 94.07 93.85
3000 95.90 94.28 94.07
4000 95.90 94.39 94.39
5000 95.69 94.39 94.39
6000 95.36 94.39 94.39
7000 94.93 94.61 94.61
8000 94.93 94.71 94.71
9000 94.71 94.39 94.39
10000 94.71 94.61 94.61
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Tablolardaki basarim degerleri analiz edildiginde anlamsal 6zellik se¢cimi metodunun, Tlrkge veri
kiimesinde secilen 6zellik sayisi arttikca alinan dogruluk degerlerinin bazi durumlarda BK’ye
yaklastigi gérilmekle birlikte kullanilan ingilizce veri kiimesinde egitimsiz anlamsal ézellik segimi

metodunun oldukga iyi sonuglar verdigi gértlmektedir.

4.2.3 Egitimli Anlamsal Cekirdek (CMK)

Bu boélimde yeni sunulan egitimli anlamsal cekirdegin (CMK) destek vektdr makinelerinin
siniflandirma performansina etkisini dl¢ctik. Yaygin olarak destek vektor makineleri icin kullanilan
cekirdekler Linear cekirdekli destek vektdr makinesi, Polynomial c¢ekirdekli destek vektor
makinesi, radyal tabanh cekirdekli destek vektér makinesi (RBF) ve daha &6nce sunulan
tekrarlayan ylksek dereceli anlamsal c¢ekirdek (lterative Higher-Order Semantic Kernel =
IHOSK) (Altinel vd., 2014a) , yuksek dereceli anlamsal c¢ekirdek (Higher-Order Semantic Kernel
=HOSK) (Altinel vd., 2013) ile yeni sunulan egitimli anlamsal ¢ekirdekli destek vektor
makinesinin (CMK) siniflandirma dogruluklarini karsilastirdik. Bu boélumde kullanilan veri
kimeleri Imdb, Science, Politics, Religion, Comp ve mini-newsgroups’tur. Her bir egitim kiimesi
orani igin elde edilen en ylksek siniflandirma sonuglari kalin yazilarak belirginlestirilmistir.
Buradan her bir egitim kimesi oraninda hangi ¢ekirdegin destek vektdr makinelerinda daha

yuksek siniflandirma dogrulugu verdigini gézlemlenebilir.

Tablo 7.2.3.1: Science veri kiimesi igin siniflandirma dogrulugu

TS% Linear Polynomial RBF IHOSK HOTK CMK

5 71.44+4.3 45.65+3.23 49.16+3.78 84.15%2.87 76.63+2.67 64.51+4.86
10 77.97+3.73 55.77+4.73 51.72+4.64 90.37+0.81 82.47+2.02 82.19+3.58
30 86.73+1.32 70.34+2.43 59.1941.03 94.31+1.09 89.24+0.74 95.07%0.87
50 88.94+1.16 76.42+0.99 63.60+1.80 94.97+0.90 90.84+1.12 96.71+0.61
70 90.58+0.93 79.57+2.00 66.82+1.97 95.35+0.88 92.06+1.28 97.12%0.59
80 91.33+1.41 81.60+2.13 68.15+1.78 96.23+1.19 93.38+1.43 97.60%0.66
90 91.40+1.56 81.40+2.58 68.45+3.06 96.85+1.70 94.20+1.36 97.75%0.89
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Tablo 8.2.3.2: Imdb veri kiimesi i¢in siniflandirma dogrulugu

TS% Linear Polynomial RBF IHOSK HOTK CMK

5 76.85+1.31 69.2+18.31 57.1+28.93 76.98+1.14 74.2110.24 77.84%+2.99
10 82.99+1.76 64.56+1.64 63.65+2.69 82.55+2.32 82.23+0.42 84.51%1.45
30 85.57+1.65 74.65+1.62 72.86+1.76 87.16£1.64 85.63+1.69 90.54+0.65
50 88.46+1.89 80.65+0.89 78.06+1.47 89.40+1.91 87.20+0.33 92.30%0.59
70 89.93+1.18 81.13+0.83 80.44+0.78 91.31+0.87 90.41+0.55 93.23%0.7
80 90.65+1.09 84.76+0.34 81.07+0.4 92.38+1.43 91.37+0.98 93.4310.94
90 91.75+1.14 85.69+1.22 82.161£0.52 92.63+1.19 91.591+0.27 93.65%0.37

Tablo 9.2.3.3: Politics veri kiimesi igin siniflandirma dogrulugu

TS% Linear Polynomial RBF IHOSK HOTK CMK

5 79.01£2.65 56.69+6.79 55.74+6.43 82.27%4.60 80.72+1.56 65.80+3.99
10 84.69+1.24 62.45+6.67 65.33+3.96 88.61%2.10 84.89+2.15 78.50+6.05
30 92.04+1.06 83.30+4.57 80.34+4.05 93.61+1.08 88.31+1.22 95.03%0.70
50 93.73+0.57 89.43+2.03 87.95+2.18 93.55+3.58 90.29+0.79 96.43+0.58
70 94.55+1.21 91.02+1.50 87.84+1.79 93.241+3.08 90.15+1.15 95.82+0.62
80 94.03+0.91 90.77+1.50 88.5£1.12 95.30%£1.82 92.50+1.60 96.73+0.87
90 94.86+1.26 92.2+1.81 89.8+2.18 95.80+2.28 92.46+2.01 96.53%1.57

Tablo 10.2.3.4: Comp veri kiimesi igin siniflandirma dogrulugu

TS% Linear Polynomial RBF IHOSK HOTK CMK

5 56.75+4.72 37.23+3.57 35.26+6.16 68.12%1.04 60.22+3.00 55.97+5.01
10 65.45+2.77 44.36£3.07 41.11+551 72.71%0.43 66.70+1.14 70.21+3.88
30 75.38£2.12 60.90+3.00 48.16+x8.49 78.71+0.04 75.97+1.04 84.31%0.91
50 77.8911.60 64.6+2.18 51.23+5.88 82.18+1.13 78.68+0.71 85.0210.72
70 79.63+1.59 66.87+2.25 58.93+4.42 84.67+2.83 80.97+1.18 85.60%1.16
80 79.00£2.25 65.7+3.97 57.7+4.13 85.81%0.54 81.581+1.85 85.78+1.42
90 81.40+2.47 67.48+2.29 58.8+2.75 85.9610.69 81.32+1.46 86.00+2.32
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Tablo 11.2.3.5: Religion veri kiimesi i¢in siniflandirma dogrulugu

TS% Linear Polynomial RBF IHOSK HOTK CMK
5 74.73+2.47 52.52+7.38 60.39+8.04 77.73%2.47 65.33+1.70 58.98+7.21
10 80.98+2.69 66.98+4.57 73.01£3.42 81.19%1.92 72.10+1.95 71.39+7.57
30 83.87x0.78 77.10+x2.48 77.1+3.51 84.85+1.84 83.50+1.58 91.07%1.39
50 88.39+0.93 84.17+2.53 82.69+3.44 88.96+2.30 86.19+1.35 93.04+0.64
70 89.68+1.41 86.36+3.05 84.76+2.78 90.62+1.18 87.26+0.31 93.47%123
80 90.70+1.12 87.37+1.81 84.83+2.94 91.00£0.20 88.90+0.24 93.3711.68
90 91.65+1.63 89.33+2.29 85.13+3.30 91.70%£1.73 89.00+2.37 93.80%2.18

Tablo 12.2.3.6: Mini-newsgroup veri kiimesi i¢in siniflandirma dogrulugu

TS% Linear Polynomial RBF IHOSK HOTK CMK
5 52.3845.53 41.21+1.27 38.61+3.18 61.29%1.03 49.69+5.64 48.89+2.62
10 59.85+3.88 51.31+2.37 50.21+4.48 64.15+0.54 66.24+3.81 59.53+2.49
30 72.84+3.56 68.3313.23 66.33+4.13 75.5110.31 81.82%2.04 74.24+1.71
50 78.87+2.94 70.12+3.14 67.06+3.34 79.2410.31 85.54%1.20 79.65+1.64
70 80.05+1.96 75.80+2.66 70.40+1.26 79.7310.45 87.28+1.13 80.23%£1.58
80 82.63+1.36 76.83+1.20 71.83+2.10 83.05+0.58 88.15+1.58 83.5311.72
90 84.65+2.48 77.55t4.65 72.15+2.35 85.38%11.28 88.10+2.80 85.64+2.87

Tablolardaki bagarim degerleri analiz edildiginde Mini- newsgroup veri kimesi hari¢ genel olarak

diger tum veri kimelerinde destek vektér makineleri igin sunulan egitimli anlamsal ¢ekirdegin

(Class Meaning Kernel = CMK) literatlirdeki ve yaygin olarak kullanilan diger ¢ekirdekler ile daha

onceki bildirilerimizde sundugumuz anlamsal gekirdeklerden daha iyi siniflandirma sonucu

verdigini gorulmektedir.

4.2.4 Yan-Egitimli Anlamsal Cekirdek (CLUDM)

Deneyler 1150Haber (Amasyali ve Beken, 2009), Science, Politics ve Religion veri kimeleri
Uzerinde yapilarak Tablo 5.2.4.1,Tablo 5.2.4.2, Tablo 5.2.4.3 ve Tablo 5.2.4.4 teki dogru
siniflandirma basarim sonuglari elde edilmigtir. Deneyler esnasinda etiketli veri miktari ile

etiketsiz veri miktar farkli ylizdelerde alinmakta (1%, 5%, 10%, 30%, 50% ) ve her ylzde miktari
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icin gelisigtizel olarak olusturulmus farkl fold larda deneyler 10 kere tekrar edilerek bu 10

calisma sonucunun ortalamasi alinmaktadir.

Tablo 13.2.4.1: 1150 Haber veriseti Uzerindeki CLUDM Deney Sonuglan

Etiketli | Etiketsiz | Test | Bagarim
Veriseti | Veriseti | (%) | (%)

(%) (%)

1 79 20 | 38.9116.92
5 75 20 | 76.70+3.64
10 70 20 | 85.00+2.68
30 50 20 |90.48+1.32
50 30 20 | 94.17+1.49

Tablo 14.2.4.2: Science veriseti Uzerindeki CLUDM Deney Sonuglari

Etiketli | Etiketsiz | Test | Bagsarim
Veriseti | Veriseti | (%) | (%)

(%) (%)

1 79 20 42.15+7.69
5 75 20 67.7£11.72
10 70 20 87.7+4.17
30 50 20 95.43£1.12
50 30 20 96.5+0.81

Tablo 15.2.4.3: Politics veriseti Uzerindeki CLUDM Deney Sonuglari

Etiketli | Etiketsiz | Test | Bagarim
Veriseti | Veriseti | (%) | (%)

(%) (%)

1 79 20 54.9318.6
5 75 20 80.47+2.17
10 70 20 85+1.81
30 50 20 89.743.02
50 30 20 90.33+5.49

48



Tablo 16.2.4.4: Religion veriseti Uzerindeki CLUDM Deney Sonuglan

Etiketli | Etiketsiz | Test | Bagsarim
Veriseti | Veriseti | (%) | (%)

(%) (%)

1 79 20 40.47+4.21
5 75 20 74.3£3.43
10 70 20 81.37+3.19
30 50 20 91.8+1.83
50 30 20 94.8+1.01

Bu sonuglari literatirdeki diger vyari-egitimli algoritmalarla kiyaslanacak ve sonugclarin

iyilestiriimesi icin gcalisamalara devam edilecektir.

4.2.5 Agirliklandirimisg Yari-Egitimli Anlamsal Cekirdek (W-CLUDM)

Deneyler 1150Haber (Amasyali ve Beken, 2009) ve Science veri kiimeleri tzerinde yapilarak
Tablo 5.2.5.1 ve Tablo 5.2.5.2’deki dogru siniflandirma basarim sonuglari elde edilmistir.
Deneyler esnasinda etiketli veri miktari ile etiketsiz veri miktari farkh yuzdelerde alinmakta (1%,
5%, 10%, 30%, 50% ) ve her yuzde miktari igin gelisiglizel olarak olusturulmus farkh fold larda

deneyler 10 kere tekrar edilerek bu 10 ¢alisma sonucunun ortalamasi alinmaktadir.

Tablo 17.2.5.1: 1150 Haber veriseti Uzerindeki W-CLUDM Deney Sonuglar

Etiketli | Etiketsiz | Test | Bagarim
Veriseti | Veriseti | (%) | (%)

(%) (%)

1 79 20 31.78+3.81
5 75 20 60.5219.49
10 70 20 80.35+5.39
30 50 20 91.74+1.70
50 30 20 94.09+1.70
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Tablo 18.2.5.2: Science veriseti Uzerindeki W-CLUDM Deney Sonuglari

Etiketli | Etiketsiz | Test | Bagsarim
Veriseti | Veriseti | (%) | (%)

(%) (%)

1 79 20 | 41.2847.16
5 75 20 | 70.18%8.31
10 70 20 87.2044.31
30 50 20 | 95.43+1.12
50 30 20 | 95.9841.23

W-CLUDM’in deney sonuglari CLUDM in sonuglarindan ¢ok az farkla geride CLUDM tUzerinde

yogunlasarak sonugclarin iyilestiriimesi icin calisamalara devam edilecektir.

50



4.2.6 Anlamsal Ozelligine Gére Etiketlendiren Yari-Egitimli Anlamsal Gekirdek (ILBOM)

Deneyler 1150Haber (Amasyali ve Beken, 2009), Science, Politics ve Religion veri kimeleri
Uzerinde yapilarak Tablo 5.2.6.1,Tablo 5.2.6.2, Tablo 5.2.6.3 ve Tablo 5.2.6.4 teki dogru
siniflandirma basarim sonugclari elde edilmistir. Deneyler esnasinda etiketli veri miktar ile
etiketsiz veri miktar farkli ylizdelerde alinmakta (1%, 5%, 10%, 30%, 50% ) ve her ylzde miktari
icin gelisiglizel olarak olusturulmus farkl fold larda deneyler 10 kere tekrar edilerek bu 10

calisma sonucunun ortalamasi alinmaktadir.

Tablo 19.2.6.1: 1150 Haber veriseti Uzerindeki ILBOM Deney Sonuglari

Etiketli | Etiketsiz | Test | Bagarim
Veriseti | Veriseti | (%) | (%)

(%) (%)

1 79 20 54.9619.76
5 75 20 | 86.09+4.78
10 70 20 | 91.17+2.61
30 50 20 | 93.4810.77
50 30 20 | 94.65+1.52

Tablo 20.2.6.2: Science veriseti Uzerindeki ILBOM Deney Sonuglari

Etiketli | Etiketsiz | Test | Bagarim
Veriseti | Veriseti | (%) | (%)

(%) (%)

1 79 20 62.98+21.14
5 75 20 89.95+3.23
10 70 20 91.431£2.29
30 50 20 95.1+0.87
50 30 20 95.85+1.23
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Tablo 21.2.6.3: Politics veriseti Uzerindeki ILBOM Deney Sonuglari

Etiketli | Etiketsiz | Test | Bagsarim
Veriseti | Veriseti | (%) | (%)

(%) (%)

1 79 20 | 52.3747.43
5 75 20 | 88.53+3.4
10 70 20 92.23+1.59
30 50 20 | 94.87+1.22
50 30 20 | 95.27+1.26

Tablo 22.2.6.4: Religion veriseti Uzerindeki ILBOM Deney Sonuglari

Etiketli | Etiketsiz | Test | Bagsarim
Veriseti | Veriseti | (%) | (%)

(%) (%)

1 79 20 52.17+7.89
5 75 20 | 80.23%3.45
10 70 20 | 86.6+3.08
30 50 20 92.73+£1.18
50 30 20 | 94.27+1.39

Bu sonuclari literatlrdeki diger yari-egitimli algoritmalarla kiyaslanacak ve sonuglarin

iyilestiriimesi icin calismalara devam edilecektir.

5. TARTISMA VE DEGERLENDIRME
is Paketi 1: Problemlerin tanimlanmasini ve ihtiyag analizini igermektedir. Projenin akademik
olarak basarisinin arttirnlmasi ve ayni zamanda Ulke iginde ticari olarak uygulanabilirlik
potansiyelini arttirmak amaciyla Uzerinde calisabilecegimiz uygun ingilizce ve Tirkge veri
kimeleri belirlenmistir. Gergek hayattaki kisitlar ve amaglar g6z o6nune alinarak metin
siniflandirma alaninda karsilan problemlerin tanimlari yapilmistir. Gergek hayatta en 6nemli
problemlerden birisi egitimli algoritmalarin kullaniminda egitim islemi i¢in gerekli olan etiketli veri
kimelerinin hazirlanmasi iglemidir. Bunun sebebi etiketleme isleminin genellikle insanlar

tarafindan el ile yapilmasi ve bunun sonucunda bu islemin ¢ok vakit almasi ve maliyetli
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olmasidir. Yeni bir uygulama alanina gegcildiginde bu islem siniflandirma islemlerini
geciktirmektedir. Bu sebeple gelistirdigimiz algoritmalari sinadigimiz deney dizenlerinde egitim
kimesini duslikten baslayip arttiracak sekilde bir ayar olusturduk. Buna gore Uzerinde
calistigimiz veri kimeleri icin egitim kimesi ylzdesi sirasiyla %1, %5, %10, %30, %50, %70 ve
%90 olacak sekilde deney ortamlari hazirlanmistir. Gergek hayat uygulamalarinda veri
etiketleme islemi maliyetli oldugu ve zaman aldigi icin disuk egitim kiimesi ylzdelerinde daha iyi

performansla ¢alisan algoritmalar blylk avantaj saglayacaktir.

is Paketi 2: Literatir incelenmesini icermektedir. Bu paket baglaminda literatiir calismasi
projenin yazim asamasindaki literatir taramasi genisletilerek yapilan benzer c¢alismalar
incelenmistir. Bu calismanin amaci ise anlamsal metin madenciligi ydntemleri hakkindaki son
gelismeleri ortaya ¢ikartarak c¢alismamizin en glncel ve gelismis ydntemlerin Uzerine bina
edilmesi ve bunlarla kiyaslamayi saglamaktir. Sonugta anlamsal algoritmalar ile ilgili son
gelismeler ortaya konmus ve planladigimiz ydntem olan yiksek dereceli 6grenme cercevesi

kapsaminda kullanilacak yontemler ve algoritmalar daha kesin olarak belirlenmistir.

is Paketi 3: Anlamsal yumusatma yéntemlerinin teorik temellerinin gelistirilmesini icermektedir.
Bu baglamda proje baglangicindan bugline kadar olan sure icinde genel olarak bayes tabanli
siniflandiricilar 6zelde ise Naive Bayes (NB) siniflandirma algoritmasi igin yumusatma
(smoothing) algoritmalari Uzerinde ¢alistik. Bu baglamda ilk édnce dogal dil modelleme alaninda
kullanilan yumusatma ydntemleri belli sartlar altinda siniflandiricinin basarimi Gzerinde kayda
deger bir etkiye sahip olduguna dair 6n sonuglardan yola gikarak farkli yumusatma yontemleri ile
ilgili oldukga kapsamli ve ayrintili bir deneysel ¢alisma yaptik. Bu galisma binary ve multinomial
olay modellerini kullanan NB algoritmasinda yumusatma ydntemlerinin farkli egitim kumesi
seyrekligi sartlari altinda siniflandirma performansina (dogruluk) kayda deger bir etkisinin
oldugunu goésterdi. Bu sonu¢ NB algoritmasi i¢in anlamsal bir yumusatma ydnteminin
gelistiriimesinin basarili sonuglara erisebilecedi konusunda bizi ikna etti. Bu kapsamli deneysel
calisma proje bursiyerlerinden Zeynep Hilal Kilimci'nin ylksek lisans tezini olusturmustur
(Kilimci, 2013). Bu ¢alisma ayni zamanda gelistirilecek anlamsal yumusatma yontemi igin
kod/deney altyapisini da olusturmustur. Bunun yani sira i¢sel baglantilari, daha ayrintili olarak
ikinci dereceden birliktelik iligkilerini anlamsal iligkiler olarak kullanan ylksek dereceli 6grenme
cercevesinden yola c¢ikarak yiksek dereceli yumusatma (Higher-order smoothing) ydnteminin

teorik temelleri geligtiriimistir. Bu temel Gzerinden metinsel bir veri kiimesindeki i¢sel anlamsal
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iliskilerini ortaya cikartan, sinif kosullu kelime olasiliklarinin degerlerini kelimelerin anlamsal
birliktelik iliskilerinden faydalanarak hesaplayan 6zglin bir yontem gelistiriimistir. Higher-Order
Smoothing adini verdigimiz bu yumusatma yéntemi bu yayin ile dinyanin en saygin veri
madenciligi konferanslarindan olan |IEEE ICDM konferansinda sunulmus ve yayinlanmistir
(Poyraz vd., 2012). Bu calisma ayni zamanda proje bursiyerimiz Mitat Poyraz'in da ylksek
lisans tezini olusturmustur (Poyraz, 2013).

Proje kapsaminda planlanan harici anlamsal kaynaklari kullanan (vikipedi, wikipedia, ODP)
yontemler de es zamanli olarak, proje bursiyeri olarak desteklenen Mitat Poyraz ve bursiyer
olarak destekleyemedigimiz fakat projenin donanim olanaklarindan faydalanan yutksek lisans
dgrencimiz Dilara Torunoglu tarafindan gelistirimistir. Bu yéntemlerin 6zgiin tarafi, ingilizce igin
cesitli calismalar AP-GR-01 Gilncelleme Tarihi 15/8/2011 olmasina karsin Turkge igin érnegin
vikipediyi metin siniflandirma baglaminda kullanan ilk ¢alismalardan olmasidir. Bu ¢alismada
ulagilan sonuglar konferans bildirisi olarak sunulmustur (Poyraz vd., 2012). Yine ayni sekilde
Sentiment analizi konusu ile ilgili Griin yorumlarini igeren tweetlere yonelik ingilizce wikipedia'yi
anlamsal kaynak olarak kullanan bir yumusatma ydntemi gelistiriimis ve sonuclar konferans
bildirisi olarak sunulmustur (Torunoglu vd., 2013) . Bu ayni zamanda yuksek lisans 6grencimiz
Dilara Torunoglu'nun tezine temel teskil etmistir (Torunoglu, 2013). Kullanilan tweet veri
kimesinin blyukligu ve vikipedi veri kimelerinin buyukligunden dolayr bu c¢alismanin
tamamlanmasi ancak proje kapsaminda alinan 64 GB hafizali is istasyonu sayesinde mimkin

olabilmistir.

Is Paketi 4: Anlamsal yumusatma yéntemlerinin programlanmasini icermektedir. Bu baglamda
anlamsal yumusatma yontemleri farkli parametrelerin denenebilmesi igin parametrik bir yapida
nesne yonelimli bir gekilde Java programlama dili ile gelistiriimistir. Uygulama daha oOnce
metinsel veri madenciligi deneyleri igin gelistirdigimiz olduk¢a kapsamli ve yetenekli bir yazilim
cercevesi olan eski adi ile TM.Experimenter, yeni adi ile Turkuaz’a entegre edilmistir. Turkuaz
geligtiriimesi surmekte olan ve ileriki asamalarda bir makine 6grenmesi platformu olarak
yayinlayip agik kaynak kodlu olarak arastirmacilarin kullanimina ve gelistirmesine sunmayi
planladigimiz bir yapidir. Turkuaz nesne yonelimli tasarim prensipleri ve loC* gibi tasarim
desenleri kullanilarak java programlama dili ve WEKA kitliphanesi Uzerine gelistirilmistir.
Turkuaz yogun olarak S.O.L.I.D? prensipleri ve yazilim desenlerine (enterprise software design

patterns) bagh kalinarak gelistiriimistir. Temel olarak Turkuaz esnekligini ve guicini Chain of

! http://en.wikipedia.org/wiki/lnversion_of_control
2 http://en.wikipedia.org/wiki/SOLID_(object-oriented_design)
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Responsibility 3(CoR) deseninden ve kullanici dostu API yapisindan almaktadir. Turkuaz'da xml
tabanli deney yapilandirma dosyalari kullanarak bir metin siniflandirma deneyinin temel akisi
farkh veri 6n isleme ve egitim kiimesi secenekleri ve algoritma secgimleri ile deneyin genel isleyisi
kolaylikla ayarlanabilir. Turkuaz esas olarak Weka (Hall vd. 2009) Uzerine kurulu bir wrapper
cercevedir fakat WEKA kullanan veya kullanmayan veya farklh 3. parti kitliphaneleri kullanan
makine 6grenmesi algoritmalari bu c¢ergeveye kolaylikla eklenebilir. Turkuaz asagidaki sekilde

belirtilen uygulama bloklarindan olusmaktadir (Cakirman, 2013).
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Sekil 4.21: Turkuaz Gergevesi Tasarimi

ils Paketi 5: anlamsal yumusatma ydéntemlerinin test edilmesi ve degerlendiriimesini
icermektedir. Bu testlerin sonucunda elde edilen bulgular (Poyraz vd., 2012) yayininda
sunulmustur. Bunlari yani sira Naive Bayes i¢in tasarladigimiz ytksek dereceli iligkileri kullanan
anlamsal yumusatma ydntemlerini metinsel siniflandirma da en popltler olan Support Vector
Machines (SVM) algoritmalarinda uygulama ydnunde arastirma faaliyetlerine basladik. Bu
amagla ilk olarak dokiimanlar arasi yiksek dereceli iligkileri kullanan, SVM algoritmasi igin bir
anlamsal cekirdek gelistiriimesine ydnelik arastirma faaliyetleri yapilmis ve sonugclar uluslararasi
bir konferansta sunulmustur (Altinel vd., 2013) Bu bildiride dokimanlar arasi yuksek dereceli

anlamsal iligkileri kullanarak birinci dereceli geleneksel c¢ekirdeklere goére siniflandirma

3 http://en.wikipedia.org/wiki/Chain-of-responsibility _pattern
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performansini arttiran bir anlamsal bir ¢ekirdek gelistirme faaliyetlerinin sonuglari yayinlanmistir.
Bahsi gecen yayin proje ciktisi olarak ekte verilmistir. Bu ¢galismanin devami olarak daha dnce
dongusel olarak hem kelimeler, hem de dokimanlar arasi ylksek dereceli baglantilari kullanan
bir benzerlik hesaplama ydntemine (Bisson ve Hussain, 2008) dayanarak, yine SVM
siniflandirma algoritmasi icin metin siniflandirmaya yénelik olarak anlamsal bir c¢ekirdek
gelistirme c¢alismalari yapilmis ve sonuglar bir konferans bildirisi olarak konferansa
gonderilmigtir. (Altinel vd. 2014). SVM algoritmasina ylUksek dereceli iligkileri kullanan anlamsal

cekirdek gelistirme faaliyetlerimiz strda.

is Paketi 6: Anlamsal yari-egitimli algoritmalarinin teorik altyapisinin gelistirimesi is paketinde
daha 6nceki agsamalarda geligtirilen ve test edilen anlamsal yumusatma yodntemlerinin teorik
altyapisi etiketli verinin yani sira etiketsiz veriyi de kullanabilecek sekilde genellestirilmistir. Daha
Oonce egditimli (supervised) olarak gelistiriimis ylksek dereceli 6grenim c¢ercevesi sinif tabanli
calismaktadir. Literaturde yer alan 6zellikle Latent Semantic Indexing (LSI) tabanli yari-6grenimli
algoritmalara benzer sekilde egitim esnasinda etiketli verilerin yani sira etiketsiz verilerinde
katiimasiyla ylksek dereceli baglantilardan olasiliklari hesaplayan bir ydntem (zerinde

calismalar gerceklestirilmistir.

is Paketi 7: Anlamsal yari-egitimli algoritmalarinin programlanmasi: Is paketi 4'de ayrintili
anlatildigr gibi  WEKA tabanli Turkuaz c¢ergevesi iginde vyari-6grenimli siniflandirma
algoritmalarinin geligtirilmesi icin gerekli alt yapi saglandi. Bu alt yapi ayri dizinler altinda yer
alan metin dosyalarini okuyarak durma kelime listesi ayiklama, kok indirgeme, ve Ozellik segimi
gibi 6n isleme yontemleri uygulandi ve olusan dokiman terim matrisi ise girilen oranlara gbre n
defa rastgele etiketli egitim kimesi, etiketsiz kime ve test kimesi olmak Uzere 3 pargaya
ayirmakta ve bunlart WEKA’nin dosya formati olan arff formatinda diske yazmaktadir. Bu sayede
n-fold yapisinda, ayni deney kurulumu i¢inde sadece egitim kiimesi ve test kimesini kullanarak
egitimli siniflandirma algoritmalarini, egitim, etiketsiz ve test olmak Uzere 3 veri kimesini
kullanarak yari- egitimli algoritmalari c¢alistirip sonuglarini  kiyaslama olanagina sahip
olunmustur. Yari egitimli tipte en temel algoritmalar olarak (Nigam vd., 2000)’'un gelistirdigi NB ve
Expectation Maximization (EM) tabanl yari egitimli algoritma ve LSI ile K en yakin komsu
algoritmasi tabanli yari egitimli algoritmalar gelistirdigimiz algoritmalara kiyas teskil etmesi icin

programlanarak Turkuaz’'a entegre edilmistir.
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Is Paketi 9: Gelistirilen algoritmalarin zaman ve yer karmasiklarinin analizi ve iyilestirilmesi
islemlerini icermektedir. Bu amacla teorik ¢calismalara agirlik verilip algoritmalarin daha az hafiza
ile daha hizli galismasina yonelik arastirma faaliyetler yurttilmastir. Bu kapsamda bu dénem
icinde 6zellikle algoritmanin uygulanmasina yoénelik iyilestirmeler yapilmistir. HOS ydnteminde
ikinci dereceden yollarin sayillmasi matris ¢arpimlarina dayanan bir yéntem ile yapilmaktadir.
Java ile yazilan programimizda CERN’de gelistiriimis acik kaynak kodlu bir matris/lineer cebir
paketi olan COLT kullanilarak matris ¢arpimi iglemleri paralel hale getirilmis bdylece deneylerin
tamamlanma zamanlarinda ciddi bir tasarruf saglanmigtir. Ayrica SVM siniflandirma
algoritmasina anlamsal cekirdek gelistirme faaliyetlerinde dénemin baslarinda dosyaya yazip
daha sonra bu dosyayi kernel matrisi olarak kullanma yontemi yerine bu matrislerin programin
kendi igcerisinden parametre olarak geciriimesi ile de hem hafiza hem de performans agisindan

ciddi bir iyilestirme saglanmigtir.

is Paketi 10: Sonuclarin derlenerek akademik yayinlara ve tezlere dénistiirilmesi: Onceki
donemde gelistirilen Higher-Order Smoothing adli Naive Bayes smoothing algoritmasi gegen
dénem dunyanin en saygin veri madenciligi konferanslarindan olan IEEE ICDM konferansinda
sunulmasinin ardindan multinomial modellerinin gelistiriimesi ve kapsamli deneylerinin
tamamlanmasi ile bu dénem icinde SCI-Expanded indeksinde yer alan Journal Of Computer
Science and Technology dergisinden yayinlanmistir (Poyraz vd., 2014). Bu sekilde projemizin ilk
indeksli dergi yayini yapilmistir. Yiksek dereceli yumusatma (Higher-Order Smoothing) yéntemi
bu dénem iginde teorik ¢alismalarini yapip deneylerine basladigimiz yari-6grenimli siniflandirma
algoritmalari igin temel teskil etmektedir. Bunlarin yani sira anlamsal egitimli siniflandirma
algoritmalari gelistirme faaliyetleri kapsaminda Naive Bayes (NB) algoritmasi Uzerinde
yaptigimiz gelistirmelerle faaliyetleri ile kosut olarak yurattigimuz Support Vector Machines
(SVM) siniflandirma algoritmalari i¢in anlamsal yumusatma c¢ekirdekleri (semantic smoothing
kernels) gelistirme faaliyetleri kapsaminda gecen dénem yayinlanmaya kabul edilen “A Semantic
Kernel for Text Classification Based on Iterative-Higher—Order Relations between Words and
Documents” adli uluslararasi bildirimiz Haziran ayi basinda Polonya’da sunulmus ve ardindan
yayinlanmistir (Altinel vd., 2014) .Bu yayinda iteratif yiksek dereceli kelimeler arasi baglantilarin
yine yuksek dereceli belgeler arasi baglantilar ile hesaplandigi fakat karmasikligi yuksek olan ve
daha oOnce farkh algoritmalar icin onerilen bir yontem SVM’e anlamsal cekirdek olarak
uyarlanmistir. Bunun ardindan daha basit fakat yinede klasik gizgisel cekirdekten daha iyi

calisan, sadece terimler arasi yiksek dereceli baglantilari kullanan, Naive Bayes igin
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gelistirdigimiz anlamsal yumusatma yo6ntemine benzeyen yontem “A Simple Semantic Kernel
Approach for SVM using Higher-Order Paths” baslidi ile Haziran ayi sonunda Italya’da sunulmus
ve yayinlanmistir (Altinel vd. 2014). Yine bu dénem icinde daha farkh bir yaklagimla yeni bir
anlamsal algoritma gelistirme faaliyetleri yuratalmuastir. Goérintl islemede insan algisi ile ilgili
Gestalt teorisine ve Helmholtz prensibine dayanan ve kelimelerin anlam degerini hesaplayan,
daha o6nce bilgi ¢ikarimi, metin 6zetleme ve hizli degisim tespiti alanlarinda kullanilan bir
yontemle anlamsal metin madenciligi algoritmalari gelistirdik. ik etapta bu ydntemi metin
madenciligi 6nisleme asamalarindan olan 6zellik se¢imi icin kullandik. Burada gelistirdigimiz
egitimsiz (unsupervised) dokiman tabanli 6zellik secimi ydntemi ELECO ulusal konferansinda
sunulmak igin kabul almistir (Tutkan vd., 2014a) . Bir sonraki asamada ise egitimli (supervised),
sinif tabanh 6zellik secim algoritmasi gelistiriimis ve ASYU ulusal konferansinda sunulmak Gzere
kabul almistir (Tutkan vd. 2014b) . Kelimelerin sinif tabanli anlam degerlerinden yola ¢ikarak
kelimeler arasi anlamsal iligkileri hesaplayan, SVM algoritmasi i¢cin daha 6nce gelistirdigimiz
yuksek dereceli anlamsal yumusatma c¢ekirdekleri benzeri yeni bir anlamsal yumusatma
cekirdegdi gelistiriimekte olup dn sonuglar Gmit vaat etmektedir. Bu sinif bilgisini de dolayli olarak
icermesi sebebiyle ilgi c¢ekici bir yaklasimdir. Bu yaklasimi kullanan anlamsal c¢ekirdek
yaklagimimiz “A corpus-based semantic kernel for text classification by using meaning values of
terms” adiyla SCI-Exp bir dergide yayinlanmistir. Son olarak ylksek dereceli baglantilari
kullanan yuksek dereceli yumugsatma yonteminden yola c¢ikarak gelistirdigimiz NB tabanli yari-
egitimli algoritmamizin da deneylerinde basarii  sonuglar alinmigtir ve yayinlanma

asamasindadir.
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6. SONUCLAR

Proje plani genel olarak iki asamadan olusmaktadir. ilk asama i¢sel baglantilari kullanarak
anlamsal yéntemlerinin gelistiriimesini ikinci asama ise bu temel lzerine anlamsal yari- egitimli
metin siniflandirma algoritmalarinin gelistiriimesini hedeflenmisti. Proje planinda ilk alti aylk
dénemde 1. is paketi bitiriimis, 2. is paketinin projenin ilk kismi ile ilgili kisimlari tamamlanmis ve
3. is paketine baslanmistir. ikinci alti aylik dénemde ise dnceki dénemde baslanmis olan ve
biiyiik élciide ilk dSnemde tamamlanmis olan 3. is paketi “Anlamsal yumusatma ydntemlerinin
teorik temellerinin gelistiriimesi”, faaliyetleri kapatiimistir. Bunun yani sira is paketleri 4, 5, ve 9a
baslanarak bu faaliyetler de tamamlanmistir. Uglincii alti aylik dénemde ise 6. is paketine
baglanarak tamamlanmis, 7. is paketi ve 10. is paketinde énemli ilerlemeler kaydedilerek

tamamlanmistir.

Proje sonunda ¢ikan yayinlar ve tezler asagida agiklanmigtir.

6.1 Proje Kapsaminda Tamamlanan Yiuksek Lisans Tezleri

1. Cakirman E., Sentiment Analysis on Turkish Product Reviews, Yiksek Lisans Tezi,
Dogus Universitesi, 2013

2. Kilimci Z.H. ,Empirical Comparison of Naive Bayes Event Models and Smoothing
Methods For Text Classification, Yiksek Lisans Tezi, Dogus Univeristesi, 2013

3. Poyraz M., Higher-Order Semantic Smoothing For Text Classification, Yiksek Lisans
Tezi, Dogus Universitesi, 2013

4. Torunoglu D., Wikipedia Based Semantic Smoothing for Twitter Sentiment Classification.
Yiksek Lisans Tezi, Dogus Universitesi, 2013.

5. Tutkan M., Meaning Based Feature Selection Methods For Text Classification, YUksek

Lisans Tezi, Dogus Universitesi, 2015

6.2 Proje Kapsaminda Yapilan Yayinlar
a. Makaleler :
1. Poyraz, M., Kilimci, Z.H., Ganiz, M.C. (2014). Higher-Order Smoothing: A Novel
Semantic Smoothing Method for Text Classification. Journal Of Computer Science and
Technology , Vol.29, No.3, 2014, pp.376-391 (SCI-Exp)
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. Altinel, B., Ganiz, M.C., Diri, B., (2015) A Corpus-Based Semantic Kernel for Text Classi-

fication by using Meaning Values of Terms. Engineering Applications of Artificial
Intelligence, Vol. 43, pp. 54-66 (SCI-Exp)

. Altinel, B., Diri, B., Ganiz, M.C. (Génderildi: 2015) A novel semantic smoothing kernel for

text classification with class-based weighting. Knowledge Based Systems. (SCI-Exp)
Tutkan M., Ganiz MC., Akyokus S., (Gonderildi: 2015) Helmholtz Principle based
Supervised and Unsupervised Feature Selection Methods for Text Mining. Information
Processing and Management. (SCI-Exp)
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8. Tutkan, M., Ganiz, M.C., Akyokus, S.(2014). Metin Siniflandirma icin Yeni Bir Egitimsiz
Anlamsal Ozellik Secimi Yéntemi. ELECO 2014 (Elektrik - Elektronik, Bilgisayar ve
Biyomedikal Mihendisligi Sempozyumu), 27-29 Kasim 2014, Bursa, Turkiye.

6.3 Diger Proje Ciktilar
Universite c¢ikish teknoloji girisim (Spinn-off) Sirket : VeriUs Teknoloji Ltd.Sti.

Uluslararasi Odiil : Best Paper of Machine Learning Track

Sonraki donemlerde gelistirilen 6grenimli (supervised) anlamsal siniflandirma algoritmalarinin
yari 6grenimli (semi-supervised) hale getiriimesine yonelik ¢alismalar sonlandirilarak yéntem ve
sonuglarin yayinlara doénustirilmesine yonelik faaliyetlere agirlik verilmistir. Naive Bayes yani
sira Ozellikle SVM’e yonelik gelistirme calismalarimiza devam edilmis, bu ddénem icinde
calismaya basladigimiz kelimelerin anlam degeri hesaplamasina dayanan yontemler Uzerinde
calismaya devam edilerek indeksli dergilere makaleler gdnderilmistir. Ayrica ilerleyen
asamalarda 6zellikle sinif tabanh ydntem Gzerinde performans iyilestirmeleri yapiimis olup bu
konuda bir makale hazirhgr devam etmektedir. Yeni bir anlamsal yumusatma c¢ekirdegdi
geligtiriimekte olup bu konu ile de makalemiz kabul edilmistir. Ylksek dereceli baglantilari
kullanan yuksek dereceli yumusatma yonteminden yola c¢ikarak gelistirdigimiz Naive Bayes

tabanl yari-egitimli algoritmamizin da yayin hazirlama faaliyetlerimiz devam etmektedir.

Proje slresince hazirlanan ve yayinlanan 2 indeksli makale ve 8 bildiri, gdnderilen inceleme

asamasinda olan makaleler internetten ve yuritlcinin web sayfasindan erisilebilir.
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