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The use of Global Positioning Systems (GPS) and/or accelerometers to identify 

trips and transportation modes such as walking, running, bicycling or motorized 

transportation has been an active goal in multiple disciplines such as Transportation 

Engineering, Computer Science, Informatics and Public Health.  The purpose of this 

study was to review existing methods that determined trip and travel mode from raw 

Global Positioning System (GPS) and accelerometer data, and test a select group of 

these methods.  The study had three specific aims: (1) Create a systematic review of 

existing literature that explored various methods for determining trip and travel mode 

from GPS and/or accelerometer data, (2) Collect a convenience sample of subjects who 

were assigned a GPS and accelerometer unit to wear while performing and logging 

travel bouts consisting of walking, running, bicycling and driving, (3) Replicate selected 

method designs extracted from the systematic review (aim 1) and use subject data (aim 

2) to compare the methods.  The results were be used to examine which methods are 

effective for various modes of travel. 

Jeffrey S. Wilson, Ph.D., Chair  
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INTRODUCTION 

The Global Positioning System (GPS) uses a constellation of satellites through which the 

position of a ground receiver can be attained.   GPS has been utilized in many studies to track 

where, when and how subjects use their time (Mavoa et al. 2011). The ground receiver can be a 

handheld GPS unit in the form of a small, pocket‐sized device or a smartphone that includes a 

GPS chipset.  Some handheld GPS units can offer greater accuracy than a smartphone but can 

take 30 seconds or more to acquire the necessary satellite signals (known as a cold‐start) while a 

smartphone is able to utilize wireless networks and cellular towers, albeit with less accuracy 

than a stand‐alone GPS unit, avoiding the impact created by cold‐starts (Zandbergen and 

Barbeau 2011). 

Accelerometers measure intensity of movement and have been used in health studies 

to estimate physical activity (Cooper et al. 2010, Shay et al. 2009, Pober et al. 2006).  Many 

studies utilize both GPS and accelerometer devices for various purposes (Oliver et al. 2010, 

Troped et al. 2008).  The most basic structure of studies involving GPS and/or accelerometers is 

movement beginning with whether a subject is stationary (static) or whether that subject is in 

motion.  Most studies classify movement over a specific distance and/or time to when 

movement ends as a trip (Chung and Shalaby 2005, Bohte and Maat 2009).  A trip has no 

standard and exact definition varies by study.  Gong, et al defines a trip as periods of movement 

in between two periods of “dwell time” that meet a set time threshold (Gong et al. 2012).  

Bohte, et al states that defining a trip is dependent on the travel mode itself (Bohte et al. 2009). 

The use of GPS and accelerometers to identify trips and transportation modes such as 

walking, running, bicycling or motorized transportation has been a goal in multiple disciplines 

such as transportation engineering, computer science, informatics and public health (Stopher et 

al. 2008, Reddy et al. 2008, Cho, Rodriguez and Evenson 2011).  Determining travel mode is 
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important to these disciplines for varying reasons.   Transportation engineers seek to use trip 

and travel mode data in order to create multi‐modal planning models (Quddus, Noland and 

Ochieng 2006) .  Public health researchers focus on trip and travel mode to understand physical 

activity practices and trip purposes (e.g. destinations) (Troped et al. 2010, Duncan, Badland and 

Mummery 2009).  The fields of Computer Science and Informatics have sought methods to 

determine travel mode and trip for use with portable devices such as smart phones to 

personalize user experience by offering location‐based services that relate to user’s spatial 

context (Abe et al. 2009). 

 Traditional methods to determine transportation mode in study subjects used travel 

diaries in which subjects would record when a trip began, ended and the transportation mode 

used in order to validate GPS and accelerometer data.  Travel diaries have been used in both a 

paper format and web‐based digital reporting (Stopher, Fitzgerald and Xu 2007).  Travel diaries 

are subject to many shortcomings such as disagreement between reported mode and actual 

mode (Stopher et al. 2007, Wolf et al. 2001b).  This disagreement often occurs due to reporting 

fatigue or omission on the part of the study participants (Wolf, Guensler and Bachman 2001a). 

Methods have been developed to estimate trips and travel mode using GPS or a 

combination of GPS and accelerometers without travel diaries (referred to as “passive”) 

(Stopher et al. 2008, Gonzalez et al. 2009, Byon, Abdulhai and Shalaby 2009, Wu et al. 2011).    

The ability to process GPS and/or accelerometer date into trips identified by travel mode is a 

consistent goal across disciplines.  The varying goals between disciplines, however, have led to 

limited interaction between disciplines regarding travel mode determination. 

This study conducted a systematic review of existing trip and travel mode determination 

methods in order to identify methods that could be replicated.  A convenience sample of X 

college students was recruited to wear a GPS and accelerometer unit while performing four 
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different kinds of travel activities: walking, running, bicycling and driving.  Data collected from 

the subjects was processed through existing methods found in the systematic review and the 

results were reported in order to compare methods. 
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BACKGROUND 

Systematic Review 

Search Strategy 

A systematic review was conducted to identify existing methods to passively detect both 

trips and travel mode using GPS only, accelerometer only or a combination of both.  The 

following eight databases were searched: EBSCO, IEEE Xplore, PubMed, ACM Digital Library, 

ProQuest Central, OVID, Web of Science and Google Scholar.  All databases were searched from 

January 1st, 2000 to September 6th, 2012.  Search terms used included: (travel OR transit OR 

activity OR transportation OR trip*) AND (mode OR survey OR detection) AND (GPS or Global 

Positioning System or accelerometer.)  Searches were limited to published journal articles, 

dissertations and theses.  Bibliographies of relevant articles were reviewed to extract 

appropriate articles not found by the initial search. 

Inclusion Criteria 

To meet inclusion criteria, studies needed to utilize a GPS unit (stand‐alone or as a 

component of a cellular phone) and/or an accelerometer unit to infer trips and mode by trip for 

study subjects.  The specific purpose for determining trips and travel mode by trip varied by 

study and was not used as an exclusionary criterion.  Studies could assess trip and mode for 

multiple modes or for a single mode.  Included studies used subject logs to validate the study’s 

travel mode assessment.   

Articles were examined for specific details regarding methods for trip and mode 

detection as well as evaluation reporting.  In order for a paper to be included, specific steps for 

implementing the mode/trip detection process.  A convenience sample of three methods found 

in these papers were selected for future use. 
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Resulting articles were categorized based on the number of discipline(s) represented by 

the authors in each study.  Studies were then characterized based on the technology used (e.g. 

GPS and/or accelerometer; stand‐alone GPS or phone), the number of subjects. 
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Results 

Literature Search Results 

EBSCO, IEEE Xplore, PubMed, ACM Digital Library, ProQuest Central, OVID and Web of 

Science returned a total of 552 articles while Google Scholar returned a total of 13,459 articles. 

The 552 articles were reviewed by title and abstract to eliminate articles that did not address 

trip and/or travel mode inference.  The first 200 articles returned by Google Scholar, based on 

how Google returns the results, were examined under the same criteria.  A total of 49 articles 

from the 752 candidate articles were extracted after review either from the articles themselves 

or article bibliographies.  Out of the 49 articles there were 17 that met inclusion criteria.  

Excluded articles included those did not present a method designed to infer transportation 

mode or the methods were not tested.  Any article that presented a method but did not meet 

full criteria was included in this paper’s bibliography as some were utilized in included studies  

(Schüssler and Axhausen 2008, Stopher et al. 2008). 

The included articles shared few interdisciplinary relationships based on the self‐

reported discipline of the authors.  Articles including public health and urban planning coauthors 

were the most frequent with 4 articles in total (see Figure 1.) Other noticeable differences were 

a focus in Computer Science/Informatics and some engineers on mobile and real‐time solutions 

for transportation inference of GPS data.  Articles authored by traffic engineers concentrated 

primarily on developing methods to replace travel diaries in transit studies and primarily 

focused on vehicular travel.  Some computer science articles on trip and travel mode detection 

focused on relationships with health but did include co‐authors from health or medical 

disciplines. 
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Figure 1 Venn Diagram of Disciplines from Included Articles 

Characteristics 

Seven studies used stand‐alone GPS units, 2 used stand‐alone GPS and accelerometer 

units and 8 used mobile phones.  Travel mode classifications used included Walking (17), Car 

(13), Bicycle (8), Bus (7), Static (6), Rail/Train (4), Run (2), Subway (2), Inline Skating (1), Streetcar 

(1) and a general classification for urban transit (1).  Most studies concentrated on 3 or more 

mode classifications while two studies focused on only walking trips (Cho et al. 2011, Rodriguez 

et al. 2012). 
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Table 1 Included Studies 

Lead Author Year Title Author Discipline(s) Device(s)
Focus (e.g. all modes, 

driving)

Anderson et al. 2007

Shakra: tracking and 
sharing daily activity 

levels with unaugmented 
mobile phones

Computer Science Mobile Car, Walk, Static

Bohte et al. 2009

Deriving and validating trip 
purposes and travel 

modes for multi-day GPS-
based

travel surveys: A large-
scale application in the 

Netherlands.

Transportation 
Engineering

GPS
Car, Bicycle, Walk, 

Train, Bus

Byon et al. 2009

Real-TimeReal-Time 
Transportation Mode 

Detection via Tracking 
Global Positioning 

System Mobile Devices

Civil Engineering Mobile
Car, Walk, Streetcar, 

Bus

Chao et al. 2010

Identifying travel mode 
from GPS trajectories 
through fuzzy pattern 

recognition

Geographic Information 
Science

GPS
Walk, Bicycle, Bus, 

Rail

Chung et al. 2005
A Trip Reconstruction 
Tool for GPS-based 

Personal Travel Surveys

Transportation 
Engineering

GPS
Car, Bicycle, Walk, 

Transit

Cho et al. 2011
Identifying Walking Trips 

Using GPS Data
Public Health /         
Urban Planning

GPS Walk

Gong et al. 2012
A GPS/GIS method for 
travel mode detection

GIS /              
Engineering

GPS
Walk, Subway, Rail, 

Car, Bus

Gonzalez et al. 2009
Automating mode 
detection for travel 

behaviour

Transportation /  
Computer Science

Mobile Car, Walk, Bus

Reddy et al. 2008

Using Mobile Phones to 
Determinine 

Transportation Mode on 
Phone

Electrical Engineering Mobile
Car, Walk, Run, 
Bicycle, Static

Rodriguez et al. 2012

Identifying Walking Trips 
From GPS and 

Accelerometer Data in 
Adolescent Females

Public Health / Urban 
Planning

GPS & Accelerometer Walk

Sohn et al. 2006
Mobility Detection Using 
Everyday GSM Traces

Computer Science Mobile Car, Walk, Static

Stenneth et al. 2011

Transportation Mode 
Detection using Mobile 

Phones and GIS 
Information

Computer Science Mobile
Car, Bicycle, Walk, 
Train, Bus, Static

Troped et al. 2008

Prediction of Activity 
Mode with Global 

Positioning System And 
Accelerometer Data

Public Health /         
Urban Planning

GPS & Accelerometer
Car, Walk, Run, 

Bicycle, In-line Skating

Wang, S. et al. 2010
Accelerometer based 

mode detection on 
phones

Computer Science Mobile
Car, Walk, Bicycle, 
Bus, Subway, Static

Wu et al. 2011

Automated time activity 
classification based on 

global positioning system 
(GPS) tracking data

Public Health /         
Urban Planning

GPS Car, Walk, Static

Zhang et al. 2011

Path2Go: Context-Aware 
Services for Mobile Real-
Time MultiModal Traveler 

Information

Transportation 
Engineering

Mobile
Car, Bus, Rail, Walk, 

static

Zheng et al. 2010

Understanding 
transportation modes 

based on GPS data for 
web applications

Computer Science GPS
Car, Bus, Walk, 

Bicycle
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Table 2 Accuracy of Mode Estimation 
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Sample size ranged from 1 participant performing several types of predetermined trips in a day 

(Chung and Shalaby 2005) to over a thousand participants performing their normal commuting 

routine for a week but with most using 50 or less (Bohte and Maat 2009).  Almost all subject 

cohorts were convenience samples with most studies recruiting from university students or 

employees (Gi‐Hyoug et al, 2011) while a few were recruited or extracted from government 

surveys (Bohte and Maat 2009)  Age range for participants was seldom reported in detail 

although one study focused on adolescent females (Rodriguez et al. 2012).  Subjects aged 65 or 

older were underrepresented and, for those studies that reported age ranges of participants, 

the youngest age was X (Troped et al. 2008, Bohte and Maat 2009).    

Most methods require some type of geographic information system for spatially 

processing GPS data points be it for map matching algorithms or manual assessment (Gong et al. 

2012, Stenneth et al. 2011). Utilized methods employed a rule‐based system (Bohte and Maat 

2009), some form of machine learning (such as a Naïve Bayes) (Gonzalez et al. 2009) or a 

combination of both (Zhang et al. 2011).  Systems such as Path2Go (Zhang et al. 2011), Shakra 

(Anderson et al. 2007) and Trac‐IT (Gonzalez et al. 2009) attempted to determine transportation 

mode in real‐time on a smart‐phone.  All other studies used methods to transportation mode by 

trip after data collection had occurred.   

Reported results were usually presented via precision and recall tables (Reddy et al. 

2010) while others reported results in a confusion matrix or other table (Chung and Shalaby 

2005, Gong et al. 2012, Troped et al. 2008, Xu et al. 2010).   

Selected Methods Examined 

Bohte et al. (Bohte and Maat 2009) used the largest subject sample (n = 1104) from 

three municipalities in the Netherlands.  This study was focused on improving information about 

commuter habits for policy decisions.  Subjects were recruited from respondents to a previous 
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internet survey.  Subjects carried a GPS logger for one week.  Collected data was placed into a 

RDBMS with spatial capabilities (PostgreSQL/PostGIS.)  GPS points less than 10 meters apart 

from the previous GPS point were removed.  Trip end was defined as when GPS points remained 

in a particular location for 3 minutes or more with a trip beginning defined as when the next GPS 

point was 10 meters or more away from the previous point.  This method used GIS data to 

assign trip purposes (13 categories) and for map matching in order to facilitate better mode 

matching such as when GPS points occurred along a train line.  The rules used followed a 

decision path: (1) Remove unreliable GPS points and divide points in trips, (2) Set category of 

trip, (3) Set modality of trip and (4) Merge and add train trips.  Subjects would then review trips, 

purpose and mode through a web‐based interface to validate the method.  Rule‐based 

assignment of trip purpose failed to match the correct subject‐identified trip purpose for most 

categories (e.g. work, recreation.)  Correct mode identification was most effective for car, 

bicycle and foot (75%, 72% and 68%) while ineffective for train or bus/tram/metro (34% and 

0%.) 

Gong et al. (Gong et al. 2012) also used a rule‐based method but focused on detecting 

travel mode in New York City.  Like Bohte et al., this study is focused on improving detection of 

transportation mode for planning purposes.  This study is unique in that methods were 

developed in a city with a population density of 10,000 per square kilometer.  A total of 49 

subject datasets were used from 63 subjects gathered through two separate surveys.  Fourteen 

subject datasets were excluded for incomplete diaries, poor GPS data or erroneous diaries.  

Volunteers carried a handheld GPS logger for five consecutive weekdays and completed a travel 

diary for one of the five days.  A rule based algorithm was developed using Visual Basic for 

Applications (VBA) requiring ArcGIS 9.3 or after with the Network Analyst Extension.  Trip ends 
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were defined as the earliest point in a point cluster.  Point clusters were defined as points that 

were within 50 meters of each other for greater than 200 seconds.  A trip began with the next 

point that was not contained within the aforementioned point cluster.  The algorithm steps 

were as follows: (1) Prepare GPS table, (2) Divide GPS data into trips, (3) Divide trips into trip 

segments and (4) Detect mode.  The authors acknowledge the significant challenge that the 

urban canyon effect can hold in NYC.  Urban canyon effect is created when tall buildings 

interfere with radio signals from GPS satellites.  Walking trips were correctly identified 182 out 

of 197 times with 11 trips identified as a car trip and 4 as a bus trip.  Thirty‐seven out of 44 car 

trips were correctly identified with 2 trips incorrectly categorized as walking and 5 trips as bus.  

Subway and bus trips were not as effectively identified (65.6% and 62.5% correct) with the 

majority of incorrect identifications labeled as unknown or car trips. 

Gonzalez et al. (Gonzalez et al. 2009) utilized the TRAC‐IT program developed by the 

Center for Urban Transportation Research and the Department of Computer Science and 

Figure 2 Keyword Cloud 
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Engineering at the University of South Florida.  TRAC‐IT is installed on smart‐phones and is 

designed to transfer GPS data to a server in real‐time.  This study did not report the number of 

subjects but instead reported the number of trips taken (n = 114) which were performed by an 

unknown number of research staff.  The trip modes were known: 38 car, 38 bus and 38 walking 

trips.  Trips were manually identified.  This study used two datasets, one that included all 

collected GPS points and another that used the “critical point” algorithm.  This algorithm retains 

only those GPS points that indicate a change in direction.  Conceptually, this method retains the 

vertices associated with path creation during a trip.  If a user was moving in a straight line then 

only the end vertices of that line were retained.  The study used a type of neural network called 

a multilayer perceptron (a perceptron being a type of algorithm for supervised classification)  to 

automatically assign travel mode to trip.  Variables from the dataset of all GPS points were: (1) 

average speed, (2) maximum speed, (3) estimated horizontal accuracy uncertainty, (4) percent 

of points determined by cellular network, (5) standard deviation of distances between stop 

locations and (6) average dwell time.  Classifiers for the “critical point” dataset used (1) average 

acceleration, (2) maximum acceleration, (3) average speed, (4) maximum speed, (5) ratio of 

critical points over total trip distance, (6) ratio of critical points over total trip time, (7) total 

distance and (8) average distance between critical points.  The multi‐layer perceptron was 

trained and tested in Weka, software designed for machine learning, using 10‐fold cross‐

validation. (Hall et al. 2009) Using critical points proved the most effective as all GPS points can 

provide too much noise to the multi‐layer perceptron.  Additionally, this study showed that one 

can over‐train a neural network which leads to model over‐fit.  Only accuracy was reported (see 

Table 1). 

Wu et al. (Wu et al. 2011) developed both a rule‐based approach and a machine 

learning approach (decision tree) simultaneously.  47 volunteers were recruited from two 
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sources in the Los Angeles metropolitan area.  The authors’ interest was in developing methods 

to determine transportation mode to study people’s exposure to air pollutants.  Participants 

used handheld GPS loggers for varying amounts of time (all >= 2 days.)  The rule based method 

used R and PostgreSQL to classify mode.  First, static clusters were identified as all points in a 

minimum of one minute that had a speed < 3 km/h.  A robust rule set was used to determine 

trip by one of the following rules: (1) Points with speed > 15 km/h, (2) a maximum of five 

sequential points bounded by two moving points identified by rule 1, (3) minimum of six 

continuous points with speed > 2.5 km/h, (4) points within 10 meters of a roadway but more 

than 25 meters of the center of any static cluster, (5) all other untagged points with speed > 10 

km/h.  Periods of movement were further refined then classified as indoor, outdoor static, 

outdoor walking or in‐vehicle travel.  The decision tree approach utilized R and Weka to classify 

transportation modes.  Variables used were: (1) acceleration rate, (2) speed, (3) distance 

difference and (4) distance ratio.  Overall, performance was similar in both models.  Both 

models were efficient in correctly classifying vehicle trips and indoor points but were 

inconsistent in identifying outdoor static and walking trips. 

Discussion 

Methods have been developed to determine trip and/or transportation mode but no 

“gold standard” exists (Wu et al. 2011).   The 17 studies reviewed had some overlap but little 

agreement exists between methods.  Gi‐Hyoug, et al. states that a walking trip occurs between 

time gaps of three minutes or more, must last five minutes or more and have a speed between 

two and eight km/h whereas Gong, et al. assigns a walking trip between time gaps of two 

minutes or more, must last one minute or more and have a speed less than 15 km/h.  Gonzalez 

et al. claims their trained neural network can determine walking trips 100% of the time and car 
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trips 92.11% of the time while Byon, et al. claimed their trained neural network was 92% during 

“rush hour” (4 P.M. to 7 P.M.) but dropped to 66% if used during other times. 

Most articles show homogeneity of disciplines among the authors.  This has resulted in 

non‐standard language about the same topic.  Transportation mode, travel mode, activity mode, 

travel behavior and other phrases describe the same idea but in different fields and for different 

purposes (see Figure 2.)  Developing a “gold standard” requires the development of 

standardized language used across disciplines. 

No study examined focused on multiple age ranges and/or geographies.  The absence of 

studies across age groups leaves an assumption that a 20 year old has the same physical activity 

signature as a 70 year old.  Although possibly true in reference to a car, this is most likely 

incorrect with respect to walking, bicycling and running.  A study conducted in New York City 

reported different complications and classifiers than a study conducted in a smaller metro or 

rural area resulting from the number of travel mode choices (e.g. subway, commuter train, bus, 

etc.) and the density of travel routes (Gong et al. 2012). 

Rule‐based and machine learning approaches demonstrate specific strengths and 

weaknesses.  Rule‐based models can be robust but resource heavy.  A properly trained machine 

learning model can be fast and accurate in determination but an inappropriate training set 

and/or classifiers can lead to a model that struggles to distinguish between subtle differences in 

travel modes.  Machine learning methods examined in this review did not determine trip, which 

puts the burden of manual classification on the investigator.    

Using handheld GPS, accelerometers or smart phones presents different challenges.  

Handheld GPS can be more accurate and battery efficient than a smart phone if a proper signal 

is achieved.  However, a handheld GPS cannot rely on a wireless signal or cellular network in the 

absence of a proper signal nor can it transmit data as easily.  An accelerometer is an excellent 
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tool for characterizing motion but is not optimal for mode detection in comparison to GPS.  A 

smart phone, however, features both elements.  It is likely that smart phones will eventually be 

as powerful as any handheld GPS unit.  This makes smart phones, along with their 

accelerometer feature, a likely candidate for trip and mode detection in the future. 
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METHODS 

Data Collection 

Participants 

A convenience sample of 12 adults was recruited to perform specific travel modes while 

wearing a GPS and accelerometer unit.  Inclusion criteria for subjects required they be currently 

enrolled students at Indiana University‐Purdue University at Indianapolis (IUPUI), own a car, 

own a bicycle and capable of performing moderate physical activity.  Subjects were recruited 

from various classes during the fall 2012 semester with permission from the presiding professor 

or instructor.  All subjects were assigned a de‐identified ID number for data collection.  

Demographic data was not collected from participants.  Subjects were able to opt out at any 

time. 

Protocol 

Subjects were assigned a GPS unit (GlobalSat BT‐335 Receiver) and an accelerometer 

(GoSmart HJ‐151) in order to test travel mode detection algorithms.  The GPS unit was set to 

collect location information every second while the accelerometer collected data in 1‐min 

epochs.  Subjects were asked to perform four bouts of walking, running, bicycling and driving 

within a two‐month window.  A bout was defined as a continuous performance of a given mode 

for a minimum of 15 minutes and a minimum distance of half a mile.  Subjects were instructed 

to turn on the GPS device at least one minute prior to trip bout in order to avoid a “cold start”, 

where the GPS requires a certain amount of time to acquire the appropriate number of satellite 

signals.  Participants were asked to turn off the GPS device after completion of a bout to save 

memory space and battery power.  The accelerometer was left on at all times.   

Subjects maintained a paper travel log through which they reported trip start and stop 

times as well as travel mode used.  Students received a $50 VISA gift card upon returning the 
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devices and travel log.  Both GPS and accelerometer data were uploaded to a secured server as 

comma delimited files (csv) identified by subject ID.  Travel logs were manually entered onto the 

secure server, identified by subject ID and then the paper logs were promptly destroyed.   

Subject Data Issues and Caveats 

Data collected on four of the twelve participants was not used due to the device being 

accidentally turned on prematurely and collecting the maximum amount of storable waypoints 

before the subject had performed any activity.   Subjects would occasionally fail to turn off the 

device, which consequently ran out of memory before all activities were completed.  As a result, 

data on 93 total trips were collected (Table 3.) 

 

Table 3 Frequency of subject activities 

Collected accelerometer data was inaccessible when the researcher attempted to 

recover that data.  As such, accelerometer data was unavailable for use in study efforts. 

 

   

Activity Count

Car 36

Walk 24

Bike 17

Run 16
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Mode Detection Method Implementation 

Objective 

The goal was to replicate a sample of existing trip and travel mode detection methods 

derived from the previously described systematic literature review.  The immediate interest was 

to use collected subject data and compare the accuracy of multiple methods on this sample.  

The purpose of applying these methods was for potential future development of a 

programmatic interface that would allow other researchers to easily access and utilize these 

methods and facilitate comparison of results. 

Method Selection 

Methods were selected from the aforementioned systematic review to be coded into 

this program.  Criteria for method inclusion were: (1) Method was not developed for a mobile 

phone, (2) method was rule based and (3) all method details and/or algorithms were fully 

articulated in the associated publication.  Phone based methods were excluded due to 

complexity and support needed to develop mobile‐based programs for study use.  Machine 

learning methods were excluded due to the complexity of comparing methods developed using 

a training set of data from another study.  Methods that utilized accelerometers were also 

excluded due to aforementioned issues with collected accelerometer data.  A total of three 

methods were selected for inclusion (Table 4.)  The representation of mode in the four methods 

is (3 trips) Walk, (2 trips) Car, (1 trip) Bus, (1 trip) Bicycle, (1 trip) Rail/Train, and (1 trip) Subway. 

Implementation 

All methods were implemented using PostgreSQL 9.2 (The PostgreSQL Global 

Development Group, version 9.2. Available at http://www.postgresql.org), PostGIS 2.0 

(PostGIS Project, version 2.0.  Available at http://postgis.net) and Python 3.3.4 (Python 

Software Foundation, version 3.3.4.  Available at http://www.python.org.)  SQLAlchemy 0.9.6 
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(Michael Bayer, mike(&)zzzcomputing.com, version 0.9.6.  Available at 

http://www.sqlalchemy.org) was the only Python dependency. 

 

Table 4 Selected Methods for Review 

 

   

Lead Author Year Title Modes

Cho et al. 2011
Identifying Walking Trips Using 

GPS Data
Walk

Gong et al. 2012
A GPS/GIS method for travel 

mode detection
Bus, Car, Rail, Subway, 

Walk

Bohte et al. 2009

Deriving and validating trip 
purposes and travel modes for 

multi-day GPS-based travel 
surveys: A large-scale 

application in the Netherlands.

Bicycle, Bus, Car, Train, 
Walk
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Results 

Bohte et al. Results 

The Bohte et al. method (Bohte and Maat 2009) used four linear steps/rules with 

multiple subroutines for each step/rule.  These steps were (1) Remove unreliable waypoints and 

divide points into trips, (2) Set the category of the trip (e.g. purpose), (3) set the mode of the trip 

and (4) merge and add train trips. Step 2 was not implemented because trip/travel purpose was 

inconsequential to both this study and had no bearing on mode determination outcome.  Step 4 

was ignored due to no participant using a train (or any public transit.)  

The Bohte et al. method determined too few trips dividing subject data into 71 trips 

instead of the actual 93.  The method’s determination of time between trip start and trip end 

often did not line with the trip start and end times as logged by the subjects.  This method 

claimed too many car/auto trips at 63 trips rather than the actual 36 trips.  The method also 

determined trip and mode for series of waypoints not declared by the subjects in their logs.  This 

raised questions about not declaring static trips (periods of non‐movement or limited 

movement.)  The Bohte et al. method failed to identify any walking or running trips from the 

subject logs.   

 

Table 5 Bohte Confusion Matrix 

 

Actual Car Actual Walk Actual Bike Actual Run Actual Uncategorized Test Totals

Test Car 37 8 1 2 15 63

Test Walk 0 0 0 0 2 2

Test Bike 3 0 1 1 1 6

Test Run 0 0 0 0 0 0

Test Uncategorized 0 0 0 0 0 0

Actual Totals 40 8 2 3 18 71

Bohte Trip Travel Mode
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Figure 2 Subject Walk Trip ‐ Categorized as Car by Bohte 

 

Gong et al. Results 

The method developed by Gong et al. (Gong et al. 2012) presented the highest level of 

false negatives and declared every single trip as a car/auto trip.  There were four steps: (1) 

Prepare GPS data, (2) Divide GPS data into trips, (3) Divide Trips into trip segments and (4) 

Detect Mode.  All four steps were successfully implemented.   

 

Table 6 Gong Confusion Matrix 

This method correctly identified the total number of trips as recorded in the subject logs 

and claimed 33 car trips compared to the 36 as determined by the logs.  The determined trips 

did not match start and stops times in the subject logs.  The method was derived from data 

Actual Car Actual Walk Actual Bike Actual Run Actual Uncategorized Test Totals

Test Car 33 14 5 3 38 93

Test Walk 0 0 0 0 0 0

Test Bike 0 0 0 0 0 0

Test Run 0 0 0 0 0 0

Test Uncategorized 0 0 0 0 0 0

Actual Totals 33 14 5 3 38 93

Gong Trip Travel Mode
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collected in New York City with certain expectations that subjects would walk to and from public 

transit stops.  No subject in this study used public transportation during data collection. 

 

Figure 3 Subject Bike Trip ‐ Classified as Car by Gong Method 

Cho et al. Results 

The method developed by Cho et al. (Cho et al. 2011) is focused solely on identifying 

walking trips.  A decision tree was used to create this method with all steps repeated for this 

study.  The decision tree for this method had rules for avoiding classifying indoor walking trips 

due to GPS being unreliable indoors.   

 

Table 7 Cho Confusion Matrix 

The method determined 103 trips rather than the correct 93 trips.  Based on start and 

stop times, Cho et al. method claimed eight instances of a walking trip with eleven of the 

Actual Car Actual Walk Actual Bike Actual Run Actual Uncategorized Test Totals

Test Car 0 0 0 0 0 0

Test Walk 14 8 2 0 15 39

Test Bike 0 0 0 0 0 0

Test Run 0 0 0 0 0 0

Test Uncategorized 25 3 2 3 30 63

Actual Totals 39 11 4 3 45 102

Cho Trip Travel Mode
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determined trips matching walking waypoints in the logs.   However, the logs claimed 24 total 

walking trips. 

 

Figure 4 Subject Walking Trip ‐ Correctly Classified by Cho 
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Conclusion 

Determining trips and their travel mode is of significant value to multiple domains 

including transportation, informatics and health.  Several existing methods were reviewed in this 

study with three being implemented on subject GPS data and corresponding logs.  The number 

of methods along with the outcomes for the implemented methods demonstrates that no “gold 

standard” exists yet for determining trips and travel mode. 

A few potential issues remain for developing a gold standard.  A possible issue with 

inconsistent results is the geographic context of where the input data were collected.  Trip 

patterns for various travel modes might have drastically different signatures between two cities, 

between an urban and rural environment or even between two cultures.  Age of participants 

might be significant for both model development and model outcome.  Existing methods are 

often created to serve a specific purpose as opposed to the development of a general purpose 

model or algorithm for determination of trip and travel mode. 

A limitation in this specific study was the limited resources to test models designed 

around some form of machine learning.  These models, in conjunction with modern smart 

phones, demonstrate the strongest potential in creating an “out‐of‐the‐box” solution to 

determining trip and travel mode.  Additionally, it would be optimal for researchers to make 

code or queries used to develop their model accessible by other researchers. 
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