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destinée au dépôt et à la diffusion de documents
scientifiques de niveau recherche, publiés ou non,
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Mme. Sylvie GALICHET Directeur de thèse
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1.2.3 Sécuriser les hommes et les biens . . . . . . . . . . . . . . . . . . . . . . . . . 16
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2.1.1 Les systèmes de classification bayesiens . . . . . . . . . . . . . . . . . . . . . . 36
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2.1.3 La méthode des plus proches voisins . . . . . . . . . . . . . . . . . . . . . . . 39

2.2 Les approches neuronales . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 39

3



Table des matières
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3.3 Détermination des fonctions d’appartenance . . . . . . . . . . . . . . . . . . . . . . . 60
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l’Université de Savoie, pour la qualité de son encadrement, sa disponibilité de tous les instants et
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Introduction générale

La classification de données est une problèmatique très connue dans le monde scientifique, car
elle est à l’origine de nombreuses applications. Aujourd’hui on la rencontre dans des domaines très
variés, tel que le domaine médical, industriel, de la sécurité, etc. Pour tenter de répondre à cette
problèmatique, le monde scientifique et académique a proposé de nombreux systèmes essayant de
prendre en compte au mieux les caractéristiques spécifiques des applications (gestion de l’incertitude,
du manque d’information, des situations conflictuelles, etc). Les systèmes de classification existants
s’appuient sur divers formalismes mathématiques pour tenter de représenter et manipuler au mieux
les données ainsi que la relation qui les lie aux classess à identifier. Ce document en proposera
d’ailleurs une classification suivant trois principaux groupes.

Même si de nombreux systèmes sont disponibles aujourd’hui, une solution complète et globale
permettant de résoudre la difficile tâche de “classification de données” dans toutes les situations
n’existe pas. Sa recherche est d’ailleurs très certainement utopique. Par contre, le fait de bien mâıtriser
le comportement d’une approche permet de l’utiliser à bon escient. Ces travaux se placent pleinement
dans cet état d’esprit et vise à découvrir le potentiel d’une nouvelle approche sur des problématiques
de classification de données.

Mentalement, le processus de classification peut se concevoir assez simplement avec une étape de
récolte, de mesure, d’analyse d’information suivie d’une étape de synthèse et de prise de décision.
L’homme est habitué à cette approche car il la pratique couramment dans sa vie de tous les jours voire
même inconsciemment. Sa transposition dans un système informatique fait rapidement apparâıtre des
difficultés, notamment liées à la recherche d’une représentation formelle de concepts principalement
quantitatifs et abstraits. Dans ce contexte, les travaux présentés se concentrent principalement sur
le processus d’“apprentissage” des paramètres des systèmes de classification et laissera de côté les
aspects extraction des données d’apprentissage et choix du modèle mathématique de représentation.

Plus concrètement, cette thèse se propose d’étudier une approche basée sur des règles graduelles
dans un système de classification de données numériques. Principalement utilisé dans le domaine
du traitement de l’imprécision, ce type de règles peut également permettre de modéliser une classe.
Ce type d’approche s’inscrit dans la famille des classifieurs basés sur des règles par son principe
intrinsèque : les règles ont un fondement implicatif. Contrairement aux systèmes basés sur des règles
conjonctives, où chaque nouvelle règle augmente le domaine “permis” pour une classe, dans le cas
du système développé, chaque nouvelle règle augmente le domaine “interdit” pour la classe analysée.
Les deux types de classifieurs sont donc complémentaires, les règles conjonctives apportent ce que
l’on appelle de “l’information positive”, alors que les règles implicatives apporte ce que l’on nomme
de “l’information négative”.

La manuscrit est organisé en 5 chapitres :

– Chapitre 1 : le premier chapitre est une introduction générale de la problématique de la
classification de données. Il offre une vision d’ensemble sur ce qu’est la “classification” vue
comme un processus mental. Il donne ensuite des définitions et des notions qui transposent ce
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principe naturel dans un système informatique de traitement de données. Ainsi, les notions de
base d’un système de classification sont introduites (ensemble de données, classe, appartenance,
apprentissage, etc) et quelques schémas aident à la compréhension de la démarche générale d’un
système de classification. Afin d’aider la lecture de ces notions, un exemple qui illustre toutes
ces notions accompagne la présentation. Enfin, ce chapitre présentera les principales procédures
d’évaluation des systèmes de classification.

– Chapitre 2 : le deuxième chapitre tente de présenter les méthodes de classification existantes
suivant trois grandes catégories. Ce chapitre ne propose pas une énumération exhaustive des
classifieurs existants, mais une vue d’ensemble des trois principes sur lesquels un système de
classification peut se baser : statistique, neuronal et à base de règles. Ce choix est justifié par le
fait que des classifieurs plus avancés que ceux qui sont présentés existent, et leurs améliorations
sont parfois très intéressantes, mais d’un point de vue du principe, leur description apporte peu
d’informations supplémentaires. La fin de ce chapitre est dédié à situer le classifieur proposé
dans cette thèse au sein de sa famille d’appartenance, à savoir les classifieurs basés sur des
règles.

– Chapitre 3 : le troisième chapitre définit le principe de base de classification qui est au cœur
du système développé. L’utilisation de l’opérateur d’“implication” dans la partie “prémisse”
des règles impose des contraintes importantes sur les fonctions de projection des attributs par
les fonctions d’appartenance. La première partie de ce chapitre décrit le principe de l’approche,
les contraintes qui doivent être respectées et son interprétation. La deuxième partie du chapitre
offre une analyse détaillée de la construction des règles qui définissent le système. Ces règles
sont elles aussi expliquées et interprétées.

– Chapitre 4 : le quatrième chapitre propose une intégration de l’approche de base dans un
système complet de classification. Une première partie du chapitre est dédiée au pré–traitement
des données. En effet, l’application d’un système de classification sur des données issues du
monde réel est souvent sensible au bruit inhérent aux mesures. Les pré–traitements proposés
sont de deux types qui peuvent être combinés si nécessaire : (1) le filtrage des points “aberrants”
et (2) l’identification des ensembles de points d’apprentissage connexes au sein d’une même
classe. La deuxième partie du chapitre propose deux approches d’intégration de l’algorithme
dans un système complet de classification : (1) l’approche “par classes”, qui encourage en cas
d’incertitude le placement des points dans une classe dite d’ambigüıté et (2) l’approche “par
paires d’attributs” qui va elle privilégier le rejet en cas d’incertitude. Les deux approches sont
complémentaires et leur validation est étudiée sur des benchmarks. Cette première utilisation
du système en situation réelle permettra également de mieux présenter la signification des
notions d’ambigüıté et de rejet, précédemment introduites.

– Chapitre 5 : le cinquième chapitre présente trois applications réelles portant sur l’interprétation
d’images numériques sur lesquelles le système a été appliqué et validé. Elles sont déclinées en
deux temps : une courte introduction qui présente la problématique et le contexte de l’applica-
tion, puis les résultats obtenus. Les résultats sont analysés de façon qualitative en commentant
les images obtenues, mais également de façon quantitative au travers des matrices de confusion.
Ces matrices de confusion auront une forme légèrement différente des matrices de confusion
habituelles afin de prendre en compte les classes d’ambigüıté et de rejet générées par le système.
Le comportement du système sera également analysé au travers de tracés d’histogrammes de
divers ensembles de points.

Enfin, les conclusions et perspectives sur le système de classification mis en place seront développées
dans la dernière partie du document. Elles seront l’occasion de résumer les avantages et inconvénients
de l’approche proposée tout en en tenant compte pour se projeter vers de futurs travaux sur, par
exemple, le difficile problème de l’interprétabilité des systèmes.
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Chapitre 1

La problématique de la classification de
données

1.1 Une activité humaine répandue

L’activité qui consiste à “classer” (ou “classifier”) des objets se rencontre dans de nombreuses
applications de la vie quotidienne. Cette tâche de classification n’est d’ailleurs pas toujours exprimée
dans des termes scientifiques. En effet toutes les situations de la vie courante qui mènent à faire
un choix passent par une catégorisation des différentes solutions envisageables sans pour autant
“mathématiser” le problème. Acheter des habits, chercher son chemin, organiser sa journée sont des
exemples simples, quotidiens où l’homme initie de façon intuitive un mécanisme de classification lui
permettant de faire les bons choix.

Cette activité de classification passe toujours par la recherche de critères pertinents dérivant de
la situation étudiée, en vue de prendre une bonne décision. Ces critères, généralement subjectifs dans
le cas du raisonnement humain sont devenus numérisables au fil de l’évolution technologique. Ainsi
le besoin d’outils scientifiques est apparu afin de réaliser ces classifications.

1.1.1 Bref historique

Dès le 4ème siècle avant J.C., le problème de la classification s’est posé dans le monde scientifique.
Même si la problématique était différente de celle d’aujourd’hui, un premier système scientifique
de classification a été proposé par le philosophe et homme de science Aristote [26]. Son système
concernait la classification des animaux, qui furent groupés par types (gr. genera) selon des ca-
ractéristiques similaires. Ensuite, pour chaque type, il identifia des espèces [92]. Ainsi, Aristote a
identifié à cette époque deux grands types d’animaux : les animaux ayant du sang et ceux n’en ayant
pas. Dans la catégorie des animaux ayant du sang, il identifie cinq espèces : quadrupèdes vivipares
(comme les mammifères), oiseaux, quadrupèdes ovipares (reptiles et amphibies), poissons et baleines.
La catégorie des animaux sans sang est composée, elle, de : céphalopodes (comme les poulpes), des
crustacés, des insectes (en plus de ce que l’on considère “insecte” aujourd’hui, il y avait également
les araignées, les scorpions, et les centipèdes), les mollusques à coquille et les “animaux-plantes”, qui,
dans ce système, ressemblaient d’un certain point de vue aux plantes.

Dans le cadre du système de classification proposé par Aristote, il est possible d’identifier les
composants de base encore utilisés de nos jours par les systèmes de classification : les entités in-
formationelles à classifier (dans ce cas les animaux), les attributs qui servent à faire le groupement
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(la présence ou l’absence du sang par exemple) et finalement les classes de sortie (les cinq espèces
d’animaux à sang, par exemple). De plus, le système d’Aristote était caractérisé par deux niveaux
de traitement : une première classification qui établit les types, suivie d’une deuxième, qui identifie
les espèces dans les super–classes précédemment obtenues.

Les premiers systèmes de classification ont été surtout développés dans le domaine de la biologie,
où le besoin de grouper les différentes formes de vie a toujours été un des principaux centres d’intérêt
des chercheurs. Parmi ceux qui ont développé de tels systèmes, les plus connus sont Carolus Linnaeus
(18ème siècle) et surtout Charles Darwin [92] (19ème siècle). Pourtant, les algorithmes généraux de
classification ne sont apparus qu’au cours du 20ème siècle. On peut par exemple citer la création
dans les années 1930 aux Etats Unis d’un Comité Interdépartemental de la Classification Industrielle
(Interdepartmental Committee on Industrial Classification) [11]. Le principal but de ce comité fut
d’établir un système cohérent et consistant de classification des différentes industries.

Depuis, des méthodes de plus en plus évoluées ont été proposées. Ces méthodes ont tendance à
devenir de plus en plus générales pour être appliquées dans divers domaines. Elles sont par contre
de plus en plus complexes et consommatrices de ressources.

1.1.2 Illustration à l’aide d’un exemple

Généralement, la classification peut être vue comme l’affectation d’un objet à un groupe. Le but
est de séparer les entités à classifier selon des critères qui permettent d’obtenir d’une part des groupes
uniformes d’un certain point de vue et d’autre part une différence claire entre deux groupes distincts.

Considérons un exemple simple pour illustrer cette problématique de classification de données.
Soit le cas d’une école qui doit sélectionner ses futurs étudiants. Dans ce contexte, une commission
d’admission doit associer à chaque candidat qui se présente l’une des trois classes suivantes : admis,
sur liste d’attente ou non–admis. Cela revient en fait à grouper tous les candidats selon des principes
de similarité dans trois catégories. Afin d’atteindre son but, la commission utilise des informations
liées à l’activité antérieure des élèves (notes, comportement, activités diverses, etc), mais aussi des
informations issues d’un entretien avec le candidat. Dans ce contexte, chaque membre du jury peut
fournir un classement selon les points qu’il considère importants et la décision finale sera prise en
tenant compte de toutes ces données.

On dispose donc d’un ensemble d’objets d’étude, qui est la totalité des candidats et d’un ensemble
de groupes, qui sont les trois classes proposées : “admis”, “sur liste d’attente” et “non–admis”. La
prise de décision, qui est le cœur du processus, correspond à l’activité de la commission d’admission.
Cette dernière doit, à partir des différentes informations disponibles, faire un choix pour chaque
candidat. Un problème typique peut déjà être évoqué : quelle information est pertinente et donc doit
être utilisée afin de prendre une décision ? Cette information est dans ce cas liée aux performances
précédentes de l’élève, au niveau scientifique relevé lors de l’entretien, etc. Ces différents aspects
de l’information s’appellent “attributs”. Par exemple, un attribut peut être la note obtenue par le
candidat à une matière considerée importante pour son activité future, mais aussi une appréciation
générale des membres du jury par rapport à son entretien. Un autre aspect du problème qui survient
alors concerne les différentes représentations possibles des attributs. Pour l’application présentée,
les attributs peuvent avoir des formats différents : linguistique (s’ils sont issus des projets réalisés,
des avis du jury, etc), ou numérique (comme les notes obtenues pendant le parcours du candidat).
Afin d’obtenir les trois classes, il faut intégrer dans le système de prise de décision toutes ces formes
d’information différentes.

12
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1.1.3 Classification – processus mental

Lorsqu’il est mis en situation de prendre une décision, l’être humain contruit d’une manière
inconsciente et intuitive un système de prise de décision qui est illustré dans la figure 1.1.

classification Classe
caractérisationobjet d’étude

Figure 1.1 – Processus mental de la classification de données

Tout d’abord, le sujet humain est confronté avec l’objet d’étude, qui est en fait l’objet de la
décision qui doit être prise (élèves à admettre, habits à acheter, chemin à choisir, tâches à ac-
complir, etc). Puis, en utilisant des connaissances qu’il a accumulé tout au long de sa vie, il
associe à cet objet des caractéristiques qui lui permettent de le positionner par rapport à des ob-
jets “référence” qu’il connâıt et qu’il est capable de situer parmi les classes de décision. Ensuite, il
compare ces caractéristiques avec les caractéristiques des objets–référence qui sont conformes à ses
souhaits (objectifs qualitatifs). Si cette comparaison est positive l’être humain prend la décision
d’accepter l’objet d’étude comme conforme à ses exigences, autrement l’objet est rejeté.

Les systèmes automatiques de classification essayent d’imiter ce comportement et d’obtenir des
résultats au moins aussi pertinents qu’un expert humain. Afin d’atteindre ce but, les processus actifs
de la prise de décision humaine sont automatisés, comme illustré dans la figure 1.2.

Classe
Système de Système de

classification
objet d’étude

caractérisation

Figure 1.2 – Système dédié à la classification automatique de données

Le système de caractérisation des objets est l’implantation du processus d’extraction de l’infor-
mation pertinente à partir des critères définis par l’utilisateur humain. La sortie de ce système est
utilisée par le système de classification afin d’obtenir la décision attendue sur l’objet d’étude.

Si on se rapporte à la figure 1.1, on peut identifier les deux composantes de base d’un processus de
classification, comme montré dans l’équation (1.1), où “O” représente l’ensemble des objets à étudier,
“E” l’ensemble des vecteurs d’attributs d’entrée et “C” l’ensemble des classes de sortie. L’ensemble
E est obtenu par un processus “caract” d’extraction des attributs et un processus “classif” de
classification est ensuite utilisé afin d’obtenir la classe. On peut donc regarder la classification de
données comme une application classif : E −→ C.

O
caract−→ E

classif−→ C, avec :

caract : O −→ E; classif : E −→ C
(1.1)

Si on considère donc un objet d’étude “obj”, élément de O, il est analysé par le système de
caractérisation et le résultat est un vecteur de caractéristiques “v”, élément de E :

v = caract(obj) (1.2)
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Ce vecteur est fourni au système de classification, qui l’utilise pour prendre la décision sur la
classe d’appartenance de l’objet, “c” :

c = classif(v) (1.3)

Dans la suite de ce document, seule la partie “système de classification” est analysée et détaillée.
La manière de choisir et représenter les attributs (le système de caractérisation) ne fait pas l’objet
des travaux de recherche effectués dans le cadre de cette thèse. Il sera donc considéré que l’on dispose
déjà de ces attributs, c’est–à–dire qu’un vecteur d’attributs, élément de E, est disponible pour tout
objet d’étude à classer.

1.2 Objectifs et bénéfices d’une classification automatique

De nombreux domaines d’application utilisent les systèmes de classification. Afin d’offrir une
vision d’ensemble sur les applications concrètes de la classification, on propose de grouper ces appli-
cations selon leurs objectifs.

On peut ainsi énumérer de façon systématique les bénéfices qui peuvent être obtenus par l’utilisa-
tion d’un système adéquat bien mâıtrisé. Les objectifs principaux de la classification seront présentés
de manière succincte, des détails pouvant être trouvés dans les références indiquées. Pour chaque
application particulière, il y a généralement des méthodes qui sont privilégiées par les experts du
domaine. En fait les algorithmes qui se trouvent à la base d’une méthode de classification sont plus
ou moins adaptés à un type de données, et finalement à une application particulière.

1.2.1 Optimiser les coûts d’une expertise délicate

On peut utiliser la classification de données afin d’aider à la prise de décision dans des domaines
où le coût (financier, humain, etc.) d’une décision erronée est très élevé. Une évaluation automatisée
est utile, pas nécessairement pour établir la direction qui doit être poursuivie, mais pour indiquer un
possible degré d’intérêt pour les différentes directions envisageables.

Une application possible de la classification pour l’aide à la décision porte sur la prospection
pétrolière, où l’objectif est de préciser si les couches du sous–sol dans une région étudiée peuvent
contenir des réserves de pétrole qui sont exploitables [150]. La classification se fait dans ce cas à
partir d’images sismiques, qui sont des images 3D représentant le sous–sol. La méthode d’acquisition
habituellement utilisée est basée sur la réflexion : on produit des ondes sonores qui se propagent
et sont réfléchies par les différentes couches du sous–sol. Les réponses sont enregistrées par des
géophones très sensibles et le modèle 3D du sous–sol est généré par des ordinateurs très puissants.
Après l’acquisition, les informations doivent être mises sous une forme interprétable. L’extraction des
caractéristiques ne se fait pas d’une manière standardisée et la synthèse d’informations s’avère être
une tâche très difficile. La qualité de la classification peut être beaucoup améliorée par l’intervention
des experts, qui peuvent par exemple choisir les attributs optimaux, c’est–à–dire qui offrent un degré
maximal de séparabilité ou qui sont très pertinents pour une classe donnée, etc. L’application de
la classification dans la prospection pétrolière est une application industrielle de grande importance
financière. Les résultats de la classification peuvent indiquer les régions où l’on peut commencer la
prospection pétrolière. Les coûts d’une telle action sont importants, ce qui confère à la classification
un caractère très sensible.
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L’application de la classification de données dans le domaine médical est aussi un exemple d’aide
à la décision. Elle concerne principalement le diagnostic de différentes maladies, malformations,
lésions etc. Si dans la plupart des applications médicales l’objectif de la classification est similaire
(évaluation du risque d’une éventuelle pathologie), les données et informations prises en compte
dans l’évaluation sont de nature très variable (images, signaux, dosages, symptomes exprimés, etc).
Le choix d’un classifieur doit donc être adapté aux exigences du domaine étudié. L’interaction du
système de classification avec les étapes d’acquisition et de représentation des données (taille de
l’ensemble de données, nombre d’attributs considérés, nombre de classes à distinguer) doit aussi être
prise en compte.

Une application particulièrement répandue est la classification de tumeurs [108, 3]. En géneral
dans ce cas entre 25 et 31 attributs issus de mesures spécifiques sont tout d’abord extraits des données
d’origine. Une étape antérieure à la classification, de pré–traitement, peut être ensuite réalisée afin
de réduire la dimensionalité de l’espace de travail. Un autre type d’application dans le domaine
médical est l’identification des fractures ou de l’ostéoporose dans des radiographies osseuses [31].
L’ostéoporose est une dégradation des os qui augmente le risque d’une future fracture. Il est prouvé
qu’un médecin peut manquer des cas critiques en inspectant rapidement des radiographies [103].
En effet, si la majorité des radiographies qu’il analyse ne présente ni fractures ni ostéoporose, il est
possible qu’il ne remarque pas les rares radiographies qui présentent un risque. Dans ce contexte, il
devient intéressant d’analyser automatiquement les radiographies pour isoler les cas à risque potentiel
et les présenter au médecin [152].

Une autre application, moins répandue, est la génétique et la biologie moléculaire [106, 145], où
le problème principal est constitué par le manque de standardisation des données. En plus, pour
la plupart des systèmes de classification, l’entité de base à classifier (soit la châıne d’ADN, soit le
gène) doit être mise sous une forme numérique afin de faciliter le traitement. L’étape d’extraction
des caractéristiques est donc très importante. Il est aussi nécesssaire de faire une sélection pertinente
des entités à traiter afin de réduire la taille des données [101, 118].

Les indicateurs qui sont les plus utilisés dans le domaine médical sont liés aux pourcentages des
cas positifs (malins) identifiés ou non–identifiés. Il est plus important de connâıtre ces pourcentages
que le taux de classification correcte, parce que le coût d’une décision fausse est différent selon
qu’elle concerne un cas positif ou négatif : pour un cas bénin qui est classifié comme malin, des tests
supplémentaires sont nécessaires et il y a de fortes chances que l’erreur soit découverte, mais si un cas
malin est classifié comme bénin, les tests supplémentaires ne sont pas effectués, ce qui nuit à la santé
du patient [160]. Malheureusement, assez souvent le rapport entre le nombre d’exemples dans les
deux classes (benin/malin) est très grand et la classe comportant le plus d’exemples d’apprentissage
est plus facile à “apprendre”.

1.2.2 Améliorer la production et la productivité

La classification de données peut aussi être appliquée dans différents domaines de l’industrie
comme le contrôle de la qualité, en particulier pour la détection préventive de défauts. Le but de la
classification est dans cette situation d’identifier les défauts ou les pièces sur le point de se dérégler,
ce qui n’est pas toujours évident. La détection et la prédiction des défauts dans les systèmes in-
dustriels avant leur plein avancement peut permettre la programmation des réparations au moment
le plus approprié, la commande des pièces à remplacer avant leur panne et ainsi la réduction des
arrêts inattendus dans la production [110]. Un autre avantage important est la possibilité d’éviter les
accidents de travail. Pour une application dans le domaine de l’agriculture, il est possible d’analyser
les animaux et/ou les plantes et de maximiser les bénéfices en choisissant les éléments qui sont les
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plus performants selon un critère.

Selon le problème analysé, la classification peut se baser sur différents types de données : images
radiographiques, paramètres donnés par des capteurs, images spectrales, données statistiques. L’ana-
lyse automatique de l’information peut arriver à déterminer d’une manière automatique si des pièces
industrielles, des milieux industriels ou agricoles, des cultures ou des populations agricoles sont en
conformité avec un ensemble de spécifications de qualité et de caractéristiques imposées.

Comme exemples d’application on peut citer la détection automatisée de défauts en moulages et
soudures d’aluminium [67], la gestion de troupeaux de vaches laitières par l’analyse des courbes de
lactation [122], la gestion d’élevage de porcs par le choix des bêtes à sacrifier [86], les systèmes de
diagnostic pour les machines tournantes [110], la détection d’incendies [96], la détection des maladies
dans les récoltes [116], ainsi que d’autres classifications dans le domaine alimentaire [134].

1.2.3 Sécuriser les hommes et les biens

La classification de données intervient également dans le domaine de la sécurité. On peut citer
d’abord les applications militaires, les accès sécurisés à l’information gouvernementale et à l’infor-
mation confidentielle des grandes compagnies. Malheureusement, on n’a pas beaucoup d’information
sur les solutions adoptées, parce que toutes les organisations qui s’occupent de ce type d’applications
essaient de garder le secret sur leurs méthodes et outils. Généralement, trois niveaux de sécurité
existent : confidentiel, secret et secret strict. C’est au classifieur de décider le niveau de sécurité qui
s’applique à chaque document ou n’importe quelle autre forme d’information qui existe dans la base
de données.

Les applications qui peuvent être trouvées dans la littérature disponible publiquement traitent
principalement de la reconnaissance des visages, des signatures, de l’iris et de la voix. Ce type de
classification peut aider à automatiquement identifier les imposteurs (par exemple dans les aéroports,
les gares, etc.), mais aussi à donner des droits d’accès personnalisés (accès dans une institution, accès
aux données confidentielles, autorisation d’opérations bancaires, etc).

La reconnaissance de la signature est utilisée dans les applications de sécurité actuelles (les
opérations bancaires, les documents officiels, etc.), mais aussi dans l’authentification des auteurs
des œuvres artistiques (les signatures des peintres, l’authentification des manuscrits) [45]. Afin de
réaliser la classification il faut d’abord extraire les caractéristiques numériques qui doivent ensuite
être traitées [112, 9]. Les problèmes typiques pour la classification des signatures sont liés principale-
ment à l’inexactitude de l’auteur lui–même. L’individu peut avoir des signatures très différentes dans
des conditions différentes : température, état de fatigue ou de stress, changement de l’objet d’écriture.
De plus, la signature et le modèle d’écriture changent de manière naturelle et continue dans le temps.
Des exemples les plus récents possibles sont donc requis pour optimiser la reconnaissance.

Une autre application est la reconnaissance de visages [121]. Des mesures des différentes propor-
tions entre des points significatifs (les yeux, le nez et les lèvres) sont généralement recherchées. Plus
récemment des éléments plus complexes ont été utilisés, comme des informations liées à la texture et
à la forme. Ces informations permettent d’aboutir à des classifications plus complexes, comme par
exemple l’utilisation de l’expression du visage afin de déduire l’état d’esprit de l’individu, identifier
le sexe de l’individu, etc [115]. Les nouvelles méthodes peuvent aussi être appliquées dans d’autres
domaines que la reconnaissance des visages. Une direction d’étude actuelle est l’analyse des images
2D obtenues sous différents angles afin de reconstruire les visages dans des modèles 3D [15]. Les
buts principaux de la classification des visages sont énumérés dans [144] : le contrôle de documents,
le contrôle d’accès et l’utilisation d’une photo occasionnelle afin d’obtenir des informations diverses
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(nom, occupation, etc) à partir d’une base de données.

Une alternative possible dans le problème d’identification des personnes est la reconnaissance
d’iris. Bien que l’iris ait de très petites dimensions (diamètre d’environ 11mm) et que l’obtention
d’une image de celui-ci d’une qualité satisfaisante puisse être difficile (la distance entre l’appareil-
photo et l’individu doit être inférieure au mètre), l’iris présente les avantages d’être différent pour
chaque personne, d’être très bien protégé par l’environnement et d’être stable dans le temps [156].
L’image de l’iris n’est pas très sensible à l’illumination et à l’angle de visualisation (la déformation
de texture provoquée par la dilatation des pupilles peut être traitée [34]). La classification basée sur
l’iris est principalement un problème de classification de textures.

Dans le même domaine, on peut aussi placer l’identification de la voix et l’analyse des empreintes
digitales. Pour l’identification de la voix, il faut préciser que même si les résultats sont très bons pour
les données d’apprentissage, l’application des systèmes dans un contexte réel est difficile, car il est
nécessaire de tenir compte de plusieurs paramètres : l’environnement d’acquisition, l’état de santé
de l’orateur, etc. La reconnaissance des empreintes digitales est une méthode très stable, parce que
la structure d’empreintes digitales est très bien individualisée pour chaque être humain et qu’elle se
conserve dans le temps [109].

Dans le domaine de la sécurité des hommes et des biens on peut aussi inclure le traitement
et la classification des images satellitaires radar. L’imagerie radar peut être utilisée pour surveiller
l’état d’un territoire choisi : la cartographie des changements dus à la pollution ou à la dégradation
environnementale, la cartographie de la végétation et la surveillance des zones urbaines, industrielles
ou agricoles. Les résultats de la classification des images radar sont utilisés afin de réaliser des cartes
actualisées et précises pour des régions difficiles à tracer de manière classique, comme des forêts
tropicales, des secteurs brûlés ou des zones de hautes montagnes [35].

Le domaine multimédia est un autre domaine d’application. La classification des messages électro-
niques sur Internet est faite afin d’identifier et filtrer les courriers indésirables (Spams) [24]. Mis à
part la gêne des utilisateurs, les messages indésirables peuvent facilement provoquer la panne des
serveurs de messagerie. La quantité de messages de ce type peut atteindre 30% du trafic total. Les
performances du réseau chutent donc avec l’augmentation de ce trafic. De plus, ces messages occupent
inutilement l’espace mémoire des serveurs. Les critères d’évaluation des algorithmes appliqués dans ce
domaine concernent non seulement la précision de la classification, mais aussi la vitesse d’exécution,
parce que le système doit réagir en temps réel.

1.2.4 Explorer, rechercher et découvrir des informations

La découverte et l’exploration d’informations concerne principalement l’analyse de bases de
données de très grande taille, surtout pour les fichiers ayant un contenu divers, avec des compo-
santes audio, vidéo et/ou linguistique. Il peut donc être nécessaire de faire une analyse complexe sur
les trois composantes : audio, vidéo et linguistique. La quantité d’informations disponibles sur l’Inter-
net par exemple est très importante, mais à cause du manque de standardisation dans le domaine, les
documents utiles ne sont pas toujours trouvés par les outils automatiques. La classification est donc
utile dans ce cas afin de trouver les ressources du web qui correspondent à certains critères. Ainsi les
utilisateurs peuvent localiser des informations recherchées d’une manière structurée et hiérarchisée.

Pour arriver à classifier les fichiers audio disponibles sur l’Internet, on dispose habituellement
d’informations supplémentaires (“metadata”) qui aident dans le processus de recherche. L’existence
des fichiers qui ne disposent pas de ces informations peut rendre le processus plus difficile et plus long.
Dans ce cas, la classification est basée seulement sur l’information audio contenue dans le fichier. La
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classification est faite à partir de quelques paramètres, comme par exemple le tempo, des paramètres
du signal de bas-niveau (taux de passage par zéro, bande du signal, centre spectral, énergie du
signal, etc), des coefficients mel–cepstraux [59], des caractéristiques obtenues à partir d’un modèle
perceptif, etc. Ces paramètres peuvent être utilisés afin de classifier des fichiers contenant de la
musique ainsi que des fichiers acoustiques de toute sorte. L’approche basée sur le tempo est utilisée
généralement pour la classification des pièces musicales de danse, mais les autres caractéristiques
peuvent également être utilisées pour des problèmes plus généraux. Il est important de préciser que
pour ce type d’application de la classification, l’extraction des paramètres est, là encore, une étape
importante qui consiste à trouver les caractéristiques pertinentes.

Dans le cadre de la classification des images et des séquences video, des difficultés importantes
peuvent apparâıtre à cause du bruit, des petites rotations de l’image, des variations d’illumination.
Lors de la conception de ces systèmes de classification il faut tenir compte de tous ces problèmes.
Une partie importante des problèmes de classification des images consiste à faire une recherche
sémantique. Dans ce cas, le but de la classification est de retrouver des images qui contiennent des
objets d’une certaine forme ou/et couleur, qui satisfont un critère de distribution des niveaux de gris
ou des couleurs, qui sont prises à l’intérieur ou à l’extérieur (pour les images d’extérieur on peut avoir
par exemple des paysages de mer, donc une grande proportion de pixels dans une nuance de bleu ;
des paysages de campagne, donc beaucoup de pixels dans une nuance de vert), qui sont semblables à
une image–cible d’entrée, etc. Pour ces applications, l’interface avec l’utilisateur est très importante
afin de bien définir les paramètres de recherche. Une étape importante dans la classification vidéo
est la définition des paramètres qui caractérisent de façon pertinente une séquence [64, 97].

1.3 Formalisation et vocabulaire spécifique aux systèmes de

classification

Pour travailler sur les systèmes de classification, un ensemble de termes et notations est nécessaire
pour exprimer les différentes étapes et les différentes informations manipulées. Cette partie se pro-
pose d’en faire une présentation. Quelques définitions de la littérature, ainsi que des illustrations
s’appuyant sur l’exemple évoqué au paragraphe 1.1.2 (recrutement pour l’entrée dans une école
supérieure) seront présentées afin de mettre en évidence l’architecture générale d’un système de
classification.

1.3.1 Définitions existantes

Différentes définitions de la classification de données sont proposées dans la littérature. Certaines
d’entre elles sont dédiées à un domaine d’application particulier, d’autres sont plus générales mais
associées à une activité donnée. Par exemple, la notion de classification est souvent considérée comme
similaire à celle de “prise de décision”. Dans ce contexte, Ruta et al. [136] l’associe à l’opération qui
a pour but final de produire des décisions pertinentes à partir d’une quantité minimale d’informa-
tions/données d’entrée.

Un autre terme souvent attaché à la notion de classification est la “taxonomie”. Ainsi, pour
Rich [131] une classification organisationelle fournit la base d’une recherche efficace, par séparation
de l’univers continu des organisations en catégories discrètes et collectives adaptées à une analyse
détaillée. Dans ce contexte, la classification offre la possibilité de reconnâıtre et/ou découvrir des
structures fondamentales et des relations entre ces structures.
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Une définition assez complète et spécifique est donnée par Fumera et al. [51] : un classifieur pour
N classes a pour but de diviser l’espace des attributs en N régions de décision Di, i = 1, N de telle
manière que les points de la classe ωi appartiennent à la région Di. Ces régions sont définies de
façon à maximiser la probabilité d’identification correcte, habituellement nommée “l’exactitude” du
classifieur. Cette définition est exprimée d’une manière beaucoup plus formelle que les précédentes
et elle introduit un vocabulaire spécifique aux systèmes de classification. Tout d’abord la notion de
classification implique tout de suite la notion de “classe”. Une classe peut être définie comme une
subdivision de l’univers de discours qui est composée par des individus similaires selon un ou plusieurs
critères. Un autre terme spécifique est le terme d’“espace des attributs”. Les attributs sont des formes
de représentation des critères qui servent à identifier des individus similaires. Selon l’approche choisie,
ils peuvent être combinés pour résoudre le problème donné.

La notion de classification est également exprimée en fonction du domaine d’application comme
par exemple l’analyse des images numériques. Dans ce contexte, I. Bloch [12] précise que la classifi-
cation des images est le processus consistant à partitionner une image digitale en plusieurs régions
(ensembles de pixels). Le processus de classification est alors bien distingué de la “segmentation”
qui, elle, représente le processus de simplification et/ou de changement de la représentation d’une
image pour la rendre plus simple à analyser. Ce processus est typiquement utilisé afin d’identifier
des objets ou des frontières entre les objets. Les pixels d’une même région respectent un critère de
similarité, qui peut être lié à la couleur, l’intensité, la texture, etc. En même temps, les pixels des
régions adjacentes sont fortement différents selon ces mêmes critères. La classification de l’image est
une segmentation suivie par une reconnaissance des régions délimitées. Cette étape supplémentaire
va apporter une certaine signification aux régions. Cela va généralement faciliter l’interprétation par
un utilisateur (expert) humain.

Un domaine particulier très proche de la classification de données est celui de la reconnaissance
des formes (pattern recognition) [44]. La notion de forme est définie par Jain et al. [81] comme étant
opposée au chaos, c’est–à–dire une entité au moins vaguement définie et à qui l’on peut associer
un nom. Le but de la reconnaissance des formes est alors d’identifier une forme d’entrée comme un
membre d’une classe [154]. Les applications liées à la reconnaissance des formes sont très nombreuses
et elles couvrent de très larges domaines applicatifs.

Le principe général (processus mental) de la classification de données, illustré sur la figure 1.1,
peut être synthétisé comme l’affectation d’une classe à un objet en fonction des caractéristiques de
cet objet. Plusieurs objets appartiendront à la même classe si leurs caractéristiques sont similaires
et à des classes différentes dans le cas contraire. Les difficultés qui apparaissent au cours de cette
démarche portent sur la définition et l’évaluation de la notion de similarité mais également sur la
découverte de la relation liant les objets aux classes recherchées. La caractérisation des objets d’étude
est également une étape importante liée principalement aux mesures et pour laquelle des traitements
spécifiques sur les données peuvent être nécessaires. Dans le domaine strict de la classification, cette
étape est généralement considérée comme déjà effectuée. Bien évidemment, la qualité globale du
système dépendra de la pertinence et du pouvoir discriminant des informations issues de cette étape.

1.3.2 Architecture et principe général

On distingue généralement deux stades dans le cycle de vie des systèmes de classification qui ont
été précédemment illustrés sur la figure 1.2 : un stade d’apprentissage et un stade d’utilisation.

19
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1.3.2.1 Architecture et principe général de l’apprentissage

L’étape d’apprentissage imite le comportement humain : à partir d’un ensemble d’apprentissage A
le système construit un modèle de représentation de la connaissance. En fonction du choix conceptuel
que l’on fait, ce modèle peut se présenter sous différentes formes : règles de classification, réseaux
neuronaux, arbres génétiques, hypersurfaces SVM, etc. Ce choix conceptuel est essentiel pour la suite
de l’apprentissage. Il doit être fait de façon à assurer une cohérence entre l’objectif visé et les moyens
mis en œuvre pour l’atteindre. Ainsi, une conception optimale du système de classification nécessite
des connaissances a priori sur les caractéristiques de l’application pour laquelle le système est conçu,
ainsi que sur les propriétés, avantages et inconvénients des différents modèles de représentation
possibles. Une phase d’identification de la difficulté de la tâche de classification et des problèmes
typiques susceptibles d’apparâıtre [148] peut notamment guider le choix d’un type de modèle de
représentation.

L’ensemble d’apprentissage A est l’élément de base dans le processus d’apprentissage. Si on se
rapporte à la représentation analytique de l’equation (1.1) on peut identifier deux cas possibles :

– A ⊂ E : le système dispose des caractéristiques (vecteurs d’attributs) des exemples, mais il
n’a aucune connaissance a priori sur la classe d’appartenance des données qu’il reçoit. Dans
ce cas–là, le système doit construire lui même une répartition de ces données dans des classes
individualisées, séparables et significatives. Cette approche peut être trouvée dans la littérature
sous le nom d’“apprentissage non–supervisé” ou bien de “clustering” [10, 82].

– A ⊂ E×C : chaque élément de l’ensemble d’apprentissage est donné sous la forme d’une paire
composée d’un vecteur d’attributs, souvent appellé “point d’apprentissage”, et de la classe de
sortie attendue. Dans ce cas–là, le système doit construire le modèle de façon à affecter un
nombre maximal de points d’apprentissage à leur classe de sortie. Cette approche est connue
sous le nom d’“apprentissage supervisé” [38].

La nature de l’ensemble d’apprentissage disponible détermine donc le type d’apprentissage (su-
pervisé ou non supervisé) à réaliser. Reste alors à choisir une méthode d’apprentissage adaptée au
modèle de représentation choisi et aux données d’apprentissage disponibles. Il faut aussi mentionner
que selon l’application et les performances requises, ces deux choix peuvent être remis en cause afin
d’améliorer au maximum les résultats obtenus.

(choix conceptuel)

(choix technique)

(choix d’étiquetage, pré−traitement, etc)

d’apprentissageméthode

de représentationmodèle d’apprentissagedonnées

Figure 1.3 – Le contexte d’un système d’apprentissage

En résumé, dans le cadre de la classification, un système d’apprentissage est caractérisé par un
triplet (modèle, données, méthode), comme illustré dans la figure 1.3. Il est généralement associé à des
choix conceptuel et technique interdépendants et fortement liés à la nature des données disponibles. Il
est également possible d’agir sur l’acquisition même des données d’apprentissage. Plus classiquement,
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on se limitera à une étape de pré–traitement de ces dernières.

La figure 1.4 présente l’approche généralement utilisée par les systèmes d’apprentissage, chargés de
réaliser l’apprentissage des systèmes de classification. Au cœur de ces systèmes, apparâıt le processus
d’apprentissage, qui recherche dynamiquement les paramètres optimaux du système de classification,
c’est–à–dire ceux qui conduisent à une séparation optimale des différentes classes analysées.

pré−traitement

d’apprentissage

Ensemble

A

Paramètres 

du système de

classification

processus

d’apprentissage

Figure 1.4 – Principe général des systèmes d’apprentissage

Sur la figure 1.4, il apparait également un composant supplémentaire de pré–traitement [33] de
l’ensemble d’apprentissage. Ce dernier n’est pas obligatoire et son utilité dépend essentiellement de
la qualité de l’ensemble d’apprentissage A. Le pré–traitement peut d’ailleurs être directement intégré
dans l’étape d’extraction de l’information, mais parfois le système d’apprentissage lui–même doit
traiter l’ensemble de données qui lui est fourni de façon à eventuellement inclure l’information liée à
ce traitement dans les paramètres du système de classification pour la phase d’utilisation.

L’identification des attributs significatifs et discriminants pour le problème donné peut être une
question assez difficile si on ne dispose pas de connaissances antérieures. Un exemple qui sert à
la classification peut être caractérisé par plusieurs attributs parmi lesquels seuls certains peuvent
être discriminants et significatifs pour l’application, voire pour uniquement certains composants du
système de classification.

On peut voir le pré–traitement des données selon deux points de vue : un pré–traitement axé
sur les attributs (ensemble E) ou sur les points (vecteurs) d’apprentissage (ensemble A). Le but du
pré–traitement des attributs est souvent de réduire la dimension de l’espace d’entrée pour faciliter les
traitements ultérieurs. En effet, l’analyse et la classification des ensembles de données multidimen-
sionnelles peuvent devenir très longues et consommatrices de mémoire, surtout pour les systèmes
qui prennent en considération des mesures relationelles entre différentes combinaisons d’attributs.
De plus, il n’est pas garanti que les résultats obtenus sur les données multidimensionnelles soient
meilleurs que ceux correspondant au même ensemble modifié par une étape antérieure d’extraction
d’attributs, même si une partie de l’information disponible sur l’ensemble original est perdue pen-
dant le processus. Le pré–traitement des attributs peut donc avoir deux aspects : la sélection des
attributs (quand une partie des attributs, considerés non–pertinents, est complétement ignorée par le
système) et l’extraction de l’information pertinente à partir des attributs disponibles (quand de
nouveaux espaces des attributs, de dimension réduite, sont calculés à partir des attributs disponibles).

La sélection des attributs consiste à choisir parmi la totalité des attributs qui sont disponibles
dans la base de données ceux qui ont une signification pour l’application et qui conservent l’essentiel
de l’information présente dans l’ensemble de données initial. Ainsi, on peut obtenir des résultats
optimaux en réduisant le temps de calcul et les ressources utilisées.

L’autre aspect du pré–traitement du point de vue des attributs est l’extraction de l’information,
qui consiste à analyser la totalité des attributs disponibles afin d’éliminer la corrélation entre les
attributs, d’extraire seulement l’information pertinente et la présenter sous une forme compacte et
adaptée au système d’apprentissage. Il s’agit donc d’identifier des liens de dépendance entre différents
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attributs et/ou valeurs de ces attributs. Les principales méthodes d’extraction de caractéristiques
généralement utilisées sont la transformée de Karhunen-Loëve [58] (l’analyse en composantes prin-
cipales, une méthode très connue dans le contexte de la décorrélation des signaux), la transformée
de Fourier discrète [14], la transformée cosinus discret [141] (ou sinus discret), la transformée en
ondelettes [104] ou bien la matrice de cooccurrence ou la matrice “run-length” [125].

Ces deux approches du pré–traitement sur les attributs ont des avantages et des inconvénients. La
deuxième est très efficace d’un point de vue mémoire nécessaire pour traiter l’ensemble de données,
mais elle a aussi le grand désavantage d’éliminer la signification des attributs. En l’appliquant, on
change le système de représentation des attributs et donc un expert du domaine de l’application ne
peut plus interpréter les résultats de la même manière que s’il se situe dans un cadre de travail familier
où il peut associer les axes des attributs avec des notions spécifiques à son domaine, qu’il sait aborder
et comprendre. Généralement, l’étape d’extraction de l’information pertinente n’est pas réalisée dans
ce type d’application où l’expert exige d’avoir la possibilité d’interpréter et analyser les données
d’apprentissage, même si d’un point de vue ressources et temps de calculs elle pourrait beaucoup
augmenter les performances du système. L’utilisabilité du système par les experts du domaine reste
primordial. Par contre, si les attributs de l’application sont, par définition, abstraits et n’ont donc
pas une signification interprétable, une approche par extraction plutôt que par sélection est souvent
préférable.

La deuxième vision du pré–traitement des données, c’est–à–dire le pré–traitement des points
d’apprentissage consiste le plus souvent à réaliser une épuration en éliminant les points de l’ensemble
d’apprentissage considerés comme “aberrants” selon des critères bien définis.

1.3.2.2 Architecture et principe général de l’utilisation des systèmes de classification

Une fois les paramètres du système obtenu, la classification de nouvelles données peut être réalisée.
La phase d’utilisation du système de classification consiste à réaliser la classification de nouvelles
données d’entrée, jusqu’à maintenant inconnues pour le système, en utilisant la méthode de clas-
sification choisie avec les paramètres appris dans l’étape précédente, comme montré sur la figure
1.5. Le processus de classification est alors composé de deux étapes différentes : une d’évaluation de
l’adéquation du point analysé aux classes apprises et une de prise de décision. La sortie de la première
étape peut être à ce niveau une classe unique, correspondant en fait au cas où un seul coefficient
d’adéquation est non nul, mais plus généralement elle sera un vecteur contenant des degrés (probabi-
lités) d’appartenance aux classes analysées. Typiquement, on peut considérer cette sortie comme un
vecteur avec des valeurs ∈ [0, 1], dont la dimension est donnée par le nombre de classes considérées.

l’apprentissage
issus de 

paramètres

Donnée
à classer

v

Classe

d’appartenance

Système de classification

d’adéquation
coefficients

Evaluation

d’adéquation

aux classes de décision

Prise

Figure 1.5 – Principe général d’utilisation des systèmes de classification

La prise de décision traite ce vecteur de coefficients d’adéquation afin d’arriver à une décision
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finale, qui est l’affectation de l’entrée à une et une seule classe de sortie. Pour cette étape, les sorties
du système d’analyse d’adéquation, toutes relatives à la même entrée, sont généralement combinées
afin d’augmenter la fiabilité du résultat final.

1.3.2.3 Retour sur l’admission des candidats

Les notions et principes des deux étapes des systèmes de classification, apprentissage et utilisation,
peuvent être illustrés sur l’exemple de sélection d’étudiants à l’entrée d’une école supérieure, présenté
dans le paragraphe 1.1.2.

Dans cet exemple, les données d’apprentissage sont extraites des dossiers des étudiants qui se
présentent au concours d’admission. Les vecteurs d’attributs regroupent donc des données de nature
différente, numérique et linguistique, et sont évidemment non–étiquetés. On se retrouve alors face à
un problème d’apprentissage non–supervisé.

On peut imaginer aussi le cas d’un apprentissage “dynamique”, où on utilise l’expérience acquise
pendant les années précédentes : une base de données d’apprentissage peut être établie à partir des
dossiers acceptés les années précédentes, en prenant également en compte les résultats obtenus par les
étudiants acceptés et ayant effectivement intégré l’école. Dans ce cas–là, les données d’apprentissage
sont étiquetées et le problème se situe dans le cadre d’un apprentissage supervisé.

Un modèle de représentation basé sur des règles peut être choisi. Ces règles ont une forme linguis-
tique pour les données linguistiques et une forme basée sur des seuils pour les données numériques
(moyennes minimales nécessaires pour être admis). Le processus d’apprentissage consiste à obtenir
ces règles en utilisant soit les informations issues des années précédentes soit une hiérarchie des
dossiers de l’année en cours, ou encore une combinaison des deux.

L’épuration de l’ensemble de données consisterait à éliminer dès le début les dossiers qui sont
complètement incompatibles avec le profil requis par l’école. Par exemple, une école qui forme des
ingénieurs spécialisés peut ne pas accepter le dossier d’un candidat qui a de très faibles résultats dans
les matières de base du domaine, comme les mathématiques et la physique, ni celui d’un candidat
qui a eu un parcours complétement axé sur les sciences humaines.

Plusieurs informations sont généralement disponibles dans les dossiers fournis par les candidats.
Parmi ces attributs on peut citer ceux liés à la nationalité, le sexe, l’âge, les projets antérieurs qui
ne sont pas forcément liés à l’activité que l’étudiant va poursuivre en cas d’admission à l’université
où il dépose sa candidature. Ce type d’information n’a pas une valeur réelle pour le problème posé
et la commission va donc intentionnellement l’ignorer. Sans le savoir, en ignorant une partie de
l’information qui lui est fournie, le jury fait ainsi une sélection des attributs pertinents.

Du point de vue de l’extraction de l’information, on peut identifier dans l’exemple proposé les avis
formulés par les différents membres du jury de sélection. Chaque membre est intéressé par des aspects
différents de la formation du candidat : un professeur de mathématique va fournir une évaluation
des capacités de structuration et formalisation du candidat, un professeur de physique va plutôt
évaluer la capacité à appréhender des phénomènes physiques et ainsi de suite. Ces évaluations sont
formulées dans un language naturel, mais elle peuvent être réunies dans un indice qui donnera le
degré d’appréciation générale du candidat. L’indice le plus élevé correspondra à l’élève qui est le plus
proche des exigences de tous les membres du jury. Ce que l’on peut remarquer dans cette situation
est la perte de signification de l’attribut extrait. L’attribut introduit qui fait la combinaison de tous
les avis n’a pas une signification sémantique pour les membres de la commission, qui ne connaissent
et ne peuvent interpréter que les attributs de base, exprimés en language naturel.

En ce qui concerne l’utilisation des règles d’admission ainsi mises en place, chaque donnée à
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classifier est composée d’un nombre de caractéristiques de chaque candidat : les notes antérieures,
les rapports de projets auxquels il a participé, les avis des membres du jury, etc. A partir de ces
informations, l’adéquation de chaque étudiant est calculée et la décision peut ensuite être prise en
ordonnant les adéquations de tous les candidats. La prise de décision peut être dans ce cas soit
l’admission des premiers candidats, en choisissant un nombre fixe de candidats, soit l’admission des
étudiants qui ont l’adéquation minimale requise.

L’approche décrite ici pour l’apprentissage et l’utilisation (y compris la prise de décision) du
système de classification dédié à l’admission a ses propres caractéristiques qui peuvent la rendre plus
adaptée à certains types de problèmes qu’à d’autres.

1.3.3 Fusion d’informations

La problématique de la classification de données telle qu’elle a été exprimée ci–dessus rentre
pleinement dans le cadre plus général de la fusion d’informations.

Terme générique comportant de nombreuses facettes, la fusion d’informations permet la synthèse
de données de toutes sortes afin d’obtenir une information sémantiquement plus riche. La figure 1.6,
extraite de [126], propose un synoptique des systèmes de fusion d’informations.

Evaluation

et feedback

Ensemble
d’apprentissage
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expertes
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Entrées à
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d’étude

objets 
    de

Représentation

combinaison

Opérateur

Apprentissage des

paramètres

    des entrées Interprétation

Information
fusionnée

Paramètres

Information
fusionnée

Figure 1.6 – Synoptique des systèmes de fusion d’informations

Sur ce synoptique, on retrouve les principales étapes qui sont également mises en œuvre dans les
systèmes de classification. L’aquisition d’information et sa représentation correspondent à la partie
“caractérisation” des classifieurs. L’opérateur de combinaison et l’interprétation correspondent aux
systèmes de classification. Enfin on retrouve également l’apprentissage des paramètres de l’outil
mathématique utilisé.

Dans le domaine de la fusion, on retrouve les grandes problématiques précédemment évoquées,
comme le choix de la méthode de combinaison, la forme des données d’entrée (nature, espace de
représentation, etc), le mécanisme d’apprentissage, la problématique de l’évaluation, etc.

La figure 1.7 repositionne les grandes étapes des systèmes de classification sur le synoptique des
systèmes de fusion.

Dans ce contexte, la particularité d’un classifieur va porter sur le niveau des informations qu’il
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Figure 1.7 – Systèmes de classification et fusion d’informations

manipule. Dasarathy [32] definit trois niveaux ordonnés d’informations manipulées par les systèmes
de fusion, qui sont :

– le niveau signal : consiste à travailler directement sur des données brutes
– le niveau attribut : l’information porte sur une caractéristique de l’objet étudié (généralement

un pré–traitement sur les données brutes)
– le niveau décision : niveau le plus haut, il correspond à une prise de décision sur l’objet étudié

(qualité, choix d’une action, etc)

A partir de ces trois niveaux, Dasarathy présente alors les systèmes de fusion en fonction du
niveau des informations d’entrée et de sortie, en imposant que le niveau de sortie soit au moins égal
au niveau des entrées. Ainsi, un système de classification est un système de fusion pour lequel les
informations d’entrée appartiennent au niveau attribut et qui fournit une information de sortie de
type décision.

1.4 Evaluation des performances d’un système de classifica-

tion

1.4.1 La problématique de l’évaluation

Deux cas sont à distinguer dans l’évaluation des systèmes de classification : le premier concerne
les systèmes pour lesquels on ne dispose pas de données de référence. Dans ce cas, l’évaluation est
rendue difficile car la comparaison des résultats du classifieur à des références sur des points précis et
bien connus n’est pas possible. Les approches généralement mises en œuvre s’appuient sur l’analyse
de statistiques qui donnent par exemple le degré de séparation des classes obtenues [87] ou visent à
déterminer le pouvoir organisationnel d’un classifieur à partir de données non–étiquetées [100]. Cet
aspect de l’évaluation ne sera pas développé dans cette partie.

Le deuxième cas concerne les systèmes pour lesquels des données “de référence” sont dispo-
nibles. Les données de référence peuvent être soit celles qui ont servi à l’apprentissage soit d’autres
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données en lien ou non avec l’application–cible du système. Dans ce contexte basé sur des données
de référence, l’utilisation de benchmarks est très répandue. Les benchmarks sont des ensembles de
données étiquetées en libre accès pour la communauté. Elles permettent une comparaison pertinente
des performances des systèmes de classification basés sur des concepts ou des méthodes différents.

Par exemple dans un contexte de classification supervisée, on peut considérer le cas des données
“Iris” disponible sur le site “http ://archive.ics.uci.edu/ml/datasets.html”, où chaque exemple est
déjà associé à une des trois classes pré–définies. Chaque exemple est caractérisé par 4 attributs
qui peuvent servir pour faire la distinction entre 3 classes de fleurs. Ces attributs sont la longueur
et la largeur des sépales et des pétales. Pour comparer les performances de plusieurs systèmes de
classification on peut par exemple comparer les temps d’exécution, les taux de classification correcte
ou d’autres mesures qui caractérisent le processus de classification.

Cette approche basée sur des données “benchmark” présente certaines limites puisqu’un système
de classification est en général conçu pour une application particulière et qu’il n’est donc pas très
réaliste d’imaginer que des données “benchmark” en adéquation parfaite avec l’application traitée
puissent toujours être trouvées. De plus, les critères de performance à prendre en compte diffèrent
fortement d’une application à l’autre et chercher un critère universel est sans doute voué à l’échec
puisque les comparaisons de performances ne peuvent être gérées indépendamment du contexte de
travail. On ne peut donc pas arriver à un degré de généralisation très important, surtout que l’ap-
plication d’un algorithme à des domaines complètement différents de celui pour lequel il a été conçu
risque de conduire à des performances très faibles sur certains critères.

Pour une application donnée, il est cependant nécessaire de mettre en place une méthodologie
permettant de garantir une certaine capacité de généralisation du classifieur face à de nouvelles
données provenant du système étudié. Deux approches peuvent être évoquées dans ce contexte. La
première consiste à réaliser l’apprentissage du système et son évaluation sur un même ensemble de
données. Dans cette situation un partage répétitif de l’ensemble de données en deux sous–ensembles
(d’apprentissage et d’évaluation) est nécessaire. Différentes méthodologies ont été développées et
elles seront décrites dans le paragraphe 1.4.3. La deuxième approche est typique des systèmes pour
lesquels l’obtention d’un grand nombre de données étiquetées est possible : un ensemble de données
dédié à l’évaluation, indépendant de l’ensemble d’apprentissage, peut alors être fourni et les mesures
de performance décrites dans la section suivante peuvent être calculées directement à partir de cet
ensemble.

1.4.2 Critères d’évaluation

La mesure de performance la plus simple et qui est à la base de tout autre critère est le taux de
bonne classification [5]. Cette mesure est le pourcentage de points de test qui ont été bien classifiés par
le système. Elle est donnée par l’équation (1.4), où Nc est le nombre de points de test correctement
classifiés et Nt est le nombre de points de l’ensemble de test.

Tc =
Nc

Nt

× 100% (1.4)

Une manière plus complète et très utilisée pour représenter les performances d’un système de
classification est de construire une “matrice de confusion” [99]. Les intitulés de colonne de cette
matrice correspondent aux classes d’appartenance déterminées par le système, tandis que ceux des
lignes représentent la vraie classe d’appartenance. Ainsi, la valeur Nij trouvée sur la ligne i et colonne
j est le nombre de points appartenant à la classe i qui ont été affectés à la classe j, comme illustré
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dans le tableau 1.1.

Classe prédite

C
la

ss
e

ré
el

le C0 C1 · · · C|C|
C0 N00 N01 · · · N0|C|
C1 N10 N11 · · · N1|C|
...

. . . . . . . . . . . .

C|C| N|C|0 N|C|1 · · · N|C||C|

Table 1.1 – Matrice de confusion

Usuellement la matrice de confusion est présentée sous une forme normalisée. Les valeurs de la
matrice sont obtenues par la division des valeurs Nij de la matrice du tableau 1.1 par le nombre
de points de la ligne i dans l’ensemble de test. Evidemment, pour ce type de matrice de confusion
l’évaluation d’un classifieur parfait sera une matrice de confusion identité, comme représenté dans le
tableau 1.2.

Classe prédite

C
la

ss
e

ré
el

le C0 C1 · · · C|C|
C0 1 0 · · · 0
C1 0 1 · · · 0
...

. . . . . . . . . . . .

C|C| 0 0 · · · 1

Table 1.2 – Matrice de confusion normalisée pour un classifieur parfait

Dans le cas de la classification binaire, la matrice a une représentation particulière qui utilise
les notations tp, tn, fp et fn : tp (“true positive”) est le nombre (ou le pourcentage, selon la
représentation) de points correctement classifiés dans la classe recherchée (classe positive), tn (“true
negative”) est le nombre/pourcentage de points correctement rejetés comme ne faisant pas partie de
la classe recherchée, fp (“false positive”) est le nombre/pourcentage de points incorrectement placés
dans la classe et fn (“false negative”) le nombre/pourcentage de points incorrectement rejetés. Cette
représentation offre une lisibilité accrue de la qualité du classifieur (cf. tableau 1.3).

C. prédite

C
.

ré
el

le p n
p tp fn
n fp tn

Table 1.3 – Matrice de confusion pour un classifieur binaire

Pourtant, dans la plupart des applications des mesures plus détaillées sont nécessaires. De telles
mesures sont surtout définies dans le cas de la classification binaire, où on doit simplement établir
l’appartenance ou la non–appartenance d’une entité à une classe. Quelques notions sont couramment
utilisées dans ce contexte. Dans des articles concernant cette problèmatique [143, 120], on trouve la
définition des mesures suivantes : l’exactitude, la sensitivité, la spécificité, la précision et la F–mesure.
Leurs équations pour le cas binaire sont données par (1.5).
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exactitude = tp+tn
tp+fn+fp+tn

sensitivité = tp
tp+fn

spécificité = tn
fp+tn

précision = tp
fp+tp

F–mesure = (β2+1)·sensitivité·précision
(β2·précision)+sensitivité

(1.5)

On remarque que l’exactitude est en fait le taux de classification correcte. La sensitivité est
généralement utilisée dans les applications où l’identification des cas positifs est très importante
(surtout les applications médicales), la spécificité est plus importante pour les applications où le
coût d’une décision “false positive” est très élevé (surtout les applications industrielles en contrôle
de qualité). La précision donne une mesure du pouvoir discriminant du classifieur par rapport à la
classe de l’application.

Dans la définition de la F–mesure, la valeur β représente l’importance associée à la précision par
rapport à l’importance associée à la sensitivité (appelée aussi “rappel”). Une valeur supra–unitaire
correspond à une importance supérieure accordée à la précision, alors qu’une valeur sous–unitaire
correspond à une importance supérieure associée au rappel. Dans le cas de problèmes où les décisions
erronées n’engendrent pas des coûts différents pour les deux classes, la valeur de β est habituellement
établie à 1.

Des généralisations de ces mesures sont aussi disponibles pour les problèmes multi–classes [5].
Généralement, la généralisation se fait par une analyse indépendante de chaque classe recherchée,
en considérant les autres classes comme une classe générique de rejet. Pour chacune des classes une
matrice de confusion binaire peut donc être construite suivant les règles :

– la valeur tp est donnée par le nombre de points appartenant à la classe analysée qui ont été
correctement classifiés

– la valeur tn est donnée par le nombre de points appartenant à une des autres classes qui n’ont
pas été classifiés comme appartenant à la classe analysée

– la valeur fp est donnée par le nombre de points appartenant à une des autres classes et qui ont
été classifiés comme appartenant à la classe analysée

– la valuer fn est donnée par le nombre de points appartenant à la classe analysée et qui ont été
classifiés comme appartenant à une des autres classes

Une représentation un peu plus spécialisée est constituée par les courbes ROC (Receiver Operating
Characteristic) [114]. Cette représentation est applicable aux problèmes de classification binaire et
chaque point de la courbe est en fait une interprétation graphique de la matrice de confusion obtenue
pour le même système de classification paramètré différemment. L’avancement sur la courbe se fait
par exemple par l’augmentation du nombre de points d’apprentissage utilisés. Les courbes ROC ont
surtout été utilisées dans les applications médicales, où il faut décider entre la présence et l’absence
d’une certaine maladie. Une courbe ROC représente la relation entre la proportion de “vrai positifs”
et la proportion de “faux positifs”. Comme les deux notions sont liées aux notions de sensitivité et de
spécificité, les courbes ROC sont aussi connues sous le nom de courbes sensitivité vs (1 - spécificité).
La courbe obtenue a théoriquement la forme représentée dans la figure 1.8 [62].

La courbe indique le compromis entre la valeur de tp et celle de fp. Elle montre que (pour un
classifieur normal) on peut augmenter la valeur de tp en modifiant les paramètres du système vers la
valeur maximale (1 pour les représentations normalisées), mais non sans conséquence : l’augmentation
de la valeur de fp. La courbe est utilisée afin de choisir les paramètres du système qui offre le meilleur
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0

fp

1

1
tp

0

Figure 1.8 – Courbe ROC

compromis entre la bonne détection des cas positifs et la mauvaise détection des cas négatifs.

Vapnik & al [151] proposent un autre critère d’évaluation d’un classifieur, basé sur sa “capa-
cité”. Les systèmes d’apprentissage de petite capacité sont ceux qui arrivent à avoir un bon taux
de classification correcte sur les ensembles de test même à partir d’un ensemble d’apprentissage de
faible dimension. Les systèmes de grande capacité sont des systèmes qui offrent un meilleur taux de
classification pour les ensembles d’apprentissage de très grande dimension, mais qui ont besoin de
beaucoup de points d’apprentissage pour arriver à des valeurs correctes de l’erreur obtenue sur la
classification de l’ensemble d’apprentissage lui–même. La dimension V C(Vapnik–Chervonenkis) est
justement une manière de mesurer cette capacité.

1.4.3 Méthodes d’évaluation

Ces mesures peuvent être directement calculées si on dispose d’un ensemble de données de test.
Malheureusement, dans beaucoup d’applications il est difficile d’obtenir de tels ensembles. C’est pour-
quoi d’autres méthodes d’évaluation ont été développées. Ces méthodes ont comme principe général
le partage (successif) d’un seul ensemble de données disponible en deux sous–ensembles : d’appren-
tissage et de test. Plusieurs approches sont proposées dans la littérature dont les plus “classiques”
sont celles de cross–validation et de bootstrap.

Le principe de la cross–validation [155] a été mis en place dès les années 60, mais sa mise en œuvre a
commencé à être plus populaire avec l’augmentation du pouvoir de calcul des ordinateurs. La méthode
est basée sur le ré–échantillonnage de l’ensemble de données sur lequel le système est appris puis testé.
L’ensemble de données est séparé en Q sous–ensembles de taille égale. Parmi eux, le système en choisit
Q− 1. Les points contenus dans ces Q− 1 sous–ensembles sont utilisés pour faire l’apprentissage du
système. Ensuite, en utilisant le système appris (règles, équations, réseau neuronal, etc), les points
du dernier sous–ensemble (celui qui n’a pas servi à l’apprentissage) sont classifiés. La procédure est
répétée pour toutes les permutations possibles, c’est–à–dire Q fois (les Q sous–ensembles ont servi
comme ensemble de test une fois). Le taux de classification correcte du système est alors calculé
comme la moyenne des taux de classification correcte obtenus sur chaque sous-ensemble de test. Le
système cherche à approximer la vraie erreur d’un classifieur, c’est–à–dire l’erreur de classification
si le classifieur disposait d’un ensemble d’apprentissage exhaustif. Cette valeur est evaluée avec la
méthode donnée en apprenant le système avec plusieurs ensembles d’apprentissage différents. Cela
amène à obtenir une représentation de l’erreur estimée comme une fonction caractérisée par une
variance et un biais par rapport à la valeur réelle recherchée, en fonction des caractéristiques de
l’ensemble d’apprentissage utilisé.
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Leave–one–out est un cas particulier de la famille des méthodes de cross–validation. Il consiste
à éliminer successivement les exemples disponibles de l’ensemble d’apprentissage. Si l’on considère
le cas d’un ensemble d’apprentissage composé de N points, l’apprentissage se fait N fois sur N − 1
points (Q = N : le nombre de sous–ensembles d’apprentissage est égal au nombre de points de
l’ensemble de données original). Ensuite le système obtenu est appliqué sur le point qui n’a pas été
pris en considération pour l’apprentissage. Le taux de classification correcte est donné dans ce cas
particulier de cross–validation par le pourcentage de points qui ont été classifiés correctement. En
général la méthode leave–one–out est considérée comme n’ayant pas de biais, mais elle a une variance
assez importante [19].

Une autre grande famille de méthodes d’évaluation est le bootstrap. Elle est recommandée sur-
tout sur les ensembles de données composés de peu de points [155] (par peu de points on entend
moins de 30). Dans ces cas–là, la variance a tendance à devenir assez importante, donc une méthode
d’évaluation avec une grande variance (comme le leave–one–out) est moins fiable. Le principe, comme
pour la cross–validation, consiste à choisir aléatoirement un pourcentage donné des points comme
points d’apprentissage et utiliser le reste comme points de test. La différence par rapport à la méthode
de cross–validation est le fait que les points qui sont choisis pour l’apprentissage ne sont pas éliminés
de l’ensemble original, c’est–à–dire qu’ils peuvent être séléctionés plusieurs fois. Les points qui n’ont
pas été choisis comme points d’apprentissage constituent l’ensemble de test. L’opération est répétée
plusieurs fois (il est généralement considéré qu’une valeur de 200 itérations est nécessaire afin d’ob-
tenir de bons résultats [155]) et, comme dans le cas de la cross–validation, le taux de classification
correcte est la moyenne des taux de classification correcte obtenus sur chaque sous-ensemble de test.
Le cas particulier le plus connu de cette approche est la méthode “.632 bootstrap” [47]. Plusieurs
comparaisons entre les deux méthodes sont disponibles dans la littérature [4, 91].

1.5 Discussion et conclusion

Dans le contexte décrit dans ce chapitre, quelques problèmes typiques peuvent être identifiés. Ils
sont détaillés et analysés dans cette section.

1.5.1 Acquisition des données

La qualité et la pertinence des données d’entrée est un paramètre important qui peut beaucoup
influencer les performances de la classification. On doit prendre en considération le fait que les
mêmes données acquises à des moments temporels différents peuvent apporter un degré différent
d’informations utiles. De plus, même si l’information contenue dans les données est utile, le degré de
superposition avec le bruit peut aussi varier avec l’environnement et le vieillissement du dispositif
d’acquisition. Il est donc parfois utile pour les systèmes de classification d’avoir un certain degré
d’adaptabilité pour permettre de légères variantes dans la manière d’acquérir et de représenter des
données.

L’apprentissage actif est un problème lié à l’acquisition de données, lorsqu’il est possible
d’influencer sur les données qui seront effectivement collectées. C’est par exemple le cas d’applications
d’apprentissage en robotique, où l’équipement hardware peut être lent et plus ou moins imprécis, ce
qui peut avoir un effet négatif sur le processus de classification. Il faut aussi prendre en considération
les changements qui peuvent intervenir dans le contexte entre le moment d’acquisition des données
d’apprentissage et le moment de l’utilisation du système obtenu. Souvent les données d’apprentissage
doivent être actualisées périodiquement. Un cas encore plus difficile à gérer est celui où l’équipement
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d’exploration peut influencer sur l’ensemble de données collectées. Pour résoudre le problème, il est
nécessaire de bien connâıtre le contexte de l’application et de bien définir les conditions dans lesquelles
l’acquisition de données doit être réalisée. On doit aussi choisir les informations qui sont significatives
pour l’application et ignorer l’information superflue ou non pertinente. L’apprentissage actif est un
problème spécifique aux domaines non encore standardisés, où l’on ne dispose généralement pas d’un
nombre suffisant de données de test.

L’apprentissage cumulatif est également un problème lié à l’acquisition de données. Dans de
nombreuses applications de classification, une méthode déjà implémentée doit être appliquée sur des
données qui n’étaient pas disponibles au moment de l’apprentissage. C’est par exemple souvent le
cas des applications médicales, domaine où les bases de données s’enrichissent au cours du temps,
induisant une augmentation de la qualité et de la pertinence de l’information contenue. La méthode de
classification doit être capable de gérer des données qui ne sont pas obtenues de la même manière que
les données sur lesquelles elle a été testée. Le problème consiste donc à rendre le système adaptable aux
changements du processus de collecte d’informations. Par exemple, on peut avoir des radiographies de
différentes qualités, obtenues par différents types de machines, pré–traitées de différentes manières.
Il faut intégrer des données appartenant à un même domaine, mais présentées sous une forme qui
diffère.

1.5.2 Supervision et/ou intégration de connaissances

Le principe de base d’un processus de classification donné peut choisir de ne pas tenir compte
des informations auxiliaires disponibles sur l’ensemble d’apprentissage. Notamment, pour ce que l’on
appelle les systèmes de classification non–supervisés, la classe d’appartenance de chaque exemple
d’apprentissage peut être ignorée même si elle est connue. Dans ce cas–là et dans le cas où ces in-
formations ne sont pas disponibles, le classifieur doit réaliser une division naturelle de l’ensemble
d’apprentissage dont il dispose. Pour obtenir de bons résultats, on a normalement besoin que les
classes à individualiser soient bien séparables. Cette approche est très différente de l’apprentissage
supervisé. Une de ses difficultés est la nécessité de trouver de manière automatique les conditions
d’arrêt du processus. De plus, si on se situe dans le cas où l’information a priori sur la classe d’appar-
tenance n’existe effectivement pas, il est plus difficile de définir un critère selon lequel on peut évaluer
les performances du système d’apprentissage. Dans les systèmes basés sur cette approche, on cite les
réseaux neuronaux, la méthode C −means et sa variante floue, etc. En fonction du choix d’utiliser
ou non de l’information complémentaire à l’ensemble d’apprentissage, on distingue plusieurs types
d’approches pour réaliser l’apprentissage :

– L’apprentissage utilisant des données étiquetées et non étiquetées. Il est parfois diffi-
cile de disposer de données déjà étiquetées. L’étiquetage est très important pour l’interprétation
des sorties de tests pour la méthode choisie par exemple. Le problème qui se pose est donc de
savoir si on peut concevoir des algorithmes applicables sur des données non étiquetées pour
l’apprentissage de nouveaux concepts.

– L’apprentissage utilisant des connaissances a priori. La classification peut être aidée par
des informations qui ne sont pas nécessairement contenues dans les données d’apprentissage. Le
problème est donc de trouver des arrangements flexibles pour pouvoir insérer ces connaissances
a priori, même si elles sont incertaines, abstraites ou symboliques (non numériques).
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1.5.3 Taille de l’ensemble de données

Normalement l’étape d’apprentissage consiste en l’analyse et le traitement d’un ensemble d’ap-
prentissage de taille moyenne. Pour chaque type de classifieur la taille idéale de l’ensemble d’appren-
tissage est individualisée. On peut préciser qu’un ensemble d’apprentissage normal peut avoir entre
quelques dizaines et quelques centaines d’exemples d’apprentissage pour chaque classe. En dehors
de cet ordre de grandeur, on doit trouver des méthodes adaptées au nombre de données d’appren-
tissage. Dans le cas des ensembles de données de très grande dimension on peut envisager de faire
une sélection des exemples qui peuvent être éliminés sans trop perdre de l’information significative.
Cette problématique est brièvement discutée ci–dessous :

– L’apprentissage en utilisant une base de données très grande : les bases de données
qui sont très grandes et très dynamiques ne peuvent être lues, au mieux, que quelques fois
par un ordinateur avec des performances moyennes. Deux exemples typiques sont les bases de
données d’Internet (“Web bases”) ou les bases des données d’un supermarché. Les méthodes
qui supposent parcourir l’ensemble de données plusieurs fois (par exemple les méthodes basées
sur la méthode C −means) ne peuvent pas être appliquées dans ces situations. Le problème
consiste donc à trouver des méthodes qui peuvent aboutir à des résultats pertinents en un seul
balayage de l’ensemble de données. Une solution à ce type de problème est le développement
d’algorithmes de type data mining [46].

– L’apprentissage en utilisant une base de données très petite : les problèmes qui se si-
tuent dans ce contexte sont des problèmes spécifiques. Par exemple, on peut avoir un problème
de reconnaissance de visages où l’on dispose d’une seule image par individu. Le même problème
se retrouve dans l’apprentissage dans le domaine robotique, où le nombre d’exemples pour l’ap-
prentissage est habituellement extrêmement limité. Dans ces cas, si des informations addition-
nelles ne sont pas disponibles, il faut trouver des méthodes d’apprentissage qui peuvent donner
de bons résultats sur un très petit ensemble d’apprentissage.

1.5.4 Relations entre les attributs

Généralement chaque exemple de l’ensemble d’apprentissage est caractérisé par plusieurs attributs
qui peuvent être corrélés. Si la corrélation existe, il est fortement probable que l’information offerte
par les attributs soit redondante. Il est alors utile de faire une sélection ou une agrégation des
attributs. On doit aussi prendre en compte la relation logique entre les attributs, lorsqu’il est possible
que la quantité d’informations offerte indépendamment par certains attributs soit plus petite que
l’information qui serait offerte si l’on considère l’ensemble de ces attributs. Il faut donc déterminer
la nature de la corrélation entre les différents attributs : la relation peut être soit de type cause–
effet, soit de type cause commune, soit elle peut indiquer la présence d’un autre phénomène inconnu,
à identifier et à classifier. Différents types d’apprentissage prennent en compte ces relations et les
traitent afin d’améliorer le résultat final :

– L’apprentissage avec relations : pour prendre une décision dans des domaines où la distinc-
tion entre les informations pertinentes et celles superflues ou sans importance ne peut pas se
faire, il faut rechercher des associations entre les différents attributs disponibles. Par exemple,
pour identifier les organisations qui s’occupent de blanchir de l’argent on doit tenir compte
de plusieurs informations qui mettent en évidence les liens entre les gens, les organismes, les
compagnies et les pays. Le problème est donc de trouver un algorithme qui tient compte des
rapports entre plusieurs entités informationnelles pour pouvoir prendre une décision pertinente.

– L’apprentissage des rapports causaux : les systèmes d’apprentissage peuvent identifier les
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corrélations entre certains événements, mais il est plus difficile d’établir si la corrélation est
causée par une liaison de type cause/effet ou si la corrélation est la suite d’une cause commune.
Par exemple, il y a un grand degré de corrélation entre le cancer des poumons et les doigts
jaunes d’une personne, mais la corrélation est donnée par la cause commune (la personne fume),
et il serait inutile d’annuler l’effet des doigts jaunes en ce qui concerne le cancer de poumon,
comme montré dans la figure 1.9.

Fumeur

Cancer de

Doigts jaunes

poumon

Fumeur

Cancer de
poumon

Lien non causalLiens causaux

On élimine l’effet de doigts jaunes
Le cancer de poumon n’est pas éliminé

Figure 1.9 – Exemple de lien non causal ; en supprimant un effet on ne supprime pas l’autre

1.5.5 Représentation de l’information

Face à la quantité d’informations qui peut caractériser un exemple dans un ensemble de données et
à une représentation éventuellement différente des divers attributs, une étape de traitement antérieure
et/ou ultérieure à la classification est parfois nécessaire. L’apprentissage multitâche et le traitement
des informations représentées sous différentes formes en sont des exemples typiques :

– L’apprentissage multitâche (multitasking) : c’est fréquemment le cas dans les applica-
tions médicales, où plusieurs symptômes peuvent caractériser le même individu, et dont diverses
combinaisons peuvent indiquer différentes maladies. Mais on ne peut pas aborder la classifica-
tion des données médicales en cherchant directement plusieurs maladies : la séparation entre
de très nombreuses classes (maladies) est pratiquement impossible dans la mesure où il est
illusoire d’intégrer, dans un unique système, le nombre gigantesque de conditions et de règles
qui seraient nécessaires à la description d’un domaine si vaste. Une autre difficulté du domaine
médical est le manque de formalisation : l’information disponible n’est pas encore standar-
disée et structurée de manière consistente. Par conséquent, la classification est habituellement
faite pour chaque maladie étudiée. On se situe donc dans le cadre d’une séparation entre deux
classes : une maladie particulière existe ou non. Il est donc important d’identifier les attri-
buts qui ne sont utilisables que pour identifier d’autres maladies que celle recherchée afin de
les éliminer de l’ensemble d’apprentissage. Différents systèmes de classification peuvent être
utilisés afin d’identifier la présence ou l’absence d’une maladie donnée et ensuite un système
qui réalise l’intégration de ces classifieurs peut être mis en œuvre. On parle alors de fusion de
classifieurs [94]. Le problème consiste à faire le transfert de connaissance entre les systèmes
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d’apprentissage. Une illustration d’un tel système est présentée dans la figure 1.10.

Figure 1.10 – Exemple d’architecture multitasking à base de classifieurs binaires

– L’intégration des types mélangés de données : l’ensemble de données à utiliser est sou-
vent composé d’attributs de différentes catégories. Par exemple, dans le domaine médical, on
peut avoir différents types d’informations : informations numériques (résultats de différents
tests, analyses de sang, etc), images (radiographies), données nominales (l’individu est fumeur
ou non), etc. Le problème est de savoir s’il est préférable de séparer les algorithmes de classifi-
cation pour chaque type d’attribut et ensuite de combiner leur résultats grâce à un système de
fusion ou d’essayer d’intégrer et de fusionner les différents types d’informations dans une étape
d’extraction de caractéristiques.

Un problème particulier dans ce contexte est la visualisation des données multidimensionnelles.
La classification peut être souvent aidée par l’utilisateur–expert, mais il est nécessaire de trouver
une manière de représenter les données multidimensionnelles afin qu’il puisse les comprendre et les
analyser naturellement.

1.5.6 Conclusion

En conclusion, on peut retenir que les systèmes de classification traitent un problème très com-
plexe. Afin de développer un système cohérent, pertinent et qui offre de bons résultats, il faut prendre
en compte une multitude d’aspects. Les classifieurs sont généralement dédiés à une application
donnée, mais la plupart peuvent être utilisés dans d’autres contextes en respectant les conditions
imposées sur le format des données d’entrée et en réglant les paramètres spécifiques.

Avant de présenter le système de classification que cette thèse propose, un deuxième chapitre
énumère les principales méthodes de classification présentes dans la littérature ainsi que leur ca-
ractéristiques principales, en essayant de positionner la méthode proposée dans le contexte général
de la classification de données.
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Si on revient à la figure 1.3 (page 20), on peut ramener la mise en place d’un système de classifi-
cation à trois questions (ou problématiques) :

1. Quelles sont les données d’apprentissage ? Généralement c’est l’application en elle–même qui
va imposer la réponse en fournissant les données.

2. Quel modèle de représentation choisir ? Il n’y a pas de réponse idéale et c’est au concepteur
de déterminer quel pourrait être le modèle le mieux adapté en fonction des caractéristiques de
l’application. De plus en plus de travaux cherchent à montrer les équivalences existantes entre
les différents modèles de représentation.

3. Quelle méthode d’apprentissage choisir ? La méthode d’apprentissage la plus appropriée reste
à définir et c’est certainement sur ce point que le degré de liberté est le plus important.

Afin de présenter les méthodes d’apprentissage sélectionnées, celles–ci sont regroupées en fonction
du modèle de représentation qui leur est généralement associé. Ainsi, on distingue trois grandes
catégories d’approches : les approches statistiques, les réseaux neuronaux et les systèmes basés sur
des règles :

– Les méthodes de classification basées sur l’approche statistique ont une base théorique et pra-
tique très forte.

– Les réseaux de neurones sont une représentation simplifiée du système nerveux biologique. De
part leur construction, ils sont très rapides d’un point de vue computationel et possèdent un
degré important de parallélisme. Les relations qui se développent au cours de l’apprentissage
sont souvent difficiles à comprendre et à suivre. De ce fait, ils sont souvent assimilés à des
“bôıtes noires”.

– Les sytèmes de classification basés sur des règles sont des systèmes qui “apprennent” de manière
plus transparente. A partir d’un ensemble de données, ces systèmes construisent des règles
de décision qui peuvent ensuite être appliquées sur des exemples inconnus afin d’établir leur
classe. Le principal avantage de ce type de classifieur est que l’outil de classification, qui est
la règle, peut être exprimé dans un langage naturel et peut donc être compris et interprété
par l’utilisateur humain. Ainsi, l’utilisateur du système de classification ne se trouve plus dans
la situation de “croire” à un résultat qu’il ne peut pas expliquer, mais au contraire, il peut
analyser d’une manière intuitive la démarche de classification et son résultat, sans pour autant
avoir de connaissances approfondies dans le domaine de la classification.

D’un point de vue historique, les méthodes présentées dans chacune des trois catégories sont les
plus anciennes, mais la plupart des méthodes plus récentes les utilisent comme point de départ.
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Actuellement, les principales approches couramment utilisées en pratique sont les méthodes neu-
ronales [66], les méthodes floues [10], différentes combinaisons de ces deux dernières [16] (soit une
étape préalable d’implémentation floue pour le calcul des paramètres des réseaux neuronaux, soit
l’implémentation d’une classification floue avec une étape initiale de préparation de l’ensemble des
données avec des réseaux neuronaux) et des méthodes plus spécifiques, comme le SVM (Support
Vector Machine) [28]. Des approches plus récentes, comme les différentes approches de “data mi-
ning” [61] sont également de plus en plus fréquemment utilisées, plus particulièrement pour traiter
des ensembles de données de très grande taille.

Différentes méthodes de classification peuvent être utilisées soit pour réaliser l’intégralité de la
classification, soit pour obtenir des sorties partielles qui servent comme entrées pour un système de
fusion d’informations en charge de la classification finale. Dans un premier temps on peut considérer
les méthodes indépendamment les unes des autres, mais la tendance générale est de combiner les
différentes approches afin d’obtenir de meilleurs résultats. On peut par exemple implémenter un
classifieur flou dans le cadre d’une architecture neuronale, ou utiliser la méthode “support vector
machine” dans un cadre statistique, etc. Néanmoins, dans les sections suivantes, uniquement les
approches “classiques” seront présentées, sachant que toutes les autres approches sont basées sur ces
méthodes “de base”.

De manière générale, les méthodes présentées dans ce chapitre s’inscrivent dans le domaine de l’ap-
prentissage automatique dont l’objectif est de concevoir des dispositifs qui représentent au mieux le
processus qui a généré (ou pourrait avoir généré) les données disponibles. Les méthodes sélectionnées
sont toutes relatives à des problèmes d’apprentissage supervisé. Elles ne sont que brièvement décrites,
mais plus de détails peuvent être trouvés dans les références bibliographiques indiquées.

2.1 Les approches statistiques

L’apprentissage automatique peut être perçu comme un sous–domaine de la théorie de l’apprentis-
sage statistique qui explore la manière d’estimer des dépendances fonctionelles à partir d’échantillons
de données. Dans ce contexte, les principales méthodes (mais aussi les plus anciennes) consistent à es-
timer les paramètres de modèles particuliers à partir des données disponibles, d’où le nom d’“inférence
paramètrique” attribué à la discipline dans le cadre des statistiques inférentielles.

2.1.1 Les systèmes de classification bayesiens

De manière générale, l’application de l’analyse statistique de Bayes [7] aux problèmes de clas-
sification est basée sur une modélisation probabiliste des classes [21]. En phase d’exploitation, les
modèles de classes, étant supposés connus, un classifieur de Bayes détermine la classe d’un exemple
X = [x1, . . . , xn] selon l’hypothèse du maximum a posteriori (MAP). Dans ce contexte, la classe
d’affectation de X, CMAP , est obtenue par maximisation de la probabilité conditionelle de classe,
c’est–à–dire

CMAP = argmaxCi∈CP (Ci|X), (2.1)

ou encore par application de la règle de Bayes :

CMAP = argmaxCi∈C
P (X|Ci)·P (Ci)

P (X)
= argmaxCi∈CP (X|Ci)·P (Ci), (2.2)
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où P (Ci) est la probabilité a priori de la classe Ci. Lorsque les classes sont équiprobables, l’hy-
pothèse MAP est similaire à l’hypothèse du maximum de vraisemblance.

La détermination de CMAP selon (2.2) garantit une erreur de classification globale minimale.
Malheureusement, les systèmes réels qui sont développés à partir de ce principe ne peuvent pas
suivre exactement la théorie, car quelques conditions nécessaires en théorie ne peuvent pas être
satisfaites en pratique [132] :

– la connaissance parfaite des statistiques de chaque classe
– la connaissance des probabilités a priori des classes

L’objectif de la phase d’apprentissage d’un classifieur de Bayes est alors d’estimer les probabilités
nécessaires à la résolution de (2.2), à savoir P (X|Ci) et P (Ci), à partir de l’ensemble d’exemples
disponibles.

Le plus grand problème pour cette approche est le nombre généralement faible d’exemples qui
peuvent servir à établir une statistique fiable de chaque classe à représenter. Afin de pouvoir appli-
quer le principe de Bayes sur un problème réel de classification, quelques hypothèses de simplification
sont couramment utilisées. Une de ces hypothèses est l’indépendance conditionelle des différents at-
tributs observés. Si l’on prend en considération deux attributs x1 et x2 avec les probabilités conditio-
nelles P (x1/C) et respectivement P (x2/C), où P (A/B) est la probabilité de l’événement A, sachant
que l’événement B s’est produit et que C est une classe, alors x1 et x2 sont probabilistiquement
indépendants si la probabilité de leur apparition simultanée est égale au produit des deux probabi-
lités conditionelles :

P ((x1, x2)/C) = P (x1/C) · P (x2/C) (2.3)

Soit X = [x1, x2, . . . , xn] l’exemple observé, où n est le nombre d’attributs des objets à classifier.
Si l’hypothèse d’indépendance conditionelle est satisfaite, la classe CMAP qui minimise l’erreur de
classification pour l’exemple X est donnée par l’équation (2.4).

CMAP = argmaxCi∈C

n∏
k=1

P (xk/Ci) · P (Ci) (2.4)

Pour tout nouvel exemple X, le système de classification, dit classifieur näıf de Bayes, doit alors
trouver la classe CMAP qui est la solution de l’équation (2.4) [132]. Le problème principal de cette
méthode est l’obtention (ou au moins l’estimation) des probabilités utilisées. Si ces probabilités
ne sont pas données a priori il faut les estimer à partir des données disponibles. Ainsi, la proba-
bilité a priori d’une classe, P (Ci), i ∈ 1, · · · , |C| est la proportion des points d’apprentissage qui
appartiennent à la classe Ci. La probabilité conditionelle P (xk/Ci) est donnée par la proportion de
l’événement xk parmi tous les exemples qui composent la classe Ci.

Cette méthode de classification donne de bons résultats si l’hypothèse d’indépendance condi-
tionelle est raisonnablement correcte. Des variantes moins näıves mais plus complexes prennent en
compte des degrés de dépendance plus ou moins élevés entre les attributs et conduisent à l’organisa-
tion de l’ensemble des attributs en un réseau bayesien [22].

2.1.2 Les discriminants linéaires – LDA (Linear Discriminant Analysis)

Les systèmes de classification basés sur une analyse linéaire discriminante (LDA) reposent tout
comme les classifieurs de Bayes sur une représentation probabiliste de l’information et sur la règle
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d’affectation à la classe MAP. Ce sont en fait les hypothèses sous–jacentes à la résolution pratique
de l’équation 2.2 qui conduisent à des méthodes d’orientation très différente.

Ainsi, l’indépendance des attributs est l’hypothèse de travail des classifieurs näıfs de Bayes alors
que l’approche par analyse linéaire discriminante est basée sur les hypothèses de multinormalité de la
vraisemblance des classes et d’homogéné̈ıté de leur matrice de variance–covariance (hypothèse d’ho-
moscédasticité). Selon ces hypothèses, P (X|Ci) suit une loi gaussienne multidimensionnelle N(µi,Σi)
et Σi = Σ, i = 1, |C|. Dans ce cas, le score discriminant de chaque classe s’exprime linéairement par
rapport aux attributs et l’exploitation de la règle de Bayes conduit à l’implémentation d’un séparateur
linéaire.

Finalement, le principe des systèmes discriminants linéaires est donc assez simple. Il consiste
à trouver les équations linéaires qui définissent les fonctions de classement à chacune des classes.
Celles–ci sont de la forme (2.5) [139], où les xi sont les valeurs du vecteur d’observations à classifier
et les wi les poids qui doivent être déterminés à partir des données d’apprentissage.

w1 · x1 + w2 · x2 + · · ·+ wn · xn + w0 (2.5)

On peut donc considérer un système de classification LDA comme un système paramétrique
évaluant pour chaque classe une simple somme pondérée des valeurs du vecteur observé. La classe
qui maximise la fonction de classement (2.5) est la classe qui sera sélectionnée.

Si le problème de classification consiste à séparer deux classes et que les objets à classifier
sont caractérisés par n attributs, la comparaison des deux fonctions de classement conduit à une
inégalité linéaire qui définit un hyper–plan séparateur (n − 1)–dimensionnel. Pour n = 3, la sur-
face de séparation est un plan et pour n = 2 c’est une simple droite, comme montré dans la figure
2.1. Dans le cas binaire, où seulement deux classes doivent être séparées, un seul hyper–plan de
séparation est nécessaire. S’il faut faire une distinction entre plusieurs classes, une surface linéaire
(n− 1)–dimensionnelle doit être calculée pour chaque classe. Ces surfaces sont ensuite agrégées afin
d’obtenir les surfaces séparatrices finales.

Surface de
 séparation

Figure 2.1 – Exemple de surface de séparation linéaire

Par contre, dans la plupart des cas réels de classification, les classes se superposent, ce qui rend
impossible leur séparation par une simple surface linéaire. Afin de résoudre cette problématique, il
peut être utile de construire des surfaces plus complexes, par exemple par analyse discriminante
quadratique (hypothèse d’homoscédaticité levée). A noter que comme toute surface courbe peut être
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approximée par une succession de surfaces linéaires, il est possible de réduire ce type de problèmes à
des problèmes linéaires par morceaux.

2.1.3 La méthode des plus proches voisins

La méthode des k plus proches voisins, “kppv” ou encore “kNN” (k Nearest Neighbours), est
l’une des premières méthodes non–paramétriques de classification développées [27]. Son principe de
base est très intuitif : un exemple à classer sera placé dans la classe où se trouve la majorité des
exemples connus dans son voisinage.

Cette méthode, complètement non–paramétrique, n’effectue aucune hypothèse sur la distribution
des nuages de points, mais repose sur une estimation locale des probabilités au voisinage du point à
classer. La principale difficulté est alors de définir de manière adéquate le voisinage. D’un point de
vue géométrique, la surface de séparation entre les classes n’a donc pas de forme prédéfinie. Selon les
exemples observés elle peut alors prendre des formes aléatoires très complexes.

A l’arrivée d’un exemple à classer, le système le compare avec les exemples de l’ensemble d’ap-
prentissage et cherche ses k plus proches voisins, c’est–à–dire les points d’apprentissage ayant, dans
l’espace des attributs, les k plus faibles distances au point à classer. Ensuite, le système de classifi-
cation choisit comme classe de sortie la classe majoritaire parmi les k plus proches voisins identifiés.

Le prérequis à toute recherche de voisins nécessite que soit définie une distance entre exemples.
Sachant qu’un exemple est en fait un vecteur d’attributs, la similarité de deux vecteurs est mesurable
par la distance entre les vecteurs. Plusieurs types de distances vectorielles peuvent être énumérées :
la distance absolue, la distance Euclidienne, différentes distances normalisées, etc. Typiquement, les
distances normalisées sont utilisées afin de pondérer les différents attributs du vecteur.

Cette méthode donne de bons résultats si les attributs utilisés sont pertinents, mais les perfor-
mances diminuent fortement si les attributs sont redondants ou non–pertinents. Le caractère non–
paramétrique des classifieurs kppv leur confère la particularité d’avoir une phase d’apprentissage
pratiquement inexistante, puisque celle–ci se résume au stockage des données d’apprentissage. Dans
ce type d’approche souvent qualifiée d’apprentissage paresseux (lazy learning), aucune généralisation
des données d’apprentissage n’est réalisée avant l’utilisation du classifieur. Ainsi, c’est en phase d’ex-
ploitation du classifieur kppv et à chaque nouvelle demande de classement que la recherche des k plus
proches voisins doit être effectuée. L’optimisation de ce processus couteux en temps de calcul, notam-
ment lorsque la taille de l’ensemble d’apprentissage est élevée, est l’objet de nombreux algorithmes
exploitant des structures de données appropriées.

2.2 Les approches neuronales

De nombreux réseaux de neurones sont connus et exploités actuellement, mais les principes ba-
siques peuvent être illustrés sur deux concepts “classiques”, les perceptrons et les réseaux multi–
couches.

2.2.1 Les perceptrons linéaires

Le problème de classification le plus simple consiste à choisir parmi deux classes (C0 et C1). Le
perceptron est un système qui choisit une de ces deux classes comme classe d’appartenance d’un
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objet–entrée. Dans ce cas, le perceptron implémente en fait un discriminant linéaire et construit
la ligne de séparation donnée par l’équation (2.5). Le principe de fonctionnement du perceptron
linéaire est illustré dans la figure 2.2. Les xi, i = 1, n sont les n composantes de l’exemple analysé et
les pondérations wi, i = 1, n sont les coefficients qui définissent la ligne de séparation et qui doivent
être calculés. Le coefficient w0 s’appelle “seuil” ou “biais” du perceptron [155].

w  0

w  1

w  2

w  n

.

.

.

.

.

.

x1

x2

xn

C

Figure 2.2 – Principe du perceptron linéaire

La sortie du perceptron sera alors donnée par l’équation (2.6). Afin d’allouer l’exemple à la classe
C1 il faut que la somme pondérée des attributs soit supérieure à la valeur −w0.

C =

 C1 si
n∑
i=1

wi · xi + w0 > 0

C0 autrement

(2.6)

De même que pour les discriminants linéaires, la tâche la plus importante et qui définit le percep-
tron est le calcul des pondérations wi, i = 0, n. La mise en œuvre du perceptron contient une étape
d’apprentissage, lorsque des exemples connus sont utilisés pour déterminer les valeurs des poids wi.
Si le principe de classification est identique à la méthode des discriminants linéaires, le principe de
l’apprentissage est très différent : les statistiques de l’ensemble d’apprentissage sont complètement
ignorées. Le principe est davantage basé sur un apprentissage séquentiel et répétitif. Les objets d’ap-
prentissage sont présentés au système selon un ordre prédéfini et les pondérations sont modifiées
afin de corriger les erreurs de sortie. Si la sortie est correcte, les pondérations ne changent pas. La
procédure d’ajustement des pondérations est présentée dans 2.1. Typiquement, le cycle des opérations
1 - 3 s’appelle “epoch” d’apprentissage.

Les pondérations wi sont initialisées de manière aléatoire (tyiquement avec des valeurs ∈ [0, 1]).
Si l’on note les pondérations courantes wi(t), où t est un numéro utilisé afin d’identifier l’itération,
le calcul des pondérations actualisées wi(t+ 1) se fait conformément à l’équation (2.7). La tâche du
perceptron est alors de déterminer pour chaque itération la valeur ∆wi.

w0(t+ 1) = w0(t) + ∆w0(t)
wi(t+ 1) = wi(t) + ∆wi(t), ∀i = 1, n

(2.7)

Si l’on considére un problème de classification binaire, une manière assez simple de construire le
∆wi est donnée par l’équation (2.8), où s est l’indice de la classe de sortie du perceptron et v la vraie
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Début
1. Faire entrer un nouvel exemple
2. Si la classe de sortie Cs est différente de la classe correcte d’appartenance Cv

recalculer les pondérations de chaque composante
3. Répéter 1 et 2 jusqu’à la fin de l’ensemble d’apprentissage
4. Si l’erreur globale obtenue pour l’ensemble des points d’apprentissage est supérieure

à un seuil, répéter 1 – 3.
Fin

Procédure 2.1 – Procédure d’apprentissage pour un perceptron linéaire

classe d’appartenance de l’exemple. Par exemple, dans le cas d’une classification “false positive”, où
le système classifie de manière erronée l’exemple dans la classe C1 (s = 1, v = 0), le biais est diminué
d’une unité et les pondérations décrémentées proportionnellement à la valeur de l’attribut concerné.
De même dans le cas d’une classification “false negative” (s = 0, v = 1), le biais est augmenté d’une
unité et les valeurs des pondérations en proportion des valeurs d’attributs.

∆w0(t) = v − s
∆wi(t) = (v − s) · xi, ∀i = 1, n

(2.8)

Un problème important pour l’apprentissage d’un perceptron linéaire est la convergence de l’al-
gorithme. La théorie de la convergence du perceptron [8] montre que si les points d’apprentissage
définissent des classes complètement séparables à l’aide d’une surface linéaire, le perceptron converge
après un nombre suffisamment élevé d’itérations. Pourtant, le temps nécessaire pour obtenir cette
convergence peut être très significatif. Afin d’éviter cet inconvénient, quelques observations peuvent
être prises en considération :

– la normalisation des données d’entrée : selon la signification des attributs, ils peuvent couvrir
des gammes de valeurs très differentes, ce qui peut beaucoup influencer le temps de conver-
gence. Une technique assez répandue est de ramener tous les attributs dans un intervalle fixé
(typiquement [0, 1]).

– l’introduction d’un paramètre contrôlé dans l’ajustement de ∆wi(t) : typiquement la valeur
de ce paramètre diminue dans le temps, avec l’itération. Ce paramètre augmente la vitesse de
convergence et la stabilité de l’étape d’apprentissage.

Pour le cas des classes non–séparables par une surface linéaire, des variantes, comme les systèmes
d’apprentissage de type LMS (Least Mean Square) ont été proposés [119]. Ces systèmes reposent sur
le fait que la sortie ne sera pas une classe, donc une décision claire, mais des “degrés d’appartenance”
de l’exemple à chacune des classes apprises. La structure de base, présentée dans la figure 2.2, est
alors légèrement modifiée, comme montré dans la figure 2.3. Chaque sortie du système est un “degré
d’appartenance” à une des classes apprises (m = |C|−1). Pour des raisons de simplicité de la notation
les biais associés à chaque classe sont notés bc à la place de w0c. Les algorithmes d’apprentissage
et d’utilisation sont simplement une répétition pour chaque classe des algorithmes décrits pour le
perceptron linéaire. La sortie de chaque neurone, qui donne un “degré d’appartenance” à la classe
correspondante, s’appelle “activation” du neurone. Elle est obtenue en éliminant la phase de seuillage
final (2.6), comme montré dans l’équation (2.9).

A =
n∑
i=1

wixi + w0 (2.9)
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Figure 2.3 – Principe du perceptron linéaire LMS

Ce modèle sera utilisé de suite pour expliquer brièvement les réseaux de neurones multi–couches.

2.2.2 Les réseaux multi–couches

Pour les problèmes de classification plus complexes, où la précision de la classification est très
importante, les simples perceptrons ne peuvent pas donner des résultats satisfaisants, d’où la nécessité
de construire des systèmes plus évolués [119].

Le principe de base des réseaux de neurones multi–couches est de combiner plusieurs perceptrons
afin de raffiner la sortie. La combinaison la plus intuitive est de fournir les activations des neurones
d’une première couche comme entrées d’une deuxième et ainsi suite. Le principe général est présenté
dans la figure 2.4. Si on prend en considération la figure 2.3, une couche intermédiaire de neurones,
caractérisés par le biais si, i = 0, p, est intercalée entre les entrées et la couche de sortie. Les activations
des neurones de la couche intermédiaire (habituellemnt appellée “couche cachée” – hidden layout)
forment les entrées de la couche finale. Etant donné que toutes les entrées sont connectées à tous les
neurones cachés et que toutes les sorties des neurones cachés sont connectées à tous les neurones de
la couche finale, ce type de réseau porte le nom de réseau complètement connecté.
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Figure 2.4 – Principe des réseaux de neurones multi–couches

Un réseau neuronal comme celui présenté dans la figure 2.4, avec une seule couche cachée, est
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généralement suffisamment puissant pour pouvoir décrire n’importe quel type de surface de séparation
entre les classes si le nombre de neurones cachés est assez important. Même si l’ajout de couches
intermédiaires peut raffiner les résultats obtenus, il est généralement considéré qu’un réseau avec une
seule couche intermédiaire a approximativement le même pouvoir discriminant [8].

Pour les réseaux à une seule couche, l’activation d’un neurone était donnée par une simple combi-
naison linéaire des entrées selon l’équation (2.9). Pour le cas multi–couches, l’activation est calculée
d’une manière plus complexe (non linéaire) de façon à augmenter la représentativité du réseau et
ne plus être limité à des surfaces de séparation linéaires. Soit le neurone j, situé dans une couche
quelconque du réseau. La valeur d’entrée caractéristique à ce neurone, Inj, est donnée par la somme
entre le biais qui lui correspond et les sorties pondérées de toutes les unités de la couche antérieure
auxquelles il est connecté. Les unités de la couche antérieure peuvent être des neurones cachés ou des
attributs de l’exemple à analyser. L’activation du neurone j, Aj, est une fonction qui dépend de cette
valeur d’entrée. Généralement la fonction qui donne cette dépendance est une fonction sigmöıdale,
comme montré dans l’équation (2.10).

Aj =
1

1 + x−Inj
(2.10)

L’apprentissage du réseau multi–couches se fait, comme pour le cas du perceptron linéaire, en
plusieurs “epochs”. Chaque “epoch” consiste à analyser successivement tous les vecteurs d’entrée
qui forment l’ensemble d’apprentissage et à raffiner les poids des différents neurones des différentes
couches si l’activation des neurones de la couche finale n’est pas celle attendue. L’ajustement des
poids se fait selon un principe similaire à celui présenté pour le perceptron linéaire. Cependant,
la non–connaissance des “vraies” sorties pour les couches cachées nécessite d’avoir recours à des
techniques algorithmiques plus évoluées comme par exemple de l’algorithme de rétropropagation du
gradient couramment utilisé.

Pour l’étape d’apprentissage, un problème important est le choix de la condition d’arrêt. Habi-
tuellement deux approches sont utilisées séparément ou de manière combinée :

– nombre d’epochs fixé : après un nombre pré–déterminé d’epochs, le processus d’apprentissage
s’arrête et les poids obtenus sont utilisés pour la classification des objets inconnus. Typiquement
cette valeur est de l’ordre de quelques milliers d’epochs.

– évolution de l’erreur globale : on choisit un nombre d’epochs N pour évaluer l’erreur globale.
Si l’erreur globale pour les N plus récentes epochs n’est pas plus petite que pour les N epochs
antérieures, l’apprentissage est arrêté, en considérant que le système est arrivé à saturation.
Typiquement on mesure l’erreur globale sur quelques centaines d’epochs.

Un réseau de neurones peut garantir une erreur de classification nulle pour tout ensemble d’ap-
prentissage cohérent si le nombre de neurones dans les couches cachées est assez important. Par
ensemble d’apprentissage cohérent, on entend un ensemble qui ne contient pas des objets identiques
associés à des classes différentes. Par contre, l’augmentation du nombre des neurones peut produire
une sur–spécialisation du système sur les exemples de l’ensemble d’apprentissge, donc peut avoir une
influence négative sur sa capacité de généralisation. De plus, l’augmentation du nombre de neurones
du réseau mène à une augmentation significative de la durée du processus d’apprentissage. Typique-
ment, on considère qu’un nombre de 10 neurones dans les couches cachées est suffisant pour obtenir
de bons résultats sur l’ensemble d’apprentissage mais aussi sur des objets inconnus.
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2.3 Les approches basées sur des règles

Toutes les méthodes présentées dans les sections précédentes ont deux désavantages de base :

– elles travaillent exclusivement avec des attributs numériques ou qui peuvent être facilement
implantés dans le monde numérique en gardant toute leur signification,

– elles ne sont pas intuitives et ne peuvent pas être comprises par un utilisateur qui n’est pas
familiarisé avec l’environnement mathématique scientifique.

Parmi les méthodes de classification basées sur des règles, on peut en identifier certaines qui
permettent de travailler avec des entités linguistiques. De plus, tous les systèmes de cette catégorie
produisent des résultats compréhensibles par un utilisateur expert dans le domaine de l’application
considérée, mais pas forcément expert dans le domaine de la classification.

Généralement une règle de classification a la forme “Si X et Y et · · · alors classe est Ci” [17].
On remarque qu’une règle est formée de plusieurs composantes :

– la prémisse : c’est la partie de la règle située entre le Si et le Alors. Elle est composée de
plusieurs “propositions” élémentaires (X, Y , etc.) connectées entre elles par des opérateurs
logiques (et, ou). Chaque proposition est interprétée comme “vraie” ou “fausse” d’un point de
vue logique, l’évaluation globale de la prémisse étant réalisée selon les connecteurs.

– la conclusion : si la prémisse est évaluée comme “vraie”, une décision sur la classe d’apparte-
nance peut être prise (avec la règle proposée, la décision est que l’objet appartient à la classe
Ci).

La plupart des systèmes de classification basés sur des règles associe une classe avec une règle,
c’est–à–dire que la prémisse de chaque règle définit complètement les conditions que doit satisfaire
un objet pour appartenir à la classe concernée.

2.3.1 Les arbres de décision

Les arbres de décision sont une manière de répartir des objets dans différentes catégories, selon
différents critères. Sans entrer dans la théorie des graphes et des arbres [37], quelques notions vont
être introduites lorsqu’elles sont nécessaires pour la compréhension de cette approche.

Un exemple typique d’arbre est l’arborescence d’un dossier informatique “home” stocké sur un
disque dur, comme présenté dans la figure 2.5. Un arbre est composé en général de “nœuds”, “bran-
ches” et “feuilles”. Un nœud est une entité qui donne l’accés à une ou plusieurs branches. Une
branche contient des nœuds et aboutit à un nœud final, appelé feuille. Dans la figure 2.5, les dossiers
“home” et “work” sont des nœuds de l’arbre présenté. Le nœud “home” conduit à la branche qui
contient le fichier “Screenshot.jpg” (une feuille) et à la branche qui contient le nœud “work” avec ses
trois branches–feuilles “thèse.*”. Le nœud “home”, qui est “l’origine” de l’arbre, s’appelle la “raci-
ne” (root) de l’arbre. Comme règle générale, un arbre ne peut pas contenir de boucles, et une seule
branche peut “entrer” dans un nœud.

L’utilisation de la théorie des arbres pour construire un système de classification se fait en res-
pectant quelques règles de base [129, 124, 155] :

– Chaque nœud de l’arbre contient une condition binaire (qui peut être vraie ou fausse) ou une
comparaison d’un attribut de l’objet avec des valeurs–clé. Les arbres dont les nœuds contiennent
uniquement des conditions binaires s’appellent “arbres binaires”.

– Chaque feuille de l’arbre correspond à une décision. Généralement, une feuille est associée à
une seule classe, mais une classe peut être associée à plusieurs feuilles.
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home

Screenshot.jpg work

thèse.tex thèse.log thèse.pdf

Figure 2.5 – Exemple d’arbre

La figure 2.6 présente deux exemples d’arbres de décision. L’arbre de décision dans la figure
2.6(a) est un arbre binaire : chaque nœud a exactement deux branches qui correspondent aux deux
valeurs de vérité possibles, “vrai” et “faux”, pour les conditions 1 et 2. L’arbre 2.6(b) est un arbre de
décision général : ses nœuds contiennent une condition binaire (condition 1), mais aussi une condition
générale relative à l’appartenance de la valeur de l’attribut x à l’un des intervalles 1, 2 ou 3. Comme
règle générale, les branches des nœuds contenant des conditions non–binaires doivent couvrir tout
le domaine de définition (plus exactement toutes les valeurs possibles de l’attribut analysé) sans se
superposer. Par exemple, si l’attribut x ∈ [0, 3), les trois intervalles peuvent être [0, 1), [1, 2) et [2, 3).
Une superpostion des intervalles pourrait mener à une ambigüıté dans la décision finale. A l’inverse,
si les valeurs possibles n’étaient pas toutes couvertes, le système pourrait échouer dans sa tâche et
se retrouver dans une situation d’indécision.

Condition 1

Condition 2

Cas 2

Cas 1

Cas 3

C

C C

1

1 2

vrai

faux vrai

faux

(a) Arbre de décision binaire

Cas 1

C
1

vraifaux

Cas 2

C1

Cas 2

C1

Cas 3

C2

Analyse de
l’attribut "x"

Condition 1

intervalle 1 intervalle 3

intervalle 2

(b) Arbre de décision général

Figure 2.6 – Exemples d’arbres de décision

Un chemin qui mène de la racine à une feuille correspond à une règle conjonctive (la condition
de chacun des nœuds du chemin est évaluée et la suite du parcours est choisie selon le résultat).
Si plusieurs feuilles correspondent à la même classe, les règles conjonctives qui correspondent aux
chemins qui mènent à ces feuilles sont agrégés de manière disjonctive (il suffit d’avoir un chemin qui
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Chapitre 2. Méthodes de classification

est satisfait pour obtenir la classe).

Par exemple dans le cas de l’arbre binaire (cf. figure 2.6(a)), la classe C2 est mise en correspondance
avec la règle conjonctive : “Si Condition 1 et Condition 2 alors C2”. Par contre, la classe C1 est
mise en correspondance avec une règle qui agrége disjonctivement deux règles conjonctives : “Si
non(Condition 1) ou (Condition 1 et non(Condition 2)) alors C1”

Un arbre de décision idéal est le plus petit arbre qui donne une erreur de classification nulle. Même
s’il est possible de construire un arbre qui obtient un taux de classification correcte de 100% pour les
exemples d’apprentissage, il est impossible de garantir que le même arbre va classifier correctement des
objets inconus. En effet, comme pour les méthodes précédentes, une sur–spécialisation du classifieur
sur l’ensemble d’apprentissage peut apparâıtre. Le but de l’apprentissage est donc de trouver l’arbre
de la plus petite dimension qui génère de bons résultats sur l’ensemble d’apprentissage et qui a un
bon pouvoir de généralisation.

La manière la plus simple d’apprendre un arbre de décision est de choisir un attribut et de
construire la condition qui individualise au mieux les classes en ne prenant en compte que cet attribut.
Cette condition est placée à la racine de l’arbre. Sur chaque branche (qui correspond à un intervalle
pour un attribut numérique, à un ensemble de valeurs possibles pour un attribut symbolique ou
encore à la valeur de vérité d’un attribut booléen), on continue par :

– ajouter une feuille qui correspond à une décision si le chemin parcouru est suffisant pour pouvoir
prendre une décision pertinente

– ajouter un nœud contenant une condition sur un nouvel attribut si une décision ne peut pas
être prise

Ce processus est répété jusqu’à ce que toutes les branches finissent par des feuilles (décisions). A
noter que cette situation doit être obtenue avant l’épuisement de l’ensemble des attributs disponibles.

Il est intéressant de remarquer que la dimension de l’arbre, donc la vitesse de classification ainsi
que la vitesse d’apprentissage, dépend beaucoup de l’ordre choisi pour analyser les attributs. Plus
les attributs pertinents sont analysés tôt, plus la profondeur de l’arbre peut diminuer. L’ordre des
attributs (donné par leur pertinence) peut être dicté par des connaissances a priori ou par des analyses
spécialisées [124].

2.3.2 Règles en format linguistique

La transposition des règles qui correspondent aux arbres de décision dans un format logique les
rend potentiellement plus puissantes. Ce format permet une relaxation de l’exclusivité mutuelle des
règles (des cas identiques – valeurs identiques des attributs analysés – peuvent appartenir à des règles
différentes). Si l’on prend le cas de l’arbre de décision présenté dans la figure 2.6(a), l’ensemble de
règles qui correspond à cet arbre est donné par (2.11).

Si non(Condition 1) alors C1

Si Condition 1 et Condition 2 alors C2

Si Condition 1 et non(Condition 2) alors C1

(2.11)

En analysant l’ensemble d’apprentissage, on peut éventuellement se rendre compte que la troisième
règle de (2.11) pourrait être remplacée par une règle qui s’appuie sur une condition plus simple, ce
qui transforme l’ensemble des règles en (2.12).
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Si non(Condition 1) alors C1

Si Condition 1 et Condition 2 alors C2

Si Condition 3 alors C1

(2.12)

La première et la dernière règle de l’ensemble (2.12) peuvent être satisfaites simultanément, sans
que se pose un problème de superposition des classes, car les deux règles correspondent à la même
décision. Par contre, la dernière règle peut éventuellement être satisfaite en même temps que la
deuxième règle, ce qui peut produire des ambigüıtés dans l’espace de sortie (un même objet peut
être alloué à la fois à la classe C1 et C2). Même si aucune ambigüıté n’apparâıt, dans le cas où la
dernière règle n’a aucun attribut commun avec les deux autres, il est impossible de créer un arbre
qui implémente exactement l’ensemble de règles (2.12).

Cette manière de construire les règles offre plus de flexibilité, mais le désavantage principal est
la possibilité d’apparition d’effets d’interaction inattendus entre les règles, à cause justement du
manque d’exclusivité mutuelle. Par conséquent, l’apprentissage de ce type de règles est un point très
sensible. Habituellement, l’apprentissage consiste en une analyse complète et complexe de l’ensemble
d’apprentissage [155] afin de trouver les règles les plus simples, courtes et efficaces. Le processus
d’apprentissage peut donc devenir très long et consommateur de temps. Par contre, si les règles
construites sont très synthétiques, le résultat de la classification elle–même peut être obtenu très
rapidement.

2.4 Les approches basées sur des règles floues

Si les systèmes de classification aujourd’hui utilisés sont fréquemment construits à partir de règles
floues, pour la flexibilité qu’elles apportent par rapport aux règles linguistiques conventionelles, il
est fait un usage exclusif d’une famille particulière de règles floues, dites règles floues conjonctives.
Ces dernières sont présentées dans une première partie de ce paragraphe, qui détaille à la fois leur
utilisation et leur apprentissage. La méthode de classification proposée dans cette thèse, qui sera
décrite dans les chapitres 3 et 4, est en fait basée sur une autre famille de règles floues, dites règles
graduelles, également présentées en fin de ce chapitre.

2.4.1 Règles floues conjonctives dans le domaine de la classification

La notion de “règle floue” a été introduite pour la première fois par Zadeh [159] en 1965. Depuis,
les applications sont devenues de plus en plus nombreuses, notamment dans le domaine du contrôle
automatique. Le principe de base de ces règles est identique à celui des règles linguistiques présentées
dans la section 2.3.2. Elles reposent sur la transposition des connaissances exprimées en langage
naturel dans des règles du type “Si ... alors...” interprétables par les systèmes automatiques et
informatiques [98, 127]. Leur spécificité est de permettre une interprétation nuancée de la vérité
d’une proposition qui n’est alors plus forcément soit vraie soit fausse, mais est qualifiée par un degré
de vérité entre 0 (faux) et 1 (vrai).

Les règles floues ont été d’abord utilisées dans le contrôle automatique et leur utilisation comme
règles de classification n’a pas été immédiate [78]. C’est Ishibuchi [76, 77] qui propose une formali-
sation qui s’oriente dans cette direction. Dans [76], Ishibuchi propose une méthode pour générer des
règles floues de classification à partir de données réelles dans un espace 2D en utilisant une grille
floue simple, comme montrée dans la figure 2.7(a). Les fonctions d’appartenance définies pour les
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deux attributs sont identiques, ce qui conduit à un découpage de l’espace de représentation 2D en
carrés et est donc assez limitatif. En utilisant des fonctions d’appartenance indépendantes sur les
deux axes, on arrive à représenter des rectangles dans le domaine des attributs, comme montré dans
la figure 2.7(b).

x1

x2

(a) Fonctions d’appartenance
identiques sur les deux axes

x1

x2

(b) Fonctions d’appartenance
indépendantes sur les deux axes

Figure 2.7 – Exemples de grilles floues simples

La classification basée sur des règles floues conjonctives se fait en quelques étapes, décrites dans
[78] : formuler le problème de classification, réaliser la partition floue, générer les règles floues et enfin
classifier des entrées inconnues. Afin de présenter ces étapes, l’argumentation de [78] est suivie.

Dans le but d’illustrer le processus, on se restreint à un problème de classification dans l’espace
2D [0, 1] × [0, 1]. Afin de réaliser la partition floue de l’espace considéré, on divise chacun des deux
axes en I, (respectivement J) sous–ensembles flous {AI1, . . . , AII}, (respectivement {BJ

1 , . . . , B
J
J }).

Ces sous–ensembles peuvent être caractérisés par n’importe quel type de fonction d’appartenance :
triangulaire, trapézöıdale ou bien exponentielle. Si on considère le cas des fonctions d’appartenance
triangulaires, on obtient comme fonction d’appartenance aIi associée à AIi la fonction donnée par
l’équation (2.13) et par analogie pour BJ

i l’équation (2.14).

aIi (x1) = max(1−
|x1 − i−1

I−1
|

1
I−1

, 0) (2.13)

bJj (x2) = max(1−
|x2 − j−1

J−1
|

1
J−1

, 0) (2.14)

Ainsi, l’espace 2D considéré est partagé en IJ régions rectangulaires, chaque région étant associée
à une classe. Le principe peut être facilement généralisé pour un espace N–dimensionnel. Pour un
espace 3D on “découpe” en parallélépipèdes et pour N > 3 on peut imaginer des structures avec les
mêmes propriétés.

Ensuite, les règles de classification peuvent être construites. On considère la règle RIJ
ij comme

étant la règle correspondant au sous–espace flou [88, 53] AIi × BJ
j . Elle peut être formulée comme

dans (2.15), où Cij est une des |C| classes pré–définies.

Si x1 est AIi et x2 est BJ
j alors X appartient à la classe Cij avec le degré de certitude CFij

(2.15)
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La procédure de génération des règles consiste à déterminer pour chaque couple (i, j) la classe
Cij à utiliser en conclusion de règle à partir des exemples d’apprentissage. Si l’on considère m points
d’apprentissage Xp = (xp1, xp2), p = 1,m, la génération des règles est réalisée selon la procédure 2.2.

Début
Pour chaque couple (i, j) faire /*pour chaque règle*/

pour t = 1 à |C| faire /*pour chaque classe*/

βCt =
∑
xp∈Ct

aIi (xp1)× bJj (xp2)

finpour
Trouver la classe x pour laquelle βCx = max βC1 , . . . , βC|C| .

Cij = x

CFij =

βCx−

|C|∑
t=1,t 6=x

βCt

|C| − 1

|C|∑
t=1

βCt

Finpour
Fin

Procédure 2.2 – Génération des règles floues de classification

Avec l’ensemble des règles S = {RIJ
ij , i = 1, I, j = 1, J} ainsi généré, on peut classifier une nouvelle

entrée (x1, x2) [69] selon la procédure donnée dans 2.3. Si la classe x ne peut être déterminée de façon
unique, l’entrée (x1, x2) est considérée inclassifiable ou une autre technique de “défuzzification” est
utilisée (ligne 2).

De manière générale, les règles floues utilisées ici sont dites conjonctives dans la mesure où le “si
... alors ...” est interprété comme un “et”. Dans la procédure 2.3, ligne 1, l’opérateur produit (×) est
utilisé comme opérateur de t–norme (“et” flou) à la fois pour implémenter le “et” présent dans la
prémisse de la règle (2.15) et le “si ... alors ...”. Les contributions des différentes règles sont ensuite
agrégées disjonctivement par l’opérateur de t–conorme max (lignes 1 et 2).

Début
Pour t = 1 à |C| faire

/*Calcul de l’activation de l’ensemble de règles S pour la classe t*/
αCt = max{aIi (x1)× bJj (x2)× CFij; t = Cij} /*ligne 1*/

Finpour
Trouver la classe x pour laquelle αCx = maxαC1 , . . . , αC|C| /*ligne 2*/

Fin

Procédure 2.3 – Utilisation des règles floues de classification

Une extension des procédures présentées consiste à découper uniquement les zones de la grille
considérées comme “intéressantes” ou “difficiles”. La grille peut ainsi être raffinée avec des granula-
rités différentes, qui théoriquement peuvent devenir infiniment petites, comme montré sur la figure
2.8 dans le cas 2D. En pratique, compte tenu des limitations en termes de pouvoir de calcul et de
mémoire, la granularité est limitée. Une granularité très petite correspond à un nombre important
de règles à stocker et à évaluer.
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.   .   .

Figure 2.8 – Raffinage successif de la grille en augmentant le nombre de règles

Les procédures 2.2 et 2.3 peuvent être facilement généralisées au cas n–dimensionnel. Si on
considère un objet X caractérisé par les attributs xk, k > 2, qui doit être alloué à une des classes,
une règle floue générale a alors la forme [74] :

Ri : Si x1 est Ai1 et . . . et xk est Aik et . . . et xn est Ain,
alors X appartient à la classe Ci avec le degré de certitude CFi

(2.16)

Dans l’équation (2.16), Aik représente le sous–ensemble flou associé à l’attribut k dans la règle i.

Un aspect important des systèmes de classification basés sur des règles floues est le fait que les
règles peuvent être exprimées dans un langage naturel [117]. Ainsi, leur interprétabilité par un expert
est assez immédiate et l’interaction avec l’utilisateur humain est facilitée.

D’autres algorithmes d’apprentissage de règles floues de classification ont été développés, comme
par exemple dans [135, 142] ou bien [128]. Des problèmes plus spécifiques ont également été analysés,
comme par exemple la classification des données groupées dans des classes de forme non–convexe [36]
ou l’utilisation de fonctions d’appartenance spécifiques afin de définir des régions ovales dans l’espace
des attributs [1].

2.4.2 Règles d’association dans le domaine de la classification

D’autres types de règles, dites règles d’association, ont été utilisés en classification. Ces règles,
provenant du domaine de la fouille de données [105, 2], sont basées sur le principe d’une recherche
exhaustive de régularités dans les données : on essaie de trouver toutes les règles qui respectent des
conditions imposées de fréquence et de confiance [80].

La construction des classifieurs basés sur les règles d’association se fait en deux étapes : la
génération des règles, basée sur l’algorithme Apriori [2] et la construction du classifieur basé sur
les règles ainsi déduites.

La génération des règles se fait elle aussi en plusieurs étapes. D’abord, on choisit toutes les entités
de type “règle” qui ont un support plus grand qu’un seuil (le principe de support mimimum). Une
telle entité est définie par la paire <ensemble de conditions, Ci>, où Ci est une étiquette de classe.
La règle qui correspond à cette entité est donnée par :

Ri : Si ensemble de conditions,
alors X appartient à la classe Ci

(2.17)

Le degré de confiance en Ri est donné dans ce cas par le rapport (2.18).

CFi =
nombre d’exemples de la classe Ci qui respectent l’ensemble de conditions

nombre d’exemples d’apprentissage qui respectent l’ensemble de conditions
(2.18)
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La deuxième étape consiste à comparer les entités ainsi obtenues et à en éliminer une partie selon
le principe suivant : si deux entités ont le même ensemble de conditions seule celle ayant le degré de
confiance maximal est gardée. Les règles qui survivent à cette étape sont nommées “règles possibles”.
Enfin, la dernière étape consiste à comparer les degrés de confiance des règles possibles ainsi obtenues
avec un seuil pré–défini et à ne garder que celles qui ont un degré supérieur au seuil.

Une fois les règles obtenues, le classifieur est construit selon la procédure suivante : on ordonne
l’ensemble de règles selon leur degré de confiance (ordre décroissant). Pour chaque classe on aura
donc un jeu de règles ordonné, chacune des règles le composant ayant son propre degré de confiance.
Les jeux de règles sont ensuite testés individuellement sur les données d’apprentissage. Si l’utilisation
d’une règle n’améliore pas la précision de la classification, son degré de confiance est considéré comme
insuffisant. Elle est donc éliminée du jeu de règles, ainsi que les règles qui la suivent (qui ont des
degrés de confiance encore plus petits).

Différentes variantes de ce type de règles sont disponibles dans la littérature, comme dans [83],
où les règles d’un jeu de règles sont ordonnées selon l’intensité de l’implication des règles à la place
de leur degré de confiance, ou bien dans [102], où le nombre de règles est limité dès la phase de leur
construction tout en gardant toutes les règles qui apportent de l’information utile.

Le règles d’association ont été aussi utilisées dans des systèmes “hybrides”, comme par exemple
en [113], où les règles d’association sont utilisées en conjonction avec les principes de la classification
de Bayes afin de pouvoir analyser des ensembles de données de très grande taille.

2.4.3 Règles floues graduelles

Le concept de “règle graduelle” est apparu assez récemment, dans les 20 dernières années. Les
principaux ouvrages dans cette direction reviennent à H. Prade et D. Dubois [42, 43]. Depuis leur
apparition dans les années 1990 [41], les règles floues graduelles ont été principalement utilisées dans
le domaine du traitement de l’imprécision [54, 146] avec quelques rares applications en contrôle des
systèmes [6, 40]. En analysant leur principe, une autre application peut être imaginée : leur utilisation
comme règles de classification.

Afin d’introduire les règles graduelles dans le contexte général des règles floues, les notions
d’“information négative” et “information positive” sont nécessaires. Considèrons une affirmation
a à laquelle on associe une notion de vérité “V rai” ou “Faux”. Cette affirmation contient de l’infor-
mation négative si toute situation où a est fausse est impossible, sans garantir que toute situation
où elle est vraie est possible. Ce type d’information est donné en spécifiant un interdit. Par contre,
l’affirmation a représente de l’information positive si toute situation où a est vraie est possible,
sans garantir que toute situation où elle est fausse est impossible. L’information positive est donnée
empiriquement, à l’aide d’exemples observés [12]. Autrement dit, l’information négative impose des
contraintes qui éliminent des situations impossibles, alors que l’information positive formalise des
situations possibles [43].

Si l’on revient à une modélisation par règles, il apparâıt que l’information positive correspond à
une règle conjonctive alors que l’information négative correspond à une règle implicative où le “si
... alors ...” est interprété par une implication au sens logique du terme. La relation entrée/sortie
associée à une collection de règles conjonctives est obtenue par disjonction des relations élémentaires.
Au contraire dans le cas de règles implicatives une conjonction des relations élémentaires est réalisée,
traduisant le fait que toutes les contraintes doivent être satisfaites.

Les règles implicatives sont exprimées en langage naturel sous la forme (2.19), ou encore en
langage plus formel sous la forme (2.20) [43], où “−→” est un opérateur d’implication. Dans (2.19), X
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représente la variable d’entrée et Y la variable de sortie, sur laquelle on veut obtenir de l’information
[42].

Ri : Si X est Ai alors Y doit être Bi (2.19)

Ri : Ai −→ Bi (2.20)

Selon la classe de l’implication floue utilisée pour modéliser les règles implicatives, on aboutit
à deux sous–familles de règles implicatives, appelées respectivement règles de certitude et règles
graduelles. Les règles de certitude reposent sur l’utilisation de S–implications alors que les règles
graduelles exploitent des R–implications. Dans ce contexte, une traduction plus précise de (2.19)
devient (2.21).

Ri : Plus X est Ai, plus il est certain que Y est Bi dans le cas d’une règle de certitude, et
Ri : Plus X est Ai, plus Y est Bi dans le cas d’une règle graduelle

(2.21)

En logique floue, plusieurs fonctions peuvent être associées à l’opérateur d’implication, comme
montré dans l’équation (2.22), où a, b ∈ [0, 1] représentent des degrés de vérité.

Implication de Gődel : a −→ b =

{
1; a ≤ b
b; a > b

Implication de Rescher–Gaines : a −→ b =

{
1; a ≤ b
0; a > b

Implication de Lukasiewicz : a −→ b = min(1− a+ b, 1)
Implication de Kleene–Dienes : a −→ b = max(1− a, b)

(2.22)

L’équation (2.22) regroupe les implications floues les plus couramment utilisées. Ces implications
floues ne sont pas construites de façon désordonnée. Selon la façon dont elles généralisent l’im-
plication de la logique classique elle se répartissent en deux grandes classes d’implications, appelées
respectivement R–implications (ou implications résiduées) et S–implications. Les R–implications sont
construites en généralisant le théorème de la déduction au cas flou selon le principe que ce qui est
déduit est toujours au moins aussi vrai que ce qui a permis de faire la déduction. Quant aux S–
implications, elles sont obtenues en généralisant la formule de la logique classique p −→ q ≡ ep ∨ q,
où e et ∨ sont les opérateurs de négation et de disjonction. Les implications de Gődel et Rescher–
Gaines sont des R–implications, celle de Kleene–Dienes une S–implication et celle de Lukasiewicz à
la fois une R et une S–implication [84].

En conclusion, les règles graduelles représentent des contraintes dont chacune apporte de l’in-
formation négative [43]. Ainsi elles sont complémentaires aux règles conjonctives, qui apportent de
l’information positive. L’ajout d’une règle graduelle équivaut à ajouter des zones “interdites”, alors
que l’ajout d’une règle conjonctive équivaut à ajouter des zones “permises”. Autrement dit, les règles
conjonctives désignent des régions de l’espace auxquelles l’entité étudiée peut appartenir, alors que
les règles graduelles interdisent des régions de l’espace. En conséquence, l’utilisation de règles gra-
duelles peut amener à des situations incohérentes, où l’on interdit tout l’espace de représentation.
Par exemple, deux règles graduelles du type “Si X est A alors Y est B” et “Si X est A alors Y est
non–B” excluent chacune l’espace permis par l’autre, car l’interprétation implicative de ces règles
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est “Si X est A alors Y doit être B” et respectivement “Si X est A alors Y doit être non–B” [43].
Par contre, les deux mêmes règles considérées conjonctives, permettent au vecteur Y de prendre des
valeurs dans tout l’espace de sortie, car elles sont interpretées comme “Si X est A alors Y peut être
B” et respectivement “Si X est A alors Y peut être non–B”.

Le chapitre suivant, qui présente le principe de base du système de classification proposé dans
cette thèse, explique plus en détails le principe de fonctionnement des règles graduelles, ainsi que
quelques propriétés qui facilitent leur apprentissage et les rendent très efficaces dans le processus de
classification.

2.4.4 Modèles graduels

Avant introduire le principe de classification à base de règles floues graduelles, développé dans
la thèse, une brève présentation des modèles graduels termine ce chapitre dédié à l’état de l’art. Les
modèles graduels sont construits à partir d’un ensemble de motifs graduels extraits à partir d’un
ensemble d’apprentissage par des techniques de fouille de données. Il est clair qu’un lien étroit existe
entre les notions de règles graduelles et de motifs graduels, bien que ce point n’ait pas été approfondi
dans le cadre de cette thèse.

Des systèmes de classification basés sur ces modèles ont été proposés, par exemple dans [23].
Ces systèmes arrivent à classifier des données dans le cas où les valeurs d’attributs considérées
individuellement ne permettent pas une individualisation des différentes classes. Le principe de base
de l’approche est d’analyser la tendance de certains sous–ensembles d’attributs plutôt que les attributs
pris séparément. Ainsi on prend en considération une possible corrélation entre la tendance d’un
attribut i à être “plutôt petit” quand un autre attribut j est “plutôt grand” si l’exemple appartient
à une classe donnée, alors que les deux attributs ne sont pas corrélés si l’exemple n’appartient pas à
la classe.

Par exemple, dans le domaine de la génétique pour les cas de tumeurs malines, des liens du type
“plus le gène G1 est exprimé, moins le gène G2 est exprimé” sont mis en évidence [23].

La classification basée sur des modèles graduels est faite en deux étapes : 1. la construction des
modèles graduels qui définissent chaque classe et 2. la définition de la classe d’appartenance des
nouveaux exemples à partir de ces modèles.

Les modèles graduels sont constitués des sous–ensembles d’attributs de l’ensemble d’attributs
d’origine auxquels on associe un ordre qui prend en considération la tendance d’augmentation ou de
diminution respective des attributs concernés. Quelques notions de base ont été définis dans [85] :

– les entités graduelles : chaque attribut est associé à un opérateur de comparaison qui donne
sa tendance plutôt ascendante ou plutôt descendante pour les exemples d’une même classe.
On note une telle entité (xi, θi), où xi est un attribut et θi prend une valeur dans l’ensemble
{≤,≥}.

– les ensembles d’entités graduelles : différentes combinaisons des attributs individuels sont pris en
considération. Un ensemble d’entités graduelles est ainsi défini comme g = {(x1, θ1), · · · (xk, θk)}.
Une cardinalité minimale de 2 est nécessaire pour chaque ensemble.

– la cardinalité d’un ensemble d’entités graduelles : le nombre d’exemples dans l’ensemble d’ap-
prentissage qui respecte la relation d’ordre définie par l’ensemble d’entités graduelles. Si on
note xi,p l’attribut “i” de l’exemple d’apprentissage p, la cardinalité est donnée par le nombre
d’exemples d’apprentissage qui respectent la relation xi,pθixi,p+1. On note cette cardinalité λ(g).

– le support de l’ensemble des entités graduelles : le rapport entre la cardinalité λ(g) et la cardi-

nalité de l’ensemble d’apprentissage : supp(g) = λ(g)
|ensemble d′apprentissage|
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– la discrimination d’un ensemble d’entités graduelles pour une classe C :

disc(g, C) =
supp(g, C)∑

Ci∈C,supp(g,Ci)>minsupp

supp(g, Ci)

Afin de calculer la cardinalité λ(g), [85] propose d’utiliser la théorie des graphes : chaque exemple
d’apprentissage est un nœud d’un graphe et deux nœuds sont liés si la relation d’ordre décrite par g
est respectée.

A l’aide de ces notions, le classifieur peut être ensuite construit en deux étapes :

– calculer les ensembles d’entités graduelles les plus fréquents pour chaque classe (qui ont un
support supérieur à un seuil pré–défini minsupp)

– pour chaque classe définir les règles de classification selon ces ensembles

Afin de classifier de nouveaux exemples deux situations sont considérées :

– plusieurs exemples à classifier sont disponibles et connus comme appartenant à la même classe :
on calcule les ensembles d’entités graduelles les plus fréquents pour l’ensemble donné, en
considérant le même seuil minsupp et on les compare avec les ensembles déjà extraits pour
les classes définies à partir de l’ensemble d’apprentissage. On note l’ensemble des nouveaux
ensembles d’entités graduelles Gnew. La classe des nouveaux exemples sera alors :

Cnew = argmaxCi∈C(
∑

g∈Gnew

disc(g, Ci)),

où disc(g, Ci) = 0 si g ne fait pas partie des ensembles calculés à partir de l’ensemble d’appren-
tissage.

– on dispose d’un seul exemple à classifier : pour chaque classe apprise et pour chaque ensemble
g on détermine dans quelle mesure le nouvel exemple respecte la relation d’ordre définie par
g. Le support de chaque ensemble est recalculé en rajoutant le nouvel exemple à l’ensemble
d’apprentissage. Pour chaque classe Ci on calcule une “pertinence”, qui est la somme des
discriminations obtenues pour chaque ensemble d’entités graduelles g associés à cette classe
pour l’ensemble d’apprentisage augmenté. Enfin, l’exemple est placé dans la classe pour laquelle
cette pertinence est la plus grande.
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Classification basée sur des règles
graduelles - principe

3.1 Approche de base

Le système proposé se place dans le cadre de la classification floue à base de règles. L’approche
usuelle de la classification à base de règles est d’utiliser des règles “Si . . . alors”, comme expliqué
dans le chapitre précédent. Les règles graduelles s’inscrivent dans le contexte général de ce type de
classification, mais elles introduisent des changements d’interprétation des règles et de la méthode
d’inférence à utiliser. L’objectif de cette section est d’illustrer le principe de la méthode proposée.
Pour cela, on se situe dans un espace formé de deux attributs x1 et x2 et on se limite à la représentation
d’une seule classe notée C1.

La forme typique d’une règle graduelle est :

Plus x1 est F1, Plus x2 est F2, (3.1)

avec F1 et F2, deux fonctions d’appartenance. Cette forme est en fait une variante particulière
des règles du type :

Si x1 est F1, alors x2 est F2 (3.2)

Une règle graduelle de la forme décrite par l’équation (3.1) sera évaluée à l’aide d’une implication.
Une implication est une fonction notée “a −→ b” qui associe à tout couple (a, b) de [0, 1] × [0, 1]
un degré dans l’intervalle [0, 1]. Pour des règles graduelles, seules des implications résiduées sont
utilisables [13].

Trois exemples d’implications résiduées ont été présentés dans le chapitre précédent (l’implication
de Gödel, l’implication de Rescher−Gaines et l’implication de Lukasiewicz). Dans le cadre de cette
thèse, l’implication de Rescher −Gaines, rappelée dans (3.3), a été considérée pour l’ensemble des
implémentations et tests.

a −→ b =

{
1 ; a ≤ b
0 ; a > b

(3.3)

D’un point de vue général, une règle graduelle du type (3.1) peut être associée à un graphe Γ qui
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est défini par :

Γ(x1, x2) = µF1(x1) −→ µF2(x2) (3.4)

Afin d’intégrer ce type de règles dans un système de classification, les règles doivent être modifiées.
La solution choisie est de placer chaque attribut analysé dans la partie “prémisse” de la règle,
alors que la partie “conclusion” doit contenir une information liée aux classes recherchées par le
système. Pour conserver la sémantique proposée, la relation d’implication entre les attributs doit être
gardée et transferée dans la partie prémisse de la règle. Une règle définie selon le formalisme (3.5)
répond efficacement à tous ces besoins [29]. Si l’on transforme la règle (3.5) en utilisant directement
l’implication dans la partie prémisse, on obtient la forme finale proposée afin d’exprimer la règle,
c’est–à–dire l’expression formulée en (3.6).

Si (Plus x1 est F1, Plus x2 est F2)
alors classe C1

(3.5)

Si x1 est F1, −→ x2 est F2

alors classe C1
(3.6)

La figure 3.1 illustre le fonctionnement d’une telle règle de classification pour des fonctions d’ap-
partenance linéaires. A partir de cette figure, quelques observations sont nécessaires pour expli-
quer la démarche. Le système reçoit comme entrée le vecteur d’attributs X = {x1, x2}. Il applique
à chacun d’entre eux la fonction d’appartenance qui lui correspond. Jusqu’alors on considére ces
fonctions d’appartenance connues et fournies par un système d’apprentissage des règles qui sera
détaillé ultérieurement. Les deux fonctions µF1(x1) et µF2(x2) sont exprimées analytiquement par les
équations (3.7) et (3.8).

Zone interdite

F1
µ 1(x )

F 2µ
2

(x
)

x1

x 2

x1m x1M

x 2M
x 2m

0

1

1 0

A

B

Figure 3.1 – Fonctions d’appartenance et graphe résultant

µF1(x1) =


0 ; x1 < x1m

x1

x1M−x1m
+ x1m

x1m−x1M
; x1m ≤ x1 ≤ x1M

1 ; x1M < x1

(3.7)
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µF2(x2) =


1 ; x2 < x2m

x2

x2m−x2M
+ x2M

x2M−x2m
; x2m ≤ x2 ≤ x2M

0 ; x2M < x2

(3.8)

Les fonctions d’appartenance permettent de “projeter” chaque attribut dans l’intervalle [0, 1].
Une fois les valeurs des degrés d’appartenance calculées, le système utilise celles-ci comme opérandes
de l’opérateur d’implication. Le résultat de cette dernière étape, basée sur l’implication de Rescher-
Gaines, est une valeur dans l’ensemble {0, 1}, qui, dans ce cas, signifie l’appartenance ou la non-
appartenance à la classe considérée. Le résultat final peut être visualisé dans la figure 3.1 et consiste
à partager le plan des deux attributs en deux zones : une zone “permise” qui, conformément à la
règle décrite, correspond aux points qui peuvent appartenir à la classe et une zone “interdite” qui
est composée par des points qui n’appartiennent pas à cette classe.

Jusqu’ici, la règle permet d’allouer une zone infinie à la classe. Si l’on considère une classe définie
par un nuage de points, un système de classification basé sur des règles doit en principe trouver une
manière plus précise de définir les frontières (donc les critères d’identification) de cette classe. Pour y
arriver, une simple observation s’impose sur le système décrit : le rajout d’une règle du type (3.1) et
l’application d’un opérateur de conjonction entre les graphes des deux règles revient dans l’espace des
attributs à rajouter une zone interdite. Du point de vue de la formalisation, cela revient à introduire
de nouvelles contraintes dans la partie prémisse de la règle. Une telle règle, avec n contraintes, va
réduire l’espace alloué à la classe à une forme plus précise, donc mieux adaptée à la forme de la
classe. Une règle formée de plusieurs contraintes a la forme générale donnée par l’équation (3.9). Les
contraintes doivent être cohérentes, c’est-à-dire qu’elle doivent définir des surfaces permises qui ont
une intersection non vide. A partir de trois contraintes, la surface définie peut représenter une surface
fermée, qui ne peut être qu’un polygone convexe.

Si
x1 est F0,1 −→ x2 est F0,2 et
x1 est F1,1 −→ x2 est F1,2 et

...
x1 est Fn−1,1 −→ x2 est Fn−1,2

alors classe C1

(3.9)

Dans l’équation (3.9), Fji signifie : le symbole j appliqué sur l’attribut i, où i ∈ 1, 2. D’un point de
vue mathématique, la règle (3.9) est formulée par l’expression (3.10), où T représente une t–norme,
c’est–à–dire un “et” flou.

µC1(x1, x2) = Γ(x1, x2) = >
(
µFi1

(x1) −→ µFi2
(x2)

)
, ∀i = 1, n (3.10)

Quelques problèmes n’ont encore pas été détaillés. Le premier porte sur le choix des fonc-
tions d’appartenance les plus pertinentes. Le deuxième, étroitement lié, est en fait un problème de
représentation des contraintes d’un point de vue numérique. Le découpage de l’espace des attributs
en les deux sous-espaces, “interdit” et “permis”, tel qu’il a été présenté dans la figure 3.1, est basé
implicitement sur l’hypothèse d’espace fini dans la mesure où les valeurs limites x1m, (resp. x1M) et
x2m, (resp. x2M) sont des grandeurs finies. Or, la partie “intéressante” des fonctions d’appartenance
réside seulement dans leur partie non-constante, où la pente est différente de 0. Il en résulte que le
choix d’intervalles bornés pour [x1m, x1M ] et [x2m, x2M ] ne permet de définir un séparateur linéaire
que sur un segment ([AB] dans le cas de la figure 3.1). Une règle qui délimiterait deux demi-plans
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dans tout l’espace 2D considéré, évidemment infini, nécessiterait que les points A et B soient re-
poussés à l’infini sur la droite [AB]. Une telle définition de règles est impossible d’un point de vue
représentation et calcul, mais aussi d’un point de vue conceptuel (interprétation de la signification
floue).

De manière intuitive mais également applicative, les contraintes linéaires associées aux classes
seront dorénavant définies dans un espace fini que l’on appelera “espace de travail”. Pour chaque
classe, il faut trouver les principes et les moyens permettant de délimiter cet “espace de travail”. Cet
aspect est developpé dans le paragraphe suivant.

3.2 Formes des classes et espace de travail

La méthode proposée est basée sur la possibilité de définir dans l’espace de travail 2D associé
à une classe (le cadre dans lequel on se situe pour le moment) une surface qui peut être associée
à cette classe. Pour montrer les capacités de représentation des règles proposées, on analyse dans
un premier temps comment les zones interdites par une seules contrainte varient selon les fonctions
d’appartenance de F1 et F2. On peut alors facilement remarquer qu’en inversant les signes des pentes
des fonctions d’appartenance associées aux deux attributs, quatre cas, présentés dans la figure 3.2,
peuvent être distingués.
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(c) Cas 3
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Figure 3.2 – Types de zones interdites et les fonctions d’appartenance qui les produisent
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En analysant les fonctions d’appartenance présentées et les zones “interdites” et “permises” qui
leur correspondent, une première conclusion s’impose : on peut “découper” dans l’espace des at-
tributs une zone “permise”, finie ou infinie, par simple agrégation conjonctive de plusieurs rela-
tions implicatives entre les deux attributs. Le résultat est en fait une règle composée de plusieurs
contraintes, comme proposé dans l’équation (3.9). Si la zone “permise” par une telle règle est finie,
elle prend la forme d’un polygone convexe. On se limitera donc, dans le cadre de cette étude, à la
représentation des polygones convexes. L’obtention de ce polygone pour une classe recherchée sera
analysée ultérieurement. Dans les cas où la forme géométrique ne serait pas convexe, il est toujours
possible de se ramener à un ensemble de polygones convexes.

Les frontières de la classe analysée sont donc établies comme les côtés d’un polygone convexe
supposé connu. Il faut maintenant trouver la manière de construire la règle de classification composée
de plusieurs contraintes qui délimite dans l’espace de travail une zone “permise” identique à ce
polygone convexe. Comme déjà anticipé dans le paragraphe précédent, il faut d’abord limiter l’espace
de travail à un espace fini, tout en préservant, pour des raisons de cohérence du système, le principe
de base des règles graduelles. La limitation de cet espace doit être simple d’un point de vue formel
et ne doit pas nécessiter de traitements supplémentaires importants.

Une approche simple consiste à limiter l’espace de travail à un rectangle parallèle aux axes du
système de référence considéré qui englobe au plus près le polygone. C’est une approche assez intuitive
qui possède quelques avantages assez importants, qui seront discutés par la suite. Pour illustrer le
principe, on considère le cas du polygone MNOPQRS représenté dans la figure 3.3(a). La figure
3.3(b) représente la restriction de l’espace original infini au rectangle représenté (ABCD). Afin de
rester dans un même espace de représentation, il faut trouver la règle implicative qui délimite cet
espace de travail. Un tel rectangle est assez particulier d’un point de vue formel dans le contexte des
règles graduelles. Il est caracterisé par des pentes nulles et infinies, donc les fonctions d’appartenance
qui doivent être déduites ont une forme différente des formes présentées dans le paragraphe précédent.
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Figure 3.3 – La réduction de l’espace de travail à un espace fini

En tenant compte des définitions données par les équations (3.3) et (3.9), une solution pour
interdire l’espace situé en dehors du rectangle indiqué est une règle composée de deux contraintes :

Si
x1 est F0,1 −→ x2 est F0,2 et
x1 est F1,1 −→ x2 est F1,2

alors classe C1

(3.11)
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En notant “µFj,i
(xi)” le degré de vérité de la proposition “xi est Fj,i”, la règle (3.11) s’écrit de

manière équivalente sous la forme donnée par l’équation (3.12).

Si
µF0,1(x1) −→ µF0,2(x2) et
µF1,1(x1) −→ µF1,2(x2)

alors classe C1,

(3.12)

Dans l’équation (3.12) les fonctions d’appartenance µFj,i
(xi), i = 1, 2, j = 0, 1 sont données dans la

figure 3.4(a) et 3.4(b). Quelques remarques s’imposent sur les formes de ces fonctions d’appartenance :

1. La première contrainte permet de couper les zones verticales tel qu’illustré sur la figure 3.4(a).
La fonction d’appartenance de F0,2 est une fonction constante, nulle sur tout son domaine de
définition. Elle ne dépend pas du rectangle à représenter et gardera donc une forme identique
pour toutes les règles construites selon le principe décrit. D’un point de vue ensembliste, sa
signification est un “ensemble vide” puisqu’aucun élément du domaine de définition n’appar-
tient à l’ensemble représenté par la fonction d’appartenance identiquement nulle. D’un point
de vue logique, la proposition x2 est F0,2 est interprétée comme “FAUX” indépendamment de
x2, ce qui se traduit dans la contrainte qui lui correspond par l’interdiction des valeurs de x1

n’appartenant pas à l’intervalle [x1m, x1M ], c’est-à-dire telles que la proposition “x1 est F0,1”
est au moins un peu vraie (µF0,1(x1) 6= 0).

2. La fonction d’appartenance de F1,1 est aussi une fonction constante, égale à 1 indépendamment
du rectangle à définir. L’ensemble ainsi représenté est le domaine de définition de l’attribut x1

et la proposition correspondante est interprétée comme “VRAI”, indépendamment de la valeur
de x1. Son utilisation en premier opérande de l’implication permet d’interdire les valeurs de x2

n’appartenant pas totalement à F1,2, c’est-à-dire n’appartenant pas à l’intervalle [x2m, x2M ]. La
contrainte permet donc de découper horizontalement l’espace (voir figure 3.4(b)).

3. En conclusion, chaque règle de la forme 3.9 aura deux contraintes en charge de délimiter l’espace
de travail rectangulaire associé à la classe. Ces dernières, numérotées 0 et 1, traduisent dans le
formalisme flou implicatif adopté les contraintes binaires

x1 /∈ [x1m, x1M ] −→ FAUX et

V RAI −→ x2 ∈ [x2m, x2M ],

ce qui se résume finalement en x1 ∈ [x1m, x1M ] et x2 ∈ [x2m, x2M ].

3.3 Détermination des fonctions d’appartenance

Il reste maintenant à délimiter dans l’espace fini représenté par le rectangle ABCD le polygone
cible qui définit la classe : le polygone MNOPQRS de la figure 3.3(b). Pour interdire les zones
extérieures au polygone considéré, il suffit de construire une contrainte pour chacun de ses côtés. Ces
contraintes ont pour seul but de définir comme zone “interdite” la surface extérieure au polygone,
située entre les côtés du polygone et les limites de l’espace de travail.

Une première solution consiste à prolonger chaque côté du polygone afin d’obtenir les intersections
avec les limites de l’espace de travail. Deux remarques peuvent alors être formulées :
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Figure 3.4 – Limitation de l’espace de travail réservé à la classe

1. Entre le rectangle englobant ABCD et les droites–support des segments du polygone, il existe
toujours au moins deux points d’intersection.

2. Comme le polygone est convexe, les droites–support des segments du polygone ne “coupent”
pas le polygone.

A partir des deux points d’intersection obtenus, il est possible de déterminer les fonctions d’ap-
partenance qui permettront d’obtenir les contraintes. La figure 3.5 présente les différentes étapes
nécessaires dans la détermination de l’ensemble des contraintes.

Deux cas particuliers peuvent être évoqués lorsque les extrémités des segments du polygone se
trouvent sur le rectangle englobant :

1. Les deux extrémités peuvent être sur le même côté du rectangle englobant. Dans ce cas, le
segment est entièrement confondu avec la frontière de l’espace de travail. C’est le cas du segment
[PQ] sur la figure 3.5. Dans cette situation, aucun traitement supplémentaire n’est nécessaire
pour ce côté, puisqu’il est déjà géré par les contraintes associées au rectangle englobant.

2. Les extrémités peuvent être sur des côtés différents du polygone englobant. C’est le cas du côté
[MN ], qui a ses deux extrémités sur le rectangle englobant ABCD. Dans cette situation les
deux points d’intersection entre le rectangle et la droite–support de [MN ] sont précisément les
points M et N . Le même cas se produit pour le côté [QR].

En dehors de ces deux situations, la prolongation de la droite–support est nécessaire de façon à
déterminer les deux points d’intersection avec le rectangle ABCD, comme présenté dans les figures
3.5(a), 3.5(b), 3.5(d) et 3.5(e). Ces points d’intersection sont ensuite exploités pour construire les
fonctions d’appartenance appropriées.

Pour la lisibilité des graphes présentés dans la figure 3.5 quelques précisions peuvent être utiles.
Les zones interdites par les nouvelles fonctions d’appartenance sont colorées. Comme l’espace de
travail est réduit au rectangle ABCD, les fonctions d’appartenance ont une signification et une
importance pratique uniquement dans cet espace. Leur prolongation est quand même représentée
en dehors de ces limites en ligne pointillée, pour des raisons de consistence. Un point dans l’espace
des attributs peut prendre des valeurs dans tout le domaine, donc toutes les contraintes doivent être
applicables sur tout le domaine. L’effet de ces parties des fonctions d’appartenance dans l’espace des
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Figure 3.5 – Construction des fonctions d’appartenance – approche de base

attributs est aussi marqué avec des lignes pointillées dans l’extérieur du rectangle ABCD, mais pour
des raisons de lisibilité l’espace qu’elles interdisent n’a pas été coloré.

Une fonction d’appartenance “typique”, comme celles présentées dans la figure 3.5 sera définie
par trois composantes :

– la valeur gauche : Fi,j(xj).g = xjm, j = 1, 2 i = 2, NC + 1
– la valeur droite : Fi,j(xj).d = xjM , j = 1, 2 i = 2, NC + 1
– le signe de la pente : Fi,j(xj).p, défini comme :
• 1 pour une fonction d’appartenance du type :

µFi,j(xj) =


0; xj < xjm

xj

xjM−xjm
+

xjm

xjm−xjM
; xjm ≤ xj ≤ xjM

1; xjM < xj

• −1 pour une fonction du type :

µFj(xj) =


1; xj < xjm

xj

xjm−xjM
+

xjM

xjM−xjm
; xjm ≤ xj ≤ xjM

0; xjM < xj

Les étapes de l’algorithme sont tout d’abord décrites en langage naturel dans la procédure 3.1,
puis l’algorithme détaillé correspondant est donné par l’algorithme 42.
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Début
Etape 1. Vérifier que le segment traité n’est pas vertical ou horizontal
Etape 2. Trouver les intersections de la droite support du segment avec le rectangle
englobant – points H(h1, h2) et J(j1, j2)
Etape 3. Placer les points caractéristiques des fonctions d’appartenance en utilisant
les deux points H et J
Etape 4. Choisir les pentes des fonctions d’appartenance en fonction du quadrant
trigonométrique dans lequel se trouve le segment en considérant un système
de référence centré sur H, le point d’origine du segment analysé [HJ ]

Fin

Procédure 3.1 – Algorithme de base – langage naturel

L’algorithme 42 présente les traitements nécessaires pour obtenir les fonctions d’appartenance
associées au polygone, en considérant l’existence des deux contraintes qui limitent l’espace de travail.
L’obtention de ces deux contraintes est immédiate, comme présenté préalablement dans la figure 3.4.

La convention qui a été utilisée concerne l’ordre associé aux points du rectangle englobant ABCD.
Cet ordre est celui proposé dans la figure 3.3(b), notamment le point A = (a1, a2) qui est le coin en
haut à gauche et le sens de parcours qui est le sens trigonométrique.

3.4 Amélioration de la construction des fonctions d’appar-

tenance

Même si d’un point de vue méthodologique l’approche proposée dans la section précédente est
pertinente, elle présente quelques désavantages. En effet le système dispose des points qui définissent
le polygone associé à la classe pour construire les contraintes, en fait les sous–ensembles flous sous–
jacents. La solution présentée n’utilise cependant pas directement ces points, mais calcule de nouveaux
points (intersections des côtés de la forme convexe avec les frontières de l’espace de travail) pour
“calibrer” les fonctions d’appartenance. Ceci ajoute des calculs numériques, donc un temps de calcul
additionnel, qui peut devenir important dans le cadre d’un système complexe. On peut également
remarquer une redondance importante introduite par la méthode utilisée pour construire les règles.
En effet deux côtés voisins vont interdire des zones communes dans l’espace de travail.

Pour améliorer l’efficacité du système en terme de nombre de calculs réalisés et pour optimiser la
description des zones “interdites” en limitant les redondances, les contraintes peuvent être obtenues
directement à partir des points Pi du polygone.

Le processus d’obtention des fonctions d’appartenance est donné par l’algorithme 37 et est illustré
par la figure 3.6. En fait, même si le cœur des deux algorithmes est identique, le deuxième est un
peu plus simple, parce qu’il utilise directement les coordonnées des points qui forment le polygone.
Par contre il demande de vérifier certains aspects, qui vont être détaillés ci–après afin d’être certain
des frontières de l’espace qu’il dèlimite. L’algorithme utilisé est présenté en language naturel dans la
procédure 3.2.

Tout le raisonnement à l’origine du système de classification proposé est fondé sur un principe de
base : à une classe définie dans un espace à deux attributs, on peut associer un polygone convexe.
Ce polygone convexe peut alors être représenté par une règle graduelle de classification telle que
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Algorithm 1 Algorithme pour l’obtention des sous–ensembles flous (l’approche de base)

Entrée : le polygone P associé à la classe ; son rectangle englobant ABCD
Sortie : {Fk,i},∀k = 2, NC + 1, ∀i ∈ {1, 2}
Variables locales : i, k, H = (h1, h2), J = (j1, j2), c = l’ordre de la contrainte courante
c←− 1
pour k = 1 à N − 1 //Pour chaque point du polygone faire
∗Etape 1∗
si p(k)1 6= p(k+1)1 et p(k)2 6= p(k+1)2 alors
∗Etape 2∗
c←− c+ 1
H = (h1, h2)←− point d’intersection de la demi–droite [P(k+1)P(k) avec le rectangle ABCD
J = (j1, j2)←− point d’intersection de la demi–droite [P(k)P(k+1) avec le rectangle ABCD
∗Etape 3∗
Fc,1(x1).g ←− min(h1, j1) ; Fc,2(x2).g ←− min(h2, j2)
Fc,1(x1).d←− max(h1, j1) ; Fc,2(x2).d←− max(h2, j2)
∗Etape 4∗
si h1 < j1 alors
Fc,2(x2).p←− 1

sinon
Fc,2(x2).p←− −1

fin si
si h2 < j2 alors
Fc,1(x1).p←− 1

sinon
Fc,1(x1).p←− −1

fin si
fin si

fin pour
∗Fermer le polygone∗
si p(N)1 6= p(1)1 et p(N)2 6= p(1)2 alors
c←− c+ 1
H = (h1, h2)←− point d’intersection de la demi–droite [P(1)P(N) avec le rectangle ABCD
J = (j1, j2)←− point d’intersection de la demi–droite [P(N)P(1) avec le rectangle ABCD
Fc,1(x1).g ←− min(h1, j1) ; Fc,2(x2).g ←− min(h2, j2)
Fc,1(x1).d←− max(h1, j1) ; Fc,2(x2).d←− max(h2, j2)
si h1 < j1 alors
Fc,2(x2).p←− 1

sinon
Fc,2(x2).p←− −1

fin si
si h2 < j2 alors
Fc,1(x1).p←− 1

sinon
Fc,1(x1).p←− −1

fin si
fin si

celle construite dans le paragraphe précédent. La méthode modifiée, présentée dans cette section et
résumée par l’algorithme 37, permet d’obtenir également une règle graduelle pour représenter un
même polygone. Les contraintes sont définies plus localement que précédement puisque les sous–

64



Chapitre 3. Classification basée sur des règles graduelles - principe

Début
Etape 1. Vérifier que le segment traité n’est pas vertical ou horizontal.
Etape 2. Placer les points caractéristiques des fonctions d’appartenance en
utilisant chaque paire de points consécutifs du polygone.
Etape 3. Choisir les pentes des fonctions d’appartenance en fonction du
quadrant trigonométrique dans lequel se trouve le segment en considérant un
système de référence centré sur le point d’origine du côté analysé dans le
sens de parcours associé.

Fin

Procédure 3.2 – Algorithme amélioré – langage naturel
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Figure 3.6 – Délimitation de l’espace réservé à la classe - approche améliorée

ensembles flous sont directement construits à partir des segments formant le polygone et non plus à
partir de leur extension dans l’espace de travail. La figure 3.7 illustre cette démarche pour un segment
[AB] particulier. Ce principe de construction garantit que les zones interdites par l’algorithme 37 sont
incluses dans celles interdites par l’algorithme 42. Autrement dit, l’algorithme 37 n’interdit pas de
zones qui ne devrait pas l’être. Reste cependant à vérifier que cette nouvelle méthode est complète,
c’est-à-dire qu’elle interdit bien toutes les zones qui doivent l’être.

La méthode proposée pour cette vérification est d’analyser les différentes successions possibles des
côtés d’un polygone convexe. L’information pertinente pour l’approche proposée est liée à la position
relative de deux côtés consécutifs dans un repère cartésien 2D centré sur leur point d’intersection (cf.
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Algorithm 2 Algorithme de calcul des sous–ensembles flous pour l’approche améliorée

Entrée : le polygone P associé à la classe ; son rectangle englobant ABCD
Sortie : {Fk,i},∀k = 2, NC + 1, ∀i ∈ {1, 2}
Variables locales : i, k, c = l’ordre de la contrainte
c←− 1
pour k = 1 à N − 1//Pour chaque point du polygone faire
∗Etape 1∗
si p(k)1 6= p(k+1)1 et p(k)2 6= p(k+1)2 alors
∗Etape 2∗
c←− c+ 1
Fc,1(x1).g ←− min(p(k)1, p(k+1)1) ; Fc,2(x2).g ←− min(p(k)2, p(k+1)2)
Fc,1(x1).d←− max(p(k)1, p(k+1)1) ; Fc,2(x2).d←− max(p(k)2, p(k+1)2)
∗Etape 3∗
si p(k)1 < p(k+1)1 alors
Fc,2(x2).p←− 1

sinon
Fc,2(x2).p←− −1

fin si
si p(k)2 < p(k+1)2 alors
Fc,1(x1).p←− 1

sinon
Fc,1(x1).p←− −1

fin si
fin si

fin pour
∗Fermer le polygone∗
si p(N)1 6= p(1)1 et p(N)2 6= p(1)2 alors
c←− c+ 1
Fc,1(x1).g ←− min(p(N)1, p(1)1) ; Fc,2(x2).g ←− min(p(N)2, p(1)2)
Fc,1(x1).d←− max(p(N)1, p(1)1) ; Fc,2(x2).d←− max(p(N)2, p(1)2)
si p(N)1 < p(1)1 alors
Fc,2(x2).p←− 1

sinon
Fc,2(x2).p←− −1

fin si
si p(N)2 < p(1)2 alors
Fc,1(x1).p←− 1

sinon
Fc,1(x1).p←− −1

fin si
fin si

figures 3.8 et 3.9).

Pour effectuer l’analyse, on fixe un côté [AO] et on associe au système de référence le sens
trigonométrique. Selon ce sens, il faut “interdire” la zone qui se situe à droite de ce segment. La
droite support du segment [AO] coupe le plan en deux demi–plans. Une première remarque est
que, suivant le sens associé, un côté voisin au côté [AO] ne peut se situer que dans le demi–plan
gauche de la droite–support de [AO], ce qui se traduit par un angle entre [AO] et le segment suivant
nécessairement supérieur à 180°. Ainsi, le segment [OB] dans la figure 3.8 n’est pas un candidat
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Figure 3.7 – Approche améliorée vs. approche de base

potentiel à la succession de [AO]. Les différents cas possibles de successions de côtés et les résultats
de l’application des contraintes correspondantes sont présentés dans la suite, ainsi qu’une brève
analyse de la signification de ces résultats.

AB

O

180°

Figure 3.8 – Succession impossible de côtés

Les cas possibles sont présentés dans la figure 3.9 où les côtés voisins analysés sont les segments
[AO] et [OB]. On distingue en fait trois cas selon que le segment [OB] est situé dans les quadrants
III, IV ou I. Les quatre quadrants représentés sont dénommés comme dans la théorie trigonométrique
de base : le quadrant I est le quadrant droit supérieur et les suivants sont numérotés dans le sens
trigonométrique. Sur la figure 3.9(b) les deux côtés sont situés dans deux quadrants voisins. La figure
3.9(a) représente le cas où les deux côtés sont situés dans des quadrants opposés et sur la figure 3.9(c)
on trouve le cas où les deux côtés successifs sont situés dans le même quadrant. Le comportement
du système proposé selon ces positions est différent, comme expliqué dans les paragraphes suivants.

Comme le côté [AO] a été choisi comme côté de référence et qu’il est commun aux cas présentés,
la contrainte qui lui correspond est la même dans les trois cas. Cette contrainte est illustrée dans la
figure 3.10.

La première image de la figure 3.11 montre la contrainte associée au côté [OB] et son effet dans
l’espace des attributs. La figure 3.11(b) représente la zone “interdite” associée au cas où les deux
côtés sont situés dans des quadrants opposés. La remarque qui s’impose porte sur la redondance
des zones “interdites”. La totalité du quadrant II est interdite par chacune des deux contraintes. La
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Figure 3.10 – Sous–ensemble flou qui correspond au côté [AO]

redondance peut être éliminée, mais le coût d’un tel traitement supplémentaire est trop élevé d’un
point de vue du calcul et de l’analyse. De plus, les formes des fonctions d’appartenance ne seront
pas les mêmes que les formes présentées, donc le formalisme devrait être modifié pour les inclure et
interpréter. De toute manière, la redondance existe dans le système si on prend en considération la
réduction de l’espace de travail au plus petit rectangle englobant.

La figure 3.12 représente la zone “interdite” associée au cas présenté dans la figure 3.9(b) après
avoir aussi construit la contrainte associée au deuxième côté. La première image montre la contrainte
associée au côté [OB] et son effet dans l’espace des attributs. Comme précédemment, la zone “interdi-
te” est marquée en couleurs. La figure 3.12(b) représente la zone interdite par les deux contraintes. La
remarque qui s’impose est la jointure parfaite entre les deux zones “interdites” délimitées par les deux
contraintes. Les deux zones ont une demi-droite commune, la demi-droite qui fait la démarquation
entre les quadrants II et III.

Par analogie aux deux cas précédents, la figure 3.13 représente les zones “interdites” associées
aux deux côtés situés dans le même quadrant. La première image montre la contrainte associée au
côté [OB] et son effet dans l’espace des attributs et la deuxième la zone “interdite” associée aux
deux contraintes. La remarque qui s’impose dans cette situation est l’existence d’une zone qui reste
“permise” en dehors du polygone, en fait la totalité d’un quadrant (dans la situation présentée le
quadrant III). Cette zone sera donc associée à la classe alors qu’elle devrait être “interdite” par les
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OB

A

O

B

(b) L’effet des deux contraintes dans l’espace
des attributs

Figure 3.11 – Cas 1 – résultats

B

O

A

01

1

0
1x

2x

(a) Sous–ensemble flou qui correspond au côté
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contraintes associées aux deux côtés.

Dans le cas général, la méthode améliorée est donc incomplète et ne peut pas être utilisée di-
rectement pour “simplifier” les règles. Cependant, dans le cas particulier qui nous intéresse, deux
contraintes spécifiques définissent l’espace de travail par le rectangle englobant le polygone. En
considérant l’hypothèse de convexité du polygone, le point O, situé à l’intersection de deux côtés
successifs placés dans le même quadrant, est forcément confondu à un sommet du rectangle englo-
bant le polygone. Pour le cas illustré, le point O est identique au sommet situé en bas et à gauche du
rectangle englobant. Dans cette situation, le quadrant III, qui constitue le “problème”, sera éliminé
par les contraintes qui définissent l’espace de travail.

Bien que le côté de référence [AO] utilisé dans le raisonnement ait été supposé dans le quadrant
I, la complétude de la méthode peut être démontrée de manière similaire pour un positionnement
de [AO] dans les trois autres quadrants. La conclusion est donc indépendante des quadrants où les
côtés se situent et de leurs pentes. Une modification de ces paramètres correspond seulement à une
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rotation dans l’espace des attributs et respectivement à un réarrangement des sous–ensembles flous
correspondants.

En conclusion, tout polygone convexe peut être délimité dans l’espace des attributs à l’aide d’une
règle graduelle en utilisant le deuxième formalisme proposé. La condition qui doit être respectée est
de se situer dans un espace de travail réduit au rectangle qui englobe ce polygone.

3.5 Interprétation

L’analyse du système effectuée dans les sections précédentes a été faite pour le contexte basique
où on prend en considération l’existence de seulement deux attributs et une classe recherchée. Les
contraintes exprimées dans la prémisse de règle permettent d’associer à chaque point de l’espace
une valeur binaire dont la signification est l’appartenance (valeur 1) ou la non-appartenance (va-
leur 0) à la classe. Le but de cette section est d’étudier les différentes manières d’interpréter les
contraintes d’abord d’un point de vue géométrique, puis ensembliste en utilisant les α − coupes et
enfin analytiquement.

Une première “lecture” des contraintes porte sur leur signification géométrique. Pour faciliter
l’interprétation des figures, une simplification des termes sera utilisée. Par “pente de la fonction
d’appartenance” on entend la pente de la fonction d’appartenance dans sa partie “intéressante”, de
pente non-nulle. De manière similaire, par la “pente de la zone interdite”, on indique la pente de la
partie “intéressante” de la frontière de la zone “interdite”, c’est–à–dire les parties non verticales et
non horizontales.

La figure 3.14 présente un exemple d’influence de la pente de chacune des fonctions d’appar-
tenance sur la forme de la zone “interdite” délimitée dans l’espace des attributs. Pour l’analyse
présentée, les points “médians” des fonctions d’appartenance, c’est–à–dire correspondant à un degré
d’appartenance de 0.5, ont été gardés et les pentes des fonctions d’appartenance ont été augmentées.

Dans le cas présenté dans la figure 3.14(a), la pente de la fonction d’appartenance appliquée au
premier attribut est augmentée, alors que la fonction d’appartenance appliquée au deuxième attribut
ne change pas. Le résultat est une augmentation de la pente de la zone “interdite”, mais aussi
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Figure 3.14 – L’influence du changement de la pente des fonctions d’appartenance

l’apparition d’une bande verticale “permise” sur la zone qui était “interdite” auparavant. Le point
O, situé au milieu du segment [AB] qui définit la zone “interdite” est commun aux deux situations. Il
provient en fait des deux points “médians” des deux fonctions d’appartenance, qui n’ont pas bougé.
L’effet d’une augmentation de la pente de la fonction d’appartenance appliquée au premier attribut
n’est montré que pour une des quatre situations possibles présentées, mais les conclusions sont aussi
valables pour les autre cas. La pente de la zone “interdite” augmente (se rapproche de la verticale) et
la frontière verticale de cette zone est décalée en conséquence. L’ordonnée de la frontière horizontale
de la zone “interdite” n’est pas affectée par le changement de la pente de la fonction d’appartenance
sur le premier attribut.

La figure 3.14(b) présente l’effet de l’augmentation de la pente de la fonction d’appartenance
appliquée au deuxième attribut. Contrairement au cas de la figure 3.14(a), la pente de la zone
“interdite” diminue (se rapproche de l’horizontale). On remarque ici aussi l’apparition d’une bande
“permise” dans la zone qui était “interdite” par l’utilisation d’une fonction d’appartenance de pente
plus petite sur le deuxième attribut. Cette fois la bande est horizontale. Le point O du segment [AB]
est aussi commun aux deux situations. Comme dans le cas précédent, les conclusions restent valables
pour les quatre autres cas possibles.

Le mélange entre les deux situations décrites revient à combiner les deux effets illustrés. Un cas
particulier constitue la situation où les pentes des deux fonctions d’appartenance appliquées aux deux
attributs augmentent simultanément dans les mêmes proportions. Dans ce cas–là, on retrouve une
compensation des effets sur la pente de la droite qui donne la frontière de la zone interdite, donc le
segment qui définit cette zone se trouve sur la même droite–support que le segment original, comme
illustré dans la figure 3.15. D’un autre côté, les deux effets liés aux bandes horizontale et verticale
supplémentaires permises restent. L’effet illustre en fait la différence entre les deux algorithmes
de calcul des fonctions d’appartenance proposés pour une situation particulière, où le segment à
représenter est situé à mi–distance entre les deux points d’intersection de sa droite–support avec les
côtés du rectangle englobant.

Une autre interprétation possible est de considérer le degré d’appartenance du premier attribut
comme une α − coupe appliquée sur la fonction d’appartenance du deuxième attribut. La figure
3.16 présente une telle interprétation. Si on considère le cas de α = 0.5 présenté, il correspond en
fait au point O dans les figures 3.14(a) et 3.14(b). L’interprétation peut alors se faire de manière

71



Chapitre 3. Classification basée sur des règles graduelles - principe
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Figure 3.15 – L’influence des changements proportionnels des pentes des deux fonctions d’apparte-
nance

immédiate : une α − coupe de 0.5 interdit tous les points qui ont un dégré d’appartenance à la
fonction d’appartenance du deuxième attribut inférieur à 0.5. D’un point de vue géométrique dans
l’espace des attributs, cela revient à interdire l’appartenance à la classe pour les points situés sur la
demi–droite verticale qui passe par le point O. De façon similaire, chaque α−coupe correspond à une
droite verticale dans l’espace des attributs. Comme les pentes des fonctions d’appartenance ne sont
“intéressantes” que sur un intervalle borné, la signification n’est gardée que dans cet intervalle. D’un
point de vue géométrique cet intervalle est justement celui défini par le segment de pente différente
de 0° et 90°. En faisant varier α entre 0 et 1, on obtient tous les points–limites du segment [AB]. A
α = 0, correspond le point B si on considère l’égalité et la droite verticale qui passe par ce point et
si on prend en considération la signification de l’implication. De même, en prenant α = 1, on obtient
la droite verticale qui passe par le point A.
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Figure 3.16 – L’interprétation par α-coupe

Une dernière interprétation analytique est également possible. Les zones “interdites” peuvent être
caractérisées analytiquement en utilisant l’équation de la droite de pente non-nulle qui constitue sa
frontière. En utilisant les quatre cas possibles décrits dans la figure 3.2, les équations de ces droites
respectives peuvent être déduites. La droite–support du segment qui caractérise la zone “interdite”,
définie par les fonctions d’appartenance Fi,1 et Fi,2, est donnée par sa pente mi et l’offset ni, qui ont
les valeurs suivantes :
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mi = Fi,1(x1).p× Fi,2(x2).p× x2M − x2m

x1M − x1m

(3.13)

ni =

{ x2mx1M−x2Mx1m

x1M−x1m
, si Fi,1(x1).p× Fi,2(x2).p > 0

x2Mx1M−x2mx1m

x1M−x1m
, si Fi,1(x1).p× Fi,2(x2).p < 0

(3.14)

Le segment est limité sur cette droite par les deux valeurs limites sur les axes de représentation :
x1m et x1M ou x2m et x2M . Les points situés dans les zones “interdites” satisfont alors les conditions
données dans l’équation 3.15.



{
x2 > x2m, x1 < x1m

x2 > m× x1 + n, x1 ∈ [x1m, x1M ]
Si Fi,1(x1).p < 0 et Fi,2(x2).p < 0{

x2 < x2M , x1 > x1M

x2 < m× x1 + n, x1 ∈ [x1m, x1M ]
Si Fi,1(x1).p > 0 et Fi,2(x2).p > 0{

x2 > x2m, x1 > x1M

x2 > m× x1 + n, x1 ∈ [x1m, x1M ]
Si Fi,1(x1).p > 0 et Fi,2(x2).p < 0{

x2 < x2M , x1 < x1m

x2 < m× x1 + n, x1 ∈ [x1m, x1M ]
Si Fi,1(x1).p < 0 et Fi,2(x2).p > 0

(3.15)

3.6 “Commutativité” des attributs

Les implications qui sont à la base du système présenté ne sont pas commutatives. Inverser les
deux attributs ne peut pas se faire de manière immédiate, par simple permutation des fonctions
d’appartenance. Pourtant, ce changement des axes peut se faire, en tenant compte de quelques
observations basiques.

En effet, inverser l’ordre des attributs revient à trouver la manière d’exprimer l’implication
équivalente de a −→ b sous une forme fb(b) −→ fa(a). Autrement dit, il faut trouver le moyen
de transférer le deuxième terme à la place du premier et inversement. A partir de la définition (3.3)
on peut déduire l’équivalence décrite par l’équation (3.16).

a −→ b =

{
1; a ≤ b
0; a > b

}
⇐⇒ a −→ b =

{
1; 1− a ≥ 1− b
0; 1− a < 1− b (3.16)

En utilisant la définition de l’implication de Rescher − Gaines sur les degrés 1 − b et 1 − a on
obtient l’équivalence parfaite de l’équation (3.17).

a −→ b⇔ (1− b) −→ (1− a) (3.17)

Si on revient au système de classification proposé, les valeurs a et b sont en fait les degrés
d’appartenance des attributs xj, j ∈ {1, 2} selon les fonctions d’appartenance correspondantes. Si on
note les variables b′ = 1− b et a′ = 1− a, on obtient la relation de l’équation (3.18).{

a′ = 1− a = 1− µFi,1
(x1)

b′ = 1− b = 1− µFi,2
(x2)

(3.18)
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Le changement de l’ordre des attributs revient alors à transférer les fonctions d’appartenance
d’origine sur l’autre axe puis à en faire la négation conformément à l’équation (3.19), F ′i,j(xj) étant
la fonction d’appartenance appliquée à l’attribut xj dans le nouveau système de référence.

µF ′i,j (xj) = 1− µFi,3−j
(x3−j) (3.19)

Pour illustrer ces affirmations, on utilise le cas décrit par la figure 3.2(d). Le système de référence
original est présenté dans la figure 3.17(a). L’équation de la zone “interdite” dans le système de
référence modifié est donnée par (3.21), alors que la zone “interdite” du système de référence initial

est donnée par l’équation (3.20). Dans l’équation (3.21) le changement de variable

{
x′1 = x2

x′2 = x1
a été

utilisé.

{
x2 < x2M , x1 > x1M

x2 <
x2M−x2m

x1M−x1m
× x1 + x2Mx1m−x2mx1M

x1m−x1M
, x1 ∈ [x1m, x1M ]

(3.20)

{
x′2 > x1m, x′1 < x2m

x′2 >
x1M−x1m

x2M−x2m
× x′2 + x1Mx2m−x1mx2M

x2m−x2M
, x′1 ∈ [x2m, x2M ]

(3.21)

Comme montré dans la figure 3.17(b), la nouvelle zone est définie à l’aide des fonctions d’appar-
tenance décroissantes, alors que la zone “interdite” d’origine est définie par des fonctions d’apparte-
nance croissantes sur les deux attributs, comme illustré dans la figure 3.17(a).
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Figure 3.17 – Illustration de la commutativité des attributs

En conclusion l’“inversion” des deux attributs peut se faire de manière immédiate en utilisant
la formule (3.19). Les résultats des deux contraintes sont identiques. D’un point de vue logique, on
retrouve en fait ici l’axiome de contraposition exploité dans les preuves par l’absurde.
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3.7 Apprentissage des règles

3.7.1 Discussion générale sur les performances d’un système de classifi-
cation basé sur des règles

Généralement, pour pouvoir obtenir une bonne classification sur un ensemble de données, les
points qui constituent cet ensemble doivent respecter des contraintes de répartition. La qualité d’un
système de classification dépend dans la plupart des cas de la compacité et de la séparabilité des
classes. Si l’on considère le cas présenté dans la figure 3.18, il est évident que la réalisation d’une
classification parfaite n’est pas possible même pour l’utilisateur humain. La cause provient de deux
phénomènes :

– La grande variance de la classe 1 fait qu’il est impossible de la définir précisément. Une
représentation précise ne peut se faire que si la classe est compacte et a une densité de points
suffisamment élevée sur son domaine de définition, comme c’est par exemple le cas pour la
classe 2.

– L’inclusion totale de la classe 2 dans la classe 1 ne permet pas de la distinguer. Un système
“normal” de classification peut au mieux décider qu’“un point se trouve dans la classe 1, mais
pas dans la classe 2” ou bien qu’“un point se trouve dans la zone de chevauchement des deux
classes”, mais la décision que “le point se situe bien dans la classe 2 et seulement dans cette
classe” ne peut être qu’aléatoire. Une telle réponse ne peut pas être considérée comme correcte
sans information a priori.
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−30
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class 2

30

Figure 3.18 – Exemple de classes non séparables

Même dans cette situation, un système de classification peut délivrer une information pertinente
sur un point qui doit être classé. Par exemple, si ce point est classé dans les deux classes possibles,
la conclusion tirée par un utilisateur humain est que ce point doit être situé dans la zone commune
des deux nuages de points. Cette information peut être utile pour certaines applications réelles. On
peut par exemple associer un sens à une nouvelle classe composée des points placés dans la zone
d’ambigüıté. Si les deux classes ont un sens physique, l’ambigüıté peut caractériser une région de
passage entre les deux.
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3.7.2 Le processus d’apprentissage

Pour illustrer le processus d’apprentissage, on a considéré dans un premier temps le problème
de classification le plus simple : classifier un exemple par rapport à une classe. Dans cette situation
la sortie d’un système de classification pour un point à classifier X = (x1, x2) est une étiquette
l ∈ {P,N}, avec la signification d’appartenance (P ) ou non-appartenance (N) à la classe considérée.
Une autre simplification utilisée pour la modélisation du cœur du système proposé est de considérer
pour le moment le cas des ensembles de données bi-dimensionnelles, cas où le système traite des
entités caractérisées uniquement par deux attributs.

Le cadre dans lequel les travaux se situent est l’apprentissage basé sur des exemples positifs
(PEBL – Positive Example Based Learning, [73]), c’est–à–dire que l’on dispose des exemples qui
appartiennent à la classe considérée et qui donc vont définir “l’intérieur” de la classe. Par contre, on
ne dispose pas d’exemples qui n’appartiennent pas à la classe, donc on ne peut pas caractériser l’espace
qui est en “dehors” de cette classe. Dans ce contexte, un système de classification sera une fonction
f : D → {P,N}, où le domaine D est un domaine bi–dimensionnel. Dans un cadre numérique, le
domaine D peut s’exprimer comme D = <2. Cette fonction doit représenter au mieux l’ensemble
d’apprentissage disponible, donc elle doit associer la bonne étiquette à un maximum d’exemples
possibles.

Dans le cadre simplifié proposé, le système réalise quelques étapes afin d’apprendre la règle as-
sociée à la classe :

1. à partir des points d’apprentissage, il construit la forme linéaire convexe qui définit la classe.

2. il définit les deux premières contraintes de la règle, qui réduisent l’espace de travail au plus
petit rectangle qui englobe la forme définie au point 1.

3. il définit les contraintes associées aux côtés de la forme linéaire convexe.

A la fin des trois étapes, on dispose de la règle qui caractérise la classe dans l’espace 2D des
attributs. Un point à classer recevra l’étiquette l = P si d’un point de vue géométrique il est à
l’intérieur de la forme associée à la classe et l = N s’il est à l’extérieur de cette forme. Les deux
dernières étapes ont été développées dans les sections précédentes. L’obtention de la forme convexe
associée à la classe est détaillée dans la section suivante.

3.7.3 La construction du polygone qui définit la classe

Pour pouvoir construire la règle qui définit une forme utile pour le problème analysé, il faut
d’abord déterminer la forme qui représente au mieux la classe. Le problème est donc de trouver pour
une classe, dont on ne connâıt que des points d’apprentissage lui appartenant, une forme géométrique
linéaire convexe qui la représente. D’un point de vue formel et en tenant compte de l’approche, il est
évident qu’une telle forme doit satisfaire quelques conditions de base :

– si l’ensemble d’apprentissage est parfait, tous ses points appartiennent effectivement à la classe
et en sont représentatifs. Il faut donc que la forme définie inclue tous ces points.

– la surface qui est “permise” doit être suffisamment serrée autour des points afin d’inclure aussi
peu de surfaces vides de points que possible.

La forme géométrique qui satisfait au mieux ces conditions est l’enveloppe convexe des points
d’apprentissage. L’enveloppe convexe d’un ensemble de points est le plus petit ensemble convexe
qui contient tous les points. Pour un domaine 2D borné (le cas étudié) l’enveloppe convexe est un
polygone convexe. D’un point de vue intuitif, l’enveloppe convexe en 2D est une bande élastique
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enroulée autour des points “extérieurs” du nuage. Quelques algorithmes ont été developpés afin de
calculer cette enveloppe d’une manière optimisée. On peut des trouver sur les sites spécialisés :

– http ://www.softsurfer.com/Archive/algorithm 0109/algorithm 0109.html
– http ://www.cs.princeton.edu/ ah/alg anim/version1/ConvexHull.html
L’algorithme choisi est l’algorithme “Graham Scan”.

Si l’on considère le cas présenté dans la figure 3.18 et que chaque classe est traitée indépendamment
de l’autre, on associe à chacune des deux classes son enveloppe convexe, donc son polygone convexe.
Le résultat est présenté dans la figure 3.19. Ainsi, l’analyse de l’ensemble d’apprentissage est limitée à
l’extraction des points qui forment l’enveloppe convexe. Ces derniers sont ensuite la seule information
utilisée pour obtenir les contraintes de la règle associée.
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Figure 3.19 – Les enveloppes convexes des deux nuages de points

Dans tout ce chapitre, l’illustration de l’obtention des contraintes qui constituent une règle gra-
duelle a justement été réalisée sur le polygone qui correspond à la deuxième classe.

Une solution au problème simple de classification présenté au début de ce chapitre a été proposé.
Pourtant, les applications réelles ne consistent jamais à identifier seulement une classe à partir d’un
ensemble d’apprentissage composé de points bidimensionnels. Le chapitre suivant présente la mise
en œuvre réalisée afin de fusionner ces résultats de base dans un système complet de classification.

3.8 Résumé et conclusion

Ce chapitre a décrit le principe de base de l’approche proposée. Afin d’aider la lecture et d’aug-
menter la compréhension, un résumé parâıt maintenant nécessaire.

En fait jusqu’à présent on a défini ce qu’on va appeller une “bôıte élémentaire” du système
développé, comme illustré dans la figure 3.20. Cette bôıte constitue le composant de base d’un
système de classification en phase d’exploitation. Elle correspond à une paire d’attributs et délivre
la degré d’appartenance binaire (0 ou 1) à la classe Ci. Ce composant consiste en fait à appliquer la
règle, de la forme donnée par l’équation (3.9) (page 57), obtenue pour cette classe et pour la paire
d’attributs générique (xk, xj), aux valeurs (ak, aj) du point à classifier.

La sortie de la bôıte est donnée par l’équation (3.10) (page 57). Comme l’implication de Rescher–
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µ
Ci

(x ,x )
j k
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aj Ci
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Classifieur

Figure 3.20 – Bôıte élémentaire

Gaines est considérée, µΓ(xj,xk)Ci
(aj, ak) est une valeur binaire. Elle exprime un vote relatif à l’appar-

tenance du point analysé à la classe considérée selon la paire d’attributs (xk, xj).

Le rôle de la bôıte consiste à agréger conjonctivement les contraintes reliant les deux attributs
pour la classe recherchée. La valeur unitaire de la sortie correspond à la situation où la paire des
attributs vote pour l’appartenance et la valeur nulle correspond à la situation où elle vote pour
la non–appartenance du point à la classe Ci. D’un point de vue géométrique la valeur unitaire
correspond à la situation où le point donné par les deux attributs analysés se situe à l’intérieur de
la forme géométrique décrite par les contraintes de la règle correspondante, notamment à l’intérieur
de l’enveloppe convexe du nuage de points d’apprentissage de la classe Ci dans l’espace des attributs
(xk, xj).

L’utilisation de cette “bôıte élémentaire” de classification dans un système complexe est décrite
dans le chapitre suivant.
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Chapitre 4

Système de classification développé

Afin de tester le principe de base décrit dans le chapitre précédent, des applications réelles de
classification ont été considérées. Deux problèmes principaux ont dû être abordés dans ce contexte :

– Les données d’apprentissage ne sont pas toujours assez “propres” et introduisent de l’informa-
tion fausse ou non–pertinente dans le système d’apprentissage. Deux types de traitement sont
proposés afin de réduire l’effet des données “sales”.

– Le principe présenté s’applique au cas trivial des données caractérisées par deux attributs dans
un contexte de classification binaire (il faut décider si l’exemple à classer appartient ou non à
une classe). Il est donc nécessaire d’agréger ces résultats afin d’obtenir un système capable de
traiter des données multi–dimensionnelles et de distinguer entre plusieurs classes.

4.1 Traitements de l’ensemble d’apprentissage

Dans cette section, on considére à nouveau la situation de base où l’on traite des ensembles
d’apprentissage caractérisés par deux attributs. Les analyses proposées seront ensuite étendues dans
la section suivante. Comme on se situe dans le contexte particulier de la classification supervisée,
le problème de la qualité et de la taille de l’ensemble d’apprentissage est essentiel pour obtenir des
résultats pertinents. Cette dépendance de la qualité de la classification à l’ensemble d’apprentissage
peut être évoquée sous plusieurs aspects :

– L’exactitude de l’ensemble d’apprentissage : un point d’apprentissage “faux”, qui se situe d’un
point de vue géométrique loin de la plupart des autres points peut avoir des effets négatifs
importants sur les taux de classification. D’un point de vue de l’approche proposée, l’existence
de ces points “faux” revient à associer la classe à un polygone beaucoup plus large que le
polygone réellement nécessaire. La forme du polygone est ainsi très affectée par l’existence de
ces points. Le résultat de la châıne de classification est l’allocation de beaucoup de points de
l’espace des attributs à la classe, alors qu’ils sont situés loin du “cœur” du nuage des points
d’apprentissage. Si l’on considère aussi l’existence des autres classes dans l’espace des attributs,
l’ambigüıté peut être artificiellement augmentée à cause de ces points.

– La distribution interne des points d’apprentissage : la méthode donne de bons résultats tant
que les points d’apprentissage d’une même classe décrivent une forme compacte dans l’espace
2D considéré. Deux problèmes peuvent pourtant apparâıtre selon la forme des nuages de points
analysés. Le premier est lié à l’existence de plusieurs composantes connexes dans le nuage de
points associé à une même classe. Comme le système traite des attributs qui ont des valeurs

79



Chapitre 4. Système de classification développé

continues, il sera nécessaire de définir proprement la notion de connexité. L’effet d’une situa-
tion où le nuage de points est non–connexe est l’inclusion des zones vides entre les diverses
composantes dans l’enveloppe de la classe, ce qui diminue la fiabilité de la classification. Un
autre problème lié à la distribution des points est l’organisation des points dans des formes
atypiques. Si la forme du nuage de points est concave (comme dans le cas des nuages en forme
de U ou L) le système inclut la zone vide de points de la concavité dans la forme associée à la
classe. Dans cette situation, il faut également définir la notion de concavité d’un ensemble de
points.

Ces problèmes apparaissent souvent dans le cas des applications réelles. Les points d’apprentis-
sage pour ces applications proviennent de systèmes de mesure qui sont susceptibles d’introduire des
erreurs, et la présence de points d’apprentissage “faux” est presque inévitable. De plus, dans le cas des
applications réelles, une classe donnée peut être composée par plusieurs sous–classes, chacune avec
ses propres caractéristiques. Dans l’espace des attributs, cela se traduit par la distribution des points
d’apprentissage de cette classe en plusieurs composantes connexes. Dans le cas idéal, ces composantes
devraient être traitées séparément et non pas être allouées au même polygone englobant.

La suite de cette section présente deux traitements proposés afin de résoudre ou réduire ces
problèmes. Il faut préalablement souligner que les algorithmes proposés n’ont pas comme but de
régler de manière exhaustive ces inconvénients, mais de les réduire, et donc d’augmenter au maximum
la qualité et la fiabilité de la classification avec un coût minimum en puissance et temps de calcul.

4.1.1 Epuration de l’ensemble d’apprentissage

Les points qui sont pris en considération dans le calcul des polygones associés à chaque classe sont
les points d’apprentissage “extrêmes”. De ce fait, les points d’apprentissage non–pertinents ont une
influence importante sur la qualité de la classification quand ils sont situés en périphérie du nuage
de points ou, pire encore, quand ils sont situés loin de celui-ci. La caractéristique principale de ces
points, qui permet leur identification, est leur fréquence réduite par rapport aux autres points qui
sont représentatifs pour la classe recherchée.

Par exemple, pour les problèmes de classification à partir d’images, qui ont fait l’objet de la
plupart des applications développées dans cette thèse, les ensembles d’apprentissage proviennent de
zones de référence pointées par des experts comme étant représentatives des classes recherchées. Si
ces régions sont affectées par un bruit d’une intensité peu élevée, le nombre de points affectés par
ce bruit (les points d’apprentissage “faux”) reste assez faible, donc leur fréquence dans l’ensemble
d’apprentissage est également faible.

La figure 4.1 représente un ensemble d’apprentissage généré aléatoirement afin d’illustrer le
problème. On considère que les points représentés définissent une même classe. Un faible pourcentage
de ces points sont intentionnellement situés très loin du nuage principal. L’effet de ces points est très
visible dans la figure 4.1, où le polygone résultant est aussi représenté. A cause d’un unique point
d’apprentissage aberrant, ce polygone est beaucoup trop large et inclut une large surface vide de
points.

La méthode proposée par le système afin d’éliminer ces points est basée justement sur cette hy-
pothèse de faible fréquence des points d’apprentissage. Elle utilise comme information de base la
fréquence de chaque point–candidat et la fréquence des points d’apprentissage qui se trouvent dans
son voisinage. Les points d’apprentissage qui sont caractérisés par une fréquence d’apparition faible
et qui sont situés dans une région de l’espace des attributs qui contient peu de points d’appren-
tissage sont considérés atypiques pour la classe recherchée. Ils seront donc éliminés de l’ensemble
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Figure 4.1 – L’influence des points d’apprentissage “faux” sur la représentation d’une classe

d’apprentissage.

La mise en œuvre d’une telle stratégie nécessite que soit préalablement définie la notion de voisi-
nage dans l’espace des attributs considérés. L’espace est donc découpé en cellules selon un maillage
rectangulaire. Tous les points se trouvant dans une même cellule seront considérés comme voisins
entre eux. L’ensemble de cellules forment un réseau discret dont la résolution (taille des cellules) doit
être paramétrée, comme montré sur la figure 4.2. A chaque cellule du réseau discret est associé le
nombre de points d’apprentissage contenus dans la cellule.

x

y

ymax

ymin

xmin xmax

dy

d x

Figure 4.2 – Discrétisation de l’espace des attributs

Un histogramme h est ainsi calculé sur le réseau discret construit. Par la suite, les cellules ne
contenant aucun point seront appellées des cellules “vides”. Toutes les autres, qui contiennent au
moins un point, seront identifiées par le terme de cellule “pleine”. La densité moyenne d de remplissage
des cellules pleines est évaluée à l’aide de l’équation (4.1).

d =
Nb points

Nb cases pleines
(4.1)

Le filtrage consiste ensuite à éliminer les points d’apprentissage qui se situent dans les cellules où
le nombre de points est faible par rapport à la densité moyenne, c’est–à–dire en dessous d’un seuil
exprimé en fonction de d. Les cases dont la densité de points est faible, définies par l’équation (4.2),
sont vidées de leurs points et deviennent des cases vides.

h(k, l) <
d

α
, ∀k, l ∈ au réseau discret (4.2)
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Ce filtrage, rendu adaptatif par l’utilisation de d, permet d’avoir une épuration mâıtrisée de
l’ensemble de données. Une valeur de α fixée à 2 a montré de bons résultats à la fois sur des données
synthétiques et réelles.

Cette approche nécessite également le paramétrage de la construction du réseau discret, c’est–
à–dire le pas de discrétisation de l’espace. Il est possible d’utiliser un pas fixe appliqué dans tous
les cas, mais cette approche simpliste trouve rapidement ses limites. En effet, il est très difficile de
trouver une résolution unique qui satisfasse toutes les applications. La pertinence de la discrétisation
va dépendre de l’étendue des points dans l’espace des attributs ainsi que de leur distribution locale.
Il a donc été décidé de paramétrer le choix de la résolution et de la rendre adaptative. La solution
simple qui a été choisie consiste à s’appuyer sur la plus petite différence de coordonnées sur les
deux composantes (notées dminx et dminy) entre deux points distincts (non–superposés) de l’ensemble
d’apprentissage. Les dimensions des cellules seront alors un multiple de ces écarts minimums : dx =
βdminx, dy = βdminy.

L’algorithme de principe du filtrage se résume finalement par les étapes présentées dans la
procédure 4.1.

Début
Etape 1. Calcul des paramètres du réseau discret (dx, dy).

Etape 2. Comptage des points dans chaque cellule et calcul de la densité moyenne d.
Etape 3. Elimination des points appartenant à des cellules qui ont une densité de remplissage

trop faible.
Fin

Procédure 4.1 – Algorithme de nettoyage des points aberrants

La méthode complète est quant à elle détaillée par l’algorithme 27. L’épuration de l’ensemble
d’apprentissage, réalisée à la fois de façon adaptative et empirique, apporte un compromis satisfaisant
entre robustesse et temps de calcul.

La figure 4.3 illustre graphiquement l’épuration obtenue sur l’ensemble d’apprentissage initiale-
ment présenté à la figure 4.1. Sur cet exemple, 17 points ont été supprimés sur les 194 points initiaux
(soit 8.76% des points).
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Figure 4.3 – Application de l’algorithme d’épuration des points aberrants

Les expérimentations réalisées sur l’ensemble d’apprentissage de la figure 4.3(a) pour différentes
dimensions du réseau discret, c’est–à–dire différentes valeurs de β, montrent (Tab. 4.2) un point
d’inflexion du nombre de points supprimés. Par la suite, un pas d’échantillonnage trois fois supérieur
aux distances dminx et dminy est utilisé, c’est–à–dire β = 3.
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Algorithm 3 Epuration de l’ensemble d’apprentissage

Entrée : l’ensemble d’apprentissage (aix, aiy), i = 1, Nbpts
Sortie : l’ensemble d’apprentissage nettoyé (ajx, ajy), j = 1, Nbreduit
Variables locales :

– k,l
– dminx, dminy : la plus petite différence de coordonnées > 0 entre les points de l’ensemble

d’apprentissage
– axmin, aymin : la plus petite valeur de l’ensemble sur l’axe x/y
– axmax, aymax : la plus grande valeur de l’ensemble sur l’axe x/y
– stepx, stepy : le pas de discrétisation sur l’axe x/y
– Nx, Ny : le nombre des cellules obtenues sur l’axe x/y
– density[k,l] : la densité de points de la cellule (k,l)
– Nbplein : le nombre de cases pleines
– d : la densité moyenne des points d’apprentissage dans les cases pleines

∗Etape 1∗
Rechercher dminx et dminy
Rechercher axmin, aymin, axmax et aymax
stepx ←− 3× dminx ; stepy ←− 3× dminx /*β = 3*/
Nx = |axmax−axmin

step x
| ; Ny = |aymax−aymin

step y
|

∗Etape 2∗
/*Calcul de la densité des points dans chaque cellule*/
pour k = 1 à Nx faire

pour l = 1 to Ny faire
density[k, l]←− Card{(aix, aiy)/aix ∈ [axmin + (k − 1) · stepx, axmin + k · stepx),

aiy ∈ [aymin + (l − 1) · stepy, aymin + l · stepy)}
fin pour

fin pour
Comptabiliser Nbplein
d←− Nbpts

Nbplein

∗Etape 3∗
Nbreduit ←− 0
/*Recherche des cellules à conserver et copie des points*/
pour k = 1 à Nx faire

pour l = 1 à Ny faire

si density[k, l] ≥ d
2

alors
pour j = Nbreduit à Nbreduit + density[k, l] faire

copier en (ajx, ajy) les points de la cellule [k,l]
fin pour
Nbreduit ←− Nbreduit + density[k, l]

fin si
fin pour

fin pour

4.1.2 Identification des composantes connexes

La compacité du nuage de points associé à une classe peut aussi influencer la qualité de la
classification. Si les points sont répartis dans plusieurs régions compactes, un système optimal devrait
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Table 4.2 – Impact du réseau discret sur l’épuration

Pas d’échantillonnage dmin 2× dmin 3× dmin 4× dmin 5× dmin
Points supprimés(%) 0 7.96 8.76 8.76 7.17

traiter ces composantes indépendamment les unes des autres. La figure 4.4 présente un tel cas, où les
points d’apprentissage relatifs à une unique classe sont concentrés dans deux nuages connexes. Dans
cette situation le polygone englobant inclut d’importantes zones vides de points [30].
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Figure 4.4 – L’influence d’une répartition non–connexe des points d’apprentissage

Il faut souligner que ce type de problème, même s’il reste spécifique, peut se retrouver dans
des applications réelles. La cause de l’apparition de ce phénomène est le fait que parfois une classe
recherchée peut être composée de plusieurs sous–classes qui ont des comportements différents et qui
sont donc caractérisées par des nuages bi–localisés.

Les contraintes liées à ce pré–traitement restent les mêmes que précédemment, à savoir limiter la
complexité pour garder des temps de calcul raisonnables, l’objectif étant avant tout de réduire l’effet
de la non–connexité et non de trouver le nombre optimal de composantes connexes.

La détection des composantes connexes peut être vue comme un problème de classification non–
supervisée qui a pour but d’obtenir une partition “naturelle” des points d’apprentissage. Le nombre
de composantes connexes (sous–classes) n’étant pas connu a priori, la première approche choisie a été
l’algorithme de “competitive agglomeration” [50] dans l’objectif d’obtenir une partition correcte des
données avec un nombre restreint de sous–classes. Malheureusement, les résultats obtenus dans [30]
ont mis en évidence que la partition floue générée n’était pas directement exploitable pour déterminer
les différentes composantes connexes et qu’il était encore nécessaire de réduire le nombre de sous–
classes obtenu. Dans ce contexte, vu la complexité calculatoire de la méthode et le nombre important
de paramètres à régler, une approche plus pragmatique a été adoptée. Celle–ci se décompose en deux
étapes, la première réalisant un partitionnement net initial des données, la seconde raffinant ce
partitionnement par des traitement ad–hoc. La partition initiale est alors générée par une méthode
empirique simple, à savoir le “basic isodata” [44, 63]. Cet algorithme est une variante de l’algorithme
des plus proches voisins décrit dans le chapitre II de cette thèse. Son principe est donné dans la
procédure 4.3.

Le nombre de sous–classes est fixé au nombre de points d’apprentissage divisé par 10 avec une
borne minimale de 2 et maximale de 10. Dans l’hypothèse d’une distribution uniforme des exemples,
ce choix impose au moins 10 points d’apprentissage par sous–classe. Un désavantage général de
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Début
Etape 1. Le nombre a priori des classes est fixé à C = min(10,max(2, Nbpts/10)).
Etape 2. Les points sont répartis aléatoirement dans les C classes.
Etape 3. Les “centres” des classes ainsi définies sont calculés.
Etape 4. Pour chaque point, on détermine le centre de classe le plus proche et
on le réaffecte à la classe correspondante.
Etape 5. Si au moins un point a changé de classe, on recalcule les centres.
Etape 6. Les étapes 4. et 5. sont répétées jusqu’à ce qu’un nombre maximal d’itérations
soit atteint ou qu’aucun point n’ait changé de classe.

Fin

Procédure 4.3 – Principe de l’algorithme “basic isodata”

cet algorithme est qu’il a tendance à devenir lourd en terme de temps d’exécution et ressources
calculatoires. Comme dans le contexte de travail proposé, on n’a pas besoin que le résultat soit d’une
qualité exceptionnelle, le critère d’arrêt a été fixé de façon très stricte. Ainsi, le processus est arrêté
après quelques itérations, même si les sous–classes identifiées ne sont pas stabilisées. Par conséquent,
l’algorithme est exécuté rapidement et sans une consommation importante de ressources de calcul.
Même si la répartition obtenue par cet algorithme n’est pas optimale, elle est raffinée dans une
deuxième étape.

Dans cette deuxième étape, les points initialement répartis dans les différents nuages sont ré–
étiquetés si besoin est. Pour cela, on ordonne tout d’abord les nuages selon leur cardinal et on calcule
pour chaque nuage n identifié sa distance interne dintranuage(n). Cette distance est définie comme la
moyenne des distances minimales entre les points qui forment le nuage. Son expression est donnée
par l’équation (4.3)

dintranuage(n) =

N∑
i=1

min
j,j 6=i

√
(aix − ajx)2 + (aiy − ajy)2

N
, avec N=Cardinal(n) (4.3)

Ensuite, les points qui composent chacun des nuages sont à nouveau analysés de façon à procéder
à leur éventuel réétiquetage. Pour tout point i du nuage k, on détermine son plus proche voisin
parmi les points des nuages de cardinal supérieur. Soit dmin la distance à ce plus proche voisin et l
le nuage auquel il appartient. Si dmin est inférieure à la distance interne des deux nuages impliqués
(dintranuage(k) et dintranuage(l)), le point i est réétiqueté comme appartenant au nuage l. Cette stratégie
de réallocation est répétée jusqu’à ce qu’il n’y ait plus de point qui change de nuage ou qu’un nombre
maximal d’itérations soit atteint. Le résultat est la réduction du nombre de nuages connexes tout en
respectant leur distance interne dintranuage.

Le principe de l’algorithme est décrit en langage naturel dans la procédure 4.4, puis détaillé dans
l’algorithme 31.

La procédure a été appliquée sur l’ensemble d’apprentissage présenté dans la figure 4.4. Les
résultats sont montrés dans la figure 4.5. Les deux nuages visuellement isolés sont identifiés correc-
tement (les points de chaque nuage identifié sont représentés avec une couleur).

La procédure proposée n’est pas une méthode de classification non–supervisée, elle a comme seul
but d’identifier les composantes connexes d’un ensemble d’apprentissage qui sont clairement séparées,
afin d’aider le système de classification à base de règles graduelles proposé. Elle est basée sur une
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Début
Etape 1. Initialisation des nuages par l’algorithme “basic isodata”.
Etape 2. Tri des nuages par ordre croissant de cardinal.
Etape 3. Calcul des distances intranuages.
Etape 4. Réétiquetage des points :

Pour chaque nuage k :
Pour chaque point i du nuage k :

point j ←−point le plus proche du point i parmi
les points des nuages > k

dmin ←−distance entre les points i et j
nuage l←−nuage auquel appartient le point j
Si dmin < dintranuage(k) et dmin < dintranuage(l) le point
i est réétiqueté dans le nuage l

Etape 5. Répéter les étapes 2, 3 et 4 jusqu’à ce que plus aucun point ne change
de nuage ou que le nombre maximal d’itérations soit atteint

Fin

Procédure 4.4 – Identification des composantes connexes – principe

1.0 1.5 2.0 2.5 3.0 3.5 4.0 4.5 5.0 5.5

1.5

2.0

2.5

3.0

3.5

4.0

4.5

5.0

5.5

6.0

Figure 4.5 – Identification des nuages connexes

stratégie ad–hoc, sans doute améliorable d’un point de vue complexité et convergence.

4.2 Architecture d’un système de classification à base de

composants élémentaires

Les problèmes réels de classification n’ont pas la simplicité du cas présenté. Les exemples à
classifier sont décrits par plusieurs attributs et il faut distinguer entre plusieurs classes. Le chapitre
précédent a montré l’apprentissage d’une règle qui assure la classification d’un point dans un espace
de deux attributs pour une seule classe. Plusieurs problèmes doivent être traités afin de pouvoir
appliquer le système proposé sur les cas réels de classification :

– Etendre le principe utilisé au cas des points caractérisés par plusieurs attributs pour établir
l’appartenance ou la non-appartenance à une seule classe.

– Prendre en considération l’existence de l’ensemble des classes et gérer leurs possibles superpo-
sitions.
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Algorithm 4 Identification des composantes connexes associées à une même classe

Entrée : l’ensemble d’apprentissage ai = (aix, aiy), i = 1, Nbpts
Sortie : l’ensemble d’apprentissage séparé en composantes connexes :

cck = {ai/label(ai) = k} ; label(ai) = l’étiquette du point ai = (aix, aiy)
Variables locales :

– l : compteur
– dintranuage(k), k = 1, C : la distance moyenne du nuage k
– dmin : la distance minimale d’un point à un autre point situé dans un nuage voisin

∗Etape 1∗
C ←− min(10,max(2, Nbpts/10))
Algorithme Basic ISODATA [44] =⇒ cck, k = 1, C
modif ←− VRAI
nit ←− 0
tant que modif et nit < NitMax faire
∗Etape 2∗
(cc(k)) //Ordonner les nuages par card(cck) croissant
∗Etape 3∗
pour k = 1 à C//Pour tous les nuages identifiés par Etape 1 faire
dintranuage(k)←− 0
pour ∀ai ∈ cck faire
dintranuage(k)←− dintranuage(k) +min(d(ai, aj)), aj ∈ cck, j 6= i

fin pour
dintranuage(k)←− dintranuage(k)

card(cck)

fin pour
modif ←− FAUX
nit ←− nit + 1
∗Etape 4∗
pour ∀cc(k) /*nuage k*/ faire

pour ∀ai ∈ cc(k) /*point i*/ faire
∗ ∗ Etape 4a ∗ ∗
dmin←− min{d(ai, aj)}, aj ∈ cc(l), l > k /*le point j appartient au nuage l*/

∗ ∗ Etape 4b ∗ ∗
si dmin < dintranuage((k)) ET dmin < dintranuage((l)) alors
label(ai)←− (l) ; card(cc(k))−−; card(cc(l)) + +
modif ←− VRAI

fin si
fin pour

fin pour
fin tant que

– Fusionner les résultats partiels pour prendre une décision sur l’appartenance finale des points
à classifier.

Comme présenté dans les chapitres introductifs, un système de classification basé sur des règles
est construit et utilisé en trois étapes :

1. L’étape d’apprentissage, où les règles sont déduites à partir d’un ensemble d’apprentissage.

2. L’étape de validation, où les règles sont appliquées sur des données dont on connâıt la classe
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d’appartenance, ce qui permet la validation de la méthode d’apprentissage, par exemple à l’aide
d’un indice de bonne classification.

3. La dernière étape est l’étape d’exploitation du système réalisé en appliquant les règles sur des
données inconnues ou qui n’ont pas servi à l’apprentissage.

Pour pouvoir étendre l’approche de base au cas multi–dimensionnel, il faut tenir compte d’une
remarque très importante : les implications ne sont ni commutatives ni associatives. L’extension du
principe à plus de deux attributs n’est donc pas immédiate. Passer du polygone convexe dans le plan
à une forme linéaire tri-dimensionnelle par exemple ne peut pas être imaginé en gardant en même
temps l’utilisation de l’opérateur d’implication dans la prémisse des règles.

La solution proposée pour la situation où les points à traiter ont plus de deux attributs est donc
d’appliquer le principe décrit sur chaque paire d’attributs possible. Chaque paire d’attributs sera donc
associée à une règle de classification. Il en résulte alors un autre problème : celui de fusionner les
résultats issus de toutes ces règles afin d’obtenir un résultat final pertinent. Deux solutions possibles
sont proposées et analysées dans les sections suivantes.

4.2.1 Méthodes de fusion des systèmes de classification

Comme la sortie des bôıtes élémentaires qui ont été détaillées dans le chapitre précédent est une
décision nette d’appartenance ou non–appartenance à la classe analysée, cette section est centrée sur
les méthodes de fusion des systèmes de classification nette. Des méthodes proposées pour réaliser la
fusion de classifieurs flous peuvent être trouvées dans la littérature [136, 56].

La fusion des classifieurs est d’habitude dictée par le besoin d’améliorer les résultats de la clas-
sification. Chaque classifieur qui est inclus dans le réseau de fusion apporte une certaine quantité
d’information utile et le but du système de fusion est d’obtenir des résultats plus pertinents que
chaque classifieur individuel.

Généralement, on peut identifier deux types d’approches dans le domaine :

1. la première consiste à évaluer les classifieurs individuellement et, en utilisant des critères pré–
définis, en choisir un ou plusieurs qui sont considérés “les meilleurs” [157]. Si le principe est de
choisir un seul classifieur, sa sortie est utilisée telle qu’elle est. Si la sélection consiste à choisir
un groupe de classifieurs qui donnent des résultats pertinents, elle est d’habitude suivie par
une deuxième étape qui consiste à appliquer une fusion selon la deuxième approche, décrite
ci–après.

2. La deuxième approche consiste à prendre en compte tous les systèmes de classification ana-
lysés et calculer une sortie globale qui est une combinaison des sorties particulières de chaque
classifieur [52, 158, 149, 140].

Dans le cadre de la première approche, la méthode la plus répandue est la méthode de sélection
dynamique du classifieur. Cette méthode choisit un seul des classifieurs analysés et la sortie de ce
classifieur est fournie comme sortie du système de fusion. Si le processus est répété en éliminant
à chaque fois le classifieur qui a été considéré comme le meilleur dans l’étape précédente, on peut
obtenir une hiérarchie des classifieurs selon leur pertinence [55, 157].

Une autre méthode appartenant à cette catégorie est la méthode de groupement et de structu-
ration des classifieurs. Dans ce cas, comme illustré en [68], les classifieurs sont groupés selon des
critères pré–définis. Différentes méthodes de sélection sont ensuite appliquées à chaque groupement
afin de sélectionner le meilleur. Les critères, qui sont à la base de la construction des groupes et de la
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sélection du “leader” de chaque groupe, sont très diverses et généralement dépendent de l’application
considérée.

La deuxième approche peut être utilisée soit indépendamment sur l’ensemble de classifieurs à
analyser, soit comme une deuxième étape de fusion sur le sous–ensemble de classifieurs fourni par
une première étape de sélection. Dans ce cas, le résultat de chaque classifieur indépendant est pris en
considération. Le système de fusion le plus fréquent est basé sur le principe du vote [138]. En général,
les systèmes implémentés sur ce principe sont appliqués quand les classifieurs individuels fournissent
une sortie nette et unique. La sortie du système de fusion est alors la classe qui apparâıt le plus
souvent dans les sorties des classifieurs individuels. Une condition supplémentaire est d’habitude
rajoutée en ce qui concerne la fréquence absolue d’apparition de cette classe majoritaire. Ce critère
est d’habitude un seuil qui donne la proportion minimale des votants qui doivent fournir le même
résultat afin qu’il soit pris en considération. Ce seuil est souvent fixé à 0.5, ce qui est connu dans la
littérature comme le “vote majoritaire”.

Une autre méthode qui prend en considération tous les classifieurs de base analysés est une
méthode qui organise les classes de sortie selon des rangs. Cette méthode est composée de deux étapes
qui peuvent être aussi appliquées indépendamment. La première étape consiste à réduire le nombre
de classes de sortie possibles. Le principe de cette étape est de réduire le plus possible l’ensemble des
classes de sortie, en gardant en même temps une bonne probabilité d’inclusion de la vraie classe de
sortie dans cet ensemble. Comme illustré en [68], dans le domaine on trouve deux grandes directions,
l’union et l’intersection des voisinages. Ensuite la deuxième étape consiste à ordonner les classes
qui se trouvent dans cet ensemble réduit de classes de sortie possibles. Le but de cette étape est
de placer la vraie classe d’appartenance à la première place, c’est–à–dire lui associer la plus grande
probabilité de sortie. Ce problème est aussi traité dans [68], les différentes approches pour le résoudre
étant la méthode du plus grand rang, celle du compte de Borda, ou encore la régression logistique
(méthode statistique qui permet de produire un modèle de prédiction des valeurs prises par une
variable catégorielle à partir d’une série de variables explicatives).

Un problème particulier est de fusionner des classifieurs qui n’ont pas de sorties nettes, mais
floues, c’est–à–dire dont les sorties sont des vecteurs composés par des valeurs réelles dans le domaine
[0, 1]. Le but des méthodes de fusion dans ce cas–là est de réduire le degré d’incertitude associé aux
degrés d’appartenance flous fournis par chaque classifieur individuel. Plusieurs méthodes peuvent
être énumérées pour cette problématique.

Les méthodes de fusion basées sur le principe de Bayes peuvent être appliquées dans ce contexte
si les sorties des classifieurs individuels sont exprimées comme des probabilités a posteriori des classes
correspondantes, c’est–à–dire que la somme des composantes réelles du vecteur de sortie doit être
égale à 1. La méthode basée sur la moyenne de Bayes consiste à calculer une probabilité a posteriori
moyenne pour toutes les classes de sortie, par le simple calcul de la moyenne des composantes de
même rang dans tous les vecteurs de sortie. Le principe est en fait une généralisation du principe de
vote. La méthode peut être raffinée en prenant en compte les erreurs introduites par chaque classifieur
et donc en leur associant des poids différents [90].

Une image d’ensemble sur les principales méthodes de fusion existantes peut être trouvée dans
[136]. Une comparaison entre les performances de différentes stratégies de fusion est fournie dans [94]
et dans [95]

Afin de fusionner les classifieurs de base décrits à la fin du chapitre précédent, on propose deux
approches différentes. Comme principe de base, elles utilisent le principe de votes, qui a été adapté afin
de traiter des sorties multiples qui ne sont pas des probabilités a posteriori. La différence principale
entre les deux méthodes est dictée par l’importance associée au type d’information apportée par
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chacune. La première approche apporte surtout de l’information “positive”, elle est “permissive”
avec l’appartenance des points à classifier aux classes apprises, alors que la deuxième apporte plutôt
de l’information “négative”, les points sont alloués à une classe selon des critères plus stricts. Les
systèmes développés sont décrits dans les sections suivantes.

4.2.2 Approche basée sur les classes

Comme chaque paire d’attributs sera traitée indépendamment, une règle composée de plusieurs
contraintes est calculée pour chaque paire et pour chaque classe pour laquelle on a des points d’ap-
prentissage. Ces règles sont les éléments de base dans le système de classification proposé. Un premier
mode d’utilisation de ces éléments de base est présenté dans la figure 4.6.
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Figure 4.6 – Le système de classification - approche basée sur les classes

Cette approche est basée sur les classes, c’est–à–dire qu’elle va calculer un degré d’appartenance
global µCi

pour chaque classe indépendamment les unes des autres (blocs horizontaux sur la figure
4.6).

Le traitement des informations est lui organisé sur trois niveaux (blocs verticaux sur la figure
4.6). Le premier niveau utilise chaque paire d’attributs du point à classifier afin de calculer son
degré d’appartenance à une classe Ci. L’application d’une règle associée à la classe Ci et à un couple
d’attributs {xj, xk} constitue la “bôıte élémentaire” du système de classification, comme décrit à la
fin du chapitre précédent. La sortie d’une telle bôıte élémentaire est un degré d’appartenance binaire
du point à la classe analysée, comme exprimé dans l’équation (3.10), page 57.

Le deuxième niveau de traitement calcule un degré d’appartenance à chaque classe Ci, µCi
, i =

1, |C| selon un système de type “vote”. Chaque paire d’attributs a le même poids dans le calcul de ce
degré. Le résultat du vote µCi

sera alors le rapport entre le nombre de votants qui ont pris la décision
“le point appartient à la classe Ci” sur le nombre total de votants, comme montré dans l’équation
4.4. Le nombre des votants est égal au nombre de combinaisons de deux attributs parmi N , noté
par la suite C2

N = N ·(N−1)
2

. Chaque degré d’appartenance µCi
a donc une valeur dans l’intervalle

[0, 1]. Les extrémités de cet intervalle correspondent au vote unanime des paires d’attributs pour
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l’appartenance (µCi
= 1) ou la non–appartenance (µCi

= 0) du point n–dimensionnel à la classe
analysée.

µCi
=

N−1∑
j=1

N∑
k=j+1

µΓ(xj,xk)Ci
(aj, ak)

C2
N

=

2×
N−1∑
j=1

N∑
k=j+1

µΓ(xj,xk)Ci
(aj, ak)

N(N − 1)
(4.4)

Le dernier niveau de traitement (niveau 3) réalise la fusion de tous ces degrés d’appartenance et
retourne un vecteur binaire. Chaque composante de ce vecteur correspond à une classe et la valeur 0
indique la non–appartenance à cette classe, alors que la valeur 1 indique l’appartenance. Sur chaque
composante du vecteur, la décision est prise par comparaison du résultat du vote à un seuil (noté α).
Le choix de la valeur du seuil (entre 0 et 1) permet d’optimiser la proportion des exemples rejetés
par rapport au degré de confiance dans la classification des exemples classifiés. L’interprétation de
cette sortie sera détaillée dans une section suivante.

4.2.3 Approche basée sur les paires d’attributs

La deuxième approche se focalise sur un même couple d’attributs et non plus sur une classe
recherchée. Cette approche est illustrée sur la figure 4.7. Cette fois–ci, les blocs horizontaux consistent
à prendre une décision à partir d’un seul couple d’attributs.
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Figure 4.7 – Le système de classification - approche basée sur les paires d’attributs

Le flux de traitement va se découper en quatre niveaux qui sont légèrement différents de ceux de
l’approche précédente.

Le premier niveau de traitement consiste à appliquer toutes les règles obtenues pour chaque
classe à chacune des paires d’attributs disponibles. Ce niveau est identique pour cette approche et
pour l’approche présentée dans la section précédente. Si on considère l’objet à classifier caractérisé
par ses attributs {a1, . . . aN}, alors la sortie de ce niveau est composée de plusieurs degrés partiels
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d’appartenance donnés par chaque paire d’attributs (i, j) de l’objet analysé à chaque classe Ck :
µΓ(xi,xj)Ck

(ai, aj); k ∈ {1, . . . , | C |}, i ∈ {1, . . . , N − 1} et j ∈ {i, . . . , N}.
Le deuxième niveau est l’étape la plus importante pour cette approche. C’est sur les aspects

liés à cette étape que les deux méthodes sont profondément différentes. Plusieurs traitements sont
effectués :

1. Somme des sorties des classifieurs élémentaires k ∈ {1, |C|} pour chaque paire d’attributs : on
calcule la somme des valeurs binaires obtenues au niveau 1 pour toutes les classes.

2. Seuillage appliqué sur la somme obtenue : une somme trop importante signifierait que le couple
d’attributs apporte beaucoup d’ambigüıté dans la séparation des classes recherchées. Il est
décidé de ne conserver que les couples d’attributs discriminants. Pour cela la somme doit être
inférieure à un seuil ρ pour que la décision du couple soit conservée. La sortie de ce niveau
consiste donc dans une valeur logique dij qui indique si le couple des attributs (i, j) a un pouvoir
discriminant et qui peut avoir les valeurs “vrai” ou “faux” :

di,j =

 V RAI, si
∑

k=1,|C|

µΓ(xi,xj)Ck
≤ ρ

FAUX, sinon

Le seuil ρ a été fixé à |C|
2

(valeur optimale obtenue experimentalement). Cela permet d’“éliminer”
une paire d’attributs si elle vote positivement pour plus d’une moitié des classes recherchées.
On note les paires retenues pri et leur nombre Pr.

3. Construction du vecteur de sortie : si l’étape précédente n’arrête pas le processus, on concatène
les résultats de base obtenus pour la paire d’attributs (i, j) dans un vecteur binaire |C|–
dimensionnel vij :

vi,j = [µΓ(xi,xj)C1 , · · · , µΓ(xi,xj)C|C| ]

Les composantes binaires bijk de ce vecteur sont en fait le vote positif ou négatif de la paire
d’attributs pour la classe correspondante Ck.

Les vecteurs de sortie de la deuxième étape sont transformés (niveau 3) en un seul vecteur
en calculant une moyenne sur chaque composante des vecteurs obtenus pour les différentes paires
d’attributs qui ont été retenues. On obtient alors un vecteur intermédiaire v, qui est calculé selon la
procédure 4.5. Si toutes les paires d’attributs donnent des résultats trop ambigus la sortie de cette
étape est un vecteur nul dont la dimension est égale au nombre de classes apprises.

Début
Etape 1. Initaliser v = [0, · · · , 0].
Etape 2. Pour toutes les classes Ck :

2a) Pour toutes les paires d’attributs (i, j) :
Si di,j : v[k] = v[k] + vi,j[k]

2b)v[k] = v[k]
Pr

Fin

Procédure 4.5 – Calcul de la sortie du niveau 3

Le dernier niveau (niveau 4) réalise la prise de décision sur chaque composante du vecteur v
obtenu à l’étape précédente. La prise de décision réside en une comparaison à un seuil. Cette opération
correspond en fait à remplacer dans le vecteur v les valeurs inférieures à un seuil par zéro, comme
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montré dans l’équation 4.5. Le seuil donne le degré de flexibilité du système : un seuil bas correspond
à un système qui accepte la classification d’un objet dans une classe même si le nombre des votes
positifs est faible, alors qu’un seuil haut correspond à accepter de classer un objet seulement si le
nombre des votes positifs est important. Pour la première situation, il est plus probable de classifier
un pourcentage plus important des objets, mais la certitude d’avoir une classification correcte est
basse. Dans la deuxième situation, il est plus probable d’avoir des objets qui restent non–classifiés,
mais la certitude sur l’appartenance des objets qui sont classifiés augmente. Le seuil S proposé par
le système développé est fixé à 0.5, ce qui se traduit par retenir une classe comme possible classe
d’appartenance pour l’objet si au moins une moitié des paires des attributs disponibles ont voté
positivement pour cette appartenance.

bsc =

{
vc, vc ≥ S ou
0, sinon

(4.5)

Le dernier pas de traitement est la binarisation du vecteur de sortie, comme présenté dans
l’équation 4.6. Les composantes maximales et celles qui sont très proches de ces valeurs (une différence
maximale de 5% est permise) sont gardées comme correspondant à des classes d’appartenance pos-
sibles. Comme dans le cas précédent, la sortie du système n’est pas forcément une et une seule classe
d’appartenance, mais elle peut se situer dans un des cas décrits dans la section suivante.

bc =

{
1, bsc ∈ (bscmax− 5%, bscmax]
0, sinon

(4.6)

Cette deuxième approche de fusion des différentes bôıtes de base du système de classification
peut être vue comme une post–sélection des attributs. Même si tous les attributs disponibles sont
utilisés pendant l’étape d’apprentissage du système, il est possible de ne pas utiliser une partie de ces
attributs (plus exactement une partie des paires d’attributs) pendant la classification elle–même, et
cela selon le point à classifier. Le principe qui se trouve à la base de cette approche est le fait qu’une
paire d’attributs peut être très discriminante et pertinente pour un point donné mais plutôt ambigüe
pour un autre. D’un point de vue géométrique on peut analyser cette approche en se rapportant à la
signification d’une bôıte de base, telle qu’elle a été décrite dans le chapitre précédent. Si on prend en
considération un même point et les différents plans de représentation donnés par différentes paires
d’attributs, il peut se trouver en plein centre d’un polygone associé à une classe et seulement dans
ce polygone pour certaines paires et en périphérie de plusieurs polygones qui se chevauchent pour
d’autres. Le principe qui est à la base de l’approche décrite dans cette section est donc d’ignorer
ces dernières paires d’attributs et de prendre en considération seulement les paires d’attributs qui
sont vraiment discriminantes. Même si de cette manière on perd apparemment de l’information, le
résultat final peut être plus fiable, comme cela est illustré ultérieurement à travers des benchmarks
et des applications.

4.3 Interprétation de la sortie du système

Les deux approches proposées ont comme sortie un vecteur binaire. Le système accepte la situation
d’ambigüıté et celle de rejet. L’ambigüıté correspond en fait à l’appartenance d’un même point à
plusieurs classes, alors qu’un point rejeté est considéré comme étant en dehors de toutes les classes
qui ont été apprises. Pour gérer toutes les possibilités, la sortie du système de classification proposé
n’est donc pas une classe, mais un vecteur de degrés d’appartenance binaires v = [b1, b2, . . . , b|C|],
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comme suggéré dans les deux sections précédentes. Chacun de ces degrés donne l’appartenance ou la
non–appartenance à une des classes existantes. On peut donc identifier plusieurs situations possibles :

– La classification nette : dans le vecteur de sortie il existe une seule valeur unitaire, c’est-à-dire

bk = 1;

|C|∑
i=1

bi = 1, donc bk = 1 et bi = 0 ∀i 6= k. Dans cette situation le point est classé

directement dans la classe k.

– Le rejet : le vecteur de sortie n’est composé que de valeurs nulles (

|C|∑
i=1

bi = 0). Cette situation

est la situation de rejet, où le point n’est alloué à aucune des classes apprises. Elle correspond
généralement à une quantité d’information “négative” importante.

– L’ambigüıté : dans le vecteur de sortie, il existe plusieurs valeurs unitaires (

|C|∑
i=1

bi > 1). Cette

situation est une situation d’ambigüıté. Elle est gérée en gardant l’ambigüıté et en créant une
nouvelle classe associée à cette situation. Une ambigüıté importante correspond à une quantité
d’information “positive” importante. On peut envisager de traiter dans un deuxième temps
ces situations d’ambigüıté avec par exemple des connaissances supplémentaires. Ces travaux ne
traitent pas cet aspect et se contentent de classer les points en classe d’ambigüıté.

4.4 Validation sur des benchmarks

Afin de valider le système proposé, il a été appliqué sur des bases de données classiques, usuelle-
ment utilisées comme références dans le domaine de la classification. Ces bases de données appelées
“benchmarks” sont disponibles sur internet :

– http ://archive.ics.uci.edu/ml/datasets.html
Les résultats présentés concernent les benchmarks “iris” et “wine”. Ces deux ensembles de données

ont été choisis parce qu’ils sont très utilisés dans le domaine de la classification, ce qui permet de
se placer par rapport aux autres classifieurs. Sachant que les règles floues conjonctives, qui sont
la méthode de classification la plus proche de la méthode proposée, sont généralement acceptées
comme règles puissantes de classification, une comparaison entre les résultats des deux méthodes est
proposée.

La validation de la méthode a été faite en deux étapes principales. La première étape consiste à
apprendre le système sur la totalité de l’ensemble de données disponibles et ensuite de la tester sur
ces mêmes données. Le but de cette étape est de valider le système à un niveau de base et ainsi de
montrer que l’utilisation des règles graduelles comme règles de classification ne donne pas de résultats
aberrants.

Comme le système de classification proposé permet des sorties multiples (l’ambigüıté) et l’absence
de sorties (le rejet), un simple taux de classification correcte n’est pas très pertinent. Les résultats
seront donc présentés sous la forme d’une matrice de confusion légèrement modifiée par rapport à sa
forme classique.

La deuxième étape de validation consiste à évaluer le système dans un cadre formel. Pour cela,
un système d’évaluation basé sur le principe de cross–validation, notamment sur la méthode “leave–
one–out” décrite dans la section 1.3.2, a été mis en œuvre.
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4.4.1 Validation sur les données d’apprentissage “iris”

Le premier benchmark utilisé est l’ensemble de données “iris”, qui est caractérisé par :

– 3 classes représentées chacune par 50 points (un total de 150 points).
– Chaque point est caractérisé par 4 attributs numériques avec des valeurs réelles, représentant

la longueur et la largeur des sépales et des pétales.

Les tableaux 4.6 et 4.7 représentent les matrices de confusion obtenues en appliquant le système
de classification proposé en configuration “approche par classes” (tableau 4.6) et “approche par paires
d’attributs” (tableau 4.7). Les colonnes “C0” à “C2” représentent les pourcentages de points qui ont
été alloués à la classe correspondante (et seulement à cette classe), la colonne “Confusion” le pourcen-
tage de points qui ont été alloués à 2 classes, “Rejet” le pourcentage des points qui n’ont été alloués
à aucune classe et “Ambig. totale” le pourcentage des points qui ont été alloués à toutes les classes
disponibles. Sur les lignes sont représentées les points appartenant aux trois classes pour les quatre
niveaux de pré–traitement proposés : sans pré–traitement (–), épuration de l’ensemble d’appren-
tissage (1), identification des composantes connexes (2) et épuration de l’ensemble d’apprentissage
suivie par l’identification des composantes connexes (1 et 2).

On remarque dans les tableaux 4.6 et 4.7 que les résultats sont très bons. On peut également
remarquer le comportement différent des deux approches : l’ambigüıté qui apparâıt pour l’approche
par classes se transforme en rejet pour l’approche par paires d’attributs, ce qui correspond à nos
prévisions, étant donné les principes des deux approches : l’ambigüıté peut apparâıtre à cause de
différentes paires d’attributs qui votent pour des classes différentes, mais plus souvent, si le système
est bien appris et l’ensemble d’apprentissage cohérent avec l’ensemble de test, l’ambigüıté se retrouve
au niveau de chaque paire d’attributs ; ainsi, une même paire va voter pour plusieurs classes. Dans
le cas de l’approche par classes le vote sera pris en considération pour toutes ces classes, ce qui
amène très probablement à propager l’ambigüıté jusqu’à la sortie finale du système. Par contre, pour
l’approche par paires d’attributs ces paires qui apportent de l’ambigüıté dans le système sont tout
simplement ignorées. Si la totalité ou la grande majorité des paires se trouvent dans cette situation,
le système, en manque d’information pertinente, prend la décision de rejet.

Pré-traitement C0[%] C1[%] C2[%] Confusion[%] Rejet[%] Ambig. totale[%]

–
C0 100 0 0 0 0 0
C1 0 98 0 2 0 0
C2 0 0 100 0 0 0

1
C0 100 0 0 0 0 0
C1 0 98 2 0 0 0
C2 0 0 100 0 0 0

2
C0 100 0 0 0 0 0
C1 0 100 0 0 0 0
C2 0 0 100 0 0 0

1 et 2
C0 100 0 0 0 0 0
C1 0 100 0 0 0 0
C2 0 0 100 0 0 0

Table 4.6 – Premiers résultats obtenus sur l’ensemble de données “iris” – approche par classes

Ces résultats de base ont confirmé la possibilité d’utiliser les règles graduelles comme règles de
classification. Ils sont aussi en parfaite cohérence avec les attentes théoriques déduites du modèle
développé.
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Pré-traitement C0[%] C1[%] C2[%] Confusion[%] Rejet[%] Ambig. totale[%]

–
C0 100 0 0 0 0 0
C1 0 98 0 0 2 0
C2 0 0 100 0 0 0

1
C0 100 0 0 0 0 0
C1 0 98 2 0 0 0
C2 0 0 100 0 0 0

2
C0 100 0 0 0 0 0
C1 0 100 0 0 0 0
C2 0 0 100 0 0 0

1 et 2
C0 100 0 0 0 0 0
C1 0 100 0 0 0 0
C2 0 0 100 0 0 0

Table 4.7 – Premiers résultats obtenus sur l’ensemble de données “iris” – approche par paires
d’attributs

4.4.2 Validation sur les données d’apprentissage “wine”

Un deuxième test est réalisé sur l’ensemble de données “wine”. Son but est de touver l’origine
de différents vins à partir de résultats d’analyses chimiques. Cet ensemble de données est considéré
comme très approprié pour le test de nouveaux systèmes de classification, même si la difficulté de la
tâche de classification n’est pas trop élevée. Il comporte les caractéristiques suivantes :

– 3 classes représentées respectivement par 59, 71 et 48 points (un total de 178 points).
– Chaque point est caractérisé par 13 attributs numériques à valeur réelle, comme par exemple

le pourcentage d’alcool, l’intensité de la couleur, l’alcalinité etc.

On peut remarquer que les premiers résultats, présentés dans les tableaux 4.8 et 4.9, sont très
encourageants : seulement un point de la première classe a été placé dans la classe de rejet (il n’a été
affecté à aucune des classes apprises) dans le cas de l’approche par paires d’attributs.

Pré-traitement C0[%] C1[%] C2[%] Confusion[%] Rejet[%] Ambig. totale[%]

–
C0 100 0 0 0 0 0
C1 0 100 0 0 0 0
C2 0 0 100 0 0 0

1
C0 100 0 0 0 0 0
C1 0 100 0 0 0 0
C2 0 0 100 0 0 0

2
C0 100 0 0 0 0 0
C1 0 100 0 0 0 0
C2 0 0 100 0 0 0

1 et 2
C0 100 0 0 0 0 0
C1 0 100 0 0 0 0
C2 0 0 100 0 0 0

Table 4.8 – Premiers résultats obtenus sur l’ensemble de données “wine” – approche par classes
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Pré-traitement C0[%] C1[%] C2[%] Confusion[%] Rejet[%] Ambig. totale[%]

–
C0 98.3 0 0 0 1.7 0
C1 0 100 0 0 0 0
C2 0 0 100 0 0 0

1
C0 98.3 0 0 0 1.7 0
C1 0 100 0 0 0 0
C2 0 0 100 0 0 0

2
C0 100 0 0 0 0 0
C1 0 100 0 0 0 0
C2 0 0 100 0 0 0

1 et 2
C0 100 0 0 0 0 0
C1 0 100 0 0 0 0
C2 0 0 100 0 0 0

Table 4.9 – Premiers résultats obtenus sur l’ensemble de données “wine” – approche par paires
d’attributs

4.4.3 Test en généralisation sur les données “iris”

Dans les tableaux 4.10 et 4.11 sont présentés les résultats obtenus en cross–validation par la
méthode “leave one out”. On remarque une baisse importante de performance par rapport à la vali-
dation sur les données d’apprentissage, surtout pour l’approche par classes. Pourtant, les taux moyens
de classification correcte restent au–dessus de 80% (90.67% pour l’apprentissage sans traitement de
l’ensemble d’apprentissage, 88% pour l’ensemble d’apprentissage filtré, 85.33% quand l’algorithme
d’identification des composantes connexes est appliqué sur l’ensemble d’apprentissage et 81.33%
quand les deux traitements sont appliqués) pour l’approche par classes et au–dessus de 90% (res-
pectivement 95.33%, 95.33%, 94% et 94%) pour l’approche par paires d’attributs. Ces valeurs sont
calculées en faisant la moyenne sur les 3 taux de classification correcte rapportés dans les tableaux
4.10 et 4.11. Si on se réfère aux résultats rapportés pour différentes approches basées sur des règles
conjonctives [75], où la méthode leave–one–out est aussi utilisée, on remarque que les taux de clas-
sification correcte varient entre 88.7% et 98%, ce qui place le classifieur proposé dans une position
correcte par rapport aux classifieurs basés sur des règles conjonctives.

Le taux de rejet obtenu par le système proposé se situe pour l’approche par classes entre 5.33% et
14.67% (5.33%, 8%, 10.67%, 14.67%) et entre 0.67% et 1.33% pour l’approche par paires d’attributs
(0.67%, 0.67%, 1.33% et 1.33%). Ces valeurs sont calculées de la même manière que les taux moyens
de classification correcte. Les taux de rejet rapportés en [75] varient entre 0% et 10%, ce qui place
encore une fois le système proposé dans une position acceptable. Afin d’évaluer le niveau d’erreur
obtenu, on considère la confusion entre deux classes (dont l’une la classe réelle) comme une erreur de
classification, même si cette décision contient des informations utiles. Dans ce contexte, on obtient
les niveaux d’erreur de 4% pour l’approche par classes pour tous les niveaux de pré–traitement et de
(4.67%, 4%, 4.67% et 4.67%) pour l’approche par paires d’attributs, alors que les niveaux d’erreur
rapportés varient entre 0% et 8%.

On remarque l’influence plutôt négative de l’application des algorithmes de traitement. La raison
principale de cette baisse de performances est le fait que ces algorithmes ont été conçus pour le cas
des ensembles d’apprentissage de grande taille, où les mesures statistiques que l’on utilise ont une
vraie raison d’être. Pour l’ensemble de données “iris”, on dispose de 50 points d’apprentissage pour
chaque classe, ce qui rend les résultats d’une analyse statistique peu pertinents.
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Pré-traitement C0[%] C1[%] C2[%] Confusion[%] Rejet[%] Ambig. totale[%]

–
C0 90 0 0 0 10 0
C1 0 92 6 2 0 0
C2 0 2 90 2 6 0

1
C0 84 0 0 0 16 0
C1 0 90 8 0 2 0
C2 0 2 90 2 6 0

2
C0 74 0 0 0 26 0
C1 0 92 6 2 0 0
C2 0 2 90 2 6 0

1 et 2
C0 64 0 0 0 36 0
C1 0 90 8 0 2 0
C2 0 2 90 2 6 0

Table 4.10 – Leave–one–out : matrice de confusion obtenue sur l’ensemble de données “iris” –
approche par classes

Pré-traitement C0[%] C1[%] C2[%] Confusion[%] Rejet[%] Ambig. totale[%]

–
C0 100 0 0 0 0 0
C1 0 92 6 2 2 0
C2 0 2 94 4 0 0

1
C0 100 0 0 0 0 0
C1 0 92 8 0 0 0
C2 0 2 94 2 2 0

2
C0 96 0 0 0 4 0
C1 0 92 6 2 0 0
C2 0 2 94 4 0 0

1 et 2
C0 96 0 0 0 4 0
C1 0 92 8 0 0 0
C2 0 2 94 4 0 0

Table 4.11 – Leave–one–out : matrice de confusion obtenue sur l’ensemble de données “iris” –
approche par paires d’attributs

La différence importante de performances entre les résultats obtenus quand l’apprentissage est
réalisé sur la totalité de l’ensemble de données et quand la méthode de leave–one–out est appliquée
se justifie par le principe même du système de classification. Pour chaque paire d’attributs, chaque
classe est associée à un polygone qui inclut au plus près tous les points d’apprentissage utilisés, et
donc qui est dicté par les points–extrêmes de l’ensemble. L’élimination d’un de ces points–extrêmes
de l’ensemble d’apprentissage provoque la restriction du polygone et donc l’application des règles
obtenues sur ce point ne va pas l’identifier comme appartenant à la classe étudiée, comme montré
dans la figure 4.8. Cette figure représente les points d’apprentissage pour l’ensemble de données “iris”
pour la première classe. Quand le système apprend les règles sur l’ensemble d’apprentissage qui ne
contient pas le point–extrême figuré les règles obtenues ne couvrent pas (pour le couple d’attributs
figuré) le point qui a été éliminé. Pourtant, cet effet peut ne pas être visible si le nombre d’attributs
est assez important, étant donné qu’un point–extrême dans l’espace associé à une paire d’attributs
n’est pas forcément un point–extrême pour les autres paires.
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(a) (b)

Figure 4.8 – L’effet de l’élimination d’un point d’apprentissage extrême pour une paire d’attributs
et une classe de l’ensemble iris

4.4.4 Test en généralisation sur les données “wine”

Les résultats obtenus sur l’ensemble de données “wine” sont présentés dans les tableaux 4.12 et
4.13. Les taux de classification correcte varient donc entre 83.86% et 88.38% pour l’approche par
classes (88.38%, 83.86%, 87.44% et 87.44%) et entre 86.05% et 91.13% pour l’approche par paires
d’attributs (91.13%, 86.05%, 86.94% et 86.94%). Les résultats rapportés dans [79], qui utilisent
la même méthode d’évaluation, indiquent des taux de classification correcte situés entre 85.96% et
95.51%. Les résultats obtenus avec la méthode proposée se situent une nouvelle fois dans le même
ordre de grandeur que ceux provenant des systèmes de classification basés sur des règles floues
conjonctives.

La remarque concernant l’applicabilité des algorithmes de pré–traitement reste valabale. Malheu-
reusement, on ne dispose pour cet ensemble de données que de 48 à 71 points pour chaque classe, ce
qui ne permet pas une analyse statistique pertinente.

Pré-traitement C0[%] C1[%] C2[%] Confusion[%] Rejet[%] Ambig. totale[%]

–
C0 76.28 18.64 0 5.08 0 0
C1 0 97.18 0 0 2.82 0
C2 0 2.08 91.67 2.08 4.17 0

1
C0 62.72 33.9 0 1.69 1.69 0
C1 0 97.18 0 0 2.82 0
C2 0 2.08 91.67 2.08 4.17 0

2
C0 76.28 16.95 0 0 6.77 0
C1 0 94.37 0 0 5.63 0
C2 0 4.17 91.67 0 4.17 0

1 et 2
C0 76.28 16.95 0 0 6.77 0
C1 0 94.37 0 0 5.63 0
C2 0 2.08 91.67 2.08 4.17 0

Table 4.12 – Leave–one–out : matrice de confusion obtenue sur l’ensemble de données “wine” –
approche par classes
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Pré-traitement C0[%] C1[%] C2[%] Confusion[%] Rejet[%] Ambig. totale[%]

–
C0 79.66 15.25 0 1.69 3.39 0
C1 0 100 0 0 0 0
C2 0 2.08 93.75 0 4.17 0

1
C0 64.41 16.95 0 0 18.64 0
C1 0 100 0 0 0 0
C2 0 6.25 93.75 0 0 0

2
C0 67.8 5.08 0 0 27.12 0
C1 0 97.18 0 0 2.82 0
C2 0 2.08 95.84 0 2.08 0

1 et 2
C0 67.79 8.47 0 0 23.74 0
C1 0 97.18 0 0 2.82 0
C2 0 2.08 95.84 0 2.08 0

Table 4.13 – Leave–one–out : matrice de confusion obtenue sur l’ensemble de données “wine” –
approche par paires d’attributs

4.5 Conclusion sur le système obtenu

Ces résultats ont encouragé l’utilisation de la méthode de classification proposée sur des applica-
tions réelles, qui seront présentées dans le chapitre suivant.

Les deux approches proposées pour l’utilisation du système d’apprentissage proposé dans le cha-
pitre précédent sont complémentaires. L’approche par classes permet aux paires d’attributs de voter
pour plusieurs classes, ce qui peut amener à des ambigüıtés dans la sortie. L’avantage de cette ap-
proche est que le taux de rejet sera très faible et donc pour les applications où la sensitivité est
importante, elle est une approche intéressante (elle produit un faible taux de résultats “false negati-
ve”).

L’approche par paires d’attributs interdit l’ambigüıté au niveau de chaque couple d’attributs.
Cela diminue la probabilité d’avoir l’ambigüıté dans la sortie finale, mais en même temps augmente
la probabilité du rejet comme décision finale. En conséquence, elle est préférable pour les applications
où la spécificité et la précision sont importantes (le taux de “false positive” est minimisé).
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Applications

Le système de classification proposé a été appliqué dans le cadre de deux applications. La première
est une application industrielle qui concerne l’analyse de pièces électroniques à l’aide d’images tomo-
graphiques 3D. La deuxième est une application dans le domaine de l’imagerie satellitaire radar qui
consiste à identifier différentes zones spécifiques.

5.1 Analyse d’images tomographiques 3D

5.1.1 Problématique

Les pièces étudiées dans ces travaux sont fabriquées en matériaux composites, un mélange princi-
palement composé d’une résine polymère (appelée matrice) et de fibres de verre, comme celle montrée
sur la figure 5.1. Elles sont conçues par la société Schneider Electric, un des leaders mondiaux en
appareillages électrotechniques.

Figure 5.1 – Exemple d’une pièce électrotechnique en matériau composite

Il s’agit de pièces isolantes contenues dans des disjoncteurs basse et moyenne tension. L’organi-
sation des fibres de verre et de la résine au sein du matériau influe sur les performances diélectriques
et thermo-mécaniques de la pièce et donc sur la qualité de celle-ci. Les premières études menées
pour visualiser l’organisation du matériau consistaient à découper les pièces puis à les analyser au
microscope, ce qui les endommageait définitivement. De plus, le découpage détériorait l’intérieur du
matériau et donnait alors une image biaisée de l’organisation des fibres et de la résine. Schneider Elec-
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tric s’est alors tourné vers une méthode non destructive pour analyser les pièces, avec la tomographie
à rayons X.

Un faisceau de rayons X est projeté au travers de la pièce (cf. figure 5.2). Un récepteur recueille
les rayons l’ayant traversée afin de délivrer une image en deux dimensions de l’intérieur de la pièce.
Cette image, appelée radiographie, informe sur l’intégralité du contenu de la pièce tout au long du
trajet des rayons.

La tomographie tridimensionnelle (technique proche des scanners médicaux) permet d’obtenir des
informations détaillées sur l’organisation interne du matériau. Elle consiste tout d’abord à imager
plusieurs fois la pièce en la faisant tourner sur elle-même. Puis, cette série d’images est traitée par
des logiciels permettant la reconstruction d’une image tomographique en 3D de la pièce [25, 71].

Figure 5.2 – Schéma de principe de la tomographie à rayon X.

Les tomographies tridimensionnelles mises à notre disposition sont des images (ensemble de
voxels) en niveaux de gris codés sur 8 bits non signés. La figure 5.3 présente une image tomogra-
phique qui est étudiée dans ce document. Les niveaux de gris retranscrivent la densité des différents
composants contenus dans le matériau composite. Ainsi, dans ces images, les fibres de verre (ou fais-
ceaux de fibres) apparaissent en blanc. La résine utilisée dans la confection des pièces va elle ressortir
sous la forme d’une texture fine avec un niveau de gris moyen. Enfin, les zones noires sont des trous,
c’est-à-dire des zones où il n’y a pas de matière [126].

Actuellement, les personnes de la société Schneider Electric, chargées de l’expertise et du contrôle
de la qualité des pièces en matériaux composites, analysent les blocs d’images tomographiques, section
par section, pour déterminer la position et le volume de régions ayant des propriétés physiques
spécifiques [147]. L’emplacement et la taille de ces régions ont un impact direct sur la qualité des
pièces en matériaux composites. Mais cette analyse demande beaucoup de temps et de connaissances
pour retrouver toutes les régions intéressantes.

Pour cette application, l’objectif est de mettre en œuvre un système d’aide à l’interprétation
d’images tomographiques 3D par la classification des différentes régions présentes dans les images.
Cette classification est fonction de l’organisation particulière des fibres de verre et de la résine et elle
aidera les experts à mieux comprendre le contenu des images tomographiques. Trois types de régions
sont recherchés dans cette étude. Ces régions, illustrées dans la figure 5.4 se décrivent de la façon
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Figure 5.3 – L’image tomographique 3D étudiée (271x522x215 voxels)

suivante :

– Régions orientées (figure 5.4(a)) : régions contenant des fibres de verre orientées dans une même
direction.

– Régions non–orientées (figure 5.4(c)) : régions contenant des fibres de verre qui s’enchevêtrent
dans des directions aléatoires.

– Régions de manque de renfort (figure 5.4(b)) : régions principalement composées de résine avec
très peu de fibres de verre.

Des travaux précédents [111] ont porté sur l’analyse de ces données au moyen de techniques de
traitement d’image. Des attributs ont ainsi été mis au point pour détecter des caractéristiques propres
à chaque région d’intérêt :

– Pour les régions orientées et non orientées, des attributs dédiés à la quantification de l’organi-
sation des fibres dans l’image

– Pour les manques de renfort, des attributs spécialisés dans la caractérisation des textures

Dans les descriptions des attributs qui vont suivre, des régions typiques sont proposées en illus-
tration ainsi que la partie de l’image tomographique qui leur est associée.

Le premier type d’attributs caractérise l’organisation des niveaux de gris. Les attributs de cette
catégorie sont notés A1, A2 et A3. La caractérisation des orientations au sein des images tomogra-
phiques a été effectuée avec une mesure de l’orientation des variations de niveau de gris basée sur
les gradients [39]. Cette approche est liée à la fréquence des alternances entre les faibles et les forts
niveaux de gris. Plusieurs mesures sont ensuite employées pour caractériser ces alternances. Trois
d’entre elles ont été appliquées et ont permis d’obtenir les attributs A1, A2 et A3. Dans ces attributs,
le niveau de gris de chaque voxel de l’image correspond à un degré d’orientation des fibres dans
l’image tomographique, comme l’illustre la figure 5.5.
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(a) Région orientée (b) Région manque de renfort

(c) Région non–orientée (d) Zones d’interêt sur la pièce
étudiée

Figure 5.4 – Régions typiquement recherchées

(a) Image originale (b) Exemple d’attribut obtenu

Figure 5.5 – Attributs qui caractérisent l’organisation des niveaux de gris – pixels claires corres-
pondent aux régions non–orientées, les pixels sombres correspondent aux régions orientées

Le deuxième type d’attributs caractérise les textures de l’image. Un seul attribut de ce type a
été calculé, il est noté A4. La caractérisation des textures homogènes s’appuie sur la matrice de
cooccurence [65]. Cette matrice permet d’acquérir différentes mesures définissant les textures de
l’image en modélisant les variations de niveaux de gris dans le voisinage d’un voxel donné. A partir
des informations contenues dans cette matrice, une mesure d’homogénéité est calculée en chaque
voxel. Un exemple est présenté dans l’image 5.6.

5.1.2 Résultats

Le système de classification proposé précédemment a été appliqué sur les 4 attributsA1, A2, A3, A4.
Un ensemble d’apprentissage a été construit à l’aide d’expertise : sur les images 3D, les experts ont
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(a) Image originale (b) Attribut obtenu

Figure 5.6 – Attribut qui caractérise les textures – les pixels clairs indiquent la présence d’une
texture

détouré des zones typiques, connues comme appartenant à une des classes recherchées. Les régions
pointées sont représentées dans les figures 5.7(a), 5.7(b) et 5.7(c). Les vecteurs 4–dimensionnels des
attributs caractérisant les pixels situés à l’intérieur de ces zones pointées ont servi comme ensemble
d’apprentissage.

(a) Pointés de référence – classe orientée (b) Pointés de référence – classe non–
orientée

(c) Pointés de référence – classe manque de
renfort

Figure 5.7 – Pointés de référence

La validation du système a été faite de deux manières différentes. La première est une évaluation
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qualitative. Elle consiste à appliquer les règles obtenues à partir des ensembles d’apprentissage sur
l’intégralité des images disponibles, ce qui offre aux experts la possibilité d’une évaluation visuelle
des performances. La deuxième validation est quantitative et elle s’appuie sur des pointés spécifiques
réalisés par les experts (représentées dans la figure 5.8). Ces pointés ne servent pas à l’apprentissage
mais uniquement à la généralisation.

Figure 5.8 – Pointés de test

Les images présentées dans la figure 5.9, représentant des sections 2D provenant des images 3D,
présentent la classification obtenue pour les deux approches (par classe et par paires d’attributs).
Elles ont été sélectionnées afin d’illustrer les points forts et les points faibles du système de classi-
fication. La figure 5.9(a) présente une section verticale de la pièce 3D analysée. On peut remarquer
la présence des zones orientées dans la partie inférieure, des zones non-orientées au centre de l’image
et des zones de manque de renfort dans la partie supérieure de la pièce. L’analyse qualitative de ces
résultats révèle une bonne détection des zones orientées et des manques de renfort pour les deux
approches et pour les 4 niveaux de pré–traitement. Par contre, la détection des zones non–orientées
est assez faible, à l’exception de l’approche par classe en apprenant sur l’ensemble d’apprentissage
non–traité. Les autres résultats placent les régions dans l’ambigüıté (approche par classe) et dans
le rejet (approche par paires d’attributs). Il est intéressant de remarquer que l’application soit de
l’épuration des points non–pertinents, soit de l’identification des composantes connexes n’apporte
pas beaucoup d’informations. Par contre, leur application “en cascade” réduit significativement les
régions placées en ambigüıté par l’approche par classes et en rejet par l’approche par paire d’attributs
et mène à une meilleure identification des zones non–orientées (figure 5.9(j)).

Une autre section, cette fois dans le plan xz, est présentée dans la figure 5.10(a). Encore une fois,
de façon qualitative, on remarque une détection plutôt bonne des zones de manque de renfort (haut
de la pièce) et orientée (la partie inférieure de la pièce, à l’exception du coin inférieur gauche, où les
fibres sont plutôt non–orientées). Par contre, les régions non–orientées (la partie supérieure–centrale,
côté droit) ne sont pas très clairement identifiées, sauf quand on applique “en cascade” les deux
pré–traitements. Ces résultats ont confirmé l’utilité des deux niveaux de pré–traitement.

Comme première validation quantitative du système de classification, la méthode leave–one–out
a été appliquée. Les résultats sont présentés dans les tableaux 5.1 (pour l’approche par classes) et 5.2
(pour l’approche par paires d’attributs). La forme particulière de ces matrices de confusion nécessite
quelques précisions. Comme le système de classification développé permet d’avoir en sortie un degré
d’appartenance unitaire à plusieurs classes, ce cas d’ambigüıté est présenté dans les colonnes 5 et 6 :
“l’ambigüıté positive” signifie l’ambigüıté entre plusieurs classes à condition que la classe réelle fasse
partie de cet ensemble, alors que “l’ambigüıté négative” signifie l’ambigüıté entre les deux autres
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(a) Image originale, séction xy (b) Légende

(c) Ensemble d’apprentissage non traité,
approche par classes

(d) Ensemble d’apprentissage non traité,
approche par paires d’attributs

(e) Ensemble d’apprentissage filtré, ap-
proche par classes

(f) Ensemble d’apprentissage filtré, ap-
proche par paires d’attributs

(g) Identification composantes connexes,
approche par classes

(h) Identification composantes connexes,
approche par paires d’attributs

(i) Les deux traitements, approche par
classes

(j) Les deux traitements, approche par
paires d’attributs

Figure 5.9 – Classification obtenue pour l’application Schneider, section verticale

classes qui ne contiennent pas la classe réelle. Par exemple, si un point à classifier appartient à la
classe “régions orientées” et s’il est affecté en même temps aux classes “régions orientées” et “régions
manque de renfort”, il sera comptabilisé dans le cas “ambigüıté positive”. Si par contre il est affecté
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(a) Image originale, séction
xz

(b) Légende

(c) Ensemble d’apprentis-
sage non traité, approche
par classes

(d) Ensemble d’apprentis-
sage non traité, approche
par paires d’attributs

(e) Ensemble d’apprentis-
sage filtré, approche par
classes

(f) Ensemble d’apprentis-
sage filtré, approche par
paires d’attributs

(g) Identification
composantes connexes, ap-
proche par classes

(h) Identification
composantes connexes, ap-
proche par paires d’attri-
buts

(i) Les deux traitements,
approche par classes

(j) Les deux traitements,
approche par paires d’at-
tributs

Figure 5.10 – Classification obtenue pour l’application Schneider, section orizontale

aux classes “régions non–orientées” et “régions manque de renfort”, il sera comptabilisé dans le cas
“ambigüıté négative”. Le système permet aussi la situation de “rejet”, quand le point n’est classé
dans aucune des classes apprises.

Les tableaux 5.1 et 5.2 imposent une remarque générale, valable pour les deux approches : les taux
de bonne classification sont très élevés, avec ou sans pré–traitement de l’ensemble d’apprentissage.

Plus particulièrement, l’application de l’algorithme d’identification des composantes connexes a,
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pour les deux approches, un effet positif visible : les trois classes sont parfaitement identifiées et
individualisées. L’application de l’algorithme d’épuration des points faux a un effet plutôt négatif
sur le taux de classification correcte. Par contre, si on se situe dans le contexte réel du problème
de classification, ces “erreurs” introduites sont tout à fait explicables. L’ensemble d’apprentissage
provient d’une image acquise avec une certaine technologie. Même si cette technologie est très per-
formante, le processus d’acquisition en lui–même introduit certainement du bruit. C’est justement
ces valeurs provenant des pixels affectés par le bruit qui sont éliminés de l’ensemble d’apprentissage
par l’algorithme d’épuration. Ces pixels, localement isolés, ne sont pas retirés par les experts des
ensembles d’évaluation, car ils sont inclus dans un contexte global. Ceci explique le taux de rejet un
peu plus élevé pour ce cas.

Table 5.1 – Matrices de confusion obtenues pour l’approche par classes
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Aucun
100 0.00 0.00 0.00 0.00 0.00
0.00 100 0.00 0.00 0.00 0.00
0.00 0.00 99.60 0.40 0.00 0.00

Epuration (1)
99.85 0.00 0.00 0.00 0.00 0.15
0.00 100 0.00 0.00 0.00 0.00
0.52 2.17 94.41 2.57 0.07 0.26

Comp. connexes (2)
100 0.00 0.00 0.00 0.00 0.00
0.00 100 0.00 0.00 0.00 0.00
0.00 0.00 100 0.00 0.00 0.00

(1) et (2)
99.32 0.00 0.00 0.00 0.00 0.68
0.00 100 0.00 0.00 0.00 0.00
0.72 0.79 88.75 7.57 0.79 1.38

L’analyse des matrices de confusion obtenues en appliquant la méthode leave–one–out pour la
classe “manque de renfort” mène à la conclusion que cette classe est moins individualisée que les deux
autres, mais les taux de classification correcte restent quand même élevés, puisqu’ils sont supérieurs
à 85%. L’approche est ensuite évalué en généralisation sur les pointés de test. Les experts ont pointé
d’autres régions typiques sur les images 3D disponibles et des vecteurs d’attributs ont été calculés
sur les voxels de ces régions. Ces vecteurs ont servi comme entrées dans le système de classification.
Les résultats sont présentés dans les tableaux 5.3 et 5.4.

On remarque une très bonne détection de la classe “régions orientées” pour tous les niveaux de
pré–traitement, en particulier pour l’approche par paires d’attributs (taux de classification correcte
généralement supérieur à 90%), mais également pour l’approche par classes (taux de classification
correcte supérieur à 85%). Par contre, pour les deux autres classes la capacité de généralisation du
système de classification semble plus faible, surtout pour la classe “non-orientée” qui est pratiquement
noyée dans la classe “orientée”.

Ces résultats peuvent s’expliquer en regardant la distribution des points d’apprentissage d’une
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Table 5.2 – Matrices de confusion obtenues pour l’approche par paires d’attributs
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Epuration (1)
99.86 0.00 0.00 0.00 0.00 0.14
0.00 100 0.00 0.00 0.00 0.00
0.53 2.17 94.41 2.56 0.07 0.26

Comp. connexes (2)
100 0.00 0.00 0.00 0.00 0.00
0.00 100 0.00 0.00 0.00 0.00
0.00 0.00 100 0.00 0.00 0.00

(1) et (2)
99.32 0.00 0.00 0.00 0.00 0.68
0.00 100 0.00 0.00 0.00 0.00
0.72 0.79 88.75 7.57 0.79 1.38

Table 5.3 – Matrices de confusion obtenues pour l’approche par classes, généralisation
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Epuration (1)
92.07 0.78 0.30 6.32 0.38 0.15
1.44 13.89 0.00 84.67 0.00 0.00
1.14 21.20 69.64 6.63 1.07 0.32

Comp. connexes (2)
88.28 0 0.59 10.12 1.00 0.00
1.24 17.62 0.00 81.13 0.00 0.00
2.00 17.14 71.35 8.80 0.61 0.10

(1) et (2)
85.40 4.58 0.45 6.15 0.66 2.76
1.44 35.25 0.00 63.31 0.00 0.00
0.32 23.45 64.15 7.31 0.75 4.03

part et des points de l’ensemble de généralisation d’autre part.
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Table 5.4 – Matrices de confusion obtenues pour l’approche par paires d’attributs, généralisation
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Comp. connexes (2)
99.74 0.00 0.00 0.04 0.00 0.21
1.34 15.52 0.00 0.10 0 83.05
2.39 13.15 71.28 0.57 0.25 12.37

(1) et (2)
92.28 0.28 0.00 7.26 0.00 0.19
1.44 35.25 0.00 0.19 0 63.12
0.53 22.06 68.14 2.89 0.85 5.52

Pour la classe de “manque de renfort”, on remarque que le taux d’ambigüıté et de rejet est
faible, mais que le taux des points affectés à la classe “non–orientée” est très important. En tenant
compte du principe de classification implémenté par la méthode proposée, cette situation correspond
au cas où une partie des points à classer se situent d’une part en dehors des nuages définis pour la
classe “manque de renfort” par l’ensemble d’apprentissage et d’autre part à l’intérieur des nuages
définis pour la classe “non–orientée” dans le même ensemble. Une analyse par paires d’attributs de
la distribution des points des deux nuages (de test et d’apprentissage) a été réalisée afin de confirmer
cette hypothèse.

La figure 5.11 présente une comparaison entre le nuage des points représentant la classe “manque
de renfort” de l’ensemble de test superposé d’une part avec le même nuage de l’ensemble d’apprentis-
sage (Fig. 5.11(a)), puis d’autre part avec le nuage représentant la classe non–orientée de l’ensemble
d’apprentissage (Fig. 5.11(b)), et ce pour les attributs A1 et A2. On peut ainsi remarquer que la
superposition des deux nuages (apprentissage et test) pour la classe manque de renfort est loin d’être
parfaite, le nuage de test n’étant pas couvert par les points d’apprentissage dans ses extrémités haute
et à droite. Les points de l’extrémité haute du nuage de test (A1 < 115, A2 > 180) sont par contre
entièrement couverts par le nuage d’apprentissage pour la classe non–orientée. De plus, une partie
des points de l’extrémité droite sont également couverts par le nuage d’apprentissage de la classe
non–orientée. Naturellement, la décision de classification de ces points pour cette paire d’attributs
sera la classe non–orientée.

La figure 5.12 présente une comparaison similaire, mais pour les attributs 2 et 3, et elle peut
être analysée de la même manière. La classe non–orientée récupère les points situés dans l’extrémité
supérieure du nuage de test (A3 > 210, A2 ∈ [70, 170]) ainsi que tous les points qui proviennent
évidemment d’une saturation du processus de création des images des attributs (difficulté liée au
calage de la dynamique des attributs lors de leur création). Ces points seront ainsi affectés à la classe
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(a) Ensemble de test vs ensemble d’apprentissage –
classe manque de renfort, attributs 1 et 2

(b) Classe manque de renfort dans l’ensemble de test
vs. classe non–orienté dans l’ensemble d’apprentissage,
attributs 1 et 2

Figure 5.11 – Comparaison des nuages de l’ensemble d’apprentissage et de l’ensemble de test

non–orientée pendant le processus de classification.

(a) Ensemble de test vs ensemble d’apprentissage –
classe manque de renfort, attributs 2 et 3

(b) Classe manque de renfort dans l’ensemble de test
vs. classe non–orienté dans l’ensemble d’apprentissage,
attributs 2 et 3

Figure 5.12 – Comparaison des nuages de l’ensemble d’apprentissage et de l’ensemble de test

Une dernière paire d’attributs analysés est formée des attributs 3 et 4 et la comparaison visuelle
est présentée dans la figure 5.13. Le nuage de l’ensemble d’apprentissage pour la classe manque de
renfort ne couvre pas la partie droite du nuage de test, alors que le nuage de la classe non–orientée
couvre entièrement cette partie ( A3 > 230, A4 > 80). Encore une fois, des points situés dans cette
région seront affectés, selon les règles de classification, à la classe non–orientée.

Le même type d’analyse peut être réalisée pour les autres paires d’attributs, avec des résultats
similaires. En conclusion, la classification erronée d’un pourcentage assez important des points de la
classe manque de renfort dans la classe non–orientée est expliquable par la distribution des points
d’apprentissage par rapport aux points de test. La différence en distribution est probablement dûe
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(a) Ensemble de test vs ensemble d’apprentissage –
classe manque de renfort, attributs 3 et 4

(b) Classe manque de renfort dans l’ensemble de test
vs. classe non–orienté dans l’ensemble d’apprentissage,
attributs 3 et 4

Figure 5.13 – Comparaison des nuages de l’ensemble d’apprentissage et de l’ensemble de test

aux causes qui forment les régions recherchées. Le même type de région (manque de renfort par
exemple) peut provenir d’une multitude de phénomènes mécaniques et/ou chimiques et donc même
si d’un point de vue structurel elles sont similaires, elles peuvent répondre différemment au processus
d’extraction des attributs.

De même, un second phénomène nécessite d’être expliqué. Il s’agit de la très mauvaise détection
de la classe “non–orientée”. La grande majorité des points de cette classe est placée dans l’ambigüıté,
notamment entre la classee non–orientée et la classe orientée. L’analyse des histogrammes des points
de test de cette classe (voir fig. 5.14(a) et 5.15(a)) a montré une saturation complète des attributs 2
et 3.

Comme on peut remarquer d’une part sur les figures 5.14(b) et 5.14(c) et d’autre part sur les
figures 5.15(b) et 5.15(c), les ensembles d’apprentissage des classes orientée et non–orientée incluent
cet unique point (A2, A3) = (255, 255) qui constitue la totalité de l’ensemble de test pour ces 2
attributs. On peut donc conclure qu’une partie des “bôıtes élémentaires” qui constituent le système
d’apprentissage va certainement voter pour le classement des points de test dans l’ambigüıté.

Pourtant, les ensembles d’apprentissage des deux classes sont bien identifiées et individualisées
par le système de classification, comme le prouvent les résultats présentés dans les tableaux 5.1 et 5.2.
La figure 5.16(b) illustre le fait que la séparation entre les deux classes est donnée principalement par
l’attribut 1. Cet attribut a des valeurs plutôt élevées pour la classe non–orientée et des valeurs plutôt
faibles pour la classe orientée. Pourtant, il existe une superposition entre les 2 nuages, notamment
pour l’attribut 1 compris entre ∼ 20 et ∼ 70. Or en analysant la distribution des points de test de la
classe non–orientée pour l’attribut 1 (Fig. 5.16(a)), on se rend compte que ∼ 70% des points ont la
valeur de l’attribut 1 comprise justement dans cet intervalle. En tenant compte des distributions des
attributs 2 et 3, qui ont été déjà analysées, on peut conclure que, étant donné l’ensemble d’appren-
tissage, le système de classification peut au mieux séparer le reste de 30% des points de l’ensemble
de test, ce qui est d’ailleurs le cas pour les deux approches quand les deux types de pré–traitement
des données d’apprentissage sont appliqués.

L’analyse des images tomographiques est une application complexe, car il est difficile de définir
précisement les régions recherchées et de plus il n’existe pas vraiment de mesure objective absolue qui

113



Chapitre 5. Applications

(a) Histogramme ensemble de test, classe non–orientée

(b) Histogramme ensemble d’apprentissage,
classe non–orientée

(c) Histogramme ensemble d’apprentissage,
classe orientée

Figure 5.14 – Comparaison des histogrammes pour l’attribut 2

dicte dans quelle région se situe un voxel donné. L’application du sytème de classification proposé sur
cette application offre de l’information pertinente aux experts, en associant une étiquette à chaque
voxel des images fournies. Même les étiquettes indiquant l’ambigüıté apportent de l’information dans
le système et donnent une image d’ensemble de la répartition des fibres qui composent les pièces.

En conclusion, le système de classification développé est un système avec un grand pouvoir de
représentation des données d’apprentissage, mais avec un pouvoir de généralisation moins bon quand
les données d’apprentissage et les données de test présentent des incohérences. Comme tout système
automatique et/ou informatique qui manque d’intelligence intrinsèque, il est capable d’apprendre
seulement selon le modèle fourni pour l’apprentissage, et il ne peut pas étendre les notions qu’il a
appris dans un contexte plus général. En général, on peut conclure qu’une différence importante entre
les taux de classification correcte sur l’ensemble d’apprentissage et sur l’ensemble de test correspond à
une incohérence entre les deux et indique la nécessité d’une analyse plus aprofondie de ces ensembles.
Comme cette incohérence est souvent inévitable, des travaux futurs visant à rajouter de la gradualité
dans la sortie autour de la zone délimitée par l’ensemble d’apprentissage peuvent être envisagés afin
de placer les points de ces régions dans la classe analysée, mais avec un degré d’appartenance inférieur
à 1.
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(a) Histogramme ensemble de test, classe non–orientée

(b) Histogramme ensemble d’apprentissage,
classe non–orientée

(c) Histogramme ensemble d’apprentissage,
classe orientée

Figure 5.15 – Comparaison des histogrammes pour l’attribut 3

5.2 Imagerie radar

Les images satellitaires radar sont très utilisées dans diverses applications, notamment pour
étudier des zones géographiques difficiles d’accès. Les images radar peuvent être obtenues en utili-
sant plusieurs types de radars. Parmi les choix possibles, les radars SAR (Synthetic Aperture Radar)
sont particulièrement adaptés à des conditions météorologiques difficiles et ils permettent également
l’inspection du sous–sol. L’application des règles graduelles dans le domaine des images satellitaires
porte sur la classification des images qui ont été obtenues avec ce type de radar, notamment des
acquisitions SAR interférométriques et polarimétriques. Ces types d’acquisitions résultent d’images
complexes, multi-canaux, qui de plus nécessitent un processus de traitement assez important. Les
traitements nécessaires se décomposent en deux grandes étapes :

– L’extraction de l’information : obtenir de l’information pertinente à partir de l’acquisition di-
recte des images. Cette étape peut être réalisée en utilisant des méthodes spécifiques disponibles
dans des logiciels commercialisés [123]
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(a) Histogramme ensemble de test, classe
non–orientée, attribut 1

(b) Nuages des points d’apprentissage, classe orientée
vs. classe non–orientée, attributs 1 et 4

Figure 5.16 – Illustration de la superposition des classes orientée et non–orientée

– La fusion de l’information : en fonction de l’application, différentes approches peuvent être
envisagées. Une de ces approches est d’obtenir la classification des régions de ces images en
utilisant des règles graduelles

Dans [89], les auteurs proposent une comparative de cinq méthodes statistiques de classification
non-supervisée appliquées dans le domaine de l’imagerie POLSAR.

L’approche proposée est complémentaire à ces méthodes. Elle a une base essentiellement super-
visée, donc des exemples d’apprentissage seront nécessaires afin de démarrer le processus. Par contre,
la classification ainsi obtenue aura besoin de beaucoup moins de vérifications supplémentaires et de
validations successives. De plus, l’ensemble des règles obtenues peut être utilisé sur n’importe quelle
autre image satellitaire qui a été acquise dans les mêmes conditions et avec les mêmes paramètres
d’acquisition.

5.2.1 Aéroport Oberpfaffenhofen

5.2.2 Problématique

Les données radar de l’aéroport Oberpfaffenhofen ont été utilisées dans différentes applications de
classification dans le domaine de l’imagerie satellitaire [130, 57]. Le système de classification proposé
a été également appliqué sur les données Oberpfaffenhofen uniquement afin d’établir l’applicabilité
du principe proposé aux données radar.

L’image optique correspondant à la région analysée par le système est présentée sur la figure
5.17(a).

Les données disponibles sont des images en niveaux de gris sur 8 bits, représentant différents
attributs spécifiques couramment utilisés dans le domaine : l’entropie H, l’angle de réfraction de
l’onde radar α et l’amplitude [133]. Le système éveloppé dans cette thèse a été appliqué sur ces
données afin de réaliser une classification des différentes régions, notamment l’identification des zones
couvertes par des forêts et des zones agricoles (champs couverts par différents types de cultures).
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(a) Image optique (b) Régions typiques pointées par les experts

Figure 5.17 – Aéroport Oberpfaffenhofen

Les règles de classification ont été déduites à partir des régions typiques pointées par les experts
sur l’image optique, comme montré dans l’image 5.17(b). Ces zones ont été identifiées dans les
images correspondant aux trois attributs utilisés et les valeurs obtenues ont servi comme ensemble
d’apprentissage.

Les images des trois attributs utilisés sont présentées dans la figure 5.18, où 5.18(a) représente
l’entropie, la figure 5.18(b) l’angle de réfraction et la figure 5.18(c) l’amplitude [72, 70, 93, 18, 49].

(a) Entropie H (b) Angle α (c) Amplitude A

Figure 5.18 – Attributs utilisés

Le paragraphe suivant présente les résultats qualitatifs (images représentant les résultats globaux
avec les classes codées en couleurs) et quantitatifs (matrices de confusion obtenues sur les ensembles
d’apprentisssage en utilisant la méthode d’évaluation “leave–one–out”) pour les deux types d’exploi-
tation des règles : approche par classe et approche par paire d’attributs.
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5.2.2.1 Résultats pour l’approche par classes

La figure 5.19 présente le résultat de classification en appliquant le système de classification
développé pour l’approche par classes. D’une manière générale, on remarque une bonne identification
des zones recherchées pour les quatre niveaux de pré–traitement, ainsi qu’un bon rejet des zones qui
ne correspondent pas aux classes apprises, comme la route avec les parkings en bas à droite de
l’image.

(a) Ensemble d’apprentissage non traité (b) Ensemble d’apprentissage filtré

(c) Identification composantes connexes (d) Les deux traitements
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(e) Légende

Figure 5.19 – Classification – approche par classes

L’influence de l’épuration de l’ensemble d’apprentissage mène à l’augmentation du nombre de
pixels non–classifiés, mais aussi à la diminution du nombre de pixels classifiés en ambigüıté (voir
les deux champs en bas à gauche). Même si l’application de l’algorithme d’identification des compo-
santes connexes n’apporte pas de résultats significatifs quand il est appliqué seul, on peut remarquer
l’augmentation significative des pixels classifiés dans le rejet quand les deux types de pré-traitement
sont enchâınés. Le résultat obtenu dans cette situation est moins bon que pour le cas de l’ensemble
de données non–traité, notamment pour l’identification des champs en haut à droite. Pourtant, ce
résultat est expliquable par la distribution des valeurs des attributs dans la zone de référence corres-
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pondant aux champs. Cette distribution est montrée dans la figure 5.20 où deux pics sont clairement
identifiables pour l’attribut A. Si on se rapporte à la figure 5.17(b), il apparait que les deux types
de champs qui ont été choisis pour servir d’ensemble d’apprentissage ont une réaction très différente
aux ondes radar pour cette composante.

Figure 5.20 – L’histogramme des points d’apprentissage pour la classe “champ”

La figure 5.21(a) présente l’ensemble d’apprentissage pour la classe “champ” dans l’espace des
attributs entropie (H) et amplitude. Les points s’organisent dans des formes similaires pour les
attributs alpha et amplitude. La distribution en deux composantes connexes principales est encore
une fois bien visible. L’apprentissage des règles sur l’ensemble initial mène à définir dans l’espace des
attributs donné le polygone présenté dans la figure 5.21(b). Ce polygone présente deux désavantages
majeurs :

– Il englobe des zones dans l’espace des attributs où il n’y a pratiquement pas de points d’ap-
prentissage, puisque les sommets du polygone correspondent à des points qui sont certainement
du bruit et qui se situent très loin de la plupart des autres points d’apprentissage.

– Il ne tient pas compte de la structure bimodale de l’ensemble d’apprentissage.

Les deux composantes connexes ne sont pas identifiées par l’algorithme d’identification des com-
posantes connexes parce que les points “faux” qui se situent entre les deux “nuages” rendent leur
distinction assez difficile (un réglage très fin des paramètres est nécessaire pour les séparer). Par
contre, l’application successive des deux étapes de pré–traitement a comme effet l’obtention des deux
polygones représentés dans la figure 5.21(c) : l’épuration des points “faux” élimine d’abord tous les
points situés en dehors des polygones de la figure et ensuite l’identification des composantes connexes
sépare l’ensemble d’apprentissage en deux sous–ensembles distincts.

On peut donc conclure que même si d’un point de vue lié strictement à l’application et aux
résultats attendus l’introduction des différents niveaux de traitement diminue la qualité de la classi-
fication, d’un point de vue opérationnel, étant donné les ensembles d’apprentissage, la qualité et le
degré de confiance de la classification augmente.

Un autre problème qui peut être remarqué est l’existence d’importantes zones d’ambigüıté, sur-
tout sur les trois types de champs présents en bas de l’image. La figure 5.22 présente les points
d’apprentissage des deux classes pour chaque paire d’attributs utilisée, en bleu la classe “champ” et
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(a) Ensemble non-traité (b) Polygone original

(c) Polygones pour ensemble traité

Figure 5.21 – Ensemble d’apprentissage pour la classe “champ” (attributs : H/A)

en rouge la classe “forêt”. Les nuages correspondant aux deux classes ont une petite partie qui se
superpose pour chaque paire d’attributs. Ces zones de superposition correspondent respectivement
à des régions de forêt et de champ qui ont des réactions similaires aux ondes radar. Les points de
l’image analysée qui correspondent à des attributs qui se situent dans ces régions de chevauchement
seront nécessairement placés dans l’ambigüıté entre les deux classes. On peut remarquer que pour la
paire d’attributs (α, H) l’ensemble d’apprentissage de la classe “forêt” englobe presque totalement
celui de la classe “champ”.

Le tableau 5.5 présente les matrices de confusion obtenues pour l’approche par classe pour les
quatre niveaux de pré–traitement. Les résultats numériques illustrent très bien les résultats visuels
de la figure 5.19. On remarque la bonne identification de la classe “forêt” et le placement massif des
points d’apprentissage de la classe “champ” en ambigüıté. La tendance d’amélioration induite par la
châıne de pré–traitements est plus visible grâce à ces matrices, surtout pour la classe problématique
des zones de forêt, pour laquelle le taux de classification correcte augmente de 16% avec l’application
des deux types de pré–traitement.

5.2.2.2 Résultats pour l’approche par paires d’attributs

La figure 5.23 présente les résultats obtenus en utilisant les même règles de classification par l’ap-
proche par paires d’attributs. Les remarques antérieures sont également valables pour ces résultats,
sauf que généralement l’ambigüıté de l’approche précédente se transforme en rejet. Ce résultat est

120



Chapitre 5. Applications

(a) A vs. α (b) H vs. α

(c) H vs. A

Figure 5.22 – Superposition des ensembles d’apprentissage pour les différents paires d’attributs

Table 5.5 – Matrices de confusion obtenues pour l’approche par classes

Niveau pré-traitement Forêt (%) Champ (%) Ambigüıté (%) Rejet (%)

-
59.74 0 40.26 0

0 0.66 99.34 0

Epuration (1)
86.79 0.14 13.06 0
5.86 4.67 89.19 0.29

Comp. connexes (2)
61.14 0 38.86 0

0 1.34 98.66 0

(1) et (2)
86.88 0.39 12.73 0
6.06 16.82 76.41 0.7

prévisible, étant donné le nombre faible (trois) des paires d’attributs utilisées. Cette approche ap-
porte donc une quantité d’information plus faible, mais le résultat peut être considéré comme plus
fiable.

Le tableau 5.6 confirme lui aussi les résultats visuels présentés dans la figure 5.23. La comparaison
des valeurs des tableaux 5.5 et 5.6 montre une transposition presque parfaite entre les points placés
dans l’ambigüıté par la première approche et dans le rejet par la deuxième.

Ces premiers résultats ont montré l’applicabilité de la méthode proposée sur des données issues de
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(a) Ensemble d’apprentissage non traité (b) Ensemble d’apprentissage filtré

(c) Identification composantes connexes (d) Les deux traitements
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Figure 5.23 – Classification - approche par paires d’attibuts

Table 5.6 – Matrices de confusion obtenues pour l’approche par paires d’attributs

Niveau pré-traitement Forêt (%) Champ (%) Ambigüıté (%) Rejet (%)

-
59.74 0 0 40.26

0 0.66 0 99.34

Epuration (1)
86.79 0.14 0 13.06
5.86 4.67 0.59 88.79

Comp. connexes (2)
61.14 0 0 38.86

0 1.34 0 98.66

(1) et (2)
86.88 0.39 0.06 12.67
6.17 16.93 1.43 75.47

l’imagerie satellitaire radar. La section suivante présente une application radar axée sur l’identification
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des bandes de Forbes sur le glacier de Tacul.

5.2.3 Analyse du glacier du Tacul

5.2.3.1 Problématique

Une collaboration internationalle entre le Centre Aérospatial Allemand (DLR) et quatre labora-
toires français a été mise en place afin d’acquérir des données POLSAR de haute résolution sur des
glaciers situés dans la région Chamonix – Mont Blanc (France). Les données utilisées dans cette thèse
ont été obtenues en Octobre 2006 et Février 2007 à l’aide d’un système d’acquisition expérimental
du DLR (Experimental Synthetic Aperture Radar System E–SAR). L’ensemble de données utilisé
représente une acquisition polarimétrique monostatique complète en bande L sur le glacier du Tacul,
un des trois glaciers qui composent le deuxième plus grand complexe glacier d’Europe (la Mer de
Glace) [107].

Une des particularités du glacier du Tacul est la présence de bandes de Forbes [48]. Ce phénomène
se manifeste par l’alternance des régions blanches et foncées, comme montré dans la figure 5.24.

Figure 5.24 – Glacier Tacul - présence du phénomène des bandes Forbes

La cause de ce phénomène est encore à déterminer, mais une possibilité généralement acceptée est
le fait que la glace glisse plus pendant l’été que pendant l’hiver. La superficie de la glace située au–
dessous de la cascade de glace du Géant, située en haut du glacier Tacul, forme une série de terrasses.
La neige des terrasses qui sont orientées nord fond moins que celle des terrasses orientées sud. En
conséquence, la glace des terrasses orientées nord est plus pure [153]. Cette alternance de glace propre
et sale est dûe à la variation de la quantité de poussière minérale (cryoconites) [137]. L’origine de
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cette poussière est liée à l’influence de la matière minérale sur la diminution de la température et
de la pression de la fusion glacière et donc sur la vitesse de fusion [137, 60]. Les grains de poussière
qui sont incorporés dans la glace sont entourés par un film d’eau en état liquide. Ce film induit une
réduction de la température locale de fusion de presque 1°C. Ainsi, il a été prouvé dans [60] que la
glace impure fond plus vite que la glace propre. En haut du glacier, les bandes de Forbes gardent
une direction perpendiculaire sur le glacier, mais en bas leur centre descend plus vite que les côtés.
En conséquence, leur forme change, devenant courbe. Cette forme montre les variations de la vitesse
de l’avancement de la glace dans les différentes étapes de son parcours, et se révèle donc être un bon
indicateur du flux de la vitesse [153].

Le système de classification a été appliqué afin d’obtenir une classification des bandes de Forbes.
La figure 5.25 présente les attributs POLSAR qui ont été utilisés : l’entropie H, l’angle α et l’ani-
sotropie. Les ensembles d’apprentissage proviennent des zones de référence pointées par les experts
dans les deux classes considérées (neige impure et neige propre), montrées dans la figure 5.25(d).

(a) Alpha (α) (b) Entropie (H)

(c) Anisotropie (d) Régions pointées

Figure 5.25 – Attributs utilisés pour l’application “Glacier du Tacul”

La section suivante présente les résultats qualitatifs et quantitatifs obtenus en appliquant le
système sur les trois attributs pour les deux approches (par classes et par paires d’attributs) et les
quatre niveaux de pré–traitement proposés.
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5.2.3.2 Résultats

La figure 5.26 présente la classification obtenue à partir des attributs des figures 5.25 pour
les quatre niveaux de pré–traitement. A noter l’influence très importante des algorithmes de pré–
traitement, particulièrement celui d’épuration des points d’apprentissage “faux”.

(a) Ensemble d’apprentissage non traité (b) Ensemble d’apprentissage filtré

(c) Identification composantes connexes (d) Les deux traitements
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Figure 5.26 – Classification - approche par classes

En apprenant les règles de classification sur la totalité de l’ensemble d’apprentissage indiqué par
les experts, la quasi–totalité des pixels du glacier sont placés dans une classe d’ambigüıté, le système
de classification étant donc incapable de séparer les deux classes. Le phénomène est explicable en
regardant la distribution des points d’apprentissage des deux classes, montrée pour la paire d’attributs
(H,α) dans la figure 5.27.

Dans l’image 5.27(a) on peut remarquer que même si le cœur des deux nuages peut être très bien
identifié et placé d’une manière intuitive dans une zone compacte, beaucoup de points d’apprentis-
sage sont répandus autour de ces régions compactes où la fréquence des points d’apprentissage est
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(a) Nuages d’apprentissage ((α) vs. H)

(b) Polygones englobants originaux (c) Polygones obtenus pour l’ensemble traité

Figure 5.27 – Ensembles d’apprentissage de l’application Tacul – attributs H et α

très élevée. La présence de ces points “faux” mène à définir des règles qui décrivent dans l’espace
des attributs des polygones englobants qui couvrent une bonne partie de la totalité de l’espace de
définition des attributs et dont le degré de superposition est très important, comme montré dans la
figure 5.27(b).

L’image 5.27(c) montre les polygones définis par les règles obtenues sur le même ensemble d’ap-
prentissage après l’application de l’algorithme d’épuration des points “faux”. Ces polygones sont
beaucoup plus petits, ils sont centrés sur la partie des nuages où les points sont très “concentrés”,
alors que les points qui sont situés loin de ces nuages centraux sont ignorés. Ainsi les nuages couvrent
une partie beaucoup plus faible de l’espace des attributs, donc la fiabilité du résultat est augmentée.
De plus, en réduisant l’espace assigné à chaque classe, leur superposition est elle aussi beaucoup plus
réduite, comme le montre d’ailleurs les résultats présentés dans l’image 5.26(b) par rapport à l’image
5.26(a).

Les petites différences entre les résultats obtenus sur les ensembles d’apprentissage filtrés (figure
5.26(b)) et les ensembles d’apprentissage où les deux algorithmes de pré–traitement ont été appliqués
(figure 5.26(d)) sont données par le fait que l’algorithme d’identification des composantes connexes
sépare des petites régions avec peu de points d’apprentissage retenus par l’épuration mais qui sont
assez loin du corps principal du nuage. Généralement, l’influence de l’application de l’algorithme est
assez faible pour cette application, mais elle est positive, car l’ambigüıté est légèrement réduite dans
l’image 5.26(c) par rapport à l’image 5.26(a) (et respectivement dans l’image 5.26(d) par rapport à
l’image 5.26(b)).
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La figure 5.28 représente la classification obtenue pour la même application en appliquant l’ap-
proche par paires d’attributs. Même si généralement l’ambigüıté de la première approche devient
rejet pour cette approche, diminuant donc la quantité d’informations apportée par le système de
classification, on peut remarquer, surtout par la comparaison des images 5.28(d) et 5.26(d), une
augmentation du nombre de points correctement placés dans une et une seule classe.

(a) Ensemble d’apprentissage non traité (b) Ensemble d’apprentissage filtré

(c) Identification composantes connexes (d) Les deux traitements
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Figure 5.28 – Classification - approche par paires d’attibuts

Ces résultats ont été validés par les experts après une analyse visuelle des images 5.26 et 5.28.
Une analyse quantitative a été aussi effectuée. Des matrices de confusion ont été calculées pour les
deux approches en utilisant la méthode d’évaluation “leave–one–out”. Les résultats sont présentés
dans le tableau 5.7 pour l’approche par classes et dans le tableau 5.8 pour l’approche par paires
d’attributs. Les valeurs obtenues confirment généralement les résultats visuels des figures 5.26 et
5.28. Pour l’approche par classes, on remarque d’abord le pourcentage énorme de points placés
en ambigüıté pour l’ensemble d’apprentissage non–traité, surtout pour la première classe, “neige
impure”. Le résultat est justifié par la superposition des nuages d’apprentissage, présenté sur la
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figure 5.27(b) pour une des trois paires d’attributs. La superposition des nuages est similaire pour les
autres deux paires d’attributs. L’épuration des ensembles d’apprentissage augmente significativement
les performances du système : le pourcentage des points correctement classifiés dans une et une seule
classe augmente de 50% pour la première classe et de 15% pour la deuxième, sans augmentation
significative du nombre de points classifiés de manière erronée (rejet ou mauvaise classe). Ce résultat
est en accord avec ce qui est attendu du système : les points supprimés par l’épuration sont bien les
points situés très loin du cœur du nuage qui provoquaient le degré très important de superposition
entre les classes. L’application de l’algorithme d’identification des composantes connexes a beaucoup
moins d’influence sur les valeurs de la matrice de confusion.

Table 5.7 – Matrices de confusion obtenues pour l’approche par classes – application “Glacier du
Tacul”

Niveau pré-traitement Neige impure (%) Neige propre (%) Ambigüıté (%) Rejet (%)

-
4.75 0 95.25 0
0.01 59.02 40.8 0.17

Epuration (1)
57.07 1.61 40.17 1.15
3.03 75.6 19.11 2.26

Comp. connexes (2)
19.64 0 80.36 0
0.22 54.37 45.35 0.06

(1) et (2)
56.33 2.15 39.62 1.9
2.37 77.93 16.88 2.82

La comparaison des tableaux 5.7 et 5.8 montre que les valeurs obtenues pour l’approche par paires
d’attributs correspondent presque parfaitement aux valeurs obtenues pour l’approche par classe, avec
la transposition des points placés dans la classe “ambigüıté” par la première approche dans la classe
“rejet” par la deuxième. Ce phénomène peut être interpreté comme une diminution de l’information
apportée par le système de classification, mais aussi comme une augmentation du degré de confiance
associé aux points classés.

Table 5.8 – Matrices de confusion obtenues pour l’approche par paires d’attributs – application
“Glacier du Tacul”

Niveau pré-traitement Neige impure (%) Neige propre (%) Ambigüıté (%) Rejet (%)

-
4.75 0 0 95.25
0.01 59.06 0.04 40.88

Epuration (1)
57.95 1.64 0.11 40.29
3.21 76.34 1.03 19.41

Comp. connexes (2)
19.64 0 0 80.36
0.24 54.37 0.04 45.34

(1) et (2)
57.72 2.29 0.13 39.86
2.42 79.57 0.27 17.74
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5.3 Conclusions

Ce chapitre montre l’applicabilité des règles floues graduelles comme règles de classification. Deux
types d’applications sur lesquelles le système proposé a été appris et ensuite utilisé sont proposés.
Les résultats permettent d’identifier de manière systématique et précise des éventuelles incohérences
entre les données d’apprentissage et celles de test.

Les résultats sur les deux applications montrent une grande capacité d’apprentissage (évaluée
sur l’ensemble d’apprentissage), ainsi qu’une capacité relativement bonne de généralisation sur des
données similaires. Les deux méthodes de pré–traitement proposées se montrent très utiles pour les
applications où les données sont bruitées (l’épuration) et aussi pour le cas où une classe est caracterisée
par une distribution multi–modale dans l’espace des attributs. Malheureusement, le système actuel
est très dépendant de l’ensemble d’apprentissage et aucune interpolation n’est possible : de nouvelles
données qui ne s’inscrivent pas dans les régions de l’espace des attributs qui sont apprises seront
rejetées par le système, même si elles se trouvent dans la proximité immédiate de ces régions. Cet
inconvénient pourrait être traité par l’introduction d’une gradualité dans le degré final d’appartenance
à la classe, ce qui permettrait d’avoir une représentation floue des contours des polygones convexes.
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Cette thèse propose un nouveau système de classification, qui se base sur des règles graduelles. Il
se situe dans la famille des classifieurs basés sur des règles. Il remplace la forme typique des règles
conjonctives “Si x1 est A1 et x2 est A2 alors X appartient à la classe C avec le degré µ” par
“Si x1 est A1 −→ x2 est A2 alors X appartient à la classe C”. L’opérateur d’implication
“−→” est un opérateur particulier qui doit respecter des contraintes de monotonie. L’implication de
Rescher–Gaines a été utilisée au cours de ces travaux.

Par rapport aux systèmes de classification basés sur des règles conjonctives, où chaque nouvelle
règle apporte de l’information positive, en élargissant l’ensemble des cas qui peuvent être associés à
la classe analysée, chaque nouvelle règle implicative apporte de l’information négative, en réduisant
l’ensemble des cas qui respectent les contraintes imposées. Les deux types de règles de classification
sont donc complémentaires. De cette complémentarité résulte une des contraintes importantes im-
posées aux systèmes de classification basés sur des règles implicatives : la cohérence. Si une seule
règle associée à une classe donnée (ou même une seule contrainte de cette règle) n’est pas cohérente,
le résultat sera que la totalité de l’espace des attributs concernés sera placé dans la classe de rejet.
Ce problème n’apparâıt pas pour les systèmes basés sur des règles conjonctives, où une incohérence
a, au pire, comme conséquence un classement erroné d’une partie des points dans la classe analysée.
Pour les systèmes implicatifs les éventuelles incohérences sont heureusement détectables a posteriori,
en analysant les jeux de règles issues de l’étape d’apprentissage.

Dans la méthode proposée, l’étape d’apprentissage consiste à analyser les données d’apprentis-
sage dans des espaces 2D. Il y a donc autant d’espaces à étudier que de couples d’attributs distincts.
L’analyse consiste à identifier les plus petits polygones convexes qui entourent les points d’appren-
tissage de chaque classe. Ensuite, les règles graduelles qui permettent de délimiter ces polygones
sont déterminées pour chaque classe et pour chaque paire d’attributs. Ces règles sont le cœur du
système de classification. L’application d’une de ces règles sur un point à classifier donne en fait son
appartenance à une classe et pour une paire d’attributs considérés.

L’étape d’utilisation du classifieur ainsi obtenu peut se faire de deux manières. La première ap-
proche proposée est l’approche par classes : pour chaque classe, on analyse les sorties des règles
correspondant à chaque paire d’attributs et en fonction du nombre de “votes” favorables à la classe
(c’est–à–dire de règles de classification validées) on décide de l’appartenance ou non à la classe
recherchée. La deuxième approche proposée est l’approche par paires d’attributs. Cette approche
fonctionne de la manière suivante : pour chaque paire d’attributs, les règles de classification concer-
nant toutes les classes recherchées, sont appliquées. Si le nombre de règles validées est trop important,
c’est–à–dire que le point pourrait potentiellement appartenir à plusieurs classes, alors on considère
que l’ambigüıté apportée par le couple d’attributs est trop importante dans la prise de la décision fi-
nale. Ainsi seules les couples d’attributs pertinents sont pris en compte. Dans le cas le plus défavorable
le système classe le point en rejet.

Parmi les désavantages de la méthode de classification proposée, on peut citer la difficulté d’in-
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terprétation des règles exprimées en language naturel, par rapport aux systèmes de classification
basés sur des règles conjonctives. On peut également regretter la limitation assez importante liée à
l’utilisation même de l’opérateur d’implication, qui se trouve à la base du système. Cet opérateur
force l’analyse des attributs disponibles deux par deux. D’un autre côté, une telle analyse a des
avantages : l’analyse des nuages des points 2D est toujours plus accessible que l’analyse des nuages
multi–dimensionnels et elle permet de traiter les paires d’attributs indépendamment les unes des
autres en rejetant les paires qui n’apportent pas de l’information pertinente (approche par paires
d’attributs).

Le système ainsi développé, après avoir été validé sur des benchmarks, a été testé sur trois
applications réelles :

– L’interprétation d’images tomographiques 3D : Le but est d’identifier des régions ty-
piques caractérisant la structure et l’organisation des fibres au sein de pièces électroniques dans
des images 3D.

– Application dans l’imagerie satellitaire, aéroport d’Oberpfaffenhofen : Cette appli-
cation très connue dans le domaine de l’analyse des images satellitaires consiste à identifier les
champs et les forêts présents dans les images.

– Application dans l’imagerie satellitaire, l’étude du glacier du Tacul : Devant les
difficultés d’instrumentation des glaciers, l’objectif est de les analyser à distance au moyen des
images satellitaires. Les bandes de Forbes du glacier du Tacul ont fait l’objet de cette étude.

Les résultats obtenus sur ces applications ont montré l’intérêt du système développé et la perti-
nence d’utiliser les règles implicatives comme des règles de classification. Ils ont également nécessité
une analyse plus approfondie des données d’apprentissage et/ou de test afin de bien comprendre et
interpréter les résultats obtenus.

La complémentarité des deux approches dans la phase d’utilisation du système a également
été mise en évidence dans les applications proposées : généralement l’approche par classes est plus
tolérante par rapport à l’ambigüıté, alors que l’approche par paires d’attributs est plus stricte de ce
point de vue. Exprimée par rapport aux principaux indicateurs calculés sur les matrices de confu-
sion, on peut dire que la première approche est donc plus adaptée aux problèmes où la sensitivité
est importante, alors que la deuxième est plus adapté aux problèmes où la précision et la spécificité
sont plus importantes.

Suite à la conception et à l’expérimentation de ce système de classification, plusieurs perspec-
tives seraient intéressantes à travailler. La première, déjà évoquée dans le document, porte sur la
généralisation de l’opérateur d’implication. Un tel opérateur permettrait d’analyser tous les attri-
buts simultanément et d’obtenir une sortie unique, ce qui faciliterait les traitements liés à la gestion
des couples d’attributs. Il est à noter qu’étant donnée la définition même de l’opérateur d’implication,
aucune méthode de généralisation n’a été proposée pour le moment.

Des travaux futurs certainement plus accessibles portent sur le rajout de la gradualité dans la
sortie du système. Deux approches sont envisageables pour le moment :

– l’utilisation d’un autre opérateur d’implication que l’opérateur de Rescher–Gaines. Différents
opérateurs, comme celui de Luksiewicz ou de Willmott offrent des sorties non binaires qui
peuvent résulter en une gradualité dans l’appartenance à la classe analysée. Une étude plus
avancée est nécessaire afin d’établir la pertinence d’un tel changement d’opérateur.

– l’utilisation du résultat issu du pré–traitement (notamment de l’épuration des points aberrants)
afin d’établir la gradualité dans la sortie. A la place d’ignorer les points qui ont été éliminés
par l’algorithme d’épuration, on pourrait associer aux régions peuplées par ces points un degré
d’appartenance à la classe inférieur à 1, typiquement 0.5. On peut même aller plus loin et
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appliquer l’algorithme avec différents seuils, ce qui va partager l’ensemble d’apprentissage en
un noyau auquel on associe le degré d’appartenance 1 et en plusieurs couches (qui entourent le
noyau) auxquelles on associe des degrés d’appartenance sous–unitaires décroissants.

Enfin, pour augmenter le pouvoir de classification du système proposé on peut envisager la possibi-
lité de définir des formes non–linéaires associées aux classes dans l’espace des attributs. Afin d’aboutir
à cette finalité, une étude sur les fonctions d’appartenance utilisées et sur leur impact sur la région
désignée pour la classe est nécessaire. L’utilisation des fonctions d’appartenance non–linéaires est
envisageable, mais des problèmes d’incohérence peuvent alors apparâıtre.
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Résumé
Le travail de recherche de la thèse concerne la classification supervisée de données et plus par-

ticulièrement l’apprentissage semi–automatique de classifieurs à base de règles floues graduelles. Le
manuscrit de la thèse présente une description de la problématique de classification ainsi que les
principales méthodes de classification déjà développées, afin de placer la méthode proposée dans le
contexte général de la spécialité. Ensuite, les travaux de la thèse sont présentés : la définition d’un
cadre formel pour la représentation d’un classifieur élémentaire à base de règles floues graduelles
dans un espace 2D, la spécification d’un algorithme d’apprentissage de classifieurs élémentaires à
partir de données, la conception d’un système multi–dimensionel de classification multi–classes par
combinaison de classifieurs élémentaires. L’implémentation de l’ensemble des fonctionnalités est en-
suite détaillée, puis finalement les développements réalisés sont utilisés pour deux applications en
imagerie : analyse de la qualité des produits industriels par tomographie, classification en régions
d’intérêt d’images satellitaires radar.

Abstract
This PhD thesis presents a series of research works done in the field of supervised data classi-

fication, more precisely in the domain of semi–automatic learning of fuzzy rules–based classifiers.
The prepared manuscript presents first an overview of the classification problem, and also of the
main classification methods that have already been implemented and certified in order to place the
proposed method in the general context of the domain. Once the context established, the actual
research work is presented : the definition of a formal background for representing an elementary
fuzzy rule-based classifier in a bidimensional space, the description of a learning algorithm for these
elementary classifiers for a given data set and the conception of a multi-dimensional classification
system which is able to handle multi–classes problems by combining the elementary classifiers. The
implementation and testing of all these functionalities and finaly the application of the resulted clas-
sifier on two real–world digital image problems are finaly presented : the analysis of the quality of
industrial products using 3D tomographic images and the identification of regions of interest in radar
satellite images.


