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1. Resumen 

 

Este trabajo del MBA presenta un diseño de la estrategia de gestión de cobranza a través de Big 

Data Analytics, en empresas de Venta por Catálogo. La metodología empleada para lograr el 

objetivo del trabajo consiste en una revisión sistemática de literatura y un análisis cualitativo, con 

el fin de identificar, describir, profundizar y finalmente divulgar la estrategia. Es así como el 

método de investigación se empleó de la siguiente forma: (1) Planear el protocolo de revisión; (2) 

Identificación y clasificación de literatura orientada al objeto de estudio; (3) Descripción de 

literatura de la evolución del objeto de estudio, y (4) finalmente, la entrega de resultados. Como 

resultado se diseña la estrategia de gestión de cobranza a través de Big Data Analytics en empresas 

de Venta por Catálogo, en tres categorías enmarcadas en el ciclo de vigencia del crédito: (1) 

Otorgamiento del crédito, (2) Seguimiento al Comportamiento del uso del crédito y (3) 

Recuperación del crédito. Asimismo, el trabajo es un buen ejemplo de cómo emplear estas 

estrategias en empresas orientadas al desarrollo del canal comercial, lo cual asegura crecimiento, 

pero al mismo tiempo protege la estructura financiera de la empresa, pues permite segmentar los 

perfiles de los clientes, y genera estrategias customizadas de acuerdo con el riesgo, de tal forma 

que minimice la probabilidad de pérdida de la empresa. (la probabilidad de pérdidas que podría 

tener la empresa). 

Palabras Clave 

Gestión de Cobranza, Riesgo, Probabilidad de Incumplimiento, Probabilidad de Pago, 

Herramientas de Analítica, Big Data Analytics, Machine Learning, Venta por Catálogo. 

 

 

 

 

 

 

 



 

 

2. Abstrac 

 

The present study of MBA seeks to design a collection management strategy using Big Data 

Analytics implemented in Direct Selling Companies. The methodology used to achieve the main 

objective is based on a systematic literature review and a qualitative analysis, in order to identify, 

describe, deepen and communicate the final strategy. The research method was applied in four 

core activities: (1) Planning the review protocol ; (2) Identification and  classification of literature 

approach to the object of study; (3) Literature description of the evolution of the study and finally 

(4) Results. As a result, the strategy design model applied in Collections management through Big 

Data Analytics in Direct Selling companies, the model design was divided into three categories 

focused on the credit cycle (1) Credit Granting, (2) Credit Use Behavior and (3) Credit Recovery. 

Likewise, this study is a good example of how to use these strategies in companies oriented to the 

development of the commercial channel, which ensure growth, but at the same time protect the 

financial structure of the company, by segmenting customer profiles, generating personalized 

strategies according to the risk, thus minimizing the possibility of loss of the company. 

Key Words 

Collection Management, Risk, Probability of Default, Probability of Payment, Analytical Tools, 

Big Data Analysis, Machine Learning, Direct Selling. 

 

 

 

 

  



 

 

3. Introducción  

 

En un mercado que cada vez es más competitivo para las compañías, las diferentes estrategias de 

otorgamiento de crédito se han convertido en una forma clave de incrementar e incentivar las 

ventas (Izar & Ynzunza, 2017).  De acuerdo con estos autores esta situación genera un incremento 

en las cuentas por cobrar de la compañía, así como el riesgo de tener cuentas incobrables.  

El incremento de cuentas por cobrar provoca que las compañías se queden sin los recursos 

necesarios para operar , incluso las  lleva a tener problemas financieros (Antonio & Castro, 2014; 

Mili et al., 2018). Al respecto, Izar & Ynzunza (2017) mencionan que una compañía debe definir 

políticas de crédito y cobranza eficientes, con el fin de mitigar el crecimiento de cuentas por cobrar, 

pues de no hacerlo, no lograría convertirlas en dinero efectivo. Por esta razón, la gestión de 

cobranza desempeña un papel clave en el ámbito empresarial, puesto que permite que la compañía 

minimice el riesgo de pérdida, impactando la estabilidad financiera (Moradi & Mokhatab Rafiei, 

2019; De Paula et al., 2019) .  

Adicional a lo anterior, el acuerdo de Basilea definió las condiciones para que las entidades 

financieras previnieran la pérdida asociada al otorgamiento del crédito (Gambetti, Gauthier, & 

Vrins, 2019). Esto a consecuencia de la crisis financiera del año 2008, los modelos de riesgo 

tomaron importancia, con el fin de reducir la probabilidad de insolvencia en entidades financieras 

(X. Chen, Wang, & Zhang, 2019), lo que llevó a desarrollar sistemas de administración de riesgo 

que permitieran tomar decisiones con respecto al crédito (Velásquez, 2013).  

De acuerdo con Óskarsdóttir et al. (2019) la administración del riesgo condujo a desarrollar 

modelos de calificación crediticia, la cual es una de las aplicaciones de analítica más antiguas. La 

calificación crediticia permite a las entidades financieras evaluar los clientes de acuerdo con sus 

características para decidir si otorgan un crédito y en qué condiciones.  

Los modelos de administración del riesgo fueron construidos con limitaciones en los datos, 

observaciones y con técnicas simples de clasificación. Por esta razón, en los últimos años se han 

desarrollado técnicas estadísticas para mejorar el desempeño de los modelos de calificación 

crediticia (Óskarsdóttir et al., 2019). 



 

 

En los últimos años aparecieron técnicas de clasificación crediticia sofisticadas, como por ejemplo 

redes neuronales, máquinas de vectores, árboles de decisión, todos orientados a la mejora del 

desempeño de la calificación crediticia. Sin embargo, de acuerdo con Óskarsdóttir et al. (2019) 

estas técnicas deben ser utilizadas a través de las nuevas fuentes de información, es el caso del Big 

Data Analytics, con el fin de crear calificaciones crediticias de alto desempeño. 

De acuerdo con Davenport (2014), estas herramientas analíticas han evolucionado para soportar 

la toma de decisiones, el soporte gerencial, el procesamiento de información, pasando por el 

Business Intelligence, Business Analytics, Big Data y ahora, como evolución de las mismas, el Big 

Data Analytics. Por esta razón, han sido implementadas para definir modelos de gestión 

relacionados con la administración del riesgo para soportar la gestión de cobranza, especialmente 

en entidades financieras como los bancos. 

Es así como Tsao (2017) afirma que el Big Data Analytics ayuda a las empresas que otorgan 

créditos por sus bienes y/o servicios a mitigar el riesgo de incumplimiento de pago de un cliente, 

pues es claro que el crédito con usos comerciales, donde el cliente puede adquirir productos o 

servicios sin un pago previo, incrementa el riesgo de pago tardío, o incluso del no pago.  

En este contexto, Bumacov et al. (2017) afirman que el análisis de comportamiento de pago de los 

clientes y calificación crediticia a través de Herramientas de Analítica aplica para todas las 

empresas que utilicen el crédito como incentivo comercial. Debido a lo anterior, Ferrell & Ferrell 

(2012) aseguran que las empresas de venta por catálogo se enfocan en el desarrollo del canal de 

ventas, pues son consideradas como empresas de Social Networking Business. En este contexto, 

Bumacov et al. (2017) y Onay & Öztürk (2018) afirman que las empresas que utilizan el crédito 

como incentivo comercial, presentan flexibilidad en el esquema de otorgamiento de crédito. 

 

A su vez, Ferrell & Ferrell (2012) mencionan que la venta por catálogo, al ser un negocio que 

representa más de USD$ 114 billones en el mundo y por más de 150 años, ha incrementado 

significativamente el número de Vendedores Independientes, lo que de acuerdo con Mili et al. 

(2018) y Stanworth et al. (2004) genera un incremento en el otorgamiento de crédito, aumentando 

así el riesgo de no pago. 



 

 

Así mismo, Antonio & Castro (2014) sugieren que las empresas que se enfocan en el desarrollo de 

la estrategia de venta tienden a descuidar la gestión de cobranza de las cuentas por cobrar. Por esta 

razón, Gitman et al. (2007) afirman que la gestión de cobranza se convierte en un punto crucial, 

pues de acuerdo con los autores Stanworth et al. (2004) y Ferrell & Ferrell (2012) al tener las 

empresas de Venta por Catálogo un claro enfoque en el desarrollo comercial de su canal de venta, 

ocasiona retos adicionales, debido a que su incremento de las ventas está dado por el incentivo del 

crédito comercial (Tsao, 2017; Izar & Ynzunza, 2017). 

En este contexto, esta propuesta de proyecto de grado consiste en diseñar la estrategia de la 

gestión de cobranza, a través de Big Data Analytics en empresas de Venta por Catálogo.  

 

 

 

 

 

 

 

 

 

 

  



 

 

4. Problema de Investigación  

 

Dada la alta competitividad del mercado, las empresas han incrementado el uso del crédito con el 

fin de promover e incrementar sus ventas. Esto genera que los clientes administren su flujo de 

efectivo de corto plazo, retrasando el pago de algunas de sus obligaciones (Tsao, 2017). Sin 

embargo, debido al riesgo del incumplimiento en los pagos por parte de los clientes (Jiang, Wang, 

& Zhao, 2019) y a la creciente demanda por los créditos, las empresas se ven obligadas a 

implementar estrategias de gestión de cobranza a través de la calificación crediticia (Bumacov et 

al., 2017). 

En consecuencia, con el fin de evitar impactos financieros, las empresas se enfocan en desarrollar 

sistemas de administración del riesgo (Velásquez, 2013), asegurando una gestión de cobranza 

adecuada, a través de la identificación, comprensión, medición y definición de estrategias para 

mitigar los riesgos (Moradi & Mokhatab Rafiei, 2019).  

Por lo anterior, y debido a que las empresas de Venta por Catálogo tienen un claro enfoque en el 

desarrollo de la estrategia de ventas (Stanworth et al., 2004), este enfoque hace que las empresas 

descuiden la gestión de cobranza (Antonio & Castro, 2014), lo que ocasiona un alto riesgo para 

las empresas en su estructura financiera (Mili et al., 2018).  

Con base en lo anterior se plantea lo siguiente: 

 

Pregunta de investigación 

 

¿Qué pueden hacer las empresas de Venta por Catálogo para gestionar su cartera de forma 

eficiente, con el fin de minimizar el riesgo financiero de la empresa?  

 

 

 

 



 

 

5. Justificación 

 

A consecuencia de la crisis financiera del año 2008, los modelos de riesgo tomaron importancia, 

con el fin de reducir la probabilidad de insolvencia en entidades financieras (X. Chen, Wang, & 

Zhang, 2019). Por lo anterior se desarrolló el acuerdo de Basilea, el cual definió las condiciones 

para que las entidades financieras previnieran la pérdida asociada al otorgamiento del crédito 

(Gambetti, Gauthier, & Vrins, 2019) 

En las últimas décadas, las empresas han empleado el crédito como herramienta comercial, y han 

conseguido así incrementar sus ventas (Kanapickiene & Spicas, 2019; Tsao, 2017). Lo anterior 

genera que los clientes administren su flujo de caja a corto plazo, empleándolo como instrumento 

para estimular las ventas (Tsao, 2017); sin embargo, esta flexibilidad origina que los clientes no 

logren cumplir con sus obligaciones de forma oportuna (Kanapickiene & Spicas, 2019; Tsao, 

2017), incrementando el riesgo financiero para la empresa (Mili et al., 2018). 

En consecuencia, las empresas desarrollan estrategias orientadas a la administración del riesgo 

(Óskarsdóttir et al., 2019). Por esta razón, las empresas desarrollan sus estrategias de gestión de 

cobranza a través del uso de herramientas especializadas, como el Big Data Analytics, pues permite 

mejorar el desempeño de la administración del riesgo, a través de la identificación y segmentación 

de los clientes de acuerdo con el riesgo que generan por el incumplimiento del pago durante el 

ciclo completo del crédito (Hung, He, & Shen, 2020). 

Las empresas de Venta por Catálogo poseen un enfoque claro en el desarrollo del canal de ventas 

(Ferrell & Ferrell, 2012), y además generan empleo informal a más de 20 millones de personas en 

el mundo, incrementando la cantidad de Vendedores Independientes año tras año (Harrison & Hair, 

2017). Se convierte entonces en un factor relevante el uso de Big Data Analytics, con el fin de 

analizar y mejorar la toma de decisiones con respecto al riesgo financiero que generan sus clientes 

(J. L. Hung et al., 2020; Mili et al., 2018), a través de la estimación del comportamiento de pago, 

y asegurar de este modo un ofrecimiento del Crédito cuidadoso y eficiente (Ala’raj, Abbod, & 

Radi, 2018). 

 



 

 

6. Objetivos 

 

6.1 Objetivo General 

 

Diseñar la estrategia de la gestión de cobranza a través de Big Data Analytics en empresas 

de venta por catálogo.  

 

6.2 Objetivos Específicos 

 

• Establecer el estado actual de la gestión de cobranza. 

• Identificar el uso de las herramientas de analítica en la gestión de cobranza. 

• Plantear la estrategia de la gestión de cobranza a través de Big Data Analytics en 

empresas de venta por catálogo. 

 

 

  



 

 

7. Diseño Metodológico 

 

Este estudio se llevó a cabo con base en el enfoque de análisis cualitativo y de revisión sistemática 

de literatura propuesta por Pérez Rave (2013). El cual consiste en identificar, describir, profundizar 

y finalmente divulgar. La metodología propuesta por Pérez Rave (2013) cuenta con un enfoque 

por procesos enmarcados en el ciclo PHVA.  

El método de investigación se empleó de la siguiente forma: (1) Planear el protocolo de revisión; 

(2) Identificación y Clasificación de literatura orientada al objeto de estudio; (3) Descripción de 

literatura de la evolución del objeto de estudio y (4) finalmente la entrega de resultados. 

 

7.1 Metodología  

 

La ejecución del método de investigación se orientó a la búsqueda de artículos científicos 

relacionados con el objeto de estudio, sus características y el medio. Para esto, se definieron 

términos de búsqueda que relacionarán las empresas de Venta por Catálogo como Objeto de 

estudio, la Gestión de Cobranza como característica y el Big Data Analytics como medio de guía 

para la gestión de cobranza. 

Los términos definidos se incorporaron para realizar inicialmente un análisis bibliométrico en Web 

of Science. El algoritmo definido para la búsqueda es el siguiente:  

Bad debt OR credit scoring OR credit risk OR debt default OR credit default OR collections 

process OR collections scoring OR collections strategy AND social selling OR direct selling OR 

mail order industry AND analytics OR business analytics OR big data OR data mining OR 

business intelligence OR machine learning 

Adicionalmente, se ejecutó la búsqueda con los siguientes filtros: Sólo título, 5 años, Sólo 

artículos, Categorías: Business Finance, Business, Management, Economics, lo que arrojó como 

resultado 630 artículos.   



 

 

De los 630 artículos, se procedió a revisar los títulos y los resúmenes en aras de asegurar que el 

artículo respondiera al problema de investigación, resultando en 41 artículos que sirven de base 

para evidenciar la evolución de la Gestión de Cobranza a través del Big Data Analytics.  

Para continuar con la revisión de los artículos resultantes, se realizó un análisis sistemático de 

literatura, con el fin identificar los artículos relevantes que soporten el objeto de estudio a través 

de la metodología IMRYD (introducción, materiales y métodos, resultados, y discusión)(Pérez 

Rave, 2013).   

Con base en la revisión sistemática, se describe la importancia de la gestión de cobranza para las 

empresas que utilizan el ofrecimiento de créditos a los clientes. Así mismo, como la innovación 

financiera ha avanzado hasta llegar a herramientas como el Big Data Analytics, que permiten 

administrar el riesgo del crédito, con el fin de evitar el impacto financiero de las empresas.  

Finalmente, fundamentados en los estudios realizados, se diseña la estrategia de cobranza a través 

del Big Data Analytics, para emplearse en empresas de Venta por Catálogo. 

  



 

 

8. Estado del Arte 

 

La gestión de cobranza de las cuentas por cobrar se convierte en un factor crítico para las empresas. 

Para Gitman et al. (2007) una cuenta por cobrar se refiere al dinero que representa las deudas de 

los clientes, provenientes de ventas a crédito. Estas cuentas por cobrar corresponden a una parte 

importante de los activos corrientes de las compañías, razón por la cual Izar & Ynzunza (2017) 

aseguran que dichos rubros se deben administrar de forma apropiada para que cumplan la función 

de incrementar las ventas sin que su costo financiero se eleve. 

Para la recuperación rápida y efectiva de la cartera, sin afectar las ventas, Gitman et al. (2007) 

sugieren tres etapas para la gestión de dicha recuperación: selección y administración del riesgo 

crediticio, condiciones del crédito y supervisión del crédito. En efecto, (Chijoriga, 2011) 

argumenta que las fallas en las empresas se deben a una gestión ineficiente de las cuentas por 

cobrar, debido a una inadecuada evaluación y calificación de los clientes. En este sentido, Izar & 

Ynzunza (2017) mencionan que es fundamental definir políticas de crédito y cobranza eficientes, 

que le permitan seleccionar de forma adecuada los clientes, con el fin de convertir posteriormente 

las cuentas por cobrar en dinero efectivo; de lo contrario, puede conducir a la empresa a problemas 

financieros y, en algunos casos, a la quiebra (Antonio & Castro, 2014). 

Antonio & Castro (2014) argumentan que para una correcta gestión de las cuentas por cobrar se 

deben tener en cuenta aspectos como: variables económicas, regulaciones del sector, 

comportamiento del mercado, herramientas de gestión y estrategias a utilizar; así mismo es 

fundamental el conocimiento de los clientes. De esta manera, las empresas deben reaccionar de 

forma rápida y alineada, a través del desarrollo de estrategias que le permitan administrar de forma 

eficiente la cobranza.  

En esta dirección, Izar & Ynzunza (2017) proponen que la gestión de cobranza de las cuentas por 

cobrar debe estar asociada a la administración del riesgo, pues de no hacerlo las cuentas por cobrar 

se incrementarían, con impacto directo no solo en el uso del capital de trabajo, sino también en los 

costos de mantenimiento, de gestión y, en consecuencia, el deterioro en el valor de la compañía.  

Para este propósito, Bülbül et al. (2019) evidencian cómo la evolución tecnológica ha propuesto 

innovaciones financieras para acceder en forma rápida a la información crediticia de los clientes. 



 

 

Estas innovaciones también crean políticas para la administración del riesgo. Políticas que se 

implementan con mayor regularidad en el otorgamiento de crédito porque permiten a las empresas 

cuantificar y administrar el riesgo crediticio, de tal forma que puedan tomar decisiones de forma 

rápida y objetiva. 

En consecuencia, surge la calificación de crédito, que como lo mencionan Carta et al. (2020), es 

el principal objetivo de la evaluación de nuevos clientes para el otorgamiento de un crédito, en 

términos de su potencial confiabilidad. Por su parte, Leonard (1995) argumenta que esta 

calificación permite segmentar y analizar las diferentes variables relacionadas con el 

comportamiento de los clientes. Además, afirma que para el desarrollo de la calificación se utilizan 

análisis estadísticos que reúnen información histórica de los clientes. Estos análisis determinan 

variables financieras, económicas y de desempeño que son importantes para el proceso de 

valoración. Más aún, Chijoriga (2011) arguye que esta calificación de crédito calcula la 

probabilidad de incumplimiento de pago (luego de otorgar el crédito) y clasifica a los clientes, lo 

que arroja una información confiable para determinar la importancia del riesgo crediticio. 

Antoine & Abdallah (2006) mencionan que las calificaciones de riesgo crediticio son cada vez 

más comunes en las empresas, pues permiten identificar comportamientos asociados al uso del 

crédito otorgado y como resultado mitigar el riesgo de pérdidas debido al incumplimiento de los 

clientes. Adicionalmente, Carta et al. (2020) sostienen que la calificación de crédito ayuda a 

disminuir pérdidas debido al no pago de los créditos, por lo cual representa un instrumento crucial 

para las empresas. Por lo anterior, Antoine & Abdallah (2006) afirman que una las mayores 

preocupaciones de las empresas es la gestión de cobranza, porque el cliente puede pagar, o no, en 

el tiempo límite. 

De acuerdo con lo mencionado por Anderson (2007), la segmentación es utilizada por las empresas 

para agrupar sus clientes con orientación a la oferta de producto “marketing”; sin embargo, la 

segmentación es una estrategia que también es utilizada para la clasificación del crédito. De 

acuerdo con Bijak & Thomas (2012), la estrategia de segmentación es definida en la calificación 

crediticia como el proceso de identificar en una población características homogéneas, que 

permiten predecir su comportamiento. Con base en esto, Anderson (2007) define que la estrategia 

de segmentación sirve para mejorar la evaluación, ofertas de producto adecuadas en términos de 

crédito, plazo de pago, garantías y predecir el comportamiento de pago. Por esta razón, Bijak & 



 

 

Thomas (2012) aseguran que la estrategia de segmentación es actualmente  utilizada por las 

entidades crediticias debido a sus beneficios, pues les permite personalizar el trato y la toma de 

decisiones con respecto al crédito. 

Por su parte, Higginson et al. (2019) aseguran que la segmentación es utilizada también para 

segmentar no sólo con base a los días de mora del cliente, sino también de acuerdo con el 

comportamiento de pago y a su riesgo, con el fin de definir la estrategia de cobranza. 

En esta dirección, Liebman (1972) desarrolló un modelo básico que determina las políticas de 

cobranza basadas en el cliente y en función del tiempo de vencimiento del crédito, con una técnica 

de enfoque dinámico, la cual es utilizada actualmente. Sin embargo, Antonio & Castro (2014) 

sostienen que para determinar las estrategias de gestión de cobranza se deben tener en cuenta 

múltiples aspectos y variables relacionadas con las características de los clientes y sus deudas, y 

así determinar estrategias adecuadas para cada segmento de clientes.   

Al respecto, Antonio & Castro (2014) mencionan que las estrategias deben establecer la forma de 

cobrar, los criterios de la negociación, plazos de pago, descuentos, intereses o cargos por 

incumplimiento. No obstante, Thomas et al. (2012) sostienen que las estrategias utilizadas para la 

gestión de cobranza varían dependiendo del interés de la compañía. La razón estriba en que, si 

bien al inicio el interés va dirigido en mantener la relación con el cliente, una vez se identifica el 

riesgo potencial de incumplimiento de pago del cliente, el interés se concentra en la recuperación 

de la deuda. 

En este sentido, Thomas et al. (2012) y Makuch et al. (1992) desarrollaron modelos para 

determinar el uso de los recursos destinados a la gestión de cobranza. Sin embargo, Antoine & 

Abdallah (2006) muestran cómo los estudios de la gestión de cobranza están orientados a la 

minimización de su costo y el tiempo máximo de tiempo en que se debe gestionar la deuda. Pero 

estos estudios evidencian que la gestión de cobranza tiene un enfoque simple direccionado al tipo 

de cliente y al tiempo de cumplimiento del pago de la obligación. Razones por las cuales Anderson 

(2007) argumenta que a medida que evolucionan las técnicas y aparecen nuevas necesidades para 

impulsar estrategias, es importante que se utilicen y desarrollen modelos de clasificación de los 

clientes; con esto se logra promover nuevos enfoques y eficiencias en los procesos. 



 

 

Por lo anterior, Chen et al. (2019) mencionan que con la crisis financiera que se inició en el año 

2008, los modelos de riesgo crediticio se volvieron importantes porque reducen la probabilidad de 

insolvencia en entidades financieras. Misma situación que sostienen Han & Jang (2013) porque 

manifiestan que históricamente la probabilidad de incumplimiento ha recibido más atención, que 

otros componentes de la gestión de cobranza, como por ejemplo la tasa de recuperación y la 

pérdida de dinero debido al incumplimiento.  De hecho, Mili et al. (2018) aseguran que los modelos 

de calificación del riesgo crediticio se enfocan en la probabilidad de incumplimiento del crédito, 

más no en la probabilidad de recuperación de la cuenta por cobrar.  

Chen et al. (2019) y Maldonado et al. (2018) afirman que para calcular el riesgo crediticio existen 

diversas herramientas predictivas, que sirven para modelar las tasas de recuperación de las cuentas 

por cobrar. De este modo se logra realizar una combinación de los diferentes modelos de 

calificación de riesgo, con lo cual se obtiene información relevante que apoye la toma de decisiones 

y la gestión de cobranza. 

Al respecto de las técnicas clasificación, H. Chen et al. (2018) aseguran que existen oportunidades 

asociadas con la información y su análisis; por esto, las compañías han generado interés en 

herramientas de analítica como el Business Analytics. Esta herramienta incluye técnicas, 

tecnología, sistemas, prácticas y metodologías orientadas al análisis de información crítica dentro 

de una empresa con el fin de entender su comportamiento y tomar decisiones oportunamente. De 

hecho, Jalao (2015) argumenta que las empresas comenzaron a analizar su información histórica 

con el fin de diseñar estrategias que les permitan administrar de forma eficiente sus clientes, a 

través del uso de herramientas de analítica como el Business Analytics. 

En este sentido, Jalao (2015) indica que el Business Analytics lo comprenden etapas como 

extracción y almacenamiento de información, modelos estadísticos y optimización. Este autor 

además afirma que con el uso de estos modelos las compañías no sólo pueden identificar el 

comportamiento de compra de sus clientes, sino que también pueden predecir el comportamiento 

de pago y la fidelización. En consecuencia, las investigaciones han evidenciado que el uso de 

Business Analytics mejora la toma de decisiones, pues los análisis entregados facilitan las 

decisiones y mejoran su desempeño (Griva et al., 2018).  



 

 

El método de Business Analytics tiene un enfoque en el desarrollo de ideas, análisis del desempeño 

del negocio, a través del uso de modelos matemáticos y estadísticos que permiten entender, 

interpretar y predecir el comportamiento (Krishnamoorthi & Mathew, 2018).  

Ahora bien, la evolución del Business Analytics es el Big Data (Davenport, 2014). Este último 

consiste en la recolección e interpretación de datos masivos, pero con la novedad de que incluye 

transmisiones digitales, como son, por ejemplo, las interacciones con sitios de compra e 

intercambio de información social, las cuales son analizadas por algoritmos inteligentes. Sin 

embardo, este método difiere de los métodos de analítica porque va más allá de entregar ideas y 

análisis que soporten la toma de decisiones (Davenport, 2014), y trabaja en descubrir nuevas 

oportunidades para personalizar productos y/o servicios orientados al perfil del cliente.  

La evolución de las herramientas de análisis de información puede evidenciarse en la toma de 

decisiones, como base para el soporte gerencial ( Davenport, 2014).  Dicha evolución va desde la 

aparición del Business Intelligence, pasa por el Business Analytics, para transformarse en Big Data 

y ahora en Big Data Analytics. Por esta razón, han sido implementadas para definir modelos de 

gestión relacionados con la administración del riesgo a través de la calificación crediticia. Por 

ejemplo, Higginson et al. (2019) afirman que estas herramientas soportan la priorización y 

segmentación de acuerdo con el nivel de riesgo generado por la calificación de crédito. Este 

acercamiento a la calificación del riesgo está cambiando drásticamente la forma de gestión de 

cobranza, a través del desarrollo de estrategias hechas a la medida.  

De su parte, Deloitte (2016) asegura que a través de las herramientas de analítica se pueden obtener 

beneficios para las empresas, debido a la integración de la analítica a la estrategia. Este autor 

asegura que la integración de las herramientas de análisis de información a la estrategia permite a 

la gestión de cobranza mejorar la tasa de recuperación de las deudas e identificar tendencias en el 

comportamiento de pago de los clientes que impacten la toma de decisiones.  

Por estas razones, Crespo & Govindarajan (2018) mencionan que las innovaciones más relevantes 

en la gestión de cobranza están lideradas por las herramientas de analítica en combinación con 

Machine Learning. Estas innovaciones están transformando la gestión de cobranza hacia la era 

digital, mejores tasas de recuperación, menor costo de operación y mejores criterios de 

segmentación de clientes, cuyos resultados son las estrategias de cobranza más efectivas. 



 

 

Adicionalmente, Hung et al. (2019) analizaron cómo entidades bancarias comerciales usan Big 

Data Analytics como herramienta para explorar el comportamiento de los clientes, con el fin de 

mejorar las finanzas de Supply Chain y la eficiencia de las campañas de marketing. Por otro lado, 

Davenport (2006) menciona que empresas como Amazon, Harrah´s, Capital One y Boston Red 

Sox han implementado herramientas de Analítica en diferentes áreas, mejorando sus resultados. 

Ahora bien, de acuerdo con Davenport (2006), diversas empresas han adoptado las herramientas 

analíticas, lo cual les ha permitido lograr un nivel de competitividad y liderazgo en varios sectores, 

como por ejemplo: finanzas, retail, viajes y entretenimiento, producción de productos, entre otros. 

Al respecto, Óskarsdóttir et al. (2019) analizan cómo las entidades financieras utilizan 

herramientas de analítica para evaluar la solvencia económica de los posibles clientes, ayudándoles 

a definir el otorgamiento de los créditos. Además, los autores señalan cómo la evolución de las 

herramientas de analítica ha permitido combinar los análisis con la actividad digital de los clientes, 

generando mejoras significativas en el desempeño de las calificaciones crediticias. Por su parte, 

Hung et al. (2019) concluyen en su estudio que el Big Data Analytics es utilizado para mejorar el 

desempeño comercial de los bancos y la administración del riesgo de crédito. 

En dicho sentido, Óskarsdóttir et al. (2019) analizan el comportamiento del Big Data en empresas 

de telecomunicaciones y entidades financieras, y llegan a la conclusión de cómo las herramientas 

de analítica mejoran el desempeño y generan un impacto positivo cuando se incluyen en las 

actividades financieras. Crespo & Govindarajan (2018) argumentan que, con el uso de 

herramientas de analítica, las entidades financieras pueden entender a un mayor nivel el 

comportamiento de sus clientes, a través de una segmentación especializada y, además, de unas 

estrategias de gestión de cobranza efectivas, diseñas a la medida.  

Hung et al. (2019), concluyen que el Big Data Analytics ha sido adoptado en la parte comercial de 

los bancos con el fin de segmentar los clientes de acuerdo con su perfil, buscando predecir su 

comportamiento. 

Debido a lo anterior, Crespo & Govindarajan (2018) concluyen que empresas líderes en diversos 

sectores utilizan herramientas de analítica para desarrollar y optimizar los objetivos del negocio, 

pues les permiten mejorar el desempeño, a través de la implementación de estrategias de acuerdo 

con la realidad y necesidad de la empresa.  



 

 

A pesar de los hallazgos, Hung et al. (2019) mencionan que el Big Data Analytics ha sido adoptado 

para el marketing en la entidades financieras enfocado en la segmentación y perfilamiento de 

clientes, con el objetivo de predecir la afinidad de productos y deserción de los clientes. Sin 

embargo, sugieren profundizar en otros análisis sofisticados como la detección del nivel de riesgo 

de los clientes.   

Aunque Óskarsdóttir et al. (2019) evidencian que el Big Data y la Analítica presentan ventajas 

para las calificaciones de riesgo con el fin de predecir el comportamiento de pago de los clientes 

con las tarjetas de crédito; sin embargo, el estudio tiene limitaciones, pues se concentró en la 

información de clientes con tarjeta de crédito. Por esta razón, otro frente es analizar el 

comportamiento en otro tipo de crédito, como por ejemplo microcrédito e hipotecario. 

Adicionalmente, Yadi et al. (2019) evidencian en sus estudios que el Big Data y la Analítica se 

han convertido en una dirección de referencia para el desarrollo de la gestión de cobranza, pues no 

solo reúne información relacionada con el crédito otorgado, sino que incorpora características del 

comportamiento de pago de los clientes. Aunque los autores aseguran que la evidencia no es 

suficiente, pues aún existen pocos estudios que analicen la gestión de cobranza en empresas no 

financieras.  

 

  



 

 

9. Marco Conceptual 

 

9.1 Venta por Catálogo 

 

La venta por catálogo es un canal de ventas y distribución de productos, enfocado en productos 

cosméticos, aseo, hogar y salud (Stanworth et al., 2004). Este canal ha estado vigente por más de 

150 años, el cual representa más de USD$ 114 billones de ventas en el mundo. Por lo anterior, la 

venta por catálogo, al ser considerada un canal de distribución, no requiere tiendas físicas para 

ofrecer los productos a los consumidores. Esto genera que sea considerado un canal exitoso y de 

crecimiento para la empresas que utilizan los canales tradicionales, como el retail (Crittenden & 

Albaum, 2015). 

La venta por catálogo funciona a través de vendedores independientes que trabajan desde su hogar, 

los cuales venden productos a través de sus conexiones sociales, pues este canal fue desarrollado 

sobre la premisa de aprovechar las redes sociales para crear oportunidades de ventas (Ferrell & 

Ferrel, 2012). De esta manera, las empresas de venta por catálogo ofrecen una oportunidad de 

trabajo a personas sin empleo formal, y generan más de 18.6 millones de empleos informales en 

el mundo (Peterson, Crittenden, & Albaum, 2019).  

Las empresas de venta por catálogo se caracterizan por ser una oportunidad de trabajo para 

vendedores independientes, que trabajan exclusivamente por comisión de los productos vendidos 

(Stanworth et al., 2004), donde el perfil de su fuerza de ventas es un 80% mujeres, dedicadas a la 

venta por catálogo en el 50% de su tiempo (Crittenden & Albaum, 2015).  

Aún más, la venta por catálogo ha sido reconocida mundialmente como una oportunidad de 

crecimiento en las ventas, donde se deben integrar la innovación de productos, campañas de 

mercadeo, programas comerciales y nueva tecnología que permita maximizar el crecimiento y 

mejorar la lealtad de los clientes a todos los niveles (Duffy, 2005).  

Asimismo, las empresas de venta por catálogo han visto el negocio como un marketing competitivo 

para el crecimiento de sus ventas (Duffy, 2005). Este tipo de empresas, las cuales no tienen 

contacto con el consumidor final, se han incrementado en los últimos años, lo que genera no sólo 



 

 

un crecimiento en el mercado, sino también un incremento y deterioro del monto de las cuentas 

por cobrar (Takahashi, Azuma, & Tsuda, 2015).  

Debido a que las empresas de Venta por Catálogo tienen un claro enfoque en el desarrollo de la 

estrategia de ventas (Stanworth et al., 2004), este tipo de empresas tienden a descuidar la gestión 

de cobranza (Antonio & Castro, 2014), lo que ocasiona un alto riesgo para las empresas en su 

estructura financiera (Mili et al., 2018).  

 

9.2 Gestión de Cobranza 

 

Las cuentas por cobrar corresponden a una parte importante de los activos corrientes de las 

compañías. Estas cuentas se refieren al dinero que representan las deudas de los clientes, 

provenientes de ventas a crédito (Gitman et al., 2007). Razón por la cual dichos rubros se deben 

administrar de forma apropiada, para que cumplan la función de incrementar las ventas sin que su 

costo financiero se eleve (Izar & Ynzunza, 2017). 

Al respecto, las fallas en las empresas son ocasionadas por una gestión ineficiente de las cuentas 

por cobrar, debido a una inadecuada evaluación y calificación de los clientes (Chijoriga, 2011).  

En este sentido, es fundamental definir políticas de crédito y cobranza eficientes, que permitan 

seleccionar y segmentar de forma adecuada los clientes (Izar & Ynzunza, 2017), con el fin de 

convertir posteriormente las cuentas por cobrar en dinero efectivo; de lo contrario, puede conducir 

a la empresa a problemas financieros y, en algunos casos, a la quiebra (Antonio & Castro, 2014). 

Con el fin de evitar impactos financieros, las empresas se enfocan en desarrollar sistemas de 

administración de riesgo, que les permita tomar decisiones con respecto a los créditos (Velásquez, 

2013).  

 

9.3 Herramientas de Analítica 

 



 

 

Las herramientas de analítica corresponden a técnicas de clasificación sofisticadas, que han sido 

desarrolladas para mejorar el desempeño de los modelos estadísticos (Óskarsdóttir et al., 2019). 

Por esta razón, las herramientas de analítica son utilizadas por la empresas que recurren al crédito 

como herramienta para incrementar el volumen de las ventas (Velásquez, 2013) para administrar 

el riesgo (Óskarsdóttir et al., 2019).  

La administración del riesgo conduce a desarrollar modelos de calificación crediticia, y se 

convierten en una de las aplicaciones de analítica más antiguas, pues permite a las entidades 

financieras evaluar los clientes de acuerdo con sus características para decidir si otorgan un crédito 

y en qué condiciones (Óskarsdóttir et al., 2019). 

Por lo anterior, debido a la importancia de los modelos de calificación del crédito, en los últimos 

años han aparecido técnicas de clasificación crediticia sofisticadas, como por ejemplo las redes 

neuronales, máquinas de vectores, árboles de decisión, todos orientados a la mejora del desempeño 

de la calificación crediticia. Sin embargo, estas herramientas fueron desarrolladas con limitación 

en los datos, además de incluir técnicas simples de clasificación, tales como: programación lineal, 

análisis discriminantes y regresión logística (Óskarsdóttir et al., 2019). 

Es así como las herramientas de analítica han evolucionado para soportar la toma de decisiones, el 

soporte gerencial, el procesamiento de información, integrando el Business Intelligence, Business 

Analytics, Big Data y, ahora, Big Data Analytics. Por esta razón han sido implementadas para 

definir modelos de gestión relacionados con la administración del riesgo (Davenport, 2014). 

Así mismo, estas herramientas fueron complementadas por las nuevas fuentes de información que 

genera el Big Data y Business Analytics, con el fin de crear calificaciones crediticias de alto 

desempeño (Óskarsdóttir et al., 2019). Las mayores ventajas de implementar y utilizar estas 

herramientas de analítica están asociadas a la administración de la información, la cual contempla: 

alto volumen de datos (a alta velocidad), variedad de información, almacenamiento, veracidad, 

calidad y análisis, los cuales generan insumos para la toma de decisiones (Onay & Öztürk, 2018; 

Rialti et al., 2019; Santoro et al., 2019).  

Estas nuevas herramientas de analítica traen un cambio disruptivo, pues no sólo pueden conocer 

el comportamiento de sus clientes, sino también cómo se comportan frente a sus competidores, lo 

que da como resultado mayor aceptación y penetración en empresas donde el crédito es un 



 

 

impulsor de sus ventas, pues permiten monitorear el desempeño interno de los procesos, con el fin 

de definir acciones en tiempo real (Onay & Öztürk, 2018; Rialti et al., 2019). Lo que arroja como 

resultado segmentaciones, de acuerdo con el riesgo de los clientes (Jiang et al., 2019), las cuales 

permiten otorgar, aprobar, determinar límites, extender y realizar acciones de cobranza a los 

créditos generados, a través de la definición y ejecución de estrategias de acuerdo con el perfil de 

riesgo del cliente,  asegurando así mitigar el riesgo financiero a través de la gestión de cobranza 

(Moradi & Mokhatab Rafiei, 2019;  De Paula et al., 2019).  

 

9.4 Business Analytics 

 

Debido a las oportunidades asociadas con la información y su análisis, las empresas han generado 

interés en herramientas de analítica. El Business Analytics es considerado una herramienta que 

incluye técnicas, tecnología, sistemas, prácticas y metodologías orientadas al análisis de 

información crítica dentro de una empresa, con el fin de entender su comportamiento y tomar 

decisiones oportunamente (H. Chen et al., 2018). De esta manera, las empresas comenzaron a 

analizar su información histórica, con el propósito de diseñar estrategias que les permitan 

administrar de forma eficiente sus clientes (Jalao, 2015). 

El Business Analytics lo comprenden etapas como extracción y almacenamiento de información, 

modelos estadísticos y optimización. El uso de esta herramienta les permite a las empresas no sólo 

identificar el comportamiento de compra de sus clientes, sino también predecir el comportamiento 

de pago y la fidelización de éstos (Jalao, 2015). En consecuencia, las investigaciones han 

evidenciado que el uso de Business Analytics mejora la toma de decisiones, pues los análisis 

entregados facilitan las decisiones y mejoran su desempeño (Griva et al., 2018).  

La herramienta de Business Analytics tiene un enfoque en el desarrollo de ideas, análisis del 

desempeño del negocio, a través del uso de modelos matemáticos y estadísticos que permiten 

entender, interpretar y predecir el comportamiento (Krishnamoorthi & Mathew, 2018; Davenport, 

2006). 

 



 

 

9.5 Big Data 

 

El Big Data consiste en la recolección e interpretación de datos masivos, pero con la novedad de 

que incluye transmisiones digitales, por ejemplo, las interacciones con sitios de compra e 

intercambio de información social, interacciones que son analizadas por algoritmos inteligentes. 

Por esta razón, es considerado como la evolución del Business Analytics. Sin embargo, esta 

herramienta difiere de las demás herramientas de Analítica, porque va más allá de entregar ideas 

y análisis que soporten la toma de decisiones, pues trabaja en descubrir nuevas oportunidades para 

personalizar productos y/o servicios orientados al perfil del cliente (Davenport, 2014). 

Así mismo, el Big Data mejora el desempeño y genera un impacto positivo cuando se incluyen en 

las actividades financieras (Óskarsdóttir et al., 2019), pues con el Big Data se puede entender a un 

mayor nivel el comportamiento de sus clientes, a través de una segmentación especializada del 

riesgo (Pérez-Martín, Pérez-Torregrosa, & Vaca, 2018) y también de unas estrategias de gestión 

de cobranza efectivas, diseñadas a la medida (Crespo & Govindarajan, 2018).  

Además, el Big Data toma como referencia el perfil del cliente, a través del análisis del 

comportamiento e incluye información de Social Network, lo que genera una mejora en el 

desempeño de la toma de decisiones para la administración del riesgo en la gestión de cobranza 

(Óskarsdóttir et al., 2019). 

 

9.6 Big Data Analytics 

 

El Big Data Analytics (BDA) está orientado al uso de conjuntos de datos y a aplicaciones más 

complejas (Krishnamoorthi & Mathew, 2018), además del proceso de recolección, administración, 

procesamiento, análisis y visualización de información para la toma de decisiones. Es por esto que 

se considera una evolución del Business Analytics y del Big Data, agrupando su funcionalidad 

(Rehman et al., 2019). Esta herramienta permite el análisis de la información mediante modelos 

descriptivos, predictivos y prescriptivos, a través del uso de fuentes de información que agrupan 

variables tradicionales y no tradicionales. Por lo anterior, las empresas que lo utilizan toman 



 

 

decisiones más rápidas, mejores y más inteligentes para crear valor comercial (Hindle, Kunc, 

Mortensen, Oztekin, & Vidgen, 2020). 

Para las empresas, el Big Data Analytics se ha convertido en una herramienta importante para 

mejorar la lealtad de los clientes, especialmente en el sector financiero, debido al soporte que 

entrega, para la toma de decisiones orientada al desempeño de la administración del riesgo de los 

clientes (Hung et al., 2020).  

 

El siguiente esquema gráfico muestra cómo el Big Data Analytics emplea intersecciones entre tres 

componentes de información, que arrojan como resultado la identificación y predicción del 

comportamiento de los clientes (Hung et al., 2020):  

 

Gráfico 1. Procesos Analíticos 

 

Fuente: Elaboración Propia. Información tomada de Hung et al. (2020) 

 

De la misma manera, integra información proveniente de Social Network, Telecomunicaciones, 

mediciones sicométricas que facilitan el análisis y la identificación de comportamientos (Onay & 

Öztürk, 2018; Onay et al., 2019; ) a través del uso de modelos inteligentes, como Machine 

Learning (De Paula et al., 2019).  

Incluso se utiliza como herramienta para mitigar el riesgo de pérdida e incrementar las ventas de 

las empresas que ofrecen créditos comerciales (Onay et al., 2019).  



 

 

 

10. Diseño De La Estrategia De Gestión De Cobranza, A Través De Big Data Analytics 

En Empresas De Venta Por Catálogo 

 

Hasta aquí se ha mencionado cómo las Herramientas de Analítica como el Big Data Analytics han 

revolucionado la gestión de cobranza en las empresas que utilizan el crédito a los clientes como 

incentivo comercial (Bumacov et al., 2017; Onay & Öztürk, 2018). En atención a lo que plantean 

Moradi & Mokhatab Rafiei (2019) y Velásquez (2013), las estrategias deben ser orientadas a 

mitigar el riesgo del incumplimiento de pago de los clientes, a través de la identificación, 

comprensión, medición y, finalmente, implementación de estrategias apropiadas para enfrentarlo. 

En este apartado se desarrolla la estrategia de gestión de cobranza a través de Big Data Analytics, 

partiendo del análisis del perfil de riesgo de los clientes (Cai & Zhang, 2020), el cual está 

determinado por el comportamiento de pago de los créditos por parte de los clientes en un periodo 

de tiempo (Onay & Öztürk, 2018). El diseño consiste en tres diferentes categorías que se 

administran durante el ciclo de vigencia del crédito comercial (Velásquez, 2013): El 

Otorgamiento, Seguimiento del uso y Recuperación del crédito, las cuales estarán integradas a 

través de herramientas de Analítica cómo Big Data Analytics, debido sus múltiples ventajas, 

asociadas a la administración de la información. Esta herramienta está caracterizada por un alto 

volumen de datos, alta velocidad, variedad de información, almacenamiento, veracidad, calidad y 

análisis. Todas estas características generan insumos para la toma de decisiones (Onay & Öztürk, 

2018; Rialti et al., 2019; Santoro et al., 2019). 

 

10.1 Categoría 1: Otorgamiento Del Crédito 

  

Debido al riesgo de no pago, el otorgamiento de crédito ha sido la principal preocupación de las 

empresas que promueven los créditos cómo incentivo comercial (Stanworth et al., 2004; Mili et 



 

 

al., 2018; ). En este sentido, los acuerdos internacionales de Basilea1 estandarizan sistemas de 

evaluación del riesgo, para estimar el incumplimiento de los clientes (Moradi & Mokhatab Rafiei, 

2019). Por esta razón, la identificación del perfil del cliente es un factor fundamental para este 

propósito: la segmentación del cliente con base en el riesgo sugerida por Shi et al. (2019). Esta es 

la primera etapa dentro de la categoría de Otorgamiento del Crédito, pues las empresas que otorgan 

crédito son conscientes de que algunos clientes tienen ciertos perfiles y características, que 

incrementan riesgo financiero (Bumacov et al., 2017). Para asegurar la supervivencia de las 

empresas, se deben administrar los riesgos necesarios de forma integral para mitigarlos (Moradi 

& Mokhatab Rafiei, 2019; Pardo Cariillo & Díaz Castro, 2020). La razón estriba en que el riesgo 

de los clientes y la administración del riesgo están estrechamente vinculados con el desempeño 

comercial de una empresa (Jiang et al., 2019).  

Para lograr clasificar a los clientes de acuerdo con la probabilidad de pagar o no los créditos 

(Akkoc, 2012; Pérez-Martín et al., 2018; Moradi & Mokhatab Rafiei, 2019; Jiang et al., 2019; ), 

se debe: (1) identificar la información relevante del perfil del prospecto de cliente (Bumacov et al., 

2017); (2) recopilar variables propias del cliente, como por ejemplo edad, género, estado civil, 

estudios (Bumacov et al., 2017; Moradi & Mokhatab Rafiei, 2019; Jiang et al., 2019;; Grant & 

Deer, 2019); (3) información financiera relacionada con ingresos, comportamiento con otras 

entidades financieras, calificación del buró de crédito, e (4) índices macroeconómicos. Lo anterior 

con el fin de tener una mejor clasificación de los clientes (Onay & Öztürk, 2018; Moradi & 

Mokhatab Rafiei, 2019; De Paula et al., 2019; Grant & Deer, 2019).  

Luego de conocer mayor información del cliente, se define el modelo estadístico que lo analice y 

clasifique. Esto se hace de acuerdo con el riesgo financiero que generan para la empresa 

(Panyagometh, 2019). Como ya se mencionó, los modelos estadísticos soportan la toma de 

decisiones y eliminan la subjetividad de los modelos de gestión de cobranza tradicionales (Lyn C. 

Thomas, Matuszyk, So, Mues, & Moore, 2016). Además, dichos modelos mejoran la eficiencia a 

través de la administración del riesgo (De Paula et al., 2019), con una mayor asertividad, menor 

sesgo y una mayor predicción de la solvencia de los clientes (Panyagometh, 2019).  

 
1 Como respuesta a la crisis global financiera, aparece una serie de acuerdos internacionales, recopilados en el acuerdo 

de Basilea. Estos acuerdos regulan el uso del crédito en instituciones financieras con el fin de evitar la bancarrota de 

estas entidades (BCBS, 2011).  



 

 

Existen múltiples modelos estadísticos, como por ejemplo: Regresión Logística y Lineal, Árboles 

de decisión, Análisis de supervivencia, Markov, Random Forest, Modelos Simples e Híbridos, los 

cuales permiten evaluar el comportamiento del crédito del cliente en las diferentes etapas (Butaru 

et al., 2016; Lyn C. Thomas et al., 2016; Bumacov et al., 2017; Alzeaideen, 2019; Moradi & 

Mokhatab Rafiei, 2019; Jiang et al., 2019; De Paula et al., 2019; Grant & Deer, 2019; Pardo 

Cariillo & Díaz Castro, 2020).  

Sin embargo, los modelos estadísticos en sí mismos presentan limitaciones en los resultados 

(Pérez-Martín et al., 2018; Onay & Öztürk, 2018), por lo cual se implementan herramientas de 

analítica especializadas, como el Big Data Analytics, pues a través de modelos de Machine 

Learning, mejoran su capacidad para estimar el comportamiento de los clientes, utilizando de 

forma integrada los modelos estadísticos para la predicción del comportamiento de los clientes, 

con una mayor confiabilidad en los resultados arrojados (Onay & Öztürk, 2018; Pérez-Martín et 

al., 2018; Rialti, Zollo, Ferraris, & Alon, 2019 ). 

En esta etapa del otorgamiento del crédito, el Big Data Analytics permite determinar el 

incumplimiento de pago del cliente partiendo de las variables recopiladas inicialmente de él. En 

consecuencia, ayuda a estimar el comportamiento de los clientes, incrementando el Otorgamiento 

del crédito a un menor nivel de riesgo para la empresa, incluso para clientes sin información 

financiera externa o con bajos ingresos (Onay & Öztürk, 2018; Moradi & Mokhatab Rafiei, 2019). 

Característica de los clientes que presentan una alta participación en las empresas de Venta por 

Catálogo (Peterson et al., 2019).  

Con el resultado que arroja el Big Data Analytics, se definen los segmentos de los clientes con 

base en la probabilidad de incumplir con el pago: clientes riesgo alto, clientes riesgo medio y 

clientes riesgo bajo ( Pérez-Martín et al., 2018; Moradi & Mokhatab Rafiei, 2019 ). Esto permite 

customizar las estrategias para el otorgamiento del crédito, partiendo de la información sobre los 

segmentos de los clientes (Onay & Öztürk, 2018; Moradi & Mokhatab Rafiei, 2019). Para 

customizar la estrategia es necesario identificar y conocer el comportamiento del cliente, con el 

fin de determinar las estrategias acordes a sus características propias, es decir, desarrollar 

estrategias con base en el perfil del cliente, lo que permite un mejor desempeño, pues  las 

estrategias están dirigidas q anticiparse a las intenciones del cliente y finalmente influenciar su 

comportamiento (Griva et al., 2018). 



 

 

Las estrategias definidas tienen en cuenta los siguientes criterios: rechazo o aceptación del crédito 

(Bumacov et al., 2017), de acuerdo con la probabilidad de incumplir con el pago y el riesgo 

asociado (Grant & Deer, 2019; Moradi & Mokhatab Rafiei, 2019). En el caso en que el cliente se 

encuentre dentro del segmento de clientes riesgo bajo o riesgo medio, se determinan las 

condiciones para entregar el crédito. Lo anterior con el fin de mantener el riesgo controlado para 

la empresa, pero incentivando el crecimiento de las ventas.  Por ejemplo: tasas de interés variables, 

monto del crédito ajustado al tipo de cliente, plazos de pago, garantías y renovación del crédito, 

entre otros (Shi et al., 2019; Moradi & Mokhatab Rafiei, 2019).  

Es así como debido al incremento significativo en el número de vendedores independientes en las 

empresas de venta por catálogo, desde la crisis económica del 2008 (Harrison & Hair, 2017), la 

estimación del comportamiento de pago de los clientes se convierte en un factor relevante, con el 

fin de contar con un otorgamiento de crédito cuidadoso y eficiente (Ala’raj et al., 2018). Todo esto 

con el propósito de minimizar el riesgo de pérdida para la empresa (Mili et al., 2018) e incrementar 

el volumen de las ventas, a través de un otorgamiento de crédito consciente (Pérez-Martín et al., 

2018).  

 

10.2 Categoría 2: Seguimiento Al Comportamiento Del Uso Del Crédito 

 

Pese a que las investigaciones se han enfocado principalmente en la categoría del otorgamiento 

del crédito, existe otra categoría con gran importancia en la administración del riesgo. La razón 

está en que el comportamiento del cliente puede modificarse en cualquier momento de la vigencia 

del crédito, debido a variables externas no identificadas en la categoría inicial, lo que puede resultar 

en una probabilidad de incumplimiento de pago, retraso de pago o incluso incapacidad de pagar el 

crédito (Moradi & Mokhatab Rafiei, 2019). 

Las empresas que promueven el crédito son conscientes de que algunas características de los 

clientes a los cuales otorgaron el crédito pueden considerarse de alto riesgo en una etapa avanzada, 

pues comienzan a aparecer variables como la intención y la capacidad de realizar el pago 

(Bumacov et al., 2017). Por esta razón, es crucial monitorear y controlar el comportamiento de 

pago del cliente durante el uso del crédito. Esto se realiza a través de inclusión de variables 



 

 

asociadas al comportamiento de pago, con el fin de mitigar el riesgo de no pago por parte del 

cliente (Lyn C. Thomas et al., 2016). 

Para complementar las variables definidas para el otorgamiento del crédito (Bumacov et al., 2017; 

Ala’raj et al., 2018; Shi et al., 2019; Grant & Deer, 2019), se incluyen otras variables que agregan 

información acerca del comportamiento de pago del cliente, durante la vigencia del crédito (Pérez-

Martín et al., 2018; Onay & Öztürk, 2018), de tal forma que permitan predecir la habilidad y la 

capacidad de pagar en un momento específico (Bumacov et al., 2017). Estas variables adicionales 

son las relacionadas con el uso del crédito, los días y plazos de pago, periodos de pagos, fechas de 

pagos, montos de pago, tipo de pago (parcial o total) y, además, con variables macroeconómicas ( 

Moradi & Mokhatab Rafiei, 2019; Jiang et al., 2019; Tang, Cai, & Ouyang, 2019; Cai & Zhang, 

2020). Teniendo en cuenta estas variables, se puede administrar el riesgo proveniente de los 

clientes con créditos aprobados para identificar, controlar y finalmente definir las estrategias que 

permitan abordar cada tipo de cliente, orientadas a la minimización del riesgo (Moradi & 

Mokhatab Rafiei, 2019), permitiendo que la segmentación de los clientes se determine con mayor 

precisión y eficiencia (Cai & Zhang, 2020).  

Una vez identificadas las variables más significativas, se emplea Big Data Analytics, con el fin de 

incluir variables no tradicionales, como las relacionadas con Social Networwing, Digital 

footprints, telecomunicaciones, entre otras (Onay & Öztürk, 2018; Yadi et al., 2019), buscando 

fortalecer el análisis. Esto es lo que permite segmentar y clasificar a los clientes de acuerdo con su 

comportamiento de pago durante la vigencia del crédito (Zanin et al., 2016; Chi & Meng, 2019; 

Pardo Cariillo & Díaz Castro, 2020 ), obteniendo una mayor asertividad en los análisis (Addo et 

al., 2018; Pérez-Martín et al., 2018). 

Al utilizar Big Data Analytics, las empresas cuentan con acceso a estas nuevas fuentes de datos, 

por lo cual los clientes que no tienen un historial financiero o se consideran de alto riesgo, pueden 

ser considerados riesgo bajo a medida que su comportamiento se vuelve más predecible mediante 

un monitoreo constante, a través de esta herramienta (Onay & Öztürk, 2018). 

El resultado de la etapa anterior permite establecer los segmentos a los que pertenecen los clientes 

de acuerdo con la probabilidad de incumplir con los pagos en un tiempo determinado durante la 

vigencia del crédito (Onay & Öztürk, 2018; Moradi & Mokhatab Rafiei, 2019). Estos segmentos 

determinan los clientes, al igual que en la Categoría de Otorgamiento del Crédito, en clientes 



 

 

riesgo alto, clientes riesgo medio y clientes riesgo bajo (Pérez-Martín et al., 2018; Moradi & 

Mokhatab Rafiei, 2019); la diferencia radica en las variables y escenarios a evaluar, los objetivos 

definidos y resultados obtenidos (Onay & Öztürk, 2018). 

Al igual que en la categoría 1, se tienen como base los segmentos de clientes, arrojados por el Big 

Data Analytics. Por lo anterior, las estrategias a implementar tienen el objetivo de monitorear y 

prevenir el incumplimiento, puesto que el cliente puede modificar su perfil de riesgo en el tiempo, 

lo que genera cambios en los perfiles de riesgo, pasando de un segmento de clientes riesgo bajo a 

uno de clientes riesgo alto, en cualquier momento de la vigencia del crédito (Onay & Öztürk, 2018; 

Moradi & Mokhatab Rafiei, 2019). 

Por esta razón, el Big Data Analitycs genera insumos para la toma decisiones (Yadi et al., 2019), 

con respecto al canal de comunicación con el cliente, frecuencia en la comunicación, los productos 

que se ofrecerán, el incremento o disminución del cupo del crédito, el plazo de pago y formas de 

pago. Todo esto con el objetivo de minimizar el incumplimiento de pago del crédito (Chamasrour 

et al., 2012; Higginson et al., 2019). 

Es así, como la implementación y el uso de la categoría de Seguimiento al Comportamiento del 

uso del crédito, durante la vigencia del crédito, es un punto de gran importancia para las empresas 

de Venta por Catálogo, pues están enfocadas en desarrollar su canal de ventas (Stanworth et al., 

2004), a través del crédito comercial (Tsao, 2017; Izar & Ynzunza, 2017).  

 

10.3 Categoría 3: Recuperación Del Crédito 

 

Según lo expuesto en las categorías anteriores, es claro que el perfil del cliente puede modificarse 

en cualquier punto de la vigencia del crédito (Moradi & Mokhatab Rafiei, 2019). Por lo tanto, se 

requiere implementar la categoría recuperación del crédito en las empresas que ofrecen créditos 

comerciales, puesto que el incumplimiento de pago por parte del cliente puede mitigarse mas no 

evitarse ( Jiang et al., 2019). Esta categoría establece estrategias para recuperar los créditos de 

aquellos clientes que incumplen con los plazos de pagos pactados inicialmente (Onay & Öztürk, 

2018).  



 

 

Al igual que en las categorías anteriores, las estrategias definidas se precisan con base en la 

segmentación de los clientes, definida a través de Big Data Analytics, gracias al análisis de 

múltiples variables tradicionales y no tradicionales (Onay & Öztürk, 2018; Pérez-Martín et al., 

2018; Yadi et al., 2019). En este punto, las variables no tradicionales, como por ejemplo: Redes 

Sociales, Telecomunicaciones, E-Commerce, Psicometría, en general todos los movimientos en 

internet que generen huellas digitales, se convierten en puntos cruciales para identificar patrones 

del comportamiento de pago de los clientes ( Tsao, 2017; Onay & Öztürk, 2018, debido a que ya 

incumplieron con su obligación, lo cual genera un monitoreo de su comportamiento externo para 

tomar decisiones con respecto a las estrategias a accionar con cada segmento de cliente ( Jiang et 

al., 2019). 

Partiendo de las variables empleadas en las categorías anteriores, e integrando variables asociadas 

al comportamiento de pago, tipo de crédito, monto del crédito, tasa de interés, penalidades, 

periodos de gracia (Lyn C. Thomas et al., 2016; Derbali & Jamel, 2019; De Paula et al., 2019; 

Djeundje & Crook, 2019 Panyagometh, 2019), se determina la probabilidad de pago durante el 

periodo de mora (Lyn C. Thomas et al., 2016).  

Esta segmentación se determina a través del Big Data Analytics, pues permite integrar la capacidad 

y habilidad de pago del cliente (Lyn C. Thomas et al., 2016; Cohen & Costanzino, 2017; Moradi 

& Mokhatab Rafiei, 2019), empleando modelos inteligentes de Machine Learning, segmentando 

los clientes con base en la probabilidad de recuperación de la deuda (Lyn C. Thomas et al., 2016), 

estimando los clientes de acuerdo con el éxito en su proceso de recuperación del crédito 

incumplido (Pérez-Martín et al., 2018).  

El uso de Big Data Analytics permite estimar el comportamiento de los clientes con mayor 

asertividad (Alzeaideen, 2019). Asimismo, la herramienta se emplea para la detección en tiempo 

real de comportamientos fraudulentos y reducir el riesgo de castigar los créditos con 

incumplimiento de pago. Lo anterior, se logra a través del monitoreo constante de los segmentos 

identificados, por lo cual genera insumos para emprender acciones que permitan anticipar el riesgo 

(Tsao, 2017).  

De esta forma, los segmentos resultantes del uso del Big Data Anaytics son: clientes con alta 

probabilidad de pago, media probabilidad de pago y baja probabilidad de pago (Lyn C. Thomas 

et al., 2016). Con esta clasificación se determinan las estrategias (Crespo & Govindarajan, 2018), 



 

 

empleando una mayor o menor intensidad de acuerdo con la probabilidad de pago del cliente (Lyn 

C. Thomas et al., 2016; Bumacov et al., 2017). Las estrategias definidas corresponden a 

penalidades e intereses, incluso descuentos, con el fin de recuperar el crédito antes de considerarlo 

como pérdida ( Lyn C. Thomas et al., 2016; Bumacov et al., 2017).  

Por otro lado, se determinan los canales de comunicación y la frecuencia de contacto, de acuerdo 

con el segmento al cual pertenece el cliente, buscando reactivar la intención de pago de la deuda 

(Crespo & Govindarajan, 2018; Danstun & Harun, 2020). Esto ayuda a disminuir la pérdida 

financiera para las empresas (Lyn C. Thomas et al., 2016). Además, de adaptar la estrategia de 

contacto de acuerdo con las preferencias de los clientes, dado que el Big Data Analytics monitorea 

en tiempo real el comportamiento de los clientes en fuentes de información no tradicionales como 

Social Network, telecomunicaciones, GPS, entre otras, lo que permite identificar los mejores 

canales para realizar la gestión de cobro (Tsao, 2017; Alzeaideen, 2019). 

A pesar que durante los últimos años la Recuperación del Crédito no ha tenido tanta atención como 

las demás categorías, esta categoría es crucial para las empresas que ofrecen el crédito como 

incentivo comercial. Pues se debe minimizar la pérdida financiera de la empresa, recuperando los 

créditos al menor costo posible, antes de ser considerados irrecuperables (Lyn C. Thomas et al., 

2016; Cohen & Costanzino, 2017), lo cual se realiza a través del Big Data Analytics, gracias a la 

segmentación asertada de los clientes (Danstun & Harun, 2020).  

 

10.4 Modelo Estrategia Gestión De Cobranza A Través De Big Data Analytics 

 

Como se menciona en los capitulos anteriores, el diseño de la estrategia de gestión de cobranza a 

través de Big Data Analytics en empresas de Venta por Catálogo, se desarrolla en tres categorías: 

(1) Otorgamiento del crédito, (2) Seguimiento al Comportamiento del uso del crédito y (3) 

Recuperación del crédito. 

La siguiente figura resume las categorías sugeridas y su aplicación para la estrategia que se ha 

diseñado en este estudio. De acuerdo con la funcionalidad del Big Data Analytics, evidenciada en 

el Gráfico 1. Cada categoría describe el uso de las variables que se deben considerar, para generar 

insumos de valor en las empresas. De esta manera, se establece el perfil del cliente a través de 



 

 

segmentos de riesgo, con el fin de determinar las estrategias en cada una de las categorías de la 

gestión de cobranza. 

 

Gráfico 2. Modelo Estrategia Gestión de Cobranza a través Big Data Analytics 

 

 Fuente: Elaboración Propia. 

 

Por lo anterior, la herramienta de Big Data Analytics se convierte en un punto de referencia 

importante para las empresas que utilizan el crédito como impulsor de sus ventas (Yadi et al., 

2019). La razón se fundamenta en que las decisiones en las empresas ya no sólo dependen de las 

variables tradicionales del cliente, sino cómo el uso de esta herramienta permite emplear nuevas 

fuentes de información, que generan insumos de valor para la toma de decisiones, e incluso para 

personas sin información financiera (Óskarsdóttir et al., 2019; Yadi et al., 2019). Esta herramienta 

permite, además, monitorear el comportamiento de los clientes, a través del uso de modelos 

inteligentes como Machine Learning. Estos modelos segmentan los clientes de acuerdo con su 

comportamiento de pago, lo que significa brindar insumos para adaptar la estrategia de gestión de 

cobranza, con base en la identificación de los segmentos de los clientes. Esto al mismo tiempo 

permite implementar acciones especializadas y customizadas de acuerdo con el perfil de riesgo de 

los clientes (Tsao, 2017; Alzeaideen, 2019). 



 

 

De acuerdo con Stanworth et al. (2004), Ferrell & Ferrell (2012) y Harrison & Hair (2017),  las 

empresas de Venta por catálogo han enfocado por años sus esfuerzos al desarrollo comercial de su 

canal de ventas, lo que genera un incremento en el ofrecimiento del crédito, incrementando el 

riesgo y, como tal, un alto riesgo en su estructura financiera (Mili et al., 2018). Es así como la 

tecnología desafía las formas tradicionales de administrar las empresas, buscando un crecimiento 

dinámico que permita sostenibilidad en el mercado (Harrison & Hair, 2017).  

Asimismo, el Big Data Analytics permite implementar una estrategia de cobranza, que asegure un 

crecimiento sostenible del canal comercial, y al mismo tiempo proteja la estructura financiera de 

la empresa. Lo anterior establece cómo el Big Data Analytics puede implementarse de forma 

transversal durante toda la vigencia  del crédito, desde su evaluación (Onay & Öztürk, 2018; 

Moradi & Mokhatab Rafiei, 2019), pasando del seguimiento a su utilización (Lyn C. Thomas et 

al., 2016) y, finalmente, para la recuperación de los créditos que ya cuentan con incumplimiento, 

pues el cliente puede modificar su comportamiento de pago en cualquier punto del ciclo de 

vigencia del crédito (Cohen & Costanzino, 2017; Moradi & Mokhatab Rafiei, 2019). Su impacto 

en la recuperación de los créditos con incumplimiento es fundamental, pues al emplear nuevas 

fuentes de información, permite predecir el comportamiento del cliente, determinar la intención 

de pago a través de la probabilidad de pago, lo que genera insumos para la implementación de 

estrategias orientadas a disminuir el riesgo de pérdida de las cuentas por cobros asociadas a los 

créditos, lo cual obtiene como resultado que los créditos no se conviertan en irrecuperables.  

 

    



 

 

11. Conclusiones y Recomendaciones 

 

Debido a la crisis financiera del año 2008, la gestión de la cobranza se convirtió en un punto crítico 

para las empresas que utilizan el crédito como impulsor de sus ventas. Con el Acuerdo de Basilea 

se definieron las condiciones para que las empresas financieras previeran el riesgo asociado a la 

pérdida del crédito. Asimismo, los modelos de administración del riesgo permitieron identificar y 

seleccionar los clientes de forma más adecuada, para minimizar la probabilidad de pérdida de la 

empresa. En este sentido, las herramientas de analítica apoyan a las empresas en el desarrollo de 

políticas de administración del riesgo, para tomar decisiones oportunas y acertadas.  

El Big Data Analytics es una de las herramientas de analítica que utiliza modelos descriptivos, 

predictivos y prescriptivos que crean valor comercial y apoyan las decisiones concernientes a los 

riesgos con los deudores. Por esta razón, la implementación de dicho instrumento, como apoyo a 

la estrategia de gestión de cobranza, predeciría el comportamiento del cliente. En especial, las 

empresas de ventas por catálogo que utilizan el crédito como incentivo comercial eliminarían la 

subjetividad en la toma de decisiones. 

La estrategia de gestión de cobranza, a través de Big Data Analytics, está divida en el análisis, 

identificación, segmentación y gestión de los clientes, y se basa en el riesgo de no pago, durante 

todo el ciclo de vigencia del crédito comercial. De acuerdo con la literatura, la estrategia se 

focalizaba inicialmente en el proceso del otorgamiento del crédito, sin considerar las fases de 

seguimiento y recuperación de éste. Sin embargo, el crecimiento considerable de las empresas de 

venta por catálogo, con la consecuente generación de empleo, justifica la integración de la 

segmentación y posterior gestión de los clientes, como fases posteriores y parte integral de la 

estrategia de gestión de cobranza en estas empresas.  

Este trabajo destaca el potencial de la aplicación del Big Data Analytics para la gestión de cobranza 

en empresas de venta por catálogo, debido a sus múltiples beneficios para la segmentación de 

clientes, lo cual arroja como resultado información relevante para la toma de decisiones.  

Adicionalmente, a pesar de que el Big Data Analytics ha sido ampliamente adoptado en sectores 

financieros, se plantea para estudios futuros medir el impacto de su uso en empresas de Venta por 

Catálogo.  



 

 

Por otro lado, se propone para estudios futuros la validación de la estrategia como modelo para la 

gestión de cobranza en empresas por catálogo, asimismo el desarrollo de nuevas variables de 

acuerdo con el perfil de sus clientes, que permitan tomar decisiones acertadas. 
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13. Anexos 

 

13.1 Análisis Bibliométrico 

 

Los términos definidos se incorporaron para realizar inicialmente un análisis bibliométrico en Web 

of Science. El algoritmo definido para la búsqueda es el siguiente:  

Bad debt OR credit scoring OR credit risk OR debt default OR credit default OR collections 

process OR collections scoring OR collections strategy AND social selling OR direct selling OR 

mail order industry AND analytics OR business analytics OR big data OR data mining OR 

business intelligence OR machine learning 

Adicionalmente, se ejecutó la búsqueda con los siguientes filtros:  

Sólo título, 5 años, Sólo artículos, Categorías: Business Finance, Business, Management, 

Economics, lo que arrojó como resultado 630 artículos.   



 

 

 

13.2 13.2 Análisis Sistemático de Literatura 

 

Para continuar con la revisión de los artículos resultantes, se realizó un análisis sistemático de 

literatura, con el fin identificar los artículos relevantes que soporten el objeto de estudio a través 

de la metodología IMRYD (introducción, materiales y métodos, resultados y discusión) (Pérez 

Rave, 2013).   

 

# Título Año Problema Prácticas / Soluciones / Métodos  Variable a estudiar Predicción Dificultad / Alcance Beneficio GAP Herramientas Subproceso
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Dependence of Default Probability and Recovery 

Rate in Structural Credit Risk Models: Case of 

Greek Banks

2019

The main empirical results show that the probability of default 

and the recovery rate are inversely related. Based on this 

result, the banks are obliged to maximize their recovery rate to 

reduce their probability of default. It has been noted that 

default probabilities and default rates and average recovery 

rates are negatively correlated (Altman et al., 2005). Then, both 

variables also seem to be driven by the same common factor 

that is persistent over time and clearly related to be the 

business cycle: in recessions or industry downturns, default 

rates are high and recovery rates are low. 

By analyzing the previous literature, we can 

conclude that the default probability was 

estimated according to several approaches. So, 

the default probability can be estimated by basing 

itself on historical series of default by measuring 

the risk by the rating or the score (Altman, 1968). 

Empirically, the measures of score call on to 

alternatives as the analysis in main component, 

the logistic regression and the Probit analysis.

The measurement of this 

dependence is determinate by using 

7 indicators such as; the probability 

of default, the recovery rate, the 

number of defaults, the expected 

value of losses, the growth rate of 

GDP in Greece and three dummy 

variables (the exit of another firm of 

the Athens Exchange, the new firm is 

listed in the Athens exchange and the 

date of the failure of Greece). Their 

empirical analysis identifies bond 

ratings, borrower characteristics and 

macroeconomic information as 

important risk factors

The main idea of this paper is to examine the dependence 

between the probability of default (PD) and the recovery 

rate (RR). For the empirically methodology, we use the 

bootstrapped quantile regression and the simultaneous 

quantile regression for a sample of 17 Greece banks listed 

in Athens Exchange over the period of study from January 

02, 2006 to December 31, 2012. 

Within the framework of this paper, we present a descriptive statistics analysis of the various 

variables used in all estimations. These variables are utilized to estimate the dependen ce between 

probability of default and recovery rate. Empirically, we can find that the probability of default is 

inversely related to the recovery rate. The recovery rate is not constant; it decreases with increasing 

of the probability of default.  Also, we confirm an evidence of a significant and negative relationship 

between probability of default and recovery rates which has important implications for all credit-risk-

related models treating the recovery rate independent of default rates.

Based on the results found in this study, the banks are obliged 

to maximize their recovery rate to reduce their probability of 

default. Also, our empirical results have important implications 

for portfolio credit risk models, for markets which depend on 

recovery rates as a key variable (e.g., securitizations, credit 

derivatives. etc.), and for the current debate on the revised 

Bank for International Settlements guidelines for capital 

requirements on bank assets.

The dependence between the probability of default and the 

recovery rate has a crucial influence on large credit portfolio 

losses. Thus, the probability of default and the recovery rate 

are often modeled independently in current credit risk models

Artificial neural networks are considered a strong alternative 

to conventional forecasting and

grouping methods due to their ability to capture nonlinear and 

complex relationships. According to Cao and Parry (2009), 

these models have a biologically stimulated competence that 

satirists processing competences of the human brain. They 

have been used successfully in financial applications, a good 

ability in classification (e.g., credit scoring, corporate failure 

prediction and bond ratings) as well as in modeling tasks such 

as predicting share price movements and

exchange rate fluctuations.  this study proposes a further 

study that compares multilayer feed-forward neural networks 

and other types of artificial neural

networks with different learning algorithms.
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Dynamic survival models with varying coefficients 

for credit risks
2019

The main aim of this work was to investigate if and 

how pat- terns change in the effects of risk factors 

on the probability of de- fault in retail banking. 

This has been achieved using time-varying 

coefficients survival models with application to a 

large portfolio of credit card loans from a major 

UK bank

behavioural variables (age / 

employment /amount / delinquency) 

and macroeconomic conditions

In the context of credit risk, where one may wish to predict 

the probability of default on a loan account, such models 

have advantages over cross sectional models. The 

literature shows that the parameters of such models 

changed after compared with before the financial crisis of 

2008. But there is also the possibility that the sensitivity of 

the probability of default, to say behavioural variables, 

changes over the life of an account. 

While this as- sumption is appropriate in some cases, it is questionable in general especially when the 

modelling period is not short. In this work, we investigate the validity of such an assumption in the 

context of re- tail banking. Specifically we consider a class of flexible models in which the marginal 

impacts of the risk factors are free to vary. We then propose a parametric formulation and a spline 

specification to capture the dynamic patterns of the impacts of the risk factors. Finally, we show that 

the varying coefficients approach consistently improves the overall model quality and yields more 

accurate pre- dictions than the traditional constant coefficient approach.

Credit scoring models are extensively used by financial insti- 

tutions to evaluate the risk associated with a loan. At its core, a 

credit scoring model involves predicting the probability that an 

ac- count will default over a future time period based on a 

number of observed variables, or attributes, that characterise 

account holders or applicants. In addition, survival models 

provide a dynamic framework for the prediction and 

assessment of differ- ent types of credit events ( Bellotti & 

Crook, 2013; 2014; Leow, Mues, & Thomas, 2011 ). These 

models are being increasingly used in a variety of contexts by 

banks, for example in profit predic- tion, accept-reject 

decisions for mortgages and for provision cal- culations 

(IFRS9). In this work we have focussed on the importance of 

varying coefficients models for a single event, namely default. 

In practice however, the lender may want to predict the 

probability that an account would move from one stage of 

delinquency to another be- fore eventually defaulting. It would 

be of interest to investigate the usefulness of varying 

coefficients in such a general multistate setting.

Survival analysis techniques provide an attractive platform to 

address the limitations of traditional methods.
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Estimating credit and profit scoring of a Brazilian 

credit union with logistic regression and machine-

learning techniques

2019

Although credit unions are nonprofit organizations, their 

objectives depend on the efficient management of their 

resources and credit risk aligned with the principles of the 

cooperative doctrine. The lack of objectivity in credit policies 

and the absence of reasonable internal controls are obstacles 

that hinder the sustainable growth of a credit union

This paper aims to propose the combined use of 

credit scoring and profit scoring to increase the 

effectiveness of the loan-granting process in credit 

unions. The joint use of credit scoring and profit 

scoring allows granting credit for the clients with 

the highest potential to pay debt obligation and, at 

the same time, to

certify that the transaction profitability meets the 

goals of the organization: to be sustainable and to 

provide loans and investment opportunities at 

attractive rates to members.

Probabilidad de no pagar, 

comportamiento crediticio , 

características demográficas

Género, edad, estado civil, ingresos, 

tipo de crédito, monto

Profit scoring models are used to predict the profitability of 

a client or a transaction

The analysis reveals that the use of statistical methods improves significantly the predictability of 

default when compared to the use of subjective techniques and the superiority of the random forests 

model in estimating credit scoring and profit scoring when compared to logit and ordinary least 

squares method (OLS) regression. The study also illustrates how both analyses can be used jointly for 

more effective decision-making.

Comparatively, major Brazilian financial institutions have been investing substantial amount of capital 

in technology for credit systems in retail operations. They use

sophisticated statistical methods to open accounts, approve credit, determine limits, extend loans and 

perform collection actions. The methodology addresses

decisions regarding the selection of the desired risk combined with a return level and the formulation 

of strategies to acquire and retain profitable clients 

The methodology addresses decisions regarding the selection of the desired risk combined with a 

return level and the formulation of strategies to acquire and retain profitable clients

Replacing subjective analysis with objective credit analysis 

using deterministic models will benefit credit unions. The 

credit decision will be based on the input variables and on 

clear criteria, turning the decision-making process impartial. 

The definition of a cut-off credit quality will allow defining the 

maximum acceptable level of risk for new transactions, and 

therefore risk management. The choice of independent 

variables related to credit risk is a basic condition for the 

objective analysis to present satisfactory results.

Therefore, credit risk analysis is crucial to the survival of credit 

unions. Subjective credit analysis is still very common in 

Brazilian credit unions. It brings both

operational and moral risks to these cooperatives because 

loans may be granted to clients with high credit risks.
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Identification of credit risk based on cluster 

analysis of account behaviours
2019

Assessment of risk levels for existing credit accounts is

important to the implementation of bank policies and offering

financial products. 

Behavioural credit scorecards can be defined as 

statistical models of customer behaviour, i.e. card 

usage and repayments, over time (Till and Hand, 

2003). The aim of these models is to identify which 

of the existing customers may experience difficulty 

paying back the loan (Thomas et al., 2002). 

Identification

of distinct risk levels might support operating 

decisions with regard to increasing credit limits or 

offering a financial product.

This approach utilises the outcomes of the cluster 

analysis of the credit behaviours. To distinguish 

between a prediction model and a forecasting 

model, the former predicts the default status over 

an observed behaviour period, whereas the 

forecasting model predicts the default status at a 

future period

after observing the behaviour.

Account behaviour is modelled parametrically and we then 

implement the behavioural cluster analysis using a recently 

proposed dissimilarity measure of statistical model 

parameters. The advantage of this new measure is the 

explicit exploitation of uncertainty associated with 

parameters estimated from

statistical models. Interesting clusters of real credit card 

behaviours data are obtained, in addition to superior 

prediction and forecasting of account default based on the 

clustering outcomes. A typical interest in retail banking is 

predicting the probability of a customer not being able to 

make the minimum amount

of the agreed monthly repayment for three consecutive 

months, this event referred to as ‘default’.

In this paper, we present a new methodology for identifying different risk groups based on the 

available data of customer behaviour. The method aims to assign credit card accounts to clusters 

such that the behaviours of accounts in the same clusters are similar. This cluster analysis can be used 

as a tool for

building different behavioural scorecards or developing distinct marketing strategies for groups of 

accounts.
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IMPACT OF BASELINE POPULATION ON CREDIT 

SCORE'S PREDICTIVE POWER
2019

For this reason, the National Credit Bureau of Thailand (NCB) 

has developed the NCB Score, based on credit behavior 

information collected from its members’ financial institutions, 

which normally issue a wide variety of credit products. 

However, problems can arise when this NCB score is applied to 

a smaller bank that usually offers a few specific types of loans. 

Therefore, unstructured data has been developed to create a 

model. Ntwiga and Weke (2016) stated that the traditional 

consumer credit score is limited because of the need for 

financial history of the borrower. In the absence of financial 

background, it is difficult to perform credit analysis on the 

borrower, and as a result, the bank may lose an opportunity to 

make profit.

Credit scoring involves statistical analysis 

performed by lenders and financial institutions to 

access person's creditworthiness. It utilizes 

statistical techniques along with debtor data such 

as loan application or credit bureau information to 

measure debtor’s creditworthiness. When 

compared with the traditional credit evaluation 

process, credit scoring has shown less bias, faster 

speed, and consistent measurement of 

creditworthiness.

The researchers had created a credit 

scoring model from the integration of 

social network information based on 

the decision tree model. The test 

results showed that the most 

important factors in forecasting 

default were loan information, social 

media information, and credit 

information. The data set then 

undergoes a data transformation to 

create a more predictive variable with 

meaningful behavior. The 

transformation includes utilization, 

momentum, standard deviation, 

delay payment within specific period, 

and number of delay payment. In this 

study, the good and bad debtors are 

defined as those who do not miss 

payments

each model was used to predict the probability of default o

For example, if data used to create the credit score are the data collected from loan application 

information such as gender, sex, age, educational level, occupation, annual income, source of income, 

and income-to-debt ratio, such a credit score is called an “application score.” On the other hand, if 

the data used to create a credit score are credit bureau data such as payment history, loan amount, 

loan use, and loan amount outstanding, such credit score is called a “bureau score” (Vojtek & 

Koèenda, 2006).

In addition, Zhanga, Jiaa, Diaoa, Haia, and Lia (2016) conducted a further study on the effects of the 

multidimensional friendship network and economic outcomes on the P2P market, which is where 

people can directly borrow and lend small amounts of money. This research used empirical analysis 

based on transaction data and the friendship network from PPDai.com. The researchers found that 

there is a significant correlation between the number of friends on the network and the loan. In other 

words, the borrower who had a good network of friends will be granted a loan, and a lower rate of 

interest will be charged. Also, the result was more significant if the borrower had a larger network of 

friends in the friendship hierarchy. In other words, greater quality of the friend network will lead the 

lender to believe that the borrower is more reliable. Furthermore, the research found that the quality 

of friends is more important than the number of friends on the network when making considerations 

in granting loans.

Traditionally, credit evaluation process relies on underwriter 

experience to judge between good and bad applicants and 

whether the credit should be granted or not. However, the 

process is subjective depending on the bias of underwriter and 

person-to-person interpretation, resulting in inconsistent 

decision-making, in which case two underwriters might come 

to different judgements for the same applicant. Due to the 

improvement of computing technologies, statistical techniques 

together with applicant data have been used to determine 

credit scores that measure creditworthiness and determine 

the likelihood of credit payment. Notwithstanding, with 

advanced technology, there is a concept to apply the social 

data to credit analysis. They found that the use of social data 

helps in providing more useful information than with the use 

of a traditional credit scoring technique.

This was in accordance with the statement of Masyutin (2015), 

which specified that social networks have kept a record of user 

behaviors that can be used in identifying the borrower's credit 

information. He discovered that the information from social 

networks alone can offer results that were accurate at an 

acceptable level. He also discovered that the use of 

information from social networks can identify the borrower 

who intended from the beginning not to repay debt in addition 

to the borrower with potential default.

The NCB Score has been wildly adopted to measure 

creditworthiness of a debtor; however, the NCB Score’s 

predictive power might be affected by baseline population for 

a small bank portfolio, which is more specific and less diverse 

than the NCB database.

Multiple linear regression analysis was used to determine the 

effect of credit collection policy on portfolio at risk of

microfinance institutions. Results show that, there is a positive 

relationship between interest rates

charged and portfolio at risk of microfinance institutions.
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Modelling repayment patterns in the collections 

process for unsecured consumer debt: A case 

study

2016

One approach to modelling LossGivenDefault(LGD), the 

percentage of the defaulted amount of a loan that a lender will 

eventually lose is to model the collections process. This is 

particularly relevant for unsecured consumer loans where LGD 

depends both on a defaulter’s ability and willingness to repay 

and thelender’s collection strategy.

Thispaperdevelopstwomodels–oneaMarkovchaina

pproachandtheotherahazardrateapproachtomode

lsuchpaymentpatternsofdebtors.Italsolooksatsimp

lificationsofthemodelswhereoneassumesthatafter

afewrepaymentandnon-

repaymentsequencestheparametersofthemodelar

efixedfortheremainingpaymentandnon-

paymentsequences.Oneadvantageoftheseapproac

hesisthattheyshowtheimpactofdifferentwrite-

offstrategies.

Ourpaperlooksmoreattheoperationsoneundertake

sifoneiscollectingeitherin-houseorasanagent.

Comportamiento de pago, monto de 

deuda

This paper introduces two modelling approaches to 

describe these patterns of repayment and non-

repayment.The first is a payments e-quence approach 

which looks at the movements at sequence level between 

a sequence of payments and a sequence of non-

payments.The second is a survival analysis approach, 

which looks at whether there is a repayment or no 

repayment in each time period(usuallyamonth).

.The models in this paper allow in corporation of the lender/collector’swrite-off strategy, which ma-

terially affects the resultant LGD.They also allow lenders to identify which among a set of write-off 

strategies will be most profitable. 

ThisisasecondreasonformodellingthecollectionsprocesssinceloweringLGDaffectswhoshouldgetcreditin

thefirstplaceandatwhatprice.

Defaulttrig-

gersthecollectionsprocessasthelenderseekstorecoverthedebt.Mostcollectionsprocessesmeasuretheirs

uccessbytheRecoveryRate(RR)theyachieve,

Therecoveryratedependsnotonlyonthedebtors’capacityandwillingnesstorepaybutalsoonthelenders’ac

tionsandtheircol-lectionpolicy.

Thereiscurrentlylittlemodellingsupportforsuchactions.AswellasestimatingRe-

coveryRate(RR),themodelspresentedheresupportcollectorsinassessingthistrade-

offbetweenrecoveriesandtheeffortinvolved.Thistrade-

offisinfluencedbythewaydebtorshavealreadybeenre-

payingtheirdebts,thecostofthecollectionprocess,andthelikely 

durationuntilthedebtwillberepaid.Themodelsallowcollectorstohavesomedatadrivenindicationofwhich

write-offpoliciesaremostprofitable.

Currentlycollectorsmakesuchwrite-offdecisionssubjec-

tivelyandareoftenswayedbyendofthequarterfinancialobjec-

tivesorthepressureonthecollectionsprocess.

Themodelsarenotintendedtoidentifytheoptimalwrite-

offstrategybutcanbeseenasaprogresstooptimisingsuchdecision

s.
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THE EFFECT OF CREDIT COLLECTION POLICY ON 

PORTFOLIO AT RISK OF MICROFINANCE 

INSTITUTIONS IN TANZANIA

2019

Microfinance institutions that experience

high risk of its loan portfolio, is an indication of high 

delinquency from customers.

This paper presents the results of the study on the 

effect of credit collection policy on portfolio at risk 

of microfinance institutions in Tanzania. On the 

other hand, the variable for grace period on loans 

and loan sizes to borrowers had a negative 

relationship with portfolio at risk of microfinance 

institutions. Microfinance institutions are proven 

to have significant contribution in reducing 

poverty among the low-income earners and 

disadvantaged individuals in society. These

institutions have been helpful in facilitating 

entrepreneurship skills and provision of 

knowledge on capital, risks and empowerment in 

economic activities. Microfinance institution need 

to manage portfolio quality against delinquency 

and defaults, by establishing effective strategies in 

the lending and collection processes. Efficient 

credit collection policy within the institutional 

framework, helps credit management process be 

effective and hence timely collection of

funds from clients.

The study employed multiple linear 

regression model as analytical model 

technique. The multiple regression 

examined the relationship between a 

single outcome measure and several 

predictor variables. The dependent 

variables in this study was portfolio 

at risk of MFIs. On the other hand, 

independent variables involved in 

this study were: - interest rates, grace 

period of loans, loan sizes and loan 

duration.

Existence of efficient credit collection policy within 

institutional framework, helps loan officers be effective 

and timely in collection of funds from clients. Emphasis 

need to be put in appraising and credit supervision of 

borrowers. Microfinance institution that invests into 

borrowers’ ability to self-response to loan repayment have 

a better chance to maintain quality loan portfolios. Thus, 

institutions need to establish strategies that would enable 

efficient loan recovery from clients before getting overdue.

Palladini and Golgberg, (2010) considers credit collection policy 

as guidelines that establish set of procedures used to collect 

accounts receivable getting overdue. It aims at maximizing rate 

of return from microfinance loan portfolio in order to increase 

firms’ assets value. The rationale of establishing a set of policy 

is that, not all clients meet their obligations timely and without 

enforcement. There are clients who simply forget and the rest 

don’t have tendency of paying their dues until persuaded to 

do so. Lending institutes that experience gradual repayment of 

loans from clients, increase bad debts of their loan portfolios. 

Therefore, credit collection efforts are directed at accelerating 

loan recovery from clients  
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A General Framework for Incorporating Stochastic 

Recovery in Structural Models of Credit Risk
2017

New methods, developed in Cohen and 

Costanzino (2015, 2017), address the 

entanglement of default risk (i.e., the risk borne by 

the holder of the financial instrument that the 

counterparty will not fulfill its obligations to pay 

the contract holder) with recovery risk (i.e., the 

risk of not fully recovering the principal in the 

event of default) in the pricing of defaultable 

bonds. The authors show that this mixture can 

lead to a mis-estimation of the total risk that 

investors in these bonds have undertaken. We 

also note here that recovery risk has not received 

as much attention as default risk, and empirical 

studies have shown that investors are taking on a 

significant amount of recovery risk for which they 

are not being properly compensated

This also leads to perfect correlation 

between probability of default and 

recovery-given-default, which is also 

not

empirically observed

the probability of default / The framework also provides a 

way to analyze correlation between Probability of Default 

(PD) and Loss Given Default

(LGD), and term structure of recovery rates.

In this work, we introduce a general framework for incorporating stochastic recovery into structural 

models. The framework extends the approach to recovery modeling developed in Cohen and 

Costanzino (2015, 2017) and provides for a systematic way to include different recovery processes 

into a structural credit model. The key observation is a connection between the partial information 

gap between firm manager and the market that is captured via a distortion of the probability of 

default.

By incorporating recovery risk into pricing of defaultable 

bonds, we have shown that the effect mimics default risk by 

the distortion of default probability estimation. This distortion 

reflects the extra risk investors take on when bonds recover a 

non-constant amount, or non-constant fraction of assets, 

upon default. This technology can be further incorporated into 

credit default swaps Cohen and Costanzino (2015, 2017) and 

other financial instruments, as well as used to perhaps better 

calibrate risk measures arising from observed data
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Credit Risk Assessment Model for Small and Micro-

Enterprises: The Case of Lithuania
2019

In this research, trade credit is analysed form a seller (supplier) 

perspective. Trade credit allows the supplier to increase sales 

and profits but creates the risk that the customer will not pay, 

and at the same time increases the risk of the supplier’s 

insolvency. the supplier encourages customers to buy more 

and thus increases his/her profits. However, on the other 

hand, the granting of trade credits increases the default risk of 

the suppliers themselves.

Sellers use a variety of promotional tools to 

increase sales. One of these is the trade credit 

(Afrifa and Gyapong 2017; Wang et al. 2018), 

which benefits both the seller and the buyer. 

Trade credit is “debt arising from credit sales and 

recorded as an account receivable by the seller 

and as an account payable by the buyer” (Brigham 

and Houston 2004). On the one hand, according 

to Wang et al. (2018), “trade credit has grown 

rapidly and become an efective tool to incentivize 

suppliers to increase sales and profits in supply 

chain management”.

This indicates that trade creditors (suppliers) 

need a tool to help identify the credit risk of trade 

credit debtors (customers). This issue becomes 

even more complicated when the trade credit 

debtor (customer) is an SME. The reason for this 

is the lack of data (Yoshino and Taghizadeh-

Hesary 2014; Martinez-Sola et al.

2017) and di culties in accessing the authentic 

SME Database (Yoshino and Taghizadeh-Hesary 

2014), resulting in lower quality data and lower 

reliability of information

In the ETCRA model, the enterprise’s 

financial performance is assessed 

from dierent perspectives: 

profitability, liquidity, solvency, and 

activity.

Varied model variants have been 

created using (i) only financial ratios 

and (ii) financial ratios and non-

financial variables.

The statistical enterprise trade credit risk assessment 

model (hereinafter referred to as the ETCRA model) is a 

technical tool used during the trade creditors’ (suppliers’) 

decision-making process that helps to estimate the 

probability of default (PD) of potential trade credit 

debtors (customers) by using his/her initial data and 

making the decision regarding the granting of the 

extension of payment of goods maturity.

Therefore, when dealing with these issues, the supplier needs a high accuracy but simple and highly 

interpretable trade credit risk assessment model that allows for assessing the risk of insolvency of 

buyers (who are usually SMiE). The aim of the research is to create a statistical enterprise trade 

credit risk assessment (ETCRA) model for Lithuanian small and micro-enterprises (SMiE)

This means that the models that use only financial ratios can 

be used in practice, and the models that include non-financial 

variables can also

be used. The designed models can be used by suppliers when 

making decisions of granting a trade credit for small or micro-

enterprises. In the literature (Martinez-Sola et al. 2017), the 

deferred payment is treated as a loan to the customer, which 

can be compared to the loan granted by a bank. On the other 

hand, it is emphasized (Paul and Boden 2011) that trade 

credit is provided by non-financial institutions whose primary 

purpose is to sell their goods to customers.

Kosmidis and Stavropoulos (2014) have analyzed the 

literature studies conducted so far and have concluded that 

there are many studies carried out on the subject of financial 

distress signaling and corporate failure prediction. However, 

credit risk assessment and default prediction models are 

usually developed, as is common or for large enterprises.

Knowing that SMEs are generally riskier than large 

corporations (Yoshino and Taghizadeh-Hesary 2014; 

Terdpaopong and Mihret 2011), researchers (Terdpaopong 

and Mihret 2011) suggest using financial distress prediction 

models applied for SMEs. Thus, standard credit models are 

developed by financial institutions for large

companies. They rely on a large amount of data. Therefore, 

one cannot directly transpose these models to SMEs and 

special tools need to be designed.

Based on the logistic regression, the ETCRA model was 

developed using financial and non-financial variables.

The most common tested models are the models of linear 

discriminant analysis (Altman, Springate, Ta er and Tisshaw) 

and logistic regression (Chesser, Zavgren).
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