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Résumé

Nous étudions dans cette thèse deux approches réduisant le temps de traitement nécessaire

pour résoudre des problèmes de planification et d’ordonnancement dans un contexte de

programmation par contraintes. Nous avons expérimenté avec plusieurs milliers de proces-

seurs afin de résoudre le problème de planification et d’ordonnancement des opérations de

rabotage du bois d’oeuvre. Ces problèmes sont d’une grande importance pour les entre-

prises, car ils permettent de mieux gérer leur production et d’économiser des coûts reliés à

leurs opérations.

La première approche consiste à effectuer une parallélisation de l’algorithme de résolution

du problème. Nous proposons une nouvelle technique de parallélisation (nommée PDS) des

stratégies de recherche atteignant quatre buts : le respect de l’ordre de visite des noeuds

de l’arbre de recherche tel que défini par l’algorithme séquentiel, l’équilibre de la charge

de travail entre les processeurs, la robustesse aux défaillances matérielles et l’absence de

communications entre les processeurs durant le traitement. Nous appliquons cette tech-

nique pour paralléliser la stratégie de recherche Limited Discrepancy-based Search (LDS)

pour ainsi obtenir Parallel Limited Discrepancy-Based Search (PLDS). Par la suite, nous

démontrons qu’il est possible de généraliser cette technique en l’appliquant à deux autres

stratégies de recherche : Depth-Bounded discrepancy Search (DDS) et Depth-First Search

(DFS). Nous obtenons, respectivement, les stratégies Parallel Discrepancy-based Search

(PDDS) et Parallel Depth-First Search (PDFS). Les algorithmes parallèles ainsi obtenus

créent un partage intrinsèque de la charge de travail : la différence de charge de travail entre

les processeurs est bornée lorsqu’une branche de l’arbre de recherche est coupée. En utili-

sant des jeux de données de partenaires industriels, nous avons pu améliorer les meilleures

solutions connues.
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Avec la deuxième approche, nous avons élaboré une méthode pour minimiser les change-

ments effectués à un plan de production existant lorsque de nouvelles informations, telles

que des commandes additionnelles, sont prises en compte. Replanifier entièrement les ac-

tivités de production peut mener à l’obtention d’un plan de production très différent qui

mène à des coûts additionnels et des pertes de temps pour les entreprises. Nous étudions les

perturbations causées par la replanification à l’aide de trois métriques de distances entre

deux plans de production : la distance de Hamming, la distance d’édition et la distance de

Damerau-Levenshtein. Nous proposons trois modèles mathématiques permettant de mini-

miser ces perturbations en incluant chacune de ces métriques comme fonction objectif au

moment de la replanification. Nous appliquons cette approche au problème de planification

et ordonnancement des opérations de finition du bois d’oeuvre et nous démontrons que

cette approche est plus rapide qu’une replanification à l’aide du modèle d’origine.
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Abstract

We study in this thesis two approaches that reduce the processing time needed to solve

planning and ordering problems in a constraint programming context. We experiment with

multiple thousands of processors on the planning and scheduling problem of wood-finish

operations. These issues are of a great importance for businesses, because they can better

manage their production and save costs related to their operations.

The first approach consists in a parallelization of the problem solving algorithm. We pro-

pose a new parallelization technique (named PDS) of the search strategies, that reaches

four goals: conservation of the nodes visit order in the search tree as defined by the se-

quential algorithm, balancing of the workload between the processors, robustness against

hardware failures, and absence of communication between processors during the treatment.

We apply this technique to parallelize the Limited Discrepancy-based (LDS) search strat-

egy to obtain Parallel Limited Discrepancy-Based Search (PLDS). We then show that this

technique can be generalized by parallelizing two other search strategies: Depth-Bounded

discrepancy Search (DDS) and Depth-First Search (DFS). We obtain, respectively, Par-

allel Discrepancy-based Search (PDDS) and Parallel Depth-First Search (PDFS). The al-

gorithms obtained this way create an intrinsic workload balance: the imbalance of the

workload among the processors is bounded when a branch of the search tree is pruned.

By using datasets coming from industrial partners, we are able to improve the best known

solutions.

With the second approach, we elaborated a method to minimize the changes done to an

existing production plan when new information, such as additional orders, are taken into

account. Completely re-planning the production activities can lead to a very different pro-

duction plan which create additional costs and loss of time for businesses. We study the

v



perturbations caused by the re-planification with three distance metrics: Hamming dis-

tance, Edit distance, and Damerau-Levenshtein Distance. We propose three mathematical

models that allow to minimize these perturbations by including these metrics in the ob-

jective function when replanning. We apply this approach to the planning and scheduling

problem of wood-finish operations and we demonstrate that this approach outperforms the

use of the original model.
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Time is the worst place, so to

speak, to be lost in, as Arthur

Dent could testify, having been

lost in both time and space a

good deal. At least, being lost in

space kept you busy.

Douglas Adams, « Life, the

universe and everything »
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du problème de rabotage qui est devenu l’application des travaux de parallélisation de cette
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été aussi palpitante. Bod, Laurence, le faux Jeff, Benôıt, Patrick Bilodeau, Patrick Lacasse,
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Avant-propos

L’industrie des produits forestiers québécoise a connu de nombreuses difficultés financières

depuis les dix dernières années, incluant le conflit du bois d’oeuvre compliquant les ventes

aux États-Unis et la crise financière de 2007-2010. Les entreprises forestières ont dû réduire

leur coût de production et effectuer de nombreuses mises à pied. La recherche et le déve-

loppement est un domaine qui est habituellement l’un des premiers à être coupé lors de

problèmes financiers ; pourtant, ces entreprises ont fait le pari de conserver cette dépense

dans le but de sortir de la crise plus rapidement. Le consortium de recherche FORAC, qui

regroupe de nombreuses entreprises forestières québécoises, a pu leur fournir plusieurs mé-

thodes pour améliorer leur rentabilité. En plus d’aider l’industrie à sortir de cette crise, le

FORAC leur permet de continuer sur cette voie et d’améliorer la viabilité de l’industrie en

touchant des sujets divers, tels que la collaboration entre les entreprises et la planification

de la production. Le résultat de cette thèse peut être appliqué pour obtenir l’une de ces

méthodes : une meilleure planification des opérations de rabotage du bois d’oeuvre.
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Introduction

Lorsque des tâches doivent être prévues et placées dans un échéancier, il s’agit d’un pro-

blème de planification et d’ordonnancement. La planification (décider quoi faire) et l’ordon-

nancement (décider quand le faire, et avec quelles ressources) sont des problèmes que doit

résoudre quotidiennement toute entreprise manufacturière. Leur résolution peut être faite

d’une multitude de façons : du traitement à la main avec papier et crayon à l’utilisation

d’algorithmes spécialisés en passant par un tableur tel qu’Excel.

Cette thèse se centre sur les concepts entourant la planification et l’ordonnancement du

point de vue de la résolution algorithmique. Ce type de résolution est essentiel aujourd’hui

face à la complexité de ces problèmes. L’espace de solutions pour ces problèmes étant ex-

ponentiellement grand, cela les rend pratiquement impossibles à résoudre manuellement si

nous souhaitons obtenir de bonnes solutions. Les méthodes modernes d’optimisation per-

mettent d’utiliser la puissance de calcul d’un ordinateur pour rechercher plus efficacement

une solution optimale ou quasi optimale à de tels problèmes.

Bien qu’il soit aujourd’hui possible de modéliser et de résoudre de nombreux problèmes

de planification et d’ordonnancement, les méthodes informatiques restent encore insuffi-

santes pour résoudre plusieurs problèmes industriels importants. En particulier, dans le

domaine manufacturier, plusieurs instances ne peuvent être résolues en un temps raison-

nable. Deux éléments opposés doivent être considérés : le temps de calcul et la qualité de

la solution obtenue. Plus la recherche de solution est longue, plus la solution retenue sera

de bonne qualité. Or, le temps est limité pour obtenir une bonne solution puisque celle-ci

doit être utilisée dans un court délai. Nous souhaitons dans cette thèse améliorer ces outils

en accélérant le traitement des instances selon deux objectifs :

1. Paralléliser une stratégie de recherche afin d’obtenir un plan de production plus ra-
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pidement et de meilleure qualité.

2. Produire un plan de production semblable aux précédents lors de la réception d’une

nouvelle commande. Cet aspect est important puisqu’un petit changement peut rendre

le plan de production original inutilisable.

Les contributions de cette thèse décrivent de nouvelles approches pour atteindre ces buts.

Chaque contribution est appliquée au problème industriel de planification et d’ordonnan-

cement des opérations de rabotage du bois d’oeuvre. Les contributions sont présentées

dans leur langue d’origine aux chapitres 5, 6 et 7. Les chapitres précédents établissent les

concepts nécessaires à leur compréhension en plus d’établir l’état de l’art.

Accélérer la création d’un plan de production

Il est possible d’utiliser des outils informatiques pour créer des plans de production et pour

rechercher un plan optimal selon un objectif. Nous nous intéressons à la vitesse à laquelle

nous pouvons créer un plan de production de bonne qualité. À l’aide d’un seul processeur,

il est impossible d’obtenir en un temps raisonnable une solution optimale pour plusieurs

instances de ce problème industriel du problème de planification et d’ordonnancement des

opérations de rabotage du bois d’oeuvre [1]. Ce problème n’est qu’un exemple de problème

difficile parmi d’autres. Présentement, le temps de calcul pour ce problème est si grand

que l’industrie se contente de solutions sous-optimales ce qui lui fait perdre de l’argent.

Ignorer cette problématique est coûteux pour l’industrie et il est pressant d’y trouver

une solution. Les problèmes standard de planification et d’ordonnancement sont décrits au

chapitre 1. Nous présentons les différentes méthodes de résolution actuelles de ces problèmes

au chapitre 2. Enfin, le problème de planification et d’ordonnancement des opérations de

rabotage du bois d’oeuvre est décrit en détail au chapitre 4.

Nous proposons d’utiliser un grand nombre de processeurs informatiques pour accélérer

la création de plans de production afin d’obtenir plus rapidement de meilleures solutions.

Paralléliser un algorithme peut être fait de multiples façons. Nous présentons l’état de l’art

de la parallélisation appliqué aux problèmes d’optimisations au chapitre 3. Chacune de ces

approches a des inconvénients qui rendent difficile une parallélisation utilisant un grand

nombre de processeurs. D’un point de vue matériel, la technologie permettant d’utiliser un

très grand nombre de processeurs existe et est disponible. Par exemple, le superordinateur
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Colosse de l’Université Laval contient près de 14 000 coeurs. Cependant, les algorithmes ne

sont pas toujours prêts à exploiter cette technologie.

Nous proposons au chapitre 5 une nouvelle division du travail entre les processeurs, qui

permet d’utiliser un nombre illimité de processeurs. Cette division permet de paralléliser la

recherche de solutions en atteignant quatre buts : le respect de l’ordre de visite des solutions

potentielles, l’équilibre de la charge de travail, la robustesse aux défaillances matérielles et

l’absence de communications entre les processeurs durant le traitement.

Nous généralisons au chapitre 6 l’approche présentée au chapitre 5 en l’appliquant à deux

autres stratégies de recherche séquentielles : Depth-Bounded Discrepancy-based Search

(DDS) et Depth-First Search (DFS).

Produire un plan de production semblable

Paralléliser un algorithme permet de réduire le temps de calcul pour obtenir une solu-

tion, mais il existe d’autres méthodes permettant aussi d’atteindre ce but. L’une d’entre

elles consiste à réutiliser les calculs antérieurs lorsque le problème est semblable à celui

précédemment résolu.

Les entreprises manufacturières changent fréquemment leurs plans de production pour ré-

pondre à des imprévus : nouvelle commande, bris de machinerie, etc. Ces changements

sont nécessaires pour que l’entreprise reprenne rapidement la production tout en prenant

en compte le nouvel état de la situation.

Il est important pour l’entreprise qu’un nouveau plan de production soit similaire au plan

original puisqu’il est une source de prévision autant pour les communications avec les

clients que pour la gestion du personnel dans l’entreprise. Par contre, l’utilisation d’un outil

d’optimisation informatique dans un contexte de replanification peut bouleverser toute la

production. Par défaut, rien ne garantit que la recherche d’un bon plan de production créera

un plan similaire à celui prévu initialement. En effet, ce type d’outil garantit seulement que

le nouveau plan de production sera optimal selon l’objectif visé, tel que la maximisation

des profits.

Une solution à cette problématique consiste à quantifier et à minimiser les modifications

faites au plan de production d’origine. Nous souhaitons garantir une stabilité du plan de
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production. En d’autres mots, nous souhaitons produire un plan de production similaire

à l’original, mais en prenant en compte de nouvelles exigences. Un plan de production

stable est plus simple à exécuter par les employés de l’entreprise puisque le nombre de

changements à effectuer est minimal.

Nous proposons au chapitre 7 d’utiliser les informations du plan déjà existant afin de sim-

plifier la replanification. Cela a l’avantage de réduire le temps nécessaire à l’obtention du

nouveau plan. Nous définissons la similarité entre des plans à l’aide de différentes mesures

de distances : Hamming, Levenshtein et Damerau-Levenshtein. Dans le but de conserver

une production semblable, nous minimisons les distances entre le plan d’origine et le nou-

veau plan de production. Nous introduisons ces distances dans le modèle mixte en nombre

entiers utilisé durant la création du plan. La distance choisie est alors minimisée durant la

replanification.
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Chapitre 1

Planification et ordonnancement

Les entreprises manufacturières font face aujourd’hui à de nombreux problèmes en lien

avec l’organisation de leur production. Ces problèmes touchent l’approvisionnement, le

traitement interne à l’entreprise ainsi que la satisfaction des commandes [2]. Ces problèmes

peuvent facilement devenir très complexes. Par exemple, ordonnancer une production afin

de minimiser le temps total de traitement sur trois ressources identiques, ou plus, a été

démontré comme étant NP-difficile par Leung et coll. [3].

Les décisions à prendre par ce type d’entreprises peuvent être divisées en trois catégories :

stratégiques, tactiques et opérationnelles [4]. Les questions stratégiques se situent sur le

long terme, soit d’un an jusqu’à vingt-cinq ans dans le futur. Ce niveau peut inclure la

localisation de l’entreprise, les questions financières et les possibilités d’expansion [5].

Le niveau tactique définit les objectifs que l’entreprise souhaite atteindre entre deux se-

maines et douze mois. C’est aussi à ce niveau que l’entreprise définit la planification des

matériaux nécessaires à sa production. Par exemple, une entreprise du domaine forestier

pourrait se fixer comme objectif d’augmenter de 50% son inventaire de bois d’épinette afin

d’être prête aux demandes prévues durant les prochains mois.

Le niveau opérationnel définit en détail comment atteindre à court terme (exemple : deux

semaines) des objectifs à l’aide d’une série d’actions. C’est à ce niveau que la planification

des opérations de production de l’usine est effectuée. Dans le cadre de cette thèse, nous

nous concentrons sur l’aspect opérationnel qui inclut la planification et l’ordonnancement

de la production.
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Dans ce chapitre, nous présentons d’abord les différents contextes de production typique-

ment standards dans le domaine des entreprises manufacturières. Puis, l’aspect opération-

nel est présenté en trois étapes : la planification, l’ordonnancement et les cas où ces deux

aspects peuvent être combinés.

1.1 Environnements de production

Dans cette section nous définissons les différents environnements de production couramment

utilisés par les entreprises manufacturières. Ces environnements définissent indirectement

la cible à atteindre lors de la planification et l’ordonnancement des opérations.

1.1.1 Production sur stock

L’un des concepts les plus simples de gestion d’inventaire consiste à stocker les produits

construits ou reçus par l’entreprise afin de les vendre plus tard [6]. Ce concept est aussi

connu sous le nom make-to-stock ou MTS. Stocker des produits engendre des coûts : lo-

cation de locaux, réfrigération, etc. Afin de réduire ces coûts, des méthodes plus élaborées

peuvent être ajoutées à ce concept. Entre autres, la prévision des demandes selon l’histo-

rique des ventes ou selon le marché [7]. Ces prévisions sont utilisées pour planifier les aspects

stratégiques et tactiques. Par exemple, on peut prévoir un inventaire de matériel nécessaire

à la production prêt à remplir les demandes attendues. De plus, une telle prévision permet

de réduire la quantité de produits gardés en inventaire, car il est possible de satisfaire ces

demandes avec un minimum de produits, pourvu que la prévision soit proche de la de-

mande future réelle. Une réduction de la taille de l’inventaire permet de réduire les coûts

reliés au stockage des produits. La planification opérationnelle, dans ce contexte, consiste à

déterminer les tâches nécessaires pour obtenir suffisamment de produits en inventaire pour

satisfaire les demandes prévues.

La production sur stock est intéressante si l’entreprise produit un petit panier de produits

ou si un volume de vente est garanti avant la production. Pour les autres types d’entreprises,

il existe une alternative : la production à la demande.

6



1.1.2 Production à la demande

Pour les entreprises ayant un grand panier de produits et un faible volume de vente de

chacun de ces produits, la production sur stock est de moins en moins utilisée [8]. Une

alternative consiste à effectuer une production à la demande (make-to-order, MTO) où la

production est planifiée directement selon les commandes reçues. Cette méthode permet

d’obtenir les opérations satisfaisant une demande précise parmi une large gamme de pro-

duits offerts. Cela réduit les risques de ne pas écouler certains produits finis ainsi que les

coûts de production dus au stockage de produits invendus en plus d’accélérer le traitement

pour le client. De plus, l’entreprise réduit ses coûts de transport, car les produits peuvent

être directement acheminés au client plutôt qu’à un intermédiaire tel qu’un entrepôt. Ce

type de production est très utile dans les manufactures de produits complexes, telles que

dans le domaine automobile. Dans ce domaine, une auto peut être construite sur une châıne

de production en près de trente heures. Pourtant, lorsqu’un client achète une voiture, il

peut devoir attendre plus d’un mois pour obtenir l’automobile répondant à sa demande.

Parry et Graves [9] expliquent qu’il serait possible de réduire ce délai à près de cinq jours

grâce à la production à la demande. Cette tendance est due principalement à deux nou-

veautés des dernières décennies : l’approche lean [10] et le développement de l’optimisation

informatique [11].

Premièrement, bien qu’il soit possible de produire en fonction de la demande sans adhérer

aux concepts lean qui s’étendent en dehors des questions de production, cette méthode

a popularisé la production sur demande dans de nombreuses entreprises [12]. L’approche

de production lean, aussi appelée Toyota Management System (TMS), a été proposée par

Toyota [10]. L’idée générale de cette approche est de limiter les déchets et les pertes de

toute forme : temps, coûts, matériel, etc. Toyota a ainsi pu produire des voitures de qualité

pouvant rivaliser avec la production américaine de l’époque. Cette approche pousse aussi

l’entreprise à produire selon les demandes des clients.

Deuxièmement, les méthodes d’optimisation modernes permettent de modéliser et de pla-

nifier la production afin de satisfaire de plus près les commandes des clients. De nombreux

problèmes de grande complexité pour un humain peuvent aujourd’hui être résolus par or-

dinateur grâce à ces technologies.

Les approches de production sur stock et de production à la demande ne sont pas néces-

sairement incompatibles. Soman et coll. [13] appliquent une combinaison de ces approches
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au domaine du traitement de la viande. Les auteurs proposent une approche hiérarchique

en trois étapes. D’abord, ils divisent les produits en deux groupes : les produits qui seront

fabriqués uniquement selon des commandes et les produits qui seront fabriqués continuel-

lement selon les prévisions. Ces deux groupes représentent respectivement la production à

la demande et la production sur stock. Ensuite, une réservation des ressources de produc-

tion est effectuée pour garantir les futures commandes entrantes. Enfin, la production est

ordonnancée dans le temps pour produire un horaire de production initial dans lequel les

nouvelles commandes seront ensuite incorporées.

Il est aussi possible d’effectuer une production sur stock pour des sous-parties des produits

finis et ensuite d’assembler ces pièces lorsqu’un client effectue une commande. Ce concept

est nommé production assemblée sur demande (assemble-to-order, ATO) et il consiste à ne

construire ou à assembler un produit que lorsqu’il est demandé par un client.

Pour pallier les incertitudes à long terme de différents facteurs tels que les commandes et

l’approvisionnement, il est possible d’utiliser une approche d’horizon roulant [14, 15]. Une

série de planifications sur horizon à court terme est effectuée. À chaque planification, les

activités des premières périodes sont fixées selon les informations retenues durant la der-

nière planification (la première planification ne fixe aucune activité). Cette approche évite

d’effectuer une planification à long terme qui ne pourrait prendre en compte les nombreux

facteurs pouvant changer entre le moment présent et le moment de la replanification. De

plus, elle s’inscrit dans le cadre des méthodes de production à la demande, car elle privilé-

gie une replanification après la réception d’un ensemble de commandes plutôt que de faire

aveuglément confiance aux prédictions des demandes.

1.1.3 Promesses de livraison

Promettre des commandes à des clients est une action qui demande une excellente plani-

fication de la part d’une entreprise. Même si un plan de production est en place, pouvoir

garantir une commande avec certitude reste un problème difficile. Nous présentons ici

quelques approches courantes permettant de promettre des commandes.

Habituellement, les garanties de livraison sont faites grâce à la méthode de disponibilité

à la vente (Available-to-promise, ATP) [16]. L’idée générale est de pouvoir garantir une

commande soit en la fournissant à partir de l’inventaire, soit en produisant les items man-

quants en se basant sur la date de livraison promise, le temps non alloué dans le plan
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de production et les matériaux disponibles [17]. Cela peut être fait tant dans un mode

make-to-stock qu’en production à la demande.

La production à la demande permet de garantir facilement les dates de livraisons des com-

mandes. En effet, s’il est possible d’inclure le produit demandé dans le plan de production,

alors la commande peut être garantie. Si le plan de production doit être régénéré, par

exemple pour satisfaire une nouvelle commande, il est possible de conserver ces garanties.

Les commandes garanties sont fixées dans le plan de production afin d’être produites à

temps, puis une nouvelle optimisation est effectuée en incluant les nouvelles commandes.

Bixby et coll. [18] ont utilisé cette méthode afin de garantir les produits d’une usine de pro-

duits alimentaires. Cela a permis d’effectuer une replanification de la production plusieurs

fois par jour en y incluant continuellement de nouvelles commandes.

Chen et Chen [19] combinent la réservation de ressources et les promesses de livraisons en

deux phases. Ils commencent par réserver les ressources de production de l’entreprise selon

ce qu’il est possible de produire. Cette allocation préemptive est une planification qui n’est

normalement pas effectuée par l’approche ATP. Cette phase est nommée Allocated ATP

ou AATP. Durant une deuxième phase, ils analysent les commandes afin d’en garantir un

volume maximum en tenant compte des réservations de ressources effectuées précédemment.

Garder un ensemble constant de ressources à chaque re-planification aide indirectement à

stabiliser le plan de production.

1.2 Planification

Le terme planification est défini différemment selon les communautés scientifiques [20].

À l’origine, en intelligence artificielle, il s’agit de problèmes où, à partir d’un état initial

et d’un ensemble de règles régissant les transitions entre les états, un chemin de l’état

initial à un état final est recherché. Il est possible que les états finaux soient connus à

l’avance. Si ce n’est pas le cas, les états finaux sont définis sous forme de buts. De plus,

il est possible d’inclure une fonction objectif au problème. Par exemple, la planification

du chemin que doit prendre un robot dans un labyrinthe pour en sortir en parcourant le

moins de distance possible est un problème de planification d’intelligence artificielle. Le

robot a un ensemble limité de mouvements possibles ainsi qu’une position de départ. Un

état final est défini comme toute position étant à l’extérieur du labyrinthe. De plus, le

plan doit minimiser la fonction objectif de la distance parcourue. Cette définition stricte
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du problème de planification en intelligence artificielle a mené à la création de langages

dédiés à la définition d’instances, l’un des plus connus étant le Planning Domain Definition

Language (PDDL) [21].

Au sein du domaine de la recherche opérationnelle et du génie industriel, les problèmes de

planifications représentent un sous-ensemble des problèmes de planification en intelligence

artificielle. La planification au niveau opérationnel a pour but de déterminer les opérations

à effectuer de même que leur ordonnancement pour atteindre l’objectif préalablement dé-

terminé au niveau tactique. Ces objectifs peuvent inclure une satisfaction des commandes

ou l’atteinte d’un niveau de production. Dans ce domaine, la question principale est l’op-

timisation d’un objectif. Par exemple, le problème de planification et d’ordonnancement

de salles d’opération chirurgicale [22, 23] peut être découpé en phases. La première phase

consiste à planifier quelles salles d’opération seront utilisées pour les différents types de

chirurgie. Le choix d’assigner une salle à un type de chirurgie est une action et l’objectif est

une mesure de performance telle que le temps d’attente des patients. Nous nous concentrons

dans cette thèse sur la planification telle que définie en recherche opérationnelle.

1.3 Ordonnancement

Dans cette section nous introduisons les différentes parties du problème d’ordonnancement

ainsi que les variantes classiques de ce problème. L’ordonnancement consiste à déterminer

le moment d’exécution d’un ensemble de tâches {1, . . . , n} sur un ensemble de ressources

{1, . . . , R}. Chaque ressource r est assignée une capacité Cr indiquant la quantité de tâches

pouvant être exécutées simultanément par celle-ci. Une tâche i est constituée d’un ensemble

d’opérations étiquetées (i,1), (i,2), . . . , (i,k). L’opération (i,j) est exécutée sans interruption

sur une ressource ri,j . L’opération (i,j) a un temps de traitement pi,j et une capacité ci,j

indiquant la quantité de ressource utilisée durant l’exécution de l’opération. Les paramètres

ri,j , ci,j , pi,j et Cr constituent les paramètres d’une instance du problème d’ordonnance-

ment. Une solution à ce problème est le moment d’exécution si,j de chaque opération.

Ces moments d’exécution sont soumis à plusieurs contraintes, notamment, l’utilisation de

la ressource r au temps t ne doit pas dépasser la capacité Cr de cette ressource.

∀r, ∀t
∑

(i,j)|ri,j=r, si,j≤t<si,j+pi,j

ci,j ≤ Cr
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Ces ressources sont utilisées simultanément : à un temps donné, une ressource peut exé-

cuter plusieurs opérations. Le temps de complétion de l’horaire (makespan) correspond au

moment où toutes les tâches (et toutes leurs opérations) ont été accomplies. La minimi-

sation du temps de complétion de l’horaire est un objectif commun. Toutefois, il existe

d’autres critères d’optimisation. Par exemple, il est possible d’attribuer à chaque tâche une

échéance et de minimiser les retards : que ce soit le nombre de tâches en retard ou la durée

totale de retard.

1.3.1 Problèmes d’ordonnancement classiques

Nous présentons ici trois variantes de problèmes d’ordonnancement couramment discutées :

l’atelier monogame, l’atelier multigame et l’atelier ouvert.

Le problème de l’atelier monogame (Flow-shop) [24] est une variante du problème d’or-

donnancement où les opérations d’une même tâche doivent être exécutées séquentiellement

(si,j + pi,j ≤ si,j+1). De plus, le nombre d’opérations dans une tâche est égal au nombre de

ressources, ce qui est équivalent à la relation ri,j = j. Le terme anglais flow provient du

fait que chaque tâche suit le même flot de production.

Le problème de l’atelier multigame(Job-Shop) [25, 26] est une variante du problème d’or-

donnancement où, tout comme le flow-shop, les opérations d’une même tâche doivent être

exécutées séquentiellement (si,j + pi,j ≤ si,j+1). Les opérations d’une même tâche sont

affectées à des ressources distinctes sans nécessairement satisfaire la relation ri,j = j. Le

tableau 1.1 représente un exemple d’une instance d’ordonnancement de l’atelier multigame.

Chacune des quatre tâches doit être traitée par les trois ressources dans un ordre préétabli.

La figure 1.1 est une solution qui minimise le temps de complétion (makespan) de l’horaire

de cet exemple.

Tâche i ri,1 Durée (pi,1) ri,2 Durée ri,3 Durée

1 1 5 2 8 3 5
2 3 7 1 3 2 9
3 1 3 3 4 2 10
4 3 4 2 2 1 3

Tableau 1.1 – Un exemple d’instance d’un problème d’ordonnancement de l’atelier multi-
game.
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6/4/2015 localhost:63342/job-shop-d3/gantt simpler/index.html

http://localhost:63342/job-shop-d3/gantt%20simpler/index.html 1/1

0 1 2 3 4 5 6 7 8 9 10 11 12 13 14 15 16 17 18 19 20 21 22 23 24 25 26 27 28 29 30 31 32 33 34 35Période

Tâche 1 Tâche 2 Tâche 3 Tâche 4

Tâche 4 Tâche 1 Tâche 2 Tâche 3

Tâche 2 Tâche 4 Tâche 1 Tâche 3

Ressource 1

Ressource 2

Ressource 3

makespan

Figure 1.1 – Une solution optimale de l’instance du problème d’ordonnancement de l’ate-
lier multigame du tableau 1.1.

Si les opérations d’une même tâche ne sont pas préalablement ordonnées, il s’agit du pro-

blème de l’atelier ouvert (Open-Shop) [27]. Dans l’atelier ouvert, l’ordre d’exécution des

opérations d’une même tâche n’est pas préétabli. Autrement dit, la contrainte si,j + pi,j ≤
si,j+1 n’est pas imposée. Cette variante ne force pas un ordre de traitement sur les ressources

d’une tâche, d’où le terme « ouvert ». De plus, la ressource exécutant chaque opération est

connue. Anand et Panneerselvam [28] font une revue de littérature d’une centaine d’articles

scientifique sur le problème de l’atelier ouvert divisé en neuf catégories selon le type d’objec-

tif utilisé. Pour résoudre ces problèmes, il existe plusieurs approches dont la programmation

par contraintes et la programmation mathématique que nous verrons au chapitre 2.

Il est possible d’enrichir les variantes présentées précédemment par des contraintes. Par

exemple, dans un contexte où chaque opération crée un produit physique, il est important

de prendre en compte l’espace utilisé par ce produit dans l’usine [29]. On parle alors de

problèmes d’atelier avec stockage. Clairement, le problème est plus complexe si le stockage

des produits partiellement complétés doit être considéré.

Un très grand nombre de variations peuvent être faites à partir de ces problèmes clas-

siques. Un exemple, auquel nous reviendrons au chapitre 4, consiste à ajouter des coûts de

configuration (setup) entre les différentes tâches sur une même ressource [30].

La suite logique aux étapes de planification et d’ordonnancement est d’effectuer le tout en

une seule étape afin d’obtenir un meilleur agencement des solutions. Plusieurs contraintes

ignorées ou agrégées à l’étape de planification deviennent importantes lors de l’ordonnan-

cement. Par exemple, lors de la planification, l’affectation d’une tâche à une ressource est
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faite sans égard à la disponibilité de cette ressource. Cela produit une approximation qui

peut être utilisée lors de l’étape d’ordonnancement. Afin d’obtenir une solution optimale,

la planification doit être faite en même temps que l’ordonnancement afin de bien mesurer

l’impact de chaque décision.

1.4 Planification et ordonnancement combinés

Typiquement, la production est d’abord planifiée puis ordonnancée. Or, la planification

peut utiliser un ensemble d’opérations qu’il est impossible d’ordonnancer à l’intérieur du

plan de production. Par exemple, des tâches pourraient être planifiées correctement puisque

leur utilisation de la capacité des ressources est possible dans une période d’une semaine.

Par contre, lors de l’ordonnancement, ces tâches peuvent se révéler impossibles à placer dans

un horaire détaillé : aucun arrangement de leurs opérations ne respecte la limite de capacité

sur un échéancier découpé par heures. De la même façon, dans un contexte d’optimisation, la

planification des tâches peut mener à une solution au niveau de l’ordonnancement qui n’est

pas optimal. Afin d’éviter ce type de situation, il est possible d’effectuer la planification et

l’ordonnancement simultanément. Cela a l’avantage de prendre en compte la disponibilité

et la capacité des ressources lors de la planification des opérations sans avoir à agréger ces

informations. Le problème devient plus complexe à résoudre, mais permet l’obtention de

solutions de meilleure qualité.

Telle que le présente Bartak [31, 32], la limite entre la planification et l’ordonnancement

est floue. La planification peut utiliser des éléments très agrégés et laisser plus de travail à

l’étape d’ordonnancement. Inversement, la planification peut être très détaillée et l’étape

d’ordonnancement devient plus simple. Cela mène à l’idée de combiner ces étapes puisque

le but final est de planifier et ordonnancer des tâches. Lorsque l’étape de planification mène

fréquemment à des plans impossibles à ordonnancer ou qui n’utilisent pas suffisamment les

ressources disponibles, la combinaison de ces deux étapes devient une option intéressante.

Bartak propose trois modèles différents pour atteindre cette combinaison : un basé sur

une ligne du temps, un centré sur les commandes et un centré sur les ressources. Nous

présentons ici ces trois modèles qui représentent des approches couramment utilisées dans

la littérature.

Le modèle basé sur une ligne du temps divise les périodes de planification en intervalles

discrets de même taille. Chaque ressource correspond à une ligne du temps tel que repré-
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senté à la figure 1.1. Un choix est fait pour chaque période afin de déterminer l’opération y

étant associée. Les auteurs indiquent que la résolution de ce modèle n’est pas efficace, car

il comprend un très grand nombre de variables, à moins que les périodes soient en petit

nombre (par exemple si elles représentent de longues durées).

Le modèle centré sur les commandes est très près de la définition du problème de l’atelier

multigame puisqu’il prend en compte la suite des opérations pour obtenir un produit fini.

Le modèle basé sur la ligne du temps se concentre plutôt sur l’idée de remplir les périodes

du plan de production. Chaque variable correspond à une décision de début et de fin d’une

activité sur une ressource. En d’autres mots, le modèle décrit ce que font les ressources

font à chaque période. Puisque le modèle centré sur les commandes prend en compte les

moments de début et de fin des opérations, il utilise potentiellement moins de variables

que la ligne du temps. Deux ensembles de contraintes sont utilisés : des contraintes sur

l’utilisation des ressources et un ensemble de contraintes pour garantir que les activités

exécutées satisfont les commandes prévues. Par contre, ce modèle est problématique lorsque

plusieurs suites d’opérations sont possibles pour obtenir un produit fini. Fixer l’utilisation

d’une opération peut forcer l’utilisation d’une suite d’opérations et la validité de cette suite

ne sera pas détectée avant d’être totalement planifiée et ordonnancée. Ce type d’opérations

alternatives fait parti du problème modélisé au chapitre 4.

Dans le cas de problèmes où les produits sont effectués par processus divergent et effectuant

de la coproduction [33, 34], tel que dans le domaine des produits chimiques [35], alimen-

taires ou forestiers, une approche différente peut être appliquée, car les commandes sont

difficilement traduites en tâches à compléter.

Définition 1 (Processus divergent). Un processus est dit divergent si son exécution utilise

un produit brut intrant pour obtenir un ensemble de produits finis d’au moins deux types

différents.

De plus, si cette divergence est présente immédiatement à l’application du processus, il

s’agit alors de coproduction.

Définition 2 (Coproduction). Un processus divergent effectue de la coproduction si son

exécution utilise un intrant et produit simultanément un ensemble d’au moins deux produits

différents.
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Afin de mieux gérer ces processus divergents incluant de la coproduction, un troisième

modèle est proposé par Bartak. Ce modèle est centré sur les ressources et utilise, pour

chaque ressource, une liste d’opérations pouvant être exécutées. Les choix consistent à

déterminer quelles opérations seront exécutées par chaque ressource et dans quel ordre. Les

liens entre ces opérations, telles que les contraintes de préséances(precedence constraints),

sont ajoutés au modèle. Une contrainte de préséance entre deux opérations est utilisée

pour exprimer que la deuxième opération ne peut commencer que lorsque la première est

terminée. Bartak indique que ce modèle est le plus robuste des trois puisqu’il est capable

de gérer des opérations alternatives permettant d’obtenir un produit à partir de différentes

ressources ainsi que différentes suites d’opérations. De plus, il est capable d’utiliser les

informations provenant de la coproduction des opérations.

Kallrath [36] propose un modèle spécifiquement pour les problèmes de planification et

d’ordonnancement de processus. Les processus effectuant de la coproduction doivent être

traités différemment puisque sa production suit une logique différente. Ce modèle est basé

sur une ligne du temps et peut être utilisé lorsqu’au plus un changement de configurations

(setup) par période de temps est effectué. Cela est fait en tenant compte des produits

accumulés à chaque période permettant de définir une continuité entre un ensemble de

périodes. Les ensembles de périodes liés par un même type de production sont nommés

campagnes. Ce concept de campagnes est repris dans le modèle présenté au chapitre 4.

Maravelias [37] découpe les approches de planification et d’ordonnancement de processus

en trois groupes : hiérarchique, itératif et espace complet. Les approches hiérarchiques se

basent sur un modèle complet de la planification combiné à une approximation de l’ordon-

nancement. La solution obtenue est ensuite envoyée à un modèle exact de l’ordonnancement

afin d’assurer l’existence de la solution. Les approches itératives reprennent le concept des

approches hiérarchiques, mais en itérant entre le modèle mâıtre (le modèle de planifica-

tion incluant une approximation de l’ordonnancement) et le modèle esclave (le modèle

exact d’ordonnancement). Les approches utilisant l’espace complet utilisent une combinai-

son exacte de la planification et de l’ordonnancement. Ce type d’approche est plus difficile

à résoudre. L’auteur énumère trois façons de résoudre ces modèles : l’algorithme branch-

and-bound (peu efficace lorsque de multiples périodes sont présentes), des heuristiques et

des décompositions du modèle tel que la décomposition Lagrangienne.

Gaudreault et coll. [38] ont défini deux modèles permettant de résoudre la planification et
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l’ordonnancement des étapes de séchage et de rabotage d’une scierie de bois : un modèle

de programmation mathématique et un modèle de programmation par contraintes. Bien

que la résolution de ces modèles soit trop lente pour résoudre des instances de tailles

industrielles, les auteurs ont défini une stratégie de branchement qui a permis d’obtenir

des solutions de meilleure qualité que ce qui était obtenu par les entreprises partenaires

avant que les chercheurs s’y penchent. Puisque la stratégie de branchement proposée est

efficace pour ce problème, les auteurs ont utilisé la stratégie de recherche Depth-bounded

Discrepancy Search (DDS), ce qui a permis d’améliorer la qualité de la solution obtenue,

comparativement à une stratégie de recherche standard telle que Depth-First Search (DFS).

Ces stratégies de recherche ainsi que les deux types de modèles utilisés seront présentés au

prochain chapitre.

Le traitement divergent nécessaire à l’obtention d’un produit engendre en même temps la

création d’un ensemble d’autres produits. Il est complexe de trouver la meilleure combi-

naison de tâches satisfaisant un carnet de commandes, car il faut analyser simultanément

l’ensemble des commandes et les différentes combinaisons permettant de créer ces produits.

1.5 Conclusion

Nous avons présenté dans ce chapitre des environnements de production ainsi que diffé-

rentes approches de planification, d’ordonnancement et de combinaison de planification et

ordonnancement. En résumé, la planification permet de déterminer quelles tâches effectuer,

puis l’ordonnancement détermine quand exécuter les opérations de ces tâches. Enfin, nous

avons vu qu’il est possible de combiner ces deux étapes de plusieurs façons. Le problème

devient plus complexe à résoudre, mais permet d’obtenir des solutions de meilleure qualité

puisqu’il n’y a pas d’agrégation d’information au niveau de la planification. Bien que cette

agrégation puisse être correcte, elle est une approximation qui peut être précisée au niveau

opérationnel.

L’objectif de cette thèse est d’obtenir plus rapidement de meilleures solutions aux pro-

blèmes de planification et d’ordonnancement grâce à une nouvelle méthode de parallélisa-

tion (chapitres 5 et 6) de la recherche ainsi qu’en utilisant judicieusement les informations

des planifications précédentes (chapitre 7). Pour ce faire, nous nous basons sur des concepts

de programmation par contraintes qui sont présentés au prochain chapitre.
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Chapitre 2

Méthodes de résolution existantes

en programmation par contraintes

Plusieurs méthodes existent afin de résoudre des problèmes combinatoires. Dans le cadre

de cette thèse, nous nous concentrons sur les méthodes de programmation par contraintes

et de programmation mathématique.

La programmation par contraintes a été utilisée pour résoudre de nombreux problèmes

industriels, dont certains de planification et d’ordonnancement [39] et dans le domaine des

produits du bois [1, 40]. Ce paradigme consiste à définir un problème à l’aide de contraintes,

de variables et de leurs domaines. S’il s’agit d’un problème d’optimisation, une fonction

objectif est aussi nécessaire. Il en résulte un modèle qui est par la suite résolu à l’aide d’un

solveur. Un solveur est un logiciel qui explore l’espace de recherche pour tenter de trouver

une solution satisfaisant les contraintes du modèle et optimisant la fonction objectif.

La section 2.1 définit les notions de base nécessaires pour modéliser un problème pouvant

être traité par un solveur de programmation par contraintes pour obtenir une solution. À

la section 2.2, nous étendons cette définition aux problèmes d’optimisation où la meilleure

solution possible est recherchée. À partir d’un modèle, il est nécessaire de représenter l’es-

pace de recherche. Nous définissons une telle représentation à la section 2.3. Les problèmes

que l’on souhaite résoudre ayant un espace de recherche exponentiellement grand, il est

important d’identifier les parties les plus prometteuses de l’espace de recherche afin de les

explorer plus tôt durant la résolution. La section 2.4 présente les algorithmes utilisés pour
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identifier ces parties prometteuses. Nous présentons à la section 2.5 les principaux algo-

rithmes définissant l’ordre dans lequel l’espace de recherche est exploré. Enfin, nous incluons

une brève introduction aux concepts de programmation mathématique à la section 2.6.

2.1 Modèles de problème de satisfaction de contraintes

La programmation par contraintes permet à un utilisateur de se concentrer sur la formula-

tion d’un problème et de laisser à un solveur le soin de résoudre le problème. Telle que le dit

E. Freuder [41], cette approche touche l’un des grands buts de l’informatique : « Constraint

Programming represents one of the closest approaches computer science has yet made to

the Holy Grail of programming : the user states the problem, the computer solves it. » Par

contre, cette approche n’atteint pas encore ce but, car la performance de la résolution est

fortement dépendante de la formulation du problème [42].

Nous présentons dans cette section les concepts de base permettant de définir un problème

de satisfaction de contraintes à l’aide du paradigme de programmation par contraintes. Un

problème de satisfaction de contraintes consiste à obtenir une solution satisfaisant toutes

les contraintes.

2.1.1 Variables et domaines

Dans un modèle de programmation par contraintes, les inconnues d’un problème sont re-

présentées par des variables.

L’utilisateur doit définir pour chaque variable un domaine, c’est-à-dire un ensemble de

valeurs que peut prendre la variable associée. Formellement, la fonction dom(X) représente

l’ensemble des valeurs dans le domaine de la variable X. Le domaine détermine le type de

la variable. Les types les plus courants sont des domaines binaires, entiers ou continus. Ces

types représentent, respectivement, des sous-ensembles de B = {0,1}, N et R.

Durant la recherche, le solveur assigne à chaque variable une valeur de son domaine. Une

fois cette opération effectuée, la variable visée est dite instanciée : son domaine ne contient

plus qu’une seule valeur.

Le terme assignation est utilisé pour décrire l’état global des variables d’un modèle. Lors-

qu’aucune variable n’est instanciée, il s’agit d’une assignation vide. Si un sous-ensemble
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strict des variables du modèle est instancié, il s’agit d’une assignation partielle. Enfin, si

toutes les variables du modèle sont instanciées, il s’agit d’une assignation complète, aussi

appelée solution ou solution réalisable.

2.1.2 Contraintes

Une contrainte établit des relations entre les variables. Ces relations composent le problème

à résoudre, car elles listent les propriétés que doit respecter une solution au problème. La

portée d’une contrainte est l’ensemble des variables qu’elle restreint.

Le nombre de variables en lien avec une contrainte définit l’arité de cette dernière. Une

contrainte binaire lie deux variables. Soit x et y des variables. Alors la contrainte x > y est

une contrainte binaire. Une contrainte ternaire lie trois variables. La contrainte x+ y = z

est une contrainte ternaire puisque sa portée {x,y,z} est formée de trois variables.

Certaines contraintes acceptent un nombre arbitraire de variables. Ce type de contrainte est

appelé contrainte globale. Par exemple, la contrainte AllDifferent([X1, . . . , Xn]) est une

contrainte globale qui assure que toutes les variables sont assignées à une valeur différente.

Une contrainte est dite satisfaite lorsque les variables de sa portée sont instanciées et que

leurs valeurs valident la relation décrite.

2.1.3 Modélisation

La combinaison de variables, de domaines et de contraintes forme un modèle permettant de

représenter un problème de satisfaction. Nous présentons ici un exemple de modélisation.

Nous souhaitons modéliser le problème des n-reines. Le but est de placer n reines sur un

échiquier de taille n par n sans qu’aucune paire de reines ne se menace mutuellement.

Aucune reine ne doit être sur la même rangée, colonne ou diagonale qu’une autre reine.

Nous considérons ici le problème des quatre reines (n = 4). Une modélisation très simple

pourrait définir les paires de positions horizontale et verticale comme étant les variables

de décision. Or, nous savons que chaque colonne doit contenir exactement une reine. La

modélisation retenue définit un ensemble de variables xi représentant la ligne où se retrouve
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4 0ZQZ
3 L0Z0
2 0Z0L
1 ZQZ0

x1 x2 x3 x4

4 0L0Z
3 Z0ZQ
2 QZ0Z
1 Z0L0

x1 x2 x3 x4

Figure 2.1 – Solutions du problème des 4-reines.

la reine de la colonne i. Le domaine des variables est défini par l’ensemble d’équations (2.1).

dom(x1) = {1,2,3,4}
dom(x2) = {1,2,3,4} (2.1)

dom(x3) = {1,2,3,4}
dom(x4) = {1,2,3,4}

Le produit cartésien de ces domaines forme l’espace de solution. Nous ajoutons à ces va-

riables les contraintes suivantes :

AllDifferent(x1, x2, . . . , xn) (2.2)

xj − xi 6= j − i ∀i < j (2.3)

xj − xi 6= i− j ∀i < j (2.4)

L’équation (2.2) décrit le fait que deux reines ne peuvent pas être sur la même ligne

de l’échiquier. L’équation (2.3) représente l’absence de menaces entre deux reines sur les

diagonales positives et l’équation (2.4) sur les diagonales négatives.

Ce modèle permet au solveur d’obtenir les solutions de la figure 2.1 et de garantir qu’elles

sont valides. Nous réutiliserons ce modèle par la suite pour illustrer les différentes techniques

de résolution.
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2.2 Problème d’optimisation

Un problème d’optimisation consiste à obtenir la solution réalisable qui optimise une fonc-

tion. Une telle solution est appelée solution optimale.

2.2.1 Fonction objectif

Pour obtenir une solution optimale, il est nécessaire de mesurer la qualité d’une solution.

La fonction objectif quantifie la qualité des solutions obtenues. Cette fonction prend en

entrée un ensemble de variables du modèle et retourne un nombre permettant de mesurer

la qualité de la solution. Une optimisation consiste à maximiser ou minimiser cet objectif.

Il est possible que le problème à résoudre comporte plusieurs objectifs. Par exemple, une

industrie manufacturière pourrait vouloir maximiser la production tout en minimisant les

coûts de production.

Plusieurs approches sont possibles pour modéliser un problème multiobjectif. L’approche la

plus simple est de calculer une somme pondérée des objectifs. Par exemple, dans l’industrie

manufacturière, il est possible de mesurer la production selon la valeur monétaire des biens

produits. La fonction objectif devient alors la somme de la valeur des biens produits moins

le coût de leur production.

Si les objectifs ne peuvent être mesurés avec la même unité ou s’ils ne peuvent être comparés,

il est nécessaire de produire un ensemble de solutions non dominé. Une solution domine une

autre solution si chacun de ses objectifs est de qualité plus grande ou égale. L’ensemble des

solutions non dominées est appelé ensemble Pareto-optimal. Talbi [43] donne une excellente

introduction aux concepts d’optimisation Pareto-optimaux.

Si nous reprenons l’exemple précédent, nous pouvons supposer que la production manu-

facturière de l’entreprise crée une certaine quantité de gaz à effet serre. D’un point de

vue environnemental, il serait important de minimiser cette quantité. Par contre, celle-ci

peut difficilement être mesurée selon une valeur monétaire. Le solveur peut définir le front

Pareto-optimal défini par (1) la valeur nette des biens produits et par (2) l’impact envi-

ronnemental. Pour une valeur donnée d’un premier objectif, le solveur peut optimiser le

deuxième objectif. Un décideur de l’entreprise peut alors explorer ces solutions et choisir

celle qu’il considère adéquate.

21



4 0Z0Z
3 Z0Z0
2 0Z0Z
1 Z0Z0

x1 x2 x3 x4

4 0Z0Z
3 Z0Z0
2 0Z0Z
1 L0Z0

x1 x2 x3 x4

4 0Z0Z
3 ZQZ0
2 0Z0Z
1 L0Z0

x1 x2 x3 x4

4 0L0Z
3 Z0Z0
2 0Z0Z
1 L0Z0

x1 x2 x3 x4

4 0L0Z
3 Z0Z0
2 0ZQZ
1 L0Z0

x1 x2 x3 x4

4 0Z0Z
3 Z0Z0
2 QZ0Z
1 Z0Z0

x1 x2 x3 x4

4 0L0Z
3 Z0Z0
2 QZ0Z
1 Z0Z0

x1 x2 x3 x4

4 0L0Z
3 Z0Z0
2 QZ0Z
1 Z0L0

x1 x2 x3 x4

4 0L0Z
3 Z0ZQ
2 QZ0Z
1 Z0L0

x1 x2 x3 x4

x x x x

x x x x

x x x

x x

x x

...

...

x

x

x1 = 1

x1 = 2

x2 = 1

x2 = 4
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x2 = 3

x3 = 1

x3 = 1

x3 = 2 x3 = 3

x3 = 4

x4 = 1

x4 = 2
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x4 = 4

x4 = 1 x4 = 2 x4 = 3 x4 = 4

x
x

x2 = 1

x2 = 2

x2 = 2 x2 = 3

x3 = 1
x3 = 2 x3 = 3

x3 = 4

...
x1 = 3

x1 = 4

x3 2 {2, 3, 4}

Figure 2.2 – Arbre de recherche du problème des 4-reines.

2.3 Arbre de recherche

À partir du modèle qui représente le problème à résoudre, le solveur construit un arbre

de recherche. Cette structure représente les différentes assignations des variables et obtenir

une solution. Chaque noeud représente une solution partielle. La racine de cet arbre est

le noeud associé à la solution partielle dans laquelle aucune variable n’est instanciée. Les

feuilles sont les solutions où toutes les variables sont instanciées. Les autres noeuds de

l’arbre sont les solutions partielles où un sous-ensemble strict des variables est instancié.

Durant l’exploration de cet arbre de recherche, chaque branchement d’un noeud parent vers

un noeud enfant correspond à l’instanciation d’une variable à l’aide d’une valeur représentée

par l’arête. La figure 2.2 représente l’arbre de recherche du problème des 4-reines.

Un branchement est une transition d’un noeud de l’arbre de recherche vers l’un de ses

noeuds enfant. Selon la taille du domaine, il peut y avoir plusieurs branchements possibles

pour une même variable. Du point de vue du modèle, cela correspond à l’assignation d’une
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valeur à une variable.

Un arbre de recherche étant de taille exponentielle par rapport au nombre de variables,

le garder entièrement en mémoire est impossible. Les branchements permettent de visiter

l’arbre de recherche de façon systématique en ne conservant, bien souvent, qu’une seule

branche en mémoire. Cette branche correspond à la solution partielle courante. Nous ver-

rons à la section 2.5 différentes façons de parcourir l’arbre.

2.3.1 Filtrage

À chaque visite d’un noeud de l’arbre de recherche, incluant la racine, il est possible d’ef-

fectuer du filtrage. Le filtrage réduit le domaine des variables non instanciées de façon à

retirer les valeurs ne respectant pas au moins l’une des contraintes. Cela permet de réduire

la taille de l’arbre de recherche et d’accélérer la recherche de solutions. Chaque contrainte a

un algorithme de filtrage qui lui est propre qui permet de réduire les domaines des variables.

Un support de domaine est un tuple représentant une assignation pour chaque variable

d’une contrainte et qui garantit que cet ensemble d’assignations respecte cette contrainte.

Définition 3 (Support de domaine). Un tuple s = (v1, v2, . . . , vn) est un support de do-

maine d’une contrainte C(x1, x2, . . . , xn) si et seulement si

vi ∈ dom(xi) ∀i = 1..n

et que l’assignation x1 = v1, x2 = v2, . . . , xn = vn satisfait la contrainte.

Pour certaines contraintes, obtenir un support de domaine est long à calculer, voire NP-

difficile. Un autre type de support est utile pour éviter cette complexité : le support d’in-

tervalle.

Définition 4 (Support d’intervalle). Un tuple s = (v1, v2, . . . , vn) est un support d’inter-

valle d’une contrainte C(x1, x2, . . . , xn) si et seulement si

min (dom(xi)) ≤ vi ≤ max (dom(xi))∀i = 1..n

et que l’assignation x1 = v1, x2 = v2, . . . , xn = vn satisfait la contrainte.
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Il s’agit aussi d’un tuple satisfaisant la contrainte, mais plutôt que d’assurer que chaque

valeur appartienne au domaine de la variable, seules les valeurs extrêmes du domaine sont

validées.

Une contrainte est dite cohérente si pour chacune des variables dans sa portée, il y a

au moins un support. Il s’agit d’une propriété qui indique le respect de la définition de la

contrainte. Le type de support ainsi que les valeurs impliquées par ceux-ci définissent le type

de cohérence. Plus spécifiquement, si toutes les variables d’une contrainte ont un support

de domaine pour chacune des valeurs de leur domaine, cette contrainte est cohérente de

domaine.

Définition 5 (Cohérence de domaine). Une contrainte C(x1, x2, . . . , xn) est dite cohérente

de domaine si et seulement si

∀i∈[1,n]∀v∈dom(xi)∃s | v = si

où s est un support de domaine de C.

Également, si toutes variables d’une contrainte ont un support d’intervalle pour chacune

des valeurs de leur domaine, cette contrainte est cohérente d’intervalle.

Définition 6 (Cohérence d’intervalle). Une contrainte C(x1, x2, . . . , xn) est dite cohérente

d’intervalle si et seulement si

∀i∈[1,n]∀v∈dom(xi)∃s | v = si

où s est un support d’intervalle de C.

Enfin, si les valeurs extrêmes du domaine de chaque variable ont des supports d’intervalle,

cette contrainte est dite cohérente de borne.

Définition 7 (Cohérence de bornes). Une contrainte C(x1, x2, . . . , xn) est dite cohérente

de bornes si et seulement si

∀i∈[1,n]∀v∈{min (dom(xi)),max (dom(xi))}∃s | v = si

où s est un support d’intervalle de C.
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Reprenons le problème des 4-reines afin de démontrer les différents supports découlant de

l’assignation x1 = 1 et x2 = 3. Analysons les différents supports de la contrainte (2.2),

soit AllDifferent(x1, x2, . . . , xn). Les seuls supports de domaine possible sont les tuples

(1,3,4,2) et (1,3,2,4). Les valeurs 1 et 3 des variables x3 et x4 n’ont pas de support de

domaine, car ces valeurs sont déjà assignées aux variables x1 et x2.

À partir de l’assignation x1 = 1 et x2 = 3, supposons que l’assignation x3 = 2 ait été

filtrée, par exemple, par la contrainte (2.4) tel que représentée à la figure 2.3. Un support

d’intervalle pour cet état est (1,3,2,4) puisque ces valeurs sont situées entre le minimum

et le maximum du domaine des variables correspondantes. Bien que la valeur 2 ne fasse

pas partie du domaine de la variable x3, cette valeur respecte la définition d’un support

d’intervalle pour cette variable, soit que min (dom(x3)) = 1 ≤ 2 ≤ 4 = max (dom(x3)) en

plus de respecter la définition de la contrainte.

4 0Z0Z
3 ZQZ0
2 0Z0Z
1 L0Z0

x1 x2 x3 x4

Figure 2.3 – Un état du problème des 4-reines dont une partie du domaine de la variable
x3 a été filtrée.

Analysons encore l’assignation x1 = 1 et x2 = 3, cette fois pour démontrer les différences

entre les types de cohérence. Tels que mentionnés précédemment, les supports de domaines

découlant de cette assignation sont (1,3,4,2) et (1,3,2,4). Pour atteindre la cohérence de

domaine, le domaine des variables x3 et x4 ne doivent contenir que les valeurs 2 et 4. Pour

atteindre cette cohérence il faut donc retirer les valeurs 1 et 3 des domaines des variables

x3 et x4. Le filtrage consiste à retirer des valeurs du domaine des variables dans le but

d’atteindre une cohérence. Dans ce cas, la cohérence d’intervalle effectue le même filtrage

que la cohérence de domaine sur les variables x3 et x4 puisque les valeurs 1 et 3 n’ont pas de

support d’intervalle. Pour obtenir la cohérence de bornes, un solveur devrait filtrer x3 = 1

et x4 = 1, car ce sont les seules valeurs extrêmes qui n’ont pas de support d’intervalle.
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Afin de garantir que toutes les contraintes soient cohérentes, un algorithme de propagation

est utilisé afin de coordonner le filtrage des contraintes. Lorsque le domaine d’une variable

a changé, soit suite à une assignation ou à un filtrage, le solveur détermine une file de

contraintes à filtrer. Toute contrainte ayant la variable modifiée dans sa portée est ajoutée

à la file. Les contraintes de cette file sont filtrées une après l’autre. Si le domaine d’une autre

variable est modifié durant l’un de ces filtrages, toutes les contraintes qui incluent cette

seconde variable doivent aussi être filtrées en étant ajoutées à la file. Le filtrage continue

jusqu’à ce que la file soit vide. Il est possible qu’une contrainte soit filtrée plusieurs fois

durant ce processus.

Les différents branchements possibles à un noeud ne donnent pas nécessairement la même

quantité de valeurs filtrées. Cela peut transformer un arbre de recherche balancé en arbre

non balancé selon les assignations effectuées. Par exemple, le filtrage pourrait retirer plus

de valeurs dans une branche qu’une autre. Dans ce cas, nous obtenons des sous-arbres

de tailles différentes. Afin d’obtenir un exemple plus concret, reprenons le problème des

4-reines où la variable x1 est instanciée à 1 et comparons les instanciations de la variable

x2 avec les valeurs 3 et 4. À partir des instanciations x1 = 1, x2 = 3, nous pouvons voir

à la figure 2.4 que nous pouvons filtrer toutes les valeurs de la variable x3. D’autre part,

à partir des instanciations x1 = 2, x2 = 4, nous pouvons voir à la figure 2.5 que toutes

les valeurs de la variable x3 peuvent être filtrées à l’exception de l’instanciation x3 = 1.

Ces deux assignations causent un filtrage inégal, car moins de valeurs ont été retirées à

la variable x3 dans l’un des cas. Visuellement, cela correspond à des sous-arbres de taille

différente. De plus, lorsque la taille du problème augmente, ces inégalités augmentent aussi.

4 0Z0Z
3 ZQZ0
2 0Z0Z
1 L0Z0

x1 x2 x3 x4

Figure 2.4 – Un état du problème des 4-reines dont la totalité du domaine de la variable
x3 a été filtrée.
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4 0L0Z
3 Z0Z0
2 QZ0Z
1 Z0Z0

x1 x2 x3 x4

Figure 2.5 – Un état du problème des 4-reines dont la variable x3 a été filtrée.

2.3.2 No-good

Lorsqu’une contradiction est détectée par le solveur, il est possible de déterminer le sous-

ensemble minimal d’assignations qui a mené à cet état. Une contrainte est inférée à l’aide

de cette assignation partielle contradictoire est ajoutée au modèle durant la recherche.

Spécifiquement, il s’agit d’une contrainte de disjonction qui force au moins une affection à

ne plus parâıtre dans une solution. De telles contraintes sont nommées no-good [44]. L’ajout

de ces contraintes permet d’effectuer du filtrage additionnel en évitant cette assignation.

Ainsi, les no-goods permettent de réduire l’espace de recherche.

Dans le problème des 4-reines, l’assignation x3 = 2 est un no-good qui aurait pu être

déterminé dans la partie gauche de l’arbre de recherche de la figure 2.2. Si l’arbre était

étendu afin d’énumérer toutes les solutions au problème, une partie de cet arbre serait

filtrée par ce no-good.

2.3.3 Branch-and-bound

Le branch-and-bound [45] est une technique d’exploration de l’arbre de recherche dans un

contexte d’optimisation. Ce nom provient du fait que la fonction objectif est bornée après

chaque branchement. Une borne supérieure et inférieure est calculée à chaque noeud en

tenant compte de l’assignation de la solution partielle. Dans un problème de maximisation,

la borne supérieure provient d’un calcul optimiste. Le problème est simplifié (relaxé) en

retirant des contraintes afin d’obtenir rapidement une valeur plus grande ou égale à la valeur

optimale du problème. Dans un problème de maximisation, la borne inférieure correspond

à la valeur objectif de la meilleure solution obtenue jusqu’à maintenant.
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À chaque branchement, ces deux bornes sont comparées. Si la borne inférieure est plus

grande ou égale à la borne supérieure, un retour arrière est effectué : la dernière instancia-

tion est défaite et la recherche continue. Si la recherche continuait avec cette instanciation,

même en étant optimiste, il est impossible d’obtenir une meilleure solution que celle pré-

cédemment trouvée.

Bien que cette approche ait été définie initialement dans le cadre de la programmation

linéaire et de la programmation mixte en nombres entiers (voir section 2.6), il est possible

de l’utiliser aussi en programmation par contraintes [46]. À chaque fois qu’une solution est

trouvée durant la recherche, une nouvelle contrainte est ajoutée au modèle. Cette contrainte

force la valeur objectif des solutions futures à être de meilleure qualité que la meilleure

solution trouvée jusqu’à maintenant.

2.4 Heuristiques de branchement

Il est courant d’analyser les méthodes qu’utilisent des humains pour résoudre un problème

afin de formaliser leur intuition sous forme d’algorithme. De cette façon, il est possible

d’obtenir un algorithme qui permet de diriger la recherche vers des solutions qui ont un

plus grand potentiel de satisfaire les contraintes du problème. Ce type d’algorithme est une

heuristique de branchement.

Par défaut, l’ordre dans lequel les variables sont instanciées n’est pas défini. C’est aussi le

cas de l’ordre dans lequel les valeurs de chaque variable sont utilisées lors des instanciations.

Une heuristique de branchement permet de définir un ordre de variables ou de valeurs selon

diverses informations disponibles durant la recherche.

Certaines heuristiques de branchement sont privilégiées en programmation par contraintes

soit pour leur efficacité ou pour leur définition qui est très près de celle des problèmes de

programmation par contraintes. Par exemple, l’heuristique de branchement Min-Domain

choisit en premier les variables dont le domaine est le plus petit. Wallace [47] fait une revue

de littérature des heuristiques de branchement les plus couramment utilisées en program-

mation par contraintes et les compare entre eux à l’aide de problèmes dont les instances

sont générées aléatoirement.
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2.4.1 Heuristique de choix de variables

Une heuristique de choix de variables doit décider, avant chaque branchement, quelle va-

riable sera instanciée. Haralick et Elliot [48] proposent d’instancier en premier les variables

qui mènent le plus rapidement possible à un échec (fail-first principle). Cette approche a

l’avantage de réduire la profondeur des branches de l’arbre de recherche. Par contre, Beck

et coll. [49] reprennent cette étude et démontrent que cette approche n’implique pas néces-

saire une recherche plus rapide. Les auteurs concluent qu’une approche tenant compte à la

fois de la taille des domaines et de la profondeur des branches donne de meilleurs résultats.

2.4.2 Heuristique de choix de valeurs

Lors d’un branchement, lorsque la variable est choisie, il faut choisir la valeur assignée à

cette variable. Les heuristiques de choix de valeurs sont plus spécifiques au problème à

résoudre que les heuristiques de choix de variables. Par exemple, dans le contexte d’un

problème d’optimisation, il est commun durant la recherche de brancher en premier sur la

valeur optimisant la fonction objectif.

Il est possible de combiner le choix de variables et le choix de valeurs. Par exemple, Pesant

et coll. [50] effectuent une estimation du nombre de solutions satisfaisant une contrainte

donnée dans chaque sous-arbre. L’heuristique de choix de variables et de choix de valeurs

choisit la branche de l’arbre menant au plus grand nombre estimé de solutions. Une esti-

mation est utilisée, car il est possible que le problème de compter le nombre de solutions

soit d’une grande complexité, plus précisément #P-complet [51]. De la même façon que

chaque contrainte a un algorithme de filtrage particulier, le nombre de solutions de chaque

contrainte est estimé grâce à un algorithme qui lui est propre. Cette approche a été testée

sur huit problèmes standards de programmation par contraintes et a battu l’état de l’art

dans plusieurs cas. Par contre, il est nécessaire que le problème soit structuré logiquement

pour que cette approche soit efficace.

2.4.3 Heuristique vorace

Une heuristique de branchement doit être un algorithme efficace puisque son utilisation est

une alternative à une résolution exacte qui serait trop longue à compléter. Une approche

courante pour créer un algorithme d’approximation consiste à utiliser un algorithme vo-

race [52], c’est-à-dire un algorithme dont chaque choix est localement optimal et irréversible.
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Ce concept permet d’obtenir rapidement un algorithme à partir d’un modèle : les variables

à instancier deviennent les choix à effectuer dans l’algorithme. C’est d’ailleurs l’approche

utilisée par Gaudreault et coll. [1] pour définir une heuristique de branchement au problème

de rabotage du bois d’oeuvre.

2.5 Stratégie de recherche

En général, la recherche de solutions effectuée par un solveur de contraintes explore un arbre

de recherche. L’arbre est parcouru à l’aide d’un algorithme nommé stratégie de recherche.

Dans le contexte de la programmation par contraintes, une stratégie de recherche est un

algorithme qui construit des solutions partielles. L’algorithme continue sa recherche jusqu’à

l’obtention de la solution désirée ou jusqu’à ce que l’arbre soit parcouru en entier.

Lors de la résolution d’un problème, un arbre de recherche peut contenir trois types de

noeuds : des noeuds ouverts, des noeuds fermés et des noeuds inexplorés. Les noeuds ouverts

constituent la frontière de recherche. Ils sont les noeuds qui sont présentement analysés. Les

noeuds fermés sont les noeuds ayant été parcourus et n’étant plus traités. Enfin, les noeuds

inexplorés sont les noeuds qui sont sous la frontière de recherche. Ils sont des descendants

des noeuds ouverts.

L’ordre dans lequel une stratégie de recherche instancie les variables est défini par l’heu-

ristique de choix de variables et de choix de valeurs. Il est donc important d’étudier les

stratégies de recherche de ces arbres puisque la majorité du temps de traitement d’un

solveur découle de cette recherche.

2.5.1 Depth-First Search (DFS)

L’une des premières stratégies de recherche à avoir été introduite est la recherche en pro-

fondeur (depth-first search ou DFS ). Il s’agit aussi de la plus couramment utilisée. Cet

algorithme est attribué à Davis et Putnam [53] qui ont proposé cette approche pour ré-

soudre des instances du problème SAT.

Si l’une des contraintes ne peut être respectée avec les instanciations effectuées jusqu’à

maintenant durant la recherche, il est nécessaire d’utiliser un mécanisme permettant de

revenir en arrière. L’approche la plus fréquemment utilisée est la fouille avec retour ar-

rière [44]. Ce concept est très simple : les choix faits par la stratégie de recherche sont
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Algorithme 1: DFS([dom(X1), . . . ,dom(Xn)])

1 Candidats← {Xi | i ∈ 1, . . . , n ∧ | dom(Xi)| > 1}
2 if Candidats = ∅ then
3 if dom(X1), . . . ,dom(Xn) satisfait toutes les contraintes then
4 return [dom(X1), . . . ,dom(Xn)]

5 return ∅
6 Xi ← ChoisirUneV ariableSelonHeuristique([dom(X1), . . . ,dom(Xn)])
7 v0, . . . , v|dom(Xi)|−1 ← TrierV aleursSelonHeuristique([dom(X1), . . . ,dom(Xn)], Xi)

8 for j = 0, . . . ,| dom(Xi)| − 1 do
9 s← DFS([dom(X1), . . . ,dom(Xi−1), {vj}, dom(Xi+1), . . .dom(Xn)])

10 if s 6= ∅ then
11 return s

12 return ∅

défaits un à un en commençant par le choix le plus récent jusqu’à ce qu’un nouveau choix

soit possible.

L’idée de la stratégie de recherche DFS est simple : suivre l’heuristique de choix de variable

et de choix de valeur de la racine à la première feuille. Lorsque la stratégie de recherche

atteint un noeud dont la variable associée n’a plus de valeurs à explorer dans son domaine,

elle effectue un retour arrière. L’algorithme revient ainsi sur ses pas et reprend la recherche à

partir du noeud permettant de visiter la prochaine section de l’arbre selon l’ordonnancement

des variables et des valeurs de l’heuristique de branchement. Lorsque toutes les valeurs de

cette variable sont épuisées, un autre retour arrière est effectué et la recherche continue.

L’algorithme 1 exécute une recherche DFS. La condition d’arrêt de la récursion est à la

ligne 2. Si toutes les variables sont instanciées et qu’elles satisfont les contraintes, alors il

s’agit d’une solution et les domaines des variables sont retournés. À la ligne 6, l’heuristique

de choix de variable sélectionne une variable selon les informations obtenues par l’entremise

des domaines de chaque variable. Par la suite, l’heuristique de choix de valeur ordonne les

valeurs du domaine de cette variable (ligne 7). Puis, l’algorithme itère sur ces valeurs

possibles et instancie la variable Xi avec la valeur vj . À partir de cette assignation, un

appel récursif à DFS est effectué à la ligne 9. Si une solution est obtenue par cet appel,

elle est retournée à la ligne 11. Enfin, si le domaine de la variable sélectionnée est épuisé

et qu’aucune solution n’a été trouvée, l’ensemble vide est retourné à la ligne 12.
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1 2 3 54 6 7 8

Figure 2.6 – Ordre de visite des feuilles d’un arbre binaire déterminé par DFS.

Tous les descendants d’un noeud partagent l’assignation de ce noeud. Visuellement, tel

que représenté à la figure 2.6, les feuilles de l’arbre de recherche sont traitées en ordre

chronologique de gauche à droite. À partir d’un noeud donné, DFS traite l’ensemble du sous-

arbre découlant de ce noeud avant d’effectuer un retour arrière permettant de rechercher

à l’extérieur de ce sous-arbre. Cela empêche les premières variables instanciées de changer

de valeur rapidement, ce qui pourrait mener plus tôt à des solutions plus diversifiées. Les

prochaines sections présentent des stratégies de recherche qui favorisent l’exploration hâtive

de solutions diversifiées.

2.5.2 Limited Discrepancy Search (LDS)

Il est possible de suivre de plus près une heuristique de choix de valeurs que ne le fait le

DFS. Harvey et Ginsberg [54] ont introduit le concept de déviation. Une déviation est un

branchement sur une valeur qui ne respecte pas l’heuristique de choix de valeurs, c’est-

à-dire une instanciation d’une variable à une valeur qui n’est pas le premier choix de

l’heuristique. À partir d’une représentation en arbre, tel que décrit à la section 2.3, les

branchements respectant l’heuristique de choix de valeurs sont graphiquement représentés

à gauche et les branchements ne respectant pas l’heuristique sont ordonnés vers la droite,

l’extrême droite ne respectant aucunement l’heuristique. Dans le cas d’un arbre binaire,

chaque branchement à droite ne respecte pas l’heuristique de choix de valeur. Chacun de

ces branchements ajoute une déviation au chemin emprunté entre la racine et le noeud

courant.

Dans le cas où le modèle contient des variables non binaires, les déviations peuvent être

comptées de deux façons. La première méthode consiste à considérer le choix de l’heuris-

tique comme zéro déviation et les autres choix comme une déviation. La seconde méthode
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nécessite que les choix de l’heuristique soient ordonnés. Dans ce cas, tel que représenté à la

figure 2.7, le premier choix de l’heuristique compte pour zéro déviation, le deuxième pour

une déviation, le troisième pour deux déviations et ainsi de suite.

LDS effectue la recherche dans l’arbre par itérations. Durant la i-ème itération, LDS visite

les feuilles de l’arbre de recherche ayant exactement i− 1 déviations. La figure 2.8 identifie

les chemins parcourus à chaque itération de LDS dans l’arbre de recherche représentant

un modèle de trois variables binaires. Il est important de noter que nous présentons les

itérations de la version modifiée de LDS, nommée Improved Limited Discrepancy-based

Search (ILDS) décrite par Korf [55] qui permet d’éviter de visiter plus d’une fois chaque

feuille. La version originale de LDS proposée par Harvey et Ginsberg visite toutes les feuilles

ayant entre 0 et i−1 déviations durant l’itération i. L’algorithme 2 lance les itérations pour

visiter toutes les feuilles en ordre croissant de déviation en appelant l’algorithme 3, nommé

LDS-Probe. Ce dernier effectue une itération qui visite toutes les feuilles qui ont exactement

k déviations. Plus en détail, les lignes 1 à 5, l’algorithme vérifie qu’au moins une variable

n’est pas instanciée. Sinon, le respect des contraintes est vérifié. Si toutes les contraintes

sont respectées, l’assignation est retournée, sinon l’ensemble vide est retourné. Par la suite,

une variable est sélectionnée selon l’heuristique de choix de variable à la ligne 6. Puis, le

nombre de déviations minimal (d) et maximal (d) de la variable sélectionnée est calculé aux

lignes 8 et 9. Les déviations sont calculées en supposant que les choix sont ordonnés, comme

dans la figure 2.7. Le choix j correspond donc à j − 1 déviations. Enfin, pour chacune de

ces déviations, l’algorithme est appelé récursivement à la ligne 12.

0 1 1 2 1 2 2 3 2 3 3 4

0 1 1 2 2 3

0 1 2

0

Figure 2.7 – Un arbre de recherche avec le nombre de déviations à chaque noeud. Le i-ème
choix ordonné ajoute i− 1 déviations.

Lorsque l’heuristique de choix de valeurs utilisée est efficace, c’est-à-dire qu’elle fait les bons

choix dans au moins 50% des cas, LDS obtient une solution réalisable plus rapidement que

DFS. Cela a un grand impact lorsque de bonnes heuristiques de branchement sont connues

pour un problème. C’est d’ailleurs le cas du problème de planification et d’ordonnancement
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10 1 1 2 2 2 3

(a) Première itération.

10 1 1 2 2 2 3

(b) Deuxième itération.

10 1 1 2 2 2 3

(c) Troisième itération.

10 1 1 2 2 2 3

(d) Quatrième itération.

Figure 2.8 – Itérations de LDS dans un arbre binaire de trois variables. Les noeuds en
gras sont ceux visités au cours de l’itération.
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Algorithme 2: LDS([dom(X1), . . . ,dom(Xn)])

1 for k = 0..n do
2 s← LDS-Probe([dom(X1), . . . ,dom(Xn)], k)
3 if s 6= ∅ then return s

4 return ∅

Algorithme 3: LDS-Probe([dom(X1), . . . ,dom(Xn)], k)

1 Candidats← {Xi | i ∈ 1, . . . , n ∧ | dom(Xi)| > 1}
2 if Candidats = ∅ then
3 if dom(X1), . . . ,dom(Xn) satisfait toutes les contraintes then
4 return [dom(X1), . . . ,dom(Xn)]

5 return ∅
6 Choisir une variable Xj ∈ Candidats
7 Soit v0, . . . , v| dom(Xj)|−1 les valeurs dans dom(Xj) triées par l’heuristique.

8 d← max(0, k −∑Xa∈Candidats\{Xj}(| dom(Xa)| − 1))

9 d← min(|dom(Xj)| − 1, k)

10 for d = d..d do
11 s← LDS-Probe([dom(X1), . . . ,dom(Xj−1), {vd},
12 dom(Xj+1), . . . ,dom(Xn)], k − d)
13 if s 6= ∅ then return s

14 return ∅

des opérations de rabotage du bois d’oeuvre qui sera présenté au chapitre 4. LDS a été

utilisé pour améliorer la vitesse de résolution de ce problème.

2.5.3 Depth-Bounded Discrepancy Search (DDS)

Depth-bounded Discrepancy Search (DDS) [56] est une autre stratégie de recherche basée

sur les déviations. Cette stratégie de recherche suppose que les mauvais choix potentiels

de l’heuristique de branchement sont plus susceptibles d’être faits dans le haut de l’arbre

de recherche, car moins d’information est connue à cet endroit. Cette supposition implique

que la stratégie de recherche devrait reconsidérer en premier ses choix au haut de l’arbre

de recherche.

À partir d’un arbre de recherche de profondeur n, DDS effectue n + 1 itérations, numé-
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roté 0 à n. Durant l’itération i, DDS effectue une recherche DFS jusqu’à la profondeur

i de l’arbre. Lorsqu’un noeud à la profondeur i est atteint, un branchement à droite est

effectué, suivi d’une série de branchements à gauche jusqu’à ce qu’une feuille soit atteinte.

La figure 2.9 présente les différentes itérations de DDS explorant un arbre de recherche

formé par trois variables binaires. Les noeuds visités au cours de chaque itération sont en

gras. L’algorithme 4, nommé DDS, lance les itérations en ordre croissant de profondeur

en appelant l’algorithme 5, nommé DDS-Probe. Ce dernier lance une itération qui effectue

une recherche équivalente à DFS jusqu’à la profondeur k pour ensuite brancher une fois

sur les valeurs ne respectant par l’heuristique et enfin brancher toujours à gauche jusqu’à

l’atteinte d’une feuille.

Algorithme 4: DDS([dom(X1), . . . ,dom(Xn)])

1 for k = 0..n do
2 s← DDS-Probe([dom(X1), . . . ,dom(Xn)], k)
3 if s 6= ∅ then return s

4 return ∅

Algorithme 5: DDS-Probe([dom(X1), . . . ,dom(Xn)], k)

1 Candidats← {Xi | i ∈ 1, . . . , n ∧ | dom(Xi)| > 1}
2 if Candidats = ∅ then
3 if dom(X1), . . . ,dom(Xn) satisfait toutes les contraintes then
4 return dom(X1), . . . ,dom(Xn)

5 return ∅
6 Choisir une variable Xj ∈ Candidats
7 Soit v0, . . . , v| dom(Xj)|−1 les valeurs dans dom(Xj) triées par l’heuristique.

8 if k = 1 then d← 1
9 else d← 0

10 if k = 0 then d← 0

11 else d← |dom(Xj)| − 1

12 for d = d..d do
13 s← DDS-Probe([dom(X1), . . . ,dom(Xj−1), {vd},
14 dom(Xj+1), . . . ,dom(Xn)],max(0, k − 1))
15 if s 6= ∅ then return s

16 return ∅
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2.5.4 Autres stratégies basées sur les déviations

Prosser et Unsworth [57] ont remarqué qu’ILDS proposé par Korf ne respectait pas l’ordre

de visite des feuilles dans une itération tel qu’établi dans l’algorithme LDS d’origine de

Harvey et Ginsberg. Ils concluent que l’ordre de ces visites entre les deux approches ne

permet pas de distinguer un gain de performance clair pour l’une ou l’autre des approches.

Furcy et Koenig [58] ont adapté LDS aux stratégies de recherche par faisceau (« beam

search »). Les stratégies de recherche par faisceau gardent en mémoire plusieurs noeuds

ouverts par niveaux de l’arbre. Pour chaque niveau de l’arbre de recherche, une tranche

d’au plus b noeuds sont ouverts. La valeur b correspond à la largeur du faisceau. Les auteurs

définissent l’algorithme Beam search Using Limited discrepancy Backtracking (BULB) à

l’aide d’une modification à l’algorithme LDS explorant des intervalles de déviations pour

avoir accès simultanément à un plus grand nombre de noeuds par niveau. Ces noeuds

ouverts doivent être ceux ayant le minimum de déviations. Cela permet d’obtenir une

meilleure borne sur la fonction objectif au coût d’une plus grande quantité d’espace mémoire

utilisé. La figure 2.10 montre un exemple d’arbre de recherche sur deux variables, x et y

avec une largeur de faisceau de 3. L’heuristique de branchement choisit en premier les

noeuds ayant la plus petite somme. Les noeuds en noir représentent la première tranche.

Lorsque l’algorithme effectue un retour arrière, les noeuds de la tranche traitée sont fermés

et les noeuds de la tranche suivante à la même profondeur sont ouverts.

Le concept de déviation peut aussi être utilisé en dehors des stratégies de recherche. Milano

et Roli [59] ont proposé la méthode de recherche locale Climbing Discrepancy Search (CDS)

en se basant sur LDS. La stratégie de recherche modifie partiellement une solution existante

pour l’améliorer. À partir de cette amélioration, une nouvelle itération est lancée pour

tenter d’améliorer cette nouvelle solution. Les auteurs reprennent le concept de déviations

pour guider leur choix durant l’exploration de l’espace de recherche autour de la meilleure

solution connue. Le noeud correspondant à zéro déviation est ouvert et traité en premier.

Les noeuds incluant une déviation sont ensuite traités, puis ceux incluant deux déviations

et ainsi de suite jusqu’à ce qu’une solution avec une meilleure valeur objectif soit trouvée.

Lorsqu’une nouvelle solution est trouvée, le compteur de déviation est remis à zéro et

l’exploration de noeuds continue autour de cette solution. Hmida et coll. [60] ont par la

suite combiné les concepts de Depth-Bounded Discrepancy Search (DDS) et de CDS pour

obtenir Climbing Depth-bounded Discrepancy Search (CDDS).
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2.5.5 Redémarrage

Le redémarrage est une approche proposée par Harvey [61] qui permet de recommencer la

recherche à la racine lorsqu’une condition est atteinte. Cela permet d’éviter de rester dans

une partie de l’arbre de recherche peu prometteuse, tel que le fait parfois DFS. Lors d’un

redémarrage, le domaine des variables est réinitialisé et la recherche reprend à la racine de

l’arbre de recherche. Les branches déjà parcourues ne sont pas nécessairement revisitées,

car la recherche se base sur des heuristiques de branchement incluant un aspect aléatoire.

L’utilisation de no-goods peut aussi éviter de visiter à plusieurs reprises des sous-arbres.

Une stratégie de redémarrage consiste en une suite de nombres (t1, t2, t3, . . .) représentant

le nombre d’étapes effectuées par la stratégie de recherche avant de redémarrer. La défini-

tion d’une étape de l’algorithme de recherche dépend de la stratégie de redémarrage. Par

exemple, il pourrait s’agir du nombre de noeuds parcouru ou du nombre de retours arrière

effectués depuis le dernier redémarrage. Une fois que l’algorithme a effectué t1 étapes, un

redémarrage est effectué et la recherche recommence à partir de la racine avec un compteur

d’étapes remis à zéro. Puis, lorsque l’algorithme atteint t2 étapes, un deuxième redémarrage

est effectué et ainsi de suite.

2.6 Programmation mathématique

La programmation mathématique [62] est une alternative à la programmation par contraintes

qui est fréquemment utilisée en pratique. Un programme mathématique est essentiellement

un problème d’optimisation sous contraintes dont les contraintes sont restreintes à des éga-

lités et inégalités linéaires. La programmation mathématique inclut, entre autres, les pro-

grammes linéaires. Un programme linéaire est défini par un modèle de la forme (2.5). Dans

ce type de modèle, l’objectif est de minimiser la multiplication du vecteur de constantes

c (transposé) par le vecteur d’inconnues x. Le domaine des inconnues est l’ensemble des

réels positifs R+. La fonction objectif est sujette à un ensemble de contraintes définies par

l’équation Ax = b où A est une matrice de constantes et b un vecteur de constantes.

Minimiser cTx

Sujet à Ax = b

xi ∈ R+

(2.5)
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La programmation linéaire se distingue principalement par ses méthodes de résolutions. Le

problème peut être résolu à l’aide de l’algorithme du simplexe [63]. L’algorithme du simplexe

profite de la propriété de convexité de l’espace des solutions : l’algorithme se déplace sur la

bordure de l’espace de recherche jusqu’à ce qu’il trouve une solution localement optimale.

Puisque le problème est convexe, il s’agit aussi de la solution globalement optimale.

Si le modèle contient des variables entières et des variables réelles, comme dans le mo-

dèle (2.6), il s’agit d’un programme mixte en nombres entiers (Mixed-Integer Programming,

MIP). Dans ce modèle, c, d, k et l sont des vecteurs de constantes, A,B sont des matrices

de constantes et x,y sont des vecteurs d’inconnues.

Minimiser cTx+ dT y

Sujet à Ax = k

By = l

x ∈ Nn

y ∈ Rn

(2.6)

Dans ce cas, la plupart des solveurs effectuent un branch-and-bound sur les variables en-

tières jusqu’à ce qu’il ne reste que des variables réelles. Une borne est calculée à chaque

branchement en relaxant une partie du modèle. La relaxation linéaire [64] est une borne

couramment utilisée. Les variables entières sont redéfinies comme étant de type réel. Le

modèle linéaire résultant peut être rapidement résolu à l’aide de l’algorithme du simplexe.

Cette solution du modèle relaxé est une borne optimiste de la solution réelle, car elle n’est

pas garantie d’être entière. Si la solution est tout de même entière, il s’agit alors d’une

solution optimale au sous-problème créée par les instanciations précédentes. Cette approxi-

mation est utilisée pour déterminer s’il est judicieux de continuer la recherche dans cette

branche. Lorsque toutes les valeurs entières sont instanciées, l’algorithme du simplexe est

appliqué sur ces variables réelles.

Lors d’un retour arrière, il est possible de retirer de l’information permettant de réduire

le domaine des variables. Les coupes de Gomory [65] sont des contraintes ajoutées à un

modèle de programmation mixte en nombres entiers permettant de retirer une partie de

l’espace de recherche ne contenant pas de solution optimale entière.
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2.7 Conclusion

Nous avons présenté les concepts de base de la programmation par contraintes. La plupart

de ces méthodes sont utilisées au coeur des contributions de cette thèse afin de résoudre le

problème de planification et d’ordonnancement des opérations de rabotage du bois d’oeuvre.

La représentation en arbre de la recherche ainsi que l’ordre de recherche est extrêmement

important lorsqu’une heuristique de branchement spécifique au problème à résoudre est

connue. Entre autres, nous parallélisons les principales stratégies de recherche présentées

en plus d’utiliser un modèle de programmation mathématique.
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(a) Première itération, profondeur 0.

0

(b) Deuxième itération, profondeur 1.

10 1 1

(c) Troisième itération, profondeur 2.

10 1 1 2 2 2

(d) Quatrième itération, profondeur 3.

Figure 2.9 – Itérations de DDS dans un arbre binaire de trois variables. Les noeuds en
gras sont ceux visités au cours de l’itération.
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Figure 2.10 – Un exemple d’arbre de recherche d’une stratégie de recherche par faisceau.
Chaque noeud contient la distance de Manhattan par rapport à l’origine.
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Chapitre 3

Parallélisme en programmation

par contraintes

Depuis 1965, la conjecture de Moore [66] décrit adéquatement l’évolution de la puissance de

calcul des processeurs informatique. Cette conjecture énonce que le nombre de transistors

que l’on peut placer sur un microprocesseur double tous les deux ans. Or, le développement

de processeurs risque, dans un futur prochain, d’atteindre une limite physique [67]. L’utili-

sation de plusieurs processeurs simultanément est une nouvelle opportunité permettant de

contourner cette limite. Puisque d’importants problèmes industriels peuvent être modélisés

à l’aide de contraintes, le développement d’approches parallèles touchant la programmation

par contraintes est un domaine de recherche avec de fortes applications pratiques.

Dans ce chapitre, nous souhaitons décrire les bases théoriques et pratiques du calcul pa-

rallèle appliquées à la programmation par contraintes. Pour ne pas confondre le terme

processeur avec le concept de processeurs multicoeurs, le terme travailleur est utilisé dans

cette thèse pour désigner une unité de calcul.

3.1 Mesures de performance

La raison première de l’utilisation du parallélisme est d’obtenir un gain de performance par

rapport à une approche séquentielle. Pour mesurer les différentes méthodes de parallélisa-

tion, il est nécessaire d’établir des mesures de performances. Nous définissons dans cette

section les différentes mesures standards utilisées pour mesurer les performances d’algo-
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rithmes parallèles.

3.1.1 Accélération

L’accélération (speedup) est un ratio qui décrit la vitesse de traitement gagné en utilisant

un algorithme parallèle, comparé à un algorithme séquentiel. Cette mesure doit être faite

sur des ordinateurs physiquement identiques pour garantir que le gain obtenu provienne

uniquement de l’algorithme mesuré.

Pour mesurer la durée d’une tâche, deux mesures de temps sont utilisées : le temps horloge

(wall-clock time) et le temps CPU. Le temps horloge est le temps écoulé entre le début

et la fin de la tâche. Le temps CPU est la durée de temps où le travailleur est utilisé

pour accomplir la tâche mesurée. Cela exclut le temps où le CPU attend la fin d’autres

opérations effectuées par l’ordinateur, tel qu’un accès au disque, une connexion réseau,

l’exécution d’un processus système ou même l’exécution d’un autre programme.

Soit T1 le temps d’exécution d’un algorithme séquentiel et Tρ est le temps d’exécution sur

ρ travailleurs de la version parallèle de cet algorithme. Le temps horloge ou le temps CPU

peuvent être utilisés. Bien entendu ces deux mesures donnent des informations différentes.

L’accélération calculée à partir du temps horloge donne une mesure du gain de vitesse global

sur un ordinateur alors que l’utilisation du temps CPU donne une mesure plus abstraite du

gain de vitesse obtenu puisqu’elle ne dépend pas d’éléments physiques tels que de la vitesse

d’accès à la mémoire. L’accélération relative Sρ est définie par Sρ = T1
Tρ

où ρ est le nombre

de travailleurs. Si nous comparons, de la même façon, le meilleur algorithme séquentiel

existant pour un problème donné par rapport à un algorithme parallèle pour ce même

problème, nous obtenons l’accélération absolue. Cette dernière mesure est particulièrement

utile lorsqu’un algorithme parallèle n’a pas de version séquentielle équivalente. Il est alors

naturel de le comparer à l’état de l’art des algorithmes séquentiels pour ce même problème.

Supposons un algorithme parallèle utilisant ρ travailleurs. Si l’accélération est égale à ρ,

il s’agit alors d’une accélération parfaitement linéaire. Si l’accélération est supérieure à ρ,

on dit que l’accélération est superlinéaire. Bien que surprenant, il est possible en pratique

d’obtenir une accélération superlinéaire dans plusieurs situations. Dans ce cas, il est possible

que l’algorithme séquentiel ne soit pas efficace et il gagnerait à être modifié afin de simuler,

avec un seul travailleur, le travail que fait l’algorithme parallèle avec plusieurs travailleurs.
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Une autre façon d’obtenir une accélération superlinéaire provient de l’utilisation du gain

de mémoire associé aux travailleurs supplémentaires, que ce soit de la mémoire vive ou

de la mémoire cache. Lorsque l’on ajoute des travailleurs, la quantité de mémoire totale

disponible augmente également puisqu’un plus grand nombre d’ordinateurs sont utilisés.

Si l’on peut diviser les données nécessaires au traitement du problème de façon à ce que

chaque travailleur n’ait plus à échanger de données entre les différents types de mémoire

durant le calcul, un fort gain de performance est alors obtenu. De plus, si une accélération

linéaire était déjà présente lors de la parallélisation, l’accélération additionnelle due à la mi-

nimisation des communications nous permet d’obtenir une accélération superlinéaire. Par

exemple, Ristov et Gusez [68] utilisent ce phénomène pour obtenir un algorithme parallèle

permettant d’effectuer des multiplications de matrices dont l’accélération est superlinéaire.

En plus d’utiliser l’ajout de mémoire cache causé par les travailleurs additionnels, ils mi-

nimisent le nombre de changements de l’information stockée dans cette mémoire.

3.1.2 Charge de travail

Durant l’exécution d’un algorithme parallèle, la charge de travail est la quantité d’opé-

rations effectuées par chaque travailleur. Si la charge de travail est égale pour chaque

travailleur, le temps CPU de chaque travailleur sera équivalent. Si, au contraire, la charge

de travail n’est pas uniforme entre les travailleurs, le travailleur avec la plus petite charge

de travail terminera avant les autres et sera inactif pendant que les autres travailleurs

terminent leurs calculs. Il est important de diviser également la charge de travail, afin de

minimiser les périodes où des travailleurs sont inactifs, car cela permet de minimiser le

temps horloge de la tâche à effectuer. le temps CPU total reste le même, peu importe la

division de la charge de travail. Nous présentons dans les prochaines sous-sections quelques

approches classiques permettant de répartir la charge de travail lors de la résolution de

problèmes de satisfaction de contraintes.

3.2 Méthodes de parallélisation

3.2.1 Mémoire partagée

La méthode de parallélisation la plus simple pour une recherche en arbre consiste à partager

en mémoire l’état de l’arbre de recherche. Une liste de noeuds pour lesquels il existe au

moins un enfant n’ayant pas été visité (noeuds ouverts) est gardée en mémoire et utilisée
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par les travailleurs. Un ensemble de noeuds à traiter est assigné à chaque travailleur. Une

fois leur tâche complétée, les travailleurs manquant de travail prennent en charge les noeuds

les plus prometteurs dans la liste. Ces nouveaux noeuds sont obtenus par les travailleurs en

communiquant entre eux pour ne pas traiter deux fois le même noeud. Même si la mémoire

est partagée, cette transmission d’informations consiste en des communications. Cela peut

ralentir le traitement des travailleurs qui doivent attendre que la liste de noeuds soit mise

à jour.

En définissant des fonctions d’évaluations des noeuds, il est possible d’implémenter diffé-

rentes stratégies de recherche telles que la recherche en profondeur (DFS) ou la recherche

en largeur. Perron [69] propose une approche de ce type. De bonnes performances sont fré-

quemment présentées avec cette approche. Par exemple, Vidal et coll. [70] ont implémenté

une version parallèle de l’algorithme Best-First Search et ont utilisé efficacement jusqu’à

64 travailleurs.

Malgré que ce type de mécanisme offre intrinsèquement un excellent équilibre de la charge

de travail, il est difficile de l’étendre à un très grand nombre de travailleurs. Lorsque le temps

utilisé par les communications pour obtenir des noeuds dépasse le temps de traitement de

ces noeuds, les performances commencent à décrôıtre dues à une trop grande quantité de

communications. En autre, à chaque fois qu’un travailleur traite un noeud, il doit le signaler

à l’ensemble des autres travailleurs afin d’éviter que ce noeud soit traité à plusieurs reprises.

De plus, la liste de noeuds doit être réordonnée selon les informations obtenues durant la

recherche pour pouvoir traiter en premier les noeuds les plus prometteurs.

3.2.2 Division statique

La division statique de l’espace de recherche est une approche très courante dans la lit-

térature [71]. Elle consiste à diviser l’arbre de recherche de la façon la plus égale possible

avant le travail. Cela permet en théorie de diviser également la charge de travail de chaque

travailleur. Par contre, il est peu probable que les sous-arbres, représentant des parties de

l’espace de recherche, soient de même taille. Cette approche ne peut donc pas être utilisée

sur un grand nombre de travailleurs, car le problème de diviser également un arbre quel-

conque est NP-difficile. Évaluer la taille d’un sous-arbre dont les variables sont sujettes à

une seule contrainte All-Different est #P-complet [50, 51]. En effet, ceci revient à compter

le nombre de solutions de la contrainte All-Different. Généralement, les problèmes #P-
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complets sont considérés encore plus difficiles que les problèmes NP-complets. La division

de l’arbre de recherche est donc une approximation, ce qui est la plus grande faiblesse de

cette approche.

Dans le cas où l’arbre de recherche n’est pas divisé équitablement, un travailleur aura une

plus grande charge de travail que les autres. Par exemple, si nous supposons un arbre de

recherche binaire, un algorithme parallèle très simple consiste à assigner la branche de

gauche de la racine au premier travailleur et la branche de droite au deuxième travailleur.

Il est possible que le sous-arbre de gauche puisse être exploré entièrement dû au filtrage

alors que le sous-arbre de droite demande une recherche plus longue avant de pouvoir être

exploré entièrement [72]. Dans ce cas, le deuxième travailleur a une plus grande charge de

travail que le premier, car l’arbre de recherche est débalancé une fois que les algorithmes

de filtrage sont appliqués. Comparé à une situation où l’arbre de recherche est équilibré,

le temps CPU total restera le même, mais le temps horloge sera beaucoup plus grand. En

effet, le travailleur ayant la plus grande charge de travail continuera à travailler pendant

que les autres travailleurs auront terminé leurs tâches et seront inactifs.

Allouche et coll. [73] utilisent une méthode de décomposition statique basée en sous-

problèmes représentant des solutions partielles. Les sous-problèmes sont déterminés à l’aide

d’un algorithme dédié au problème que les auteurs souhaitent résoudre, soit des problèmes

de satisfaction de contraintes pondérées [74]. Chaque sous-problème est résolu en parallèle

à l’aide d’un algorithme séquentiel. Les auteurs démontrent qu’une décomposition parallèle

où chaque travailleur commence avec une solution partielle peut donner de bons résultats si

une décomposition efficace déterminant le nombre des variables instanciées avant la décom-

position est connue. Dans le cas des problèmes de satisfaction de contraintes pondérées, les

auteurs ont trouvé une telle décomposition, mais cette approche n’est pas encore généralisée

à d’autres problèmes.

Otten et Dechter [75] approchent la question de la décomposition statique d’un point de vue

d’apprentissage automatique et statistique. Les auteurs proposent d’estimer la taille des

différents sous-arbres afin de balancer la charge de travail des travailleurs. Ils analysent des

méthodes d’apprentissage basées sur différents cas, en ordre grandissant de généralisation :

une seule instance d’un problème, une classe de problème et un ensemble de classes de

problèmes. Cette approche a permis d’obtenir un gain d’environ 50% lorsque comparée à

une parallélisation basée sur une division statique à une hauteur fixe de l’arbre de recherche.
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Par contre, le nombre de sous-problèmes à assigner à chaque travailleur reste une valeur

difficile à déterminer à priori. Assigner plus de sous-problèmes à chaque travailleur peut

augmenter l’accélération, mais un trop grand nombre de sous-problèmes peut avoir l’effet

inverse et ralentir la recherche, due à une redondance des traitements de sous-problèmes

similaires.

Suite aux travaux que nous présenterons au chapitre 5, Fischetti et coll. [76] ont publié un

article reprenant le même type de parallélisation, soit une division statique effectuée durant

la recherche sans communication entre les travailleurs. Leur approche se distingue par une

phase d’échantillonnage déterministe effectuée par tous les travailleurs. Durant cette phase,

une estimation de la difficulté des noeuds de l’arbre de recherche est effectuée. Les noeuds

sont ensuite assignés en alternance aux travailleurs en ordre de difficulté décroissante.

Puisqu’il s’agit d’une estimation, il est possible que les travailleurs n’obtiennent pas des

charges de travail égales. Lorsqu’un travailleur termine sa tâche avant les autres, il envoie

sa meilleure solution à un travailleur responsable de la fusion des résultats. Ce travailleur

peut être un travailleur prédéterminé avant la recherche ou un travailleur ayant terminé

sa tâche avant les autres. Les auteurs misent sur une approche générale qui est simple à

implémenter dans des solveurs existants, tels que Gecode [77]. Par contre, aucune garantie

théorique n’est donnée sur les propriétés de cette parallélisation.

Cire et coll. [78] reprennent aussi l’idée que nous présentons au chapitre 5 pour l’appli-

quer au concept de redémarrage. Lorsque la recherche atteint un certain nombre d’échecs,

sous forme de retours arrière, la recherche est redémarrée à la racine de l’arbre. Luby et

coll. [79] ont élaboré une séquence optimale de nombre d’échecs après lesquels effectuer un

redémarrage. Cette séquence est optimale lorsqu’aucune information n’est connue sur la

distribution des temps de calcul de l’arbre de recherche. À partir de cette séquence, Cire

et coll.assignent en alternance aux travailleurs ces nombres d’échecs avant un redémarrage.

Plutôt que d’effectuer cette assignation selon une méthode round-robin, tel que nous le

présentons au chapitre 5, chaque nombre de Luby est assigné au travailleur ayant la plus

petite somme de nombre d’échecs jusqu’à maintenant. Cela permet de balancer la charge de

travail effectuée avant un redémarrage. Cette parallélisation permet d’obtenir, jusqu’à 64

travailleurs, une accélération linéaire sur différents problèmes standards de programmation

par contraintes.
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3.2.3 Vol de travail

Une alternative à la décomposition statique consiste à diviser le travail dynamiquement

durant la recherche. Le vol de travail (work-stealing) [80], a été développé pour contourner

les inconvénients de la division statique. Le vol de travail consiste à rééquilibrer dynamique-

ment la charge de travail entre les travailleurs durant la recherche. Des noeuds de l’arbre

de recherche appartenant à des travailleurs ayant trop de travail sont réassignés à des tra-

vailleurs manquants de travail. Les noeuds sont donc volés à un travailleur pour les assigner

à un autre. Cela permet de rediviser le travail de façon à ce que chaque travailleur ait une

charge de travail équivalente. Il est possible de rediviser le travail à intervalles réguliers.

Cet intervalle peut être basé, par exemple, sur le temps ou un nombre de noeuds parcourus.

Cette division du travail peut être répétée jusqu’aux feuilles de l’arbre pour obtenir une

liste de noeuds à traiter pour chaque travailleur.

Le vol de travail utilise une liste de noeuds ouverts. Au début de la recherche, la liste de

noeuds ouverts ne contient que la racine de l’arbre. Les travailleurs traitent les noeuds de

la liste pour effectuer la recherche. Chaque travailleur peut fermer un noeud ouvert en le

retirant de la liste et en y ajoutant ses noeuds enfants. Les travailleurs peuvent aussi fermer

des noeuds ne menant pas à une solution.

Cette approche peut être implémentée à l’aide d’un travailleur dédié à la répartition du

travail (un travailleur mâıtre) [81] ou de façon intrinsèque entre les travailleurs [82]. Dans le

cas d’un système contenant un grand nombre de travailleurs, il est favorable de subdiviser

les travailleurs par groupes physiquement proches (grappe de calcul) pour minimiser le

temps de communications [82, 83]. Xie et Davenport [84] rapportent aussi des résultats

encourageants par rapport au vol de travail. Leur approche est basée sur un ensemble de

travailleurs mâıtres qui effectuent de l’allocation dynamique et hiérarchisée du travail. Cette

approche est semblable au vol de travail à quelques exceptions près. Lorsqu’un travailleur a

terminé sa tâche, il communique avec son travailleur mâıtre plutôt qu’avec l’ensemble des

autres travailleurs. Le travailleur mâıtre connâıt la liste de noeuds ouverts des travailleurs

et il redistribue ces noeuds selon l’approche de vol de travail. Cela réduit la quantité de

communications nécessaire pour synchroniser la distribution des noeuds. Cette approche

permet une augmentation du nombre de travailleurs qui peuvent être utilisés avant que les

performances ne décroissent.

Chu et coll. [85] décrivent un algorithme permettant, à partir d’un niveau de confiance à
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chaque noeud, d’effectuer du vol de travail. Le niveau de confiance associé à un noeud de

l’arbre de recherche est le ratio estimé des densités de solutions de ses sous-arbres. La densité

de solutions est le nombre de solutions réalisables divisé par le nombre d’assignations

possible des variables. Intuitivement, on peut voir le niveau de confiance comme étant une

probabilité d’obtenir une solution si toutes les feuilles du sous-arbre sont analysées.

L’idée générale de cet algorithme est d’attribuer à chaque sous-arbre une fraction des

travailleurs utilisés qui correspond au niveau de confiance de ce sous-arbre. Par exemple,

si la branche de gauche d’un arbre a un niveau de confiance de 0.80, nous assignerons 80%

des travailleurs à cette branche.

Les niveaux de confiance sont initialement approximés de façon probabiliste. Ils sont mis

à jour durant la recherche selon les informations obtenues. Ces principes ont été implantés

à l’intérieur du solveur Gecode [77].

Xie et Davenport démontrent que les performances avec cette approche grandissent linéai-

rement avec le nombre de processeurs jusqu’à 256 travailleurs. Les expérimentations faites

sur des instances d’un problème d’ordonnancement montrent une accélération linéaire et

parfois superlinéaire, selon les instances. Ils considèrent que les pertes de performances

obtenues, lorsque plus de 256 travailleurs sont utilisés, sont attribuables à la faible décom-

position statique du problème.

Il est difficile d’étendre le vol de travail à un très grand nombre de travailleurs, car une

trop grande quantité de communications réduit les performances à un point tel qu’il est

préférable d’utiliser moins de travailleurs. La charge de travail supplémentaire reliée aux

communications devient trop grande pour augmenter les performances lors de l’ajout de

travailleurs supplémentaires.

3.2.4 Portfolio

Puisque les communications deviennent problématiques à grande échelle, plusieurs alterna-

tives au vol de travail minimisent les communications. La séparation équitable du travail

parmi les travailleurs avant le lancement de la recherche est une façon possible de procéder

qui requiert peu de communications. Par contre, nous avons vu à la section 3.2.2 que la

séparation équitable du travail peut être complexe à obtenir. Une alternative consiste à

donner la tâche entière à chaque travailleur qui la traitera d’une façon qui lui est propre.
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Les travailleurs effectuent alors une course pour obtenir une solution le plus rapidement

possible. Le travailleur obtenant la solution le plus rapidement est le gagnant. Cette ap-

proche porte le nom de recherche portfolio. C’est la stratégie retenue par l’auteur du solveur

ManySat [86]. Ce solveur a d’ailleurs gagné la compétition Sat-Race en 2008. Cette stratégie

a fait ses preuves face à des problèmes industriels et artificiels.

Par contre, il est difficile d’étendre cette approche à un nombre arbitraire de travailleurs

puisqu’il faut définir des paramètres de recherche différents pour chacun. Il existe un très

grand nombre de configurations possible et il est difficile de prévoir leur qualité. Leurs

paramètres sont typiquement établis manuellement selon le modèle utilisé et de façon à

être complémentaires entre eux. Ces paramètres peuvent inclure, entre autres, le type des

domaines des variables (représentation énumérée ou en intervalle), la stratégie de recherche

utilisée, le choix des heuristiques ou l’utilisation de contraintes redondantes. Tout élément

pouvant être modifié dans un solveur sans changer la validité des solutions obtenues devient

un paramètre potentiel pour cette approche.

Des concepts d’apprentissage automatique (machine learning) peuvent aussi être utilisés

pour définir des configurations efficaces de solveurs [87, 88]. Ces configurations peuvent être

utilisées pour obtenir une parallélisation plus efficace à l’aide d’une approche portfolio. Nous

retrouvons donc la parallélisation à deux moments : durant la recherche d’une configuration

efficace et par la suite lors de la recherche complète effectuée à partir des configurations

retenues. Lorsque de grandes banques de problèmes variées sont disponibles, cela apporte

généralement de bons résultats. Par contre, créer de telles banques de problèmes est un

travail long et complexe. De plus, plusieurs problèmes n’ont pas présentement de banques

d’instances suffisamment étoffées pour que cette approche soit performante.

Bien que l’idée derrière l’approche par portfolio soit de laisser les solveurs compétitionner

sans communication, il est possible de les faire coopérer notamment en les faisant partager

des no-goods [89]. Une approche possible pour partager ces no-goods consiste à les ajouter

dynamiquement au modèle en tant que nouvelle contrainte. Les no-goods sont partagés

entre les modèles utilisés par les différents travailleurs. Puisque chaque travailleur effectue

une recherche différente, les no-goods sont générés dans un ordre qui peut différer. Cette

différence dans le parcours des no-goods est une force de cette approche, car chaque tra-

vailleur réduit potentiellement son arbre de recherche à chaque communication avec les

autres travailleurs.
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3.2.5 Parallélisme embarrassant

Un algorithme effectue un parallélisme embarrassant [90] si sa parallélisation est très simple

dû à sa nature : le problème se décompose naturellement en sous-problèmes indépendants.

Le parallélisme embarrassant est habituellement une approche très simple à programmer

lorsque le problème se prête bien à cette division. Or, dans le cas de la programmation

par contraintes, le problème doit généralement inclure un pré-traitement pour diviser le

problème en sous-problèmes pouvant être résolus indépendamment. C’est sur ce point que

cette approche se distingue de la division statique.

Régin et coll. [91] divisent un problème de programmation par contraintes en un grand

nombre de sous-problèmes. Cette approche se divise en trois étapes : la division des tâches,

l’assignation des tâches aux travailleurs et la récolte des résultats.

La division des tâches consiste en une décomposition du problème en sous-problèmes qui

ne sont pas détectés comme étant irréalisables. Cette méthode écarte une partie des sous-

problèmes qui ne peuvent mener à une solution. Afin d’énumérer ces sous-problèmes, les

auteurs utilisent une variation de la stratégie de recherche DFS : Depth-Bounded Depth

First Search (DBDFS). De façon similaire à la stratégie de recherche DDS présentée à la

section 2.5.3, cette stratégie de recherche traite l’arbre de recherche jusqu’à une profondeur

donnée en paramètre. La décomposition est effectuée en parallèle : en un premier temps,

n sous-problèmes sont trouvés séquentiellement et donnés aux n travailleurs. Puis ces tra-

vailleurs subdivisent ces sous-problèmes plus finement jusqu’à l’obtention du nombre de

sous-problèmes par travailleur passé en paramètre. Afin de définir ces sous-problèmes, l’al-

gorithme DBDFS est utilisé jusqu’à une profondeur estimée préalablement selon l’instance

traitée. Ces sous-problèmes sont alors transmis au travailleur mâıtre qui est responsable

de la file de sous-problèmes. Les travailleurs ayant terminé cette division peuvent ensuite

obtenir des tâches du travailleur mâıtre.

L’assignation des tâches est faite à partir d’une file de sous-problèmes définis précédemment

qui est partagée entre les travailleurs. Lorsqu’un travailleur manque de travail, il demande

un sous-problème au travailleur mâıtre. Ces échanges de sous-problèmes impliquent unique-

ment des communications entre les travailleurs traitant les tâches et le travailleur mâıtre.

Cela permet d’effectuer moins de communications que d’autres approches, tel que le vol

de travail, puisque les travailleurs n’ont qu’à demander un sous-problème plutôt que des

noeuds ouverts. Avec 30 sous-problèmes par travailleur et w travailleurs, il y a, en pire cas,
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30w communications qui sont effectuées avec le travailleur mâıtre.

L’étape de récolte des résultats est très simple. Dans le cas d’un problème de satisfaction de

contraintes, si l’un des travailleurs a obtenu une solution, elle est retournée. S’il s’agit plutôt

d’un problème d’optimisation, la meilleure solution obtenue par l’ensemble des travailleurs

est retournée.

Certains de ces sous-problèmes sont plus rapides à explorer que d’autres, car le filtrage

effectué dans la recherche n’affecte pas chaque sous-problème également. Par contre, puis-

qu’un grand nombre de sous-arbres sont assignés à chaque travailleur, leur charge de travail

tend à s’équilibrer. Le nombre de sous-problèmes à assigner à chaque travailleur est défini

expérimentalement. Surprenamment, cette technique, quoique très simple, s’avère efficace

sur un grand nombre de problèmes.

Les mêmes auteurs [92] ont par la suite amélioré ce concept afin de l’utiliser sur un plus

grand nombre de travailleurs. La modification est faite au niveau du prétraitement : plus

d’attention est portée à la décomposition pour s’assurer que chaque travailleur obtienne

au moins 30 sous-problèmes. D’abord, le prétraitement séquentiel définit encore un sous-

problème par travailleur. Puis, une deuxième phase, cette fois parallèle, vise à définir cinq

sous-problèmes par travailleur. Il est possible que les travailleurs n’aient pu atteindre cinq

sous-problèmes puisque plusieurs ont été filtrés. Pour équilibrer la charge de travail, une

synchronisation est effectuée jusqu’à ce que le nombre de sous-problèmes par travailleur soit

près de cinq. Les auteurs indiquent que le nombre de cinq sous-problèmes par travailleur

a été défini expérimentalement comme étant une bonne valeur pour pouvoir poursuivre la

division du problème avec un bon équilibre de la charge de travail. Une fois que chaque

travailleur a cinq sous-problèmes à explorer, ces sous-problèmes sont redivisés afin d’at-

teindre 30 sous-problèmes par travailleur. Les auteurs réussissent ainsi à utiliser jusqu’à

512 travailleurs et obtiennent une accélération de 223.9. De plus, cette parallélisation a été

incluse dans le solveur Gecode [77] ce qui a permis des expérimentations avec une multitude

de problèmes standards.

3.2.6 Diagrammes de décisions

Un diagramme de décisions est un graphe acyclique incluant un noeud racine et un noeud

final. Les arêtes de ce graphe sont divisées en niveaux qui correspondent chacun à une

variable de décision. Les arêtes entre le niveau i et i+1 représentent les valeurs du domaine
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de la variable i. Cette structure est principalement utilisée pour stocker des contraintes ainsi

que des no-goods. Il est aussi possible d’utiliser cette structure pour remplacer la relaxation

linéaire dans une recherche Branch-and-bound [93, 94].

Bergman et coll. [95] approchent la question de la parallélisation d’un problème de program-

mation par contraintes à partir d’un angle radicalement différent. Les auteurs redéfinissent

la représentation des domaines sous forme de diagramme de décision. Une relaxation des

diagrammes de décision permet de borner la fonction objectif. Les auteurs redéfinissent

le concept de recherche : plutôt que de représenter les différents états sous forme d’un

choix d’instanciation d’une variable, les décisions consistent à brancher sur un noeud du

diagramme de décision. Bien que la structure de la recherche Branch-and-bound reste un

arbre, chaque branchement correspond à la sélection d’un ensemble de solutions partielles.

À partir du modèle mathématique 3.1 formé des variables binaires x1, x2 et x3, nous

obtenons le diagramme de décision 3.1. Chaque arête pleine indique que la variable de ce

niveau est vraie (égale à 1) alors qu’une arête pointillée indique qu’elle est fausse (égale

à 0). Le poids des arêtes est défini par l’impact de cette décision sur la fonction objectif.

Par exemple, le coefficient de la variable x1 dans la fonction objectif est de 5. Si x1 = 1,

alors son impact est de 5 tel que représenté par l’arête pleine du premier noeud dans la

figure 3.1. Sinon, son impact est de 0, tel que représenté par l’arête pointillée de ce même

noeud. La recherche est effectuée à l’aide d’un algorithme branch-and-bound qui branche

sur les noeuds du diagramme de décision. Durant la recherche, des arêtes du diagramme

de décision sont retirées lorsque du filtrage est effectué.

Minimiser 5x1 − 7x2 + x3

Sujet à x1 + x3 ≥ 1

x3 + x2 ≤ 1

(3.1)

La relaxation d’un diagramme de décision est effectuée en forçant la fusion de noeuds à

partir d’une profondeur h afin que les noeuds respectent une limite de nombre de noeuds

par niveau. La fusion de deux noeuds consiste à combiner les informations des deux noeuds

afin de réduire le nombre d’arêtes. Suite à cette opération, aucune solution n’est écartée,

mais le filtrage d’une partie du domaine peut être perdu. Lorsqu’une relaxation est effec-

tuée à partir de la profondeur h, toute information contenue par le diagramme de décision

54



x1

x2

x3

50

0

0

-7
-7 0

1

Figure 3.1 – Diagramme de décision.

à une profondeur h′ tel que h′ < h est exacte. Une division en sous-problèmes est obte-

nue à partir des assignations correspondantes à la racine jusqu’à une profondeur h′. Cette

division en sous-problèmes mène facilement à une recherche parallèle. En supposant que

la taille des sous-problèmes est équivalente à leur temps de traitement, les auteurs ob-

tiennent un bon équilibre de la charge de travail. Les auteurs indiquent que la difficulté

d’un sous-problème défini à l’aide d’un diagramme de décision est environ équivalente à la

largeur du diagramme. Puisque cette taille peut être modifiée selon le niveau de relaxa-

tion du diagramme souhaité, il est possible d’obtenir des sous-problèmes de taille similaire.

De plus, la largeur du diagramme peut être modifiée afin d’obtenir un nombre de sous-

problèmes mieux adapté au nombre de travailleurs utilisés. Par exemple, la structure de

diagramme de décision regroupe les sous-problèmes semblables ce qui permet de limiter la

communication à des travailleurs assignés à des sous-problèmes semblables. Entre autres,

les gains de performances entre 64 et 256 travailleurs ne décroisent que dans quelques cas

lorsque les auteurs comparent le traitement d’instances aléatoires. Ces instances aléatoires

ne pouvaient être résolues avec CPLEX avec autant de travailleurs sur une même durée.

3.3 Parallélisation de solveurs MIP

De nombreux mécanismes permettant de paralléliser massivement des solveurs MIP ont

été élaborés. Par exemple, Les solveurs FATCOP [96] et PICO [97] ainsi que les travaux
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de Linderoth et Savelsbergh [98] se basent sur une division de l’espace de recherche. Plus

récemment, Budiu et coll. [99] ont développé une librairie utilisant peu de communications

qui permet de paralléliser l’algorithme branch-and-bound d’un solveur MIP en sous-tâches

données aux travailleurs. Ces approches tirent parti de la structure d’un MIP et ne peuvent

pas être directement appliquées à la programmation par contraintes.

3.4 Conclusion

De nombreuses méthodes de parallélisation existent dans le domaine de la programmation

par contraintes. Par contre, deux facteurs importants empêchent d’étendre ces méthodes

à un très grand nombre de travailleurs, la quantité de communications et l’utilisation de

méthodes ne pouvant pas être directement mises à l’échelle. Leur design peut être vu comme

un compromis entre ces facteurs. Nous souhaitons développer dans cette thèse une approche

de parallélisation permettant d’éviter ces facteurs et pouvant être mise à l’échelle avec un

nombre arbitraire de travailleurs. Nous appliquons cette parallélisation au problème de

planification et d’ordonnancement des opérations de rabotage du bois d’oeuvre.
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Chapitre 4

Problème de planification et

d’ordonnancement des opérations

de rabotage du bois d’oeuvre

De nombreux problèmes industriels ne correspondent pas exactement aux problèmes stan-

dards que l’on retrouve dans la littérature (par exemple atelier monogame ou atelier mul-

tigame). Le problème de planification et d’ordonnancement des opérations de rabotage du

bois d’oeuvre est l’un d’eux. Dans ce chapitre, nous décrivons ce problème qui est le cas

d’utilisation avec lequel sont testées les contributions de cette thèse. En plus d’être un pro-

blème intéressant d’un point de vue théorique, il est un excellent candidat pour la recherche

de meilleures méthodes de résolution puisque très difficile à résoudre.

Dans une scierie de bois, trois principales étapes de production sont réalisées : les billots

sont d’abord sciés en pièces qui sont par la suite séchées et enfin rabotées. L’ensemble de

ces opérations produit des pièces finies pouvant être vendues aux clients. La coordination

de la planification de ces trois étapes a précédemment été étudiée par Gaudreault [1,

38, 100, 101, 102, 103, 104, 105]. Dans le cadre de ce chapitre, nous nous intéresserons

principalement au rabotage.

Le rabotage des pièces peut être fait de plusieurs façons. L’entreprise détient un catalogue

de processus qui déterminent les façons possibles de raboter un lot d’un produit séché

pour obtenir un ensemble de produits finis. Chaque processus alternatif est caractérisé par
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une vitesse de production, le produit séché entrant ainsi que sa quantité consommée et les

quantités d’un ensemble de produits finis sortants. La vitesse de production d’un processus

est un ratio entre le temps et le volume de produit traité. Il est donc possible d’exécuter

un processus pendant une grande ou petite durée afin d’obtenir plus ou moins de produits

finis. Les processus impliquent une coproduction : plusieurs produits finis sont obtenus

simultanément lors d’une exécution de celui-ci.

La production est organisée en quarts de travail. Les produits traités sont regroupés par

dimensions de bois. Ces dimensions sont déterminées par la hauteur et la largeur des pièces

mesurées en pouces. La hauteur et la largeur des pièces forment l’identifiant principal

déterminant l’utilisation des pièces de bois.

L’usine peut uniquement raboter des pièces de bois appartenant à la même catégorie (di-

mension de bois) durant un quart de travail. Cette contrainte est due à la machinerie

utilisée pour raboter les pièces de bois. Chaque catégorie de bois nécessite une configura-

tion spécifique. Le changement de configuration (setup) ne peut être effectué qu’entre les

quarts de travail, car il s’agit d’une manipulation qui arrête la ligne de production. Cette

opération est coûteuse en temps et en main-d’oeuvre, car elle nécessite des manipulations

supplémentaires.

La production de planches rabotées à partir d’un billot (sciage, séchage, rabotage) étant

un processus long, les commandes des clients sont prises à l’avance et promises pour une

date ultérieure. Les commandes sont des demandes pour une quantité d’un produit fini

qui devrait être livrée à une certaine date. Une commande est satisfaite si l’inventaire de

produits finis contient la quantité demandée à la date voulue. Sinon, l’entreprise fait face à

un retard de commande. L’objectif principal de l’entreprise est de respecter la livraison des

quantités demandées aux dates promises. La production est donc planifiée en minimisant

le volume de produits en retard. Bien que d’autres métriques peuvent être utilisées pour

mesurer le respect des dates de livraison des commandes, tel que le nombre de commandes

livrées à temps, l’entreprise en lien avec le projet préfère mesurer le volume de produits

en retard chaque jour. Le plan de production détaille les produits qui seront traités durant

chaque quart de travail. Les périodes incluses dans le plan de production forment l’horizon

de planification.

Supposons que nous voulons planifier la production du rabotage de deux dimensions de

bois, 2
′′ × 3

′′
et 2

′′ × 4
′′
, sur une durée de trois quarts de travail. Nous devons d’abord
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prendre en compte les inventaires de produits entrants que nous avons en main au début

de l’horizon de planification. Pour cet exemple, supposons un inventaire de 3 unités de

produit entrant disponible de la dimension 2
′′ × 3

′′
et 10 unités de la dimension 2

′′ × 4
′′

au

premier quart de travail du plan. De plus, une entrée additionnelle de 4 unités d’intrant

2
′′ × 3

′′
est prévue au début du deuxième quart et 10 unités d’intrant 2

′′ × 3
′′

au début du

troisième quart de travail (il s’agit de sorties de séchoirs). Aux fins de cet exemple, nous

simplifions le problème en supposant que le traitement d’un produit intrant donne un seul

produit fini.

Notre objectif est de minimiser le volume des retards de commandes. Une commande de

10 unités de 2
′′ × 3

′′
fini est prévue pour la fin du premier quart, 15 unités de 2

′′ × 4
′′

fini

pour la fin du deuxième quart et 8 unités de 2
′′ × 3

′′
fini pour la fin du troisième quart. Le

tableau 4.1 résume cette instance.

Quart de travail 2
′′ × 3

′′
2
′′ × 4

′′

Intrant Demande Intrant Demande
1 3 10 10 0
2 4 0 0 15
3 10 8 0 8

Tableau 4.1 – Inventaire et demande par période en unités de produit.

Un premier plan, représenté par la figure 4.1, pourrait être généré. Par contre, les retards

à chaque période pour les produits 2
′′ × 3

′′
sont, en ordre, de 7, 3 et 11 unités. Pour les

produits 2
′′ × 4

′′
, les retards par période sont de 0, 15 et 13 pour un total de 49 unités.

Il est possible de faire mieux à l’aide du plan représenté à la figure 4.2. Les retards par

période de sont respectivement de 7, 7 et 1 unités pour les produits 2
′′ × 3

′′
et de 0, 5 et 13

unités pour les produits 2
′′ × 4

′′
. La somme des retards de ce plan égale 33 unités. Enfin,

en commençant la production par la dimension 2
′′ × 4

′′
, tel que montré à la figure 4.3, les

retards de 2
′′ × 3

′′
sont de 10, 3 et 1 unités et les retards de 2

′′ × 4
′′

de 0, 5 et 13 unités.

Cela donne un total de retards qui s’élève à 32 unités et constitue le plan de production

optimal.

Cet exemple de petite taille montre à quel point il peut être complexe d’obtenir une so-

lution optimale manuellement. Certaines instances réelles du problème peuvent contenir

jusqu’à 42 périodes et six dimensions de bois. De plus, pour un problème réel, pour une

catégorie/dimension de bois choisie pour un quart de travail, différentes longueurs de pro-
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duits peuvent être consommées dans le même quart de travail. Qui plus est, chaque lot

d’un produit donné raboté (défini par sa dimension et sa longueur) donnera un panier de

produits différent en sortie. Finalement, différents produits en sortie peuvent être obtenus

à partir de différents produits en entrée (nous sommes en présence de processus de pro-

duction dits alternatifs). Pour des instances de cette taille, il est pratiquement impossible

d’obtenir manuellement une solution optimale. C’est pour ces raisons que l’industrie fo-

restière se tourne vers des modèles informatiques qui permettent une recherche exhaustive

beaucoup plus rapide que ce qu’un humain peut effectuer.

4.1 Complexité de la planification et de l’ordonnancement

Ce problème est complexe à plusieurs égards. D’abord, les propriétés de coproduction et

de processus alternatifs rendent le problème plus difficile à résoudre puisque de multiples

tâches peuvent être effectuées pour remplir une même commande. Il est donc impossible

d’effectuer les étapes de planification et d’ordonnancement indépendamment et obtenir

une solution optimale. Afin de satisfaire une commande, il faut prendre en compte que

la production donnera aussi d’autres produits qui pourraient potentiellement satisfaire

d’autres commandes.

La taille des instances est aussi un facteur important. Plusieurs industries canadiennes

Quart de
travail: 1 2 3

Famille:

Quantité
produite:

2"x3" 2"x3" 2"x4"

3 4 10

Figure 4.1 – Premier exemple de plan de production.

Quart de
travail: 1 2 3

Famille:

Quantité
produite:

2"x3" 2"x4" 2"x3"

3 10 14

Figure 4.2 – Deuxième exemple de plan de production.
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Quart  de
travail: 1 2 3

Famille:

Quantité
produite:

2"x4" 2"x3" 2"x3"

10 7 10

Figure 4.3 – Troisième exemple de plan de production.

du bois d’oeuvre ont une grande variété de produits ce qui implique un grand nombre de

processus pouvant les produire.

La fonction objectif minimisant les retards ajoute à la difficulté du problème. Plutôt que

de minimiser le temps total de traitement pour remplir les commandes, il faut prendre en

compte la quantité de produits en retard à chaque période.

Enfin, les configurations (setup) ajoutent un nombre exponentiel de combinaisons possibles.

Chaque changement de configuration potentiel entre deux périodes ajoute une variable

binaire. Dans les instances industrielles utilisées, le plan de production inclut 42 périodes

et 6 familles de bois, ce qui implique 642 combinaisons possibles.

4.2 Modèle mathématique mixte en nombres entiers (MIP)

Nous présentons ici les détails du modèle permettant de résoudre le problème de planifica-

tion et d’ordonnancement des opérations de rabotage du bois d’oeuvre. Le modèle suivant

est une reformulation du modèle de rabotage présenté par Gaudreault et coll. [1]. Cette

formulation peut être directement implémentée dans un solveur pouvant résoudre des mo-

dèles mathématiques mixtes en nombres entiers tels que CPLEX [106] ou Gurobi [107]. Il

sera utilisé tout au long de cette thèse comme banc d’essai et application des contributions.

Le problème consiste à satisfaire un ensemble de demandes de produits finis. Ces produits

finis sont produits à l’aide de processus. Chaque processus utilise un intrant pour produire

un ensemble de produits finis. Un intrant est défini par sa dimension (ex : 2
′′ × 3

′′
) et sa

longueur (ex : 96 pouces) Une dimension de bois est associée à chaque intrant, produit

fini et processus. Ces dimensions représentent des dimensions de produits, aussi appelées

famille de produit, par exemple 2
′′×3

′′
, 2

′′×4
′′

ou 2
′′×10

′′
. Les intrants et les produits finis

en lien avec un processus doivent appartenir à la même dimension. En résumé, un processus
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auquel est associé la dimension 2
′′×3

′′
pourrait prendre comme intrant une pièce séchée de

dimension 2
′′ × 3

′′
d’une longueur de 96 pouces. Son exécution produit trois produits : un

produit fini de 2
′′ ×3

′′
d’une longueur de 8 pieds, un produit fini de 2

′′ ×3
′′

d’une longueur

de 2 pieds et des copeaux.

La planification est effectuée pour un nombre fini de périodes représentant des quarts de

travail. À chaque période est associée une capacité de production maximale de la ligne de

production. Chaque exécution de processus à l’intérieur d’une période utilise une partie de

cette capacité. Le temps de changement de configurations n’est pas pris en compte, car ces

changements sont faits entre les quarts de travail. Nous supposons que ces changements

peuvent être complétés entre deux périodes du plan de production.

Certaines périodes peuvent avoir une capacité nulle pour représenter des quarts de travail

où il n’y a pas de production possible. Un ensemble de périodes contiguës est défini comme

un ensemble de périodes de capacité non nulles qui sont continues dans le temps. Cette

définition est utile pour calculer diverses bornes supérieures sur les variables. De plus, nous

considérons une campagne comme étant un ensemble de périodes contiguës auxquelles est

assignée la même dimension de bois. Puisque ce problème ne contient qu’une seule ligne de

production, une seule campagne peut être en cours à tout moment.

4.3 Ensembles

P Ensemble des produits p.

F Ensemble des familles de processus compatibles. Chaque famille identifie un groupe

de processus de transformation pouvant être exécutés dans un même quart de travail

sans changer la configuration de l’usine. En pratique, nous aurons une famille (ou

configuration) par dimension (ex : 2
′′ × 3

′′
) de produits.

Q Intrants, soit les produits consommables (produits bruts). Il s’agit d’un sous-ensemble

de P .

Qf Produits pouvant être consommés lorsque la configuration f est utilisée. Il s’agit d’un

sous-ensemble de Q.

R Produits finis, soit l’ensemble des produits pouvant être produits, un sous-ensemble

de P .
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Rf Produits pouvant être produits lorsque la configuration f est utilisée. Il s’agit d’un

sous-ensemble de R.

FQ(q) = {f | q ∈ Qf} Ensemble des familles (ou configurations) associées au produit intrant q.

A Ensemble des processus de production.

4.4 Paramètres

Fa Famille associée au processus a.

va Coût d’une exécution du processus a pour une durée de 1 unité de temps.

FR(r) = {f | r ∈ Rf} Famille (ou configuration) du produit fini r (chaque produit fini a une seule dimen-

sion).

φa,q Volume de q ∈ Q utilisé pour une exécution du processus a.

ρa,r Volume de r ∈ R produit par une exécution du processus a.

Da Durée d’une exécution du processus a.

T Nombre de périodes dans l’horizon de planification.

MCq,t Nombre maximum d’unités du produit q ∈ Q pouvant être consommées durant la

campagne incluant la période t.

MRr,t Nombre maximum d’unités du produit r ∈ R pouvant être produits durant la cam-

pagne incluant la période t.

MPa,t Nombre maximum d’exécutions du processus a durant la campagne incluant la pé-

riode t.

sq,t Inventaire (stock) pour le produit q au début de la période t.

dr,t Demandes pour un produit r ∈ R dont la date de livraison prévue est la période t.

I+p,0 Inventaire du produit p ∈ P disponible au début de l’horizon de planification.

ip Coût associé au stockage du produit p dans l’inventaire (par période).

wr Coût de retard pour une unité du produit r ∈ R par période.

ct Capacité de production (en temps) par période t.

ζ Coût d’un changement de configuration (changement de dimension).
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4.5 Variables

Toutes les variables de décisions de ce modèle sont non-négatives.

QCq,t Variable réelle. Le volume du produit q ∈ Q envoyé dans l’usine à la période t.

QPr,t Variable réelle. Le volume du produit r ∈ R transformé sortant de l’usine à la

période t.

I+p,t Variable réelle. Le volume des produits p ∈ P disponible à la fin de la période t

I−r,t Variable réelle. La demande cumulative pour les produits r ∈ R qui n’est pas

satisfaite à la fin de la période t (backorder).

Yf,t Variable réelle (mais forcée binaire par les équations (4.11) et (4.10)) qui égale 1

si l’on utilise la configuration f à la période t ; 0 sinon.

BSf,t Variable binaire qui égale 1 si l’on commence une campagne de dimension f à la

période t.

BSt Variable réelle (mais forcée binaire par les équations (4.13) et (4.14)), égale à 1 si

une campagne commence à la période t, 0 sinon.

BEf,t Variable binaire qui égale 1 si l’on termine une campagne de dimension f à la

période t.

BEt Variable réelle (mais forcée binaire par l’équation (4.15) et (4.16)) qui égale 1 si

une campagne termine à la période t, 0 sinon.

UCf,q,t Volume du produit q ∈ Q à consommer à la période t.

UPr,t Volume du produit r ∈ R à produire à la période t.

UIp,t Volume du produit p ∈ P dans l’usine à la fin de la période t.

Xa,t Nombre d’exécutions du processus a à la période t (variable réelle).

4.6 Objectif

L’objectif (4.1) est la somme pondérée de plusieurs termes qui seront expliqués individuel-

lement.

Min
∑
r∈R

wr

T∑
t=1

I−r,t +
∑
p∈P

ip

T∑
t=1

I+p,t + ζ

T∑
t=1

BSt +
∑
a∈A

T∑
t=1

vaXa,t (4.1)
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La somme (4.2) représente le coût des produits en retard sur l’horizon de planification.∑
r∈R

wr

T∑
t=1

I−r,t (4.2)

La somme (4.3) représente les coûts d’inventaires engendrés par le stockage de produits

dans l’inventaire. ∑
p∈P

ip

T∑
t=1

I+p,t (4.3)

La somme (4.4) représente l’ensemble des coûts de changement de dimensions de configu-

rations.

ζ

T∑
t=1

BSt (4.4)

La somme (4.5) représente les coûts de production.∑
a∈A

T∑
t=1

vaXa,t (4.5)

4.7 Contraintes

4.7.1 Contraintes de production

Nous ne pouvons utiliser seulement qu’une configuration par période.∑
f∈F

Yf,t ≤ 1 t = 1, . . . ,T (4.6)

Un processus ne peut être utilisé que si l’on utilise une configuration compatible.

Xa,t ≤MPa,t ×
∑
f∈Fa

Yf,t ∀a ∈ A, t = 1, . . . ,T (4.7)

Nous effectuons le lien entre l’exécution des processus et l’inventaire à l’aide des contraintes (4.8)

et (4.9).

UCf,q,t =
∑
a∈A

Xa,tφa,q ∀q ∈ Q, t = 1, . . . , T (4.8)

UPr,t =
∑
a∈A

Xa,tρa,r ∀r ∈ R, t = 1, . . . , T (4.9)
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La contrainte (4.10) assure qu’une campagne sera exécutée jusqu’à sa fin. Les contraintes (4.11)

et (4.12) indiquent qu’une campagne ne peut commencer ou finir que lorsque la configura-

tion adéquate est utilisée.

Yf,t = Yf,t−1 −BEf,t−1 +BSf,t ∀f ∈ F, t = 2, . . . , T (4.10)

BSf,1 = Yf,1 ∀f ∈ F (4.11)

BEf,t ≤ Yf,t ∀f ∈ F, t = 1, . . . ,T (4.12)

La variable BSt prend la valeur 1 si et seulement si une campagne commence à la période

t.

BSt =
∑
f∈F

BSf,t t = 1, . . . ,T (4.13)

BSt ≤ 1 t = 1, . . . ,T (4.14)

La variable BEt prend la valeur 1 si et seulement si une campagne termine à la période t.

BEt =
∑
f∈F

BEf,t t = 1, . . . ,T (4.15)

BEt ≤ 1 t = 1, . . . ,T (4.16)

Les contraintes (4.14) et (4.16) garantissent que les variables réelles forcées binaires reste-

ront dans le domaine [0,1].

La contrainte (4.17) indique que les produits bruts ne peuvent entrer dans la ligne de

production qu’au début d’une campagne.

QCq,t ≤MCq,t
∑

f∈FQ(q)

BSf,t ∀q ∈ Q, t = 1, . . . , T (4.17)

QPr,t ≤MRr,tBEFR(r),t ∀r ∈ R, t = 1, . . . , T (4.18)

Les contraintes (4.19) et (4.20) indiquent qu’aucun produit ne peut être laissé sur la ligne

de production à la fin d’une campagne.

UIq,t ≤MCq,t(1−BEt) ∀q ∈ Q (4.19)

UIr,t ≤MPr,t(1−BEt) ∀r ∈ R (4.20)
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Les contraintes (4.21) et (4.22) sont les contraintes de conservation de flot pour les produits

bruts dans l’usine. Elles garantissent que chaque produit brut entrant dans l’usine est utilisé

pour la production de produit fini ou est reconduit à la période suivante.

UIq,1 = QCq,1 −
∑

f∈FQ(q)

UCf,q,1 ∀q ∈ Q (4.21)

UIq,t = UIq,t−1 +QCq,t −
∑

f∈FQ(q)

UCf,q,t ∀q ∈ Q, t = 2, . . . ,T (4.22)

Les contraintes (4.23) et (4.24) sont les contraintes de conservation de flot pour les produits

finis. De la même façon qu’énoncée pour les contraintes (4.21) et (4.22), ces contraintes

forcent tout produit fini qui a été obtenu à être gardé en usine à la période suivante ou en

sortir à la période courante.

UIr,1 = UPr,1 −QPr,1 ∀r ∈ R (4.23)

UIr,t = UIr,t−1 + UPr,t −QPr,t ∀r ∈ R, t = 2, . . . ,T (4.24)

Les contraintes (4.22) et (4.24) empêchent les retards de produits en usine. Autrement dit,

il est impossible d’avoir un retard pour tout produit dans l’usine. Un retard est seulement

possible dans l’inventaire.

Nous souhaitons aussi que la capacité de chaque période soit respectée. La durée utilisée

est la durée d’une exécution du processus multipliée par son nombre d’exécutions.

∑
a∈A

Xa,t ×Da ≤ ct ∀t = 1, . . . ,T (4.25)

4.7.2 Contraintes d’inventaire

Les contraintes suivantes définissent les liens entre l’inventaire, l’approvisionnement en

produits bruts et leur consommation. Elles garantissent qu’aucun produit n’est perdu :

chaque produit traité donne exactement le nombre de produits finis défini par le processus

utilisé.

I+q,t = I+q,t−1 + sq,t −QCq,t ∀q ∈ Q, t = 1, . . . , T (4.26)
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Les contraintes suivantes définissent les liens entre l’inventaire, les demandes et la produc-

tion.

I+r,1 − I−r,1 = I+r,0 − dr,1 ∀r ∈ R (4.27)

I+r,t − I−r,t = I+r,t−1 − I−r,t−1 +QPr,t−1 − dr,t ∀r ∈ R, t = 2, . . . , T (4.28)

4.8 Résolution du problème

Les stratégies de fouilles dans un arbre classique associées à la programmation par contraintes

ne permettant pas d’obtenir de bonnes solutions en un temps satisfaisant, Gaudreault et

coll. [1] ont proposé une heuristique de branchement (choix de variable, choix de valeur)

sur mesure pour ce type de problème. Combiné à des stratégies de retour-arrières telles que

LDS et DDS, cela permet de résoudre le problème de manière très efficace. Nous redéfinis-

sons ici cette heuristique de branchement qui sera utilisée dans l’ensemble des contributions

de cette thèse.

Cette heuristique de branchement se base sur le calcul, pour chaque dimension, de la

période de début de traitement étant le plus tard possible (latest starting time, LST )

permettant de satisfaire les commandes au premier retard de cette dimension. Ces LST

sont utilisés pour déterminer les dimensions les plus urgentes à traiter, en supposant un

approvisionnement infini de matériaux bruts. Pour chaque dimension, il est possible de créer

une campagne, c’est-à-dire un ensemble de périodes continues configurées pour produire la

même dimension. L’heuristique de branchement est définie en détail ci-dessous.

1. Pour chaque dimension f de bois ayant un retard (backorder) :

— Calculer le moment le plus tard où il est possible de commencer la production

(least starting time, LST ) pour combler le retard de tous les produits de la

dimension f à la première période où il y a un retard. Ce calcul est fait en

supposant un approvisionnement infini en matière première. Le LST peut être

une valeur négative s’il n’existe pas de tâche réelle pouvant combler tous les

retards.

— Augmenter le LST jusqu’à ce qu’il y ait une quantité non nulle de matière

première permettant de satisfaire l’un de ces retards.

2. Trier la liste des LST en ordre croissant.
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3. Sélectionner et retirer de la liste la dimension correspondant au plus petit LST pour

lequel de la matière première est disponible et commencer une campagne à cette

période.

4. Créer la campagne la plus longue possible. Cette campagne ne doit pas dépasser le

LST de la dimension suivante selon la liste triée des LST. Cette campagne utilise le

processus qui produit la plus grande quantité d’un produit en retard jusqu’à ce que

ce produit n’ait plus de retard ou de matière première.

Par la suite, un autre processus est choisi de la même façon jusqu’à ce qu’il n’y ait

plus de temps libre dans la campagne ou de matière première.

5. Retourner à l’étape 1.

Un choix de dimension autre que le premier élément de la liste des LST définit un bran-

chement alternatif qui sera visité lors d’un retour-arrières.

4.9 Conclusion

Le modèle de rabotage du bois présenté dans ce chapitre sera utilisé tout au long de cette

thèse. La complexité des instances industrielles de ce problème en fait un problème difficile à

résoudre. Des expérimentations précédentes avec le solveur CPLEX [106] n’ont pu résoudre

plusieurs des instances à l’optimalité à l’intérieur d’un intervalle de onze heures [1]. De

plus, l’utilisation d’une approche de programmation par contraintes, tel que présenté au

chapitre 2, n’a pas permis non plus de résoudre à optimalité ce problème. C’est la raison

pour laquelle il est nécessaire d’utiliser la stratégie de branchement décrite dans ce chapitre.

Nous verrons dans les prochains chapitres comment il est possible d’obtenir des solutions

encore plus rapidement.
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Chapitre 5

Parallel Discrepancy-Based Search

Détails de l’article

Titre : Parallel Discrepancy-Based Search

Auteurs : Thierry Moisan, Jonathan Gaudreault et

Claude-Guy Quimper

Lieu de publication : 19th International Conference on Prin-

ciples and Practice of Constraint Program-

ming (CP 2013), Uppsala (Suède), sep-

tembre 2013.

Type de publication : Conférence

Année : 2013

Contributions

Nous proposons dans cet article une parallélisation de la stratégie de recherche Limited

Discrepancy-based Search (LDS). Nous appelons cette stratégie Parallel Limited Discrepancy-

based Search (PLDS). Cette approche se distingue des techniques de parallélisation précé-

demment définies par son respect de l’ordre établi par la stratégie de recherche originale. Il

est courant qu’une stratégie de recherche soit parallélisée en modifiant l’ordre dans lequel

les solutions sont visitées. Pourtant, le respect de l’ordre de visite des noeuds est primordial

si la stratégie de recherche est efficace lorsqu’employée séquentiellement. Aucune approche

n’avait auparavant pu paralléliser efficacement une stratégie de recherche en respectant
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l’ordre de visite des noeuds sans utiliser de communications durant la recherche.

De plus, la parallélisation proposée dans cet article permet naturellement une bonne répar-

tition de la charge de travail entre les processeurs. Elle est d’ailleurs bornée théoriquement.

Cela permet de conserver les avantages des méthodes parallélisation en division statique

sans pour autant être sensible aux différences de charge de travail des différents sous-arbres.

Le but de toute parallélisation est d’utiliser la puissance de calcul d’un grand nombre de

travailleurs. L’approche proposée atteint très bien ce but : il est possible de l’appliquer à un

nombre arbitrairement grand de travailleurs, car aucune communication n’est nécessaire

entre eux durant la recherche.

Nous avons appliqué cette stratégie de recherche parallèle au problème de planification

et d’ordonnancement des opérations de rabotage du bois d’oeuvre. Cela nous a permis

d’obtenir des solutions d’une qualité inégalée jusqu’à maintenant.

Cet article a gagné le prix « best paper » de la conférence CP 2013. Il a été cité dans

plusieurs travaux de parallélisation reprenant le concept de division de la tâche durant la

recherche sans communication [76, 78, 95, 108, 109].

Commentaires

Thierry Moisan est l’auteur principal de cet article. Il a participé à la conception de l’al-

gorithme de parallélisation, à son analyse et à son implémentation.

Les professeurs Jonathan Gaudreault et Claude-Guy Quimper ont participé à la réflexion

et à l’écriture de cet article.

L’algorithme est nommé PDS dans l’article original, mais a été renommé PLDS dans cette

thèse par souci de conformité avec les autres variantes présentées au chapitre 6. De plus,

certaines erreurs ont été corrigées dans la version reproduite ici.

5.1 Introduction

Constraint solvers have been used for decades and were successful at solving numerous

operations research problems. For instance, these solvers are used for optimizing com-

puter networks by better routing the traffic [110, 111], and for planning and scheduling
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problems [39] in different industries, among them the forest products industry [1, 40]. A

solver accepts as input a combinatorial problem defined by a set of variables and a set of

constraints posted on these variables. The solver usually explores the candidate solutions

by doing a backtracking search in a tree.

With the rise of multi-core servers, there has been an increase in research for parallelizing

constraint solvers. Parallelization is not trivial as there is need for a trade-off between

the workload balance, the communication cost, and the duplication (redundancy) of work

between the processors.

The choice of an efficient search strategy is instrumental in solving large industrial problems,

even in a centralized environment (for performance reasons, it is essential to explore the

most promising leaves first). Among others, backtracking strategies based on the analysis

of discrepancies such as LDS [54], DDS [56], and DBDFS [112] have proved themselves

successful at solving large problems. They show really good performance when provided

with a high-quality branching heuristic (that is, variable and value ordering heuristic),

which is the case for many industrial problems (e.g. [40]).

In this article, we propose a novel approach (PLDS) that allows parallelizing a strategy

based on the computation of discrepancies (i.e. LDS). The proposed approach shows the

following characteristics:

— The pool of processors globally visits the leaves in exactly the same order as the

centralized version of LDS would do.

— There is no need for communication between the processors.

— The implementation allows for a natural/intrinsic load balancing to occur (filtering

induced by constraint propagation would affect each processor pretty much in the

same way).

— The method provides robustness (if a processor dies, it can be replaced by a new one

that must however restart the work allocated to this processor).

— It offers good scaling: adding additional processors can never slow down the global

process, unlike approaches using communication.

These properties make PLDS a scalable algorithm that we used to solve industrial problems

from the forest products industry (see [1, 40]) using a massively parallel supercomputer
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called Colosse deployed at Université Laval.

The remainder of this paper is organized as follows. Section 5.2 reviews basic concepts

related to parallel tree search. Sections 5.3 and 5.4 describe the original algorithm and

the parallel version. Section 6.5 reports theoretical results and evaluates statistically the

performance of the algorithm in order to illustrate different characteristics. Section 5.6 de-

scribes the experiments run on industrial problems and their results. Section 7.6 concludes

the paper.

5.2 Basic Concepts

This section provides an overview of the main approaches regarding parallel tree search.

We then give an overview of previous attempts that were made in order to parallelize

discrepancy-based strategies.

5.2.1 Search space in shared memory

The simplest method for parallel tree search is implemented by having many cores share

a list of open nodes (nodes for which there is at least one of the children that is still

unvisited). Starved processors just pick up the most promising node in the list and expand

it. By defining different node evaluation functions, one can implement different strategies

(DFS, BFS and others). A comprehensive framework based on this idea was proposed

in [69]. Good performance is often reported, as in [70] where a parallel Best First Search

was implemented, and evaluated up to 64 processors.

Although this kind of mechanism intrinsically provides excellent load balancing, it is known

not to scale beyond a certain number of processors; beyond that point, performance starts

to decrease. For this reason, the approach cannot easily be adapted for massively parallel

supercomputers with thousands of cores.

5.2.2 Search space splitting / work stealing

This family of approaches is often reported as the most frequently seen in the literature [71].

The main idea is to have the search tree split into different regions allocated to processors

(e.g. one processor branches to the left, the other processor branches to the right). As

it is unlikely those subtrees will be of equal size, a work stealing mechanism (see [113,
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85]) is needed. Because it uses both communication and computation time, this cannot

easily be scaled up to thousands of processors. In practice, we observe a decrease in

performance when reaching a certain number of processors. However, interesting work was

reported in [84]; the authors allocated specific processors to coordination tasks, allowing

more processors to be used before performance starts to decline.

Another promising approach is reported in [71]. The authors used a search space splitting

mechanism allowing good load balancing without needing a work stealing approach. They

use a hashing function allocating implicitly the leaves to the processors. Each processor

applies the same search strategy in its allocated search space, which solves the load balanc-

ing problem. However, like previous approaches, leaves are globally visited in a different

order than they would be on a single-processor system. This could be a pity in situations

where we know a really good domain-oriented search strategy, a strategy that the parallel

algorithm failed to exploit to its full potential.

5.2.3 Las Vegas algorithms / portfolios

This approach consists in allocating the same search space to each processor. Each proces-

sor explores it using a different strategy, leading to a different visiting order of the leaves.

No communication is required and an excellent level of load balancing is achieved (they

all search the same search space). Even if this approach causes a high level of redundancy

between processors, it shows really good performance in practice. Shylo et al. [114] greatly

improves the method using randomized restart [79, 115, 116] on each processor.

As there is no communication between processors, this approach is fully scalable, although

on small multi-core computers some authors increase the efficiency of the method by al-

lowing processors to share information learned during the search (e.g. nogoods, see [117]).

In general, the main advantage of the algorithm portfolio approach is that one does not

need to know a good search strategy beforehand: many strategies will be automatically

tried at the same time by the parallel system, thanks to randomization. This is very useful

because, as mentioned by [89] and [118], defining good domain-specific labelling strategies

(that is, variable and value ordering heuristic) is a difficult task.

However, for complex applications where general strategies are inefficient and where very

good domain-specific strategies are known (e.g. [1, 40]) one would like to have the parallel
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algorithm exploit the domain-specific strategy.

To the best of our knowledge, it is the first time that LDS is parallelized this way. In [84]

LDS was used locally by processors to search in the trees allocated to them (by a tree

splitting / work stealing algorithm) but the global system did not replicate an LDS strategy.

The original centralized LDS being an iterative algorithm, Boivin [119] tried running the

first k iterations at the same time on k processors. The approach did not prove to be

efficient for the following reason: when LDS is provided with a good labelling strategy,

the kth iteration of LDS visit leaves that have considerably less expected probability of

success than those in the first iterations. For domain-specific problems where centralized

LDS is known to be good, only the first few processors were really helpful in the parallel

implementation. Moreover, they were experiencing load balancing problems.

Finally, LDS was adapted for distributed optimization in [100, 104]. However, distributed

problems (DisCSP [120], DCOP [121] and HDCOP [101]) refers to a different context than

parallel computing. These are problems that are distributed by nature; different agents are

responsible for establishing the value of distinct variables and communication/coordination

are inherent to those approaches. Therefore, the algorithm called MacDS we proposed

in [100, 104, 101] could not serve as a basis for a scalable parallel LDS algorithm.

The next section provides a comprehensive description of the centralized version of LDS

that will be parallelized in Section 5.4.

5.3 LDS

Harvey and Ginsberg [54] describe LDS with binary search trees, i.e. trees where each

non-leaf node has two children. We present a generalization of LDS to n-ary trees which

includes a modification by Korf [55] (and later reused by Walsh [56]) that prevents visiting

a leaf more than once. The search space of a problem can be represented as a tree where

each node corresponds to a partial assignment. The root is the empty partial assignment

and the leaves are complete assignments (also called solutions). Each child has one more

variable assigned than its parent.

The value ordering heuristic is a function that orders the children of a node from the most

likely one to lead to a solution to the least likely one. When represented graphically, the

left child is the most likely one to lead to a solution and the right child is the least likely
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Figure 5.1 – Search tree. The discrepancy of each node is written inside the node.

one. A discrepancy is a deviation from the first choice of the heuristic. We say that the

first choice of the heuristic has zero discrepancy, the second choice has one discrepancy, the

third choice has two discrepancies and so on. The discrepancy of a node is the sum of the

discrepancies associated to each choice on the path from the root of the tree to the node.

Figure 5.1 shows a search tree where the number of discrepancies is shown for each node.

Harvey and Ginsberg demonstrated that, with a good value ordering heuristic, the expected

quality of a leaf decreases as the number of discrepancies increases. For that reason, they

proposed to visit the leaves with the fewest discrepancies first and to keep the leaves with

the most discrepancies for the end. Algorithm 7 visits all the leaves that have exactly k

discrepancies. Algorithm 6 launches the search to visit all leaves in increasing number of

discrepancies.

5.4 PLDS

We want to run an LDS search over multiple processors. Parallelization can be achieved

in multiple ways but we set four goals that will influence our choices.

1. Search strategy preservation We want the leaves of the search tree to be visited

in the same order as they are on a single processor. Suppose that we mark each leaf

Algorithm 6: LDS([dom(X1), . . . ,dom(Xn)])

1 for k = 0..n do
2 s← LDS-Probe([dom(X1), . . . ,dom(Xn)], k)
3 if s 6= ∅ then return s

4 return ∅
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Algorithm 7: LDS-Probe([dom(X1), . . . ,dom(Xn)], k)

1 Candidates← {Xi | i ∈ 1, . . . , n ∧ | dom(Xi)| > 1}
2 if Candidates = ∅ then
3 if dom(X1), . . . ,dom(Xn) satisfies all the constraints then
4 return [dom(X1), . . . ,dom(Xn)]

5 return ∅
6 Choose a variable Xj ∈ Candidates
7 Let v0, . . . , v|dom(Xj)|−1 be the values in dom(Xj) sorted by the heuristic.

8 d← max(0, k −∑Xa∈Candidates\{Xj}(| dom(Xa)| − 1))

9 d← min(| dom(Xj)| − 1, k)

10 for d = d..d do
11 s← LDS-Probe([dom(X1), . . . ,dom(Xj−1), {vd},
12 dom(Xj+1), . . . ,dom(Xn)], k − d)
13 if s 6= ∅ then return s

14 return ∅

of the tree with the time as it appears on a wall clock at the moment the leaf is

visited. We assume that the clock is precise enough to break any ties. The ordering

of the leaves by their visiting time should be the same regardless of the number of

processors used.

2. Workload balancing We want the amount of work assigned to each processor to be

evenly spread. This goal is particularly difficult to reach when the constraints filter

the variable domains and make the search tree unbalanced.

3. Robustness We aim at running the search on a large cluster of computers. It is

frequent on those computers that a processor fails for different reasons and that the

program must be restarted on another processor. It must be possible to identify

which part of the search tree must be reassigned to another processor.

4. Minimizing the communication We aim at minimizing the communication be-

tween the processors. We actually want to avoid any communication. We make no

assumptions about the geographical location of the processors and their ability to

communicate. Communication should be limited to the broadcast of a solution.

We define a variation of LDS that we call PLDS. We label ρ processors with an integer

between 0 and ρ− 1 called the processor id. There is exactly one process running on each
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processor. The number of processors ρ and the processor id are given as input to each

process. These two parameters are sufficient to identify which nodes of the search tree will

be explored by each process.

We label each leaf s of the search tree by its visit time t(s) in a centralized LDS. The first

leaf to be visited has a visit time of t(s0) = 0, the second leaf has a visit time of 1 and so on.

We assign each leaf to a processor in a round-robin way by assigning a leaf s to processor

t(s) mod ρ. A processor j is only allowed to visit a leaf s that satisfies t(s) mod ρ = j or an

ancestor of such a leaf. Consequently, before branching on a child node, a processor j has

to check whether this child leads to a leaf it can visit. We show how to perform this test.

Let C(X1, . . . , Xn, k) be the number of leaves with exactly k discrepancies in a search tree

formed by the variables X1, . . . , Xn. The function C(X1, . . . , Xn, k) is recursively defined

as follows.

C(X1, . . . , Xn, k) =


0 if k < 0

1 if k = 0∑|dom(Xn)|−1
i=0 C(X1, . . . , Xn−1, k − i) otherwise

(5.1)

When all domains have cardinality two, the recursion becomes equal to equation (5.2).

C(X1, . . . , Xn, k) = C(X1, . . . , Xn−1, k) + C(X1, . . . , Xn−1, k − 1) (5.2)

This recursion is the same that appears in Pascal’s triangle to compute the binomial coef-

ficients. We therefore have C(X1, . . . , Xn, k) =
(
n
k

)
when |dom(Xi)| = 2. Intuitively, since

each variable generates at most one discrepancy, the number of solutions with k discrep-

ancies is the number of ways one can choose k variables among the n variables. When the

domains have cardinalities greater than two, the recursion can be understood as follows:

the variable Xn can generate a number of discrepancies i between 0 and | dom(Xn)| − 1.

For each possible value of i, we count the number of solutions in the subtree of height n−1

that have exactly k − i discrepancies.

In equation (5.1), it seems that we consider a fixed ordering of the variables X1, . . . , Xn.

However, the variable ordering imposed by the heuristic does not need to be static, but is

required to be deterministic.

Consider a node a where a value is going to be assigned to Xn and none of the variables

X1, . . . , Xn are assigned. The node a has for children the nodes c0, . . . , c|dom(Xn)|−1. Let
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l(a, k) be the processor assigned to the left-most leaf with k discrepancies in the subtree

rooted at a. From this construction, we have l(a, k) = l(c0, k) since branching from a

to c0 adds no discrepancies to the partial assignment and that both expressions refer to

the same leaf. There are C(X1, . . . , Xn−1, k) leaves with k discrepancies in the subtree

rooted at c0. Since each of these leaves are assigned to the processors in a round-robin way,

the processor assigned to the first leaf in the subtree rooted at c1 is therefore (l(c0, k) +

C(X1, . . . , Xn−1, k)) mod ρ. The same reasoning applies for the other children leading to

the following recursion.

l(ci, k − i) =

{
l(a, k) if i = 0

(l(ci−1, k − i+ 1) + C(X1, . . . , Xn−1, k − i+ 1)) mod ρ otherwise

We now have all the tools to present how the search strategy PLDS proceeds. Each call

to Algorithm 9 corresponds to the visit of a node in the search tree. The parameter k

corresponds to the number of discrepancies that must lie on the path between this node

and the leaves. Each processor visits only the nodes that lead to one of its assigned leaves.

For each node a with children c0, c1, . . ., Algorithm 9 computes which processor will treat

the left-most leaf of the subtree rooted at ci. This allows computing a range of processors

that will visit each child. If the current processor is among that range, then it branches to

the child.

Algorithm 8: PLDS([dom(X1), . . . ,dom(Xn)])

1 l← 0
2 for k = 0..n do
3 Candidates← {Xi | i ∈ 1, . . . , n ∧ | dom(Xi)| > 1}
4 z ← C(Candidates, k)
5 if (currentProcessor − l) mod ρ < z then
6 s← PLDS-Probe([dom(X1), . . . ,dom(Xn)], k, l)
7 l← l + C({X1, . . . , Xn}, k) mod ρ
8 if s 6= ∅ then return s
9

10 return ∅
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Algorithm 9: PLDS-Probe([dom(X1), . . . ,dom(Xn)], k, l)

1 Candidates← {Xi | i ∈ 1, . . . , n ∧ | dom(Xi)| > 1}
2 if Candidates = ∅ then
3 if dom(X1), . . . ,dom(Xn) satisfies all the constraints then
4 return dom(X1), . . . ,dom(Xn)

5 return ∅
6 Choose a variable Xj ∈ Candidates
7 Let v0, . . . , v| dom(Xj)|−1 be the values in dom(Xj) sorted by the heuristic.

8 d← max(0, k −∑Xj∈Candidates\{Xj}(| dom(Xj)| − 1))

9 d← min(|dom(Xj)| − 1, k)

10 for d = d..d do
11 z ← C(Candidates \ {Xj}, k − d)
12 if (currentProcessor − l) mod ρ < z then
13 s← PLDS-Probe([dom(X1), . . . ,dom(Xj−1), {vd},
14 dom(Xj+1), . . . ,dom(Xn)], k − d, l)
15 if s 6= ∅ then return s
16

17 l← l + zmod ρ

18 return ∅

5.5 Analysis

This Section provides an analysis of PLDS in order to illustrate different properties of

the algorithm. Section 5.4 showed how parallel cores can globally visit the leaves in the

same order as the centralized algorithm would do. We now demonstrate the quality of

the intrinsic workload balance that is achieved. First, when exploring the whole tree, the

round-robin assignation of the processors ensures that the difference between the number

of leaves visited by two processors is at most one. Workload balancing is easy to achieve

when considering a complete search tree. However, it becomes harder to evenly divide the

work among the processors when the tree is unbalanced. Search trees are often unbalanced

when domain filtering and consistency technique are applied. We prove that when a value

is filtered out of a variable domain and that a branch is cut from the tree, the workload is

evenly reduced among all processors.

Theorem 1. Let n be the number of variables in the problem. If a branch is cut from the
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search tree, the number of leaves removed from the workload of each processor differs by at

most n+ 1.

Proof. The round-robin affection of the leaves with k discrepancies in a subtree guarantees

that the number of leaves for each processor differs by at most one. Since we explore a

subtree n + 1 times for solutions with 0, 1, ..., n discrepancies, the difference of workload

between the processors is at most n+ 1 leaves.

5.5.1 Overhead

We do an overhead comparison of PLDS, LDS, and DFS by counting the number of times

a node is visited in a complete search tree associated to n binary variables.

A DFS in a tree with n variables visits the root and performs a DFS on two subtrees of

n− 1 variables. Let DFS(n) be the number of visited nodes.

DFS(n) =

{
1 if n = 0

2DFS(n) + 1 if n > 0
(5.3)

This non-homogeneous linear recurrence of first order solves to DFS(n) = 2n+1−1, i.e. the

number of nodes in a complete binary tree of height n.

We consider a PLDS with ρ processors. Let PLDSprobeρ(n, k, j) be the number of nodes

visited by processors j ∈ {0, 1, . . . , ρ−1} on a tree with n binary variables for which we seek

leaves of k discrepancies. We assume that the left-most leaf must be visited by processor

0. If the left-most leaf has to be visited by processor a, one can retrieve the number of

visited nodes by relabeling the processors and computing PLDSprobeρ(n, k, j − a mod ρ).

When k ∈ {0, n}, the tree has a unique leaf with k discrepancies and only the processor

j = 0 visits the n+ 1 nodes between the root and the leaf. If the number of leaves with k

discrepancies,
(
n
k

)
, is smaller than or equal to j, then the processor j does not have to visit

the tree. In all other cases, the number of visited nodes depends on the number of visited
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nodes in the left and right subtrees. We have the following recurrence.

PLDSprobeρ(n, k, j) =



n+ 1 if j = 0 ∧ k ∈ {0, n}
0 if

(
n
k

)
≤ j

PLDSprobeρ(n− 1, k, j) otherwise

+PLDSprobeρ(n− 1, k − 1,

j −
(
n−1
k

)
mod ρ) + 1

Let PLDSρ(n) be the total number of nodes visited by the ρ processors.

PLDSρ(n) =

n∑
k=0

ρ−1∑
j=0

PLDSprobeρ(n, k, j)

=
n−1∑
k=1

ρ−1∑
j=0

PLDSprobeρ(n, k, j) + 2(n+ 1)

=

n−1∑
k=1

ρ−1∑
j=0

PLDSprobeρ(n− 1, k, j)

+
n−1∑
k=1

ρ−1∑
j=0

PLDSprobeρ(n− 1, k − 1, j −
(
n− 1

k

)
mod ρ)

+
n−1∑
k=1

min(ρ,(nk))−1∑
j=0

1 + 2(n+ 1)

One can replace j −
(
n−1
k

)
mod ρ by j since we sum over j = 0..ρ− 1. We also perform a

change of indices for k in the same summation.

PLDSρ(n) =

n−1∑
k=1

ρ−1∑
j=0

PLDSprobeρ(n− 1, k, j)

+

n−2∑
k=0

ρ−1∑
j=0

PLDSprobeρ(n− 1, k, j)

+
n−1∑
k=1

min

(
ρ,

(
n

k

))
+ 2n+ 2

=2PLDSρ(n− 1) +

n−1∑
k=1

min

(
ρ,

(
n

k

))
+ 2
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Using backward substitutions solves the recurrence.

PLDSρ(n) =2n + 2n
n∑
i=1

i∑
k=0

1

2i
min

(
ρ,

(
i

k

))

When solved for ρ = 1, we retrieve the number of visited nodes with LDS. We also simplify

for ρ ∈ {2, 3} assuming n ≥ 3.

LDS(n) = 2n+2 − n− 3 PLDS2(n) = 5 · 2n − 2n− 4 PLDS3(n) =
23

4
2n − 3n− 5

We observe that, as the number of variables grows, a LDS visits twice the number of nodes

than a DFS. Therefore, when DFS finishes to visit the entire tree, LDS visited half of the

leaves. However, these leaves have fewer than n
2 discrepancies. So if the heuristic makes no

mistakes at least half of the time, LDS finds a solution by the time DFS visits the entire

tree. The overhead of LDS compared to DFS is therefore compensated by the search of

more promising parts of the search tree.

As n grows, the ratios PLDS2(n)

LDS(n)
and PLDS3(n)

LDS(n)
tend to 1.25 and 1.43. These overheads

of 25% and 43% grow slower than the number of processors and implies that 2 and 3

processors will visit the search tree in 62% and 48% of the time taken by one processor.

Should the search visit the entire search tree, Figure 5.2 shows the speedup of PLDS over

LDS as the number of processors increases. We see that the speedup grows linearly except

in the degenerate case where the number of leaves equal the number of processors.

To get a more accurate idea of the speedup, one needs to consider the quality of the solution

(in an optimization problem) or the probability of finding a solution (in a satisfaction

problem). This is done in the next section.

5.5.2 Statistical analysis

We provide statistical results showing that the performance of the algorithm never declines,

except in the degenerated case where there are more processors than leaves. It is therefore

a worst-case analysis where the entire tree is explored.

Harvey and Ginsberg [54] showed, by analyzing binary SCP search trees from different

problems, that the quality of a heuristic can be approximated/described by the probability
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Figure 5.2 – Speedup for some number of processors.

p of finding a solution in the left subtree if no mistakes were made in the current partial

assignment. Similarly, we say that the probability of finding a solution in the right subtree

is q. If the solution is unique, we have p + q = 1. If there is more than one solution, we

have p+ q ≥ 1 since there is a probability of having a solution both in the left subtree and

the right subtree.

The better a heuristic is, the greater the ratio p
q is. The extreme situation where p

q = 1

corresponds to a heuristic that does no better than random variable/value selection (all

leaves share the same probability of being a solution, and using an LDS would not be a

logical choice). The probability that a leaf with k discrepancies is a solution is pn−kqk since

it involves branching k times on the right and n− k times on the left.

Figure 5.3 shows the probability that a solution is found according to the number of visited

nodes per processor. The probability that a leaf si with k deviations is a solution is

P (si) = pn−kqk. The probability of finding a solution after visiting the leaves s1, . . . , sm is

1 −∏m
i=1(1 − P (si)). For a given computation time, increasing the number of processors

increases the probability that a solution has been found.

This clearly illustrates that increasing the number of processors increases the performance

until ρ reaches the number of leaves in the search tree. From that point there is no more

gain.
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Figure 5.3 – Probability that a solution is found after some computation time [n = 15 vars;
p = 0.6; q = 0.4]

As the expected quality of a leaf decreases exponentially with its number of discrepancies

(recall Section 5.3), adding more processors makes us visit additional leaves in the same

computation time, but those leaves have smaller probability of success than the previous

ones. This is a natural (and desired) consequence of using a good variable/value selection

heuristics and a backtracking strategy visiting leaves in order of expected quality.

Figure 5.4 presents the speedup obtained for some probability that a solution is found. A

lot of variation is present for low probability values. This is due to the use of the heuristic

that points toward good solutions quickly. The speedup then converges toward a single

value as the probability that a solution is found increases.

The next experiment studies the performance of the algorithm according to the quality of

the variable/value selection heuristics used. We recall from Section 5.3 that the higher the p
q

ratio is, the more likely the solutions will be concentrated in leaves having few discrepancies.
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Figure 5.4 – Speedup for some probability that a solution is found. [n = 15 vars; p = 0.6;
q = 0.4]

In contrast, the extreme situation where p = q simulates the use of a heuristic that does no

better than random variable/value selection (all leaves share the same probability of being

a solution, and using an LDS would not be a logical choice).

On Figure 5.6, the curve for 1 processor shows that computation time decreases exponen-

tially when p
q increases. Other curves show that when we provide additional processors,

the computation time still decreases exponentially, but much more quickly.

5.6 Experimentation with industrial data

In a lumber finishing facility, lumbers are planed and sorted according to their grade (i.e.

quality). It may be trimmed in order to produce a shorter lumber of a higher grade and

value. The operation that improves a piece of lumber only depends on the piece of lumber

itself with no consideration for the actual customer demand. This causes the production
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Figure 5.5 – Average computation time to find a solution according to the number of
variables [p = 0.6; q = 0.4]

of multiple finished products at the same time (co-production) from a single raw product

(divergence). This makes the production very difficult to plan according to the customer

demand. There is a finite set of processes that can be used to transform one raw product

into many finished products. The plant can only process lumber of a single category in a

given production shift. Mills prefer long campaigns of a single category as it reduces costs:

once the mill is configured for a given setup, they want to stay in this configuration for as

many shifts as possible. The plant maintains an inventory of raw and finished products.

For each customer order, a given quantity of a finished product has to be delivered at a

specific time.

To sum up, the decisions that must be taken in order to plan the finishing operations are the

following: (1) select a lumber category to process during a campaign, (2) decide when the

campaign starts and for how long it lasts, and (3) for each campaign, decide the quantities

of each compatible products to process. It is a single machine planning and scheduling
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Figure 5.6 – Average computation time to find a solution according to the p
q ratio where

p+ q = 1 with 15 variables.

problem. Each planning period corresponds to one ”production shift” (approximatively

4 hours). The objective is to minimize orders lateness (modelled as a penalty cost) and

production costs. The problem is fully described in [1] which provides a good heuristic for

this problem. In [40], the heuristic is used to guide the search using constraint programming

(applying LDS) and it outperforms the DFS and the mathematical programming approach.

Industrial instances are huge and there is a need for good solutions in shorter computation

time. The instances have 65,142 variables and 50,238 constraints. Among them, there

are 42 discrete decision variables whose domains have cardinality 6 and 4200 continuous

decision variables. As we have a really good branching heuristic for which LDS works really

well, this problem is an ideal candidate for PLDS. This search heuristic first branches on

variable/values for the integer variables (decisions 1 and 2 in the previous paragraph). Once

the values for these variables are known, the remaining continuous variables (3) define a

linear program that can be easily solved to optimality using the simplex method. Therefore,
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Figure 5.7 – Best solution found for K1 dataset

each time we have a valid assignment of the integer variables, we consider we have reached

a leaf and we solve a linear program to evaluate the value of this solution. This implies that

the leaves have a heavier computation time than the inner nodes. This situation differs

from Section 5.5.1 where all nodes have the same computation time.

We implemented PLDS and ran it on Colosse, a supercomputer with more than 8000 cores

(dual, quad-core Intel Nehalem CPUs, 2.8 GHz with 24 GB RAM). Two Canadian lumber

companies involved in the project provided the industrial instances. The four datasets have

from 30 to 42 production shifts, from 20 to 133 processes, from 60 to 308 customer orders,

from 20 to 68 raw products, and from 60 to 222 finished products.

5.6.1 Results and discussion

Figures 5.7 to 5.10 show the objective value according to the computation time (maximum

of one hour) for different numbers of processors. We also computed the best solution for

LDS on these instances and the curve is indistinguishable from the PLDS(1) curve. In

Figure 5.10, we can see that a solution of quality of 1.1× 107 is not found with 1 processor
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Figure 5.8 – Best solution found for M3 dataset

even after an hour but can be found in 10 minutes with 4096 processors. Furthermore, 1

processor obtained a solution of 1.5× 107 in one hour while the same solution is found in

a few seconds with 512 processors. This is a major improvement from an industrial point

of view where computation time is the real constraint.

The harder instances are those where the heuristic has more difficulties and a good solution

is obtained later in the search (Figure 5.7 is the easiest instance, Figure 5.10 is the hardest

one). The absolute time saving is greater on harder instances when using PLDS.

For each Figure from 5.7 to 5.10, the curves for 512, 1024, and 2048 processors have the

same shape but get more compressed over time as the number of processors increases. This

shows that the heuristic and the search strategies remains the same even in its parallelized

version.

Table 6.1 lists statistics we computed during these experiments. The speedup is the ratio

of the number of leaves visited by multiple processors over the number of leaves visited by

one processor. PLDS scales well: even with 4096 processors, the speedup is still increasing
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Figure 5.9 – Best solution found for M2 dataset

almost linearly.

One hour was insufficient to visit the entire search tree. With 4096 processors, we reached

solutions with 6 discrepancies but did not visit all of them. Therefore, there is no idle time.

However, we want to measure how the workload, in terms of visited leaves, differs between

processors. Let χj be the number of leaves processed by processor j. Let min(χ) be the

minimum value of χj for every j ∈ 0, 1, . . . , ρ − 1. Let χ be the average number of leaves

visited by each processor. The relative difference between min(χ) and χ is χ
min(χ) . This

measure shows processors have visited roughly the same number of leaves.

We had hardware failures during the experiments and we have been able to restart a single

processor while leaving the other ones running.
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Figure 5.10 – Best solution found for M1 dataset

5.7 Conclusion

The contributions of this paper are twofold. First, we proposed a new parallelization

scheme based on the LDS backtracking strategy. This parallelization does not alter the

strategy since the visit order of the nodes remains unchanged. Moreover, PLDS provides an

intrinsic workload balancing, it scales on multiple processors, and it is robust to hardware

failures. We provided a theoretical analysis that evaluated the performance of PLDS based

on the quality of the heuristic. This showed that adding more processors always provides

a speedup.

Secondly, we experimented with a difficult industrial problem from the forest products

industry for which an excellent problem-specific variable/value selection heuristics is known.

This has been done by using as many as 4096 processors on a supercomputer. It shows the

great potential of constraint programming in a massively parallel environment for which

good search strategies are known.
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dataset ρ speedup χ max(χ)−min(χ) χ
min(χ)(%)

K1 512 338.9 4668.6 550 1.09
K1 1024 585.9 4036.0 441 1.08
K1 2048 941.9 3244.4 363 1.08

M3 512 446.4 725.4 24 1.02
M3 1024 863.1 701.3 57 1.06
M3 2048 1601.1 650.4 25 1.03

M2 512 432.7 920.3 53 1.04
M2 1024 823.2 875.5 40 1.03
M2 2048 1604.7 853.3 23 1.02

M1 512 447.7 729.3 42 1.04
M1 1024 869.1 707.9 42 1.04
M1 2048 1656.1 674.4 79 1.11
M1 4096 3152.3 641.9 57 1.06

Table 5.1 – Industrial datasets experiments statistics. The column χ is the average number
of leaves visited by each processor. The columnmax(χ)−min(χ) is the maximum difference
of leaves treated between processors. The column χ

min(χ) is the average percentage of
leaves differences between each processor and the minimal number of leaves treated by one
processor.

94



Chapitre 6

Parallel Depth-bounded

Discrepancy Search

Détails de l’article
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tegration of AI and OR Techniques in

Constraint Programming (CPAIOR 2014),

Cork (Irlande), mai 2014

Type de publication : Conférence
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Contributions

Cet article est une suite logique de l’article présenté au chapitre 5. Nous y introduisons

une généralisation de la méthode de parallélisation utilisée précédemment. Nous démon-

trons comment l’appliquer à d’autres stratégies de recherche telles que Depth-bounded

Discrepancy Search (DDS) et Depth-First Search (DFS).

95



Ces nouvelles stratégies de recherche parallèles sont appliquées au même problème industriel

utilisé précédemment, soit le problème de planification et d’ordonnancement des opérations

de rabotage du bois d’oeuvre. Nous obtenons des solutions de qualité inégalée pour ce

problème à l’aide de la parallélisation de la stratégie de recherche DDS.

Il est commun en pratique que l’arbre de recherche de problèmes de grandes tailles ne

soit traité que partiellement (on ne dispose que très rarement d’un temps de résolution

infini !). Nous avons démontré que PDDS permet d’obtenir une accélération supérieure au

début de la recherche comparée à l’accélération obtenue lorsque l’arbre de recherche est

entièrement traité. Cela montre donc qu’en contexte réel, l’algorithme sera encore plus

efficace qu’escompté. De plus, nous fournissons une nouvelle analyse théorique du nombre

de noeuds visités par la stratégie de recherche DDS. Enfin, nous démontrons le théorème

bornant le déséquilibre de la charge de travail entre les travailleurs lors de la coupe d’une

branche de l’arbre de recherche pour l’algorithme PDDS. De plus nous réduisons cette

borne comparativement au théorème prouvé au chapitre 5.

Commentaires

Thierry Moisan est l’auteur principal de cet article.

Les professeurs Claude-Guy Quimper et Jonathan Gaudreault ont participé à la réflexion

et à l’écriture de cet article.

6.1 Introduction

Parallelization has been of growing interest in recent years, including in the optimization

community. de la Banda et al. [122] consider parallelization as one of the three main chal-

lenges in the future of optimization technologies. Search is at the core of optimization and

constraint solvers. If one wants to parallelize a solver, it is natural to consider parallelizing

search strategies.

Parallelization of constraint programming solver is a hard problem mainly due to com-

munication between workers. When the number of workers is large, the time each worker

spends communicating with the other workers often exceeds the time spent at solving the

original problem.
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We have recently seen good parallel algorithms without communication that are based on

centralized algorithms. Régin et al. [91] split the problem into multiple subproblems. These

subproblems are then given to workers that solve them using classic centralized algorithm.

Parallel Limited Discrepancy-based Search (PLDS 1) [123] is based on Limited Discrepancy-

based Search (LDS) [54]. LDS has a huge advantage over traditional search strategies such

as Depth-First Search (DFS) when a good value ordering heuristic is used. The PLDS

parallel version keeps this advantage by preserving the node visit ordering of the centralized

algorithm. Each leaf of the search tree is implicitly assigned to a worker. Every worker

branches in the search tree while making sure there is at least one leaf in the subtree of the

current node that is assigned to it. An important property of this approach is that, upon

pruning the search tree, workload balance difference can be theoretically bounded. PLDS

scales to thousands of workers.

In this paper, we show that the parallelization mechanism used by PLDS can also be used

to parallelize other search strategies while keeping the same properties. We parallelize

the Depth-bounded Discrepancy Search algorithm (DDS) [56] to obtain Parallel Depth-

bounded Discrepancy Search (PDDS). Our motivation lies in the observation that in a

centralized environment, DDS is generally more efficient than LDS when it is provided

with good value ordering heuristics. We also show how the same parallelization mechanism

can be applied to DFS which becomes Parallel Depth-First Search (PDFS). The theoretical

analysis of PDFS will simplify the analysis of PDDS.

The rest of this paper is divided as follows. Section 6.2 describes the DDS algorithm and

reviews related parallel computing work. Section 6.3 details the PDFS algorithm while

section 6.4 details the PDDS algorithm. Section 6.5 presents a theoretical analysis of the

algorithms. Finally, we experiment with an industrial problem coming from the wood-

products industry in Section 6.6.

6.2 Literature review

We review the related works by presenting different parallelization approaches. Then, we

describe the original DDS algorithm that we parallelize in Section 6.4.

1. In the original article this algorithm was named PDS. In this paper, we name it PLDS for clarity
concerns.
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6.2.1 Shared memory

It is possible to parallelize a search strategy by sharing, through a shared memory space, a

list of open nodes, i.e. the visited nodes for which there are still values to branch on. Each

worker can select an open node and process it until no more work can be done from that

point. Then, the worker comes back to the pool of open nodes to obtain more work.

Perron [69] proposes a framework based on this idea. Good performances are often re-

ported, as in [70] where a parallel Best First Search is implemented and evaluated up to 64

processors. However, this approach cannot easily scale up to thousands of processors due

to communication overload.

6.2.2 Portfolios

Portfolio-based methods use a set of different solvers, parameters and/or search strategies.

Workers are using different configurations to solve the exact same problem in parallel,

increasing the probability of quickly finding a good solution. The approach can be improved

by making use of randomized restarts [114] and nogoods learning [117].

Finding good alternative configurations for a specific problem can be a difficult problem by

itself. Xu et al. [124] use machine learning to find appropriate SAT solver configurations

to a new problem based on a set of learned examples.

6.2.3 Search space splitting and work stealing

Space splitting divides the search tree into small subtrees that are assigned to the workers.

As it is unlikely that those subtrees are of equal size, a work stealing mechanism (see [113,

85]) allows busy workers to share their workload with idle workers and therefore evenly

balance the workload among all workers. In [125], Menouer et al. parallelize the constraint

programming solver OR-Tools using a framework based on work-stealing.

Communication may cause issues when there are too many workers. At some point, the

communication monopolizes the majority of the computing power. Reducing the amount of

communication speeds up the search. For example, Xie and Davenport [84] allocate specific

workers to coordinate the tasks, allowing more processors to be used before performance

starts to decline.
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Yun and Epstein [126] combined the use of portfolios with work-stealing. They start by

launching a portfolio phase by making a choice of solver configuration. Then the search

space is divided and work is distributed among the workers. During the search, information

about the success (or lack thereof) is transmitted from the workers to the manager inducing

a change in the future choices among the portfolio of solvers.

Recent work showed how to implicitly balance the workload while minimizing the com-

munication during the search. Régin et al. [91] split the problem into a large number of

subtrees. Some are quicker to explore than others, as pruning occurring during the search

does not equally affect each part of the search tree. However, since a large number of

subtrees is assigned to each worker, their workload tend to balance.

The exclusion of all communication during the search is also the solution we advocate in our

previous work [123] where we introduced PLDS, a parallel version of Limited Discrepancy

Search (LDS) [54]. The parallelization is done by implicitly assigning leaves of the search

tree to workers. We showed how to test whether a worker has any work assigned to it in

the subtree under the current node. This parallel algorithm has the property to keep the

same node visit ordering as the sequential version. This is the approach we will generalize

in this paper.

6.2.4 Depth-bounded Discrepancy Search

Harvey and Ginsberg [54] introduce the concept of discrepancy. Each time a solver needs

to assign a value to a variable, a value-ordering heuristic is used to select the value that

will most likely lead to a solution. As a convention, when a binary search tree is repre-

sented graphically, the left branch under a node corresponds to the recommendation of the

heuristic while the right one does not. Figure 6.1 shows such binary search tree. There-

fore, each time the solver branches to the right in this tree, it goes against the heuristic

recommendation. Such branching is called a discrepancy. Leaves on Figure 6.1 are labeled

with the total number of discrepancies one must follow to go from the root of the tree to

that leaf. Harvey and Ginsberg show that, when using a good value ordering heuristic, the

expected quality of a leaf decreases as the number of discrepancies increases.

Limited discrepancy search (LDS) [54] is the first search strategy based on discrepancies.

It visits the leaves of the tree in order of discrepancies. Improved Limited Discrepancy

Search (ILDS) [55] is an improvement over LDS since it visits each leaf at most once (the
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Figure 6.1 – A binary search tree with the number of discrepancies of each node.

original LDS has redundancy). There are other search strategies that take advantage of

discrepancies such as Discrepancy-Bounded Depth First Search (DBDFS) [112] and Limited

Discrepancy Beam Search (BULB) [58].

Depth-bounded Discrepancy Search (DDS) [56] makes the following assumption: it is more

probable that the value ordering heuristic makes a mistake at the top of the search tree

than at the bottom. A value-ordering heuristic can make better decisions lower in the

search tree since it has more information about the problem. Hence, it is more likely that

the heuristic makes a mistake at top the of the tree. Based on this assumption, if the

search has to reconsider the choices it made, it better reconsider choices made at the top

of the search tree rather than at the bottom.

Given a search tree of depth n, DDS performs n + 1 iterations. At iteration k = 0, DDS

visits the leftmost leaf of the tree. At iteration k, for 1 ≤ k ≤ n, DDS visits all the branches

in the search tree above level k − 1. At level k, the algorithm visits all value assignments

that do not respect the value ordering heuristic. Beyond level k, DDS visits all value

assignments that respect the value ordering heuristic and therefore have no discrepancies.

For example, for k = 2, DDS visits all nodes down to level 1, branches once on values that

do not respect the heuristic, and then always branches on the leftmost child until it reaches

a leaf.

Algorithms 10 and 11 are a generalization of the original DDS algorithm [56] for n-ary

variables.

In the following description, we suppose that the variable ordering heuristic is deterministic

and only depends on the states of the domains. Hence, under the same conditions, the

algorithm will always make the same choices (otherwise, the variable ordering heuristics

could cause the search strategy to visit multiple times some leaves and ignore other leaves).
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This supposition was also made in [54] and [56].

Algorithm 10: DDS([dom(X1), . . . ,dom(Xn)])

1 for k = 0..n do
2 s← DDS-Probe([dom(X1), . . . ,dom(Xn)], k)
3 if s 6= ∅ then return s

4 return ∅

Algorithm 11: DDS-Probe([dom(X1), . . . ,dom(Xn)], k)

1 Candidates← {Xi | i ∈ 1, . . . , n ∧ | dom(Xi)| > 1}
2 if Candidates = ∅ then
3 if dom(X1), . . . ,dom(Xn) satisfies all the constraints then
4 return [dom(X1), . . . ,dom(Xn)]

5 return ∅
6 Choose a variable Xi ∈ Candidates
7 Let v0, . . . , v| dom(Xi)|−1 be the values in dom(Xi) sorted by the heuristic.

8 if k = 1 then d← 1
9 else d← 0

10

11 if k = 0 then d← 0

12 else d← |dom(xi)| − 1
13

14 for d = d..d do
15 s← DDS-Probe([dom(X1), . . . ,dom(Xi−1), {vd},
16 dom(Xi+1), . . . ,dom(Xn)],max(0, k − 1))
17 if s 6= ∅ then return s

18 return ∅

6.3 PDFS algorithm

PDFS will simplify the theoretical analysis of DDS and PDDS for the following reason.

At iteration k, DDS (PDDS) performs a DFS (PDFS) over the first k − 1 variables of the

problem.

To our knowledge, it is the first time that DFS and DDS are parallelized this way.
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We parallelize DFS over ρ workers labeled from 0 to ρ − 1. Let s be a leaf of the search

tree and v(s) its order of visit in DFS, i.e. the first leaf visited by DFS has a visit order

of 0, the second leaf visited by DFS has a visit order of 1, and so on. We implicitly assign

a leaf s to worker v(s) mod ρ. Each worker is aware of its label and the total number of

workers ρ. A worker w performs a standard DFS but only visits the nodes that have at

least one leaf, among their descendants, whose assigned worker is w. Each worker needs to

decide whether a node leads to a leaf of interest. This is done as follows.

Let a be the current node and left(a) its left child. The PDFS search keeps track of the

worker l(a) assigned to the leftmost leaf, in the subtree rooted at a, to be visited in the

current iteration of the centralized search strategy. In the case of PDFS, there is only one

iteration but PDDS is run over multiple iterations. We necessarily have l(a) = l(left(a))

since both subtrees have the same leftmost leaf. The function CDFS takes as input a node

and returns the number of its descendants that are leaves to be visited in the current

iteration of the centralized search strategy.

CDFS([X1, . . . , Xn]) =
n∏
i=1

|dom(Xi)| (6.1)

If all variable domains have cardinality δ, Equation (6.1) simplifies to Equation (6.2).

CDFS([X1, . . . , Xn]) = δn (6.2)

The list of workers that needs to visit left(a) is given by l(a), (l(a) + 1) mod ρ, (l(a) +

2) mod ρ, . . . , (l(a) + CDFS(left(a)) − 1) mod ρ. Consequently, the worker w only needs to

visit the node left(a) if it belongs to this list. This can be tested with the inequality

(w − l(left(a))) mod ρ < CDFS(left(a)). One can apply the same reasoning on the right

child right(a) knowing that that l(right(a)) = (l(left(a)) + CDFS(left(a))) mod ρ.

Algorithm 12 describes PDFS. The first call to PDFS is done with the original variable

domains and l = 0.

6.4 PDDS algorithm

We show in this section how the same mechanism can be applied to DDS which becomes

a Parallel Depth-bounded Discrepancy Search (PDDS). As in PLDS and PDFS, paral-
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Algorithm 12: PDFS([dom(X1), . . . ,dom(Xn)], l)

1 Candidates← {Xi | i ∈ 1, . . . , n ∧ | dom(Xi)| > 1}
2 Choose a variable Xj ∈ Candidates
3 z ← CDFS(Candidates \ {Xj})
4 for vd ∈ dom(Xj) do
5 if (currentProcessor − l) mod ρ < z then
6 s← PDFS([dom(X1), . . . ,dom(Xj−1), {vd},dom(Xj+1) . . . ,dom(Xn)], l)
7 if s 6= ∅ then return s

8 l← (l + z) mod ρ

9 return ∅

Algorithm 13: PDDS([dom(X1), . . . ,dom(Xn)])

1 l← 0
2 for k = 0..n do
3 Candidates← {Xi | i ∈ 1, . . . , n ∧ | dom(Xi)| > 1}
4 z ← CDDS(Candidates, k)
5 if (currentProcessor − l) mod ρ < z then
6 s← PDDS-Probe([dom(X1), . . . ,dom(Xn)], k, l)
7 if s 6= ∅ then return s

8 l← (l + z) mod ρ

9 return ∅

lelization is done by assigning the leaves of the search tree to each worker in a round-robin

fashion.

Algorithms 13 and 14 show how PDDS operates. Algorithm 13 visits all the leaves whose

discrepancies appear within the first k variables. Algorithm 14 launches an iteration to

visit all those leaves following a DFS search.

As for PDFS, the algorithm requires a function CDDS that counts the number of leaves

under the current node that should be visited during the current iteration of DDS. The

next subsection shows how to implement the function CDDS.
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Algorithm 14: PDDS-Probe([dom(X1), . . . ,dom(Xn)], k, l)

1 Candidates← {Xi | i ∈ 1, . . . , n ∧ | dom(Xi)| > 1}
2 if Candidates = ∅ then
3 if dom(X1), . . . ,dom(Xn) satisfies all the constraints then
4 return [dom(X1), . . . ,dom(Xn)]

5 return ∅
6 Choose a variable Xj ∈ Candidates
7 Let v0, . . . , v|dom(Xj)|−1 be the values in dom(Xj) sorted by the heuristic.

8 if k = 1 then d← 1
9 else d← 0

10

11 if k = 0 then d← 0

12 else d← |dom(Xj)| − 1
13

14 for d = d..d do
15 z ← CDDS(Candidates \ {Xj},max(0, k − 1))
16 if (currentProcessor − l) mod ρ < z then
17 s← PDDS-Probe([dom(X1), . . . ,dom(Xj−1), {vd},
18 dom(Xj+1), . . . ,dom(Xn)],max(0, k − 1), l)
19 if s 6= ∅ then return s

20 l← (l + z) mod ρ

21 return ∅

6.4.1 Counting functions

We provide two functions that count the number of leaves in a subtree that have to be

visited in the current iteration of the DDS. Both functions take as input the variables

to be explored in this subtree and the number of levels k where discrepancies are allowed.

Function (6.3) assumes that all variable domains have cardinality δ. Function (6.4) assumes

that variables are selected in a static ordering. Without these assumptions, one would need

to integrate the knowledge of the branching heuristic into the computation of the number of

leaves. However, it is always possible to do a workaround and to extend the domains of all

variables with dummy values to match the cardinality of the largest domain. The dummy

values can be filtered out causing a slight workload imbalance among the processors as it

will be discussed in Section 6.5.6.
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If all variable domains have cardinality δ, then one can count the number of leaves as

follows. At iteration k, DDS performs a DFS over a tree of height k − 1. For each leaf of

this tree, DDS explores the δ − 1 solutions that cause one or more discrepancies to occur.

CDDS([X1, . . . , Xn], k) =

1 if k = 0

δk−1(δ − 1) if k > 0
(6.3)

Interestingly, when all domains have the same size, the number of leaves depends only on

the iteration number k and the cardinality of the domains δ but not on the number of

variables.

We can also suppose a static variable ordering X1, X2, . . . , Xn which is used in every branch

of the search. Under this assumption, variable domains can have different cardinalities.

CDDS([X1, . . . , Xn], k) =


1 if k = 0

|dom(X1)| − 1 if k = 1

(| dom(Xk)| − 1)
∏k−1
i=1 |dom(Xi)| if k > 1

(6.4)

If the variables do not have the same domain size and their ordering is not static, then the

number of leaves in the search tree visited at iteration k depends on the variable ordering.

The function CDDS should be redefined according to the branching heuristic.

6.5 Analysis

This section provides an analysis of DFS, DDS, PDFS and PDDS. To compare these search

strategies, we count the number of times each strategy visits a node while exploring an

entire search tree of n binary variables.

6.5.1 Analysis of DFS

In a DFS, each node of the search tree is visited once. Since there are 2n+1 − 1 nodes in a

binary tree of height n, we define DFS(n) = 2n+1 − 1 to be the number of node visits in a

complete DFS.
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6.5.2 Analysis of DDS

Let n be the number of binary variables in a search tree and k the level of the last dis-

crepancy for k ≤ n. If the level of the last discrepancy is 0, then the search goes directly

to the leftmost leaf of the subtree. Hence, the algorithm visits one node per variable left

to instantiate, which is equal to n plus the root node which gives n + 1. Otherwise, the

search does a DFS over the k − 1 first variables. For each of the 2k−1 leaves of this DFS,

n− k + 1 nodes are visited down to the bottom of the search tree.

DDS(n, k) =

n+ 1 if k = 0

DFS(k − 1) + 2k−1(n− k + 1) otherwise

=

n+ 1 if k = 0

2k − 1 + 2k−1(n− k + 1) otherwise

The total number of node visits done by the DDS search strategy is given by the sum over

all levels k = 0..n in the search tree.

DDS(n) =

n∑
k=0

DDS(n, k) (6.5)

= 4 · 2n − n− 3 (6.6)

Surprisingly, this is the same number of node visits as a complete LDS search (the version

proposed in [55]). The number of node visits of LDS was previously shown in [123].

6.5.3 Analysis of PDFS

We are interested in the number of node visits done by PDFS. To simplify the analysis, we

suppose that the number of workers is a power of two: ρ = 2x. If there are more workers

than leaves (ρ > 2n), then there are 2n workers that each visits n+ 1 nodes from the root

to a leaf. The other ρ − 2n workers remain idle. If there are more leaves than workers

(ρ ≤ 2n), then all nodes at level i, for n − log2 ρ < i ≤ n, are visited by exactly 2n−i

workers, i.e. the 2n leaves are visited by one worker each, the 2n−1 parents of the leaves

are visited by 2 workers each, the 2n−2 grand-parents are visited by 4 workers each and so

on until level n − log2 ρ where all nodes are visited by all workers. All nodes in levels 0
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to n− log2 ρ are visited by all processors. The function PDFS(ρ, n) returns the number of

node visits of PDFS with ρ workers in a tree of n binary variables.

PDFS(ρ, n) =

(n+ 1)2n if 2n < ρ

ρ ·DFS(n− log2 ρ) +
∑n

i=n−log2 ρ+1 2i2n−i otherwise
(6.7)

=

(n+ 1)2n if 2n < ρ

(2 + log2 ρ)2n − ρ otherwise
(6.8)

This shows that as the number of workers grows, the computational power grows linearly

while the number of node visits grows logarithmically until we reach the degenerate case

where the workers outnumber the leaves of the tree.

6.5.4 Analysis of PDDS

An iteration of PDDS can be seen as a PDFS over k − 1 variables. For each of the 2k−1

leaves in this PDFS, PDDS completes the search by instantiating the remaining n− k + 1

variables. Let PDDS(ρ, n, k) be the number of node visits in iteration k of PDDS with ρ

workers.

PDDS(ρ, n, k) =

n+ 1 if k = 0

PDFS(ρ, k − 1) + 2k−1(n− k + 1) otherwise
(6.9)

which can be expanded to

PDDS(ρ, n, k) =


n+ 1 if k = 0

(n+ 1)2k−1 if k > 0 and 2k−1 ≤ ρ
(log2 ρ+ n− k + 3)2k−1 − ρ otherwise

(6.10)
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We can further analyze the behavior of PDDS by summing the node visits over all the

levels k = 0..n.

PDDS(ρ, n) =
n∑
k=0

PDDS(ρ, n, k) (6.11)

= n+ 1 +

min(log2 ρ,n)∑
k=1

PDDS(ρ, n, k) +
n∑

k=log2 ρ+1

PDDS(ρ, n, k) (6.12)

=

(4 + log2 ρ)2n − ρ(n− log2 ρ+ 3) if ρ ≤ 2n

(n+ 1)2n otherwise
(6.13)

In comparison, as reported in [123], equation (6.14) shows the number of node visits done

by PLDS when searching a complete binary tree.

PLDS(ρ, n) = 2n + 2n
n∑
i=1

i∑
k=0

1

2i
min

(
ρ,

(
i

k

))
(6.14)

6.5.5 Speedup analysis

The speedup is the ratio between the time for a single worker to accomplish a task over

the time required for ρ workers to accomplish the same task. We measure the time in

number of node visits while supposing that all nodes have an equal processing time. A

single worker visits PDDS(n, 1) nodes to explore an entire search tree of n binary variables

while ρ workers each visits PDDS(n,ρ)
min(ρ,2n) nodes to collectively explore the entire search tree. We

therefore have a speedup of min(ρ,2n)PDDS(n,1)
PDDS(n,ρ) . A similar computation applies for PDFS.

Figure 6.2 and Figure 6.3 show the speedup for PDDS and PDFS. For n = 11 variables, the

speedup stops growing after 2048 workers. Beyond this point, there are more processors

than leaves in the search tree. Since any additional worker is an idle worker, the speedup

reaches a plateau. The number of variables affects the performance of PDDS, especially

when there are few variables. However, as the number of variables grows, the effects become

negligible.

One can see from Figure 6.2 and Figure 6.3 that the speedups in function of n for PDDS

and PDFS are almost linear. In fact, while analyzing the functions PDDS(ρ, n) (Equa-

tion (6.10)) and PDFS(ρ, n) (Equation (6.8)), one sees that the most dominant term, 2n,

is multiplied by log2 ρ. This shows that the number of nodes to be visited logarithmically
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Figure 6.2 – Speedup of PDDS exploring a complete binary tree in function of the number
of workers.

increases with the number of workers. However, the computation power increases linearly

with ρ. It results in a speedup in Θ( ρ
log2 ρ

).

PDDS shows a greater speedup than PDFS when a complete search of the tree is performed.

However, it is uncommon in practice to completely visit a search tree. Actually, even in a

centralized environment we expect DDS to find a solution sooner than DFS as we better

exploit the value ordering heuristic.

Figure 6.4 shows the speedup obtained when the search is interrupted after some fraction

of the search space has been covered. The speedup increases until it reaches a peak from

where it decreases. The peak is reached at iteration log2 ρ, when the number of visited

leaves reaches the number of workers.

Since there are few leaves visited from iteration 0 to iteration log2 ρ, not all workers con-

tribute to these iterations. As k grows, more leaves need to be explored and more workers

contribute to these iterations which explains why the speedup increases. After the peak,

there are more leaves to visit than workers. The decrease in the speedup is due to the

increase in the redundancy among the workers. Indeed, at iteration k, the redundancy
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Figure 6.3 – Speedup of PDFS exploring a complete binary tree in function of the number
of workers.

occurs when the workers visit the first k− 1 levels of the tree. The greater k is, the greater

is the subtree in which the redundancy occurs.

6.5.6 Workload analysis

Theorem 1. Let n be the number of variables in the problem. If a branch is pruned from

the search tree during the PDDS search, the number of leaves removed from the workload

of each worker differs by at most n.

Proof. If a branch of the tree is pruned, all the nodes under this branch are removed. Each

leaf in the removed subtree are associated to a worker w and to an iteration k in which

DDS visits the leaf. The leaves belonging to the same iteration are assigned to the workers

in a round-robin fashion. Therefore, for the same iteration k, the workload among the

workers differs by at most one. Since there are n + 1 iterations (k = 0..n), one concludes

that the accumulated workload gap is bounded by n+ 1.

However, the leaf visited at iteration 0 and the leaf visited at iteration 1 cannot be both

filtered without filtering the whole tree. If the whole tree is filtered, then the workload
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Figure 6.4 – Speedup of PDDS with ρ = 512 in function of the percentage of search space
covered. Recalls CDDS(k) is the number of leaves processed at iteration k.

between each worker is the same as there is no work to do. Otherwise, either iteration 0

or 1 does not create a workload difference of one. Hence, the maximum workload gap is

bounded by n.

Theorem 1 shows the benefit of implicitly assigning leaves to workers in a round-robin

fashion.

6.6 Experiments with industrial data

We carried out experiments with industrial data for an integrated planning and schedul-

ing problem from the forest-products industry. Planning and scheduling lumber finishing

operations is very challenging for the following reason: (1) the manufacturing operations

lead to co-production (we simultaneously produce many different types of products from

a single input) and (2) there are many alternative operations that can be used to trans-

form a given raw product (each operation leads to a different basket of products). The

result is that each operation contributes to partially fulfill many orders at the same time

and each order can be fulfilled by many operations. The lumber finishing problem is fully
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described in [1] which provides a good heuristic to solve this problem. This heuristic in-

spired a search procedure (variable/value selection heuristics) [40] that allowed a constraint

programming model to outperform standard mathematical programming. In [123], DFS,

LDS and PLDS were compared using industrial data. LDS outperformed DFS, and PLDS

allowed an impressive speedup and and solution quality that were never obtained before.

Using the same datasets and methodology as in [123], we compare DFS, LDS, PLDS, DDS,

and PDDS. The search only considers integer variables. Once the values for these variables

are known, the remaining continuous variables define a linear program that can be easily

solved to optimality using the simplex method. Therefore, each time a valid assignment of

the integer variables is obtained, we consider we have reached a leaf in the search tree and

a linear program is solved to evaluate the value of this solution. The linear programs were

solved using CPLEX version 12.5.

We used Colosse, a supercomputer with 7680 cores (dual, quad-core Intel Nehalem CPUs,

2.8 GHz with 24 GB RAM). Two Canadian lumber companies involved in the project

provided the industrial instances.

Figures 6.5 to 6.7 show the objective value (minimizing backorder costs) according to

computation time (maximum one hour) for 1, 512 and 4096 workers. DDS and PDDS with

one worker showed the same performance. For this reason we omit the latter in the chart.

The same comment applies to LDS (PLDS) and DFS (PDFS).

As expected, DDS outperformed LDS since we use a specialized value and variable ordering

heuristic adapted to this problem. This shows that the assumption of DDS is true in this

case: exploring discrepancies at the top of the search tree first leads to better solution faster.

The centralized DDS even catches up PLDS running on 512 workers (see Figure 6.6).

PDDS using 4096 workers obtains solutions of quality that was never reached before. The

gap between the solutions obtained with PLDS (4096 workers) and PDDS (4096 workers) is

considerable from an industrial point of view. PDDS has reduced the backorders by a ratio

ranging between 68% and 85% when compared to DDS. Finally, if one needs a solution of

a given quality, PDDS finds it with much less computation time than PLDS and PDFS.

Table 6.1 reports statistics computed during these experiments. The speedup is computed

as the ratio of the number of leaves visited by multiple workers divided by the number
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Figure 6.5 – M1 dataset

of leaves visited by one worker. 2 The true speedup measure based on wall-clock time is

not used since it was not practical from an experimental point of view. For example, with

dataset M1, DDS visits 615 leaves in one hour. The same leaves are visited in a few seconds

with PDDS 1024 workers while 409 workers are idle. With the same dataset, PDDS 1024

workers visits 614885 leaves in 10 minutes which is equivalent to 110 days of work for a

centralized DDS. Experiments with such high difference in task size would not lead to any

significant results.

Even if the whole search tree is not visited, we wanted to measure the difference of workload

between workers, in terms of visited leaves. Let χj be the number of leaves processed by

worker j. Let min(χ) be the minimum value of χj for every j ∈ 0, 1, . . . , ρ− 1 and max(χ)

the maximum. Let χ be the average number of leaves visited by each worker. The standard

deviation of the number of leaves visited by each worker is σχ. This measure shows that

processors have visited roughly the same number of leaves.

2. The super-linear speedup obtained on instance M1 with ρ = 512 workers is explained by the uneven
time required to solve the linear programs associated to each leaf. The average solving time is greater for
the leaves both reached by DDS and PDDS than for the additional leaves visited by PDDS. Other instances
do not show this behavior.
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Figure 6.6 – M2 dataset

6.7 Conclusion

We proposed a parallelization of DDS that we named Parallel Depth-bounded Discrepancy

Search (PDDS). We theoretically showed that PDDS scales to unlimited number of workers

until there are more workers than leaves in the search tree, thanks to the fact that there is

no communication between the workers. When only a part of the tree is searched, as it is

most common, the instances with more variables lead to a greater speedup.

We theoretically analyzed the numbers of node visits of DDS and PDDS. These numbers

of node visits are used to analyze the theoretical speedup of PDDS. We showed that the

number node visits of DDS is the same as LDS when visiting a complete search tree.

Finally we used an industrial problem from the forest-products industry to experiment with

PDDS. We showed that PDDS consistently performs better than PLDS in our industrial

context for which a good heuristic was provided. From an industrial point of view, the

computation time is reduced and the solution quality is enhanced.
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Figure 6.7 – M3 dataset

dataset ρ speedup χ σχ max(χ)−min(χ)

M1 512 517.9 622.04 1.94 12
M1 1024 1001.0 601.21 4.95 24
M1 2048 2008.2 603.06 4.68 24
M1 4096 4087.0 613.66 4.37 24

M2 512 475.0 756.11 2.68 14
M2 1024 945.4 752.41 2.44 14
M2 2048 1886.7 750.82 2.53 17
M2 4096 3732.8 742.72 2.76 18

M3 512 469.0 830.79 11.16 84
M3 1024 926.5 820.67 13.55 90
M3 2048 1844.2 816.75 11.8 85
M3 4096 3695.4 818.3 14.29 113

Table 6.1 – Statistics of the industrial datasets experiments. The column χ is the average
number of leaves visited by each worker. The column σχ standard deviation of the number
of leaves visited by each worker. The column max(χ)−min(χ) is the maximum difference
of processed leaves between workers.
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Chapitre 7

Re-planning with minimal

perturbation

Détails de l’article

Titre : Re-planning with minimal perturbation

Auteurs : Thierry Moisan, Claude-Guy Quimper, Jo-

nathan Gaudreault et Sébastien Michaud

Lieu de publication : 10th International Conference of Mode-

ling and Simulation (MOSIM14), Nancy

(France)

Type de publication : Conférence

Année : 2014

Contributions

Cet article reprend le problème industriel présenté aux chapitres 5 et 6 mais d’un point de

vue de replanification. À partir d’un plan de production existant, nous souhaitons inclure de

nouvelles commandes tout en minimisant les changements au plan de production original.

Nous souhaitons aussi préserver la production garantissant les commandes précédemment

promises.

Nous modélisons trois mesures de distances : la distance de Hamming, la distance d’édition
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et la distance Damerau-Levenshtein. Nous incluons chacune de ces mesures dans un modèle

mathématique existant afin de les minimiser et nous les comparons.

Les contributions de cet article se découpent en deux volets. Premièrement, cet article

propose une nouvelle méthodologie de replanification de production qui permet d’obtenir

un nouveau plan minimisant optimalement une distance entre le plan d’origine et le nou-

veau plan. Deuxièmement, les modèles mathématiques modélisant les distances d’édition

et de Damerau-Levenshtein sont nouveaux et permettent d’inclure ces métriques dans tout

programme mathématique à partie entière.

Cet article a gagné le 2e prix du meilleur article doctorant à la conférence MOSIM 2014.

Commentaires

Thierry Moisan est l’auteur principal de cet article. Il a effectué les analyses théoriques

et expérimentales des différentes approches et a défini le modèle de la distance Damerau-

Levenshtein sous forme de flot. L’étudiant Sébastien Giguère est l’auteur du modèle de la

distance d’édition sous forme de flot. Les professeurs Jonathan Gaudreault et Claude-Guy

Quimper ont participé à la réflexion et à l’écriture de cet article.

7.1 Introduction

Most research in planning and scheduling proposes models and algorithms that compute

the production plans “from scratch” : the aim of the model is simply to come up with the

plan that best satisfies the needs of the customers, with no consideration for the previous

computed plans. However, planning algorithms/models are generally used in industrial

practice following a rolling horizon approach [127]. As an example, the mill can plan in

advance for the next 15 days, but needs to re-plan every day (or even each time a new

order arrives). Each time re-planning is carried-on, one tries to satisfy new orders at best

while being constrained by the promises from previous orders. This has some drawbacks

: it leads to frequent modifications/perturbations of the production plan that needs to be

communicated to the staff on the floor [128].

Less perturbation is preferable as it allows to prepare the work in advance more easily.

Among many advantages, it allows the material used in the operations to be moved be-
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forehand to the production facility.

In this paper, we show how a planning/scheduling MIP model can be modified to minimize

perturbation in a re-planning context. The old plan is passed as an input parameter, and

the new objective function minimizes the distance between the old and the new production

plan.

Section 7.2 presents preliminary notions regarding metrics of stability/distance in the con-

text of production planning and order promising. The simplest metric is called the Ham-

ming distance and has already been encoded into a MIP [129]. However, to the best of

our knowledge, the more refined distance metrics (edit distance and Damerau-Levenshtein)

have never been encoded into a MIP. Therefore, we propose a formulation in Section 7.3

and 7.4. Finally, in Section 7.5, we perform experiments for a lumber finishing plan-

ning/scheduling problem. By simulating the arrival of new orders for a lumber finishing

mill, we show how these new re-planning models reduce the perturbation and outperforms

the approach of using the original planning model.

7.2 Preliminary concepts

We review related planning and scheduling approaches then describe multiple distance

measures and their use.

Planning is the operation of deciding which activities should be executed to reach a goal.

Scheduling is the operation of deciding when activities are executed and which resource

executes an activity. In a planning and scheduling problem, both planning and scheduling

are simultaneously achieved. Doing both operations at the same time has the advantage to

choose the activities while taking into account the availability of the resources. It results

in a better solution at the cost of solving a far more complex problem. In production

planning and scheduling problems, an activity is a process that consumes input products

and transforms them into output products. An inventory of all input and output products

is maintained. The quantity of a product in the inventory must be non-negative. Orders are

requirements for a product to appear in the inventory in sufficient quantity. If the quantity

is not met, we are facing order lateness. A production plan is an ordered sequence of jobs

that usually optimize an objective function such as the minimization of order lateness.

The production plan needs to be regularly updated as new orders are received. Before
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promising a new order, a decider needs to know what is the impact of this new order on

the production plan. The impact can either be a change of objective value or a too big

reorganization of the work. It is desirable to compute a new production plan that is similar

to the original one.

7.2.1 Re-planning

Two main approaches exist to adapt a production plan to changes: re-optimizing from

scratch or repairing the existing plan. Fox et al. [130] compared these two approaches and

concluded plan repair can offer the best plan stability. Plan repair typically uses local

search: the local search starts from the original plan and improves it by exploring the

solution space near the original plan.

Persistence is the concept of using information of a previous optimization to accelerate and

stabilize a new optimization. We suppose that both optimizations share common partial

results. The partial results of the first optimization are added to the model to facilitate the

second optimization. Persistence also has the property to keep the solution set stabler: a

small change is less likely to create a completely different solution. Brown et al. [128] offer

a good introduction to optimization with a persistence incentive.

Juin-han Chen and Chin-tai Chen [19] used a multi-phase approach to promise orders in

two phases. The first phase reserves the needed resources and the second phase promises

the orders based on the reserved resources. The reservation mechanism that the authors

propose also helps to stabilize the plan. However, in some cases, finding the resources to

reserve can be a difficult problem by itself, for example when co-production occurs.

In planning and scheduling problems, it is likely that one wants to modify an existing

plan to fulfill new orders that are coming in. This new production plan should not delay

the orders that were already promised. A persistence incentive can be added by reusing

the information about the inventory from the previous production plan to ensure that the

original orders are still guaranteed when re-optimizing.

Let Ir,t be the quantity of product r at period t that is in the inventory in the original

production plan and I+r,t be the quantity in the new production plan for the same product

and period. Let Or,t be the quantity newly ordered for product r required for period t. The

difference between the new and old inventory of product r must be at least the quantity of
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the new orders of this product.

I+r,t ≥ Ir,t −
t∑

j=1

Or,j ∀r, t (7.1)

Constraint (7.1) guarantees that accepting new orders Or,j attributes no additional delays

to existing orders by forcing the new inventory to contain at least as much finished products

as the original inventory. Moreover, we can choose, as an objective function, to minimize

the backorders of the new orders. We can also minimize the differences between the previous

production plan and the new one being computed according to various distance metrics

while keeping the current production. We present in the next subsections different distance

measures.

7.2.2 Perturbation / Distance measures

A sequence a is an ordered list of (possibly redundant) elements that we call characters.

The characters are taken from a set of characters Σ called the alphabet. For instance,

a production plan can be represented with the sequence of jobs ordered in chronological

order of execution. We denote by ai the ith character of the sequence a and by |a| its

length. A distance d(x, y) is a function that accepts two sequences and returns a number

that characterizes how different the sequences are. The distance is null if and only if the

two sequences are identical. It is positive if the sequences are different. The greater the

distance is, the more differences there are between the two sequences. The distances studied

in this paper are metrics and therefore they satisfy the triangle inequality, i.e. for any three

sequences x, y, and z, the relation d(x, y) + d(y, z) ≥ d(x, z) holds.

Distance measures between two sequences are typically used in the context of spell checking

to find which word in the dictionary is the closest to the one that is typed [131]. Sankoff

and Kruskal [132] give many other applications examples of this type of metrics, including

coding theory, human speech recognition, and computational biology. In our case, we

consider the production plans as sequences and we measure their distance with three metrics

that we present in this section: the Hamming distance, the edit distance, and the Damerau-

Levenshtein distance.
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Hamming distance

The Hamming distance [133] is defined on two sequences that have the same length and

computes the number of elements that are pair-wise different. Let I(p) be the function

that returns 1 if the proposition p is true and 0 otherwise. The hamming distance over two

sequences a and b is defined as follows.

H(a, b) =
n∑
i=1

I(ai 6= bi). (7.2)

Hamming distance minimization

Brown et al. [129] use the Hamming distance to minimize the turbulence of a submarine

berthing plan when it is revised to include new needs.

Their approach supposes that a plan already exists. New orders are coming in and must be

taken into account with new optimization. Additional constraints are added to the original

optimization model to compute the Hamming distance. The original plan is represented by

a fixed sequence a and new decision variables are added to represent the new plan b. The

new objective function minimizes the Hamming distance between sequence a and sequence

b. To add a persistence incentive, constraints such as the one explained in Section 7.2.1

can be included.

The authors model the problem as a linear program. They introduces a binary variable

qi = I(ai 6= bi) that indicates whether the characters ai and bi are different and minimizes

the sum of these variables. The following model minimizes the Hamming distance between

a and b.

min

n∑
i=1

qi (7.3)

ai − bi ≤ |Σ|qi ∀ i ∈ 1..n (7.4)

bi − ai ≤ |Σ|qi ∀ i ∈ 1..n (7.5)

qi ∈ {0, 1} (7.6)

Constraint (7.4) and (7.5) ensure that qi = 0 implies that ai = bi. Note that one could

obtain qi = 1 and ai = bi in a feasible solution, but such a solution is not optimal and is

therefore discarded by the solver.
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Edit distance

A finer distance measure is the edit distance [134], also known as the Levenshtein distance.

While the Hamming distance counts the number of substitution that needs to be applied on

a sequence a to obtain a sequence b, the edit distance also counts the number of insertions

and deletions. For example, the sequences “abcdef” and “bcdefa” have a Hamming distance

of 6. However they have an edit distance of 2: the character “a” is deleted at the beginning

of the string and inserted at the end. The edit distance allows to compare sequences of

different sizes.

Let di,j be the edit distance between the subsequence formed with the i first characters of

a sequence a and the subsequence formed with the j first characters of a sequence b. The

edit distance between the two sequences a and b is given by d|a|,|b| and can be recursively

computed as follows.

di,j =



i if j = 0

j if i = 0

min


di−1,j + 1,

di,j−1 + 1,

di−1,j−1 + I(xi 6= yj)

 otherwise

(7.7)

Computing the edit distance directly from this recursion takes exponential time. However,

a dynamic programming algorithm can compute the matrix d by computing its values row

by row in O(|a| · |b|) time.

Figure 7.1 depicts the matrix created by the dynamic programming approach. a0 and

b0 represent empty sequences and di,j represents the edit distance between a1 . . . ai and

b1 . . . bj . Hence, to obtain the complete edit distance between these two sequences, one

needs to compute d|a|,|b|. This matrix allows to use recursion (7.7) without having to

compute the values di,j multiple times.

Using a similar approach, Wagner [132] presents an automaton with costs on transitions

that computes the edit distance.
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a b c d e f

0 1 2 3 4 5 6

b 1 1 1 2 3 4 5

c 2 2 2 1 2 3 4

d 3 3 3 2 1 2 3

e 4 4 4 3 2 1 2

f 5 5 5 4 3 2 1

a 6 5 6 5 4 3 2

Figure 7.1 – The matrix used to compute the edit distance between “abcdef” and “bcdefa”.

Damerau-Levenshtein distance

The Damerau-Levenshtein distance [135] further improves the edit distance by allowing

one more edition: the transposition of two consecutive characters. For example the strings

“abc”and“bac”have a Hamming and an edit distance of 2 but have a Damerau-Levenshtein

distance of 1. Let di,j be the Damerau-Levenshtein distance between the subsequence

formed with the i first characters of a sequence a and the subsequence formed with the j

first characters of a sequence b. As for the edit distance, the Damerau-Levenshtein distance

can be computed recursively as follows.

di,j =



i if j = 0

j if i = 0

min



di−1,j + 1,

di,j−1 + 1,

di−1,j−1 + I(xi 6= yj),

di−2,j−2 + 1


if i, j > 1∧
ai = bj−1∧
ai−1 = bj

min


di−1,j + 1,

di,j−1 + 1,

di−1,j−1 + I(xi 6= yj)

 otherwise

(7.8)

As for the edit distance, computing the Damerau-Levenshtein can be done in time O(|a|·|b|)
using dynamic programming by filling in the matrix d row by row.

To the best of our knowledge, the edit distance and the Damerau-Levenshtein distance have
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never been encoded into a MIP. We present in Section 7.3 a model that minimizes the edit

distance and in Section 7.4 a model that minimizes the Damerau-Levenshtein distance.

7.3 A MIP model that minimizes the edit distance

Consider two sequences of variables a and b. These sequences are unknown and are subject

to different constraints. We want to minimize the edit distance between a and b. We model

this objective as a mixed integer program.

We reduce the problem of computing the edit distance to the problem of finding a shortest

path in a directed acyclic graph. We define a graph for which there is a node denoted

di,j for every 0 ≤ i ≤ |a| and 0 ≤ j ≤ |b|. Each node corresponds to a cell of the matrix

used to compute the edit distance (see Figure 7.1). We define four sets of edges called the

horizontal edges H, the vertical edges V , the diagonal edges D, and the equality edges Eq.

H = {(di,j−1, di,j) | 0 ≤ i ≤ |a|, 0 < j ≤ |b|}
V = {(di−1,j , di,j) | 0 < i ≤ |a|, 0 ≤ j ≤ |b|}
D = {(di−1,j−1, di,j) | 0 < i ≤ |a|, 0 < j ≤ |b|}
Eq = {(di−1,j−1, di,j) | 0 < i ≤ |a|, 0 < j ≤ |b|, ai = bj}

Note that the diagonal edges and the equality edges connect the same nodes. The graph

allows double edges. However, the equality edge between nodes di−1,j−1 and di,j is only

allowed when ai = bj . Horizontal, vertical, and diagonal edges have a weight of 1 while

equality edges have a weight of 0. Figure 7.2 shows a part of the graph with incoming

edges to node di,j .

The length of a path is the sum of the weights of the edges composing the path. The

following lemma shows the relation between the length of a path in the graph and the edit

distance between two sequences.

Lemma 1. The edit distance between the sequences a and b is equal to the length of the

shortest path between nodes d0,0 and d|a|,|b|.

Proof. We want to show that the length of the shortest path from d0,0 to each node di,j

of the graph corresponds to the edit distance di,j between the subsequences a1 . . . ai and

b1 . . . bj as defined in (7.7). We proceed by induction.
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1
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0

1

Figure 7.2 – Representation of node di,j in the edit distance graph and its four ingoing
edges.

Base case: When j = 0, the distance from node d0,0 to di,0 is equal to i since only edges

in H of weight 1 can be used and i edges of weight 1 are needed to reach node di,0. The

same principle applies to the base case when i = 0 where only edges of V can be used.

Induction step: We suppose that the length of the shortest path from d0,0 to the nodes

di−1,j , di,j−1, and di−1,j−1, with i, j ≥ 1, is equal to the edit distances between the corre-

sponding subsequences. We prove that the proposition holds for node di,j .

Node di,j can be reached by four edges: one horizontal, one vertical, one diagonal, and one

equality edge. Therefore, the shortest path must pass by one of the nodes di,j−1, di−1,j ,

and di−1,j−1 and then reach the node di,j via a single edge.

A shortest path passing by the node di−1,j−1 reaches di,j with an equality edge if ai = bj

since this edge has a null weight. Otherwise, the path passes by the diagonal edge of weight

1. In either case, the length of this path is given by di−1,j−1 + I(ai 6= bj).

The shortest distance to di,j is therefore given by

min (di−1,j + 1, di,j−1 + 1, di−1,j−1 + I(ai 6= bj)) (7.9)

which corresponds to the definition of the edit distance given in (7.7).

In Figure (7.1), the cells in bold represent the nodes through which passes the shortest

path.
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Consider an augmented version of the graph where the equality edges exist even if the

relation ai = bj does not hold.

E′q = {(di−1,j−1, di,j) | 0 < i ≤ |a|, 0 < j ≤ |b|}

Let E′ be the set of edges in the augmented graph.

E′ = H ∪ V ∪D ∪ E′q

We model the shortest path problem on the augmented graph and forbids the augmented

equality edges to be used whenever ai 6= bj . Since in every set H, V , D, or E′q there is at

most one in-going edge to a node u, we denote by f(v, S) the binary variable that is set

to 1 if and only if the edge in S entering u lies on the shortest path. Let qi,j be a binary

variable equals to 1 if and only if ai 6= bj . We obtain the following model.

Minimize ∑
S∈{H,V,D}
(u,v)∈S

f(v, S) (7.10)

subject to, for all 1 ≤ i ≤ |a| and 1 ≤ j ≤ |b|

ai − bj ≤ |Σ|qi,j (7.11)

ai − bj ≥ −|Σ|qi,j (7.12)

f(di,j , E
′
q) ≤ 1− qi,j (7.13)

for all vertex u ∈ V \ {d0,0, d|a|,|b|}∑
S∈{H,V,D,E′

q}
(v,u)∈S

f(u, S) =
∑

S∈{H,V,D,E′
q}

(u,v)∈S

f(v, S) (7.14)

and ∑
S∈{H,V,D,E′

q}

f(d|a|,|b|, S) = 1
(7.15)

where

ai, bj ∈ Σ, qij ∈ {0, 1}, 0 ≤ f(u, v, S) (7.16)
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The objective function (7.10) ensures that we minimize the number of edges with weight

one that lie on the shortest path. The constraints (7.11) and (7.12) ensures that qi,j = 1

whenever ai 6= bj . Constraint (7.13) ensures that the equality edges are not chosen when

ai 6= bj . Constraint (7.14) is the flow conservation constraint that ensures that if the path

enters the node u then it needs to leave the node u. The starting node d0,0 and the ending

node d|a|,|b| are not subject to the flow conservation constraint. Finally, constraint (7.15)

ensures that there is one and only one path ending at node d|a|,|b|. Because of the flow

conservation constraint, the path has no other choice to start at node d0,0.

The character variables ai and bj must be integers in Σ. The variables qi,j encoding the

differences between two characters must be 0 or 1. Finally, the flow variables f(u, v, S) do

not need to be restrained to integers. It is well known [136] that the matrix that encodes the

linear constraints of a shortest path problem is totally unimodular and, consequently, the

simplex method always returns an integer optimal solution. Consequently, declaring the

variables f(u, v, S) as real variables rather than integer variables facilitates the computation

made by the MIP solver and reduces the computation times.

In the next section we model the Damerau-Levenshtein distance by building upon the edit

distance model.

7.4 A MIP model that minimizes the damerau-levenshtein

distance

In this section, the previous model is extended to minimize the Damerau-Levenshtein

distance. We augment the graph by adding the transposition edges.

T = {(di−2,j−2, di,j) | 2 ≤ i ≤ |a|, 2 ≤ j ≤ |b|, ai = bj−1, ai−1 = bj}

The transposition edges have a weight of one. Figure 7.3 shows a partial representation of

the graph.

Lemma 2. The Damerau-Levenshtein distance between the sequences a and b is equal to

the length of the shortest path between nodes d0,0 and d|a|,|b|.

Proof. We want to show that the length of the shortest path from d0,0 to each node di,j

of the graph corresponds to the Damerau-Levenshtein distance between the subsequences
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Figure 7.3 – Partial representation of a Damerau-Levenshtein distance graph.

a1 . . . ai and b1 . . . bj as defined in (7.8). We proceed by induction.

Base case: If i, j ≤ 1 then the graph and the Damerau-Levenshtein distance are identical

to the ones of edit distance. Lemma 1 applies.

Induction step: We suppose that the length of the shortest path from d0,0 to the nodes

di−1,j , di,j−1, di−1,j−1, and di−2,j−2, with i, j > 1, is equal to Damerau-Levenshtein dis-

tances between the corresponding subsequences. We prove that the proposition holds for

node di,j .

Node di,j can be reached by five edges: one horizontal, one vertical, one diagonal, one

equality edge, and one transposition edge. Therefore, the shortest path must pass by one

of the nodes di,j−1, di−1,j , di−1,j−1, and di−2,j−2 and then reach the node di,j via a single

edge.

A shortest path passing by the node di−1,j−1 reaches di,j with an equality edge if ai = bj

since this edge has a null weight. Otherwise, the path passes by the diagonal edge of weight

1. In either case, the length of this path is given by di−1,j−1 + I(ai 6= bj).

The shortest distance to di,j , when ai = bj−1 and ai−1 = bj is therefore given by

min (di−1,j + 1, di,j−1 + 1, di−1,j−1 + I(ai 6= bj), di−2,j−2 + 1) (7.17)
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which corresponds to the last case in the definition of the Damerau-Levenshtein distance

given in (7.8). If, however,r ai 6= bj−1 or ai−1 6= bj , there is no transposition edge incident

to di,j and the shortest distance to di,j is given by

min (di−1,j + 1, di,j−1 + 1, di−1,j−1 + I(ai 6= bj)) (7.18)

which is the third case in equation (7.8).

As we did for the edit distance, we consider an augmented version of the graph where the

transposition edges exist even when the conditions ai = bj−1 and ai−1 = bj are false.

T ′ = {(di−2,j−2, di,j) | 2 ≤ i ≤ |a|, 2 ≤ j ≤ |b|}

However, we forbid these edges to lie on the shortest path whenever ai = bj−1 or ai−1 = bj

do not hold. We obtain the following model.

Minimize ∑
S∈{H,V,D,T ′}

(u,v)∈S

f(v, S) (7.19)

subject to, for all 1 ≤ i ≤ |a| and 1 ≤ j ≤ |b|

ai − bj ≤ |Σ|qi,j (7.20)

ai − bj ≥ −|Σ|qi,j (7.21)

f(di,j , E
′
q) ≤ 1− qi,j (7.22)

f(di,j , T
′) ≤ 1− qi−1,j (7.23)

f(di,j , T
′) ≤ 1− qi,j−1 (7.24)

for all vertex u ∈ V \ {d0,0, d|a|,|b|}∑
S∈{H,V,D,E′

q ,T
′}

(v,u)∈S

f(u, S) =
∑

S∈{H,V,D,E′
q ,T

′}
(u,v)∈S

f(v, S) (7.25)

and ∑
S∈{H,V,D,E′

q ,T
′}

f(d|a|,|b|, S) = 1
(7.26)
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where

ai, bj ∈ Σ, qij ∈ {0, 1}, 0 ≤ f(u, v, S) (7.27)

Constraints (7.23) and (7.24) ensure that the transposition edges do not lie on the shortest

path when the conditions ai = bj−1 or ai−1 = bj are false. The transposition edges were

added to the summations in the objective function, in the flow conservation constraints,

and in constraint (7.26) that guarantees a unique path.

7.5 Experiments

We carried out experiments with industrial data for a combined planning and scheduling

problem from the forest-products industry described in [1].

In a lumber finishing facility, lumbers are first planed (or surfaced). They are then sorted

according to their grade (i.e. quality) with respect to the residual moisture content and

physical defects. Lumber may be trimmed in order to produce a shorter lumber of a higher

grade and value. This process is usually optimized by hardware to produce products with

the highest value, with no consideration for the actual customer demand. This causes

the production of multiple product types at the same time (co-production) from a single

product type in input (divergence). It is important to note that the co-production cannot

be avoided from a planning point of view: it is embedded within the transformation process.

It is common to obtain more than 20 different types of products from a single product.

There is a setup cost each time the facility processes a different dimension of products (e.g.

going from 2”x3” to 2”x6”) but no setup cost to go from one length of product to another

(e.g. 2”x3”x8’ to 2”x3”x7’). Consequently, most sawmills allow such a setup only between

production shifts as they prefer campaigns (a batch of products of the same dimension

but variable length) with a duration of more than one shift. To sum up, the decisions

that must be taken in order to plan the finishing operations are the following: (1) which

campaign to realize (i.e. which lumber dimensions), (2) when and for how long and (3) for

each campaign, what quantities of each length to process.
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2x3 2x6 2x4 

8’ 10’ 12’ 8’ 12’ 10’ 

Period: 1 2 3 4 5 6 

Figure 7.4 – Production plan for a finishing line for six consecutive production shifts (pe-
riods).

Figure 7.4 shows a simple example of a production plan, including the campaigns (2”x3”,

2”x6” and 2”x4”) and the time spent on each length.

When changing the production plan, the industry prefers to minimize the number of times

that a period is associated to a different product dimension. This is more important than

minimizing the number of changes of setup times. This is due to the additional work needed

to reorganize the shifts when the product-dimension changes. Setup costs are considered

non significative when compared to new revenues generated by the new orders Accepting

new orders also greatly reduces the potential new setup costs by adding new revenues. The

optimization does not support changes to the supply of raw material since it depends on

the step of drying lumber which can last from a few days to months depending on the

method used.

7.5.1 Methodology

As a mixed integer program (MIP) is known to solve the wood-finishing operations, we

suppose that a production plan is in place (we call it the original production plan).

We then simulate new orders arrivals. For each order, the due date is chosen over all periods

of the planning horizon using a uniform distribution. The ordered products is chosen using

a multi-nomial distribution fitted on the datasets. The ordered quantity is modeled as a

normal distribution.

When new orders arrive, we try to come up with a new plan satisfying this new order

with as less lateness as possible. This is done using the original MIP model, but with an

additional constraint preventing it from increasing lateness for already accepted orders.

We then measure the Hamming distance, edit distance and Damerau-Levenshtein of this
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new plan by looking at the changes in the product-dimension consumed at each period.

As a final step, we try to find an equivalent plan (no more lateness for each accepted order)

that minimizes the distance with the original plan. This can be done using any of the

approaches described in previous sections (minimizing the Hamming, edit or Damerau-

Levenshtein distance).

7.5.2 Results

We worked with two instances of the problem (M1 and M2) provided by a Canadian wood

products company. Instance M1 is an easy instance, while M2 is larger and more difficult.

The models are solved with CPLEX 12.5 on a computer using eight Intel Core i7-2600

CPU 3.40GHz and 4GB ram.

Figures 7.5 to 7.7 show the results obtained for the instance M1. For each metric, they show

the distance between the original plan and the new one according to the model that was

used for replanning (the original MIP model, the model minimizing the Hamming distance,

the model minimizing the edit distance, or the model minimizing the Damerau-Levenshtein

distance). Figures 7.8 to 7.10 shows results for the instance M2.

The Damerau-Levenshtein distance being a more refined metric than the other one (it would

be the one a company would like to use) our analysis focuses on Figures 7.7 and 7.10.

Fist of all, it appears the number of new orders we accumulate before we decide to replan

does not have a strong impact on how far the plan is perturbed. Second, the three models we

propose provide much less perturbation than just using the original model the minimizing

order lateness (backorders).
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Figure 7.5 – Hamming distance for dataset M1 when minimizing backorders, hamming
distance, edit distance and Damerau-Levenshtein distance.
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Figure 7.6 – Edit distance for dataset M1 when minimizing backorders, hamming distance,
edit distance and Damerau-Levenshtein distance.
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Figure 7.7 – Damerau-Levenshtein distance for dataset M1 when minimizing backorders,
hamming distance, edit distance and Damerau-Levenshtein distance.
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Figure 7.8 – Hamming distance for dataset M2 when minimizing backorders, hamming
distance, edit distance and Damerau-Levenshtein distance.
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Figure 7.9 – Edit distance for dataset M2 when minimizing backorders, hamming distance,
edit distance and Damerau-Levenshtein distance.
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Figure 7.10 – Damerau-Levenshtein distance for dataset M2 when minimizing backorders,
hamming distance, edit distance and Damerau-Levenshtein distance.
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Since the Hamming distance is an upper bound on the edit and Damerau-Levenshtein

distance, the Hamming distance minimization always leads to a greater or equal edit and

Damerau-Levenshtein distance. However, in both edit distance and Damerau-Levenshtein

distance minimization, there are multiple cases where the distances are improved over the

Hamming distance minimization.

We can see from Table 7.1 that reoptimizing a production plan in order to minimize the

Hamming distance can be done in a very short time (in comparison to the time needed to

first minimize lateness for the new order). For a production plan of length n, only n new

variables are added to the model so this approach has a small overhead.

Backorders Hamming distance Edit distance Damerau-Levenshtein distance
minimization minimization minimization minimization

M1 1.4 0.7 4.7 4.2
M2 564.5 7.9 135.8 127.3

Table 7.1 – Geometric mean of the run times (seconds) for each experiment.

The edit distance model takes more time to solve than the Hamming distance. This is

due to the greater number of variables added. For a production plan of length n, 4n2 new

variables are added to the model.

The time needed to obtain an optimal solution for the Damerau-Levenshtein model is

slightly lower on average than the time needed by the edit distance models as shown in

Table 7.1 even if more decision variables are added. More precisely, 4n2 + (n − 2)2 new

variables are added for a production plan of length n. This lower runtime is due to the

possibility of obtaining a lower bound earlier in the search due to the additional edges

which represent the transposition of adjacent elements.

However, runtime for the three distance-minimizing models are quite smaller in comparison

to the original order-lateness minimization model. This shows that our approach has a small

cost when compared to only minimizing the order-lateness (backorders).

7.6 Conclusion

We proposed a new technique for replanning and scheduling while minimizing perturbation.

With this approach, the production plans are represented as sequences and the objective
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function is to minimize the distance between the previous plan and the new plan. Three

linear models are presented for three different distance metrics: the Hamming distance,

the edit distance, and the Damerau-Levenshtein distance. We successfully applied this

technique on the planning and scheduling of wood finishing operations. Empirical results

show that the solution does replan the operations with a minimum of perturbation while

keeping the computation time short. The choice of the best distance metric to use is highly

dependant on the industry specifications and should be studied in future work.
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Conclusion

Nous avons présenté dans cette thèse deux approches permettant d’améliorer la planifica-

tion et l’ordonnancement : la parallélisation de stratégies de recherche et la replanification

avec minimisation des perturbations par rapport au plan original. Les approches présentées

ont permis d’améliorer la résolution de problèmes industriels difficiles.

Bien que ces approches aient été appliquées à un problème du milieu forestier, leur portée

est beaucoup plus large. Les stratégies de recherche parallèles présentées peuvent être ap-

pliquées sur tout problème incluant un arbre de recherche. Les contributions concernant la

replanification sont aussi applicables à un plus large domaine puisqu’elles incluent un nou-

veau modèle mathématique permettant de mesurer et d’optimiser les distances d’édition

et de Damerau-Levenshtein. Au meilleur de nos connaissances, il s’agit du premier modèle

mathématique à valeur entière de ces mesures. Cette contribution déborde du cadre de son

application industrielle d’une entreprise manufacturière.

Parallel Discrepancy-Based Search

Au chapitre 5, nous avons proposé d’utiliser un très grand nombre de processeurs afin

d’accélérer la création d’un plan de production de rabotage du bois d’oeuvre. Nous nous

basons sur des travaux existants démontrant de bonnes performances de la stratégie de

recherche séquentielle Limited Discrepancy-based Search (LDS) ainsi que de celle d’une

heuristique de choix de variable et de choix de valeur spécialisée pour ce problème. Nous

avons parallélisé cette stratégie de recherche en suivant quatre buts : le respect de l’ordre

de visite des noeuds de l’arbre de recherche, l’équilibre de la charge de travail, la robustesse

aux défaillances matérielles et l’absence de communications entre les processeurs durant le

traitement. Le respect de l’ordre de visite des noeuds de l’arbre de recherche permet de
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visiter l’arbre de recherche dans le même ordre que l’aurait fait la recherche séquentielle.

La contribution principale de ce chapitre consiste en l’obtention d’un algorithme parallèle,

Parallel Discrepancy-Based Search, atteignant ces quatre buts.

L’intuition derrière cet algorithme est d’assigner implicitement chaque feuille de l’arbre de

recherche à un processeur. Cette assignation est faite selon un mode round-robin en suivant

l’ordre de visite de la stratégie de recherche LDS. À l’aide d’une fonction calculant l’assi-

gnation des feuilles aux processeurs, chaque processeur peut déterminer indépendamment

s’il doit ou non brancher dans un sous-arbre. Aucune communication n’est nécessaire du-

rant la recherche puisque chaque processeur détient dès le début de la recherche l’ensemble

des informations nécessaires pour guider son exploration de l’arbre. La division des feuilles

est déterministe, ce qui permet de redémarrer le travail d’un processeur précis dans le cas

d’une défaillance.

Nous avons aussi démontré que le déséquilibre entre les processeurs, causé par la coupe

d’une branche de l’arbre de recherche durant le traitement, est borné. Chaque branche

coupée peut, au plus, créer un déséquilibre égal au nombre de variables du modèle.

En plus de remplir les conditions que nous nous étions fixées, cet algorithme a de nom-

breuses propriétés intéressantes. Premièrement, il est possible de l’exécuter avec un nombre

arbitrairement grand de processeurs, sans perte de performances. L’ajout de processeurs

additionnel mène toujours à un gain d’accélération.

Nous avons appliqué cet algorithme parallèle au problème de planification et d’ordonnan-

cement du bois. Ces expérimentations ont été faites en utilisant jusqu’à 4096 processeurs.

Avec certaines instances, la réduction des retards peut atteindre jusqu’à 60% comparati-

vement à la meilleure solution trouvée avec un seul processeur durant le même temps de

traitement. Ce travail nous mène à nous demander s’il est possible d’étendre cette parallé-

lisation à d’autres stratégies de recherche.

Parallel Depth-bounded Discrepancy Search

Nous avons par la suite étendu au chapitre 6 ce concept de parallélisation aux stratégies

Depth-Bounded Discrepancy Search (DDS) et Depth-First Search (DFS) afin de démontrer

la grande généralité de l’approche.
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Pour ces deux stratégies de recherche parallèle, nous avons démontré que l’accélération

obtenue est de l’ordre de Θ( ρ
log2 ρ

).

Dans la version parallèle de DDS (PDDS), en plus de créer une accélération presque li-

néaire lorsque l’arbre de recherche est entièrement parcouru, l’accélération est plus grande

lorsqu’une fraction de l’arbre de recherche est couverte. Cela correspond aux cas réels dont

l’espace de recherche est trop grand pour être entièrement parcouru en un temps raison-

nable.

En utilisant les mêmes instances industrielles qu’au chapitre 5, nous avons pu améliorer la

meilleure solution connue, qui avait précédemment était obtenu à l’aide de PLDS.

Ce type de parallélisation ouvre la porte à plusieurs questions. Par exemple, comment in-

tégrer de nouveaux processeurs si la puissance de calcul disponible augmente durant la re-

cherche ? L’utilisation de processeurs différents, tels que dans des environnements « cloud »,

est aussi une question importante lors de la division de la tâche.

Limitations et avenues potentielles

Les algorithmes parallèles présentés ont des faiblesses que celles-ci présentent dans leurs ver-

sions séquentielles. Entre autres, aucune heuristique de branchement dynamique ne peut

être utilisée. En effet, une heuristique de branchement dynamique change l’ordonnance-

ment des valeurs et des variables durant la recherche ce qui désynchroniserait les différents

processeurs.

De la même façon, une stratégie de recherche dynamique, telle que impact-based search [137],

ne peut être parallélisée à l’aide de notre approche, car ses choix de branchement dépendent

d’informations accumulées durant la recherche. Sans communication durant la recherche

parallèle, il est impossible de partager ces informations et l’algorithme parallèle résultant ne

respecterait pas l’ordre de visite des noeuds de l’arbre de recherche de l’algorithme séquen-

tiel. De la même façon, les méthodes utilisant un grand nombre de no-goods ne peuvent

être appliquées puisque cela implique plusieurs communications.

Nos méthodes de parallélisation ont été définies dans un but extrême : une absence complète

de communications. Il est cependant possible qu’une quantité limitée de communication

puisse augmenter les performances tout en conservant les propriétés de mise à l’échelle.

Plusieurs informations pourraient être partagées entre les travailleurs telles que des noeuds
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ouverts, des no-goods ou des statistiques sur la résolution de l’instance. Des informations

apprises durant la recherche pourraient aussi être partagées pour étendre les méthodes

utilisant de l’apprentissage automatique.

Le respect de l’ordre de visite des noeuds de l’arbre de recherche (par rapport à la version

séquentielle de l’algorithme parallélisé) est un autre but qui pourrait être relaxé pour at-

teindre de meilleures performances. Dans ce cas, l’ordre établi par la stratégie de recherche

séquentielle serait plutôt une ligne directrice, une forme d’heuristique de branchement,

plutôt qu’une contrainte dure. En combinant ce concept à une petite quantité de commu-

nication, il serait possible d’assurer qu’aucune solution n’est retirée de l’espace de recherche

tout en visitant les parties les plus prometteuses de cet espace.

Enfin, notons cependant que l’utilisation d’heuristiques de choix de variables et de valeurs

aléatoires pourrait être possible pourvu que le générateur de nombre pseudoaléatoire génère

les mêmes nombres pour chaque processeur.

Replanification

Au chapitre 7, nous avons analysé la problématique de conserver des plans de production

stables lors d’une replanification. En supposant l’existence d’un plan de production et

l’arrivée d’un ensemble de nouvelles commandes, nous avons démontré comment obtenir

un nouveau plan de production garantissant les commandes déjà promises, satisfaisant

au mieux la nouvelle commande et minimisant la différence avec le plan de production

original. De plus, lorsque les instances sont difficiles, cette replanification est effectuée plus

rapidement que la planification originale.

La garantie des commandes déjà promises est obtenue en fixant la date de remise des

produits promis (le volume remis au client à la date prévue de la commande). À partir

du modèle où ces remises de produits sont fixées, une première optimisation est effectuée

afin de voir s’il est possible de satisfaire les nouvelles commandes. Si c’est le cas, leur date

de remise est aussi fixée et une deuxième optimisation est effectuée afin de minimiser les

perturbations.

Nous avons déterminé trois mesures de distances pouvant mesurer les perturbations entre

des plans de productions : distance de Hamming, distance d’édition et distance de Damerau-

Levenshtein. Afin de conserver un plan stable, nous avons proposé de minimiser la distance
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entre les plans lors d’une replanification tout en conservant les commandes promises. Cha-

cune de ces mesures a été modélisée séparément sous forme de fonction objectif du modèle

mathématique utilisé pour produire le plan de production. Les distances d’édition et de

Damerau-Levenshtein ont été modélisées sous forme de flot.

Notre approche a permis de replanifier très rapidement la production tout en stabilisant

le plan. Les distances d’édition et de Damerau-Levenshtein sont plus longues à optimiser,

mais le résultat peut être de meilleure qualité sur certaines instances.

À notre connaissance, il s’agit de la première modélisation des distances d’édition et de

Damerau-Levenshtein permettant une optimisation. Il serait intéressant de voir si d’autres

domaines utilisant ces mesures de distances peuvent profiter de ces modèles afin de résoudre

d’autres problèmes sous forme d’optimisation.

Limitations et avenues potentielles

Les distances d’édition et de Damerau-Levenshtein ont été utilisées puisqu’elles sont cou-

ramment utilisées, mais une variété d’autres mesures de distances pourraient être modéli-

sées sous forme de flot selon la même approche. Le choix de ses nouvelles mesures modé-

lisées devrait dépendre de leur application. Il serait important de créer un dialogue pour

connâıtre les préférences des planificateurs de production des industries manufacturières

afin de mieux cibler les propriétés importantes lorsque des plans de production sont com-

parés. Cela permettrait de choisir adéquatement de nouvelles mesures auxquelles appliquer

cette modélisation.

Une extension naturelle de ces travaux consisterait à les appliquer sur un ensemble d’unités

de production identiques fonctionnant en même temps. Dans ce cas, les mesures de distances

devraient être mesurées entre des matrices plutôt que des séquences. La distance de Ham-

ming peut être calculée facilement entre deux matrices. Par contre, calculer les distances

d’édition et de Damerau-Levenshtein entre deux matrices est un problème NP-difficile.

Bien que ces modèles mathématiques soient appliqués sur des questions de production, les

mesures de distance modélisées sont utilisées abondamment dans d’autres contextes. Elles

sont appliquées en biologie et chimie en plus d’être à la base d’algorithmes de corrections

orthographiques. Ces modèles pourraient être étendus à ces contextes.
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Implications industrielles

Au moment d’écrire cette thèse, un transfert technologique est en cours incluant le FORAC,

l’entreprise PMP solution et des partenaires industriels du milieu forestier canadien. Le

but de ce transfert est, en premier lieu, d’automatiser la création des plans de productions

qui sont encore faits à la main. L’étape suivante inclura les travaux de cette thèse, soit

l’utilisation de calcul parallèle afin d’obtenir un plan de production plus rapidement et

de meilleure qualité ainsi que l’utilisation d’un modèle permettant une replanification en

temps réel.
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[106] IBM ILOG. Inc. cplex 12.5 user manual, 2012.

[107] Gurobi Optimization et al. Gurobi optimizer reference manual. URL :

http ://www.gurobi.com, 2012.

[108] Ciaran McCreesh and Patrick Prosser. The shape of the search tree for the maximum

clique problem, and the implications for parallel branch and bound. arXiv preprint

arXiv :1401.5921, 2014.

[109] Ashish Sabharwal and Horst Samulowitz. Insights into parallelism with intensive

knowledge sharing. In Principles and Practice of Constraint Programming, pages

655–671. Springer, 2014.

[110] Alain Chabrier, Emilie Danna, Claude Le Pape, and Laurent Perron. Solving a

network design problem. Annals of Operations Research, 130 :217–239, 2004.

[111] Claude Le Pape, Laurent Perron, Jean-Charles Régin, and Paul Shaw. Robust and
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