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Résumé

La programmation génétique (GP) est une hyperheuristique d’optimisation ayant été appliquée
avec succès à un large éventail de problèmes. Cependant, son intérêt est souvent considéra-
blement diminué du fait de son utilisation élevée en ressources de calcul et de sa convergence
laborieuse. Ces problèmes sont causés par une croissance immodérée de la taille des solutions
et par l’apparition de structures inutiles dans celles-ci. Dans ce mémoire, nous présentons
HARM-GP, une nouvelle approche résolvant en grande partie ces problèmes en permettant
une adaptation dynamique de la distribution des tailles des solutions, tout en minimisant l’ef-
fort de calcul requis. Les performances de HARM-GP ont été testées sur un ensemble de douze
problèmes et comparées avec celles de neuf techniques issues de la littérature. Les résultats
montrent que HARM-GP excelle au contrôle de la croissance des arbres et du surapprentissage,
tout en maintenant de bonnes performances sur les autres aspects.
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Abstract

Genetic programming is a hyperheuristic optimization approach that has been applied to a
wide range of problems involving symbolic representations or complex data structures. Howe-
ver, the method can be severely hindered by the increased computational resources required
and premature convergence caused by uncontrolled code growth. We introduce HARM-GP,
a novel operator equalization approach that adaptively shapes the genotype size distribution
of individuals in order to effectively control code growth. Its probabilistic nature minimizes
the overhead on the evolutionary process while its generic formulation allows this approach to
remain independent of the problem and genetic operators used. Comparative results are provi-
ded over twelve problems with different dynamics, and over nine other algorithms taken from
the literature. They show that HARM-GP is excellent at controlling code growth while main-
taining good overall performances. Results also demonstrate the effectiveness of HARM-GP
at limiting overtraining and overfitting in real-world supervised learning problems.
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Chapitre 1

Introduction

L’avènement de l’informatique a principalement été motivé par la volonté de résoudre plus
rapidement différents problèmes. Les premiers ordinateurs ont ainsi été utilisés pour des re-
cherches en balistique (ENIAC), la conception de l’arme atomique (MARK I) ou l’élaboration
de nouveaux types d’aéronefs (Z3 ou MARK IV). Bien vite, on constata toutefois que si l’in-
formatique repoussait bel et bien la limite de ce qui était faisable en un temps raisonnable,
elle ne constituait pas une panacée. L’obtention de solutions exactes et optimales pour tous les
problèmes se révélait – et se révèle toujours – hors de portée, à cause de trois raisons princi-
pales. Premièrement, la production d’une telle solution requiert généralement une formulation
analytique précise du problème, ce qui n’est souvent pas possible compte tenu de contraintes
pratiques. C’est entre autres le cas de problèmes basés sur des données réelles, avec toutes
les conséquences que cela implique (bruit, données aberrantes ou manquantes, haute dimen-
sionnalité, etc.). Deuxièmement, même lorsque le problème est entièrement défini et qu’un
algorithme le résolvant de façon optimale est connu, la complexité de ce dernier se révèle sou-
vent ingérable, impliquant une quantité de calculs telle que même l’accroissement exponentiel
qu’a connu la puissance de calcul des ordinateurs ne permet pas d’obtenir des résultats dans
un délai raisonnable. C’est le cas par exemple des problèmes de type NP-complet. Finalement,
certains problèmes ne possèdent par définition aucun optimum global, tels les problèmes multi
objectifs, où chaque solution constitue un compromis entre différents objectifs.

Pour toutes ces raisons, l’informatique s’est rapidement dirigée vers la conception d’heuris-
tiques, méthodes nécessitant généralement bien moins d’effort de calcul. En contrepartie, celles-
ci ne garantissent plus la production d’une solution optimale, mais seulement d’une solution
acceptable, qui peut bien entendu être la solution optimale. L’apparition de méthodes stochas-
tiques est un autre exemple de la volonté de réduire l’effort de calcul requis pour l’obtention
de solutions, même approximatives et non reproductibles. L’emploi de ces techniques permet
aujourd’hui l’application de l’optimisation, de l’apprentissage automatique et de l’intelligence
artificielle à une myriade de domaines, du divertissement à l’ingénierie en passant par la fi-
nance, la recherche médicale, la sécurité et bien d’autres.
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Parallèlement à ces succès, on a cherché à développer des méthodes pouvant être adaptées
facilement à la résolution de plusieurs problèmes distincts. Ces méthodes, appelées méta-
heuristiques, se révèlent souvent plus polyvalentes parce qu’en lieu et place d’un algorithme
spécifique à un problème, elles offrent plutôt une manière de guider la recherche de solutions
d’une façon générale. Le recuit simulé ou la recherche tabou sont des exemples typiques de mé-
taheuristiques, parmi lesquelles on retrouve également les algorithmes évolutionnaires. Comme
leur nom l’indique, ceux-ci s’inspirent de la bien connue théorie de l’évolution de Darwin pour
résoudre des problèmes variés. Après tout, l’adaptation d’un individu à son milieu est sans
conteste un problème d’optimisation, que l’évolution résout de diverses manières depuis des
milliards d’années – et ce, avouons-le, avec un indéniable succès. Il est donc naturel de vouloir
s’en inspirer pour la résolution de problèmes en optimisation et en apprentissage automatique.

La grande famille des algorithmes évolutionnaires est elle-même divisée en plusieurs sous-
familles. Celles-ci diffèrent principalement de par leur représentation, c’est-à-dire la façon
dont une solution est encodée et interprétée, ce que l’on appelle respectivement génotype
et phénotype. Parmi ces sous-familles, on retrouve la programmation génétique (GP, Genetic
Programming en anglais), qui se caractérise par une représentation capable de modéliser et
manipuler des expressions symboliques, ou, en d’autres termes, des programmes. L’un des
intérêts majeurs de la GP est qu’elle ne se contente pas de trouver une solution à une ins-
tance spécifique d’un problème, mais bien un algorithme menant à des solutions du problème
général. C’est toute la différence entre résoudre un problème et apprendre à le résoudre. Par
exemple, on peut distinguer la résolution d’un cube Rubik (obtenir un cube résolu à partir
d’une configuration aléatoire) et l’apprentissage d’une méthode de résolution d’un cube Rubik
(obtenir la méthode permettant de résoudre le cube, quelle que soit sa configuration initiale).
Si le second cas est notoirement plus difficile, il est aussi bien plus intéressant lorsque l’on
s’intéresse à des méthodes capables de s’adapter seules à différents problèmes ou différentes
configurations d’un même problème. C’est cette propriété bien particulière de la GP qui a
amené plusieurs chercheurs à la classer parmi les hyper-heuristiques, à savoir une méthode
dont l’espace de recherche n’est pas un espace de solutions à un problème donné, mais bien
un espace d’heuristiques.

Dès les débuts de la programmation génétique, un problème s’est toutefois présenté. Au fil de
l’optimisation, les arbres représentant les solutions ont une forte tendance à croître de manière
importante. Pire encore, cette croissance se fait souvent sans apporter aucune amélioration
en termes de performance. Cette apparition de sous-arbres indésirables a été appelée bloat et
continue à limiter les possibilités d’application de la GP. Plusieurs approches ont été proposées
pour régler ou à tout le moins limiter le problème, mais il n’existe à ce jour pas de solution
générale parfaite. Certaines méthodes sont très efficaces, mais requièrent en contrepartie une
connaissance préalable approfondie du problème (ce qui rend caduque un des points forts de
la GP), tandis que d’autres sont plus générales, mais souvent moins efficaces.
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Dans ce mémoire, nous présentons une nouvelle méthode de contrôle du bloat nommée HARM-
GP (Histogram-based Accept-Reject Method for Genetic Programming). Bien que celle-ci ne
règle pas complètement le problème, au sens où elle n’élimine pas totalement le bloat, les expé-
rimentations menées sur une vaste sélection de problèmes montrent que HARM-GP parvient
à atténuer l’apparition du bloat et la croissance des individus de façon significative, suffisante
pour que celles-ci puissent être négligées lors de l’application de la programmation génétique
à un nouveau problème. De plus, ce but est atteint sans réduire la performance des solutions
produites, voire en l’améliorant dans plusieurs cas, et est généralisable à plusieurs types de
problèmes.

Ce mémoire est divisé en plusieurs sections. La section 2 présente d’abord la programmation
génétique de manière plus détaillée et introduit la notion de bloat et ses effets sur le processus
d’optimisation. Par la suite, la section 3 présente les différentes théories expliquant l’émergence
du bloat, ainsi qu’un modèle mathématique de base permettant de modéliser son apparition.
Les principales approches utilisées jusqu’ici pour contrer ce phénomène sont également décrites.
La section 4 introduit ensuite HARM-GP de façon détaillée. Les sections 5 et 6 présentent par
après les différentes expérimentations effectuées, en commençant par une section introspective
démontrant le bon fonctionnement des différents blocs composant HARM-GP, suivie d’une
section comparative où notre approche est comparée à une dizaine d’autres sur plusieurs
problèmes. Finalement, une synthèse du mémoire est présentée en conclusion (section 7), ainsi
qu’une courte description de différentes possibilités d’amélioration et d’extension de HARM-
GP.
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Chapitre 2

Programmation génétique et
problématique du bloat

Cette section présente la programmation génétique plus en détail et introduit la problématique
du bloat et de la croissance des individus.

2.1 Description de la programmation génétique

Introduite par Koza au début des années 90 [1], la programmation génétique (genetic program-
ming, ou GP) est un type d’algorithme évolutionnaire qui se caractérise par sa capacité à faire
évoluer des expressions symboliques. Le terme “expressions symboliques” regroupe ici toute
construction pouvant être exprimée comme une ou plusieurs séquences d’actions ou de choix,
lesdites actions étant en nombre fini. Les algorithmes, les programmes informatiques, de même
que la plupart des expressions mathématiques ou booléennes peuvent donc être représentés
en programmation génétique, sous la forme d’individus. Ces individus, regroupés dans ce que
l’on appelle une population, sont évolués itérativement, chaque itération étant, en lien avec la
biologie, nommée génération.

Une solution peut être encodée de différentes manières dans un individu. Dans la littérature,
des listes (Linear GP), des graphes (Cartesian GP), voire du code machine ont été utilisés
comme représentations afin de mieux s’adapter à différentes applications. Toutefois, la variante
de GP la plus répandue est sans conteste la variante originellement proposée par Koza. Celle-ci
se base sur un encodage sous forme d’arbres. Un exemple d’individu est donné à la figure 2.1.
Celui-ci représente la fonction mathématique f(x) = (x− 1) + x× x.

De façon générale, une évolution en programmation génétique nécessite la définition de quatre
éléments principaux : un ensemble de primitives, une méthode d’évaluation, un ou des opéra-
teurs de variation et une heuristique de sélection. Ces éléments sont décrits en détail dans les
sections suivantes.
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Figure 2.1: Exemple d’arbre en programmation génétique, représentant la fonction mathé-
matique f(x) = (x− 1) + x× x

2.1.1 Les éléments primitifs ou primitives

Le bagage génétique d’un organisme vivant est composé d’éléments moléculaires non réduc-
tibles (les bases de l’ADN) agencés de diverses manières. De la même manière, la GP nécessite
la définition d’un ensemble d’actions ou d’opérations de base, à partir desquelles les individus
pourront être construits. Par exemple, dans le cas d’un problème mathématique, ces éléments
primitifs (nommés primitives) pourraient être les diverses opérations arithmétiques de base
(addition, soustraction, multiplication, etc.), augmentées par exemple de fonctions trigono-
métriques si le problème s’y prête. Dans le cas d’un problème booléen, ce sont plutôt les
opérateurs booléens qui seront utilisés, et ainsi de suite. Une définition adéquate de l’ensemble
de primitives est donc essentielle au bon fonctionnement de l’évolution.

2.1.2 Une méthode d’évaluation

Les algorithmes évolutionnaires étant basés sur la sélection naturelle, ils nécessitent un moyen
d’évaluer quantitativement la performance d’un individu. La fonction d’évaluation peut être
une boîte noire du point de vue de la GP, pourvu qu’elle renvoie une notation fiable et cohérente
pour chaque individu. Par exemple, dans le cas d’un problème de classification, le taux d’erreur
peut être une métrique intéressante. Dans la littérature, la métrique retournée par la fonction
d’évaluation est souvent appelée fitness, ou adéquation.

2.1.3 Une méthode de sélection

Évaluer les individus est une chose, mais il faut aussi être en mesure de faire le tri parmi
ceux-ci, afin de choisir ceux qui auront la possibilité de “survivre”. Ceux-ci pourront alors soit
directement passer à la génération suivante, soit se reproduire pour former de nouvelles solu-
tions. Bien qu’il soit possible de ne sélectionner que les n meilleurs individus, cette méthode de
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sélection réduit rapidement la diversité et ne produit généralement pas de résultats probants.
Toutefois, il est possible et parfois souhaitable de conserver un petit ensemble contenant les
meilleurs individus afin de s’assurer de ne pas les perdre d’une génération à l’autre. Cette
approche est appelée élitisme.

En général, on utilise une forme de sélection par tournoi, où de petits groupes d’individus sont
sélectionnés aléatoirement dans la population, et desquels on conserve uniquement le meilleur.
Il existe beaucoup d’autres méthodes de sélection, mais toutes partagent le même objectif :
trouver un équilibre entre l’amélioration de la performance et le maintien d’une diversité
suffisante dans la population. Une sélection ne permettant pas d’améliorer les performances
est inutile d’un point de vue pratique, alors qu’une sélection ne conservant pas une diversité
suffisante dans la population (par exemple en ne sélectionnant qu’un seul individu, meilleur
que tous les autres) pose problème pour la suite des choses, puisqu’il n’y a alors plus de
matériel à échanger entre individus pour obtenir de nouvelles améliorations.

2.1.4 Une ou plusieurs méthodes de variation

Finalement, la GP nécessite la définition d’un algorithme permettant la reproduction et le
croisement des individus. L’idée, partagée par la plupart des autres algorithmes évolution-
naires, est que croiser deux individus performants risque bien de donner un individu encore
plus performant, combinant les forces de ses deux parents. On notera que le contraire est aussi
possible, à savoir un individu médiocre combinant les faiblesses de ses parents. Toutefois, dans
ce cas, celui-ci sera rapidement éliminé par la sélection naturelle.

En programmation génétique, on retrouve généralement trois types d’opérateurs de variation.
Le plus simple est la reproduction, copie pure et simple d’un individu, qui peut être utile
afin de conserver ou même dupliquer un bon individu d’une génération à l’autre. On retrouve
également les reproductions de type croisement, qui nécessitent deux parents. En GP, où
les individus sont représentés par des arbres, ces croisements se font en échangeant deux
branches entre les parents, comme l’illustre la figure 2.2. Finalement, les opérations de type
mutation sont également utiles. Dans ce cas, un individu se voit muté d’une certaine manière
(en remplaçant un des nœuds de l’arbre, en échangeant une branche pour une feuille, etc.).

2.1.5 Algorithme général d’une évolution en programmation génétique

L’algorithme 1 présente un exemple très général de ce que peut être une évolution en GP.
Comme on peut le constater, la programmation génétique nécessite très peu de connaissances
sur le problème étudié : une fonction capable d’évaluer la performance d’un individu suffit. Le
critère d’arrêt mentionné peut être de plusieurs types (arrêt lorsqu’un niveau de performance
satisfaisant est atteint, lorsque que le nombre de générations dépasse un certain seuil, etc.),
selon les besoins du chercheur.
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Figure 2.2: Exemple de croisement en programmation génétique

Algorithm 1 Algorithme général d’une évolution en programmation génétique
1: Créer une population initiale (au hasard)
2: g ← 0
3: repeat
4: Évaluer les individus de la population
5: Sélectionner un certain nombre d’individus à conserver
6: Créer une nouvelle population en utilisant les opérateurs de variation
7: g ← g + 1
8: until Critère d’arrêt atteint
9: Retourner le meilleur individu

2.2 Exemple simple d’une évolution en GP

Dans le but de mieux illustrer les concepts introduits à la section 2.1, cette section présente un
exemple d’application de la programmation génétique sur un problème de régression symbo-
lique. Dans ce type de problème, les primitives sont des opérations mathématiques (+, −, ∗,
etc.) et l’objectif est de trouver la fonction modélisant au mieux les données cible. Contraire-
ment à d’autres types de régressions comme la régression polynomiale, la forme de l’équation
n’est absolument pas fixée à l’avance, ce qui permet une flexibilité accrue. Dans ce cas-ci,
nous utilisons comme cible une simple équation polynomiale de degré 4 et la racine carrée de
l’erreur quadratique moyenne (erreur RMS) comme valeur d’adéquation. Le but de l’évolution
est d’amener cette métrique à zéro, ce qui constitue donc une minimisation.

Le tableau 2.1 présente cinq des meilleurs individus obtenus au fil des générations. Comme on
peut le constater, l’adéquation s’améliore régulièrement au fur et à mesure que l’évolution pro-
gresse, jusqu’à atteindre la perfection à la génération 19. La figure 2.3 montre une autre façon
de visualiser cette évolution, où l’on voit bien que chaque individu améliore successivement la
performance du précédent en se rapprochant de plus en plus de la courbe cible.

Le tableau 2.1 permet également de constater un des points forts de la GP, soit sa capacité
à réutiliser ses propres blocs élémentaires. Par exemple, le sous-arbre x × (1 + x) apparait
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Gen. Meilleur individu généré à ce moment
Expression simplifiée
(utilisée à la Fig. 2.3)

Erreur
RMS

0 −(−(x)) f1(x) = x 11.3
4 ((x× (1 + x))−−(0)) f2(x) = x2 + x 3.31
8 (((x× (1 + x))× (1 + x))− 0) f3(x) = x3 + 2x2 + x 0.51
15 (((x × 1) × (1 + x)) − −(((x × (0 + x)) ×

(x× (x× 1)))))
f4(x) = x4 + x3 + 2x2 + x 0.18

19 ((x×(1+x))+((0+((x×(1+x))×x))×x)) f5(x) = x4 + x3 + x2 + x 0.00

Table 2.1: Exemple d’une exécution de régression symbolique, avec comme cible la fonction
f(x) = x4 + x3 + x2 + x.
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Cible (x4 +x3 +x2 +x)

f1 (x) =x

f2 (x) =x2 +x

f3 (x) =x3 +2x2 +x

f4 (x) =x4 +x3 +2x2 +x

f5 (x) =x4 +x3 +x2 +x

Figure 2.3: Exemple de convergence vers le modèle idéal en programmation génétique. Chaque
courbe de couleur représente un individu différent, de plus en plus proche de la cible au fil des
générations.

à la génération 4, mais reste présent dans les meilleurs individus jusqu’à la fin, parfois en
plusieurs copies. Cette réutilisation est sensée lorsque l’on sait que l’ensemble de primitives ne
contenait pas d’opérateur d’exponentiation, et que la GP devait donc se contenter d’obtenir
les puissances de x par multiplications successives.

Le problème présenté ici est évidemment un problème trivial, qui pourrait être résolu par une
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simple application de la méthode des moindres carrés. Toutefois, il montre la puissance de la
GP qui parvient, au fil des générations, à récupérer la forme de l’équation originale et ce sans
aucune connaissance préalable du problème. De la même manière, l’ajout de bruit à un niveau
raisonnable sur la fonction objectif n’affecterait pas beaucoup la performance finale de la GP,
si ce n’est que les modèles résultants seraient vraisemblablement plus gros, afin de tenter de
modéliser cette information excédentaire.

2.3 Description du bloat

À l’exemple donné à la section 2.2, et plus particulièrement dans le tableau 2.1, il est possible
de remarquer une caractéristique commune aux différentes solutions produites par la GP : elles
contiennent régulièrement des branches inutiles, par exemple une double négation, une addition
de 0, ou une multiplication par 1. Ces branches, qui n’ont aucun effet sur le comportement
de l’individu (son phénotype), mais qui sont néanmoins présentes dans son génotype, sont
nommées introns, en référence aux portions de gènes non codantes de l’ADN.

L’accumulation de ces introns dans les individus au fil des générations crée une situation parti-
culière, où la taille des individus ne cesse d’augmenter sans pour autant que leur performance
ne s’améliore. C’est ce phénomène indésirable qui est appelé bloat. La figure 2.4 montre un
exemple d’arbre qui pourrait être réduit à un seul de ses nœuds. De façon générale, un arbre
est dit touché par le bloat si sa représentation requiert un accroissement en taille par rapport
à un autre arbre sans pour autant obtenir une meilleure adéquation. Si dans certains cas, tels
que les régressions symboliques, les introns et arbres bloatés sont faciles à identifier – à tout
le moins pour un humain – il n’existe pas de méthode autre que l’évaluation systématique de
chaque branche pour le savoir dans le cas général.

Ce concept de bloat peut également être étendu à une population, lorsque celle-ci contient une
majorité d’individus affectés par le bloat. En général, on le définit comme une augmentation
de la taille moyenne des individus de cette population sans amélioration de la performance
moyenne. Vanneschi et al. [2] définissent de façon plus formelle le niveau de bloat, en supposant
une mesure d’adéquation minimisée (dans le cas d’un problème de maximisation, il suffit
d’appliquer une transformation simple sur son adéquation pour obtenir une minimisation) :

bloat(g) =
(δ(g)− δ(0))/δ(0)

(f(0)− f(g))/f(0)
, (2.1)

où δ(g) et f(g) sont respectivement la taille et l’adéquation moyenne à la génération g. Bien que
la valeur obtenue n’ait pas de signification réelle autre que le ratio entre l’accroissement en taille
et l’amélioration en performance, elle permet de comparer facilement plusieurs populations
différentes afin d’en mesurer le niveau de bloat. Idéalement, la valeur devrait être de 0, c’est-à-
dire aucun accroissement par rapport à la taille moyenne initiale. Il est cependant important de
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Figure 2.4: Effet du bloat en programmation génétique : un arbre de 7 nœuds fonctionnelle-
ment équivalent à une seule de ses feuilles.

préciser que cette métrique ne permet pas d’évaluer la performance brute d’une évolution (peu
importe la valeur du dénominateur, si l’accroissement en taille est nul, la métrique vaudra 0) et
qu’elle est plutôt destinée à être utilisée conjointement avec d’autres métriques plus classiques.

2.4 Conséquences du bloat et de la croissance des arbres

L’émergence du bloat entraîne plusieurs conséquences négatives sur l’évolution. Nous produi-
sons ici une description des principales.

2.4.1 Stagnation de l’évolution

À la section 2.1.4, il a été question des principaux opérateurs de variation, que ce soit par
croisement ou mutation. Comme pour tout algorithme évolutionnaire, le succès d’une exécution
de GP dépend en bonne partie de l’efficacité de ces opérateurs et de leur capacité à maintenir
une diversité suffisante dans la population.

Dans le cas d’une population bloatée, qui contient donc des arbres avec beaucoup d’introns,
les opérateurs de croisement se révèlent toutefois peu efficaces. En effet, puisque le point
de croisement est choisi de façon aléatoire dans chaque parent, des arbres composés à 90%
d’introns verront la majorité des croisements se faire dans ces mêmes introns. Ces croisements
sont donc inutiles et ne contribuent généralement pas à la création de nouvelles solutions. Le
même raisonnement s’applique pour les différentes mutations : la mutation d’un sous-arbre
inutile ne modifie en rien la performance d’un individu. Il est vrai qu’il est difficile d’énoncer une
définition formelle de l’utilité d’un sous-arbre, mais certains cas ressortent de façon évidente.

11



Par exemple, un sous-arbre dont le résultat est multiplié par zéro plus haut dans l’arbre ne
contribuera jamais à la performance de l’arbre, et ce quel que soit son contenu.

Bien que l’on puisse considérer que parfois, par chance, un sous-arbre inutilisé se voit transféré
à un emplacement où il est amené à jouer un rôle prépondérant, un bloat excessif est donc
à proscrire puisqu’il entraîne de fait une stagnation générale de l’évolution. Cette stagnation
empêche l’amélioration subséquente des performances, et ce même si une meilleure solution
serait atteignable en théorie.

2.4.2 Augmentation de l’effort de calcul

L’évaluation des individus produits est une étape incontournable de la GP afin de permettre
leur sélection par la suite. De manière générale, l’évaluation est effectuée en GP en exécutant
le programme contenu dans chaque individu. Par exemple, dans le cas d’un problème de
classification, le programme sera exécuté pour chaque instance du jeu d’entraînement et sa
sortie comparée à la bonne réponse. Certaines bibliothèques de programmation génétique
nécessitent également une phase de compilation préliminaire afin de traduire les individus
d’une représentation facile à manipuler vers une forme exécutable.

Bien que beaucoup de facteurs puissent entrer en ligne de compte et faire varier cette estima-
tion, on peut approximer, en général, la complexité de l’évaluation d’un individu à O(mn), où
m est la taille de l’ensemble des données d’entrée et n la taille de cet individu. Intuitivement,
cette approximation est logique : doubler le nombre de données à traiter induit un double-
ment du temps de calcul, et doubler le nombre d’opérations à effectuer entraîne lui aussi une
multiplication par deux du temps de calcul – en supposant une complexité O(1) pour chacune
de ces opérations.

Évidemment, la fonction d’évaluation étant la partie de la GP la plus dépendante de chaque
problème, il ne saurait être question de généraliser cette complexité à l’entièreté des problèmes.
Toutefois, en dehors de cas triviaux, il est raisonnable de supposer que la fonction d’évaluation
constitue la part de l’algorithme requérant le plus d’effort de calcul.

Le bloat aggrave le problème en forçant l’évaluation de nombreux nœuds qui se révèlent inutiles
au final. L’évaluation d’un arbre composé d’introns à 90% requiert, selon notre modèle de
complexité expliqué plus haut, 10 fois le temps de calcul d’un arbre équivalent sans introns.
Considérant qu’une évolution de GP nécessite au minimum plusieurs centaines d’individus
(généralement au moins 1000) sur plusieurs dizaines de générations, et que, de par sa nature
stochastique, une répétition des exécutions doit être faite pour obtenir des résultats valides
sur le plan statistique, cette augmentation de l’effort de calcul est très loin d’être négligeable
dans les applications réelles. Elle limite également l’application de la GP dans des problèmes
temps réel, ou dans les cas où l’efficacité computationnelle est un critère important.
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2.4.3 Surapprentissage

En apprentissage automatique, le surapprentissage est caractérisé par une perte de générali-
sation causée par une modélisation trop détaillée du jeu d’entraînement. Par exemple, comme
nous en avons brièvement discuté à la section 2.2, le jeu d’entraînement peut être bruité :
l’amélioration des performances sur ce jeu d’entraînement qui découle de l’apprentissage de
ce bruit se fait alors au détriment de la performance dans le cas général (par exemple sur
des données jamais vues). Cette perte de généralisation est problématique pour l’application
d’une méthode sur des problèmes réels.

Bien qu’il existe des manières d’éviter, au moins en partie, le surapprentissage, par exemple
en utilisant un jeu de validation distinct des jeux d’entraînement et de test pour mesurer
la capacité de généralisation, il est aussi possible de modifier certaines choses pour limiter
ce défaut en amont. Parmi les considérations généralement admises dans la littérature, on
retrouve le lien entre la complexité d’un modèle et le surapprentissage. Plus un modèle est
complexe, plus il a de chances d’expliquer quelque chose qui n’a pas lieu d’être. Ce principe
est connu sous une formulation plus générale nommée Rasoir d’Ockham et est à l’origine de
différents concepts en informatique tels que la MDL (Minimum Description Length).

Dans le cas de la programmation génétique, la taille variable des individus permet un accrois-
sement de la complexité théoriquement sans limites. Si cet accroissement peut être une bonne
chose, en particulier au début de l’évolution, où l’on cherche à trouver un premier modèle
convenable, il peut rapidement devenir problématique. Même si cela ne concerne pas le bloat
à proprement parler (un intron n’agissant aucunement sur le résultat final, par définition), un
accroissement immodéré de la taille des arbres est aussi à éviter. Grappiller quelques millièmes
de pourcentage en performance sur le jeu d’entraînement en doublant ou triplant la taille d’un
individu n’est donc généralement pas intéressant.

2.4.4 Difficulté d’utilisation des solutions produites

Finalement, le bloat amène un dernier désavantage, apparent après la fin du processus optimi-
sation. En général, dans les cas réels, on cherche alors à utiliser la meilleure solution obtenue
ou à l’analyser pour la comprendre. Or, le bloat rend cela très difficile : interpréter les quelques
sections utiles dans un arbre rempli d’introns est loin d’être simple. Si, pour certains problèmes
particuliers, il est possible d’utiliser quelques heuristiques de simplification (par exemple une
simplification algébrique pour les expressions mathématiques), ce n’est pas possible dans le
cas général. Dans certains cas, une validation de la solution par un expert est requise, on peut
par exemple penser à des applications médicales ou concernant des problèmes d’ingénierie.
Cette étape de validation peut être considérablement compliquée et allongée par les effets du
bloat, ce qui n’est pas souhaitable considérant les coûts et délais supplémentaires associés à
l’utilisation d’un expert.
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De même, si on s’attache à concevoir une méthode dans laquelle la GP n’est qu’un composant,
le bloat se révèle problématique, puisqu’il s’impose alors au reste de la méthode. On peut par
exemple penser à une régression symbolique, suivie d’une descente du gradient afin d’optimiser
la valeur de chaque constante contenue dans l’arbre. Un arbre bloaté nécessitera alors beaucoup
plus de phases d’optimisation (une par constante), inutiles pour la plupart.

2.4.5 Récapitulatif

Nous avons énuméré ici les principaux contrecoups entraînés par l’apparition du bloat en
programmation génétique. Bien que certains chercheurs aient proposé des solutions spécifiques
à l’une ou l’autre de ces problématiques, le Graal de la GP serait de résoudre l’ensemble de
ces problèmes en s’attaquant à leur source commune plutôt qu’à leurs effets néfastes pris
individuellement. Nous aborderons donc au chapitre suivant les concepts généraux concernant
l’élimination du bloat, en gardant en tête que cet objectif n’est pas un but en soi, mais bien un
moyen permettant d’améliorer la performance et l’applicabilité de la programmation génétique.
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Chapitre 3

Théories du bloat et mécanismes de
contrôle

La section 2.4 a recensé les divers problèmes issus de l’émergence du bloat. Au vu de ces consé-
quences qui limitent sévèrement l’efficacité et l’applicabilité de la programmation génétique,
il est donc naturel que l’on se soit rapidement attardé à expliquer et tenter de restreindre le
bloat. Cette section présente les différentes explications théoriques de l’apparition du bloat,
ainsi que les principales méthodes issues de la littérature utilisées pour contrer ses effets.

3.1 Théories sur l’émergence du bloat

Avant de parler du bloat proprement dit, il peut être pertinent de s’intéresser à modéliser ce
qui cause les changements de taille moyenne dans une population donnée. En 2003, Poli et
McPhee [3] ont démontré que la variation de la taille moyenne entre deux générations pouvait
être exprimée sous la forme de l’équation suivante :

E[µ(g + 1)− µ(g)] =
∑
l

l × (p(l,g)− Φ(l,g)), (3.1)

où µ(g) et µ(g+1) représentent la taille moyenne aux générations g et g+1, l est une taille (en
nombre de nœuds), p(l,g) la probabilité de choisir les individus de taille l dans la population
à la génération g et Φ(l,g) la proportion d’individus de taille l à la génération g.

En d’autres termes, la taille moyenne des individus d’une population changera seulement
si la distribution de probabilité de sélection des individus diffère de la distribution actuelle
des tailles. Dans le cas du bloat, on peut donc en déduire que d’une façon ou d’une autre,
les individus plus gros obtiennent en moyenne une probabilité de sélection supérieure aux
individus plus petits, ce qui tend à accroître indéfiniment la taille des arbres dans la population
[4].
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Bien qu’intéressante, l’équation 3.1 ne nous renseigne que sur l’effet statistique produisant le
bloat et non sur sa cause, à savoir le phénomène qui expliquerait le biais de sélection vers
les plus gros individus. Deux explications principales se complètent sur ce point : la théorie
de la nature des espaces de recherche (Search Spaces Nature) et la théorie du biais dû aux
croisements (Crossover Bias).

3.1.1 La théorie de la nature des espaces de recherche

La théorie de la nature des espaces de recherche [5] rend la sélection des individus selon
leur performance responsable de la différence entre p et Φ. Le raisonnement se base sur trois
constatations. Premièrement, améliorer la performance de manière notable devient de plus en
plus difficile au fil de l’évolution. Deuxièmement, produire des individus plus gros ayant la
même adéquation que leurs parents est, de façon générale, toujours facile, puisque l’espace
de recherche est agrandi par l’accroissement de la taille et qu’il y a donc plusieurs nouvelles
manières d’arriver au même résultat. Troisièmement, les croisements et mutations produisant
des enfants de taille inférieure à leurs parents sont souvent destructifs (puisqu’ils retirent
potentiellement des sections importantes de l’arbre) et réduisent l’adéquation de l’enfant. Cet
effet destructif des croisements a été d’ailleurs démontré en 2002 par Soule et Heckendorn [6].

Au final, les évolutions en GP se retrouvent donc dans une situation où produire de gros
individus d’une performance acceptable est simple et où les petits individus créés sont généra-
lement moins performants que leurs parents. La sélection des individus étant faite selon leur
performance, on observe donc bien un biais vers les tailles les plus grosses, biais qui s’amplifie
au fil des générations. Le fait qu’on ait montré qu’une évolution utilisant une sélection aléa-
toire (et non une sélection selon la performance) ne souffrait pas du problème du bloat tend
à corroborer cette théorie [7]. Bien évidemment, une sélection aléatoire n’est d’aucune utilité
en pratique, mais l’exercice est instructif quant aux sources du bloat.

3.1.2 Distinction entre bloat structurel et fonctionnel

Si la sélection selon la performance peut mener à un biais vers des individus de tailles plus
élevées, on peut raisonnablement se demander si cet accroissement n’est pas parfois bénéfique,
voire nécessaire. Par exemple, si on suppose un problème où la solution optimale ne peut
être représentée avec moins de 50 nœuds, alors un accroissement de la taille moyenne peut se
révéler tout simplement essentiel.

C’est dans cette optique qu’a été introduite une catégorisation supplémentaire du bloat [8],
entre bloat structurel et bloat fonctionnel. La première catégorie définit le bloat qui apparait
lorsqu’aucune solution optimale ne peut être obtenue par des individus d’une certaine taille,
alors que la seconde caractérise le bloat apparaissant alors même que la taille actuelle des
individus est suffisante pour atteindre un optimum.
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Cette catégorisation est intéressante à plus d’un titre, car elle remet en question l’objectif
d’éliminer l’entièreté du bloat. En effet, le bloat structurel peut être considéré comme une
adaptation de l’évolution à la complexité du problème, et, par conséquent, inévitable, voire
désirable pour mieux explorer l’espace des solutions. Le bloat fonctionnel reste quant à lui
indésirable la plupart du temps, mais le fait qu’il soit difficile à distinguer de son alter ego
au cours de l’évolution (à moins de déjà connaître la solution optimale, ce qui n’a pas grand
intérêt dans les cas pratiques) incite à la prudence en ce qui concerne son élimination totale.
Diverses études datant des débuts de la GP ont d’ailleurs démontré que le bloat pouvait avoir
son utilité en dehors de l’amélioration de la performance, par exemple en réduisant les effets
destructeurs des croisements et mutations [9, 10].

3.1.3 La théorie du biais dû aux croisements

La théorie du biais dû aux croisements, introduite par Dignum et Poli en 2007 [11], com-
plète la théorie de la nature des espaces de recherche en y ajoutant l’effet des croisements,
qui constituent l’opération de variation principale en GP. Intuitivement, on peut arriver à la
conclusion que les croisements ne modifient pas la taille moyenne des individus d’une popula-
tion, puisqu’ils ne créent aucune nouvelle branche, mais se contentent d’échanger le matériel
génétique existant. Cependant, les croisements modifient la distribution des tailles dans la po-
pulation. Il a été démontré que cette distribution pouvait être approximée par une distribution
de Lagrange du second type [12]. Plus précisément, cette distribution peut être exprimée par
l’équation suivante :

P (l) = (1− ak(a,µ0))

(
al + 1

l

)
(1− k(a,µ0))

l×(a−1)+1k(a,µ0)
l (3.2)

où l est une taille, P (l) la probabilité de sa génération, a l’arité des primitives (le nombre
d’enfants de chacun des nœuds non-terminaux) et k(a,µ0) une constante dépendant de l’arité
et de la taille moyenne initiale. Cette constante, calculée en posant les contraintes d’une aire
sous la courbe unitaire et d’une moyenne des tailles invariante, est comprise dans l’intervalle
]0; 0,5[ ce qui produit des distributions de probabilités valides. La figure 3.1 présente quelques
exemples de distributions de probabilités selon la taille initiale moyenne des arbres d’une
population. Notons que cette modélisation n’est pas parfaite, puisqu’elle suppose entre autres
que toutes les primitives ont le même nombre d’enfants, ce qui n’est que rarement le cas en
pratique, mais elle offre tout de même une bonne vue d’ensemble de la distribution produite
par un opérateur de croisement.

L’observation de la figure 3.1 révèle que ce sont les plus petits arbres qui sont favorisés par les
croisements. Ce résultat peut de prime abord paraître contre-intuitif : si les petits arbres sont
favorisés, alors pourquoi la taille moyenne de la population augmente-t-elle ? Toutefois, la prise
en compte de la théorie de la nature des espaces de recherche amène à une autre interprétation.
Ces nombreux petits individus générés par les croisements sont, selon cette théorie, en moyenne
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Figure 3.1: Distributions de probabilités des croisements pour une population d’arbres com-
posés de primitives ayant deux enfants, selon différentes tailles moyennes initiales

peu performants. Par conséquent, le processus de sélection a tendance à les éliminer aux dépens
des plus gros individus. En d’autres termes, les croisements tendent systématiquement à créer
un bassin d’individus à l’adéquation très mauvaise. Si ce n’est pas problématique en soi, ils
favorisent cependant par effet de bord la sélection de plus gros individus, et, comme le cycle
se répète à chaque génération, l’accroissement constant de la taille moyenne des arbres d’une
population.

3.2 Modèle générique d’algorithme de contrôle du bloat

Avant de présenter les principales méthodes de réduction du bloat présentes dans la littérature,
il peut être intéressant d’obtenir un modèle mathématique général de ce que font la plupart de
ces méthodes. Pour cela, nous repartons de l’équation 3.1. Dans cette équation, on remarque
que Φ(l,g) peut être considéré comme constant, puisqu’il dépend uniquement de la population
actuelle. Cependant, il est possible d’agir sur p(l,g), qui aura à son tour une incidence sur la
population de la génération suivante Φ(l,g + 1). Une façon simple de le faire est d’insérer un
nouveau terme λ(l,g) dans l’équation :

E[µ(g + 1)− µ(g)] =
∑
l

l × (λ(l,g)p(l, g)− Φ(l,g)) (3.3)
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Ce nouveau terme représente l’action de l’algorithme de contrôle du bloat, qui peut contraindre
comme il le souhaite la distribution p(l,g). Cette représentation sera utilisée dans la suite de
cette section pour exprimer mathématiquement les concepts derrière chaque méthode.

3.3 Présentation des méthodes de contrôle du bloat

Nous présentons ici une brève description de la plupart des méthodes de contrôle du bloat
actuelles. Les méthodes présentées ici sont uniquement celles à usage général. Bien qu’il existe
d’autres heuristiques obtenant des performances intéressantes dans des domaines particuliers
(par exemple la simplification algébrique pour la régression symbolique), celles-ci ne sont pas
généralisables à tous les problèmes de GP et n’ont donc pas été incluses.

3.3.1 Limite fixe

Proposée dès les débuts de la GP par Koza [1], cette heuristique est très simple, mais tout de
même relativement efficace. Elle se base sur l’hypothèse qu’un arbre plus gros ou plus grand
qu’un certain seuil contient forcément trop d’introns pour être utile, et qu’il vaut donc mieux
le rejeter immédiatement. Cette limite peut être fonction de la taille de l’arbre, mais aussi de
sa hauteur. Dans le cas d’une limite sur la taille, λ(l,g) peut être exprimé comme suit :

λ(l,g) =

{
1 si l ≤ L
0 sinon

. (3.4)

où L est une constante fixée à l’avance. Le cas d’une limite sur la hauteur est un peu plus
complexe à modéliser puisqu’il fait intervenir une mesure indépendante de la taille (un arbre
d’une taille plus petite qu’un autre peut très bien être plus haut). Le principe reste cependant
le même. L’algorithme 2 présente la méthode en détail pour une population P.

Cette méthode est très simple et n’induit pas de surcoût de calcul significatif, puisqu’un
enfant rejeté est directement remplacé par un de ses parents. Le désavantage principal de
cette technique est la difficulté de trouver une valeur limite adéquate. Koza propose une limite
de 17 sur la hauteur des arbres, mais il a été démontré que cette limite pouvait à la fois être
trop haute pour les problèmes simples et trop petite pour les problèmes plus complexes [13].
Pire encore, une limite peut se révéler trop haute au début de l’évolution, puis trop petite
par la suite ! Généralement, choisir cette constante sans avoir une connaissance préalable du
problème étudié n’est pas trivial et limite cette méthode à une utilisation de base. Elle est
par contre parfois utilisée en conjonction avec d’autres méthodes, dont elle améliore l’efficacité
[14].

3.3.2 Limite dynamique

Les limitations d’une limite fixe ont logiquement poussé certains chercheurs à proposer une
limite du même type, mais cette fois dynamique. Cette notion de limite dynamique a été
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Algorithm 2 Contrôle par limite fixe
1: Soit P, une population
2: Soit V, un ensemble d’opérateurs de variation
3: Soit U(S, k), fonction qui tire k éléments de l’ensemble S, uniformément et sans remise
4: Pn ← ∅
5: repeat
6: OpVar← U(V, 1)
7: Parents← U(P, |OpVar|)
8: Enfants← OpVar(Parents)
9: for C ∈ Enfants do
10: if Hauteur(C) ≤ L) then
11: Pn ← Pn ∪ {C}
12: else
13: Pn ← Pn ∪ U(Parents, 1)
14: end if
15: end for
16: until |Pn| = |P|
17: return Pn

introduite par Silva et Costa [15] et utilise une heuristique théoriquement capable d’adapter
cette limite aux besoins de l’évolution.

La limite est initialement fixée à une valeur relativement basse, par exemple la hauteur du
plus grand arbre de la population initiale. Lors de la production d’une nouvelle population,
tout individu en deçà de cette limite est systématiquement accepté. Toutefois, un individu
plus grand n’est accepté que si son adéquation dépasse la meilleure valeur obtenue jusque
là. En d’autres termes, un individu n’est accepté que s’il démontre apporter quelque chose
de plus que les autres solutions produites jusqu’à ce moment. Lors de cette acceptation, la
limite est augmentée à la hauteur de cet individu. Tout comme la limite fixe, il a été démontré
qu’une limite dynamique sur la hauteur était plus efficace qu’une limite sur la taille [15]. La
modélisation mathématique de la limite dynamique est aussi semblable à celle de la limite fixe,
à ce détail près qu’il est nécessaire d’ajouter un paramètre d’adéquation à la distribution λ :

λ(l,g,a) =

{
1 si l ≤ L ∨ a ≥ A
0 sinon

. (3.5)

où A est la meilleure adéquation obtenue jusqu’ici et L la taille de l’individu possédant cette
adéquation. L’algorithme 3 présente une vue plus formelle de la méthode.

Les approches par limites dynamiques sont conceptuellement simples, mais peuvent induire
un effort de calcul supplémentaire significatif. En effet, un individu dépassant la limite sans
améliorer la meilleure adéquation connue jusque là est évalué inutilement, puisqu’il est im-
médiatement rejeté par la suite. Cette situation se reproduisant dans la majorité des cas (la
production d’un individu meilleur que tous les autres étant relativement rare une fois les
premières générations passées), beaucoup de temps de calcul est donc gaspillé.
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Algorithm 3 Contrôle par limite dynamique
1: Soit P, une population
2: Soit V, un ensemble d’opérateurs de variation
3: Soit U(S, k), fonction qui tire k éléments de l’ensemble S, uniformément et sans remise
4: Soit I, le meilleur individu obtenu jusqu’ici
5: Pn ← ∅
6: repeat
7: OpVar← U(V, 1)
8: Parents← U(P, |OpVar|)
9: Enfants← OpVar(Parents)

10: for C ∈ Enfants do
11: if Adequation(C) > Adequation(I) then
12: Pn ← Pn ∪ {C}
13: I ← C
14: else if Hauteur(C) ≤ Hauteur(I) then
15: Pn ← Pn ∪ {C}
16: end if
17: end for
18: until |Pn| = |P|
19: return Pn

3.3.3 Double Tournoi (Double Tournament)

Les deux approches vues précédemment visent à restreindre l’apparition du bloat en limitant
la création d’individus trop gros. Un autre angle d’approche utilisé dès les débuts de la GP
est de modifier le processus de sélection pour qu’il élimine ces mêmes individus indésirables.
Ces méthodes sont généralement regroupées sous le nom de méthodes à pression parcimo-
nieuse (parsimony pressure). Elles peuvent par exemple inclure une pénalité appliquée sur
l’adéquation des individus trop gros [16] ou la création d’une adéquation multi objective, où
la minimisation de la taille constitue un objectif [17]. Ces méthodes sont toutefois difficiles
à paramétrer, et certaines études ont démontré qu’elles obtenaient souvent de moins bonnes
performances qu’une simple limite fixe [14].

Cependant, une autre approche liée à la sélection, nommée méthode du double tournoi, a
démontré une certaine efficacité pour le contrôle du bloat [18]. Cette méthode conserve la
traditionnelle sélection sur l’adéquation. Toutefois, les vainqueurs de n tournois sont ensuite
regroupés en un second tournoi, dont la sélection est cette fois uniquement liée à la taille. Les
individus sont donc d’abord évalués pour leur adéquation, puis pour leur taille.

Il a été rapidement remarqué que même un tournoi de taille n = 2 (deux individus) pouvait
se révéler trop restrictif. Afin d’éviter ce problème, la taille des tournois peut être définie
entre 1 et 2 individus, une taille de tournoi de 1,4 signifiant une probabilité de sélection
de 1,4/2 = 70% pour le plus petit individu, versus 30% pour le plus gros. Une description
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Algorithm 4 Contrôle par double tournoi
1: Soit P, une population
2: Soit U(S, k), fonction qui tire k éléments de l’ensemble S, uniformément et sans remise
3: Soit D, la taille du tournoi sur les tailles
4: Pn ← ∅
5: repeat
6: {C1, C2} ← U(P, 2)
7: if Taille(C1) > Taille(C2) then
8: if U([0, 1], 1) ≤ D/2 then
9: Pn ← Pn ∪ {C2}
10: else
11: Pn ← Pn ∪ {C1}
12: end if
13: else
14: if U([0, 1], 1) ≤ D/2 then
15: Pn ← Pn ∪ {C1}
16: else
17: Pn ← Pn ∪ {C2}
18: end if
19: end if
20: until |Pn| = |P|
21: return Pn

mathématique générale de cette heuristique est donnée à l’équation 3.6.

λ(l,g) = 1− D

2
P (X ≤ l) X ∼

∑
l

Φ(l,g) (3.6)

où D est la dimension du tournoi sur la taille, et X une variable aléatoire suivant la dis-
tribution des tailles dans la population. La difficulté réside ici dans l’identification de cette
distribution, nécessaire pour obtenir sa fonction de répartition P (X ≤ l) ; si on a vu à la
section 3.1.3 que les croisements produisaient une distribution particulière, les cas réels sont
plus complexes puisqu’ils font intervenir d’autres opérateurs de réplication et des primitives
d’arités différentes. Toutefois, on peut noter qu’en général, les distributions des tailles en GP
sont bien représentées par une distribution gamma [19], ce qui permet d’affiner l’équation 3.6.

La méthode du double tournoi est présentée en détail à l’algorithme 4. Cette approche n’induit
qu’un faible surcoût en temps de calcul, soit le temps d’exécution du deuxième tournoi. Ce
temps est toutefois constant, et n’accroit pas significativement l’effort de calcul requis.

3.3.4 Méthode tarpéienne (Tarpeian)

La méthode tarpéienne (Tarpeian method) [20] utilise également le processus de sélection
pour restreindre l’apparition du bloat, mais d’une manière différente. L’hypothèse de base est
que tout individu plus gros que la moyenne est potentiellement indésirable. Par conséquent,
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Algorithm 5 Contrôle par méthode tarpéienne (adéquation maximisée)
1: Soit une population P, contenant des arbres de taille moyenne µ
2: Soit U(S, k), fonction qui tire k éléments de l’ensemble S, uniformément et sans remise
3: Soit une probabilité W
4: for C ∈ P do
5: if Taille(C) > µ ∧W > U([0, 1], 1) then
6: Adequation(C)← +∞
7: end if
8: end for

cette approche assigne de façon stochastique (suivant une probabilité W ) une très mauvaise
adéquation aux individus dont la taille dépasse la moyenne de la population. Cette mauvaise
adéquation entraîne presque automatiquement l’élimination de ces individus lors de la phase de
sélection subséquente. L’équation 3.7 présente la modélisation mathématique de cette méthode,
et l’algorithme 5 une vue plus complète de son fonctionnement.

λ(l,g) =

{
0 si l ≥ l ∧X ≤W
1 sinon

. (3.7)

où l est la taille moyenne des individus à la génération g, et X ∼ U(0,1) une variable aléatoire
distribuée uniformément.

L’approche tarpéienne possède une caractéristique intéressante : les individus qui se voient
assigner une mauvaise adéquation n’ont jamais à être évalués. Cela réduit d’autant l’effort de
calcul nécessaire, d’autant plus que ces individus sont en général d’une taille importante et
seraient donc parmi les plus longs à évaluer. Par ailleurs, le temps de calcul supplémentaire
requis pour l’application de cette méthode est négligeable.

3.3.5 Bouturage (Prune and Plant)

La méthode par bouturage [21] fonctionne de manière un peu particulière. Au lieu de s’attacher
à réduire le bloat en éliminant certains individus, elle procède en divisant les arbres. Lors de
l’opération, une branche est extraite de l’arbre et devient un nouvel individu, l’espace laissé
vacant par la suppression de la branche étant comblé par une feuille. Cette mécanique a donc
pour effet de diminuer la taille des deux enfants produits par un individu. La méthode est
conditionnée par un paramètre indiquant le pourcentage de réplications devant se servir de
cet opérateur. Le reste du temps, les opérateurs de variation standards sont utilisés.

La description mathématique de cette méthode est ardue, puisqu’elle agit uniformément sur
toutes les tailles, mais produit un résultat aléatoire (le point de division étant décidé aléatoi-
rement). Cependant, l’algorithme général est présenté à l’algorithme 6.
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Algorithm 6 Contrôle par bouturage
1: Soit P, une population
2: Soit V, un ensemble d’opérateurs de variation
3: Soit U(S, k), fonction qui tire k éléments de l’ensemble S, uniformément et sans remise
4: Soit une probabilité de bouturage r
5: Pn ← ∅
6: repeat
7: if x ∼ U(0, 1) < r then
8: {P1} ← U(P, 1)
9: {C1, C2} ← Bouturage(P1)
10: Pn ← Pn ∪ {C1, C2}
11: else
12: OpVar← U(V, 1)
13: Parents← U(P, |OpVar|)
14: Enfants← OpVar(Parents)
15: Pn ← Pn ∪ Enfants
16: end if
17: until |Pn| = |P|
18: return Pn

Algorithm 7 Contrôle par localité spatiale
1: Soit une population P
2: Soit U(S, k), fonction qui tire k éléments de l’ensemble S, uniformément et sans remise
3: for P1 ∈ P do
4: P2 ← U(ObtenirVoisins(P1), 1)
5: {C1, C2} ← Croisement({P1,P2})
6: C ← U({C1, C2}, 1)
7: if Adequation(C) > Adequation(P1) then
8: P1 ← C
9: end if

10: end for
11: return Pn

3.3.6 Contrôle par localité spatiale et élitisme (SS+E)

Cette méthode proposée récemment [22] utilise un moyen détourné pour gérer le problème du
bloat. Elle projette la population sur un tore 2D et n’autorise les échanges génétiques qu’entre
individus voisins sur ce même tore. À chaque génération, chaque individu est d’abord croisé
avec un de ses voisins. Si l’un des enfants produits se révèle avoir une meilleure adéquation
que l’individu initial, il le remplace sur le tore. Dans le cas contraire, l’individu initial est
conservé – d’où la qualification d’élitiste. Cette opération étant répétée sur tout le tore, une
nouvelle population est créée en utilisant uniquement des changements locaux. De même que
pour la méthode par bouturage, modéliser mathématiquement l’effet qu’a cette méthode sur
la distribution des tailles n’est pas réellement pertinent. Toutefois, l’algorithme général est
présenté à l’algorithme 7.
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La seule contrainte de cette approche est qu’elle nécessite une taille de population correspon-
dant au carré d’un nombre afin de pouvoir bâtir le tore. Nous verrons aussi que cette méthode
ne contrôle en fait pas beaucoup le bloat, mais obtient de bonnes performances en limitant
plutôt ses effets sur l’évolution.

3.3.7 Opérateurs d’égalisation (OpEq)

Les opérateurs d’égalisation forment une famille d’algorithmes tous plus ou moins basés sur
un ancêtre commun nommé OpEq (Operator Equalisation), développé par Dignum et Poli
[23]. Cette première version n’est pas à proprement parler une méthode de contrôle du bloat,
mais plutôt une méthode capable de forcer la population à suivre une distribution de tailles
arbitraire.

Pour cela, l’opérateur d’égalisation se base sur un vecteur de probabilités d’acceptation fonc-
tion de la taille. Lorsqu’un individu est généré, il est accepté conditionnellement selon cette
probabilité. Une fois la population complète, l’opérateur d’égalisation compare l’histogramme
de la population désirée avec celui de la population produite. Toute fréquence de taille trop
élevée voit sa probabilité d’acceptation diminuer d’un certain facteur. À l’inverse, toute fré-
quence trop faible voit sa probabilité d’acceptation augmenter. La méthode est présentée en
détail à l’algorithme 8.

DynOpEq

Il manque quelque chose à l’opérateur d’égalisation pour former une méthode de contrôle
du bloat : le calcul de la distribution cible. En effet, être capable de forcer la population
à suivre une certaine distribution est sans objet si on ne peut déterminer quelle serait la
distribution optimale à utiliser. C’est dans ce but qu’ont été créées différentes variantes de
OpEq, à commencer par DynOpEq (Dynamic Operator Equalisation) [24].

Comme son nom l’indique, DynOpEq permet une adaptation continuelle de la distribution
cible, en la liant à l’adéquation des individus. Plus la moyenne de l’adéquation des individus
d’une certaine taille est élevée, plus cette taille obtient une valeur élevée dans la distribution
cible, ce qui entraîne une préférence accrue pour les individus de cette taille lors de l’étape de
sélection. À l’inverse, l’espace accordé aux tailles contenant des individus moins performants
sera réduit. Selon les auteurs de DynOpEq, cette technique permet de diriger rapidement
l’évolution vers les zones intéressantes de l’espace de recherche. Mathématiquement, chaque
compartiment i de l’histogramme (bin) obtient une hauteur donnée par l’équation suivante :

hi =

⌊
nai∑|h|
j=1 aj

⌋
(3.8)

où hi est la hauteur du compartiment i (correspondant à la taille l dans le cas de compartiments
de largeur unitaire), ai l’adéquation moyenne des individus contenus dans ce compartiment,
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Algorithm 8 Opérateur d’égalisation original (OpEq)
1: Soit P, une population
2: Soit V, un ensemble d’opérateurs de variation
3: Soit U(S, k), fonction qui tire k éléments de l’ensemble S, uniformément et sans remise
4: Soit gmax, le nombre de générations maximal et r, une vitesse de convergence
5: Soit T , la distribution des tailles voulues et A, un vecteur de probabilités d’acceptation
6: A ← {1, 1, ...,1}
7: for g = 1→ gmax do
8: Pn ← ∅
9: repeat
10: OpVar← U(V, 1)
11: Parents← U(P, |OpVar|)
12: Enfants← OpVar(Parents)
13: for C ∈ Enfants do
14: if U([0, 1], 1) < A[Taille(C)] then
15: Pn ← Pn ∪ {C}
16: end if
17: end for
18: until |Pn| = |P|
19: P ← Pn
20: D ← T −DistributionDesTailles(P)
21: A ← A+ rD
22: end for
23: return Pn

|h| le nombre total de compartiments et n la taille de la population. Cela signifie donc que les
tailles absentes de la population ne se voient attribuer aucun espace.

Par ailleurs, DynOpEq ne sélectionne pas les individus de manière probabiliste. Un individu
produit peut être accepté de deux manières. Le premier cas d’acceptation se produit lorsqu’il
y a jusqu’à présent moins d’individus dans ce compartiment d’histogramme que la valeur
souhaitée. Si ce n’est pas le cas, l’individu n’est accepté que s’il est strictement meilleur que
tous les autres individus de ce compartiment. Finalement, si le compartiment n’existe pas,
alors l’individu doit être meilleur que tous les individus de la population pour qu’un nouveau
compartiment soit créé et l’individu accepté.

Cette dernière caractéristique assure de ne jamais “passer à côté” d’un individu performant.
Toutefois, elle a aussi le désavantage d’augmenter énormément l’effort de calcul. En effet, avec
cette approche, chaque individu produit doit être évalué, qu’il soit au final accepté ou non. Si
lors de la génération des premiers individus, le taux d’acceptation est assez élevé puisque la
plupart des compartiments sont vides, c’est loin d’être le cas lorsqu’il ne reste que quelques
individus à générer pour remplir la population. Le nombre d’individus devant être générés
puis évalués peut donc représenter plusieurs dizaines de fois la taille de la population [25], ce
qui a un impact certain sur le temps de calcul.
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Algorithm 9 DynOpEq
1: Soit P, une population
2: Soit V, un ensemble d’opérateurs de variation
3: Soit U(S, k), fonction qui tire k éléments de l’ensemble S, uniformément et sans remise
4: T ← ∅
5: for l ∈ [MinTaille(P),MaxTaille(P)] do
6: T [l]←

⌊
|P| AdequationMoyenne(l)∑

j AdequationMoyenne(j)

⌋
7: end for
8: R ← T
9: Pn ← ∅

10: repeat
11: OpVar← U(V, 1)
12: Parents← U(P, |OpVar|)
13: Enfants← OpVar(Parents)
14: for C ∈ Enfants do
15: if |R| < Taille(C) ∧Adequation(C) > MaxAdequation(P) then
16: Pn ← Pn ∪ {C}
17: R[Taille(C)]← 0
18: else if R[Taille(C)] > 0 ∨Adequation(C) > MaxAdequation(P[Taille(C)]) then
19: Pn ← Pn ∪ {C}
20: R[Taille(C)]← R[Taille(C)]− 1
21: end if
22: end for
23: until |Pn| = |P|
24: return Pn

La description mathématique de DynOpEq est relativement directe, puisque celui-ci retire
purement et simplement toute influence des opérateurs de variation et sélection sur la distri-
bution résultante. En d’autres termes, DynOpEq annule p(l,g), qu’il remplace par sa propre
distribution basée sur l’adéquation. L’équation décrivant son fonctionnement est donc :

λ(l,g) =
hl

p(l,g)
(3.9)

où hl est la hauteur des compartiments définie à l’équation 3.8. Notons cependant que cette
représentation mathématique n’est pas tout à fait complète, puisqu’elle ne prend pas en compte
la possibilité pour un individu d’être accepté pour sa performance même s’il ne concorde pas
avec la distribution cible voulue. Cependant, les événements de ce type sont assez rares dans
une évolution normale pour que l’équation 3.9 puisse tout de même être considérée comme
une bonne estimation du comportement de DynOpEq.

L’algorithme complet est présenté en 9. La première étape (lignes 4 à 7) est le calcul de la
distribution cible. Par la suite, chaque individu produit est accepté s’il n’engendre pas un
dépassement de la cible, s’il est meilleur que les autres individus de même taille ou s’il force la
création d’un nouveau compartiment d’histogramme, mais qu’il obtient la meilleure adéquation
de toute la population.
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MutOpEq

Afin de pallier l’inconvénient de l’effort de calcul excessif de DynOpEq, une autre variante
nommée MutOpEq a été introduite [26]. Dans cette variante, la distribution cible est toujours
formée de la même manière, et les règles d’acceptation sont les mêmes. Toutefois, un individu
rejeté n’est plus mis de côté, mais muté afin de correspondre au compartiment d’histogramme
ayant de l’espace libre le plus proche. Si cela entraîne toujours un effort de calcul supplémen-
taire (de par les mutations successives ainsi qu’à cause du fait qu’un individu rejeté doit tout
de même être évalué deux fois, avant et après les mutations), il est beaucoup plus mesuré que
dans le cas de DynOpEq. La modélisation mathématique de MutOpEq est la même que celle
de DynOpEq (voir équation 3.9), la différence se situant dans les moyens pris pour atteindre
la distribution cible. L’algorithme complet aussi très similaire à celui présenté en 9, en dehors
du traitement réservé aux individus rejetés.

FlatOpEq

Récemment, une troisième variation de l’opérateur d’égalisation nommée FlatOpEq a été pro-
posée [25]. Sa conception se base sur la découverte empirique qu’une distribution cible uni-
forme produit parfois de meilleures performances qu’une distribution basée sur l’adéquation.
FlatOpEq procède donc de la même manière que DynOpEq, mais en définissant la cible comme
une distribution uniforme (plate), allouant le même nombre d’individus pour chaque compar-
timent de l’histogramme, soit, mathématiquement :

λ(l,g) =
|P|

|P[arg maxi |Pi|]|
× 1

p(l,g)
(3.10)

où |P| est la taille de la population, et |P[arg maxi |Pi|]| la taille de l’individu le plus gros. Le
terme 1

p(l,g) indique simplement que FlatOpEq ignore la distribution naturelle produite par
les opérateurs de GP, tout comme Dyn/MutOpEq. L’algorithme de FlatOpEq est semblable
à celui de DynOpEq (voir 9), à l’exception de la génération de la distribution cible.

Bien que produisant de bons résultats, cette méthode est encore plus exigeante en ressources de
calcul, la distribution uniforme étant très éloignée de la distribution naturelle d’une population
de GP. Par conséquent, le taux d’acceptation est très faible et le nombre d’individus évalués
inutilement de plusieurs ordres de grandeur supérieur à la taille de la population [25]. Cela
restreint l’application de FlatOpEq en pratique et a même conduit ses propres créateurs à
le mettre de côté au profit d’autres méthodes moins exigeantes dans des expérimentations
portant sur d’autres aspects de la GP [27].
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Chapitre 4

Présentation de HARM-GP

4.1 Considérations sur les méthodes de contrôle du bloat
actuelles

La plupart des méthodes limitant l’émergence du bloat ont été conçues dans le but d’améliorer
le plus possible la performance de la programmation génétique. Tout cela n’a pu être atteint
qu’au détriment d’autres aspects importants tels que l’effort de calcul et la taille des individus
produits. À la section 3, il a également été expliqué que l’élimination totale du bloat était non
seulement impossible à atteindre en pratique, dans le cas général, mais aussi vraisemblablement
nuisible à l’évolution. C’est en considérant tous ces éléments que nous avons établi les objectifs
suivants, qui ont par la suite servi de ligne directrice pour la conception de notre propre
méthode :

1. Réduire l’impact du bloat sur les performances et éviter la stagnation de
l’évolution. Bien qu’il ait été dit que l’utilisation de ce critère seul soit problématique,
il n’en reste pas moins un objectif important à atteindre.

2. Limiter la taille des solutions produites, afin de faciliter leur analyse, leur utilisation
et limiter les risques de surapprentissage.

3. Réduire l’effort de calcul nécessaire. Le bloat entraîne un effort de calcul supplé-
mentaire ; limiter le bloat tout en requérant un effort de calcul encore plus grand est peu
intéressant dans le cadre d’une utilisation pratique.

4. Fonctionner dans le cas général. Aucune supposition ne devrait être faite sur le type
de problème, sa représentation ou les opérateurs utilisés lors de l’évolution. Par ailleurs,
la paramétrisation de la méthode doit être suffisamment stable pour qu’il soit possible
de proposer un jeu de paramètres fonctionnant correctement sur tous les problèmes, ceci
afin d’éviter une longue période de réglages de paramètres à chaque nouveau problème
rencontré.
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5. Offrir une flexibilité dans la paramétrisation. Bien que cela puisse sembler contra-
dictoire avec l’objectif précédent, ces deux buts sont en fait complémentaires. Sur un
problème important, où l’on est prêt à passer un certain temps pour améliorer les perfor-
mances au maximum, la méthode de contrôle du bloat doit offrir une flexibilité suffisante
pour permettre cet ajustement précis. Cette flexibilité peut être atteinte par un nombre
restreint de paramètres à la signification évidente, et par une certaine stabilité dans l’es-
pace des paramètres (éviter les changements brusques causés par de petites variations
d’un paramètre).

Peu de méthodes de contrôle du bloat s’attaquent à tous ces problèmes simultanément. Cer-
taines, telles que la limite fixe, voir Sec. 3.3.1, sont très simples et requièrent peu d’effort de
calcul, mais sont peu efficaces à limiter l’émergence du bloat et son impact. D’autres, tels
que FlatOpEq, obtiennent des performances parmi les meilleures, mais au prix d’un effort
de calcul quasi indécent. C’est dans l’optique de proposer un algorithme capable de remplir
tous ces objectifs de façon satisfaisante qu’a été conçu HARM-GP (Histogram-based Accept-
Reject Method for Genetic Programming, ou Méthode de contrôle du bloat par acceptation
probabiliste).

4.2 Description générale de HARM-GP

Tout comme l’opérateur d’égalisation (OpEq), HARM-GP travaille sur une représentation
en histogramme de la population. On y retrouve également le concept de distribution cible /
distribution atteinte. Toutefois, en dehors de ces blocs de base, HARM-GP diffère sensiblement
des méthodes proposées précédemment, que ce soit sur la manière de modéliser la population,
de déterminer la distribution des tailles optimale ou d’atteindre cette distribution. Les sections
suivantes présentent ces étapes en détail.

4.2.1 Modélisation de la distribution naturelle de la population

Contrôler le bloat dans une population ne peut se faire sans avoir préalablement une idée de
la distribution des tailles des individus de cette même population. Pour bien le comprendre,
revenons à l’équation de base des algorithmes de contrôle du bloat :

E[µ(g + 1)− µ(g)] =
∑
l

l × (λ(l,g)p(l, g)− Φ(l,g)) (4.1)

Nous cherchons donc à obtenir les distributions (au moins estimées) pour p(l,g) et Φ(l,g).
Cette étape est souvent ignorée par les méthodes de contrôle du bloat, qui n’utilisent que la
distribution de la population courante Φ(l,g) pour décider des actions à prendre. Or, nous
l’avons vu, à moins d’utiliser des approches spécifiques n’utilisant pas les blocs de base stan-
dards de la GP, Φ(l,g) peut être considéré comme constant car il est impossible de changer la
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population actuelle. La seule possibilité d’action consiste plutôt à influer sur la distribution de
la prochaine génération Φ(l,g + 1) par l’entremise de λ(l,g), ce qui rend donc cruciale la mo-
délisation de p(l,g). Dans le reste des explications, p(l,g) sera nommée distribution naturelle.
Elle correspond à la distribution que formerait la population si les opérations de variation et
de sélection n’étaient pas contraintes – en d’autres termes, ce qui se passerait si on laissait
l’évolution se poursuivre sans contrôle particulier.

Le processus d’estimation de la distribution naturelle est très simple. Il consiste simplement
en une application répétée des opérateurs de variation et de sélection afin de créer une pseudo-
population. Cette population doit être de taille suffisamment importante pour éviter de trop
grandes erreurs d’estimation dues aux effets du hasard. Selon nos expérimentations, la généra-
tion de M ≥ 2000 individus est suffisante dans la plupart des cas. Si ce nombre peut paraître
élevé, en particulier si on considère l’efficacité en ressources de calcul, il doit être relativisé par
deux facteurs. Premièrement, la GP nécessite déjà des tailles de population importantes (plus
de 1000) pour produire des résultats satisfaisants sur les problèmes complexes [1]. Deuxième-
ment, l’opération ne nécessite pas l’évaluation de l’adéquation des individus produits, puisque
la seule connaissance de leur taille est suffisante. À la limite, il serait possible de concevoir une
version optimisée de HARM-GP où les individus ne seraient pas réellement produits, mais où
seule la taille des enfants serait calculée, ce qui est très peu coûteux en effort de calcul.

Lissage de l’histogramme

Dans la plupart des opérateurs liés ou dérivés d’OpEq, la détermination de la largeur des
compartiments d’histogramme (bins) s’est révélée problématique. En effet, une largeur trop
élevée réduit la précision de la modélisation et par conséquent la performance de la méthode.
À l’inverse, une largeur de compartiments trop restreinte ajoute des hautes fréquences dans la
distribution et pose problème dans certains cas où, par exemple, les jeux de primitives utilisés
ne peuvent générer d’individus de certaines tailles, ce qui produit des trous dans l’histogramme.

La plupart du temps, ce problème a été résolu en déléguant le contrôle de la largeur des
compartiments au chercheur. Cette solution est toutefois loin d’être idéale puisque la recherche
d’une largeur optimale n’est pas intuitive (au sens où on pourrait la deviner en observant la
dynamique d’un problème) et sujette à des interprétations erronées. Dans certains cas, cette
largeur optimale peut même changer en cours d’évolution !

L’approche utilisée par HARM-GP se base plutôt sur une technique d’estimation de densités
de probabilités appelée fenêtre de Parzen, ou kernel density estimation. Avec cette approche,
une fonction spéciale est appliquée sur chaque échantillon afin de le “diffuser” également sur
son voisinage. Cet opérateur a souvent un effet de filtre passe-bas, qui limite les variations trop
brusques, mais en conservant néanmoins les caractéristiques importantes de la distribution.
L’équation 4.2 montre une description mathématique générale de cet opérateur, f̂(x) étant la
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distribution estimée, K(x) le noyau (kernel) utilisé, et {xi}ni=1 un ensemble de points servant
à l’estimation :

f̂(x) =
1

n

n∑
i=1

K(x− xi) (4.2)

Il existe un vaste choix de noyaux K(x). Ce dernier peut aller d’une forme gaussienne à
triangulaire, en passant par une simple distribution uniforme. Il est cependant généralement
admis que ce noyau doit posséder une aire unitaire (afin d’obtenir une distribution résultante
ayant la même intégrale que la distribution source) et que sa symétrie est importante. Dans
le cas de HARM-GP, nous utilisons un noyau triangulaire caractérisé par l’équation suivante :

K(x) =

{
0.4/2|x| si x ∈ {−2,−1, 0, 1, 2}

0 sinon
(4.3)

La figure 4.1 présente un exemple de l’application d’une fenêtre de Parzen utilisant ce kernel
sur une distribution discrète. Comme on peut le constater, les éléments importants tels que
les extremums et les tendances sont conservés, ce qui ne serait pas le cas avec l’utilisation de
largeurs de classe plus élevées. Par ailleurs, les variations trop importantes sont gommées.

L’utilisation de ce noyau en particulier a été décidée en fonction des résultats d’expériences
réalisées à cet effet, qui ont en particulier démontré qu’un tel noyau permettait de combler
adéquatement les vides causés par des tailles impossibles à générer tout en restant suffisamment
précis pour distinguer deux modes proches l’un de l’autre dans la distribution.

4.2.2 Détermination de la distribution cible

Une fois la distribution naturelle correctement estimée, le calcul de la distribution optimale –
autrement dit, la cible à atteindre – peut débuter. Avec HARM-GP, cette distribution cible est
définie comme une distribution similaire à la distribution naturelle suivie d’une exponentielle
décroissante. La taille correspondant au point de départ de cette exponentielle décroissante
est appelée point de coupure.

Ce point de coupure correspond à la taille du plus petit individu atteignant un certain rang
centile en termes d’adéquation. Par exemple, ce point de coupure peut être défini comme étant
la taille du plus petit individu faisant partie du décile (10%) supérieur en adéquation. L’hy-
pothèse derrière ce choix est que cet individu représente la transition entre le bloat structurel
et fonctionnel, tel que vu à la section 3.1.2. En effet, il est peu probable qu’un individu signifi-
cativement meilleur puisse être trouvé dans les tailles plus petites que le point de coupure et,
même si c’est le cas, alors il sera vraisemblablement trouvé dans les prochaines générations et
la distribution cible sera ajustée en conséquence. Par ailleurs, au-dessus de la taille de coupure,

32



1 5 10 15 20 25 30
0

2

4

6

8

10

12

14

16

18

#
 d

'in
d

iv
id

u
s

Distribution
source

0.1

0.2

0.1

0.2

0.4Fenêtre de
Parzen

Taille

x-2 x-1 x x+1 x+2

Figure 4.1: Exemple de l’application d’une fenêtre de Parzen sur une distribution. Le noyau
utilisé est celui décrit à l’équation 4.3

l’adéquation augmente peu par rapport à la taille, ce qui caractérise le bloat. Finalement, l’uti-
lisation du plus petit individu parmi les meilleurs évite le surapprentissage qui pourrait être
causé par le choix systématique du meilleur. Ce point de coupure possède une valeur minimale
qui permet d’éviter les cas dégénérés en début d’évolution.

Pour les tailles inférieures au point de coupure, la distribution cible suit directement la dis-
tribution naturelle. Même s’il est vrai que, selon la théorie du biais dû aux croisements (voir
Sec. 3.1.3), les petits individus peuvent entraîner l’émergence du bloat, ils ne sont que la cause
et non l’effet. Par conséquent, il n’y a aucune raison de vouloir les retirer de la population,
du moins dans le contexte d’une méthode visant à contrôler le bloat tout en contraignant le
moins possible l’évolution.

À partir du point de coupure, la distribution cible décroît exponentiellement. Cette fonction
a été choisie pour plusieurs raisons. Tout d’abord, l’application de la théorie des schèmes à la
GP montre que la distribution des tailles dans une population suit de façon approximative une
distribution gamma [19]. Le choix d’une exponentielle décroissante a donc l’avantage de bien
s’accorder avec la distribution naturelle de la population, la part de droite d’une distribution
gamma étant justement bien représentée par une exponentielle décroissante. Cette caracté-
ristique aura son importance lorsque nous aborderons l’heuristique permettant de forcer la
population à suivre la distribution cible. Par ailleurs, ce choix garantit une coupure assez
douce dans la distribution des tailles, ce qui permet aux individus plus gros que le point de
coupure d’être malgré tout intégrés (en plus faible nombre) à la génération suivante. Cela per-
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met d’éviter des cas problématiques, où une coupure trop brusque empêche toute progression
dans les générations subséquentes, tel que démontré par Soule et Foster [28]. Finalement, une
exponentielle décroissante peut être facilement et intuitivement caractérisée par deux para-
mètres : sa demi-vie (sa rapidité de décroissance) et son intégrale (le nombre total d’individus
autorisés à droite du point de coupure).

La distribution cible Hcible(l) est donc caractérisée par l’équation suivante :

Hcible(l) =

{
Hnat(l) si l ≤ c

Γ(M) exp
[
− ln(2)

τ · (xl − xc)
]

sinon
, (4.4)

où Hnat est la distribution naturelle, τ la demi-vie choisie et c la valeur du point de coupure.
Γ(M) est une fonction associant une taille de population et le jeu de paramètres courant à
une aire spécifique, de façon à obtenir le bon nombre d’individus après le point de coupure.
Cette fonction est déterminée par l’équation Γ(M) = γM ln(2)/τ , qui provient directement
du calcul de l’aire sous la courbe d’une exponentielle décroissante :

∫ ∞
0

e−axdx = −ae−ax
∣∣∞
x=0

= −ae−a×∞ −
(
−ae−a×0

)
= −ae−∞ + ae0 = a (4.5)

Dans notre cas, selon l’équation 4.4, a = ln(2)
τ . Il suffit donc de multiplier cette aire par le

nombre d’individus voulus après le point de coupure, soit le produit de la taille de la population
(M) par la fraction d’individus demandée (paramètre γ), afin d’obtenir le facteur d’échelle
permettant d’obtenir une distribution ayant l’aire requise.

4.2.3 Génération de la distribution cible

Les distribution naturelle et cible ayant été estimées, la dernière étape consiste à forcer la
première à suivre la seconde. Dans la littérature, plusieurs approches ont été expérimen-
tées. DynOpEq et FlatOpEq utilisent une approche déterministe, tenant un compte précis du
nombre d’individus de chaque taille et rejetant systématiquement tout individu excédentaire,
quitte à générer plusieurs dizaines de milliers d’individus inutilement. L’opérateur d’égalisa-
tion originel (OpEq) fonctionne plutôt sur une base probabiliste. Dans ce cas, un vecteur de
probabilités est conservé, et mis à jour à chaque génération. Cette approche a cependant un
désavantage, à savoir entraîner l’apparition d’un paramètre réglant la rapidité de variation des
éléments de ce vecteur. Si cette variation est trop rapide, le système peut se mettre à osciller
de part et d’autre de la distribution cible. À l’inverse, si elle est trop lente, alors la convergence
vers la distribution souhaitée peut nécessiter un grand nombre d’itérations et ne pas être en
mesure de suivre les changements rapides se produisant dans la population. De façon géné-
rale, la convergence vers la distribution cible pose problème, car elle dépend de la distribution
actuelle des tailles dans la population. Plus les distributions actuelle et cible diffèrent, plus la
convergence sera lente et laborieuse.
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Figure 4.2: Exemple d’une distribution cible f(x) et de sa distribution enveloppe φ(x) pour
la méthode de rejet

HARM-GP utilise une technique particulière basée sur la méthode de rejet (rejection sam-
pling, ou acceptance-rejection method), qui lui permet de combiner la convergence immédiate
de DynOpEq et la faible utilisation en ressources de OpEq, et ce sans souffrir de leurs incon-
vénients respectifs.

Méthode de rejet

Cette méthode d’échantillonnage stochastique, introduite par von Neumann dans les années
50, permet de générer des valeurs suivant une densité de probabilité arbitraire. Sa caracté-
ristique d’intérêt est d’être capable de le faire sans jamais échantillonner directement cette
densité de probabilité cible, mais plutôt en utilisant des valeurs obtenues d’une densité de pro-
babilité différente nommée enveloppe. En général, cette enveloppe est choisie pour être facile
à échantillonner.

La méthode d’échantillonnage d’une distribution cible f(x) est relativement simple. À partir
de l’enveloppe φ(x), on tire d’abord un échantillon : X ∼ φ(x). Par la suite, on observe le ratio
des distributions cible et enveloppe au point X, à savoir f(X)/φ(X). Si ce ratio est supérieur
à un nombre Y ∼ U(0,1), alors l’échantillon X est conservé. Dans le cas contraire, il est rejeté
et la boucle recommence, jusqu’à l’obtention d’un échantillon accepté.

La figure 4.2 présente un exemple d’application de la méthode de rejet. Ici, la cible f(x) est
une densité de probabilité non standard, qu’il serait difficile d’échantillonner. L’enveloppe est
quant à elle une simple distribution triangulaire. Pour chaque valeur tirée à partir de celle-ci,
on mesure le ratio entre la cible et l’enveloppe. Comme on peut le constater, à certains endroits,
où les deux distributions sont presque identiques, la probabilité d’acceptation sera très près
de 1. À l’opposé, à l’intérieur de certaines concavités de la distribution f(x), la probabilité
d’acceptation sera beaucoup plus faible. De façon graphique, on peut considérer que l’aire sous
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la courbe f(x) constitue la zone d’acceptation, alors que l’aire entre f(x) et φ(x) est la zone
de rejet.

De cette observation découlent deux caractéristiques importantes de la méthode de rejet.
Premièrement, la distribution enveloppe doit toujours être supérieure à la distribution cible,
car le cas contraire impliquerait une probabilité d’acceptation supérieure à 1. Par ailleurs, on
a tout intérêt à s’assurer que φ(x) est aussi près que possible de f(x), afin de minimiser le
taux de rejet.

Application de la méthode de rejet pour HARM-GP

La méthode de rejet a été initialement développée pour des distributions continues, mais rien
ne l’empêche de fonctionner dans les cas discrets. Son intégration avec HARM-GP est donc
en fait très simple. La distribution cible est la distribution optimale décrite à la section 4.2.2,
alors que l’enveloppe est la distribution naturelle de la population obtenue à la section 4.2.1.

Les choix faits à l’équation 4.4 deviennent maintenant plus clairs : les choix d’égaler distri-
butions naturelle et cible avant le point de coupure et d’utiliser une fonction décroissante
s’approchant de la forme non contrainte des populations de GP s’expliquent par l’objectif de
rapprocher au maximum cible et enveloppe afin de minimiser les rejets et donc le temps de
calcul. Par ailleurs, puisque le point de coupure est rarement situé parmi les tailles les plus
élevées, on a peu de chances de voir la distribution cible dépasser la distribution naturelle dans
les environs du point de coupure. Considérant la forme d’une exponentielle décroissante, il est
bien entendu possible que la cible dépasse l’enveloppe plus loin dans l’histogramme, mais cela
influera peu sur le résultat final étant donné le faible nombre d’individus à produire dans cet
intervalle de tailles.

La généralisation de la méthode de rejet permet à HARM-GP d’assurer une convergence im-
médiate des tailles vers la distribution cible, et ce sans effort de calcul supplémentaire. Pour
chaque individu créé, on compare le ratio cible/enveloppe de son compartiment d’histogramme
à un nombre tiré uniformément sur l’intervalle [0, 1]. Si ce nombre est inférieur au ratio, l’indi-
vidu est accepté et intégré dans la nouvelle population. Sinon, il est refusé et tout simplement
oublié, sans que son adéquation ait eu à être calculée. Ce cycle recommence tant que le nombre
d’individus acceptés n’est pas suffisant.

4.3 Algorithme détaillé et description globale

Si nous revenons à la notation introduite à la section 3.2, nous obtenons la description ma-
thématique suivante pour HARM-GP :

λ(l,g) =
Hcible(l)

Hnat(l)
(4.6)
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Algorithm 10 HARM-GP
1: Soit P, une population
2: Soit V, un ensemble d’opérateurs de variation
3: Soit U(S, k), fonction qui tire k éléments de l’ensemble S, uniformément et sans remise
4: Soient α, β, γ, ρ,M,minxc, les paramètres de HARM-GP
5:
6: Pnat ← ∅
7: repeat
8: OpVar← U(V, 1)
9: Parents← Selection(P, |OpVar|)

10: Pnat ← Pnat ∪OpVar(Parents)
11: until |Pnat| = max(M, |P|)
12: Hnat = Normaliser(Pnat, |P|)
13:
14: F ← Trier({Adequation(x)|x ∈ P})
15: F ← (Fi)i∈{ρ|P|,ρ|P|+1,...,|P|}
16: xc = +∞
17: for y ∈ P do
18: if Adequation(y) ∈ F ∧minxc < Taille(y) < xc then
19: xc ← Taille(y)
20: end if
21: end for
22: Hcible ← CalculerCible(xc, α, β, γ, |P|)
23:
24: Pn ← ∅
25: repeat
26: OpVar← U(V, 1)
27: Parents← Selection(P, |OpVar|)
28: Enfants← OpVar(Parents)
29: for C ∈ Enfants do
30: if U([0, 1], 1) < Hcible[Taille(C)]

Hnat[Taille(C)] then
31: Pn ← Pn ∪ C
32: end if
33: end for
34: until |Pn| = |P|
35: return Pn

où Hcible(l) et Hnat(l) sont les distributions cible et naturelle introduites précédemment. En
effet, le fonctionnement de HARM-GP fait en sorte que la population produite suit la distri-
bution Hcible. Sachant que, dans l’équation 3.3, p(l,g) = Hnat(l), on obtient donc bien une
population résultante suivant la distribution Hcible.

L’algorithme 10 présente une vue détaillée du fonctionnement de HARM-GP. Celui-ci reçoit en
entrée une population donnée. La première étape (lignes 6 à 12) consiste à obtenir la distribu-
tion naturelle. Pour ce faire, les opérations de sélection et variation sont répétées jusqu’à créer
une nouvelle population d’une taille suffisante pour assurer une estimation correcte. Cette
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Figure 4.3: Exemple complet du fonctionnement de HARM-GP. La probabilité d’acceptation
(trait pointillé) pour chaque taille correspond au ratio entre la distribution cible (gris foncé)
et la distribution naturelle (gris clair).

distribution naturelle est ensuite normalisée à la taille de la population réelle.

Le calcul de la distribution cible se fait par la suite (lignes 14 à 22). Le point de coupure est
d’abord calculé en parcourant les individus de la population actuelle. La distribution cible à
proprement parler est ensuite générée en utilisant l’équation 4.4. Finalement, la population
de la génération suivante est produite (lignes 24 à 34) en générant de nouveaux individus,
puis en les acceptant selon une probabilité liée à leur taille et aux distributions précédemment
calculées.

La figure 4.3 présente le résultat de l’application de HARM-GP sur une population de GP
réelle. On peut y constater la variation de la probabilité d’acceptation après le point de cou-
pure, réduite dans les cas où l’écart entre la distribution naturelle (ce que l’évolution voudrait
produire) et la distribution cible (ce que l’on voudrait qui soit produit) est important. À l’op-
posé, lorsque ces deux distributions se rapprochent, la probabilité d’acceptation remonte. Par
ailleurs, les individus dont la taille est inférieure au point de coupure (ici, environ 42) sont
systématiquement acceptés.

38



4.4 Paramétrisation

La paramétrisation de HARM-GP se fait via trois paramètres principaux : α, γ et ρ. Bien qu’il
existe d’autres choix de constantes dans l’algorithme, tels que la forme du noyau utilisé pour le
lissage ou le nombre d’individus à utiliser pour l’estimation de la distribution naturelle, ceux-ci
affectent très peu le comportement de HARM-GP à moins d’utiliser des valeurs manifestement
aberrantes (par exemple utiliser seulement 5 individus pour modéliser la population).

En détail, le paramètre γ contrôle l’aire de l’histogramme cible après le point de coupure. Plus
cette valeur est grande, plus une proportion importante de la population sera autorisée à dé-
passer cette limite. Le choix de la demi-vie α affecte quant à lui la dispersion de la population.
Utiliser une valeur de α plus élevée aplatit la distribution cible et permet la génération d’in-
dividus plus gros, au détriment de la génération d’individus d’une taille marginalement plus
grande que le point de coupure. Finalement, ρ conditionne la position du point de coupure, en
déterminant la proportion d’individus à considérer en termes d’adéquation. Une valeur de 1

force l’utilisation du meilleur individu de la population comme point de coupure, alors qu’un
ρ = 0.5 indique que l’algorithme doit utiliser la taille du plus petit individu au-dessus de la
médiane des adéquations.

La figure 4.4 illustre l’effet de chacun des paramètres principaux sur la distribution cible géné-
rée par HARM-GP. Comme on peut le constater, l’effet de chaque paramètre est globalement
orthogonal aux autres.

4.4.1 Valeurs recommandées

Les expériences menées sur différents problèmes nous ont permis de déterminer une paramé-
trisation satisfaisante de façon globale : α = 0,05, γ = 0,25 et ρ = 0,9. En ce qui concerne les
paramètres d’importance mineure, β a été fixé à 10 et la valeur minimale du point de coupure
à 20. Cette paramétrisation est utilisée dans les expérimentations présentées plus loin.

Bien évidemment, considérer un problème en particulier permettrait d’ajuster plus finement
ces paramètres afin d’obtenir des performances légèrement supérieures. Par exemple, certains
problèmes ne requièrent pas de capacité de généralisation, parce que leurs cas d’apprentissage
et d’application sont confondus : c’est entre autres le cas de problèmes de planification utilisant
directement la carte ou l’environnement cible comme donnée d’entraînement. Dans ce genre
de situations, utiliser un ρ égal à 1 sera généralement plus performant, et ce sans autres désa-
vantages. Toutefois, comme il a été dit à la section 4.1, nous cherchons à obtenir une méthode
de contrôle du bloat fonctionnant bien dans le cas général, sans nécessiter une longue phase
d’ajustement de paramètres. De plus, optimiser la paramétrisation pour chaque problème nous
aurait imposé de faire de même pour la dizaine d’autres techniques testées. Pour ces raisons,
nous nous en sommes tenus à cette paramétrisation, exception faite de l’analyse de sensibilité
effectuée sur ces paramètres.
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Figure 4.4: Exemple de diverses paramétrisations appliquées sur la même population.

4.5 Analyse de la complexité et parallélisation

Bien qu’une analyse de la complexité exacte de HARM-GP ne soit pas pertinente compte
tenu de son caractère stochastique, il peut être intéressant de s’attarder sur l’effort de calcul
supplémentaire requis par rapport à une évolution standard.

Une première caractéristique à prendre en compte est que HARM-GP n’ajoute aucun appel à
la fonction d’évaluation. Certes, une valeur d’adéquation est nécessaire pour chaque individu
de la population d’entrée afin de déterminer la position du point de coupure, mais cette
adéquation aurait de toute façon eu à être calculée pour l’étape de sélection.

Le tableau est différent en ce qui concerne les opérateurs de variation. En effet, on constate que
HARM-GP requiert des appels supplémentaires à ceux-ci. Bien que ces opérateurs soient en
général beaucoup moins coûteux en temps de calcul que l’évaluation d’un individu, ils restent

40



des traitements supplémentaires dont le coût doit être pris en considération. Cependant, deux
petites modifications permettent de limiter ces traitements additionnels dans le cas où ceux-ci
s’avèreraient problématiques. Premièrement, il est possible de réinjecter les individus générés
pour la modélisation de la distribution naturelle dans la boucle d’acceptation/rejet principale.
Deuxièmement, HARM-GP n’a pas réellement besoin des individus produits pour prendre
la décision de les accepter ou non, seulement de leur taille. Dans le cas des opérateurs de
variation standards, celle-ci peut être obtenue d’une manière assez simple et plus rapidement
que l’individu complet. Par exemple, dans le cas d’un croisement, il suffit d’ajouter à la taille
du parent la taille du sous-arbre qu’on lui greffe et de retirer celle du sous-arbre qu’on lui retire.
Tout cela, couplé à un faible taux de rejet théorique grâce à un choix réfléchi des distributions
cible et enveloppe, fait en sorte que l’effort de calcul supplémentaire causé par ces rejets puisse
être considéré comme négligeable.

En dehors de ces traitements liés à la programmation génétique, toutes les opérations effectuées
par HARM-GP sont d’une complexité constante ou linéaire. Par exemple, la production de
l’histogramme cible est linéaire en fonction de la taille du plus grand individu de la population,
de même que la normalisation de la distribution naturelle. Le temps de génération de la grande
quantité de nombres aléatoires requis pour l’application de la méthode de rejet est également
généralement négligeable sur la plupart des systèmes. À titre d’exemple, la fonction random
de Python (qui utilise l’algorithme Mersenne Twister) exécutée sur un ordinateur moderne
est en mesure de générer plus de 10 millions de nombres aléatoires par seconde.

L’effort de calcul supplémentaire requis par HARM-GP est donc très mesuré, a fortiori lorsque
mis en contexte avec le temps de calcul par ailleurs économisé de par son contrôle plus efficace
du bloat.

4.5.1 Parallélisation

Une autre caractéristique de HARM-GP mitige encore plus le temps de calcul additionnel qu’il
requiert : la possibilité de paralléliser son exécution. En effet, l’acceptation d’un individu est
indépendante de celle des autres, si bien que toute la population peut être générée en parallèle.
La même logique s’applique par ailleurs à la production des individus servant à la modélisation
de la distribution naturelle.

Dans les cas les plus communs, la parallélisation des opérateurs de variation n’est pas très
rentable étant donné la faible complexité de ceux-ci et le coût inhérent à toute parallélisation,
en particulier en ce qui concerne la copie des individus. Toutefois, dans le cas d’une paral-
lélisation de très bas niveau (par exemple en utilisant des fils d’exécution), l’opération peut
tout de même valoir la peine. De même, si on considère l’utilisation d’opérateurs de varia-
tion plus complexes tels que des opérateurs sémantiques [29], très en vogue actuellement, la
parallélisation peut offrir un gain temporel intéressant.

41



Cette facilité de parallélisation est due en grande partie au caractère stochastique de HARM-
GP, et s’oppose à d’autres méthodes telles que Dyn/Mut/FlatOpEq ou le contrôle par limite
dynamique, qui de par leur conception déterministe requièrent une exécution sérielle des opé-
rateurs de croisement et mutation.
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Chapitre 5

Expérimentations et analyses

Cette section présente les différentes expérimentations effectuées sur HARM-GP en vue de
mieux déterminer son comportement en pratique. La première section présente des résultats
nous permettant de valider le fonctionnement de HARM-GP, et la seconde contient une analyse
de sensibilité afin de mieux caractériser le rôle de chaque paramètre.

5.1 Validation de HARM-GP

La vérification du comportement de HARM-GP constitue une étape incontournable. Parmi
ces tests cruciaux, l’un des plus importants est de s’assurer que notre méthode est bel et bien
capable de contraindre la distribution des tailles d’une population. L’aspect théorique ayant
déjà été traité à la section 4.2, nous nous attardons ici aux vérifications pratiques.

5.1.1 Mesures de similarité entre distributions cible et produite

Une des vérifications les plus évidentes consiste à confirmer que la distribution des tailles
générées par une évolution utilisant HARM-GP suit bien la distribution cible. Pour cela, nous
avons utilisé un problème de régression symbolique réelle portant sur la biodisponibilité de
sujets humains à différentes substances pharmaceutiques [26]. Il constitue un problème typique
dans un domaine où la GP a démontré des performances prometteuses [30], malheureusement
entachées par la présence de bloat et d’un accroissement excessif de la taille des solutions.

La figure 5.1 présente un exemple des distributions des tailles obtenues avec HARM-GP.
Comme prévu, les distributions cible et obtenue sont très similaires. Afin de mettre en évi-
dence les divergences entre les deux distributions, un troisième histogramme présentant la
différence pour chaque taille est inclus. Celui-ci nous permet de confirmer que les deux dis-
tributions divergent très peu. Les distributions ne sont pas exactement les mêmes, mais cela
est prévisible compte tenu de la nature probabiliste de l’algorithme : une différence de 6 in-
dividus au maximum pour un compartiment d’histogramme en contenant 70 est tout à fait
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Figure 5.1: Comparaison entre distributions cible et obtenue avec HARM-GP sur une popu-
lation de 1000 individus à la génération 20. L’histogramme du bas présente la différence entre
ces les deux distributions. À titre de référence, la mesure de la divergence de Kullback-Leibler
entre ces deux distributions est de 0.0590 et la distance de Bhattacharyya de 0.0104.

normale. On remarque par ailleurs que la population obtenue est continuellement déficitaire
à partir d’une certaine taille, soit environ 40 nœuds dans ce cas-ci. L’explication réside dans
l’utilisation de l’exponentielle décroissante. Celle-ci diminuant rapidement, mais sans jamais
atteindre zéro, la distribution cible se retrouve à dépasser la distribution naturelle. Or, nous
avons vu à la section 4.2.3 qu’une des conditions préalables au bon fonctionnement de la mé-
thode de rejet était justement que la cible soit inférieure ou égale à l’enveloppe utilisée. Étant
donné que cette portion de la cible ne respecte pas cette contrainte, il est normal d’y observer
une certaine disparité. Intuitivement, il est effectivement impossible pour HARM-GP de suivre
parfaitement une distribution cible requérant la création d’individus que la population actuelle
n’est pas en mesure de produire ! Dans tous les cas, cet artefact n’affecte pas les performances
de HARM-GP, puisqu’il concerne une part négligeable de la cible. Il pourrait par ailleurs être
corrigé de manière artificielle en assignant une valeur nulle à la cible lorsque l’exponentielle
décroissante diminue en dessous d’un certain seuil prédéterminé.
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Figure 5.2: Distance entre les distributions cibles et produites selon la génération, pour huit
exécutions distinctes avec une population de 1000 individus. Chaque trait représente une
exécution différente. À gauche, la mesure de la divergence de Kullback-Leibler et à droite la
distance de Bhattacharyya.

La figure 5.1 ne présente qu’un instantané d’une unique évolution. Afin de valider plus globa-
lement le comportement de HARM-GP, nous avons utilisé des métriques capables de mesurer
la distance entre des distributions discrètes. Les deux métriques retenues sont la distance de
Bhattacharyya et la divergence de Kullback-Leibler. Il est à noter que cette dernière n’est
pas tout à fait une métrique de distance au sens mathématique du terme, mais est tout de
même très utilisée pour déterminer la différence d’information entre deux distributions. Ces
métriques n’ont pas de signification propre, la distance “tolérable” entre deux distributions
différant selon l’application concernée. Dans notre cas, afin de donner une idée de ce qui peut
constituer des valeurs acceptables, les distances de Kullback-Leibler et de Bhattacharyya sont,
pour les distributions présentées à la figure 5.1, respectivement 0.0590 et 0.0104. Considérant
que nous avons déjà discuté du delta entre ces distributions et que nous avons conclu à son
caractère raisonnable, nous pouvons assumer pour la suite des choses que des valeurs sem-
blables sont également correctes, bien qu’elles ne signifient rien en elles-mêmes. La figure 5.2
présente donc la valeur de ces métriques sur 200 générations. Les données proviennent de huit
exécutions différentes, toutes directement représentées sur le graphique afin de faire ressortir
d’éventuels cas problématiques que des opérations telles que la médiane pourraient cacher.

Comme on peut le constater, en dehors d’une période transitoire au début de l’évolution, les
valeurs de distances restent stables tout au long de l’évolution. Les divergences plus grandes
du départ sont expliquées par le fait que HARM-GP est pratiquement inactif à ce moment.
En effet, la valeur minimale du point de coupure fait en sorte que la distribution cible se
retrouve bien au-delà de ce que peuvent générer les opérateurs de croisement et mutation. La
cible est alors, forcément, mal suivie. Il est toutefois bon de rappeler que ce comportement
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Figure 5.3: Taux de rejet des individus à l’étape de production de la population en fonction
de la génération, pour huit exécutions distinctes avec une population de 1000 individus. Les
exécutions correspondent à celles illustrées à la figure 5.2

est volontaire. Au contraire, l’intervention de HARM-GP au tout début de l’évolution pose
problème puisqu’elle implique une réduction drastique de la diversité dans une population qui
ne s’est encore que très peu améliorée par rapport à l’aléatoire.

5.1.2 Taux de rejet et efficacité

Un autre aspect pertinent à vérifier expérimentalement est l’efficacité computationnelle de
HARM-GP. Il a été dit à la section 4.5 que HARM-GP n’entraînait pas d’effort de calcul
supplémentaire significatif dans la mesure où le taux de rejet des individus restait mesuré.

La figure 5.3 présente la proportion d’individus rejetés en fonction de la génération. De la
même manière qu’à la figure 5.2, les tracés des huit exécutions sont visibles, les exécutions
ayant produit ces résultats étant par ailleurs les mêmes que celles utilisées à la figure 5.2. On
remarque que le taux de rejet commence à zéro au début de l’évolution (ce qui est logique,
puisque HARM-GP ne joue presque aucun rôle à ce moment), pour augmenter par la suite
et se stabiliser aux alentours de 50%. Autrement dit, HARM-GP requiert environ deux fois
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Figure 5.4: Taille moyenne des individus de la population en fonction de la génération. Le
critère d’arrêt utilisé est l’atteinte d’une taille moyenne de plus de 400 nœuds, ou 1600 généra-
tions. Les résultats présentés sont la moyenne de 30 exécutions indépendantes. Le diagramme
en boîte de droite présente le niveau de bloat à la fin de l’évolution selon l’équation 2.1.

plus de croisements et de mutations qu’une évolution normale. Cette hausse est très mesurée
et permet d’affirmer que le surcoût en calcul sera négligeable face à d’autres opérations plus
lourdes telles que l’évaluation.

5.1.3 Contrôle du bloat sur une longue période

D’une façon plus globale, il peut être intéressant, avant de comparer HARM-GP à d’autres
techniques, de s’assurer de sa capacité à contrôler efficacement l’émergence du bloat. Non
seulement HARM-GP doit-il être en mesure de restreindre l’apparition du bloat, mais il doit
aussi démontrer être capable de le faire sur une longue période.

Le protocole d’expérimentation consiste à tester HARM-GP sur des exécutions utilisant la
taille moyenne de la population comme critère d’arrêt. Dans le cas de HARM-GP, nous avons
également dû introduire une condition d’arrêt lors de l’atteinte de la 1600e génération. Bien
qu’un tel nombre de générations soit peu courant dans la pratique (où l’on utilise plutôt un
critère d’arrêt basé sur la performance, ou, le cas échéant, un nombre de générations maximal
de l’ordre de la centaine), il permet ici de valider l’homogénéité des performances de HARM-
GP sur une longue période. À titre comparatif, un contrôle par limite fixe a aussi été testé.
Pour l’instant, nous ne nous intéressons pas à la performance des individus produits, mais
seulement à leur taille et à la quantité d’introns qu’ils contiennent.

Les résultats sont présentés à la figure 5.4. On peut y voir la taille moyenne des individus en
fonction de la génération, ainsi que le niveau de bloat à la fin de l’évolution (voir Eq. 2.1).
Pour chaque méthode, trente exécutions indépendantes ont été effectuées.
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Figure 5.5: Performance de HARM-GP sur une population composée d’individus initialement
trop gros. À gauche, la taille moyenne des individus en fonction de la génération, et à droite,
l’adéquation médiane en fonction du nombre d’évaluations effectuées.

Les résultats démontrent clairement la bonne tenue de HARM-GP, et sa capacité à contrôler le
bloat de façon durable. La courbe représentant sa taille moyenne se stabilise rapidement après
une croissance initiale modérée. De même, le niveau de bloat relevé à la fin de l’évolution (après
1600 générations dans le cas de HARM-GP, donc) est très faible, particulièrement lorsqu’on
le compare à celui des évolutions utilisant une limite fixe. Sachant qu’une population ayant
un niveau de bloat de 0 est théoriquement libre de tout intron [2], on peut considérer que les
performances offertes par HARM-GP sont près du maximum théorique sur cet aspect.

5.1.4 Action sur une population déjà affectée

Un autre point à considérer est la capacité d’une technique à agir sur une population contenant
des individus déjà touchés par le bloat ou une croissance excessive. Pour vérifier le compor-
tement de HARM-GP dans cette situation, nous produisons d’abord une population de très
gros individus, d’une taille moyenne d’environ 450 nœuds, pour une taille maximale pouvant
aller jusqu’à 211 − 1 = 2047 nœuds. Cette population est par la suite prise en charge par
HARM-GP, duquel nous observons le comportement. À titre de référence, nous incluons aussi
les résultats d’évolutions utilisant une méthode de contrôle à limite fixe. Ces deux techniques
ont été exécutées 30 fois chacune.

Les résultats sont présentés à la figure 5.5. Les deux méthodes parviennent à initialement
réduire la taille moyenne, ce qui est attendu, ne serait-ce qu’à cause du biais dû aux croisements
vu à la section 3.1.3. Toutefois, on remarque qu’HARM-GP agit beaucoup plus rapidement,
et de manière beaucoup plus efficace. De plus, le contrôle par limite fixe laisse ensuite les

48



individus grossir à nouveau, si bien que la taille moyenne à la fin de l’évolution est sensiblement
équivalente à celle de départ. HARM-GP relaxe lui aussi quelque peu son contrôle après une
dizaine de générations, mais l’augmentation tolérée est sans commune mesure avec celle causée
par la limite fixe (environ 10 nœuds pour HARM-GP et plus de 200 nœuds pour la limite
fixe). On peut également observer que la rapide diminution de la taille moyenne ne se fait
pas au détriment de la performance, puisque HARM-GP parvient à suivre sans problème la
progression de l’adéquation des exécutions utilisant une limite fixe.

Cette expérience permet de mettre en évidence un des points forts de HARM-GP, soit sa
capacité à réduire la taille moyenne des individus lorsque celle-ci n’est pas nécessaire pour
obtenir une bonne adéquation. Contrairement à d’autres méthodes telles qu’une limite dy-
namique, HARM-GP ne conserve pas de trace des individus passés et fait plutôt de chaque
génération une étape indépendante. Ainsi, il est en mesure de ramener à des valeurs de taille
plus raisonnables une population qu’il aurait un peu trop laissé s’étendre dans les générations
précédentes (par exemple en raison d’un point de coupure mal adapté). Bien que cela ne se
voit pas forcément dans les graphiques des expérimentations comparatives présentés à la sec-
tion suivante, puisque les résultats y sont moyennés sur 100 exécutions, il est commun pour
HARM-GP de laisser grossir un peu trop la population. Cela n’est cependant pas un problème
puisqu’il est aussi capable par la suite d’annuler cette augmentation en ramenant le point de
coupure à de plus petites tailles.

5.2 Analyse de sensibilité

L’analyse de sensibilité consiste à observer le comportement de HARM-GP avec diverses pa-
ramétrisations. Elle permet de mettre en lumière d’éventuelles erreurs de conception ou des
situations problématiques apparaissant lors de l’utilisation de certaines valeurs de paramètres.
De façon générale, on cherche à obtenir une réponse assez douce après un changement de
paramètre et à éviter toute cassure. Un paramètre ne respectant pas cette contrainte n’est
pas intéressant en apprentissage automatique, puisqu’il complique sérieusement la recherche
d’une paramétrisation optimale. En effet, la plupart des techniques de paramétrisation telles
que la recherche en grille font l’hypothèse d’une linéarité (ou, à tout le moins, d’une variation
mesurée) entre leurs échantillonnages. Un paramètre dont l’effet sur la sortie de l’algorithme
est chaotique sera par conséquent difficile à ajuster.

Nous avons testé douze configurations différentes pour HARM-GP, en faisant varier les pa-
ramètres α, β, γ et ρ (voir la section 4.4 pour une description complète de ces paramètres).
Ces configurations ont été testées 30 fois chacune sur le même problème, soit la régression
symbolique sur la biodisponibilité. Les résultats sont présentés aux figures 5.6 et 5.7. Les ré-
sultats finaux sont également présentés sous forme numérique au tableau 5.2. Les résultats
en entraînement sont inclus même s’ils ne représentent pas la performance en généralisation,
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Figure 5.6: Résultats de l’analyse de sensibilité de HARM-GP (adéquation) : (a) médiane
des 30 exécutions de la meilleure erreur RMS sur le jeu d’entraînement et (b) médiane des 30
exécutions de l’erreur RMS sur le jeu de test du meilleur individu en entraînement

d’une part parce qu’ils permettent de révéler un éventuel surapprentissage accru pour une
paramétrisation particulière, et d’autre part parce qu’ils constituent un meilleur indicateur de
convergence que l’erreur en test – qui, par définition, peut varier considérablement entre deux
générations, les individus n’étant pas entraînés pour l’optimiser directement.

Si l’on observe chaque paramètre séparément, on peut d’abord constater que la variation de ρ
(position du point de coupure) ne change pas beaucoup le comportement de HARM-GP, sauf
lorsque sa valeur maximale (100%) est utilisée. Dans ce cas, la taille moyenne augmente consi-
dérablement et l’adéquation sur le jeu d’entraînement s’améliore significativement. Toutefois,
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(b) Taille du meilleur individu final

Figure 5.7: Résultats de l’analyse de sensibilité de HARM-GP (taille) : (a) moyenne de la
taille des individus en fonction de la génération et (b) taille finale du meilleur individu produit.

l’analyse de l’adéquation sur le jeu de test montre que cette amélioration est purement due
au surapprentissage. Ce résultat valide cependant l’hypothèse faite lors de la conception de
HARM-GP, où nous avons considéré qu’un point de coupure utilisant systématiquement le
meilleur individu risquait d’augmenter le surapprentissage.

La variation de β change quelque peu le résultat final, mais pas d’une manière qui soit signifi-
cative. Par contre, la modification de α (demi-vie de l’exponentielle) a un impact direct sur la
taille des individus produits, tel qu’attendu. Finalement, la modification de γ (aire sous l’ex-
ponentielle) a un impact plus mesuré sur la taille, tout en améliorant un peu l’adéquation des
individus produits. Le tableau des résultats finaux 5.2 vient soutenir ces conclusions. L’erreur
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Table 5.1: Résultats numériques détaillés de diverses paramétrisations de HARM-GP. La
mise en gras d’un résultat indique qu’il constitue le jeu de paramètres obtenant les meilleures
performances sur cet aspect. Si ce résultat n’est pas significativement meilleur que le second
(selon un test de Wilcoxon à p < 0,01), alors le second est aussi mis en gras, et ainsi de suite.
Notons que dans le cas de l’erreur en test, aucune paramétrisation n’obtient de performance
significativement supérieure à toutes les autres selon le test indiqué plus haut. Pour faciliter
les comparaisons, les valeurs des colonnes 3 et 4 sont relatives à la meilleure paramétrisation,
la valeur référence étant donnée en bas.

Méthode Erreur (entr.) Erreur (test) Effort Taille Bloat
Référence 29.643 31.879 1.4 1.8 0.6
ρ = 0.95 29.956 31.608 1.4 1.7 0.5
ρ = 0.99 29.604 31.795 1.6 2.0 0.9
ρ = 1.0 27.368 32.243 7.8 8.6 13.7
β = 5 29.603 31.757 1.1 1.0 0.2
β = 20 28.801 31.567 2.5 2.4 2.3
α = 0.02 29.867 32.536 1.2 1.4 0.3
α = 0.067 29.285 31.520 1.5 2.2 0.8
α = 0.1 28.860 31.193 2.2 2.4 1.9
α = 0.2 27.611 31.850 6.7 6.5 10.5
γ = 0.15 30.483 32.008 1.0 1.3 0.1
γ = 0.35 28.905 31.210 2.0 2.2 1.4
γ = 0.45 29.201 31.809 2.3 2.2 2.3
Valeur absolue
(effort et taille) - - 2 837 242 44 -

finale en test ne présente pas de différence significative entre les diverses paramétrisations,
bien que le faible nombre d’exécutions et le seuil statistique très sévère y soient probablement
pour quelque chose. L’erreur en entraînement est significativement meilleure pour certaines
paramétrisations, mais est aussi corrélée avec une taille et un niveau de bloat accrus. Com-
biné avec la performance en test similaire pour toutes les paramétrisations, ce résultat tend à
confirmer un biais de surapprentissage pour les ensembles de paramètres les plus permissifs,
tels que un α très élevé ou un ρ très près de 1,0.

Au final, nous pouvons conclure que HARM-GP réagit correctement à la modification de ses
paramètres. Si certains de ceux-ci modifient plus que d’autres la taille des individus produits,
le comportement général de la méthode est stable. Cela est particulièrement flagrant lorsqu’on
observe le graphique 5.7b : la taille finale peut varier de 20 à plus de 200 noeuds, mais la forme
de la courbe reste toujours similaire, à savoir un accroissement rapide au début de l’évolution
suivi par un ralentissement de la croissance puis l’atteinte d’un plateau. Tout cela nous permet
de conclure positivement sur la robustesse des paramètres de HARM-GP et la possibilité pour
un chercheur attaquant un nouveau problème de chercher facilement une paramétrisation
maximisant les performances selon des objectifs précis (plus petite taille, meilleure adéquation
à tout prix, bonne capacité de généralisation, etc.).

52



Chapitre 6

Expérimentations comparatives

Ce chapitre contient des résultats comparatifs portant sur des problèmes variés. Cette com-
paraison a été effectuée avec neuf autres méthodes de contrôle du bloat. Ces méthodes sont
énumérées et décrites à la section 3.3.

6.1 Description des problèmes

Afin de comparer les forces et faiblesses de chacune des méthodes de contrôle du bloat tes-
tées, nous avons utilisé un ensemble de 12 problèmes possédant chacun leurs caractéristiques
propres. La liste détaillée de ces problèmes est présentée au tableau 6.1. La plupart de ces
problèmes sont des problèmes classiques en programmation génétique, ou font partie d’un
ensemble de problèmes recommandés dans la littérature [40].

Table 6.1: Liste des problèmes de test utilisés

Problème Type
Artificial Ant [1] Planification
Even Parity 8 bits [1] Logique combinatoire
Keijzer-6 [31] Régression symbolique (1 variable)
Nguyen-7 [32] Régression symbolique (1 variable)
Pagie-1 [33] Régression symbolique (2 variables)
Vladislavleva-4 [34] Régression symbolique (5 variables)
Bioavailability [26] Régression symbolique, cas réel (241 variables)
Dow Chemical [35] Régression symbolique, cas réel (57 variables)
Adult Dataset [36] Classification, cas réel (123 attributs)
Magic Telescope Dataset [37] Classification, cas réel (10 attributs)
Spambase Dataset [38] Classification, cas réel (57 attributs)
PSP100 [39] Classification, cas réel (100 attributs)
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Table 6.2: Paramètres communs aux différentes techniques

Paramètre Valeur
Nombre d’exécutions 100
Taille de la population 1024
Type de croisement Biaisé envers les branches (probabilité de 0.9)
Taux de croisement 0.8
Taux de mutation 0.1
Taille du tournoi de sélection 8
Méthode d’initialisation Ramped half-and-half, hauteurs comprises dans

l’intervalle [2, 5]

6.2 Paramétrisation et critère d’arrêt

Les paramètres généraux utilisés dans toutes les évolutions sont présentés au tableau 6.2. Ces
paramètres sont standards en programmation génétique.

Un aspect moins standard de nos expérimentations concerne le critère d’arrêt, soit la condi-
tion mettant un terme au processus d’évolution. La plupart du temps, le critère utilisé est
soit l’atteinte d’un certain niveau de performance, soit le dépassement d’un nombre de géné-
rations maximal. Dans notre cas, chaque problème ayant sa propre dynamique, l’utilisation
d’un critère d’arrêt basé sur la performance était impossible. Par ailleurs, considérant que cer-
taines méthodes requièrent beaucoup plus d’évaluations par génération que d’autres, utiliser
un nombre maximal de générations comme condition d’arrêt n’aurait pas été équitable : un
plus grand nombre d’évaluations signifie une meilleure exploration de l’espace des solutions et
par conséquent un avantage indu sur les autres méthodes.

Considérant cela, nous avons utilisé le nombre total d’individus évalués comme critère d’arrêt.
Cette limite a été fixée à 150 000 évaluations, ce qui correspond à environ 150 fois la taille de
la population. Cette limite est plus que suffisante pour assurer la convergence de la plupart des
méthodes. Toutefois, DynOpEq et FlatOpEq effectuent un très grand nombre d’évaluations,
particulièrement dans les premières générations [24]. Afin d’être équitables, nous avons accordé
deux fois plus d’évaluations à ces méthodes en particulier (ce qui correspond donc à une limite
de 300 000 évaluations).

6.2.1 Paramétrisation spécifique à chacune des méthodes

Chaque méthode testée ici possède un nombre plus ou moins élevé de paramètres à gérer.
Cette section détaille les valeurs choisies pour chacune des méthodes, celles-ci étant le plus
souvent calquées sur les recommandations de leurs auteurs. La signification de chacun de ces
paramètres est détaillée à la section 3.3.
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Limite fixe

Nous avons utilisé une limite fixe sur la hauteur de 17, telle que proposée par Koza [1]. Bien
qu’il ait été démontré que cette valeur était à la fois trop élevée pour des problèmes simples
et trop faible pour des problèmes plus complexes [13], elle reste une référence intéressante
et permet d’obtenir des performances adéquates sur la plupart des problèmes. De plus, cette
valeur a été couramment utilisée dans la littérature et permet donc une comparaison facile des
résultats [14, 41].

Limite dynamique

Nous avons utilisé une limite sur la hauteur, en mode non-heavy et sans limite fixe. Pour
chaque problème, la taille maximum initiale a été fixée à la hauteur du plus grand individu
initial. Cette paramétrisation correspond à celle proposée par Silva [15].

Double tournoi

La taille du tournoi sur les tailles a été fixée à D = 1,4, avec une limite fixe de 17 sur la
hauteur des arbres produits. Cette paramétrisation est celle recommandée par Luke [14].

Méthode tarpéienne

Nous avons utilisé la valeur de W = 0,3, tel que recommandé dans l’article introduisant cette
méthode, et utilisé par la suite dans des articles comparatifs [42]. De plus, une limite fixe à 17
a également été adjointe, encore une fois en accord avec la littérature pertinente [14].

Bouturage

Cette méthode possède un seul paramètre, soit la probabilité d’un bouturage. La valeur utilisée
est celle recommandée par Alfaro et al. [21], à savoir un taux de 50%.

DynOpEq, MutOpEq et FlatOpEq

La largeur des classes d’histogramme a été fixée à 2 pour tous ces opérateurs, puisqu’une
valeur de 1 pouvait mener à des situations problématiques dans certains cas – par exemple
lorsque les individus se révélaient être tous de taille impaire à cause du choix de l’ensemble de
primitives [25].

Contrôle par localité spatiale (SS+E)

Cette méthode ne possède pas de paramètre explicite. Toutefois, il nécessite l’utilisation d’un
nombre carré comme taille de population. Pour cette raison, la taille de la population utilisée
pour toutes les méthodes a été fixée à 1024 au lieu de 1000 (voir tableau 6.2).
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HARM-GP

Dans le cas de HARM-GP, nous avons utilisé les paramètres recommandés décrits à la section
4.4.1, soit α = 0,05, β = 10, γ = 0,25 et ρ = 0,9.

6.3 Dynamique d’une évolution en GP : cas d’une régression
symbolique réelle

Juger de la qualité d’une évolution en programmation génétique implique l’analyse de plusieurs
facteurs distincts. Si certains de ces aspects tels que la performance sont incontournables,
d’autres sont moins évidents de prime abord. Afin de familiariser le lecteur avec ces concepts
parfois propres à la GP, nous présentons ici l’analyse détaillée d’un des douze problèmes testés,
Dow Chemical. Ce problème a été choisi parce qu’il est représentatif d’une évolution typique
en programmation génétique et qu’on y observe de façon visible la plupart des caractéristiques,
désirables ou non, qui permettent de comparer les performances des diverses méthodes.

6.3.1 Description du problème

Le problème Dow Chemical est un problème de régression symbolique, où l’objectif est de
trouver une fonction mathématique approchant au mieux la relation associant un certain
nombre de données d’entrée à une variable de sortie. Conceptuellement, le problème est assez
similaire à celui présenté à la section 2.2. Cependant, dans ce cas-ci, les données ne sont plus
synthétiques, mais réelles, et beaucoup plus nombreuses. Dow Chemical possède 57 attributs,
qui constituent les variables d’entrée. La pondération de l’importance de ces variables fait
d’ailleurs partie des tâches dévolues à la GP – il est tout à fait possible que certaines variables
soient corrélées ou ne servent carrément à rien. Le jeu de données est divisé en deux parts. La
première, qui contient 747 instances, constitue le jeu d’entraînement. La seconde, contenant
quant à elle 319 instances, est le jeu de test. Comme pour tout problème d’apprentissage
automatique, seul le jeu d’entraînement est utilisé lors de l’évolution. Le jeu de test permet
par la suite d’estimer la capacité de généralisation de la solution produite et de mettre en
exergue un éventuel surapprentissage.

L’ensemble de primitives utilisé est constitué des opérateurs arithmétiques usuels (+,−,×,/),
des 57 variables d’entrée ainsi que d’une constante aléatoire pouvant prendre toute valeur réelle
entre −1 et 1. Cette constante, dont la valeur est fixée lorsqu’elle se retrouve incluse dans un
arbre, permet à la GP de construire plus facilement des structures telles qu’un seuillage ou
un changement d’échelle. L’initialisation, ou production de la population initiale, est quant
à elle réalisée au moyen d’une méthode appelée ramped half-and-half. Cette méthode produit
des arbres complets au contenu aléatoire la moitié du temps (2h − 1 nœuds pour un arbre
d’une hauteur h), la moitié du temps des arbres non complets et débalancés. La hauteur des
arbres produits initialement a été fixée à un nombre aléatoire entre 2 et 5. Finalement, la
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métrique retenue comme mesure d’adéquation est l’erreur RMS, ou racine de l’erreur moyenne
(sur toutes les instances) au carré. L’adéquation est donc, dans ce cas-ci, minimisée.

Le problème en lui-même a originellement été proposé pour une compétition en régression
symbolique lors de la conférence EvoStar 2010. Il a aussi été utilisé dans la littérature [35] et
fait partie des problèmes dont l’utilisation est recommandée comme problème de test selon un
article récent portant sur les bons choix de problèmes en GP [40].

6.3.2 Résultats en adéquation

La performance des solutions produites constitue évidemment un critère de choix lorsqu’il
s’agit de comparer différentes méthodes. La figure 6.1 présente l’adéquation obtenue sur le jeu
d’entraînement et nous permet immédiatement d’observer des différences considérables entre
les méthodes de contrôle du bloat. Certaines méthodes (FlatOpEq par exemple) se révèlent si-
gnificativement moins performantes, alors qu’une simple limite fixe obtient parmi les meilleurs
résultats d’entre tous ! Quoique ce dernier résultat soit sans validité statistique, il demeure de
prime abord une observation intrigante. À quoi bon développer de complexes algorithmes de
contrôle du bloat si une méthode triviale proposée il y a plus de 20 ans [1] obtient de meilleurs
résultats ?

Un premier élément de réponse est donné à la figure 6.2. Cette figure présente toujours l’adé-
quation, mais calculée cette fois sur le jeu de test et non le jeu d’entraînement. Comme on
peut le constater, le classement des méthodes change alors considérablement. Non seulement
le contrôle par limite statique n’est plus à la première place, mais il voit sa performance stag-
ner beaucoup plus vite et, par conséquent, termine loin derrière. Cet exemple illustre bien
l’importance d’utiliser un ensemble de test. La performance en entraînement peut certes ré-
véler à elle seule certaines faiblesses d’un algorithme, comme par exemple ici les problèmes de
convergence de FlatOpEq, mais elle ne constitue pas un portrait complet et fidèle des capacités
d’une méthode. Par contre, la performance en test représente bien la performance réelle d’un
algorithme. Pour cette raison, c’est généralement cette métrique que nous utiliserons dans la
suite des résultats lorsqu’il sera question de comparer la performance de diverses approches.

Dans les résultats présentés aux diagrammes en boîte 6.1 et 6.2, on remarquera également
que l’écart interquartile varie significativement entre les différentes méthodes. À performances
égales, une méthode possédant un écart plus réduit est généralement préférable, puisque cela
indique une meilleure constance dans la performance.

6.3.3 Résultats en taille

La taille des individus produits est également un indicateur important en programmation
génétique. Elle est généralement logiquement corrélée au niveau de bloat, bien qu’il faille noter
que ce n’est pas toujours le cas. Si un niveau de bloat élevé entraîne toujours une taille accrue,
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(b) Meilleure adéquation (erreur RMS) finale en entraînement pour chacune des 100 exécutions

Figure 6.1: Résultats détaillés pour Dow Chemical (adéquation en entraînement). Le premier
graphe présente la médiane (sur les 100 exécutions) de la meilleure adéquation (erreur RMS)
obtenue sur le jeu d’entraînement, en fonction du nombre d’évaluations effectuées. Le second
graphique présente la valeur finale de la meilleure adéquation en entraînement.

l’inverse n’est pas forcément vrai. Toutefois, en général, une différence importante de taille
entre deux méthodes appliquées sur le même problème révèle aussi une différence marquée
dans le niveau de bloat.

La taille des arbres est aussi importante à considérer puisqu’elle entraîne indirectement un
élargissement de l’espace de recherche. Des individus de trop grande taille se voient ainsi
limités dans l’efficacité de leurs croisements et de l’exploration de l’espace de recherche. Cela
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(b) Meilleure adéquation (erreur RMS) finale en test pour chacune des 100 exécutions

Figure 6.2: Résultats détaillés pour Dow Chemical (adéquation en test). Le premier graphe
présente la médiane (sur les 100 exécutions) de l’erreur RMS en test de l’individu ayant
obtenu la meilleure adéquation sur le jeu d’entraînement, en fonction du nombre d’évaluations
effectuées. Le second graphique présente la valeur finale de cette même métrique.

peut facilement se concevoir, sachant que la programmation génétique recherche de nouvelles
solutions de manière stochastique : la probabilité de trouver une nouvelle solution intéressante
s’amoindrit logiquement lorsque la taille de l’espace de recherche augmente.

La figure 6.3a présente l’évolution de la taille moyenne des arbres au fil des générations (notons
l’échelle logarithmique sur l’axe vertical). La différence de longueur entre les courbes repré-
sentant les méthodes s’explique par le critère d’arrêt utilisé, chaque méthode dépensant son
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Figure 6.3: Résultats détaillés pour Dow Chemical (taille des individus). Le premier graphique
présente la taille moyenne des individus en fonction de la génération. Le diagramme en boîte
présente la taille des meilleurs individus finaux.

budget d’évaluations à un rythme différent. La figure 6.3b présente quant à elle la taille des
meilleurs individus finaux, en d’autres termes ceux qui seraient utilisés dans le cadre d’une
problématique réelle.

Les différences entre les méthodes sont ici très marquées : la taille des individus produits par
DynOpEq se retrouve ainsi deux ordres de grandeur au-dessus de celle des individus produits
par HARM-GP ou la méthode du double tournoi ! L’analyse de cette figure nous permet égale-
ment de mieux cerner le comportement de chacune des méthodes. Certaines, telles que HARM-
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GP, se stabilisent rapidement à une valeur plafond. D’autres, comme DynOpEq, croissent très
rapidement tout au long de l’évolution – une courbe presque linéaire sur une échelle loga-
rithmique indiquant une croissance exponentielle. D’autres encore se stabilisent initialement,
puis recommencent à augmenter. C’est le cas par exemple de SS+E. Le diagramme en boîte
permet également de tirer des conclusions intéressantes. En recoupant les informations de per-
formance en test (figure 6.2) et celles de taille, on peut par exemple constater que MutOpEq et
HARM-GP obtiennent des résultats similaires sur le jeu de test, mais que MutOpEq requiert
pour cela des solutions près de 10 fois plus grosses en moyenne.

6.3.4 Résultats pour l’effort de calcul et le bloat

La mesure du niveau de bloat et de l’effort de calcul utilisé est aussi importante pour une bonne
caractérisation des diverses méthodes. La figure 6.4 présente ces deux métriques. L’effort de
calcul correspond simplement au nombre total de nœuds traités, soit le nombre total d’indivi-
dus évalués multiplié par leur taille respective. Tel qu’expliqué à la section 2.4.2, l’évaluation
des individus constitue l’étape la plus exigeante en effort de calcul et la complexité de cette
opération est proportionnelle à la taille des individus évalués. Par conséquent, le nombre total
de nœuds traités peut être considéré comme proportionnel à l’effort de calcul requis. Comme
on peut s’y attendre, le niveau de bloat final est assez semblable au diagramme en boîte des
tailles finales (figure 6.3b), mais affine tout de même quelque peu les conclusions concernant
l’efficacité de chaque méthode. Par exemple, la différence entre HARM-GP et FlatOpEq y
est presque inexistante, contrairement à la figure 6.3b. Cela s’explique par le fait que la taille
supplémentaire des solutions produites par HARM-GP est compensée par leur performance
bien supérieure à celle des solutions de FlatOpEq.

Le tracé associant adéquation et effort de calcul, présenté à la figure 6.4b), permet quant à
lui de tirer quelques conclusions sur l’efficacité des méthodes, sachant que son axe horizontal
peut être considéré proportionnel au temps de calcul. Par exemple, on remarque que DynOpEq
requiert plus de temps pour parvenir à un résultat (en entraînement) équivalent aux autres. De
même, la méthode du double tournoi se révèle efficace au départ, mais dégénère rapidement :
plus de 80% du temps de calcul lui est inutile, puisqu’elle atteint son optimum dès le départ.
De façon générale, les méthodes dont la conception entraîne des évaluations supplémentaires
voient logiquement leur courbe tirée vers le haut.

6.3.5 Résultats résumés

Finalement, une bonne visualisation de la performance générale de chaque méthode peut être
fournie de façon numérique, en utilisant les valeurs finales de chaque exécution. Le tableau 6.3
présente ces valeurs finales couvrant divers aspects. Une vérification de la signifiance statistique
a également été incluse, bien que les diagrammes en boîte offrent déjà une certaine quantité
d’informations à ce sujet. Comme on peut le constater, aucune méthode ne parvient à obtenir
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Figure 6.4: Résultats détaillés pour Dow Chemical (bloat et effort). Le premier graphique
présente le niveau de bloat final pour chacune des techniques (selon l’équation 2.1). Le second
présente la médiane (sur les 100 exécutions) de la meilleure adéquation atteinte en entraîne-
ment en fonction de l’effort de calcul (nombre de nœuds évalués).

le meilleur résultat sur tous les aspects. Le classement d’une méthode est donc une affaire de
compromis entre la performance, la taille des solutions et l’effort de calcul utilisé. Ce tableau
permet également de mettre en relation la performance en entraînement et en test. Bien que
toutes les méthodes soient touchées par le surapprentissage, certaines, telles que la limite fixe
ou DynOpEq, en sont bien plus affectées. Finalement, le compromis taille/performance peut
aussi être analysé. On remarque par exemple que la très petite taille des solutions produites
par FlatOpEq se fait au détriment de la performance, avec une différence très marquée par
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Table 6.3: Résultats détaillés pour le problème Dow Chemical. La mise en gras d’un résultat
indique qu’il constitue le meilleur résultat sur cet aspect. Si ce résultat n’est pas significative-
ment meilleur que le second (selon un test de Wilcoxon à p < 0,01), alors le second est aussi
mis en gras, et ainsi de suite. Pour faciliter les comparaisons, les valeurs des colonnes 3 et 4
sont relatives à la meilleure méthode, la valeur référence étant donnée en bas.

1 2 3 4 5
Méthode Erreur RMS (entr.) Erreur RMS (test) Effort total Taille Bloat
Double tournoi 0.221 0.234 1.0 3.9 -0.6
Limite dynamique 0.182 0.257 27.7 185.4 63.4
DynOpEq 0.159 0.228 52.6 198.6 65.8
FlatOpEq 0.268 0.271 17.9 1.0 0.6
HARM-GP 0.181 0.201 1.7 7.9 1.0
MutOpEq 0.175 0.195 10.2 59.5 15.9
Bouturage 0.284 0.274 1.7 11.5 -0.8
SS+E 0.180 0.193 5.6 38.1 18.7
Limite fixe 0.164 0.231 5.3 19.7 5.6
Méthode tarpéienne 0.184 0.222 2.9 12.3 2.7
Référence - - 2 199 072 7 -

rapport aux autres méthodes. On observe aussi que les performances de SS+E et MutOpEq
ne s’obtiennent qu’au prix de solutions d’une taille nettement plus élevée.

6.4 Résultats globaux

Analyser chacun des douze problèmes testés d’une façon aussi détaillée que Dow Chemical
serait fastidieux et peu utile à la formulation d’une conclusion générale. Cette section présente
donc des résultats globaux, concentrant toutes les métriques sur les différents problèmes en
graphiques synthèses permettant de se faire une idée sur le comportement global de chacune
des méthodes. Le lecteur intéressé par la performance des différentes méthodes sur un problème
en particulier peut se référer à l’annexe A, qui présente des résultats détaillés pour tous les
problèmes testés.

Les indicateurs les plus importants et représentatifs étant, nous l’avons vu, l’adéquation en test
et la taille des solutions produites, ceux-ci se voient intégrés dans la plupart des graphiques. La
figure 6.5 met en relation la taille moyenne et l’adéquation des meilleurs individus pour chacune
des méthodes. Les méthodes sont identifiées par la forme des marqueurs et les problèmes par
la couleur de ces mêmes marqueurs. Chaque marqueur est placé à la position représentant le
rang de la méthode par rapport aux autres. Cette valeur de rang étant par définition discrète,
tous les marqueurs à l’intérieur d’un même carré représentent une position équivalente. Sur ce
graphique, le positionnement idéal se situe à la case (1, 1), ce qui correspond à une méthode
atteignant la meilleure adéquation avec la plus petite solution. Toute autre position peut être
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Figure 6.5: Résultats globaux agrégeant toutes les méthodes sur tous les problèmes. La
position de chaque marqueur correspond au rang de la méthode qu’il représente sur chaque
problème. Le premier front de Pareto a été mis en évidence pour chaque problème.

considérée comme un compromis entre la taille et l’adéquation. Pour chacun des problèmes, le
premier front de Pareto a été mis en évidence en encerclant les méthodes en faisant partie et
en reliant leurs marqueurs par un trait. Ce graphique est intéressant de par la vue d’ensemble
qu’il procure, mais possède certaines limitations. En particulier, les rangs ne tiennent pas
compte de la présence ou non d’une différence significative statistiquement parlant, ni de la
différence réelle entre les performances de deux méthodes – ce qui fait en sorte que la différence
entre le premier et le second peut être la même que celle entre le second et le dernier.

L’observation de la figure 6.5 permet tout de même de relever quelques tendances intéressantes.
Certaines méthodes telles que SS+E ou DynOpEq obtiennent généralement de très bons rangs
pour ce qui est de l’adéquation, mais au prix d’une taille clairement plus élevée. À l’opposé,
d’autres techniques comme le double tournoi ou la méthode tarpéienne se classent bien en
termes de taille, mais offrent en contrepartie de moins bonnes performances. HARM-GP se
situe entre ces deux catégories, atteignant généralement les premiers rangs en taille tout en
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conservant de bonnes performances. Il est aussi intéressant de remarquer que HARM-GP est
la seule technique faisant systématiquement partie du premier front de Pareto.

La figure 6.6 constitue une visualisation alternative de ces résultats. Elle présente aussi les
résultats d’adéquation et de taille, mais en mettant cette fois l’accent sur la différence entre
les méthodes. La taille relative est définie comme le ratio entre la taille des individus produits
par une méthode et la taille des individus produits par la méthode obtenant le premier rang
à ce niveau. Par exemple, une taille relative de 7,0 signifie que la méthode correspondante
produit en moyenne des individus sept fois plus gros que celle produisant les plus petits.
De même, l’adéquation relative est définie comme le ratio entre l’amélioration de l’adéquation
qu’une méthode apporte par rapport à une recherche aléatoire et l’amélioration de l’adéquation
obtenue par la meilleure méthode. Par définition, la meilleure méthode obtient donc toujours
une adéquation relative de 1,0, et les autres une adéquation relative comprise entre 0 et 1. Il
est important de préciser que ces résultats relatifs ne peuvent en aucun cas être utilisés pour
comparer deux méthodes sur des problèmes différents, puisque chaque problème possède sa
propre amélioration d’adéquation maximale.

Les résultats montrent que les rangs illustrés à la figure 6.5 doivent en effet être considérés
avec prudence, particulièrement pour ceux basés sur l’adéquation, puisque la différence réelle
en termes d’adéquation entre les méthodes est souvent très faible. Par exemple, HARM-GP
n’entraîne jamais une diminution des performances supérieure à 10% par rapport à la meilleure
alternative, cette diminution étant même souvent en deçà de 5%. Le problème Vladislavleva-4
est un cas particulier où l’amélioration absolue de toutes les méthodes est très faible, ce qui
a pour conséquence qu’une faible différence absolue entre deux méthodes entraîne une grande
différence relative. Les résultats démontrent aussi que le classement basé sur la taille est quant
à lui fiable, plusieurs méthodes différant sur ce point par plus d’un ordre de grandeur.

6.4.1 Tableaux de comparaison

Les figures présentées jusqu’ici ne permettent pas de conclure à la signifiance statistique des
différences inter-méthodes. Évidemment, lorsque la différence est de plusieurs ordres de gran-
deur, cette signifiance peut aisément être déduite, mais cette situation est loin de prévaloir sur
toutes les métriques. Nous présentons donc ici une troisième visualisation des résultats utili-
sant la signifiance statistique. Le test statistique utilisé est un test de Wilcoxon, à p < 0,01.
Ce test est non-paramétrique, ne présupposant pas une distribution particulière en entrée, ce
qui le rend adapté à nos expériences où l’hypothèse de normalité est difficile à soutenir.

Le tableau 6.4 présente une comparaison deux à deux de chacune des méthodes sur trois
métriques : l’adéquation sur le jeu de test, la taille des solutions produites et l’effort de calcul
utilisé. Le processus de création de ce tableau commence par la production d’une matrice 10x10
pour chaque problème. Dans cette matrice, la case (i, j) prend la valeur +1 si la méthode i
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Figure 6.6: Résultats relatifs globaux pour l’adéquation et la taille. Le graphique de gauche
présente l’adéquation relative, où, pour chaque problème, 1.0 correspond à l’amélioration de
l’adéquation obtenue par la meilleure méthode. De même, le graphique de droite présente la
taille relative, où, pour chaque problème, 1.0 représente la taille obtenue par la méthode ayant
produit les plus petits individus. Pour chaque méthode, l’ordre vertical des problèmes est le
même que celui de la légende.
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Table 6.4: Mise en commun des comparaisons deux à deux des méthodes sur chaque pro-
blème. Les méthodes sont comparées en utilisant un test de Wilcoxon (p < 0,01). Un résultat
significativement meilleur vaut +1, un résultat significativement pire −1.

Erreur en test / Adéquation 1 2 3 4 5 6 7 8 9 10 Total
(1) Double tournoi 0 2 0 -4 -4 -1 5 -6 -3 0 -11
(2) Limite dynamique -2 0 -7 -10 -7 -4 4 -11 -3 -4 -44
(3) DynOpEq 0 7 0 -2 2 3 8 -4 2 2 18
(4) FlatOpEq 4 10 2 0 2 7 10 -2 6 5 44
(5) HARM-GP 4 7 -2 -2 0 2 11 -3 1 2 20
(6) MutOpEq 1 4 -3 -7 -2 0 7 -7 -3 -1 -11
(7) Bouturage -5 -4 -8 -10 -11 -7 0 -11 -7 -7 -70
(8) SS+E 6 11 4 2 3 7 11 0 6 8 58
(9) Limite fixe 3 3 -2 -6 -1 3 7 -6 0 1 2
(10) Tarpéienne 0 4 -2 -5 -2 1 7 -8 -1 0 -6
Taille 1 2 3 4 5 6 7 8 9 10 Total
(1) Double tournoi 0 10 10 8 -2 10 11 11 12 10 80
(2) Limite dynamique -10 0 2 -10 -11 -9 -2 -8 -7 -10 -65
(3) DynOpEq -10 -2 0 -10 -12 -10 -5 -8 -9 -10 -76
(4) FlatOpEq -8 10 10 0 -9 2 8 2 -3 -7 5
(5) HARM-GP 2 11 12 9 0 12 11 11 11 8 87
(6) MutOpEq -10 9 10 -2 -12 0 7 -1 -7 -10 -16
(7) Bouturage -11 2 5 -8 -11 -7 0 -6 -7 -8 -51
(8) SS+E -11 8 8 -2 -11 1 6 0 -7 -10 -18
(9) Limite fixe -12 7 9 3 -11 7 7 7 0 -11 6
(10) Tarpéienne -10 10 10 7 -8 10 8 10 11 0 48
Effort de calcul 1 2 3 4 5 6 7 8 9 10 Total
(1) Double tournoi 0 12 12 12 -3 10 11 12 12 12 90
(2) Limite dynamique -12 0 11 -5 -11 -8 -3 -6 -7 -11 -52
(3) DynOpEq -12 -11 0 -9 -12 -12 -8 -10 -10 -12 -96
(4) FlatOpEq -12 5 9 0 -12 -9 3 -5 -8 -11 -40
(5) HARM-GP 3 11 12 12 0 12 11 12 12 8 93
(6) MutOpEq -10 8 12 9 -12 0 8 1 -4 -10 2
(7) Bouturage -11 3 8 -3 -11 -8 0 -7 -9 -9 -47
(8) SS+E -12 6 10 5 -12 -1 7 0 -3 -12 -12
(9) Limite fixe -12 7 10 8 -12 4 9 3 0 -12 5
(10) Tarpéienne -12 11 12 11 -8 10 9 12 12 0 57
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est significativement supérieure à la méthode j sur la métrique considérée, et −1 dans le cas
contraire. Si la différence n’est pas significative, alors la case reçoit la valeur 0. Ces matrices
sont par la suite additionnées pour former une matrice globale récapitulant les résultats des
12 problèmes. Par exemple, une case (i, j) contenant +4 signifie que la méthode i obtient un
résultat significativement meilleur que la méthode j au moins quatre fois sur l’ensemble des
problèmes considérés.

Les résultats montrent que SS+E est la méthode produisant, en moyenne, les meilleurs résul-
tats en termes d’adéquation. HARM-GP obtient quant à lui les meilleurs résultats pour ce
qui est de la taille des solutions produites et de l’effort de calcul utilisé, tout en obtenant la
troisième place pour l’adéquation.

6.5 Résultats avec un effort de calcul équivalent

L’effort de calcul est un aspect souvent négligé des travaux en programmation génétique. Bien
que l’amélioration constante des performances des ordinateurs permette, jusqu’à un certain
point, de pallier les inconvénients d’une méthode gourmande en ressources de calcul, une
consommation de ressources trop importante reste problématique. Ce fait est particulièrement
vrai pour les algorithmes évolutionnaires, dont le caractère stochastique fait en sorte qu’ils
requièrent généralement une certaine quantité de répétitions du processus d’optimisation.

Dans tous les cas, on peut légitimement s’interroger sur la pertinence de comparer directement
une méthode à une autre requérant dix fois son temps de calcul. En pratique, une méthode
demandant dix fois moins de temps de calcul peut aussi bien, si on est prêt à accepter un tel
délai, être exécutée dix fois plus souvent pour un temps de calcul total équivalent ! C’est à
partir de ce raisonnement que nous présentons des résultats à effort de calcul équivalent.

6.5.1 Protocole d’expérimentation

Étant donné qu’il serait difficile de retirer du temps de calcul aux méthodes les plus consom-
matrices, notre protocole se base plutôt sur l’ajout de temps de calcul aux méthodes les plus
économes. Pour cela, nous commençons par sélectionner, pour chaque problème, la méthode
obtenant les meilleures performances. Par la suite, l’effort de calcul de celle-ci est comparé à
celui des autres méthodes. Si une autre méthode utilise un effort n fois moindre, alors nous
exécutons cette méthode n fois plus (rappelons que chaque méthode est au minimum exécutée
100 fois sur chaque problème). Par la suite, nous groupons les résultats en 100 × (n− bnc)
groupes de dne exécutions, et le reste en groupes de bnc. De chacun de ces groupes, nous ex-
trayons l’exécution ayant produit le meilleur individu par rapport au jeu d’entraînement 1 et
mettons les autres (moins performantes) de côté. Au final, nous obtenons un nouvel ensemble

1. Utiliser la performance en test biaiserait les résultats en faisant intervenir, bien qu’indirectement, le jeu
de test dans la sélection des individus.
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Figure 6.7: Résultats globaux agrégeant toutes les méthodes sur tous les problèmes pour un
effort de calcul équivalent. La position de chaque marqueur correspond au rang de la méthode
qu’il représente sur chaque problème. Le premier front de Pareto a été mis en évidence pour
chaque problème.

de 100 exécutions pour chaque méthode, à la différence que ceux-ci sont maintenant équitables
du point de vue de l’effort de calcul.

6.5.2 Résultats et analyse

Les figures 6.7 et 6.8 ainsi que le tableau 6.5 présentent les résultats à effort équivalent. En
dehors des résultats différents, leur description est équivalente à celles de la figure 6.5, du
diagramme 6.6 et du tableau 6.4.

Ces nouveaux résultats modifient considérablement le classement des méthodes. Sur la figure
6.7, on peut d’abord constater le tassement des fronts de Pareto. HARM-GP est toujours
présent sur tous les premiers fronts, la méthode du double tournoi y apparaissant également
régulièrement (9 fois sur 12). En dehors de ces deux méthodes, SS+E obtient quatre fois
une place sur un front de Pareto et les autres méthodes aucune ou une seule. Par ailleurs, le
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Figure 6.8: Résultats relatifs globaux pour l’adéquation et la taille pour un effort de calcul
équivalent. Le graphique de gauche présente l’adéquation relative, où, pour chaque problème,
1.0 correspond à l’amélioration de l’adéquation obtenue par la meilleure méthode. De même,
le graphique de droite présente la taille relative, où, pour chaque problème, 1.0 représente la
taille obtenue par la méthode ayant produit les plus petits individus. Pour chaque méthode,
l’ordre vertical des problèmes est le même que celui de la légende.
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Table 6.5: Comparaison deux à deux des méthodes à effort équivalent en utilisant un test de
Wilcoxon (p < 0,01). Un résultat significativement meilleur vaut +1, un résultat significative-
ment pire −1.

Erreur en test / Adéquation 1 2 3 4 5 6 7 8 9 10 Total
(1) Double tournoi 0 11 5 1 -2 9 12 0 2 3 41
(2) Limite dynamique -11 0 -7 -9 -11 -4 2 -11 -8 -8 -67
(3) DynOpEq -5 7 0 -2 -8 2 8 -4 -1 -3 -6
(4) FlatOpEq -1 9 2 0 -4 6 9 -4 3 -1 19
(5) HARM-GP 2 11 8 4 0 10 12 5 6 6 64
(6) MutOpEq -9 4 -2 -6 -10 0 6 -5 -6 -6 -34
(7) Bouturage -12 -2 -8 -9 -12 -6 0 -10 -9 -11 -79
(8) SS+E 0 11 4 4 -5 5 10 0 4 2 35
(9) Limite fixe -2 8 1 -3 -6 6 9 -4 0 -2 7
(10) Tarpéienne -3 8 3 1 -6 6 11 -2 2 0 20
Taille 1 2 3 4 5 6 7 8 9 10 Total
(1) Double tournoi 0 11 10 8 -3 10 12 11 12 10 81
(2) Limite dynamique -11 0 2 -10 -11 -9 -2 -7 -7 -10 -65
(3) DynOpEq -10 -2 0 -10 -12 -10 -4 -8 -9 -10 -75
(4) FlatOpEq -8 10 10 0 -9 2 10 2 -6 -6 5
(5) HARM-GP 3 11 12 9 0 12 12 12 11 9 91
(6) MutOpEq -10 9 10 -2 -12 0 8 -1 -7 -10 -15
(7) Bouturage -12 2 4 -10 -12 -8 0 -8 -10 -11 -65
(8) SS+E -11 7 8 -2 -12 1 8 0 -7 -11 -19
(9) Limite fixe -12 7 9 6 -11 7 10 7 0 -10 13
(10) Tarpéienne -10 10 10 6 -9 10 11 11 10 0 49
Effort de calcul 1 2 3 4 5 6 7 8 9 10 Total
(1) Double tournoi 0 12 12 12 -4 10 12 12 12 12 90
(2) Limite dynamique -12 0 11 -5 -11 -9 -3 -6 -7 -11 -53
(3) DynOpEq -12 -11 0 -9 -12 -12 -8 -10 -10 -12 -96
(4) FlatOpEq -12 5 9 0 -12 -9 3 -5 -7 -11 -39
(5) HARM-GP 4 11 12 12 0 12 12 12 12 10 97
(6) MutOpEq -10 9 12 9 -12 0 9 2 -4 -10 5
(7) Bouturage -12 3 8 -3 -12 -9 0 -8 -10 -10 -53
(8) SS+E -12 6 10 5 -12 -2 8 0 -3 -12 -12
(9) Limite fixe -12 7 10 7 -12 4 10 3 0 -12 5
(10) Tarpéienne -12 11 12 11 -10 10 10 12 12 0 56
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tableau 6.5 présente un tout nouveau portrait de la situation, qui nous permet de conclure
qu’à effort de calcul équivalent, HARM-GP est en mesure de battre en moyenne toutes les
autres méthodes sur tous les aspects considérés (performance, taille et effort), ce qui est un
résultat remarquable. Ce résultat est par ailleurs corroboré par la figure 6.8, où on peut voir
que HARM-GP obtient toujours au moins 95% des performances de la meilleure méthode et
ce avec des solutions d’une taille significativement inférieure à celles des autres méthodes.

6.6 Analyse synthèse des résultats

Les résultats obtenus montrent clairement la bonne tenue de HARM-GP sur un ensemble de
problèmes variés. HARM-GP est très souvent la méthode produisant les plus petites solutions
et, lorsque ce n’est pas le cas, le concurrent le surpassant obtient généralement de très mauvais
résultats en ce qui concerne l’adéquation (par exemple la méthode du double tournoi sur
Keijzer-6, Pagie-1 et Nguyen-7, ou FlatOpEq sur Dow Chemical).

Bien évidemment, la production de petites solutions n’est pas l’unique aspect à prendre en
considération. On notera d’ailleurs incidemment que générer de petites solutions ne sert pas
à grand chose si leur performance est par ailleurs désastreuse. Cependant, ce n’est clairement
pas le cas de HARM-GP ici. La perte de performances par rapport au meilleur est toujours
mesurée, voire souvent inexistante. La prise en compte de la signifiance statistique permet
également d’affirmer que notre méthode obtient la meilleure performance (seule ou ex æquo)
quatre fois sur douze, et se classe régulièrement parmi les premières.

Les résultats à effort de calcul équivalent sont encore plus encourageants, HARM-GP surpas-
sant alors toutes les autres méthodes sur tous les aspects. De plus, le protocole d’expérimen-
tation utilisé pour obtenir un effort équivalent a pu désavantager HARM-GP et les méthodes
utilisant un faible effort de calcul dans certains cas. En effet, il a été dit que la sélection des exé-
cutions était basée sur l’adéquation en entraînement afin d’éviter un biais sur la performance
en test. Si ce mode de sélection est valable d’un point de vue méthodologique, il a égale-
ment comme effet d’amplifier un éventuel surapprentissage. C’est ce qui explique par exemple
la perte de performances observée pour HARM-GP sur le problème Spambase. L’utilisation
d’un jeu de validation, en plus des jeux d’entraînement et de test, permettrait une sélection
plus rigoureuse et équitable (parce que tenant compte de la capacité de généralisation) et
améliorerait encore la performance relative de HARM-GP.

Dans tous les cas, ces résultats démontrent l’importance de tenir compte de l’effort de calcul,
aspect pour l’instant peu traité dans la littérature. Au-delà du cas de HARM-GP, d’autres
méthodes comme le double tournoi ou la méthode tarpéienne voient leur performance “augmen-
ter” par la prise en compte de l’efficacité computationnelle. Après tout, il n’est pas étonnant
qu’une méthode utilisant plus d’effort de calcul produise de meilleurs résultats, plus d’effort
permettant une exploration plus exhaustive de l’espace des solutions.
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6.7 Extension de HARM-GP à d’autres représentations à
longueur variable

Une analyse attentive du fonctionnement de HARM-GP permet de relever une caractéristique
intéressante : son indépendance avec le choix des opérateurs de variation ou de sélection. Si
certaines parts de l’algorithme ont été optimisées dans l’optique d’une utilisation des opéra-
teurs de GP les plus courants – par exemple pour le choix de la forme de la distribution cible,
voir la section 4.2.2 – cette utilisation n’est en aucun cas obligatoire. Cela s’oppose à la plupart
des autres méthodes, qui requièrent des caractéristiques particulières en ce qui concerne la sé-
lection, les opérateurs de variation utilisés ou même la structure des individus. Par exemple,
MutOpEq requiert la définition d’une opération de mutation capable de réduire ou accroître la
taille d’un arbre d’un nombre déterministe de nœuds, et SS+E impose quant à lui l’utilisation
de croisements à deux individus. En l’état, HARM-GP peut donc être considéré comme plus
polyvalent et plus simple à utiliser sur de nouveaux problèmes.

Il est même possible d’aller plus loin en faisant le constat que HARM-GP n’est que l’applica-
tion d’une méthode plus générale – que nous pourrions par exemple nommer tout simplement
HARM – à la programmation génétique. De fait, sous sa forme générale, HARM peut être
directement utilisé sur d’autres types de représentations. En effet, il ne nécessite que la défi-
nition d’une métrique d’adéquation, étape de toute façon inévitable pour la résolution d’un
problème avec des algorithmes évolutionnaires, ainsi que le choix d’une autre métrique sur la-
quelle on voudrait agir sans forcément la lier directement à l’adéquation (ce que l’on pourrait
par exemple faire en utilisant une adéquation multi-objectif). HARM peut par conséquent
être appliqué sur à peu près tous les algorithmes évolutionnaires utilisant une représentation
à taille variable. Dans cette section, nous présentons un cas concret d’une telle application,
portant sur la messy GA.

6.7.1 Description de la messy GA

Introduits en 1989 par Goldberg et al. [43], les algorithmes génétiques désordonnés (Messy GA)
forment une autre famille d’algorithmes évolutionnaires. De manière générale, ils utilisent les
mêmes paradigmes que les autres algorithmes génétiques (Genetic Algorithms, ou GA), mais
innovent en permettant à un individu de se complexifier au fur et à mesure de l’évolution afin
de mieux répondre aux exigences du problème. Leur application la plus connue porte sur les
problèmes à chaîne de bits. Dans ces problèmes, l’objectif est de retrouver la valeur d’une chaîne
de bits en utilisant une fonction d’évaluation ne renvoyant qu’une valeur d’adéquation globale.
Par exemple, un des problèmes les plus simples, connu sous le nom de Onemax, définit comme
optimum une chaîne de bits ne contenant que des 1. Bien évidemment, il existe des problèmes
beaucoup plus complexes, en particulier la famille des problèmes trompeurs (deceptive), où la
fonction d’adéquation possède un ou plusieurs optima locaux facilement atteignables nommés
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attracteurs ainsi qu’un optimum global difficile à atteindre.

Pour résoudre ce genre de problème, l’approche standard en algorithmes génétiques est d’uti-
liser la chaîne de bits elle-même comme génotype d’un individu, les croisements et mutations
se faisant directement dans cette chaîne. Si cette approche fonctionne plutôt bien dans le cas
des problèmes simples, elle se heurte à de sévères difficultés de convergence lorsque la fonction
d’adéquation se complexifie. Les algorithmes génétiques désordonnés utilisent plutôt une no-
tation indirecte, ou chaque gène encode à la fois la position et la valeur d’un bit. Par exemple,
la chaîne de bits 01011 pourrait être encodée sous la forme {(3, 1), (1, 1), (0, 0), (2, 0), (4, 1)}.
Comme on peut le voir, la position de chaque couple dans l’individu n’a pas d’importance
sur le résultat final. Cette manière de procéder permet la construction incrémentale d’un indi-
vidu à partir d’un modèle simple. Il a été démontré que cette manière de procéder permettait
d’améliorer la performance des solutions produites par rapport aux approches usuelles [43].

La messy GA possède tout de même quelques désavantages. Tout d’abord, elle nécessite la
prise en charge d’individus incomplets (imaginons par exemple l’individu de l’exemple pré-
cédent avec un gène de moins, et donc un bit non défini) ou surchargés, lorsque deux gènes
encodent des valeurs contradictoires pour le même bit. Par ailleurs, les algorithmes génétiques
désordonnés sont touchés par une croissance immodérée des individus. Afin de limiter cette
croissance, les auteurs ont proposé de nouveaux opérateurs de croisement, de sélection et
d’initialisation, en plus de diviser l’évolution en deux grandes étapes : l’étape de sélection
primordiale suivie de l’étape de juxtaposition [44]. Si les résultats obtenus sont alors assez
probants, la méthode reste complexe à implémenter et grande consommatrice de ressources
de calcul, car le nombre d’individus à évaluer initialement augmente exponentiellement avec
la difficulté du problème et peut s’élever à plusieurs millions dans certains cas.

Afin d’observer ce que peut apporter HARM en dehors de la GP, nous avons testé son effet sur
lamessy GA. Le but de nos expérimentations n’est donc pas tant de se comparer aux approches
de l’état de l’art, mais d’observer le comportement de HARM avec une représentation pour
laquelle il n’a pas été conçu. Nous avons laissé de côté l’initialisation particulière évoquée
dans [44] au profit d’une procédure plus standard, mais nous avons conservé les opérateurs de
croisements spécifiques, nommément le cut and splice. Les résultats obtenus par HARM sont
comparés à ceux de deux autres méthodes provenant du contrôle de bloat en GP. D’abord,
une simple limite fixe, où les croisements produisant des individus plus gros qu’un certain
seuil sont tout simplement rejetés. Ensuite, la méthode du double tournoi, qui ne fait pas non
plus de suppositions sur la structure des individus. Notons que l’inclusion de cette dernière
méthode nous a cependant forcés à retirer pour tout le monde l’opérateur de sélection de la
GA désordonnée au profit d’une plus classique sélection par tournoi.
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Figure 6.9: Illustration des deux problèmes trompeurs (deceptive) utilisés pour l’expérimen-
tation de HARM-GP avec la Messy GA. Le premier problème (a) est d’ordre 3, et le second
(b) d’ordre 4. L’adéquation est maximisée dans les deux cas.

Table 6.6: Tables de valeurs des fonctions d’adéquation trompeuses utilisées dans les expé-
rimentations avec la Messy GA. Le tableau de gauche présente la fonction d’ordre 3, et celui
de droite celle d’ordre 4. Ces métriques d’adéquation sont dans les deux cas à maximiser.

Entrée Adéquation
000 28
001 26
010 22
100 14
011 0
101 0
110 0
111 30

Entrée Adéquation Entrée Adéquation
0000 28 1001 12
0001 26 1010 10
0010 24 1100 8
0100 22 1110 6
1000 20 1101 4
0011 18 1011 2
0101 16 0111 0
0110 14 1111 30

6.7.2 Description des problèmes utilisés

Une fonction d’adéquation binaire trompeuse se définit par deux propriétés : sa longueur et
son ordre. La longueur est tout simplement le nombre de bits qu’elle contient, alors que l’ordre
indique le degré de dépendance inter-bits. Par exemple, la fonction Onemax introduite plus
haut est un problème d’ordre 1, puisque chaque bit est indépendant de tous les autres et peut
être optimisé séparément. Un problème d’ordre 2 est un problème dont chaque bit est cette
fois dépendant d’un autre quelque part dans la chaîne. Optimiser une fonction trompeuse du
second ordre peut donc être réalisé parfaitement par une recherche exhaustive de toutes les
possibilités de dépendance deux à deux dans la chaîne. Dans un problème d’ordre 3, chaque
bit dépend de deux autres, et ainsi de suite. La figure 6.9a) et le tableau 6.6 présentent un
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Figure 6.10: Procédure de création d’une chaîne de bits composée de plusieurs sous-fonctions
trompeuses indépendantes pour la GA désordonnée.

exemple de fonction trompeuse d’ordre 3, où l’optimum est atteint pour la chaîne de bits
“111”, soit 7 en décimal. On observe aisément les nombreux optima locaux, particulièrement
la chaîne “000” qui tend à “attirer” les individus. Cette attraction est encore plus flagrante
lorsque l’on observe les valeurs binaires au tableau 6.6 : on constate alors toutes les chaînes
ayant 2 bits à 1 se voient attribuer une adéquation nulle, alors que toutes les chaînes ayant un
seul bit à 1 obtiennent de bonnes adéquations. Le processus précis de génération d’une telle
fonction peut varier selon les requis du problème. Certains auteurs ont par exemple proposé
un processus basé sur des transformées d’Hadmard [45]. Dans notre cas, nous avons opté pour
une approche plus simple basée sur la distance de Hamming [46].

L’ordre d’une fonction trompeuse ne constitue cependant qu’une part de sa difficulté. Comme
on peut le remarquer, trouver l’optimum global d’une chaîne de 3 bits est très simple quoi
qu’il en soit, puisqu’il suffit d’énumérer les 23 = 8 possibilités d’adéquation et d’en retirer le
maximum global. Afin de complexifier le problème, nous nous devons donc d’augmenter la
longueur de la chaîne. Pour ce faire, une fonction trompeuse de base de m bits est utilisée n
fois pour former une chaîne de bits d’une longueur de m× n. Pour éviter de faciliter la tâche
aux méthodes de résolution, par exemple en produisant une chaîne où la dépendance entre
les bits serait corrélée avec leur disposition spatiale, les bits des sous-fonctions sont distribués
uniformément dans la chaîne globale. La figure 6.10 présente un exemple de création d’une
chaîne de 9 bits à partir de trois fonctions trompeuses de 3 bits. La fonction d’adéquation de
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Table 6.7: Paramètres communs aux différentes techniques pour la messy GA

Paramètre Valeur
Nombre d’exécutions 100
Taille de la population 1000
Type de croisement Cut and splice [43]
Taux de croisement 0.5
Type de mutation Inversion de bit
Taux de mutation 0.1
Taille du tournoi de sélection 4

la chaîne globale est alors simplement la somme de l’adéquation de ses sous-parties, soit :

N i =

{
i,i+

|x|
m
,i+

2|x|
m

, . . . ,i+
(m− 1)|x|

m

}
(6.1)

yi = (xj)j∈N i (6.2)

Ai(x) =

{
0 si ∃yij = ∅

F (yi) autrement
(6.3)

A(x) =

|x|/m∑
i=1

Ai(x) (6.4)

où F (x) est la fonction trompeuse de base, Ai(x) l’adéquation partielle de la ième sous-fonction,
A(x) l’adéquation totale de l’individu x et m l’ordre (la longueur) des sous-fonctions utilisées.

Cette manière de procéder a également l’avantage de permettre une évaluation partielle, même
en présence d’individus incomplets. Par exemple, si on reprend la chaîne de bits présentée à
la figure 6.10, un individu de GA désordonné ne définissant pas de valeur pour le 5e et 8e

bit peut tout de même se voir allouer une adéquation partielle s’il modélise adéquatement les
sous-fonctions a et c. Cette façon de procéder est celle recommandée par les auteurs de la GA
désordonnée [43].

Pour nos expérimentations, nous avons sélectionné deux fonctions d’adéquation binaires trom-
peuses (deceptive). La première est d’ordre 3 et la seconde d’ordre 4, cette dernière étant plus
difficile afin de mettre les méthodes à l’épreuve. Ces deux fonctions de base sont présentées
à la figure 6.9 et au tableau 6.6. Dans les deux cas, les fonctions ont été combinées 10 fois,
pour former des chaînes de bits d’une longueur respective de 30 et 40 bits. Dans tous les cas,
l’adéquation maximale combinée est de 300 (30 au maximum par sous-chaîne).

Les paramètres globaux utilisés pour toutes les méthodes sur les deux problèmes sont présentés
au tableau 6.7. Les paramètres spécifiques de chaque méthode ont été déterminés par les
résultats d’expérimentations préliminaires et diffèrent peu de ceux utilisés en GP.
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Figure 6.11: Résultats pour un problème trompeur d’ordre 3 de 30 bits. Le diagramme en
boîte du haut présente la meilleure adéquation finale, et le graphique du bas la longueur
moyenne des individus selon la génération.
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6.7.3 Résultats et analyse

La figure 6.11 présente les résultats en adéquation et en taille pour le problème d’ordre 3.
Comme on peut le constater, l’adéquation finale est sensiblement la même pour chacune des
deux méthodes. Quelques exécutions réussissent à atteindre la solution parfaite (adéquation
de 300), mais la plupart terminent quelque peu en deçà. Toutefois, le graphique présentant
la taille en fonction de la génération donne un portrait tout autre de la situation : les trois
méthodes parviennent bien à la même adéquation, mais avec des individus d’une longueur très
différente. HARM est le meilleur sur ce point et produit des individus d’une longueur moyenne
d’environ 50. La méthode du double tournoi suit, avec une longueur d’approximativement 150
gènes. Finalement, la limite fixe ferme la marche avec une longueur moyenne de plus de 300,
soit six fois plus de gènes que HARM.

Les résultats du problème d’ordre 4, présentés à la figure 6.12, amènent globalement aux
mêmes conclusions. À la sous-figure 6.12a), on remarque toutefois un léger retard de HARM
par rapport à la méthode du double tournoi sur la rapidité de convergence – la meilleure
adéquation finale moyenne restant similaire pour les deux méthodes. La sous-figure suivante
(6.12b)) montre cependant que ce retard se réduit lorsque l’on prend en considération l’effort
de calcul dans son ensemble. Finalement, le graphique 6.12c), présentant la longueur moyenne
au fil de l’évolution, offre un portrait similaire à celui du problème d’ordre 3.

Les résultats portant sur la longueur montrent également la capacité intéressante de HARM à
réduire la complexité des individus d’une population. Si la limite fixe et la méthode du double
tournoi parviennent bien à stabiliser la taille des individus, elles ne parviennent pas à les faire
par la suite quitter ce plateau, au contraire de HARM. Nous avions déjà observé ce compor-
tement sur des problèmes de GP (voir section 5.1.4) ; les résultats sur la GA désordonnée
montrent que ce comportement n’est pas anecdotique ou dû à la chance, et surtout qu’il peut
significativement améliorer le contrôle de la taille dans une population. En fait, une bonne
partie de la performance de HARM sur l’aspect de la longueur est due à ce facteur. S’il se
maintenait à la valeur crête qu’il atteint (environ 150 pour le problème d’ordre 4), le résultat
final serait dans la lignée de ce que produit la méthode du double tournoi. Au contraire, le
fait qu’il soit capable de diviser par deux la longueur moyenne des individus sans affecter leur
adéquation est un indice fort de ses capacités de simplification. On notera toutefois que ces
résultats ne sont pas parfaits, puisqu’il serait théoriquement possible de produire un individu
parfait avec 30 gènes et 40 gènes, respectivement, pour les problèmes d’ordre 3 et d’ordre 4.

Au final, ces résultats démontrent la polyvalence de HARM, et en font une méthode qui
gagnerait à être essayée dans des situations similaires en dehors de la GP, voire des algorithmes
évolutionnaires.
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Figure 6.12: Résultats pour un problème trompeur d’ordre 4 de 40 bits. Le graphique du haut
présente l’évolution de l’adéquation maximale en fonction du nombre d’individus évalués, le
second présente la même métrique en fonction de l’effort de calcul, et le graphique du bas la
longueur moyenne des individus selon la génération.
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Chapitre 7

Conclusion

Si l’on revient à l’objectif initial, soit le contrôle du bloat, on peut conclure que la méthode
que nous présentons s’acquitte très bien de la tâche. Que ce soit de manière absolue ou rela-
tivement à d’autres méthodes populaires issues de la littérature, HARM-GP se révèle capable
de conserver une taille moyenne significativement inférieure à celle des autres techniques et ce
sans impact négatif important sur la performance des solutions produites. De plus, son faible
usage en ressources de calcul lui permet d’effectuer plus d’évolutions au cours d’une même
période de temps que la plupart des alternatives. Dans ce cas, son niveau de performance
se révèle clairement supérieur sur tous les aspects considérés. Il est également important de
noter que le large éventail de problèmes testés n’a révélé aucune faiblesse particulière chez
HARM-GP, contrairement à d’autres méthodes dont la performance moyenne est bonne, mais
qui frappent un mur sur certains problèmes ou types de problèmes spécifiques. Cette consta-
tation est d’ailleurs soutenue par le fait que HARM-GP soit la seule technique à se retrouver
systématiquement sur le premier front de Pareto lorsque l’on considère à la fois la performance
et la taille des solutions produites.

Il est clair que la nature stochastique de HARM-GP joue un grand rôle dans la qualité de ces
résultats. En permettant l’obtention immédiate d’une distribution cible quasi dépourvue de
bloat à partir d’une distribution naturelle arbitraire générée par les opérateurs de variation,
notre méthode évite à la fois les problèmes des approches déterministes (très exigeantes en
ressources) et des approches stochastiques sans base théorique (efficaces, mais possédant un
temps de réponse beaucoup plus long et sans garantie vis-à-vis de la distribution générée).

Une autre caractéristique importante de HARM-GP est de ne pas se baser sur l’adéquation
d’un individu pour décider de son acceptation dans la population : l’adéquation est utilisée
seulement lors de la définition de la distribution cible. Cette approche distingue clairement
le contrôle du bloat de la recherche d’une adéquation optimale, problème que la programma-
tion génétique résout déjà très bien d’elle-même. De façon générale, HARM-GP intervient au
minimum dans l’évolution en dehors du contrôle du bloat, ce qui est un comportement avan-
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tageux qui permet son inclusion dans à peu près toutes les formes de GP. Quels que soient
les opérateurs de variation utilisés, la représentation des individus (arbres, listes, etc.) ou la
métrique d’adéquation choisie, HARM-GP peut être appliqué. Nous présentons d’ailleurs un
exemple d’application en dehors de la programmation génétique, utilisant la GA désordonnée,
où HARM atteint des résultats d’autant plus satisfaisants qu’il n’a pas été conçu pour cet
usage.

Dans ce mémoire, l’accent a été mis sur le contrôle du bloat avec HARM-GP. Toutefois,
ses capacités ne s’arrêtent pas forcément là. Par exemple, bien que le sujet ait été effleuré,
l’amélioration de la capacité de généralisation des solutions n’était pas une priorité lors de la
conception de HARM-GP. Or, il serait possible de modifier quelque peu l’algorithme pour le
rendre plus robuste et performant sur cet aspect. Il suffirait pour cela de changer le mécanisme
de sélection du point de coupure pour utiliser plutôt l’adéquation des individus sur un jeu de
validation distinct, ce qui permettrait de choisir comme taille limite non pas un individu
performant, mais bien l’individu généralisant le mieux.

De même, il serait possible d’envisager d’utiliser HARM-GP pour contraindre la distribution
sur d’autres aspects que la taille. En particulier, rien n’empêche l’utilisation d’un histogramme
à plus d’une dimension – si ce n’est le fléau de la dimension (curse of dimensionality) qui
limite en pratique le nombre de critères utilisables simultanément. On pourrait par exemple
considérer l’adjonction d’un second critère, que ce soit la hauteur des arbres, leur complexité
(dans le cas où ils représentent des programmes), etc., et tout cela sans devoir utiliser une
adéquation multiobjectif. Comme on le voit, des modifications mineures à l’algorithme présenté
dans ce mémoire pourraient ouvrir de nouvelles avenues de recherche.

Bien que la programmation génétique ait été et soit toujours un sous-domaine mineur en opti-
misation et en apprentissage automatique, ses caractéristiques bien particulières la distinguent
de la plupart des autres métaheuristiques et offrent des possibilités d’application inédites. Dans
cette optique, HARM-GP constitue un ajout intéressant. En permettant une meilleure maî-
trise de la problématique du bloat et de la croissance immodérée des solutions, ou, du moins,
en restreignant fortement ses conséquences, il permet d’envisager l’inclusion de la GP dans
des domaines où ses défauts étaient jusqu’alors trop rédhibitoires.

HARM-GP a été implémenté sur deux cadriciels d’algorithmes évolutionnaires : DEAP 1 [47]
(en Python) et OpenBeagle 2 [48] (en C++). Dans les deux cas, ces implémentations, qui sont
celles ayant servi à l’obtention des résultats présentés dans ce mémoire, sont disponibles sous
licence libre. Un court article préliminaire présentant HARM-GP a été publié [49] et un article
de revue complet est présentement en cours d’évaluation pour une publication prochaine [50].

1. http://deap.gel.ulaval.ca
2. http://beagle.gel.ulaval.ca
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Annexe A

Résultats détaillés

Cette annexe présente les résultats détaillés obtenus sur chacun des douze problèmes compo-
sant la suite de test des méthodes de contrôle du bloat. Chaque problème a été exécuté 100
fois avec chaque méthode, et est présenté séparément, selon un gabarit expliqué à la section
A.1.

A.1 Description du gabarit de présentation

Les résultats de tous les problèmes sont présentés de la même manière. La première partie
décrit sommairement le problème et présente les références pertinentes concernant celui-ci.
Une rapide revue de littérature portant sur les résultats obtenus sur ce problème est également
présentée. Finalement, les résultats eux-mêmes sont introduits, structurés en deux tableaux
et huit figures.

A.2 Description des tableaux

La première colonne de chaque tableau contient les résultats obtenus sur le jeu d’entraînement.
Ces résultats sont présentés selon une métrique d’adéquation propre au problème. La seconde
colonne présente les résultats obtenus selon la même métrique, mais sur un jeu de test cette
fois. Dans le cas des problèmes ne possédant pas de jeu de test distinct (Artificial Ant et Even
Parity 8), ces colonnes contiennent respectivement l’adéquation et le taux de succès – soit le
pourcentage d’exécutions ayant atteint l’adéquation optimale. Hormis le taux de succès, toutes
ces métriques sont minimisées 1. L’adéquation présentée, tant sur le jeu d’entraînement que
sur le jeu de test, est l’adéquation médiane des meilleurs individus des 100 exécutions calculée
sur le jeu d’entraînement. Une médiane a été sélectionnée en lieu et place d’une moyenne

1. Certaines méthodes de contrôle du bloat requièrent explicitement une adéquation maximisée. Dans ce
cas, une transformation a été appliquée lors des expérimentations sur la métrique d’adéquation avant de fournir
celle-ci à la méthode. Toutefois, dans l’optique de faciliter la comparaison inter méthodes, les résultats de ces
méthodes sont aussi présentés en minimisation.
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afin d’éviter les biais dus à des données aberrantes. Artificial Ant et Even Parity 8 utilisant
une métrique ne produisant pas ce genre de biais, une moyenne a été utilisée dans ces cas
spécifiques.

La troisième colonne présente le nombre de nœuds exécutés au total au cours de l’évolution.
Par exemple, l’évaluation d’un arbre d’une taille de 25 requiert l’exécution de 25 nœuds.
L’évaluation constituant la majeure partie du temps de calcul total, cette métrique est une
bonne estimation de l’effort de calcul requis pour mener l’évolution à terme. Cet effort est
moyenné sur les 100 exécutions. Afin de faciliter la comparaison entre les méthodes, les résultats
sont présentés de façon relative, le meilleur résultat étant utilisé comme référence, dont la
valeur est indiquée à la dernière ligne.

La quatrième colonne rapporte la taille moyenne du meilleur individu pour les 100 exécutions
de chaque méthode. En ce sens, cette colonne est un bon indicateur de la complexité de la
solution produite. Notons que cette valeur n’est pas nécessairement égale à la taille moyenne
finale de la population complète. Tout comme la colonne précédente, les résultats sont présentés
de façon relative. Finalement, la dernière colonne présente le niveau de bloat moyen de chaque
méthode (voir la section 2.3). Cette métrique est aussi minimisée (le plus petit résultat est le
meilleur).

La signifiance statistique est un élément important d’une analyse telle que celle-ci. Dans ces
expérimentations, un test de Wilcoxon a été utilisé (seuil de p = 0,01). Ce test est non
paramétrique, et ne fait donc aucune hypothèse sur le type de distribution des résultats. Pour
chaque colonne, le meilleur résultat est mis en gras. Si une autre méthode obtient un résultat
non significativement différent du meilleur, alors ce résultat est également mis en gras, et ainsi
de suite. Toutes les méthodes dont le résultat n’est pas mis en gras sont donc significativement
inférieures au meilleur sur cet aspect.

Le premier tableau présente les résultats utilisant un nombre d’évaluations fixe et identique
pour chaque méthode (à part DynOpEq et FlatOpEq, voir la section 6.2). Le second tableau
présente les mêmes métriques, mais à effort équivalent (se référer à la section 6.5 pour une
présentation de la méthodologie utilisée). Ce second tableau correspond donc à la performance
de chacune des méthodes à temps de calcul égal.

A.3 Description des figures

Les graphiques proposent une vue différente sur l’évolution de l’adéquation et de la taille des
individus au fil de l’évolution. La première page présente les résultats pour l’adéquation en
entraînement. On y retrouve, dans l’ordre, un graphique présentant la meilleure adéquation
obtenue selon le nombre d’individus évalués. Le diagramme à boîtes présent ensuite permet
de visualiser la distribution des meilleures solutions (sur les 100 exécutions). Finalement, le
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dernier graphique présente l’adéquation en entraînement en fonction de l’effort de calcul, soit le
nombre de nœuds évalués. Sur ces graphiques, l’adéquation est toujours minimisée. La seconde
page présente les mêmes graphiques, mais pour l’adéquation en test cette fois, sauf dans le cas
des problèmes ne possédant pas de jeu de test.

La troisième page contient les résultats concernant la taille des individus et le niveau de bloat.
Le premier graphique présente la taille moyenne de la population en fonction de la génération,
suivi d’un diagramme à boîtes présentant les tailles des meilleurs individus de chacune des
100 exécutions. Le critère d’arrêt n’étant pas un nombre de générations, chaque méthode
peut utiliser les évaluations qui lui sont allouées de différentes manières, d’où la différence de
longueur entre chaque courbe. Finalement, le dernier diagramme à boîtes présente le niveau
de bloat final, selon la métrique proposée par Vanneschi et al. [2] (voir la section 2.3).
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A.4 Planification : Artificial Ant

A.4.1 Description du problème et paramètres utilisés

Artificial Ant est un problème de planification, où l’objectif est de contrôler une fourmi arti-
ficielle dans le but de récolter le plus possible d’unités de nourriture. La carte utilisée (Santa
Fe trail) contient 89 de ces unités, qui constitue donc la limite maximale d’unités récoltables.
L’ensemble de primitives contient une condition if-food-ahead, deux primitives de sérialisation
(prog2 et prog3 ) et trois terminaux permettant à la fourmi de se déplacer (emphmove_forward,
turn_left et turn_right).

A.4.2 Revue de littérature et résultats précédents

Ce problème a été proposé par Koza au début des années 90 [1] et a été régulièrement utilisé
en GP depuis lors. Il a récemment été proposé de le mettre de côté [40], mais sans pro-
duire d’arguments expliquant cette suggestion. De plus, les alternatives proposées requièrent
des environnements complexes, que ce soit des simulations temps réel (Physical TSP, Mario
Gameplay) ou des simulations physiques étendues (TORCS). Considérant que Artificial Ant
constitue toujours un problème intéressant et de nature différente de la plupart des autres,
nous le présentons dans notre suite de test.
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A.4.3 Résultats

Table A.1: Résultats détaillés des différentes méthodes de contrôle du bloat pour le problème
Artificial Ant.

Méthode Adéquation Taux de succès Effort Taille Bloat
Double tournoi 7.020 43 1.6 1.4 0.7
Limite dynamique 7.550 43 2.6 2.3 1.8
DynOpEq 6.150 47 6.9 2.8 2.8
FlatOpEq 4.240 59 7.4 2.4 2.5
HARM-GP 5.710 53 1.0 1.0 -0.3
MutOpEq 7.530 41 3.7 3.1 3.5
Bouturage 9.530 35 9.4 4.6 26.4
SS+E 1.190 88 3.1 1.4 2.6
Limite fixe 8.750 41 5.6 3.1 7.7
Tarpéienne 7.830 37 2.1 1.7 1.3
Référence - - 4 858 363 36 -

Table A.2: Résultats détaillés des différentes méthodes de contrôle du bloat pour le problème
Artificial Ant, avec un effort de calcul équivalent pour toutes les méthodes.

Méthode Adéquation Taux de succès Effort Taille Bloat
Double tournoi 3.290 62 1.8 1.9 0.4
Limite dynamique 6.420 51 3.0 2.9 1.7
DynOpEq 6.150 47 8.3 3.8 2.8
FlatOpEq 4.240 59 9.0 3.3 2.5
HARM-GP 0.720 89 1.0 1.0 -0.5
MutOpEq 7.530 41 4.5 4.2 3.5
Bouturage 9.530 35 11.3 6.3 26.4
SS+E 1.190 88 3.8 1.9 2.6
Limite fixe 8.750 41 6.7 4.2 7.7
Tarpéienne 5.250 53 2.4 2.2 0.9
Référence - - 4 020 047 26 -
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(b) Meilleure adéquation finale pour chacune des 100 exécutions
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Figure A.1: Résultats détaillés pour Artificial Ant (adéquation). Le premier graphe présente
la médiane sur les 100 exécutions de la meilleure adéquation obtenue en fonction du nombre
d’évaluations effectuées. Le second graphique présente la valeur finale de la meilleure adéqua-
tion. Le troisième présente la médiane sur les 100 exécutions de la meilleure adéquation en
fonction de l’effort de calcul (nombre de nœuds évalués).
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Figure A.2: Résultats détaillés pour Artificial Ant (taille et bloat). Le premier graphique
présente la taille moyenne des individus en fonction de la génération. Le diagramme à boites
présente la taille des meilleurs individus finaux. Le troisième graphique présente le niveau de
bloat final pour chacune des techniques (selon l’équation 2.1).
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A.5 Régression booléenne : Even Parity 8

A.5.1 Description du problème et paramètres utilisés

Le but de ce problème est d’entraîner un programme capable de renvoyer la parité d’une chaîne
de bits. Dans nos expériences, nous avons utilisé une chaîne de 8 bits, ce qui implique donc un
ensemble d’entraînement de petite taille (256 instances). L’ensemble de primitives est composé
des fonctions booléennes standards {AND,OR,XOR,NOT}, ainsi que des terminaux “Vrai”
et “Faux”. L’adéquation est définie comme étant le nombre d’erreurs sur les 256 instances
d’entraînement.

A.5.2 Revue de littérature et résultats précédents

Ce problème a été proposé par Koza au début des années 90 [1]. Bien qu’il ne constitue pas un
défi important – atteindre la solution optimale est relativement simple pour une instance de
GP – il reste un problème de comparaison intéressant, surtout lorsque l’on considère le manque
de problèmes booléens dans les récents articles de suggestion d’une suite de problèmes pour la
GP [40]. De plus, dans le cadre du contrôle du bloat, nous ne nous intéressons pas uniquement
à l’adéquation obtenue, mais aussi à l’effort requis pour l’obtenir et à la taille des solutions.
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A.5.3 Résultats

Table A.3: Résultats détaillés des différentes méthodes de contrôle du bloat pour le problème
Even Parity 8.

Méthode Adéquation Taux de succès Effort Taille Bloat
Double tournoi 21.610 55 1.9 2.2 6.4
Limite dynamique 10.220 63 3.3 2.8 10.6
DynOpEq 2.640 90 3.2 1.5 4.0
FlatOpEq 3.520 90 3.3 1.5 5.1
HARM-GP 6.400 78 1.0 1.0 3.7
MutOpEq 7.840 77 1.6 1.5 4.9
Bouturage 25.960 40 11.9 5.8 94.4
SS+E 3.600 85 4.4 3.7 14.9
Limite fixe 13.680 55 5.9 3.7 21.9
Tarpéienne 9.530 66 2.6 2.6 5.2
Référence - - 4 454 749 30 -

Table A.4: Résultats détaillés des différentes méthodes de contrôle du bloat pour le problème
Even Parity 8, avec un effort de calcul équivalent pour toutes les méthodes.

Méthode Adéquation Taux de succès Effort Taille Bloat
Double tournoi 11.670 68 2.0 2.3 6.2
Limite dynamique 10.220 63 3.3 3.1 10.6
DynOpEq 2.640 90 3.2 1.7 4.0
FlatOpEq 3.520 90 3.3 1.6 5.1
HARM-GP 0.160 99 1.0 1.0 3.5
MutOpEq 7.840 77 1.6 1.6 4.9
Bouturage 25.960 40 11.9 6.3 94.4
SS+E 3.600 85 4.4 4.1 14.9
Limite fixe 13.680 55 5.9 4.1 21.9
Tarpéienne 9.340 69 2.5 2.6 5.1
Référence - - 4 457 008 27 -
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(b) Meilleure adéquation finale pour chacune des 100 exécutions

0.0 0.2 0.4 0.6 0.8

Taille accumulée (nombre de noeuds traités) 1e7

0

20

40

60

80

100

120

M
e
ill

e
u
re

 a
d
é
q
u
a
ti

o
n
 (

m
in

im
is

a
ti

o
n
)

(c) Meilleure adéquation en fonction de l’effort de calcul

Figure A.3: Résultats détaillés pour Even Parity 8 (adéquation). Le premier graphe présente
la médiane sur les 100 exécutions de la meilleure adéquation obtenue en fonction du nombre
d’évaluations effectuées. Le second graphique présente la valeur finale de la meilleure adéqua-
tion. Le troisième présente la médiane sur les 100 exécutions de la meilleure adéquation en
fonction de l’effort de calcul (nombre de nœuds évalués).
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Figure A.4: Résultats détaillés pour Even Parity 8 (taille et bloat). Le premier graphique
présente la taille moyenne des individus en fonction de la génération. Le diagramme à boites
présente la taille des meilleurs individus finaux. Le troisième graphique présente le niveau de
bloat final pour chacune des techniques (selon l’équation 2.1).
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A.6 Régression symbolique : Keijzer-6

A.6.1 Description du problème et paramètres utilisés

Ce problème est une régression symbolique sur une dimension, suivant l’équation suivante :

f(x) =
x∑
i=1

1

i
. (A.1)

On remarquera que cette équation est en fait la série harmonique. Le jeu d’entraînement est
constitué des 50 premiers nombres naturels (zéro exclu), le jeu de test allant quant à lui
jusqu’à 120 afin de mettre en valeur les capacités d’extrapolation des méthodes. L’ensemble
de primitives utilisé est standard : {+,−, ∗, /,neg, cos, sin, ln}, la division et le logarithme
étant protégés afin d’éviter les erreurs. L’initialisation est effectuée en utilisant la technique
du ramped half-and-half pour produire des arbres d’une hauteur maximale allant de 2 à 5. La
métrique utilisée comme adéquation est l’erreur RMS.

A.6.2 Revue de littérature et résultats précédents

Originellement proposé par Keijzer [31], ce problème fait partie des problèmes recommandés
dans [40]. Dans [51], Streeter rapporte une erreur moyenne de 5×10−4 pour le meilleur individu
sur le jeu d’entraînement (aucun résultat n’étant rapporté sur un éventuel jeu de test).
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A.6.3 Résultats

Table A.5: Résultats détaillés des différentes méthodes de contrôle du bloat pour le problème
Keijzer-6.

Méthode Erreur (entr.) Erreur (test) Effort Taille Bloat
Double tournoi 0.032 0.056 1.1 1.0 3.9
Limite dynamique 0.009 0.035 18.6 24.1 124.1
DynOpEq 0.004 0.016 29.6 20.5 109.3
FlatOpEq 0.004 0.015 11.5 9.2 38.3
HARM-GP 0.008 0.021 1.0 1.1 3.2
MutOpEq 0.008 0.020 3.5 4.2 16.7
Bouturage 0.035 0.060 10.9 12.9 59.8
SS+E 0.004 0.011 5.4 5.2 45.9
Limite fixe 0.019 0.049 2.5 2.0 9.3
Tarpéienne 0.024 0.055 2.0 1.8 8.2
Référence - - 5 439 003 69 -

Table A.6: Résultats détaillés des différentes méthodes de contrôle du bloat pour le problème
Keijzer-6, avec un effort de calcul équivalent pour toutes les méthodes.

Méthode Erreur (entr.) Erreur (test) Effort Taille Bloat
Double tournoi 0.007 0.016 1.0 1.0 2.7
Limite dynamique 0.009 0.035 20.7 33.1 124.1
DynOpEq 0.004 0.016 33.0 28.1 109.3
FlatOpEq 0.004 0.015 12.8 12.7 38.3
HARM-GP 0.002 0.007 1.2 1.6 3.5
MutOpEq 0.008 0.020 3.9 5.7 16.7
Bouturage 0.035 0.060 12.1 17.7 59.8
SS+E 0.004 0.011 6.0 7.1 45.9
Limite fixe 0.007 0.016 2.7 2.7 9.0
Tarpéienne 0.007 0.016 1.9 2.0 6.7
Référence - - 4 887 484 50 -
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(b) Meilleure adéquation (erreur RMS) finale en entraînement pour chacune des 100 exécutions
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(c) Meilleure adéquation (erreur RMS) en entraînement en fonction de l’effort de calcul

Figure A.5: Résultats détaillés pour Keijzer-6 (adéquation en entraînement). Le premier
graphe présente la médiane sur les 100 exécutions de la meilleure adéquation (erreur RMS)
obtenue sur le jeu d’entraînement, en fonction du nombre d’évaluations effectuées. Le second
graphique présente la valeur finale de la meilleure adéquation en entraînement. Le troisième
présente la médiane sur les 100 exécutions de la meilleure adéquation atteinte en entraînement
en fonction de l’effort de calcul (nombre de nœuds évalués).
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(b) Meilleure adéquation (erreur RMS) finale en test pour chacune des 100 exécutions

Figure A.6: Résultats détaillés pour Keijzer-6 (adéquation en test). Le premier graphe pré-
sente la médiane sur les 100 exécutions de l’adéquation (erreur RMS) obtenue sur le jeu de
test par le meilleur individu sur le jeu d’entraînement, en fonction du nombre d’évaluations
effectuées. Le second graphique présente l’erreur RMS finale en test des individus obtenant la
meilleure adéquation en entraînement.
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Figure A.7: Résultats détaillés pour Keijzer-6 (taille et bloat). Le premier graphique présente
la taille moyenne des individus en fonction de la génération. Le diagramme à boites présente
la taille des meilleurs individus finaux. Le troisième graphique présente le niveau de bloat final
pour chacune des techniques (selon l’équation 2.1).
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A.7 Régression symbolique : Nguyen-7

A.7.1 Description du problème et paramètres utilisés

Ce problème est une régression symbolique sur une dimension, suivant l’équation suivante :

f(x) = ln(x+ 1) + ln(x2 + 1) (A.2)

Le jeu d’entraînement est produit en tirant 20 points uniformément sur l’intervalle [0, 2].
La possibilité d’ajouter un jeu de test n’est pas mentionnée dans l’article introductif [32].
Dans nos expérimentations, nous avons utilisé 1000 points distribués uniformément sur le
même intervalle. L’ensemble de primitives utilisé est standard : {+,−, ∗, /,neg, cos, sin, ln}, la
division et le logarithme étant protégés afin d’éviter les erreurs. L’initialisation est effectuée
en utilisant la technique du ramped half-and-half pour produire des arbres d’une hauteur
maximale allant de 2 à 5. La métrique utilisée comme adéquation est l’erreur RMS.

A.7.2 Revue de littérature et résultats précédents

Ce problème a été proposé par Nguyen et al. [32], où les auteurs rapportent une erreur moyenne
finale d’environ 6.5 × 10−3 sur le jeu d’entraînement. Ce problème fait également partie des
problèmes de test recommandés par [40].
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A.7.3 Résultats

Table A.7: Résultats détaillés des différentes méthodes de contrôle du bloat pour le problème
Nguyen-7.

Méthode Erreur (entr.) Erreur (test) Effort Taille Bloat
Double tournoi 0.010 0.014 1.0 1.0 0.7
Limite dynamique 0.008 0.013 12.7 23.3 2.9
DynOpEq 0.001 0.005 32.9 30.1 51.7
FlatOpEq 0.002 0.003 13.0 13.2 4.9
HARM-GP 0.003 0.006 2.2 2.8 3.2
MutOpEq 0.003 0.005 5.6 7.8 8.2
Bouturage 0.003 0.010 15.8 25.8 32.2
SS+E 0.000 0.001 8.4 10.2 27.9
Limite fixe 0.005 0.009 3.2 2.7 3.8
Tarpéienne 0.007 0.011 1.7 1.9 1.7
Référence - - 2 342 961 24 -

Table A.8: Résultats détaillés des différentes méthodes de contrôle du bloat pour le problème
Nguyen-7, avec un effort de calcul équivalent pour toutes les méthodes.

Méthode Erreur (entr.) Erreur (test) Effort Taille Bloat
Double tournoi 0.002 0.003 1.0 1.0 1.3
Limite dynamique 0.008 0.013 8.9 17.2 2.9
DynOpEq 0.001 0.005 23.2 22.3 51.7
FlatOpEq 0.002 0.003 9.1 9.8 4.9
HARM-GP 0.001 0.002 1.6 2.0 3.4
MutOpEq 0.003 0.005 3.9 5.8 8.2
Bouturage 0.003 0.010 11.1 19.1 32.2
SS+E 0.000 0.001 5.9 7.5 27.9
Limite fixe 0.002 0.003 2.4 2.0 4.3
Tarpéienne 0.003 0.004 1.5 1.7 3.0
Référence - - 3 331 869 33 -
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(b) Meilleure adéquation (erreur RMS) finale en entraînement pour chacune des 100 exécutions
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(c) Meilleure adéquation (erreur RMS) en entraînement en fonction de l’effort de calcul

Figure A.8: Résultats détaillés pour Nguyen-7 (adéquation en entraînement). Le premier
graphe présente la médiane sur les 100 exécutions de la meilleure adéquation (erreur RMS)
obtenue sur le jeu d’entraînement, en fonction du nombre d’évaluations effectuées. Le second
graphique présente la valeur finale de la meilleure adéquation en entraînement. Le troisième
présente la médiane sur les 100 exécutions de la meilleure adéquation atteinte en entraînement
en fonction de l’effort de calcul (nombre de nœuds évalués).
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(b) Meilleure adéquation (erreur RMS) finale en test pour chacune des 100 exécutions

Figure A.9: Résultats détaillés pour Nguyen-7 (adéquation en test). Le premier graphe pré-
sente la médiane sur les 100 exécutions de l’adéquation (erreur RMS) obtenue sur le jeu de
test par le meilleur individu sur le jeu d’entraînement, en fonction du nombre d’évaluations
effectuées. Le second graphique présente l’erreur RMS finale en test des individus obtenant la
meilleure adéquation en entraînement.
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Figure A.10: Résultats détaillés pour Nguyen-7 (taille et bloat). Le premier graphique pré-
sente la taille moyenne des individus en fonction de la génération. Le diagramme à boites
présente la taille des meilleurs individus finaux. Le troisième graphique présente le niveau de
bloat final pour chacune des techniques (selon l’équation 2.1).
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A.8 Régression symbolique : Pagie-1

A.8.1 Description du problème et paramètres utilisés

Ce problème est une régression symbolique sur deux dimensions, suivant l’équation suivante :

f(x,y) =
1

1 + x−4
+

1

1 + y−4
(A.3)

Le jeu d’entraînement est composé de 25 points également espacés sur [−5, 5] dans chacune des
dimensions. Aucun jeu de test n’est défini dans la littérature pour ce problème. Dans le cadre
de ce mémoire, nous avons utilisé 50 points uniformément distribués, sur le même intervalle.
L’ensemble de primitives utilisé est standard : {+,−, ∗, /,neg, cos, sin, ln}, la division et le
logarithme étant protégés afin d’éviter les erreurs. Une constante éphémère pouvant prendre
n’importe quelle valeur sur l’intervalle [−1, 1] est aussi utilisée. L’initialisation est effectuée
en utilisant la technique du ramped half-and-half pour produire des arbres d’une hauteur
maximale allant de 2 à 5. La métrique utilisée comme adéquation est l’erreur RMS.

A.8.2 Revue de littérature et résultats précédents

Initialement introduit par Pagie et Hogeweq [33], ce problème a été utilisé dans la littéra-
ture pour des expérimentations portant sur différents aspects de la GP. Spector et Helmuth
rapportent une erreur moyenne de 0.32 en test [52]. Ce problème fait également partie des
problèmes de test recommandés par [40].
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A.8.3 Résultats

Table A.9: Résultats détaillés des différentes méthodes de contrôle du bloat pour le problème
Pagie-1.

Méthode Erreur (entr.) Erreur (test) Effort Taille Bloat
Double tournoi 0.064 0.252 1.0 1.0 0.2
Limite dynamique 0.051 0.236 14.8 23.6 59.1
DynOpEq 0.040 0.207 28.7 24.6 68.4
FlatOpEq 0.047 0.220 6.6 5.0 3.1
HARM-GP 0.047 0.219 1.9 2.2 3.6
MutOpEq 0.050 0.235 5.5 7.8 11.4
Bouturage 0.060 0.239 10.6 16.4 35.5
SS+E 0.048 0.205 6.5 7.7 29.8
Limite fixe 0.042 0.217 3.3 2.9 6.4
Tarpéienne 0.051 0.234 1.9 2.0 4.2
Référence - - 2 741 243 30 -

Table A.10: Résultats détaillés des différentes méthodes de contrôle du bloat pour le problème
Pagie-1, avec un effort de calcul équivalent pour toutes les méthodes.

Méthode Erreur (entr.) Erreur (test) Effort Taille Bloat
Double tournoi 0.045 0.217 1.0 1.0 2.5
Limite dynamique 0.051 0.236 9.7 15.5 59.1
DynOpEq 0.040 0.207 18.8 16.1 68.4
FlatOpEq 0.047 0.220 4.3 3.3 3.1
HARM-GP 0.041 0.216 1.3 1.5 3.7
MutOpEq 0.050 0.235 3.6 5.1 11.4
Bouturage 0.060 0.239 7.0 10.8 35.5
SS+E 0.048 0.205 4.3 5.0 29.8
Limite fixe 0.033 0.209 2.4 2.2 7.1
Tarpéienne 0.042 0.211 1.5 1.5 4.4
Référence - - 4 182 382 46 -
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(b) Meilleure adéquation (erreur RMS) finale en entraînement pour chacune des 100 exécutions
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(c) Meilleure adéquation (erreur RMS) en entraînement en fonction de l’effort de calcul

Figure A.11: Résultats détaillés pour Pagie-1 (adéquation en entraînement). Le premier
graphe présente la médiane sur les 100 exécutions de la meilleure adéquation (erreur RMS)
obtenue sur le jeu d’entraînement, en fonction du nombre d’évaluations effectuées. Le second
graphique présente la valeur finale de la meilleure adéquation en entraînement. Le troisième
présente la médiane sur les 100 exécutions de la meilleure adéquation atteinte en entraînement
en fonction de l’effort de calcul (nombre de nœuds évalués).
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(b) Meilleure adéquation (erreur RMS) finale en test pour chacune des 100 exécutions

Figure A.12: Résultats détaillés pour Pagie-1 (adéquation en test). Le premier graphe pré-
sente la médiane sur les 100 exécutions de l’adéquation (erreur RMS) obtenue sur le jeu de
test par le meilleur individu sur le jeu d’entraînement, en fonction du nombre d’évaluations
effectuées. Le second graphique présente l’erreur RMS finale en test des individus obtenant la
meilleure adéquation en entraînement.
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Figure A.13: Résultats détaillés pour Pagie-1 (taille et bloat). Le premier graphique présente
la taille moyenne des individus en fonction de la génération. Le diagramme à boites présente
la taille des meilleurs individus finaux. Le troisième graphique présente le niveau de bloat final
pour chacune des techniques (selon l’équation 2.1).
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A.9 Régression symbolique : Vladislavleva-4

A.9.1 Description du problème et paramètres utilisés

Ce problème est une régression symbolique sur cinq dimensions, suivant l’équation suivante :

f(x1,x2, . . . ,x5)
10

5 +
∑5

i=1(xi − 3)2
(A.4)

Le jeu d’entraînement contient 1024 points, uniformément tirés dans l’intervalle [0.05, 6.05],
ainsi que 500 points de test contenus dans l’intervalle [−0.25, 6.35]. L’ensemble de primitives
utilisé est standard : {+,−, ∗, /,neg, cos, sin, ln}, la division et le logarithme étant protégés
afin d’éviter les erreurs. Une constante éphémère pouvant prendre n’importe quelle valeur sur
l’intervalle [−1, 1] est aussi utilisée. L’initialisation est effectuée en utilisant la technique du
ramped half-and-half pour produire des arbres d’une hauteur maximale allant de 2 à 5. La
métrique utilisée comme adéquation est l’erreur RMS.

A.9.2 Revue de littérature et résultats précédents

Lors de son introduction par Vladislavleva et al. [34], ce problème a été décrit comme conçu
pour vérifier la capacité de généralisation de la GP. Dans ce même article, une erreur RMS en
entraînement de 0.173 est rapportée, ainsi qu’une erreur RMS en test de 0.277. Ce problème
fait aussi partie des problèmes de test recommandés par [40].
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A.9.3 Résultats

Table A.11: Résultats détaillés des différentes méthodes de contrôle du bloat pour le problème
Vladislavleva-4.

Méthode Erreur (entr.) Erreur (test) Effort Taille Bloat
Double tournoi 0.194 0.199 1.0 1.0 -0.7
Limite dynamique 0.165 0.180 30.0 39.2 58.2
DynOpEq 0.116 0.149 87.0 56.7 113.3
FlatOpEq 0.118 0.150 34.1 23.1 40.8
HARM-GP 0.137 0.165 3.2 3.3 4.1
MutOpEq 0.138 0.163 19.3 23.0 42.2
Bouturage 0.194 0.200 7.8 10.8 -0.8
SS+E 0.156 0.171 14.0 12.8 35.4
Limite fixe 0.133 0.162 6.2 4.7 9.6
Tarpéienne 0.174 0.192 3.4 2.7 2.9
Référence - - 1 565 337 22 -

Table A.12: Résultats détaillés des différentes méthodes de contrôle du bloat pour le problème
Vladislavleva-4, avec un effort de calcul équivalent pour toutes les méthodes.

Méthode Erreur (entr.) Erreur (test) Effort Taille Bloat
Double tournoi 0.119 0.154 1.0 1.0 5.1
Limite dynamique 0.159 0.178 8.3 12.2 61.7
DynOpEq 0.116 0.149 22.8 16.8 113.3
FlatOpEq 0.118 0.150 9.0 6.8 40.8
HARM-GP 0.115 0.150 1.0 1.3 4.8
MutOpEq 0.129 0.155 5.1 6.1 40.7
Bouturage 0.148 0.170 4.6 7.5 34.5
SS+E 0.147 0.165 3.6 3.6 34.3
Limite fixe 0.118 0.152 2.2 2.0 12.7
Tarpéienne 0.117 0.152 1.8 1.7 12.1
Référence - - 5 963 511 75 -
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(b) Meilleure adéquation (erreur RMS) finale en entraînement pour chacune des 100 exécutions
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(c) Meilleure adéquation (erreur RMS) en entraînement en fonction de l’effort de calcul

Figure A.14: Résultats détaillés pour Vladislavleva-4 (adéquation en entraînement). Le pre-
mier graphe présente la médiane sur les 100 exécutions de la meilleure adéquation (erreur
RMS) obtenue sur le jeu d’entraînement, en fonction du nombre d’évaluations effectuées. Le
second graphique présente la valeur finale de la meilleure adéquation en entraînement. Le
troisième présente la médiane sur les 100 exécutions de la meilleure adéquation atteinte en
entraînement en fonction de l’effort de calcul (nombre de nœuds évalués).
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(b) Meilleure adéquation (erreur RMS) finale en test pour chacune des 100 exécutions

Figure A.15: Résultats détaillés pour Vladislavleva-4 (adéquation en test). Le premier graphe
présente la médiane sur les 100 exécutions de l’adéquation (erreur RMS) obtenue sur le jeu de
test par le meilleur individu sur le jeu d’entraînement, en fonction du nombre d’évaluations
effectuées. Le second graphique présente l’erreur RMS finale en test des individus obtenant la
meilleure adéquation en entraînement.
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Figure A.16: Résultats détaillés pour Vladislavleva-4 (taille et bloat). Le premier graphique
présente la taille moyenne des individus en fonction de la génération. Le diagramme à boites
présente la taille des meilleurs individus finaux. Le troisième graphique présente le niveau de
bloat final pour chacune des techniques (selon l’équation 2.1).
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A.10 Régression symbolique : Bioavailability

A.10.1 Description du problème et paramètres utilisés

Ce problème est une régression symbolique à données réelles, dont l’objectif est d’estimer
la biodisponibilité humaine de diverses substances chimiques. Le jeu de données contient
718 instances, possédant chacune 241 attributs (ce qui fait de ce problème un problème à
haute dimensionnalité). La métrique d’adéquation utilisée est l’erreur RMS. Pour chaque
exécution, 30% des données sont conservées comme jeu de test, la part restant étant utili-
sée pour l’entraînement. La séparation, bien qu’aléatoire, est la même pour les exécutions
correspondantes de chacune des méthodes (autrement dit, l’exécution # 42 de chacune des
méthodes utilise le même jeu d’entraînement). L’ensemble de primitives utilisé est réduit
par rapport à l’ensemble standard de régression symbolique : {+,−, ∗, /}, la division étant
protégée afin d’éviter les erreurs. Une constante éphémère pouvant prendre n’importe quelle
valeur sur l’intervalle [−1, 1] est aussi utilisée. L’initialisation est effectuée en utilisant la
technique du ramped half-and-half pour produire des arbres d’une hauteur maximale al-
lant de 2 à 5. Le jeu de données est disponible publiquement au téléchargement à l’adresse
http://personal.disco.unimib.it/Vanneschi/bioavailability.txt.

A.10.2 Revue de littérature et résultats précédents

Initialement proposé par Silva et Vanneschi [26], ce problème a été depuis régulièrement utilisé
pour l’analyse et la comparaison de différentes méthodes de contrôle du bloat. Dans leur article
original, les auteurs rapportent une erreur RMS d’environ 29 sur le jeu d’entraînement et 34
sur le jeu de test. Dans un autre article [52], des erreurs médianes de 38 (en entraînement) et
42 (en test) sont rapportées. Ce problème est aussi proposé comme problème de test général
en GP [53].
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A.10.3 Résultats

Table A.13: Résultats détaillés des différentes méthodes de contrôle du bloat pour le problème
Bioavailability.

Méthode Erreur (entr.) Erreur (test) Effort Taille Bloat
Double tournoi 27.874 33.903 2.0 1.6 6.0
Limite dynamique 27.076 36.457 27.7 31.8 143.5
DynOpEq 24.581 46.796 58.9 34.9 148.9
FlatOpEq 27.829 33.019 4.7 3.7 5.0
HARM-GP 28.691 31.511 1.0 1.0 1.8
MutOpEq 27.273 35.539 6.6 7.6 23.4
Bouturage 28.333 36.449 10.1 14.9 41.7
SS+E 28.707 31.332 6.1 7.8 44.7
Limite fixe 25.690 33.982 5.8 4.3 20.8
Tarpéienne 26.305 34.847 4.2 3.3 26.8
Référence - - 6 280 874 100 -

Table A.14: Résultats détaillés des différentes méthodes de contrôle du bloat pour le problème
Bioavailability, avec un effort de calcul équivalent pour toutes les méthodes.

Méthode Erreur (entr.) Erreur (test) Effort Taille Bloat
Double tournoi 26.887 32.911 1.9 1.5 6.7
Limite dynamique 27.076 36.457 25.7 29.6 143.5
DynOpEq 24.581 46.796 54.8 32.5 148.9
FlatOpEq 27.595 33.406 4.8 4.0 6.5
HARM-GP 27.354 32.009 1.0 1.0 2.1
MutOpEq 27.273 35.539 6.1 7.1 23.4
Bouturage 28.333 36.449 9.4 13.9 41.7
SS+E 28.707 31.332 5.7 7.3 44.7
Limite fixe 25.459 34.707 5.4 3.9 20.8
Tarpéienne 25.828 33.881 3.9 3.0 25.4
Référence - - 6 758 465 107 -
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(c) Meilleure adéquation (erreur RMS) en entraînement en fonction de l’effort de calcul

Figure A.17: Résultats détaillés pour Bioavailability (adéquation en entraînement). Le pre-
mier graphe présente la médiane sur les 100 exécutions de la meilleure adéquation (erreur
RMS) obtenue sur le jeu d’entraînement, en fonction du nombre d’évaluations effectuées. Le
second graphique présente la valeur finale de la meilleure adéquation en entraînement. Le
troisième présente la médiane sur les 100 exécutions de la meilleure adéquation atteinte en
entraînement en fonction de l’effort de calcul (nombre de nœuds évalués).
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(b) Meilleure adéquation (erreur RMS) finale en test pour chacune des 100 exécutions

Figure A.18: Résultats détaillés pour Bioavailability (adéquation en test). Le premier graphe
présente la médiane sur les 100 exécutions de l’adéquation (erreur RMS) obtenue sur le jeu de
test par le meilleur individu sur le jeu d’entraînement, en fonction du nombre d’évaluations
effectuées. Le second graphique présente l’erreur RMS finale en test des individus obtenant la
meilleure adéquation en entraînement.
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Figure A.19: Résultats détaillés pour Bioavailability (taille et bloat). Le premier graphique
présente la taille moyenne des individus en fonction de la génération. Le diagramme à boites
présente la taille des meilleurs individus finaux. Le troisième graphique présente le niveau de
bloat final pour chacune des techniques (selon l’équation 2.1).
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A.11 Régression symbolique : Dow Chemical

A.11.1 Description du problème et paramètres utilisés

Ce problème est aussi une régression symbolique à données réelles, mais avec un nombre réduit
de dimensions, soit 57 au total. Le jeu de données est déjà divisé en deux parts, une pour l’en-
traînement (747 instances) et l’autre pour le test (319 instances). Préalablement à l’évolution,
nous avons appliqué une transformation blanchissante (à savoir une transformation menant
à une moyenne nulle et une variance unitaire, ND(0, I). Cette transformation blanchissante a
été calculée uniquement sur le jeu d’entraînement. L’ensemble de primitives utilisé est réduit
par rapport à l’ensemble standard de régression symbolique : {+,−, ∗, /}, la division étant
protégée afin d’éviter les erreurs. Une constante éphémère pouvant prendre n’importe quelle
valeur sur l’intervalle [−1, 1] est aussi utilisée. L’initialisation est effectuée en utilisant la tech-
nique du ramped half-and-half pour produire des arbres d’une hauteur maximale allant de
2 à 5. Le jeu de données est disponible publiquement au téléchargement à l’adresse http:

//casnew.iti.upv.es/index.php/evocompetitions/105-symregcompetition. La métrique
d’adéquation utilisée est l’erreur RMS.

A.11.2 Revue de littérature et résultats précédents

Ce problème a été originellement créé comme défi pour la compétition de régression symbo-
lique à la conférence EvoStar 2010. Il a été utilisé dans quelques articles tels que [35], et fait
également parti de la liste des problèmes recommandés en GP [40].
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A.11.3 Résultats

Table A.15: Résultats détaillés des différentes méthodes de contrôle du bloat pour le problème
Dow Chemical.

Méthode Erreur (entr.) Erreur (test) Effort Taille Bloat
Double tournoi 0.221 0.234 1.0 3.9 -0.6
Limite dynamique 0.182 0.257 27.7 185.4 63.4
DynOpEq 0.159 0.228 52.6 198.6 65.8
FlatOpEq 0.268 0.271 17.9 1.0 0.6
HARM-GP 0.181 0.201 1.7 7.9 1.0
MutOpEq 0.175 0.195 10.2 59.5 15.9
Bouturage 0.284 0.274 1.7 11.5 -0.8
SS+E 0.180 0.193 5.6 38.1 18.7
Limite fixe 0.164 0.231 5.3 19.7 5.6
Tarpéienne 0.184 0.222 2.9 12.3 2.7
Référence - - 2 199 072 7 -

Table A.16: Résultats détaillés des différentes méthodes de contrôle du bloat pour le problème
Dow Chemical, avec un effort de calcul équivalent pour toutes les méthodes.

Méthode Erreur (entr.) Erreur (test) Effort Taille Bloat
Double tournoi 0.154 0.166 1.2 10.6 2.2
Limite dynamique 0.182 0.257 13.4 185.4 63.4
DynOpEq 0.159 0.228 25.5 198.6 65.8
FlatOpEq 0.268 0.271 8.7 1.0 0.6
HARM-GP 0.160 0.166 1.0 10.2 1.2
MutOpEq 0.175 0.195 4.9 59.5 15.9
Bouturage 0.244 0.247 1.7 29.3 -0.7
SS+E 0.180 0.193 2.7 38.1 18.7
Limite fixe 0.158 0.227 2.7 20.7 6.4
Tarpéienne 0.155 0.184 1.7 14.5 4.1
Référence - - 4 535 017 7 -
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Figure A.20: Résultats détaillés pour Dow Chemical (adéquation en entraînement). Le pre-
mier graphe présente la médiane sur les 100 exécutions de la meilleure adéquation (erreur
RMS) obtenue sur le jeu d’entraînement, en fonction du nombre d’évaluations effectuées. Le
second graphique présente la valeur finale de la meilleure adéquation en entraînement. Le
troisième présente la médiane sur les 100 exécutions de la meilleure adéquation atteinte en
entraînement en fonction de l’effort de calcul (nombre de nœuds évalués).
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(b) Meilleure adéquation (erreur RMS) finale en test pour chacune des 100 exécutions

Figure A.21: Résultats détaillés pour Dow Chemical (adéquation en test). Le premier graphe
présente la médiane sur les 100 exécutions de l’adéquation (erreur RMS) obtenue sur le jeu de
test par le meilleur individu sur le jeu d’entraînement, en fonction du nombre d’évaluations
effectuées. Le second graphique présente l’erreur RMS finale en test des individus obtenant la
meilleure adéquation en entraînement.
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Figure A.22: Résultats détaillés pour Dow Chemical (taille et bloat). Le premier graphique
présente la taille moyenne des individus en fonction de la génération. Le diagramme à boites
présente la taille des meilleurs individus finaux. Le troisième graphique présente le niveau de
bloat final pour chacune des techniques (selon l’équation 2.1).
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A.12 Classification : Adult Dataset

A.12.1 Description du problème et paramètres utilisés

Ce problème est un problème de classification à deux classes, dont l’objectif est de dé-
terminer si le revenu d’une personne est inférieur ou supérieur à 50 000 $ à partir de di-
verses données sociologiques. Le jeu de données est disponible sur le site de l’UCI, mais
nous avons utilisé une version légèrement modifiée provenant de libsvm, où les attributs
continus sont discrétisés (plus précisément, nous avons utilisé le jeu de données a9a de la
page http://www.csie.ntu.edu.tw/~cjlin/libsvmtools/datasets/). Sous cette forme, la
dimensionnalité du problème s’élève à 123. L’ensemble de primitives utilisé est classique pour
un problème de classification : {+,−, ∗, /, iflessthan}, la division étant protégée afin d’éviter
les erreurs. Une constante éphémère pouvant prendre n’importe quelle valeur sur l’intervalle
[−1, 1] est aussi utilisée. L’initialisation est effectuée en utilisant la technique du ramped half-
and-half pour produire des arbres d’une hauteur maximale allant de 2 à 5. La métrique
d’adéquation utilisée est le taux d’erreur sur le jeu d’entraînement.

A.12.2 Revue de littérature et résultats précédents

Ce problème a été utilisé à de nombreuses reprises dans la littérature en apprentissage au-
tomatique, et fait partie de la CHIRP suite [36], ensemble de problèmes de classification
intéressants. Dans [36], l’erreur minimale commise en test est d’environ 15%. Ce niveau de
performance correspond à celui rapporté avec l’utilisation d’un SVM [54]. Finalement, une
erreur d’environ 13% a également été atteinte avec différentes optimisations [55]. Ce problème
fait également partie des problèmes de test recommandés par [40].
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A.12.3 Résultats

Table A.17: Résultats détaillés des différentes méthodes de contrôle du bloat pour le problème
Adult.

Méthode Erreur (entr.) Erreur (test) Effort Taille Bloat
Double tournoi 0.158 0.158 2.3 1.9 2.9
Limite dynamique 0.164 0.164 17.0 20.8 40.0
DynOpEq 0.159 0.160 41.1 26.5 52.4
FlatOpEq 0.157 0.158 19.4 12.3 13.6
HARM-GP 0.161 0.160 1.0 1.0 0.2
MutOpEq 0.159 0.159 8.3 7.2 14.1
Bouturage 0.162 0.162 11.1 17.0 36.2
SS+E 0.164 0.162 6.4 5.8 18.0
Limite fixe 0.156 0.158 7.9 6.6 13.8
Tarpéienne 0.156 0.158 4.5 4.0 7.2
Référence - - 4 630 486 65 -

Table A.18: Résultats détaillés des différentes méthodes de contrôle du bloat pour le problème
Adult, avec un effort de calcul équivalent pour toutes les méthodes.

Méthode Erreur (entr.) Erreur (test) Effort Taille Bloat
Double tournoi 0.157 0.157 2.4 2.0 3.2
Limite dynamique 0.164 0.164 16.4 19.7 40.0
DynOpEq 0.159 0.160 39.9 25.0 52.4
FlatOpEq 0.157 0.158 18.8 11.7 13.6
HARM-GP 0.160 0.159 1.0 1.0 0.3
MutOpEq 0.159 0.159 8.1 6.8 14.1
Bouturage 0.162 0.162 10.8 16.0 36.2
SS+E 0.164 0.162 6.2 5.4 18.0
Limite fixe 0.156 0.158 7.6 6.2 13.8
Tarpéienne 0.156 0.158 4.4 3.7 7.2
Référence - - 4 772 445 69 -
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Figure A.23: Résultats détaillés pour Adult (adéquation en entraînement). Le premier graphe
présente la médiane sur les 100 exécutions de la meilleure adéquation (taux d’erreur) obtenue
sur le jeu d’entraînement, en fonction du nombre d’évaluations effectuées. Le second graphique
présente la valeur finale de la meilleure adéquation en entraînement. Le troisième présente la
médiane sur les 100 exécutions de la meilleure adéquation atteinte en entraînement en fonction
de l’effort de calcul (nombre de nœuds évalués).
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Figure A.24: Résultats détaillés pour Adult (adéquation en test). Le premier graphe présente
la médiane sur les 100 exécutions de l’adéquation (taux d’erreur) obtenue sur le jeu de test par
le meilleur individu sur le jeu d’entraînement, en fonction du nombre d’évaluations effectuées.
Le second graphique présente le taux d’erreur final en test des individus obtenant la meilleure
adéquation en entraînement.
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Figure A.25: Résultats détaillés pour Adult (taille et bloat). Le premier graphique présente
la taille moyenne des individus en fonction de la génération. Le diagramme à boites présente
la taille des meilleurs individus finaux. Le troisième graphique présente le niveau de bloat final
pour chacune des techniques (selon l’équation 2.1).
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A.13 Classification : Magic Gamma Telescope Dataset

A.13.1 Description du problème et paramètres utilisés

Ce problème a pour but la conception d’un classifieur capable de différentier un signal re-
présentant un phénomène d’intérêt pour les astrophysiciens du bruit de fond cosmologique.
Le jeu de données fourni n’est pas balancé, et chaque instance possède dix attributs. L’en-
semble de primitives utilisé est classique : {+,−, ∗, /, iflessthan}, la division étant protégée
afin d’éviter les erreurs. Une constante éphémère pouvant prendre n’importe quelle valeur sur
l’intervalle [−1, 1] est aussi utilisée. L’initialisation est effectuée en utilisant la technique du
ramped half-and-half pour produire des arbres d’une hauteur maximale allant de 2 à 5. La
métrique d’adéquation utilisée est le taux d’erreur sur le jeu d’entraînement. Ce jeu de données
peut être obtenu à partir de la base de problèmes UCI : http://archive.ics.uci.edu/ml/
datasets/MAGIC+Gamma+Telescope.

A.13.2 Revue de littérature et résultats précédents

Ce problème est considéré comme difficile, d’une part à cause du débalancement de son jeu de
données, d’autre part à cause du fait que sa définition rend un faux positif (interpréter du bruit
comme un signal) significativement plus problématique qu’un faux négatif (rater un signal en
l’interprétant comme du bruit). Dans un comparatif de classifieurs, Bock et al. rapportent un
taux d’erreur d’environ 12% sur le jeu de test [37].
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A.13.3 Résultats

Table A.19: Résultats détaillés des différentes méthodes de contrôle du bloat pour le problème
Magic.

Méthode Erreur (entr.) Erreur (test) Effort Taille Bloat
Double tournoi 0.149 0.159 2.1 1.8 4.0
Limite dynamique 0.144 0.161 20.0 22.3 55.9
DynOpEq 0.137 0.155 40.2 19.4 52.4
FlatOpEq 0.141 0.153 15.3 7.8 14.7
HARM-GP 0.153 0.160 1.0 1.0 0.3
MutOpEq 0.147 0.163 8.8 7.2 16.2
Bouturage 0.156 0.167 13.3 14.9 46.8
SS+E 0.153 0.159 7.4 7.7 26.9
Limite fixe 0.139 0.157 7.7 5.8 15.5
Tarpéienne 0.140 0.158 4.4 3.3 7.8
Référence - - 4 858 638 78 -

Table A.20: Résultats détaillés des différentes méthodes de contrôle du bloat pour le problème
Magic, avec un effort de calcul équivalent pour toutes les méthodes.

Méthode Erreur (entr.) Erreur (test) Effort Taille Bloat
Double tournoi 0.136 0.151 2.7 2.3 5.0
Limite dynamique 0.144 0.161 19.2 22.7 55.9
DynOpEq 0.137 0.155 38.6 19.7 52.4
FlatOpEq 0.141 0.153 14.6 7.9 14.7
HARM-GP 0.141 0.154 1.0 1.0 0.4
MutOpEq 0.143 0.160 8.2 7.1 15.0
Bouturage 0.153 0.165 12.7 15.3 50.8
SS+E 0.149 0.157 7.3 7.7 26.2
Limite fixe 0.134 0.155 7.5 5.8 14.7
Tarpéienne 0.134 0.151 4.7 4.0 9.0
Référence - - 5 065 981 77 -
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Figure A.26: Résultats détaillés pour Magic (adéquation en entraînement). Le premier graphe
présente la médiane sur les 100 exécutions de la meilleure adéquation (taux d’erreur) obtenue
sur le jeu d’entraînement, en fonction du nombre d’évaluations effectuées. Le second graphique
présente la valeur finale de la meilleure adéquation en entraînement. Le troisième présente la
médiane sur les 100 exécutions de la meilleure adéquation atteinte en entraînement en fonction
de l’effort de calcul (nombre de nœuds évalués).
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Figure A.27: Résultats détaillés pour Magic (adéquation en test). Le premier graphe présente
la médiane sur les 100 exécutions de l’adéquation (taux d’erreur) obtenue sur le jeu de test par
le meilleur individu sur le jeu d’entraînement, en fonction du nombre d’évaluations effectuées.
Le second graphique présente le taux d’erreur final en test des individus obtenant la meilleure
adéquation en entraînement.
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Figure A.28: Résultats détaillés pour Magic (taille et bloat). Le premier graphique présente
la taille moyenne des individus en fonction de la génération. Le diagramme à boites présente
la taille des meilleurs individus finaux. Le troisième graphique présente le niveau de bloat final
pour chacune des techniques (selon l’équation 2.1).
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A.14 Classification : Spambase

A.14.1 Description du problème et paramètres utilisés

Ce problème de classification a pour but la réalisation d’un filtre anti-spam. Son jeu de données
contient 4601 instances, chacune possédant 57 attributs (ces attributs représentent différents
aspects d’un courriel ou la fréquence d’occurrence de certains mots). L’ensemble de primitives
utilisé est classique : {+,−, ∗, /, iflessthan}, la division étant protégée afin d’éviter les erreurs.
Une constante éphémère pouvant prendre n’importe quelle valeur sur l’intervalle [−1, 1] est
aussi utilisée. L’initialisation est effectuée en utilisant la technique du ramped half-and-half
pour produire des arbres d’une hauteur maximale allant de 2 à 5. La métrique d’adéquation
utilisée est le taux d’erreur sur le jeu d’entraînement. Nous avons divisé le jeu de données en
deux parts inégales, en conservant 30% des instances comme jeu de test, et utilisant le reste
pour l’entraînement. Le jeu de données complet peut être téléchargé à partir de la base de
problèmes UCI : http://archive.ics.uci.edu/ml/datasets/Spambase.

A.14.2 Revue de littérature et résultats précédents

Ce problème a beaucoup été utilisé en apprentissage automatique. Lee et al. [38] proposent une
revue de la littérature à ce sujet, et rapportent des erreurs de classification variant entre 5% et
12%, tout dépendant du degré d’optimisation de l’algorithme (dans certains cas, l’algorithme
de classification était spécifiquement optimisé pour ce problème, ce qui n’est pas notre cas).
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A.14.3 Résultats

Table A.21: Résultats détaillés des différentes méthodes de contrôle du bloat pour le problème
Spambase.

Méthode Erreur (entr.) Erreur (test) Effort Taille Bloat
Double tournoi 0.064 0.077 2.6 1.5 3.2
Limite dynamique 0.068 0.085 16.0 12.5 37.3
DynOpEq 0.058 0.081 31.3 11.2 27.5
FlatOpEq 0.063 0.080 12.1 5.5 10.4
HARM-GP 0.071 0.080 1.0 1.0 0.3
MutOpEq 0.069 0.087 7.3 4.8 12.6
Bouturage 0.072 0.085 19.1 16.0 45.1
SS+E 0.068 0.080 11.0 12.0 41.2
Limite fixe 0.059 0.079 6.6 3.7 10.8
Tarpéienne 0.064 0.080 3.6 2.1 5.2
Référence - - 5 210 493 98 -

Table A.22: Résultats détaillés des différentes méthodes de contrôle du bloat pour le problème
Spambase.

Méthode Erreur (entr.) Erreur (test) Effort Taille Bloat
Double tournoi 0.064 0.077 2.5 1.6 3.2
Limite dynamique 0.068 0.085 15.5 13.1 37.3
DynOpEq 0.058 0.081 30.3 11.8 27.5
FlatOpEq 0.063 0.080 11.8 5.8 10.4
HARM-GP 0.068 0.081 1.0 1.0 0.3
MutOpEq 0.069 0.087 7.1 5.0 12.6
Bouturage 0.072 0.085 18.5 16.9 45.1
SS+E 0.068 0.080 10.6 12.7 41.2
Limite fixe 0.059 0.079 6.4 3.9 10.8
Tarpéienne 0.064 0.080 3.5 2.2 5.2
Référence - - 5 380 360 93 -
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Figure A.29: Résultats détaillés pour Spambase (adéquation en entraînement). Le premier
graphe présente la médiane sur les 100 exécutions de la meilleure adéquation (taux d’erreur)
obtenue sur le jeu d’entraînement, en fonction du nombre d’évaluations effectuées. Le second
graphique présente la valeur finale de la meilleure adéquation en entraînement. Le troisième
présente la médiane sur les 100 exécutions de la meilleure adéquation atteinte en entraînement
en fonction de l’effort de calcul (nombre de nœuds évalués).
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Figure A.30: Résultats détaillés pour Spambase (adéquation en test). Le premier graphe
présente la médiane sur les 100 exécutions de l’adéquation (taux d’erreur) obtenue sur le jeu
de test par le meilleur individu sur le jeu d’entraînement, en fonction du nombre d’évaluations
effectuées. Le second graphique présente le taux d’erreur final en test des individus obtenant
la meilleure adéquation en entraînement.
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Figure A.31: Résultats détaillés pour Spambase (taille et bloat). Le premier graphique pré-
sente la taille moyenne des individus en fonction de la génération. Le diagramme à boites
présente la taille des meilleurs individus finaux. Le troisième graphique présente le niveau de
bloat final pour chacune des techniques (selon l’équation 2.1).
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A.15 Classification : Protein Structure Prediction (PSP-100)

A.15.1 Description du problème et paramètres utilisés

Ce problème consiste en la prédiction d’un repliement protéique, formulé de façon à former un
problème classification binaire. Nous avons utilisé un jeu de données à moyenne dimension-
nalité (100 attributs). Ce jeu contenant 2 550 000 instances réparties en 10 sous-ensembles,
nous avons réduit le nombre d’instances réellement utilisées lors de l’évaluation. Première-
ment, les sous-ensembles sont distribués entre les exécutions selon un processus round-robin.
Par la suite, un sous-ensemble, formé de 10 000 instances d’entraînement et 5000 de test est
extrait en conservant le ratio du sous-ensemble original. C’est ce dernier sous-ensemble qui est
finalement utilisé dans les exécutions de GP. L’ensemble de primitives utilisé est classique :
{+,−, ∗, /, iflessthan}, la division étant protégée afin d’éviter les erreurs. Une constante éphé-
mère pouvant prendre n’importe quelle valeur sur l’intervalle [−1, 1] est aussi utilisée. L’ini-
tialisation est effectuée en utilisant la technique du ramped half-and-half pour produire des
arbres d’une hauteur maximale allant de 2 à 5. La métrique d’adéquation utilisée est le taux
d’erreur sur le jeu d’entraînement. Le jeu de données complet peut être téléchargé à l’adresse
http://icos.cs.nott.ac.uk/datasets/psp/download.html.

A.15.2 Revue de littérature et résultats précédents

Ce jeu de données est proposé sous de nombreuses formes, afin de constituer une suite de
test complète (avec différents nombres de classes, nombres d’attributs, nombres d’instances,
etc.). Pour cette raison, la comparaison directe entre deux résultats est difficile et sujette à
confusion, puisqu’il faut tout d’abord identifier le jeu de données utilisé de façon précise. Dans
notre cas, quelques études ont été faites sur des jeux de données similaires. Bacardit rapporte
un taux de succès variant entre 72% et 76%, obtenu à l’aide d’un SVM [39]. Dans ce même
article, une approche basée sur un algorithme génétique (GA) atteint une performance un peu
moindre, de 70 à 73%. Finalement, Franco et al. rapportent un taux d’erreur de 27.5% [56].
Ce problème fait également partie des problèmes de test recommandés par [40].
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A.15.3 Résultats

Table A.23: Résultats détaillés des différentes méthodes de contrôle du bloat pour le problème
PSP100.

Méthode Erreur (entr.) Erreur (test) Effort Taille Bloat
Double tournoi 0.246 0.267 1.7 1.0 2.7
Limite dynamique 0.251 0.272 10.5 8.4 40.7
DynOpEq 0.238 0.269 26.4 10.2 42.0
FlatOpEq 0.243 0.270 10.2 4.4 12.7
HARM-GP 0.248 0.268 1.0 1.0 0.8
MutOpEq 0.249 0.278 6.6 4.2 16.6
Bouturage 0.253 0.276 11.0 10.1 52.2
SS+E 0.248 0.265 7.8 9.3 53.1
Limite fixe 0.242 0.269 4.3 2.4 11.0
Tarpéienne 0.248 0.271 2.7 1.7 5.7
Référence - - 5 461 516 98 -

Table A.24: Résultats détaillés des différentes méthodes de contrôle du bloat pour le problème
PSP100, avec un effort de calcul équivalent pour toutes les méthodes.

Méthode Erreur (entr.) Erreur (test) Effort Taille Bloat
Double tournoi 0.239 0.267 2.3 1.3 4.0
Limite dynamique 0.251 0.272 11.7 8.5 40.7
DynOpEq 0.238 0.269 29.5 10.2 42.0
FlatOpEq 0.243 0.270 11.4 4.4 12.7
HARM-GP 0.242 0.267 1.0 1.0 0.2
MutOpEq 0.248 0.277 7.0 4.0 15.7
Bouturage 0.253 0.276 12.3 10.1 52.2
SS+E 0.248 0.265 8.7 9.3 53.1
Limite fixe 0.237 0.268 5.0 2.6 11.8
Tarpéienne 0.240 0.270 3.8 2.1 8.1
Référence - - 4 882 353 98 -
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(b) Meilleure adéquation (Taux d’erreur) finale en entraînement pour chacune des 100 exécutions
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(c) Meilleure adéquation (Taux d’erreur) en entraînement en fonction de l’effort de calcul

Figure A.32: Résultats détaillés pour PSP100 (adéquation en entraînement). Le premier
graphe présente la médiane sur les 100 exécutions de la meilleure adéquation (taux d’erreur)
obtenue sur le jeu d’entraînement, en fonction du nombre d’évaluations effectuées. Le second
graphique présente la valeur finale de la meilleure adéquation en entraînement. Le troisième
présente la médiane sur les 100 exécutions de la meilleure adéquation atteinte en entraînement
en fonction de l’effort de calcul (nombre de nœuds évalués).
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(b) Meilleure adéquation (Taux d’erreur) finale en test pour chacune des 100 exécutions

Figure A.33: Résultats détaillés pour PSP100 (adéquation en test). Le premier graphe pré-
sente la médiane sur les 100 exécutions de l’adéquation (taux d’erreur) obtenue sur le jeu de
test par le meilleur individu sur le jeu d’entraînement, en fonction du nombre d’évaluations
effectuées. Le second graphique présente le taux d’erreur final en test des individus obtenant
la meilleure adéquation en entraînement.
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(b) Taille du meilleur individu final
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(c) Niveau de bloat final

Figure A.34: Résultats détaillés pour PSP100 (taille et bloat). Le premier graphique présente
la taille moyenne des individus en fonction de la génération. Le diagramme à boites présente
la taille des meilleurs individus finaux. Le troisième graphique présente le niveau de bloat final
pour chacune des techniques (selon l’équation 2.1).
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