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Résumé

L'utilisation de �uorofores sensibles au calcium permet de mesurer de manière non invasive

l'activité des neurones. En e�et, les potentiels d'actions font augmenter la concentration de

calcium à l'intérieur d'une cellule, ce qui à son tour fait augmenter la �uorescence. Un dé�

important est de retrouver la séquence de potentiels d'actions à partir d'une mesure de �uores-

cence. Dans ce mémoire, nous verrons comment utiliser la �uorescence calcique pour détermi-

ner une séquence de potentiels d'actions. Nous appliquons un algorithme basé sur l'algorithme

de Viterbi et les chaînes de Markov à états cachés, développés par Deneux et al. À l'aide de

cet algorithme, nous estimons les trains de potentiels d'actions ayant lieu dans un ensemble

de neurones de poisson zèbres in vivo.
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Introduction

0.1 Les neurones

De tout les types de cellules spécialisées présentes dans un animal, le neurone est possible-

ment le plus remarquable. Comme pour les autres cellules, un neurone possède un corps cel-

lulaire entouré d'une membrane qui maintient un environnement contrôlé à l'intérieur. Ainsi

les concentrations d'ions tels que le sodium (Na+), le potassium (K+), le chlorure (Cl−) et le

Calcium (Ca2+) sont gardés à des niveaux di�érents entre l'extérieur et l'intérieur du neurone,

polarisant la membrane de façon légèrement négative. [16]

La présence de ces particules possédant une charge électrique est intéressante dans le contexte

du reste de l'équipement spécialisé d'un neurone. À partir du corps cellulaire les dendrites

s'étendent, formant un réseaux de branches qui peuvent recevoir les signaux bio-électriques

envoyés d'autres neurones. Sur la membrane elle même se trouve une séries de portes et de

pompes qui permettent l'échange d'ions entre l'intérieur et l'extérieur du neurone. Finalement,

chaque neurone possède un axone, un long tube entouré d'un isolant électrique qui s'éloigne

du neurone et qui lui permet d'envoyer à son tour un signal vers d'autres neurones.[16]

Figure 0.1 � Diagramme d'un neurone présentant les dendrites, le corps cellulaire et l'axone.
[24]

Avec un tel outillage, le neurone fait penser à une composante électrique. Un modèle fré-

quemment utilisé est celui d'un circuit résistance-condensateur. Les di�érents canaux ioniques

agissent comme des circuits en série de résistances et de sources de courant. Le circuit présente

également un condensateur, ainsi qu'une pompe qui équilibre les ions de sodium et de potas-
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sium. Le tout modélise la capacité d'un neurone à recevoir et à envoyer du courant électrique.

Figure 0.2 � Diagramme d'un neurone en tant que circuit électrique

Si les neurones forment un circuit électrique accumulant et distribuant du courant, il est

important de comprendre l'unité de base du courant électrique qui est généré et voyage à

travers de tels réseaux. Les potentiels d'actions sont la base de la circulation électrique dans

le cerveau et sont générés par le mécanisme décrit ci-contre.

Lorsqu'un courant su�samment fort passe par ses dendrites, le courant atteint le soma et

provoque l'ouverture et la fermeture des canaux responsables des potentiels d'actions. Dans

un premier temps, les canaux de sodium s'ouvrent, permettant aux ions de sodium d'accéder

à la cellule. Cette entrée d'ions positifs polarise la membrane de façon positive, accélérant

l'ouverture des canaux de sodium et augmentant ainsi le nombre d'ions positifs entrant à l'in-

térieur. Ce processus polarise la membrane de façon explosive, jusqu'à que toute les portes

de sodium soient ouvertes. Les portes de sodium ferment alors, remplacés par l'ouverture de

portes qui font sortir des ions de potassium jusqu'à que la membrane retrouve sa charge néga-

tive initiale. Finalement, un système de pompes et de canaux rétablissent les concentrations

ioniques initiale, laissant le neurone dans une période de repos où il ne peut être excité. Ce

processus, où la membrane devient positive de façon très rapide avant de redevenir négative

est appelé potentiel d'action.

Les potentiels d'actions sont un phénomène "tout ou rien" ; s'il n'y a pas assez de courant

pour atteindre le seuil de polarisation explosif aucun potentiel d'action ne peut avoir lieu.

À l'inverse, si le seuil est atteint la polarisation qui suit aura toujours la même force. Les

potentiels d'actions sont l'unité de base de communication dans le cerveau, et l'enregistrement

du moment et de la fréquence des décharges pour chaque neurone est une part importante de

l'étude du fonctionnement d'un cerveau. [16]

Cette description des cycles de polarisation dépolarisation du neurone étant régulé par un

ensemble de canaux dépendant du potentiel de la membrane est issue des travaux de Hodg-

kin et Huxley.[4] La présence de canaux tensio-dépendants amenant des potentiels d'actions

d'amplitude constante est au c÷ur de la neuroscience computationnelle, qui cherche à décrire

le neurone de façon mathématique.
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Figure 0.3 � Graphique tiré d'Izhikevich[16] montrant l'e�et de deux stimulation sur un
neurone : une injection de courant trop faible pour déclencher un potentiel d'action, ainsi
qu'une injection de courant atteignant le seuil critique d'un potentiel d'action.

La capacité des neurones à servir d'unité de base du système nerveux [2] vient de leur com-

posante �nale, l'axone. Celui-ci est un prolongement du neurone qui relie chaque neurone à

d'autres neurones. Lorsqu'un neurone s'active pendant un potentiel d'action, la charge élec-

trique se propage le long de l'axone et atteint les dendrites d'autres neurones. Comme chaque

neurone peut recevoir du courant de plusieurs autres neurones simultanément, la connaissance

de la structure de connexions peut être un indice important pour savoir pourquoi un neurone

en particulier s'active ou non.

0.2 Le réseau de neurones

Ainsi, le réseau nerveux est composé de réseau de neurones de grande complexité qui forment

de vastes structures aptes à accomplir toutes les tâches qui lui sont demandées. Alors que

l'animal apprend et vieillit, de nouvelles connections entre les neurones sont ajoutées ou en-

levées. Les connexions déjà existantes entre les neurones sont également capable d'évoluer

dans le temps : une connexion de neurone utilisé fréquemment sera renforcée, améliorant la

transmission d'information. Ce processus est derrière la théorie "Hebbian" de la mémoire en

neuroscience. [20]

Ce sont les réseaux de neurones qui permettent de traiter l'information visuelle, olfactive ou

tactile ainsi que d'interpréter ces signaux et transmettre aux organes appropriés l'informa-

tion nécessaire. C'est également la forme des di�érents réseaux de neurones qui permettent

aux organismes d'enregistrer de l'information à long terme, et qui permettent aux animaux

d'apprendre sur le monde qui les entoure et même de formuler des solutions créatives aux

problèmes rencontrés dans leurs occupations quotidienne.

Il est donc intéressant de comprendre l'impact de la forme d'un réseau de neurones sur les

tâches que celui ci peut accomplir, à �n de mieux voir comment les humains pensent, forment
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des souvenirs, apprennent des choses ou toute autre question d'intérêt à la neuroscience. Ce-

pendant les réseaux présents dans le cerveau humain sont encore peu compris. La magnitude

de la tâche est colossale : les 86 milliards de neurones sont reliés par 100 billions de synapses.

[15]

Un fait qui complique l'étude des réseaux de neurones est la petite taille des liens physiques

qui les lie. Une synapse entre deux neurones mesure environ quelques centaines de nanomètres,

alors que les molécules de communications entre deux neurones demandent une résolution d'un

nanomètre qui est di�cile à obtenir avec un microscope standard. [3] Si chaque neurone possède

de l'ordre de 7000 connections synaptiques [8], il est impossible par exemple d'explorer 1012

synapses par centimètre cube dans un cerveau humain. De plus, les neurones sont eux même

cachés sous la peau et les os, compliquant l'observation d'un réseaux de neurones actif dans

un animal vivant. Il n'est donc pas pratique d'observer directement les réseaux de neurones,

en particulier pour un animal complexe comme l'homme.

C'est dans ce contexte que le poisson zèbre marque son apparition en neuroscience. Les larves

de cette espèce ont une peau et un crâne transparent, et il est possible de modi�er génétique-

ment l'animal pour que ses neurones soient �uorescentes lorsqu'un potentiel d'action a lieu.

Ainsi, chaque neurone est visible au fur et à mesure que le poisson ré�échit alors qu'il vaque

à ses occupations. De plus, l'animal possède un système de neurones similaire à l'homme tout

en étant moins complexe. Le poisson zèbre possède un cerveau d'environ 100 000 neurones

contrairement au cerveau humain de plusieurs centaines de millions de neurones.[26]

Figure 0.4 � Un poisson zèbre

Le poisson zèbre a donc été choisi comme animal de laboratoire pour un projet de sentinelle

nord sur les réseaux complexes.

Cette analyse passe par la transparence de l'animal. Il est possible de placer une larve de

poisson zèbre dans une mince couche d'eau et de �lmer l'animal pour enregistrer les neurones

alors qu'ils brillent de �uorescence. Posséder de l'information sur toute la population permet

une étude indirecte des réseaux : si l'activité de l'ensemble des neurones est connue sur une

période de temps, il est possible d'utiliser des outils issus de la statistique et de l'intelligence
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arti�cielle pour déterminer les connexions et les structures de neurones les plus plausibles. Par

exemple, si dans un enregistrement de 10 minutes l'activation d'un neurone a toujours lieu

quelques millisecondes avant l'activation d'un second neurone il est possible de faire l'hypothèse

que les deux neurones sont connectés. En observant le moment d'activité pour chaque neurone

il devient possible de faire une hypothèse pour l'ensemble du réseau.

Cette approche indirecte permet d'étudier plusieurs questions reliées aux réseaux de neurones :

quelle structures prennent les réseaux de neurone ? Quelles sont leurs propriétés topologiques ?

Y a-t-il des modèles existants qui décrivent l'organisation du réseau ? Statistiquement, quelle

est la distribution du nombre de degré du réseau, c'est-à-dire, la distribution du nombre de

neurones auquel un neurone est connecté ? Existe-t-il une minorité de neurone qui représentent

la majorité des connections ? Le type de questions et de propriétés recherché est décrit plus

en profondeur au chapitre 7 sur la théorie des réseaux. L'utilisation des idées de théorie des

réseaux est motivée par l'importance de la forme du réseau de neurone sur ses fonctionnalités.

[20]

Si la méthode de reconstruction du réseau permet de contourner l'étude directe des synapses,

cette technique amène plusieurs dé�s et contraintes qui compliquent son usage. Les données

de �uorescence doivent être obtenues en laboratoire, et chaque neurone doit être identi�é pour

que son activité soit extraite. Vient ensuite la tâche de convertir la �uorescence de chaque

neurone en information sur le moment précis où chaque neurone s'active. Une fois le timing

d'activité obtenu pour chaque neurone il est possible d'analyser les données pour proposer une

matrice de connexion entre chaque neurone. Finalement, une fois qu'une approximation du

réseau est obtenue, il reste encore à faire l'analyse de théorie des réseau sur l'approximation.

0.3 La reconstruction du réseau

Les quatre étapes du processus d'inférence d'un réseau de neurones sont très riches mathémati-

quement, tant en problèmes à résoudre qu'en outils développés. Dans ce texte je m'intéresserai

à deux parties du problème : l'extraction de l'activité des neurones à partir de la �uorescence

calcique, ainsi que l'analyse de la forme du réseau de neurones et de ses propriétés.

La description des autres étapes du processus en détail dépasse largement le cadre de ce texte.

Les deux sujets seront discutés ici brièvement, et des sources seront présentées pour le lecteur

intéressé.

La �uorescence calcique ainsi que la segmentation de neurones sont en eux-même des do-

maines scienti�ques complexes. Un historique de l'imagerie calcique peut être trouvé dans

"Imaging Calcium in Neurons"[5], dont les grandes lignes sont adaptées ici : L'introduction de

la �uorescence calcique est liée au développement parallèle de meilleurs colorants qui détectent

le calcium, et l'amélioration de meilleurs outils pour détecter la �uorescence. L'introduction

5



des GECI, "genetically encoded calcium indicators" ou "indicateurs de calcium encodés gé-

nétiquement" en 1997 a permis que les cellules traquées génèrent elles-mêmes des protéines

interagissant avec le calcium pour créer de la �uorescence. Le calcium lui même est utile à tra-

quer puisqu'il sert de messager à l'intérieur des neurones, et donc de proxy pour les potentiels

d'actions.

D'un point de vue mathématique l'évolution du calcium impliqué dans les processus biolo-

giques ainsi que la �uorescence qui en résulte est un domaine riche pour l'analyse mathéma-

tique en neuroscience.[9] Par exemple, l'incorporation d'information issue de la biologie sur la

quantité de calcium au repos permet de mieux modéliser l'e�et d'un potentiel d'action sur la

�uorescence.

Une fois la �uorescence enregistrée, la tâche de déterminer la position des neurones dans un

enregistrement vidéo est également un problème mathématique en soi, lié au domaine de la

vision numérique. Les données utilisées dans ce texte sont issues des travaux de Jasmine Poirier

dans le cadre de sa maîtrise en physique à l'université Laval.

L'autre partie du travail de reconstruction du réseau de neurones était l'inférence de structures

de neurones à partir de potentiels d'actions. Le travail e�ectué par Mohamed Badine, un

collaborateur, repose également sur l'utilisation de réseaux de neurones arti�cielles entraînées

sur des données arti�cielles. Une autre approche présentée dans la littérature est l'utilisation

de techniques bayésienne pour trouver la distribution du réseau qui maximise a posteriori les

chance d'observer les potentiels d'actions présents dans les données expérimentales.[28]

0.4 Objectifs du mémoire

Ce mémoire est une exploration du problème d'inférence des trains de potentiels d'action à

partir de la �uorescence calcique. À cette �n, il peut être divisé en trois sections principale :

le problème direct, le problème inverse, et l'algorithme MLSpike et ses performances.

Dans un premier temps, pour mieux comprendre comment les trains de potentiels d'actions

et leur �uorescence calcique associé sont lié, le problème direct cherchant à générer une série

temporelle de �uorescence calcique à partir d'une série de potentiels d'actions sera décrit. Au

premier chapitre un ensemble d'outil mathématiques nécessaire pour modéliser le problème

direct seront présentés. Au deuxième chapitre ces outils seront incorporés à un groupe de

notions de neuroscience pour expliquer les potentiels d'actions ainsi que la �uorescence qui

leur est associé.

Une compréhension du problème direct permet l'introduction du problème inverse : l'infé-

rence des potentiels d'actions à partir de leur série de �uorescence associée. Ce problème plus

complexe nécessite une gamme plus détaillée d'outils probabilistes, qui seront introduits au

chapitre trois, ainsi que des concepts de probabilité bayésienne qui seront présentés au chapitre
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quatre. Au chapitre cinq, l'aspect technique du problème sera discuté en expliquant le proces-

sus d'enregistrement des séries de �uorescence calcique. Une fois que le contexte théorique et

pratique du problème sont connus, le problème inverse sera introduit au chapitre six.

Après deux sections plus théoriques sur le problème de détection des séries de potentiels d'ac-

tion, la dernière partie du travail portera sur l'algorithme MLSpike. Cette méthode, introduite

en détail au chapitre sept, permet de résoudre le problème inverse selon ses créateurs. À �n

de jauger ses performances, les concepts de données arti�cielles et expérimentales seront in-

troduits au chapitre huit. Au chapitre neuf et dix, les performances de l'algorithme MLSpike

seront jugées sur des ensembles de données arti�cielles et expérimentales, respectivement.

Le problème exploré dans ce texte possède plusieurs facettes, sa résolution étant un dé� tant

mathématique et probabiliste qu'un problème d'informatique et de biologie pratique. À travers

ce travail il est espéré que le lecteur aura une compréhension plus détaillé du problème de

détection des potentiels d'action à partir de �uorescence calcique. Un deuxième objectif est

l'exploration de la méthode MLSpike ; cet algorithme est il apte à résoudre le problème inverse

à l'intérieur des contraintes présentées par le projet de l'équipe de collaborateurs du CERVO.
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Chapitre 1

Outils mathématiques pour le

problème direct

Par problème direct nous entendons la simulation de potentiels d'action ainsi que la modélisa-

tion de la réponse calcique et de la �uorescence mesurée. Pour e�ectuer ces simulations, nous

aurons besoin de quelques outils mathématiques.

1.1 Théorie du signal

La théorie du signal trouve ses bases dans les travaux du mathématicien Claude Shannon et

cherche en général à étudier la transmission d'information par le biais de signaux. Comme

discuté au chapitre suivant, la �uorescence calcique est un signal qui donne de l'information

sur un ensemble de potentiels d'action. C'est pourquoi quelques outils de Théorie du signal

sont introduits dans ce chapitre.

Dé�nition 1. Un processus stochastique {Yt}Tt=1 est dé�ni comme une série de variables

aléatoires évoluant dans le temps. En général un processus stochastique est décrit par ses

moments d'ordre 1 et 2 : respectivement, l'espérance E[yi] pour i =1,2,...,T , ainsi que la

variance V[yi] et les
T (T−1)

2 covariances Cov[yi,yj] = E[(yi−E[yi])(xj −E[yj ])] pour i<j. [17]

Dé�nition 2. Le problème d'estimation du signal consiste à trouver une fonction de signal

f(x) à partir d'un nombre �ni de mesures Mi=f(xi) + B(xi) où B est un terme de bruit. [Page

43, Byrne]

Une classe importante de processus stochastiques est la classe des processus stochastiques

stationnaires.

Dé�nition 3. Un processus est stationnaire si E[xt] = µt = µ pour tout temps t.

Il est souvent présumé dans ce travail que le terme de bruit est un terme de bruit blanc.
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Dé�nition 4. Un processus stochastique stationnaire est appelé "processus de bruit blanc

gaussien" s'il a les propriétés suivantes pour tout temps s et t, s 6=t[17] :

� E[µt] = 0,

� V[µt] = σ2,

� Cov[µt, µs] = E[µtµs] = 0.

Dé�nition 5. Une série temporelle xtTt=1 est un ensemble d'observations indexées par le mo-

ment de chaque observation.[13]. Une série temporelle peut être la réalisation d'un processus

stochastique [17]

Le déclin de la �uorescence amené par un potentiel d'action et le retour vers la moyenne à

long terme amène l'idée d'utiliser les processus autorégressif.

Dé�nition 6. Un processus stochastique {Yt}t≥0 autorégressif d'ordre 1 est dé�ni comme :

Yt = ct + φtYt−1 + εt.

Où :

� ct est une valeur ajoutée au processus au temps t.

� φt est un terme entre 0 et 1 qui réduit la taille de Y atteinte au pas de temps précédent.

� εt,t≥0 est un processus de bruit blanc gaussien.

À long terme le processus Yt tends vers un processus de bruit blanc gaussien εt. [13]

Dans le contexte de ce travail l'idée d'un processus stochastique composé d'une somme de

terme autorégressif est utile.

Dé�nition 7. Une collection d'évènements autorégressifs exponentiels est dé�ni comme un

processus stochastique composé d'une somme de processus autorégressifs dont le terme de di-

minution est une exponentielle négative de même paramètre

Yt = εt +
t∑

k=0

[
e−kτck

]
.

Cette dé�nition amène le processus stochastique comme la somme de termes ajoutés par le

passé qui décroissent de façon exponentielle.

Beaucoup de séries temporelles peuvent être générées par une somme de di�érentes sources

ayant des fréquences di�érentes. Par exemple, une série temporelle déterminée par l'équation

Yt = sin(2πt) + sin(10πt) est dé�nie comme la superposition de sinus à di�érentes fréquences.

Les termes de bruits peuvent également avoir leurs propres fréquences ; par exemple dans le

scénario des deux sinus superposés, le terme qui est d'intérêt pourrait être le sinus ayant la
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fréquence la plus lente alors que le sinus ayant une fréquence de 5 oscillations par unité de

temps pourrait être un terme de bruit. Il est alors utile d'introduire l'idée d'analyse spectrale

des signaux.

En analyse des signaux, un signal est considéré comme une fonction qui véhicule de l'infor-

mation à propos d'un phénomène. [22] L'analyse spectrale cherche à décomposer un signal.

Si le signal est vu comme une fonction, l'analyse spectrale cherche une collection de fonc-

tions plus simples qui réunie ensemble forment le signal original. Une technique importante

est le transfert du problème du domaine temporel au domaine de fréquence. Le domaine de

fréquence permet parfois de distinguer di�érents signaux selon les bandes de fréquences qu'ils

utilisent. Par exemple, si la bande de fréquence du bruit est connue pour un signal donné, il

est possible de jauger l'amplitude du bruit en tant que pourcentage du total. Cette idée se

base sur le fait que di�érents sous-signaux peuvent être situés à des fréquences di�érentes, tel

l'exemple précédent de la somme de fonction sinusoïdale. Il est également possible d'observer

les sous-signaux individuels en e�açant les fréquences associées aux autres sous-signaux.

Pour di�érentier les di�érents signaux contributeurs, la notion de puissance (ou énergie) d'un

signal est importante. Si un signal est vu comme une somme de plus petits signaux, la puissance

d'un signal contributeur est la fraction que ce signal représente du signal total.

Dé�nition 8. La puissance moyenne P d'un signal x(t) sur une période de temps est donné

par la moyenne suivante[25] :

P = lim
T→∞

∫ T
0 |x(t)|2 dt

T

Cette dé�nition fait usage de moyenne et de limites pour éviter le problème d'un signal de

bruit blanc stationnaire ayant une puissance in�nie (signal maintenu pour tout t).

Par un même raisonnement des transformées de Fourier tronquées peuvent être utilisés pour

faire passer X(t) d'un domaine temporel à un domaine de fréquence.

Dé�nition 9. La transformée de Fourier tronquée de x(t) sur l'intervalle [0,T] est dé�nie

comme :

x̂(ω) =
1√
T

∫ T

0
x(t)e−iωtdt

Équipé de cette transformée de Fourier tronquée, il est possible de dé�nir la densité spectrale

de puissance du signal X(t).

Dé�nition 10. La densité spectrale de puissance Sxx est dé�nie comme :

Sxx(ω) = lim
T→∞

E
[
|x̂(ω)|2

]
.
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Amener une série temporelle dans l'espace des fréquences permet d'observer la contribution

nette des di�érentes fréquences au signal total. Cette représentation permet l'analyse de fré-

quences associées au bruit en contraste aux fréquences associées au signal.

Dé�nition 11. Dans le domaine des fréquences sous un échantillonnage donné, la racine

carrée de la moyenne quadratique entre deux fréquences peut être dé�nie comme :

RMQ (x[f1, f2]) =

√√√√ 1

N

f2∑
n=f1

|x[n]|2

où N est le nombre de fréquences entre f1 et f2. Si la RMQ est calculé pour un signal de bruit

blanc gaussien de moyenne 0, le RMQ est équivalent à la variance du bruit.

1.2 Séries de potentiels d'action et de �uorescence

Nous représentons une série S de potentiels d'action sur une période de temps T (en secondes)

et avec une fréquence d'observation f (en Hz) comme un vecteur dans NbTfc. La présence de
la fonction bplancherc sert à éviter les quantités non-entières de pas de temps. Par exemple s'il
y a 12.1 pas de temps par seconde sur une durée T de 11 secondes, le nombre total d'entrées

du vecteur serait 133 plutôt que 133,1.

Par le même principe, une série F de �uorescence sur une période de temps T (en secondes)

à une fréquence d'observations f (en Hz) est représentée comme un vecteur dans RTf et est la
réalisation d'une collection d'évènements autorégressif Yt = ct + φtYt−1 + εt dont le terme c

est un vecteur de potentiels d'action s et dont le terme de déclin φ suit une loi exponentielle

négative e−τt.

1.3 Processus de Poisson

Les trains de potentiels d'action peuvent être modélisés par un processus de Poisson, un objet

probabiliste qui distribue un ensemble de point dans un espace. Cet outil sera utile par la suite

pour générer des données arti�cielles.

Les processus de Poisson reposent sur la distribution de Poisson, introduite ici :

De�nition 1.1. Pour un intervalle de temps �xé, si le nombre moyen d'occurrences est �xé

comme étant λ, alors la probabilité qu'il existe exactement k occurrences est :

p(k) = P (X = k) =
λk

k!
e−λ.

De�nition 1.2. Soit un ensemble de variables aléatoires Xii∈N distribué sur un intervalle de

temps 0 à T . Les variables sont distribuées par un processus de Poisson si pour un intervalle
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de temps [ti, tj ] le nombre de variables aléatoires présentes suit une distribution de Poisson de

paramètre λ(tj − ti).

Une dé�nition équivalente indique que les variables aléatoires Xi sont distribuées par un

processus de Poisson si le temps entre deux variables aléatoires consécutives est toujours

indépendant du temps entre deux autre variables aléatoires, et est distribué selon une loi

exponentielle de paramètre λ

Les processus de Poisson sont un outil utile pour représenter une séquence d'événements qui

arrivent en chaîne de façon indépendante les unes des autres [14]. Par exemple, les clients qui

arrivent dans un restaurant , les requêtes d'accès faites à un serveur, ou encore les moments

de décharge d'un neurone.

Pour représenter les temps de potentiels d'action d'un neurone les potentiels d'action pré-

sentent plusieurs propriétés utiles :

� "Amnésie des évènements précédents" : Dans un processus de Poisson il est pris pour

acquis qu'au temps t, les événements qui ont eu lieu dans le passé n'ont pas d'impact sur

les probabilités d'un nouvel évènement. Puisqu'un neurone revient à l'état stationnaire

après un potentiel d'action (ou après une cascade de potentiels d'action), le temps du

potentiel d'action suivant peut être modélisé comme indépendant des potentiels d'action

précédents.

� Un processus de Poisson est dé�ni totalement par le paramètre λ qui représente la

fréquence de décharge du neurone. Certains textes dans la littérature [14] montrent

qu'un processus de Poisson est une bonne description statistique de la distribution des

potentiels d'action d'un neurone.

� Les processus de Poisson permettent de modéliser les cascades de décharges facilement

(voir 2.1.3).

� Il est possible d'incorporer aux processus de Poisson certaines propriétés des potentiels

d'action comme la propriété réfractaire (voir 2.1.2).

1.3.1 Méthode de la transformée inverse

Pour générer des variables distribuées selon une distribution de Poisson, nous utilisons la

méthode des transformées inverses, décrite ici.

La méthode de la transformée inverse utilise un générateur de nombre pseudo-aléatoire uni-

forme (disponible dans la plupart des langages de programmation) pour obtenir des échan-

tillons de lois de probabilités plus complexe, et est utilisé dans l'algorithme de processus de

Poisson.

Cette méthode repose sur le résultat que pour une série de variables aléatoires X issue d'une

distribution continue ayant une fonction de distribution cumulative FX , alors la série de va-
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riables aléatoires FX(Xi) = Yi a une distribution uniforme sur l'intervalle [0,1]. Alors, trouver

la fonction inverse F−1
X permet d'utiliser un ensemble de variables aléatoires uniformes Y pour

obtenir un ensemble de variables aléatoires X qui ont la fonction de répartition (et donc la

distribution) recherchée.

La distribution exponentielle a la fonction de répartition F (x) = 1 − e−λx. Alors, pour la

variable uniforme u nous cherchons l'inverse de F :

F (F−(u)) = u, (1.1)

1− e−λF−1(u) = u, (1.2)

e−λF
−1(u) = 1− u, (1.3)

−λF−1(u) = log(1− u), (1.4)

F−1 =
− log(1− u)

λ
. (1.5)

1.3.2 Pseudo-code d'un processus de Poisson

Le pseudo-code suivant représente un algorithme générant un processus de Poisson. Ce pseudo-

code sera utilisé pour générer des données arti�cielles selon une méthode introduite par la suite.

Il repose sur la méthode de la transformée inverse, et le fait que deux points d'un processus

de Poisson sont séparés par une variable aléatoire exponentielle.

Algorithm 1 Distribution de cascades d'activité
Initialiser un vecteur vide V
Initialiser un générateur de nombres pseudo-aléatoire de distribution uniforme(0,1) U
Pendant la période t<T Faire

Assigner − log(1−U)
λ à dt

Assigner t + dt à t
Ajouter t à la prochaine case de V

Fin de Pendant la période

Pour Les évènements i dans V Faire

Générer un nombre aléatoires de potentiels d'action pour la cascade d'activité.
Fin de Pour

13



Chapitre 2

Modélisation du problème direct

Le problème direct traité dans ce texte est le suivant : à partir d'une série de potentiels

d'actions donnée, quelle sera la série de �uorescence résultante ?

Comme le niveau de calcium intracellulaire (et donc de �uorescence) d'un neurone sur une

période de temps est déterminé par la séquence de potentiels d'action du neurone, ce problème

direct amène un problème secondaire d'étude des potentiels d'actions. Ce chapitre amène donc

une discussion sur di�érents modèles mathématiques de génération des potentiels d'actions.

Cette étude des potentiels d'actions sera suivie d'une étude des séries de �uorescences déter-

minées par les séries de potentiels d'actions.

2.1 Potentiels d'actions

L'étude mathématique des potentiels d'action a une longue histoire. Une fois équipé d'une

modélisation totale du fonctionnement des potentiels d'actions, il devient possible d'explorer

les types de séries de potentiels d'action possibles. Cette quête de modèles pour l'activité

neuronale couvre des modèles détaillés autant que des modèles très simpli�és. Dans cette

section quelques modèles sont présentés à �n de donner un contexte général historique de la

génération des potentiels d'actions.

Plusieurs hypothèses sont faites sur les potentiels d'actions dans ce travail. Ces hypothèses

sont fréquentes en neuroscience, et imposent plusieurs propriétés jugées importantes pour la

majorité des neurones et con�rmées expérimentalement.

2.1.1 Qualité "Tout ou rien" des potentiels d'actions

Il est pris pour acquis qu'un neurone qui reçoit assez d'électricité pour s'activer s'active tota-

lement. Chaque potentiel d'action est assumé identique, impliquant une même amplitude de

voltage.
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Une fois que le potentiel de membrane atteint le seuil de -55 mV un potentiel d'action complet

débute, et atteint un pic de 40 mV avant de commencer la dépolarisation. Augmenter la

quantité de courant qui stimule le neurone ne peut pas changer la forme d'un potentiel d'action,

seulement la fréquence des potentiels d'actions qui suivent.

2.1.2 Période réfractaire

Une fois un potentiel d'action (ou une cascade de potentiel d'actions, voir sous-section 2.1.3)

complété, le neurone entre dans une période où il ne peut pas rentrer dans un nouveau potentiel

d'action.

La période réfractaire a lieu à cause de la propriété d'inactivation des canaux de sodium

et à la fermeture des canaux de potassiums. Cette barrière bio-électrique rend impossible la

stimulation de la membrane jusqu'à que la période réfractaire soit complétée.

2.1.3 Cascades d'activités

Certains neurones peuvent exhiber un comportement de cascade (bursting activity) où plu-

sieurs potentiels d'actions de suite ont lieu dans un intervalle rapide. Il existe plusieurs va-

riantes d'activité en cascade, causé par les di�érentes spécialisation neuronales.

En neuroscience computationnelle plusieurs modèles mathématiques d'activité neuronale pré-

sente les cascades d'activités comme l'entrée du neurone dans un attracteur de son système

dynamique.

2.2 La neuroscience computationnelle et les potentiels

d'actions

La neuroscience computationnelle est un champ mathématique vaste qui cherche à décrire

et modéliser le fonctionnements du cerveau mathématiquement. La modélisation de neurones

individuels est une part importante de cette discipline, débutant avec les travaux de Hodgkin

et Huxley et continuant jusqu'à nos jours. Les modèles amenés dans cette section varient de

simples à compliqués, et décrivent de façon mécanique ou probabiliste le fonctionnement des

neurones. Une discussion totale des modèles de neurones dépasse le cadre de ce texte ; les

lecteurs intéréssés sont encouragés à lire des livres tels que celui de Izhikevich sur le sujet.[16]

Les modèles introduits servent à donner un contexte au modèle qui sera utilisé par la suite

pour le problème direct vis-à-vis sa complexité.

Une première catégorie de modèles, appelés ici "modèles mécaniques" représentent le fonction-

nement bio-électrique d'un neurone. En général, un groupe de variables traquent la polarisation

de la membrane et l'ouverture de ses canaux. Si un certain seuil de polarisation est atteint, un

potentiel d'action est initialisé. Les modèles mécaniques ont le mérite d'illustrer le fonction-
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nement d'un neurone et d'avoir de jolies interprétations en tant que systèmes dynamiques. Ils

ont cependant le défaut de requérir la résolution de lourds systèmes d'équations di�érentielles.

Une deuxième catégorie de modèles plus simples, les modèles probabilistes, cherchent à re-

présenter le fonctionnement d'un neurone ou la génération de potentiels d'actions de façon

aléatoire. Un modèle probabiliste qui évite de traquer chaque composante et chaque ion d'un

neurone peut quand même le représenter de façon très similaire à ce qui est observé expéri-

mentalement. [27] Plusieurs résultats dans la littérature montre la similarité entre les séries

de potentiels d'action obtenues expérimentalement et celles qui sont générées par des modèles

aléatoires.

2.2.1 Hodgkin-Huxley

Le modèle de Hodgkin-Huxley, étant un des plus connus dans le domaine de la neuroscience

computationnelle, sera d'abord présenté ici comme le modèle mécanique standard.

En 1952 un article publié par les futurs prix Nobel Hodgkin et Huxley montrent comment un

système d'équations partielles di�érentielles peut modéliser le fonctionnement d'un neurone

et de ses potentiels d'actions.

Un neurone inactif est en fait à l'équilibre entre les forces di�usive et électrique. [16] Par

exemple, les ions de potassium sont en concentration plus grande à l'intérieur du neurone, et

donc cherchent à quitter celui-ci pour aller dans le milieu intercellulaire. Cet exode des ions de

potassium positifs laisse une charge négative à l'intérieur du neurone, rendant celle-ci négative.

La membrane ayant une polarité négative, elle attire les ions de potassium positifs et ralentit

donc la di�usion de potassium à travers les portes de potassium, jusqu'à ce qu'un équilibre

soit atteint. Ce même phénomène a lieu pour les autres ions présents dans le neurone, et est

expliqué par l'équation de Nernst :

Eion =
RT

zF
log

[Ion]out
[Ion]in

où R est la constante des gaz parfaits,T est la température en Kelvin du neurone, z est le

nombre d'ions libres (+1 pour le Na+ et le K+, -1 pour le Cl−), F est la constante de Faraday,

[Ion] est la concentration externe/interne de l'ion et E est le potentiel d'équilibre de l'ion.

Par convention, le potentiel de membrane est noté par V . Pour un potentiel de membrane

V et une conductance ionique gion il est possible d'utiliser la loi d'Ohm pour déterminer le

courant ionique Iion comme :

Iion = gion(V − Eion).
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Il est ainsi possible d'établir le courant total comme la somme des courants ioniques et du

courant de capacitance de la membrane C dv
dt :

I = C
dv

dt
+ INa + ICa + IK + ICl

où C est la capacitance de la membrane. Il est possible de présenter l'équation comme un

système dynamique et en utilisant la loi d'Ohm :

C
dv

dt
= I − gNa(V − ENa)− gCa(V − ECa)− gK(V − EK)− gCl(V − ECl).

Les travaux d'Hodgkin et Huxley adaptent cette équation en tenant compte des deux ions prin-

cipaux, le sodium et le potassium ainsi qu'en intégrant quatre types de portes qui contrôlent

les canaux des principaux ions : donner les formules mathématiques utilisées pour générer les

données arti�cielles les portes n, m, h et l. Un potentiel de fuite est ajouté pour représenter

la fuite constante de courant.

Ic = CM
dVm
dt

+ gkn
4(Vm − VK) + gNam

3(Vm − VNa) + gl(Vm − Vl),

dn

dt
= αn(Vm)(1− n)− βn(Vm)n,

dm

dt
= αm(Vm)(1−m)− βm(Vm)m,

dh

dt
= αh(Vm)(1− h)− βh(Vm)h

où n, m, h et l sont di�érents types de portes contrôlant l'entrée et la sortie d'ions dans la

cellule.[4]

Après les travaux révolutionnaires de Hodgkin et Huxley, plusieurs autres modélisations ont

été proposées pour représenter les neurones ayant des potentiels d'actions. Certain ajoutent

de la complexité en rajoutant de nouvelles portes, ou en tenant compte des variations entre

la membrane du corps cellulaire, des axones et des dendrites. D'autres simpli�ent le modèle

Hodgkin-Huxley ; le modèle de Fitzhugh-Nagumo ramène le système de quatre équations à

deux équations, simpli�ant ainsi l'étude du comportement du système dynamique à l'étude

d'un plan en deux dimensions.

dV

dt
= v − V 3

3
−W + I,

dW

dt
= 0.08(V + 0.7− 0.8W ).

Dans ce modèle, V est le potentiel de membrane ; W est une variable qui représente le temps

de repos entre deux potentiels d'action et I est l'intensité du stimulus électrique.
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Figure 2.1 � Potentiels d'actions dans le modèle de Fitzhugh-Nagumo. Tiré de [16]

2.2.2 Modèle de Poisson

Une approche très simpli�ée fait usage des hypothèses et observations suivantes sur les poten-

tiels d'actions :

� La durée des intervalles entre deux potentiels d'actions successifs est irrégulière, et le

timing des potentiels d'actions dépend de forces externes (courant injecté, courant post-

synaptique issu d'autres neurones). Il peut donc être présumé que les potentiels d'actions

d'un seul neurone sont distribués de façon indépendante les uns des autres.

� Dans une population de neurones, l'hypothèse est faite que la fréquence de décharge

moyenne par neurone peut être utilisée comme proxy pour décrire le fonctionnement

global de la population par un processus aléatoire.

L'usage d'un processus aléatoire où la longueur entre les points est distribuée de façon in-

dépendante pour chaque intervalle, où il n'y a pas d'évènement au temps 0 et où le nombre

d'évènements sur un intervalle de temps dépend d'une constante λ fait apparaître la dé�nition

d'un processus de poisson amenée au chapitre 1.

Cette méthode ne simule pas le fonctionnement d'un neurone ou d'un réseau de neurones

comme pour les méthodes basées sur les équations partielles di�érentielles ; elle cherche plutôt

à générer une série de potentiels d'action ayant une ressemblance statistique aux données

trouvées expérimentalement.

La génération de séries de potentiels d'action par un ensemble de processus de Poisson amène

la perte de plusieurs phénomènes importants tel que la transmission de courants de neurones à

neurones ainsi que la perte des périodes réfractaires importantes à la description des potentiels

d'actions. D'autres imprécisions existent ; Maimon et Assad proposent que le modèle de Poisson
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surestime la présence de bruit dans les observations expérimentales. [10]

Il est possible d'ajouter certaines caractéristiques au modèle de Poisson pour corriger certains

problèmes tel la période réfractaire, et en général la génération de séries de potentiel d'ac-

tion par les processus de poisson a l'avantage de permettre la génération rapide de données

arti�cielles. L'usage de telles données arti�cielles sera utile pour tester le problème inverse.

2.3 Fluorescence calcique

Une fois que les mécanismes de génération des potentiels d'actions sont mieux compris, il

devient possible de détailler la génération des séries de �uorescence amenées par les potentiels

d'action.

Une série de �uorescence sur une période de temps T et à une fréquence de scan 1
dt est

représentée comme un vecteur dans Rn, où n = T
dt . Chaque entrée du vecteur représente le

niveau de �uorescence à un moment donné, en unités arbitraires.

La modélisation de la �uorescence calcique suit [7] trois principes, ressemblant aux principes

de modélisation des potentiels d'actions à la section 2.1

� En absence de potentiels d'actions, le niveau de calcium diminue exponentiellement

vers un niveau de base. Le taux de diminution est déterminé par un paramètre τ qui

représente la courbe exponentielle e−τt.

� Chaque potentiel d'action amène une augmentation �xe du taux de calcium à l'intérieur

de la cellule, et par conséquence une augmentation �xe de la �uorescence. La taille

de chaque augmentation de �uorescence peut donc être déterminée totalement par un

paramètre A.

� S'il est possible d'imaginer des traces de �uorescence parfaitement lisses bondissant à

la suite d'événements et diminuant le reste du temps, dans la pratique les courbes de

�uorescence observées sont bruyantes. Un bruit gaussien de moyenne nulle et d'écart

type σ est ajouté à chaque point du vecteur une fois les deux points précédents traités.

� Le temps d'accroissement (voir 2.4.4) est assumé instantané d'un pas de temps à un

autre, vu la petit taille des pas de temps.

La �uorescence au temps t est donnée par l'équation autorégressive exponentielle suivante :

Ft = εt +
∑
∀k

[
e−|k−t|τA

]
où les k sont dans l'ensemble {k1, ..., kn} des moments où un potentiel d'action a eu lieu. Plus

un potentiel d'action a eu lieu loin dans le passé, plus sa contribution à la �uorescence au temps

T s'approche de zéro grâce au terme exponentiel négatif. À noter, le terme d'augmentation A

est constant.
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Ces trois principes de base permettent d'associer à une série de potentiels d'actions une série

de �uorescence calcique plausible en tenant compte du bruit.

2.3.1 Variation du niveau de base de �uorescence

Une modélisation de la �uorescence calcique pourrait s'arrêter aux détails décrits à la section

précédente. Cependant, le niveau de base de �uorescence, celui vers lequel la �uorescence

régresse en absence de potentiels d'actions, peut lui même varier dans le temps.

Le niveau de base de �uorescence calcique est causé par la présence d'ions de calcium dans le

milieu observé. Même si le niveau de calcium dans un neurone régresse vers le niveau de base,

il se pourrait que le niveau de base évolue dans le temps. Par exemple, un courant lent de

calcium peut faire monter et descendre la concentration moyenne de calcium à travers toute

une région du cerveau de l'animal. Ce genre d'oscillation lente peut être modélisé par une

fonction sinusoïdale ayant une fréquence basse.

Un autre type de variation du niveau de base serait un niveau de base initial élevé. Lors de

manipulations expérimentales, il est possible que l'animal soit initialement stressé par le début

d'une expérience. Transféré par exemple dans un nouveau contenant d'eau en dessous d'un

microscope, un poisson zèbre pourrait voir une grande quantité de neurone activés simulta-

nément, augmentant la moyenne globale de calcium dans le cerveau. Les niveaux de calcium

diminuent ensuite alors que l'animal s'acclimate à son nouvel environnement. Une telle varia-

tion pourrait être représentée par une exponentielle négative qui tend vers un niveau de base

habituelle.

Ces variations du niveau de base peuvent apporter plus de complexité au problème de détection

des potentiels d'actions, discuté ultérieurement dans ce texte.

2.4 Paramètres de �uorescence

Les indicateurs de �uorescence calciques partagent un même comportement décrit à la sec-

tion 2.3, et di�èrent principalement selon les trois variables τ , A et σ. La connaissance des

paramètres d'un indicateur est importante tant pour le problème direct qu'indirect.

2.4.1 Paramètre de décroissance exponentielle τ

τ , le paramètre de désintégration de la �uorescence. Un potentiel d'action amène une hausse

du calcium à l'intérieur du neurone. Cette augmentation du calcium augmente la �uorescence,

qui commence alors un déclin exponentiel jusqu'au retour vers le taux de base (tel que dé-

crit à la section 2.3). Le paramètre τ décrit la courbe exponentielle négative, et dépend du

type d'indicateur de �uorescence utilisé. Un exemple de valeur pour τ est 1.87 secondes pour

l'indicateur GCaMP6s.
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2.4.2 Paramètre d'amplitude A

Chaque potentiel d'action augmente le niveau de �uorescence d'une quantité A qui est �xée.

Dans cette modélisation il est jugé qu'un potentiel d'action partiel est impossible, et donc

chaque potentiel d'action amène une variation d'un degré similaire. A est amené en "variation

de �uorescence par rapport au niveau précédent". Un exemple de valeur pour A est 11.30%

de variation par potentiel d'action pour l'indicateur GCaMP6s.

2.4.3 Paramètre de bruit σ

Tel que discuté à la section 2.3, le niveau de �uorescence d'un neurone oscille rapidement selon

plusieurs facteurs. Le paramètre de bruit est dé�ni comme la moyenne quadratique du signal

de bruit, équivalent à l'écart type de la �uorescence. Un exemple de valeur pour le bruit est

10% d'écart type de �uorescence.

2.4.4 Temps d'accroissement

Le temps d'accroissement correspond à la durée de temps entre le pic de voltage causé par un

potentiel d'action, et le pic de l'augmentation de �uorescence résultante. Certaines techniques

et indicateurs de �uorescence telle la �uorescence nucléaire augmentent le temps d'accroisse-

ment. Dans ce travail le temps d'accroissement est habituellement nul ; il n'y a donc pas de

délai entre un potentiel d'action et une hausse de la �uorescence.
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Chapitre 3

Outils probabilistes pour le problème

inverse

La �n du chapitre 2 sur la modélisation a introduit l'idée de bruit aléatoire dans la modélisation

de la �uorescence calcique. L'idée de bruit aléatoire est au c÷ur du problème inverse qui cherche

à obtenir les séquences de potentiel d'action à partir de la �uorescence. Le comportement de

la �uorescence amène donc plusieurs dé�s :

� Le moment exact où un potentiel d'action commence peut être di�cile à voir dans le

nuage de points de �uorescence.

� Les �uctuations aléatoires de la �uorescence peuvent masquer un potentiel d'action qui

a eu lieu, ou suggérer un potentiel d'action qui n'a pas eu lieu.

� Le seuil maximal de �uorescence peut suggérer des potentiels d'actions possibles mais

invisibles causé par la saturation de �uorescence.

L'apparition d'un élément aléatoire dans les données suggère donc l'usage d'outils statistiques

et probabilistes pour trouver l'ensemble de potentiels d'actions "le plus probable" selon les

données observées.

La dé�nition exacte de l'ensemble de potentiels d'actions "le plus probable" sera donnée au

chapitre 6. Le chapitre actuel vise l'introduction de plusieurs outils utilisés dans le problème

de détection des potentiels d'actions, particulièrement au c÷ur de la méthode MLSpike décrite

au chapitre 7 . Ces concepts seront utilisés tout au long du problème inverse, où il sera tenté

d'inférer de l'information à partir de données observées.
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3.1 Les modèles paramétriques et le paradigme bayésien

De�nition 3.1. Un modèle paramétrique statistique consiste en l'observation d'une variable

aléatoire x distribuée selon f(x|θ), où seulement le paramètre θ est inconnu et appartient à

un espace de dimension �nie.[23]

De�nition 3.2. Un modèle statistique bayésien est constitué d'un modèle statistique para-

métrique, f(x|θ), et d'une distribution a priori pour les paramètres, π(θ). [23]

Le modèle principal utilisé dans ce texte pour le problème inverse sera un modèle paramé-

trique qui utilise le paradigme bayésien. Si au chapitre 1 di�érents modèles paramétriques,

bayésiens, non paramétriques et non bayésiens sont présentés, l'algorithme MLSpike utilise

une représentation paramétrique bayésienne du problème inverse.

Dans le problème de détection des potentiels d'actions, le nuage de points de �uorescence

fournit les observations x qui sont déterminées par un ensemble de potentiels d'action inconnus

fournissant une courbe lisse de calcium θ. Une approche paramétrique viserait donc à utiliser

ce qui est observé (la �uorescence) pour obtenir de l'information sur le phénomène inconnu

(le calcium) qui l'a généré.

3.2 Estimateur et fonction de perte

Peu importe l'approche, le problème inverse de détection des potentiels d'actions demande

d'obtenir "la meilleure estimation possible d'un ensemble de paramètre inconnus θ (ici, la

distribution des potentiels d'actions).

Formulé ainsi, la tâche fait appel aux estimateurs et aux fonctions de perte.

De�nition 3.3. Une fonction de coût est une fonction L de ΘxD dans [0,+∞). Pour un

paramètre cherché θ et une valeur proposée θ̂, une bonne fonction de coût est censée évaluer

l'erreur commise en évaluant θ par θ̂.

La performance des di�érentes méthodes de détection des potentiels d'actions peut donc être

décrite selon une fonction de perte.

3.3 Maximisation de la vraisemblance

De�nition 3.4. Soit f(x|θ) la fonction de densité jointe pour un échantillon Xi et pour le

groupe de paramètres θ. Alors pour un échantillon donné X = x, la fonction de θ dé�nie

comme

L(θ|x) = f(x|θ)
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est appelée la fonction de vraisemblance. [12]

Exprimée ainsi, la vraisemblance est la probabilité qu'un paramètre θ donné explique les

données observées. Pour un même échantillon et pour deux groupes de paramètres θ1 et θ2, si

Pθ1(X = x) = L(θ1|x) > L(θ2|x) = Pθ2(X = x),

alors l'ensemble de paramètres θ1 est considéré comme étant plus probable que l'ensemble θ2

comme ensemble de paramètres pour la distribution f selon les observations xi.

Pour un échantillon donné x = xi, l'exploration de l'espace Θ, fournit une méthode pour

trouver le paramètre θ s'il est inconnu. Cette idée amène plusieurs outils statistiques di�érents.

Par exemple dans le cas d'une distribution de probabilité continue f , maximiser L(θ|x) revient

à résoudre un problème d'optimisation traditionnel. [12]

Le cas spéci�que des distributions discrètes à l'intérieur de modèle de Markov à états cachés

est l'objet de l'algorithme de Viterbi, décrit à la section suivante.

3.3.1 Log-Vraisemblance

Pour des raisons analytiques, le maximum de vraisemblance est souvent trouvé sous la forme

du maximum du logarithme de la vraisemblance.

Lemma 1. Soit g(x) une fonction strictement croissante et f(x), une fonction dont le maxi-

mum est cherché. Si au point x la dérivée f ′(x) vaut zéro, la fonction g(f(x)) possède les

mêmes maxima.

En e�et, il est facile de montrer que :

[f(g(x))]′ = f ′(g(x))g′(x)

= k · 0.

Puisque g′(x) est une constante positive, g(x) étant strictement croissante et f ′(x) s'annule

en x.

La fonction log(x) est strictement croissante, et est donc une transformation appropriée. De

plus, plusieurs distributions (incluant les distributions exponentielles et Poisson utilisées dans

la méthode MLSpike) sont construites à partir de la fonction exponentielle. Si :

L =
∏
i

g(h, xi) exp(k(θ, xi)),

alors :

log(L) = n · log(g(h, xi)) +
∑
i

k(θ, xi).

Il est donc plus simple de prendre la dérivée de la somme de fonction log(L) à �n de trouver

ses zéros, et donc le maximum de L. [12]
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Chapitre 4

Outils de modélisation bayésienne

4.1 Paradigme bayésien

Le paradigme bayésien augmente la modélisation paramétrique avec l'idée qu'il est possible

d'inclure dans le modèle ce qui est déjà connu sur l'ensemble de paramètres θ. Les informations

déjà connues sont décrites par une distribution de probabilité appelée "loi a priori".

Le problème direct de l'obtention de �uorescence à partir de potentiels d'actions a été décrit au

chapitre précédent ; il est avantageux d'utiliser les connaissances sur les courbes de �uorescence

dans l'analyse. Dans le modèle présenté :

� Les courbes de calcium ne peuvent qu'augmenter soudainement par une quantité �xe,

ou diminuer exponentiellement.

� La taille d'une augmentation de calcium est �xée au paramètre A.

� La décroissance de la courbe de calcium suit une tendance exponentielle négative selon

un paramètre τ .

� Un bruit de distribution identique dans le temps est supposé.

� Le niveau de calcium de base peut varier dans le temps.

� Il existe un niveau de saturation à partir duquel les variations de �uorescences ne sont

plus observables.

Un des désavantages du paradigme bayésien est qu'une mauvaise distribution a priori (par

exemple ici, des hypothèses erronées sur le fonctionnement des courbes de calcium) peuvent

fausser les résultats obtenus sur le paramètre θ recherché. Trouver un a priori qui est précis

et détaillé est souvent extrêmement di�cile. Dans la pratique un choix de loi a priori très

prudent peut permettre une analyse bayésienne précise. Les auteurs de la méthode MLSpike

par exemple utilisent un a priori bayésien supposant que le plus probable est qu'il n'y aie aucun

potentiel d'action dans un pas de temps, et qu'il est le moins probable qu'il y ait beaucoup

de potentiels d'action. Une discussion plus en détail est présente à la section 7.1.4
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4.2 Les chaînes de Markov et les chaînes de Markov à états

cachés

Un système évoluant entre di�érents états à chaque pas de temps selon un ensemble de pro-

babilités peut être modélisé comme étant un processus de Markov discret.

Dé�nition 12. Soit un système S qui possède N di�érents états S1, S2, ..., SN , et soit l'état

au temps t du système qt ∈ {Si}i∈[1,...,N ]. Si à un intervalle de temps régulier ∆t le système

transitionne d'un état à un autre selon une loi de probabilité P qui dépend de k états précédents

le système suit un processus de Markov discret d'ordre k.

Dé�nition 13. Un processus de Markov discret d'ordre k possède la propriété de Markov

d'ordre k. La probabilité de transitionner vers un état Si au temps suivant dépend seulement

des k derniers états du processus.

P [qt = Si|qt−1 = Si, qt−2 = Sk, ..., q1 = Sj ] = P [qt = Si|qt−1 = Si, qt−2 = Sk, ..., qt−k = Sj ].

Si le processus est d'ordre 1, alors seulement l'état précédent a�ecte les probabilités de transi-

tions vers l'état suivant.

P [qt = Si|qt−1 = Si, qt−2 = Sk, ..., q1 = Sj ] = P [qt = Si|qt−1 = Si].

La propriété de Markov amène l'idée que les processus de Markov sont "sans mémoire". Les

états passés au delà de l'ordre du système n'amènent aucune information sur les états futurs

du système.

Dé�nition 14. Un processus de Markov discret d'ordre 1 a une loi de probabilité de transition

P qui peut être représentée sous la forme d'une matrice de transition de taille N par N , selon

le nombre total d'états du système. L'entrée (i, j) de la matrice de transition T est dé�nie

comme la probabilité de transitionner vers l'état Sj au temps t si au temps t − 1 le système

est à l'état i.

Tij = P [qt = Sj |qt−1 = Si].

Comme chaque processus de Markov est équipé de probabilités de transitions, il est possible

de déterminer les probabilités de transitions plusieurs pas de temps dans le futur, en utilisant

le fait que chaque transition est indépendante des transitions précédentes. Par exemple, si au

temps t=1 l'état q1 = S2, alors aux temps successifs il est possible de séparer les probabilités

des états q2 et q3 :

P [q2 = S1 & q3 = S2|q1 = S1] = P [q3 = S2|q2 = S1]P [q2 = S1|q1 = S1].

Pour la suite du texte, les processus de Markov seront supposés comme étant d'ordre 1 à moins

qu'un autre ordre soit spéci�é. Il sera également supposé que les processus de Markov discutés
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Figure 4.1 � Modèle de Markov traditionnel sur la météo.

dans ce texte sont discrets ; une discussion des processus de Markov continus dépasse le cadre

de ce texte.

Dans un modèle de chaînes de Markov traditionnel, un système est représenté par ses états

(par exemple, la météo) ainsi que les transitions entre ses états (dans le même exemple, les

chances qu'il fasse soleil demain s'il pleut aujourd'hui).

De�nition 4.1. Il est possible de développer un système de Markov discret pour obtenir un

outil plus sophistiqué : les processus de Markov discrets à états cachés.

Dé�nition 15. Soit un système S qui possède N di�érents états S1, S2, ..., SN appelés "états

cachés", et M di�érents états V1, V2, ..., VM appelés "états visibles" ou "états observables".

Comme pour un processus de Markov discret habituel, une distribution de probabilité P déter-

mine les probabilités de transitions P[qt = Si|qt−1 = Sj] lorsque le système évolue à travers le

temps de façon discrète. Cette distribution P peut être représentée comme une matrice de N

par N éléments.

Une deuxième distribution de probabilité Q, représentée par une matrice de N parM éléments,

donne les probabilités "d'émission" du système.

La séquence d'évènement cachés du système est la séquence q1, q2, ..., qt où qi ∈ {Si}i∈[1,...,N ],

comme pour un processus de Markov habituel. La séquence d'évènements visibles du système

suit une même logique, et prend la forme r1, r2, ..., rt où rj ∈ {Vj}j∈[1,...,M ]

À chaque nouvel état du système, la transition vers un état cachés Si amène une émission

d'un état visible Vj. La probabilité de transitionner vers une paire d'états (Si,Vj) dépend donc

de la probabilité de transitionner vers Si selon la distribution P et de la probabilité d'obtenir

l'état visible Vj à partir de l'état

P [qt = Si & rt = Vj |qt−1 = Sl & rt−1 = Vf ] = P [qt = Si|qt−1 = Sl]P [rt = Vj |qt = Si].

Une distribution de probabilité initiale π peut être ajoutée aux deux autres lois de probabilités P

et Q pour compléter le modèle. La distribution π donne la probabilité aux temps 0 pour chaque

état caché.
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Figure 4.2 � Modèle de Markov à états cachés, portant sur l'e�et de la météo sur l'horaire
d'un individu.

Une chaine de Markov à états cachés est une chaîne de Markov où l'état n'est pas connu direc-

tement. Une fois que le modèle transite vers un nouvel état, un état est choisi aléatoirement

dans un second ensemble d'états, appelés "états de sortie".

L'évolution des états cachés dans le temps suit la distribution de probabilité A(Xi, Xj) qui

donne les probabilités de transition de l'état i vers l'état j au pas de temps suivant. La séquence

des "états de sorties" (où "états visibles") dépend de la séquence des états cachés ainsi que

la distribution de probabilité B(Xi, Yj) qui assigne à chaque état caché Xi la probabilité

d'émettre l'état de sortie Yj .

Les chaînes de Markov à états cachés représente le modèle bayésien temporel (ou dynamique)

le plus simple. Les modèles bayésiens temporels cherchent à décrire l'évolution d'un système

entre di�érents états discrets dans le temps.

Par exemple, si une étudiante a un horaire très prévisible selon la météo de la journée, il est

possible de représenter ses actions par un modèle de Markov à états cachés. 80% des journées

pluvieuses elle étudie chez elle, alors que 80% des journées ensoleillées elle se promène dehors ou

va faire du magasinage. Les états de sorties sont les activités qu'elle fait (étudier, se promener,

magasiner) et les probabilités de sorties sont les chances qu'elle fasse une action donnée selon

la température. Plus généralement, pour une période de temps donnée et pour un ensemble

d'états observés Y (t), la séquence d'états cachés X(t) représente les paramètres cachés du

paradigme bayésien qui expliquent le résultat observé et qui possède leur propre distribution

π(x) a priori. La distribution a priori du modèle de Markov caché est la distribution de

probabilité de transition entre les di�érents états cachés.

Les modèles de Markov à états cachés se prêtent bien à une variété de problèmes de modélisa-

tion où un phénomène ayant un nombre �ni d'états est observé indirectement par un ensemble

de données bruitées.

28



Les chaînes de Markov à états cachés amènent généralement un des trois problèmes princi-

paux :[18]

� Soit une séquence d'observations O = {r1, r2, ..., rt} et un modèle λ = (P,Q, π). Quelle

est la meilleure façon pour calculer la probabilité P (O|λ) de la séquence d'observations ?

� Soit une séquence d'observations O = {r1, r2, ..., rt} et un modèle λ. Quelle est la

meilleure séquence d'états cachés C = {q1, q2, ..., qt} qui maximise P (Q|λ,O). (La sé-

quence qui "explique" O le mieux)

� Quel modèle λ = (P,Q, π) maximise P (O|λ) ?

L'utilisation des modèles de Markov à états-cachés dans ce travail porte principalement sur le

problème 2, où la séquence d'états cachés qui explique le mieux une séquence d'observations

est recherchée. Ce problème imite la tâche de déterminer à quel moment la quantité de calcium

dans un neurone augmente à partir d'un enregistrement bruité de calcium.

4.2.1 Algorithme Progressif

Solutionner le problème 1 requiert des outils mathématiques qui peuvent être utiles pour le

problème 2, et donc une brève exploration du problème 1 est appropriée.

Déterminer la probabilité d'une séquence d'observations O de façon naïve requiert à chaque pas

de temps le calcul de probabilité d'observer un état visible pour chaque état caché, multiplié

par la probabilité d'obtenir chaque état caché à partir du temps précédent.

P (O|λ) =
∑

qi,i∈[1,...,N ]

P (O|Q,λ)P (Q|λ),

=
∑

q1,q2,...,qt

πq1Qq1(O1)Pq1q2Qq2(O2)...PqT−1qTQqT (QT )

où Qq1(O1) est la probabilité selon Q que l'état caché q1 émette l'état observé O1, et Pq1q2 est

la probabilité de transitionner de l'état caché 1 à l'état caché 2. L'ordre de calcul pour cette

approche naïve est environ O(2TNT ) puisque les N états cachés font en sorte qu'il y a NT

séquences d'états cachés possibles, et que chaque séquence implique 2T calculs de probabilité.

Une approche beaucoup plus e�cace d'un point de vue computationnelle est l'approche

Progressive-Rétrogressive (approche Forward-Backward). Cet algorithme utilise la program-

mation dynamique pour réduire le temps de calcul et réutiliser le travail déjà fait. Par exemple,

les séquences {S1, S2, S3},{S3, S2, S3} et {S2, S2, S3} partagent des transitions qui n'ont pas
besoin d'être recalculées à chaque fois.

Dé�nition 16. L'algorithme progressif (algorithme "Forward") est un algorithme qui travaille

par induction. Soit la variable avant αt(i) :

αt(i) = P (O1O2...Ot, qt = Si|λ)
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qui donne la probabilité d'avoir la séquence d'observation de O1 à Ot ainsi que d'avoir l'état

caché Si au temps t. Par induction, il est possible de construire les αt(i) pour chaque pas de

temps :

� Initialisation : α1((i) = πiQi(O1) pour 1 ≤ i ≤ N .

� Induction : αt+1((j) =
[∑N

i=1 αt(i)Pij

]
Qj(Ot+1) pour 1 ≤ j ≤ N et 1 ≤ t ≤ T − 1.

� Finalisation : P (O|λ) =
∑N

i=1 αT (i).

Comme à chaque pas de temps les probabilités de transmission des N états cachés sont multi-

pliés aux probabilités d'émission des N états cachés, l'algorithme a une complexité O(TN2).

Un travail similaire peut être fait pour construire de la �n vers le début les probabilités

d'obtenir une séquence d'observation qui commence au temps t selon l'état caché en t et les

lois de probabilités (P,Q, λ).

Dé�nition 17. L'algorithme rétrogressif (algorithme "Backward") cherche à construire la

séquence de variables βt : T = P (Ot+1, Ot+2, ..., OT |qt = Siλ) par récursion :

� Initialisation : βT (i) = 1 pour 1 ≤ i ≤ N .

� Induction : βt(i) =
∑N

j=1 PijQj.(Ot+1).

L'étape d'initialisation assigne arbitrairement au dernier pas de temps une probabilité 1 pour

chacun des états-cachés possibles.

Encore une fois, la logique récursive de l'algorithme régressif amène une complexité O(TN2)

L'algorithme rétrogressif n'est pas utilisé pour résoudre le problème 1 ; il est cependant une

composante de l'algorithme progressif-rétrogressif qui sera utile par la suite.

4.3 Algorithme de Viterbi

S'il est possible de calculer de façon exacte une solution du problème 1 (l'algorithme progressif

étant exact) le problème 2 ne possède pas de solution exacte. Il est cependant possible de dé�nir

une solution optimale.

Dé�nition 18. Une solution optimale au problème d'explication d'une séquence d'états visibles

O pour un système de Markov caché λ est la séquence d'états S={q1, q2, ..., qT } tel que :

S = arg maxP [O|S, λ].

Cette dé�nition de la meilleure solution comme étant la meilleure séquence permet d'éviter

des solutions problématiques. Par exemple, imposer que chaque élément qt de la séquence soit

l'élément le plus probable au temps t peut amener des séquences mal dé�nie (où la probabilité

de transition entre deux états consécutifs est 0).

30



L'algorithme capable de trouver la séquence optimale est appelé "Algorithme de Viterbi"

Dé�nition 19. L'algorithme de Viterbi trouve récursivement la meilleur séquence S pour

expliquer une séquence d'observation O.

L'algorithme utilise la quantité σt(i) = maxq1,q2,...,qt−1 P [q1, q2, ..., qt−1, qt = i, O1, O2, ..., Ot|λ]

qui représente le score de la meilleure chaîne qui �nit à l'état i au temps t. Par induction,

σt+1(i) = [maxiσt(i)Pij ]Qj(Ot1). Chaque nouveau pas de temps voit donc "le meilleur chemin

qui arrive en i au pas de temps t construit à partir des meilleurs chemins précédents. En

gardant en mémoire la chaîne de σ la plus probable du temps initial jusqu'au temps t avec le

vecteur ψ0 la chaine la plus probable du début à la �n est construite.

� Initialisation :

σ1(i) = πiQi(O1), 1 ≤ i ≤ N,

ψ1(i) = 0, 1 ≤ i ≤ N.

� Recursion :

σt(j) = max
1≤i≤N

[σt−1(i)Pij ]Qj(Ot), 2 ≤ t ≤ T, 1 ≤ j ≤ N,

ψt(j) = arg max
1≤i≤N

[σt−1(i)Pij ] , 2 ≤ t ≤ T, 1 ≤ j ≤ N.

� Termination :

p∗ = max
1≤i≤N

[σT (i)] ,

q∗T = arg max
1≤i≤N

[σT (i)]

� Chemin optimal, en commençant par la �n :

q∗T = ψt+1(q∗t+1), t = T − 1, T − 2, ..., 1.

L'algorithme de Viterbi ressemble à l'algorithme Progressif (sauf pour la dernière partie où le

chemin est calculé à partir de la �n). La di�érence principale est qu'à chaque pas de temps les

probabilités sont maximisées plutôt qu'être additionnés.[? ]

L'algorithme de Viterbi est au c÷ur de l'algorithme MLSpike, présenté au chapitre 7. Écrit

par Deneux et al, l'algorithme MLSpike est nommé de l'anglais "Maximum Likelihood Spike

Train", ou "train de potentiels d'actions le plus vraisemblable".
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Chapitre 5

Le problème de détection de l'activité

neuronale par la �uorescence

La recherche d'un réseau de neurones à partir de ses potentiels d'actions nécessite tout d'abord

ses potentiels d'actions. Pour un animal vivant, l'obtention des potentiels d'action peut être fait

par la �uorescence calcique. Dans ce chapitre l'obtention des séries de �uorescences calciques

sera décrite.

5.1 La capture de �uorescence

Les données de �uorescence sont discrètes, étant issues d'un enregistrement vidéo du poisson

zèbre. Une vidéo étant une séquence de photos prise l'une à la suite de l'autre, les séries

temporelles de �uorescence sont une séquence d'enregistrement pris pour chaque région, selon

la vitesse globale du microscope. Des enregistrements de 30 Hz impliquent une visite de chaque

région du poisson à chaque 0.033 secondes.

Figure 5.1 � Image du dispositif utilisé pour �lmer les neurones d'un poisson zèbre

L'animal est �lmé en trois dimensions de la façon suivante : le poisson zèbre est immobilisé le
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plus possible. La direction pointée par sa tête est dans le plan xy. Le scanner commence au

sommet de l'animal et balaie tout l'axe x et y, créant une photo de la luminosité à ce moment

à la position z au dessus de la créature. Le scanner recommence cette opération au plan z

suivant, descendant d'une profondeur plus grande que le diamètre d'un neurone. Ainsi si un

neurone est présent au premier plan il ne peut être présent au deuxième plan. Le laser balaye

tout le plan x et y à nouveau, créant une nouvelle "image" de la luminosité à ce moment à

cette profondeur. Le scanner procède ainsi jusqu'en bas de l'animal, au plus bas de l'axe z. Il

revient alors au sommet de l'animal et recommence à le scanner tranche par tranche. Ainsi,

l'animal est découpé en 29 tranches horizontales. Chaque tranche est photographiée 30 fois

par seconde, créant ainsi un �lm des neurones de la tranche.

Pour obtenir des données utilisables il est important que l'animal ne bouge pas trop. Celui

ci est placé sur une lamelle où ses déplacements dans l'axe des z (vers la caméra ou en s'en

éloignant) sont limités. Un léger �ou se crée lorsque l'animal remue de gauche à droite, et

d'avant en arrière. Il est alors important de centrer chaque seconde du �lm par un �ltre

mathématique pour qu'un même neurone soit toujours environ aux mêmes coordonnées.

Un traitement est ensuite fait pour déterminer la position de chaque neurone pour chaque

tranche. La détection, ou "segmentation" de chaque neurone est une tâche en soit. Une col-

laboratrice, Jasmine Poirier de l'université Laval y a dédié un mémoire au complet [21] où

plusieurs méthodes sont comparées. Les neurones étudiés dans ce texte proviennent de son

travail de segmentation, accompli avec l'aide de techniques d'apprentissage profond.

En règle générale, pour chaque plan du cerveau, la moyenne de luminosité est prise dans

le temps, faisant apparaître les neurones (ceux-ci présentant de l'activité). Le problème de

segmentation possède un avantage sur celui des potentiels d'action : il est possible d'obtenir

de vraie données expérimentales pour l'entraînement et la validation de di�érentes méthodes.

Le chercheur peut à la main identi�er un par un les neurones, créant au �l des heures un

ensemble de données présentant la vraie position des neurones qui sert alors de cible pour les

méthodes de segmentation.

Les neurones étant trouvés, il est �nalement possible d'obtenir l'évolution de leur �uorescence

dans le temps. Chaque neurone produit ainsi une série calcique, où sa �uorescence sera l'axe

des y variant sur l'axe des x dans le temps. Les séries de �uorescences sont la matière première

sur laquelle la détection de potentiels d'action a lieu .

Comme ailleurs en sciences expérimentale, l'amélioration des données sur certains aspects

nécessite des sacri�ces ailleurs. Pour �lmer l'ensemble de l'animal, il faut plus de temps à

chaque tranche pour que le scanner balaie l'ensemble des positions en x et y. Pour faciliter

la détection des potentiels d'action, il pourrait être souhaité d'avoir une meilleur fréquence

temporelle ; si un neurone est vu 50 ou 100 fois par seconde au lieu de 30 fois, il peut être plus

simple de voir l'évolution dans le temps de la �uorescence et la façon dont le bruit modi�e
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les courbes de �uorescence. Cependant pour visiter un neurone plus souvent il est nécessaire

de réduire la taille des régions visitées par le scanner. Ces considérations dépassent le cadre

du texte, et amènent des idées telles que scanner un plus petit nombre de neurones dans une

région donnée a�n d'examiner les réseaux locaux, sacri�ant une compréhension plus globale

des connexions entre les neurones.

En l'absence d'unités précise pour la �uorescence, les variations de �uorescences relatives servi-

ront d'indicateurs pour les potentiels d'action. Une grande variation de �uorescence indiquera

la possibilité d'au moins un potentiel d'action, alors que les variations tombant en dessous

d'un certain seuil seront ignorées comme étant du bruit.

Tel que mentionné précédemment, l'utilisation des augmentations soudaines de �uorescence

pour traquer l'activité de chaque neurone est compliquée par la présence de bruit. Le temps

nécessaire pour que les protéines �uorescentes rencontrent le calcium du neurone qui vient

de s'activer, la �uorescence due aux autres neurones avoisinants ainsi que d'autres sources de

bruits présents dans les sciences expérimentales rend la courbe de �uorescence obtenue plus

complexe à interpréter.

Il existe plusieurs marqueurs possibles pour la �uorescence. Celui qui est utilisé dans cette

discussion du poisson zèbre est la protéine GCAMP6s. Encodée dans le code génétique du

poisson zèbre tôt dans son développement, cette protéine devient présente dans l'ensemble des

neurones de l'animal, permettant ainsi l'analyse de son système par la �uorescence calcique.

Une particularité du problème est le niveau de �uorescence de base. Même sans potentiel

d'action, le niveau de base de calcium autour de chaque neurone peut varier dans le temps

en augmentant ou diminuant progressivement, ou de façon sinusoïdale au rythme d'autres

processus présents dans l'animal. Cela amène une di�culté lors de la création d'un algorithme

de détection : si celui-ci assume que le niveau de base reste le même, et voit que le niveau

de �uorescence suivant une séquence de potentiel d'action redescend vers un niveau di�érent

qu'au départ, l'algorithme peut rajouter des potentiels d'action erronés dans sa prédiction pour

essayer de s'ajuster à la �uorescence observée. Un outil de détection des potentiels d'action

approprié doit donc tenir compte des variations du niveau de base de �uorescence calcique.

D'un point de vue mathématique, un modèle pour générer une trace de �uorescence calcique

s'inspire du modèle mathématique de calcium et de �uorescence discuté dans ce chapitre. Dans

un premier temps des groupes de potentiels d'action sont distribués sous la forme d'un pro-

cessus de Poisson, à une fréquence donnée. Chaque groupe de potentiels d'action a un nombre

d'évènements suivant une distribution de Poisson. Ensuite une courbe de calcium "lisse" est

crée : en commençant par le premier pas de temps qui est au niveau de base de �uorescence,

la �uorescence reste statique jusqu'au premier pas de temps où un potentiel d'action a lieu.

Chaque potentiel d'action amène une augmentation d'amplitude A de la �uorescence, où A est

une constante entre 10 et 20 %. Si la �uorescence frappe le maximum de �uorescence possible
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elle ne dépasse pas ce niveau. En l'absence de potentiel d'action, la �uorescence diminue de

façon exponentielle vers le niveau de base dans un temps déterminé par la constante Tau, qui

sera généralement 0.7 secondes par potentiel d'action pour le poisson zèbre et le marqueur

utilisé. Une fois la courbe de �uorescence lisse à base �xe déterminée, un bruit gaussien est

ajouté ayant un écart type de taille σ. Si le neurone a une variation du niveau de base dans le

temps, celle-ci est également ajoutée.
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Chapitre 6

Détection des potentiels d'action

Nous disposons d'une série temporelle de mesures de �uorescence. Nous supposons que cette

�uorescence mesurée est la somme de la vraie �uorescence 'Y vraie' et d'un bruit blanc. Nous

supposons également que cette série temporelle de �uorescence résulte d'un train de potentiels

d'action inconnu X vrai. Nous cherchons à déterminer un train de potentiels X qui sera le plus

près possible de la série X vraie. La qualité de notre estimation X dépendra d'une distance d

que nous devons dé�nir rigoureusement.

De�nition 6.1. Soit une série de potentiels d'action Xvrai dans NT et le vecteur Yvrai dans

RT . Le problème inverse cherche à trouver la série de potentiels d'action X dans NT qui

minimise la distance d(X,Xvrai).

Puisqu'en pratique les potentiels d'action sont observés indirectement par la �uorescence cal-

cique, le problème inverse fait l'hypothèse qu'il existe une "vraie" courbe de �uorescence Yvraie,

entièrement déterminée par la vraie série de potentiels d'action Xvraie et où le bruit est absent.

Le problème peut donc être également décrit comme la recherche de la série de �uorescence

Y telle que la série de potentielle d'action X qui dé�nit Y minimise d(X,Xvraie)

Pour que le problème inverse soit bien décrit, il faut que la métrique d(A,B) soit bien établie.

6.0.1 Métrique de performance

Soit deux séries de potentiels d'action A et B de durée T et subdivisées selon une fréquence

d'observation f. Les deux séries de potentiels d'action sont donc dans N b
T
f
c. Pour déterminer

si A et B sont proches, il est important d'établir une idée de distance entre deux séries de

potentiels d'action.

Dé�nition 20. Une métrique sur l'espace X est une fonction de X ×X vers les réels positifs

qui satisfait les conditions suivantes pour tout x, y et z dans X :

� d(x, y) = 0 ssi x = y.
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� d(x, y) = d(y, x).

� d(x, z) ≤ d(x, y) + d(y, z).

La fonction d(·, ·) utilisée pour juger la distance entre deux séries de potentiels d'action est

issue de [11]. Les auteurs proposent l'utilisation d'un espace métrique pour les potentiels

d'action plutôt que d'un espace vectoriel, ou de techniques d'apprentissage machine pour

la classi�cation des potentiels d'action. La discussion des avantages et des inconvénients de

chaque méthode dépasse le cadre de ce texte ; le choix des auteurs d'un espace métrique

est expliqué comme étant approprié pour le traitement de données expérimentales ayant une

résolution temporelle limitée.

Dé�nition 21. La distance dq(x1, x2) entre deux séries de potentiels d'action x1, x2 de même

longueur est dé�nie comme le nombre d'opérations nécessaires pour transformer la première

série en la deuxième. Le paramètre q détermine la sensibilité de la métrique aux erreurs tem-

porelles.

Il y a deux opérations permises :

� Ajouter ou enlever un potentiel d'action de la première série qui est présent/absent dans

la deuxième. Cette opération a un coût de 1.

� Déplacer un potentiel d'action dans le temps. Cette opération a un coût de q|δt|, où q
est la pénalité temporelle et |δt| est la distance de transport.

La �gure ci-contre, tirée de l'article [11], démontre la transformation d'une série vers une autre.

6.1 Di�érentes méthodes

Il existe di�érentes méthodes reposant sur divers outils mathématiques pour trouver une série

estimée de potentiels d'action qui est une bonne approximation de la 'vraie' série.

� Le "pattern matching" [6], où une moyenne glissante sur 10 secondes capte les variations

de �uorescence. Celles qui sont en haut d'un seuil donné de 6% et remplissent quelque

autres critères sont retenues pour une optimisation par l'algorithme du gradient. Selon

les auteurs de l'article, l'utilisation de règles permet de traiter seulement une fraction

des 2m hypothèses de série temporelle, où m est le nombre de pas de temps et où il ne

peut y avoir qu'un potentiel d'action par pas de temps.

� Les méthodes de Monte-Carlo présentent une autre approche, où pour chaque série

temporelle une distribution de potentiels d'actions pouvant expliquer la �uorescence est

trouvée, et des probabilités sont assignées à chaque pas de temps pour chaque quantité

de potentiels d'action.
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Figure 6.1 � Transformation de la série de potentiels d'action Sa vers la série Sb. Chaque
potentiel d'action ajouté ou enlevé, ainsi que chaque déplacement d'un pas de temps est tenu
en compte.

� Les méthodes de réseau de neurones par convolution permettent d'obtenir de très bons

résultats sur les ensembles de données où elles sont entraînées. Les désavantages de

ces méthodes pour la détection sont : grande quantité de données est nécessaire pour

entraîner le réseau ; di�culté à adapter un réseau à de nouveaux types de données ;

dépendance sur la qualité des données d'entraînement.

6.2 Di�cultés algorithmiques du problème

Peu importe de quelle façon le problème est modélisé, plusieurs di�cultés importantes rendent

la tâche di�cile d'un point de vue algorithmique :

� Pour beaucoup de méthodes, la complexité du problème augmente exponentiellement

avec le nombre de pas de temps traités par série temporelle. Il est également d'intérêt

d'obtenir une méthode capable de traiter un grand nombre de neurones en même temps,

suivant l'avancée du nombre de neurones observables par �uorescence calcique

� Le niveau de base de �uorescence évolue dans le temps. Si l'algorithme de détection

de potentiels d'action s'appuie sur l'idée qu'éventuellement la �uorescence redescend

et stagne au niveau de base, de faux potentiels d'action peuvent être détectés pour

"expliquer" l'absence de retour à la norme. La �uorescence de base peut changer dans le

temps selon des phénomènes à long terme de l'animal, et varier de neurones en neurones.

� L'hypothèse que chaque neurone a un comportement similaire introduit des impréci-

sions. Il est donc désirable de trouver un modèle de détection des potentiels d'action qui
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s'adapte à chaque nouveau neurone.

6.3 L'algorithme MLSpike

Plusieurs méthodes sont compétitives en matière de détection des potentiels d'action, et au-

raient pu être utilisée dans ce projet. L'algorithme MLSpike a été retenu vu ses proprié-

tés intéressantes, sa performance élevée ainsi que la théorie mathématique présente dans sa

conception.L'algorithme MLSpike performe bien dans les compétitions de détection de poten-

tiels d'action telles que "Spike �nder" [1]
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Chapitre 7

L'algorithme MLSpike

L'algorithme de MLSpike est introduit par Deneux et al. dans l'article [7] . Les auteurs visent à

répondre à trois problèmes communs dans la littérature sur l'inférence de potentiels d'action :

� La tâche est complexe au niveau algorithmique. Certaines méthodes alternatives pré-

sentent une complexité exponentielle dans le temps. Il est donc très di�cile de traiter

des enregistrements plus longs de �uorescence sans introduire des approximations qui

a�ectent la précision de la détection.

� Tel qu'expliqué à la section 2.3, le niveau de base de �uorescence peut varier dans le

temps. Il est donc nécessaire d'inférer les potentiels d'action ainsi que le niveau de base

de �uorescence à travers chaque instant d'une série de �uorescence.

� Di�érents neurones peuvent présenter di�érents comportements vis-à-vis la �uorescence,

tel qu'une amplitude plus grande pour un seul potentiel d'action ou un bruit di�érent.

Le troisième objet de la liste est traité avec l'aide d'un algorithme "d'auto-calibration" qui est

présenté à la section 7.1.6. Les deux premiers points expliquent la méthode présentée par les

auteurs.

7.1 MLSpike et les chaînes de Markov à état cachés

L'utilisation d'un modèle paramétrique permet d'incorporer un ensemble de connaissances a

priori sur l'évolution d'une variable telle la �uorescence calcique. Le modèle de �uorescence

décrit à la section 2.3 fournit une base sur laquelle est installée un modèle de chaînes de

Markov à états cachés. Cette discussion ignorera pour l'instant le problème du niveau de base

de �uorescence, exploré à la section 7.2

Le modèle tient pour acquis qu'il existe une "vraie" courbe de �uorescence calcique, entiè-

rement déterminée par le moment où les potentiels d'action ont lieu. Les vrais niveaux de

calciums sont les états cachés du système. Puisque les variations de calciums sont modélisés

comme étant 100% déterminés par les potentiels d'action, déterminer les états de calciums
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"non-bruités" est équivalent à chercher les potentiels d'action à chaque pas de temps. La

courbe de calcium ne peut descendre qu'en absence de potentiels d'action, et ne peut monter

qu'en présence d'un nombre donné de potentiels d'action.

Figure 7.1 � Figure tirée de [7] comparant un train de potentiels d'actions (spikes), une
courbe de calcium lisse, l'oscillation de �uorescence de base, et la courbe de calcium bruyante
résultant de la combinaison des trois éléments (measured �uorescence)

Les états visibles représentent la courbe de �uorescence bruitée qui est observée lors de la

segmentation. Comme dans l'image ci-contre, il est parfois facile à travers le bruit de voir un

groupe de potentiels d'action. À d'autre moments, la tâche est plus compliquée.

L'algorithme de Viterbi est utilisé sur ce problème pour trouver la séquence d'états cachés qui

explique le mieux la séquence d'états visibles (voir 4.3).

7.1.1 Discrétisation et performances

L'algorithme de Viterbi travaillant sur les modèles de Markov Cachés discrets, il est nécessaire

que les états cachés soient discrets. Les valeurs de �uorescences étant continues, les auteurs de

l'algorithme utilisent un processus de discrétisation. Chaque série de �uorescence est ramenée
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à 100 points entre son minimum et son maximum, et chaque pas de temps est arrondi au point

de discrétisation le plus proche.

À chaque pas de temps de la méthode de Viterbi, une fois l'état caché le plus probable dé-

terminé, un travail d'interpolation est fait à partir des valeurs non-arrondies de �uorescence,

pour obtenir une valeur précise de calcium "non-bruité" pour le pas de temps. Cette façon

de faire permet d'étendre l'algorithme de Viterbi à un problème continu a�n d'exploiter ses

propriétés computationnelles.

Un aspect important de la méthode MLSpike est sa rapidité en temps de calculs. Malgré le

grand nombres d'états cachés et visibles (une centaine en moyenne), le nombre d'états qui est

d'intérêt pour chaque pas de temps est une fraction du total. Si la �uorescence observée est

100 en unités absolues, et que le bruit est modélisé comme étant gaussien d'une certaine force,

il est improbable que le vrai niveau de �uorescence soit 500.

7.1.2 États cachés

Les états cachés représentent les valeurs "non-bruités" de �uorescence. Les paramètres stan-

dards choisis par les auteurs laissent 100 états cachés dans le modèle, représentant une partition

de la �uorescence entre son minimum et son maximum. Implicite dans ces états cachés est le

nombre de potentiels d'action. Si entre l'état caché au temps t et au temps t−1 la �uorescence

augmente d'une taille de 2A, deux potentiels d'action auront eu lieu.

7.1.3 États visibles

Les états visibles représentent les valeurs de �uorescence observées, et incluent donc le bruit.

Par défaut, 100 états visibles existent, représentant une partition de la �uorescence entre son

minimum et maximum.

7.1.4 Probabilité de transitions d'états cachés vers états cachés

La probabilité de transition d'états cachés à états cachés est une distribution de Poisson qui

traque les probabilités d'obtenir un certain nombre de potentiels d'action. Si :

∃k ∈ N, ct = e
−δt
τ + k.

où N est un nombre possible de potentiels d'action (par défaut, de 0 à 4), alors la probabilité

d'obtenir l'état caché ct est

p(ct|ct−1) = e−λ∆t (λ∆t)k

k!
.

Pour les autres états cachés, la probabilité de transition est zéro ; un état doit être atteint à

partir d'un état précédent en augmentant la �uorescence par un bond d'amplitude 1A, 2A,
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3A ou 4A ; ou alors un état est atteint par dégradation exponentielle de l'état précédent (si

k = 0).

La distribution initiale des états cachés est assumée être uniforme plutôt qu'utiliser des infor-

mations a priori sur la fréquence de décharge. L'utilisation de la distribution uniforme évite

de risquer d'augmenter les erreurs.

7.1.5 Interpolation

Le choix des auteurs de la technique de discrétiser le problème pour y appliquer un modèle

de Markov caché apporte des avantages et des inconvénients. Le problème discret permet

d'utiliser l'algorithme de Viterbi et donc de diminuer la complexité du problème dans le temps.

Cependant, la discrétisation du problème amène une perte de précision. C'est pourquoi les

auteurs utilisent l'interpolation cubique pour ramener le problème dans un domaine continue.

Dans les mots de l'article [7] "[...] lors du calcul récursif de la probabilité conditionnellemt(xt),

l'état caché xt+1 qui réalise

max
xt+1

p(xt+1|xt)mt+1(xt+1)

risque de tomber en dehors de la grille de discrétisation. Approximer la valeur sur la grille

pourrait amener des erreurs importantes d'approximation, à moins que la grille soit très dense,

risquant alors des temps de calcul très longs et un usage élevé de mémoire. Plutôt, des valeurs

arbitraires pour xt+1 sont permises, et une interpolation est utilisée pour trouver mt+1(xt+1)".

Un gain important de performance est causé en limitant le nombre de potentiels d'action entre

0 et 3 ; la maximisation a lieu sur 4 états cachés seulement à chaque pas de temps.

7.1.6 Algorithme d'autocalibration

L'algorithme d'autocalibration est une part essentielle de la méthode utilisée par Deneux et

al. En utilisant quelque raisonnements heuristiques, les paramètres A,σ et τ sont évalués. 2.4

Le paramètre de bruit σ est estimé en calculant la racine de la moyenne quadratique pour

les fréquence entre 3 et 20 Hz. Cette fourchette de fréquence contient peu de signaux de

�uorescence issus des potentiels d'action ou de la variation lente due au niveau de base, et

permet donc de mesurer le niveau de bruit.

RMQ[x[n]]n∈F =

√
1

Σn∈F
Nx2[n]

Où x est le signal de �uorescence dans son domaine de fréquence, F est la fourchette de

fréquences d'intérêts et N est le nombre de fréquences dans F .

Les paramètres τ et A sont déterminés par une variante grossière de l'algorithme principal.

Des "évènements" sont trouvés où la �uorescence augmente. Un évènement peut contenir 0
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à 4 potentiels d'action. Cette première utilisation de l'algorithme de détection des potentiels

d'action est beaucoup plus grossière. Par exemple, un paramètre A de 8% et un τ de 0.8

secondes.

Une fois une collection d'évènements trouvés, les évènements trop proches les un des autres

(à moins d'une seconde de distance) où d'amplitude de variations ∆F
F >25% sont exclus de la

liste d'évènements. L'objectif est d'obtenir les mouvements de �uorescence qui ne sont pas liés

au bruit à �n d'analyser leur taille.

Un histogramme des évènements est ensuite construit a�n de déterminer la taille de A. Le

modèle assume qu'il y a plus d'évènements à 1 potentiels d'action que d'évènements à 2 poten-

tiels d'action et à 3. Comme l'histogramme est assumé contenir trois bosses correspondant à

A, 2A et 3A l'amplitude d'un potentiel d'action est trouvée. Un ensemble de �ltres est utilisé

pour construire l'histogramme, détaillé dans [7]. Finalement, une dernière routine de maximi-

sation de la vraisemblance utilise le signal modi�é de �uorescence et l'information acquis de

l'histogramme pour trouver les paramètres A et τ optimaux.

Figure 7.2 � Figure tirée de [7], montrant un exemple d'histogramme construit lors de l'algo-
rithme d'auto-calibration. L'histogramme compte le nombre de variations de �uorescence de
chaque taille, et utilise cette information pour estimer A, la taille d'une variation de �uores-
cence causée par un potentiel d'action

7.2 Niveau de base de �uorescence et optimization

Dans la pratique il n'est pas garanti que le niveau de base de �uorescence d'un neurone reste

�xé dans le temps. Il est possible de modéliser l'évolution du niveau de base par un nouveau

problème de Markov à états cachés.

L'évolution du niveau de base de �uorescence étant indépendante de l'évolution du niveau

de �uorescence causé par les potentiels d'action, il est donc possible de maximiser les deux à

chaque pas de temps.

Soit Bt, l'état de la base au temps t et ct, l'état du calcium lié aux potentiels d'action au
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temps t. Trouver l'état caché xt maximisant les probabilités revient alors à maximiser sur les

états B et c à chaque pas de temps.

max
xt+1

p(xt+1|xt)mt+1(xt+1) = max
Bt+1

max
ct+1

p(Bt+1, ct1 |Bt, ct)mt+1(ct+1, Bt+1)

= max
Bt+1

p(Bt+1|Bt) max
ct+1

p(ct+1|ct)mt+1(ct+1, Bt+1)

Cette décomposition du problème qui cherche à trouver le couple d'états caché Bt et ct au

temps t est ramené à deux problèmes indépendant résoluble par l'algorithme de Viterbi. De

plus, il est possible d'incorporer dans la recherche de Bt des informations connues sur le taux de

base de �uorescence. Par exemple, en faisant un �ltre passe-bas qui élimine une grande quantité

de variations de �uorescence associées au bruit ou aux potentiels d'action, une courbe simple

approximant le taux de �uorescence de base est retrouvée et peut aiguiser la recherche des Bt
à chaque pas de temps.
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Chapitre 8

Données arti�cielles et expérimentales

Peut importe l'algorithme de détection des potentiels d'action utilisé, la série proposée par

l'algorithme risque d'être di�érente de la "vraie" série. Certains vrais potentiels d'action pour-

raient ne pas être vus lors de la détection ; certains potentiels d'action qui n'existent pas pour-

raient être rajoutés par erreur ;�nalement, un potentiel d'action pourrait être détecté trop

tôt ou trop tard par rapport à la réalité. Il est donc important de voir la quantité d'erreurs

commises par un algorithme de détection ainsi que le type d'erreurs commises.

A�n d'explorer les performances de l'algorithme MLSpike il est nécessaire de le tester. Dans

ce chapitre un ensemble de données arti�cielles sont obtenues a�n de permettre une série de

tests de performances quantitatifs. Au chapitre suivant, un ensemble de tests qualitatifs sont

e�ectués sur un groupe de données issues du laboratoire.

8.1 Données arti�cielles

Tester les performances d'un algorithme de détection sur un ensemble de données nécessite

la connaissance du résultat recherché ; si la position des potentiels d'action d'une trace de

�uorescence est cherché, il faut connaître la vraie position des potentiels d'action pour évaluer

les performances de l'algorithme. Cela amène le problème de validation : si l'algorithme cherche

à améliorer la détection des potentiels d'action sur un ensemble de donnée expérimental encore

non-traité, il n'existe pas de méthode de véri�cation directe. Il devient nécessaire d'obtenir la

distribution des potentiels d'action par une autre méthode telle que l'utilisation de sondes qui

détectent les �uctuations d'électricités autour d'un nombre de neurones. Ainsi avec cet outil

externe il est possible de véri�er si la détection par la �uorescence s'approche de la détection

par le signal électrique. Les performances de MLSpike sur un tel ensemble de données sont

explorées dans l'article [7] par Deneux et al.

Cette méthode pour tester les algorithmes de détection nécessite l'obtention de matériel sup-

plémentaire pour les expérimentalistes du CERVO, et n'est donc pas toujours applicable. Il est
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donc intéressant d'élaborer une deuxième méthode de validation. Si la vraie séquence de poten-

tiels d'action pour un neurone est connue, il est trivial de véri�er si l'hypothèse de l'algorithme

de détection s'en approche. Cette idée amène la méthode des "données arti�cielles", où une

série de potentiels d'action sert à générer un ensemble de �uorescence sur lequel l'algorithme

de détection est testé.

La faiblesse la plus évidente de cette méthode est que l'algorithme ne sera pas testé sur des

données expérimentales, mais sur des données créées selon un modèle. Si les données simulées

sont très di�érentes des données expérimentales, connaître les performances de l'algorithme

de détection sur le premier type de données n'o�re aucune garantie sur le deuxième type.

Le problème "direct" de génération de �uorescence à partir de potentiels d'action est beaucoup

plus simple que le problème "inverse" de détection des potentiels d'action à partir de la

�uorescence. Ainsi la génération de séries de �uorescence qualitativement et quantitativement

proche des données expérimentales à un niveau permettant le test de l'algorithme de détection

est possible. Les données simulées ont l'avantage de permettre l'exploration des performances

de l'algorithme pour un ensemble de donnée beaucoup plus bruité que celles explorées dans

l'article de Deneux et al.[7]

8.2 Génération des données

L'algorithme de génération des données réutilise l'algorithme de trains de potentiels d'action

et de calcium discutés à la section 2

Trois constantes qui caractérisent la �uorescence calcique sont importantes pour la génération

de données "réalistes", dont la di�culté d'analyse est similaire à la di�culté d'un exemple de

données expérimentales.

Algorithm 2 Génération de données
Pour Chaque train de potentiels d'action à générer Faire
Générer un processus de Poisson pour la durée totale du train de potentiel d'action.
Discrétiser le processus de Poisson selon la grille de temps.
Si En mode "Burst" Alors
Pour chaque point du processus de Poisson, une distribution de Poisson détermine s'il
y a plus qu'un potentiel d'action.

Fin de Si

Fin de Pour

Pour Pour chaque train de potentiels d'action généré. Faire
Générer de la �uorescence calcique en utilisant les paramètres A, τ et σ

Fin de Pour

return Les traces de �uorescence calcique et les séries de potentiels d'action associées
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8.3 Le choix des trois constantes

Les potentiels d'action arti�ciels seront générés comme un processus de Poisson amenant des

cascades de potentiels d'action ayant lieu de façon rapprochée, tel que discuté au chapitre 2.

La �uorescence suivra également le modèle du chapitre 2. Le niveau de �uorescence augmente

d'une certaine amplitude A par potentiel d'action, possède un bruit gaussien d'un certain

écart-type σ, et diminue de façon exponentielle en l'absence d'activité selon une constante

τ . La création de données simulées similaires aux données expérimentales dépend donc de

trois constantes. L'obtention de constantes similaires à celles présentent dans les données

expérimentales est donc importante.

8.3.1 Le bruit

La constante de bruit peut être obtenue par l'analyse du spectre des données expérimentales.

En prenant la transformée de Fourier d'une trace de �uorescence celle-ci est ramenée à l'espace

des fréquences, où les composantes du signal sont visibles entre 1
T et dt

2T . La borne gauche de

cet intervalle représente les signaux qui ont lieu une fois par période de temps total du signal.

La borne droite représente la fréquence de Nyquist, soit la moitié de la fréquence maximale de

l'échantillon. Il s'agit de la �n de la bande utile de fréquence, par le théorème d'échantillonnage.

Deneux et al suggèrent d'utiliser l'intervalle 3 Hz à 20 Hz comme �ltre de bande pour obtenir

les signaux correspondant au bruit, et obtenir la racine de leur moyenne quadratique. Ce

nombre correspond à l'écart type du bruit pour le signal de �uorescence.

La distribution du bruit s'étend de variations de 5% par rapport à la �uorescence, jusqu'à

45%. La présence d'au moins la moitié des séries de �uorescence dans la région ayant au moins

15% de bruit indique qu'une partie des données est très bruitée, selon leur fréquence de scan

à 30hz.

Pour la simulation de données, les données ayant un bruit inférieur à 12% et supérieur à

40% seront jugées aberrantes. Reste une distribution de bruit qui sera approximée comme une

uniforme entre 12% et 35%.

8.3.2 L'amplitude

Le paramètre A correspondant à l'amplitude en �uorescence d'un potentiel d'action. Ce para-

mètre est di�cile à déterminer dans un contexte où la �uorescence est très bruyante.

La méthode utilisée par les auteurs pour extraire ce paramètre d'un ensemble de données

expérimentales utilise l'algorithme de détection des potentiels d'action pour collectionner les

"événements", les moments où la �uorescence augmente d'au moins 10%. Chaque événement

est un candidat pour la présence d'un à trois potentiels d'action. En �ltrant la liste d'événe-

ments pour éliminer ceux qui ont moins de potentiel d'être des potentiels d'action, la liste est
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ra�née et un histogramme est formé présentant trois bosses. La première bosse est utilisé pour

déterminer le niveau d'un potentiel d'action en �uorescence. Une fois la force d'un potentiel

d'action déterminée par l'auto-calibration, le paramètre τ peut être calculé.

La faiblesse de cette méthode est qu'elle est incapable de traiter les données ayant une grande

quantité de bruit, car les événements plus petits que le niveau de bruit seront cachés.

Puisqu'il est di�cile d'obtenir directement l'amplitude de la �uorescence dans les données

expérimentales pour un potentiel d'action, une valeur sera �xée.

8.3.3 Temps de régression à la base τ

L'algorithme d'autocalibration utilisé pour trouver l'amplitude de données expérimentales est

également utilisé pour trouver la constante τ . Une fois l'amplitude déterminée, les événements

d'un, deux ou trois potentiels d'action sont analysés pour trouver le temps nécessaire pour la

régression à la base. Les courbes de décroissances des événements servent de contrainte pour

un problème de minimisation où une fonction exponentielle négative paramétrée par τ .

L'auto-calibration étant inaccessible pour les données à haut niveau de bruit, le paramètre τ

sera également �xé.
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Chapitre 9

Performances sur les données simulées

Une fois équipé d'une méthode pour la génération de données arti�cielles, il devient possible

de tester les performances d'un algorithme de détection. Dans ce chapitre, les performances

de l'algorithme seront jaugées sur un ensemble de données di�érentes.

9.1 Di�culté et types de données analysées

Il existe des ensembles de données de �uorescence qui sont plus "di�ciles" à traiter pour un

algorithme de détection des potentiels d'action. La di�culté est dé�nie ici comme un ensemble

de facteurs qui amènent une dégradation de la performance de l'algorithme, tels que :

� Un haut niveau de bruit,

� Une haute fréquence de décharge de potentiels d'action,

� Une basse fréquence d'acquisition.

Pour mieux comprendre l'impact de la "di�culté" des données sur les performances, plusieurs

ensembles de données ont été généré. En explorant les performances de l'algorithme MLSpike

à travers l'espace des paramètres possibles une meilleure idée de la qualité des séries de po-

tentiels d'action est obtenue, ainsi qu'une idée des "points de bascule" où le changement d'un

paramètre amène une augmentation rapide des imprécisions.

9.1.1 Paramètres A,τ et σ ainsi que la fréquence de décharge des

ensembles de données simulées

Pour approximer un ensemble de données expérimentales où le bruit présent à travers chaque

série de �uorescence varie, dans chaque ensemble de données simulées, chaque série de �uo-

rescence possède un bruit di�érent, variant entre 12% et 30% comme valeur de sigma. Cette

variabilité du bruit est détectée en analysant les données trouvées expérimentalement.

Les ensembles de données crées sont divisés en trois groupes, selon leur fréquence de décharge.

Les fréquences de décharges testées sont 1 Hz (ensembles 1 à 4), 5 Hz (ensembles 5 à 8 Hz) et
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10 Hz (ensembles 9 à 12). Ainsi, la di�culté d'extraire les potentiels d'action est analysée dans

des scénarios à basse, moyenne et haute fréquence de décharge. Chaque ensemble de données

contient 18 séries de �uorescence de 10 secondes.

Parmi un même groupe d'ensemble de �uorescence (par exemple, les groupes de 1hz, 5hz ou

10 hz) les paramètres τ et A sont variés. Ces variations représentent di�érents e�ets d'un

marqueur de calcium ; certains neurones par exemple pourraient réagir plus faiblement à un

potentiel d'action (et donc avoir un paramètre A plus petit).

9.2 Performances

Pour chaque ensemble de données, l'algorithme de détection est lancé pour un ensemble de

valeurs (A,σ) di�érentes a�n de voir quel niveau de précision est atteint par l'algorithme.

La raison pour cette exploration des paramètres A et σ est que ce sont les deux paramètres

sujets aux plus grandes variations sur les données expérimentales, alors que le paramètre τ

est généralement constant pour un marqueur de �uorescence donné. Si par exemple la vraie

valeur de (A,σ) est (0.2,0.05) pour un ensemble de données expérimentales, il est d'intérêt

de savoir quel impact sur la performance de l'algorithme de détection aura une utilisation de

paramètres légèrement erronés tels que (0.23,0.04) ou (0.17,0.08).

9.2.1 Lecture des graphes d'essai

Chaque case des graphes d'essai représente la performance de l'algorithme MLSpike sur l'en-

semble de données en cours, en utilisant les paramètres (A,σ). Par exemple, le graphe du

premier essai montre que pour les paramètres (0.10526,0.11667) l'algorithme a une perfor-

mance de 0.2981. Le bruit fourni à l'algorithme de détection varie sur l'axe des abscisses alors

que l'amplitude fournie à l'algorithme de détection varie sur l'axe des ordonnées.

9.2.2 Graphiques de performances

Trois graphes sont présentés ici ; une liste complete des graphes de performances sur les données

simulées est visible dans l'annexe à la section A.1
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Figure 9.1 � Performance sur des données générées à 1 Hz avec paramètres τ = 1.87,A =
0.12

Figure 9.2 � Performance sur des données générées à 5 Hz avec paramètres τ = 1.87,A =
0.12
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Figure 9.3 � Performance sur des données générées à 10 Hz avec paramètres τ = 1.87,A =
0.12
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9.3 Analyse

Quelques observations générales sont possibles sur les ensembles de données.

9.3.1 Impact des paramètres A et σ

Par rapport au paramètre A fourni à l'algorithme de détection, les trois ensembles de données

présentent un motif similaire d'augmentation des performances (vu par la baisse du taux

d'erreur) alors que l'algorithme de détection utilise un paramètre A de plus en plus petit,

jusqu'à un certain point où le taux d'erreur recommence à grimper.

Cette "vallée" de performance est causée par la perturbation du seuil de détection A. Pour

l'ensemble de données 7, où le calcium est généré à une amplitude de 0.12, fournir un seuil de

détection de 0.12 à l'algorithme est contre-productif, puisqu'en tenant compte du bruit celui-

ci 'hésite' à déterminer qu'une hausse de 12% de �uorescence est invariablement un potentiel

d'action. En résultat le taux de faux positifs est très bas (les P.A. détectés sont bons), mais le

taux de faux négatifs (les P.A. non détectés) est très élevé. Comme le taux d'erreur tient en

considération les deux facteurs, celui-ci est donc élevé (en haut de 64% pour une amplitude

de détection d'environ 12%). Par contraste, une amplitude de détection de 2 à 4% donne de

meilleurs résultats, allant jusqu'à 15.5%. La raison pour laquelle le taux d'erreur commence

à augmenter pour de petites valeurs de A est que les gains en terme de faux négatifs sont

ensevelis par les pertes en terme de faux positifs.

Un e�et similaire semble avoir lieu en terme de variations du paramètre de bruit σ, avec

un creux ayant lieu en autour de 11 à 12% de bruit. Même pour un ensemble de données

présentant un niveau de bruit variant de 12 à 30% de façon uniforme, fournir un niveau de

bruit plus bas permet de minimiser le niveau de faux négatifs.
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9.4 Moyenne des données

Pour simpli�er l'analyse, les performances sur les données à 1Hz ont été moyennées.

9.4.1 1 Hz

Figure 9.4 � Taux d'erreur pour la moyenne des essai de 1 Hz
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Figure 9.5 � Taux de faux négatifs pour la moyenne des essai de 1 Hz
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Figure 9.6 � Taux de faux positifs pour la moyenne des essai de 1 Hz
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Le taux d'erreur le plus bas est de 25.99%, correspondant à un taux de faux négatifs de

14.52% et un taux de faux positifs de 30.28%. Pour un σ de détection donné, le gradient de

faux positifs et de faux négatifs alors que A varie est marqué : les faux négatifs sont absents ou

presque absents ( 2% et moins) pour la plus petite valeur de A, 0.011. (Pour une amplitude de

0 l'algorithme retourne des valeurs d'erreurs). Alors que A augmente, le taux de faux négatifs

augmente jusqu'à 75% et plus pour un A de 0.2 (correspondant à un potentiel d'action qui

augmente de 20% la �uorescence) Pour les faux positifs le gradient inverse est présent : les

pires performances sont présente pour un A bas ( 80.75% et plus de faux négatifs pour A =

0.011) et s'améliorent alors que A augmente.

Pour une amplitude donnée, il existe encore une fois deux tendances opposées qui expliquent

la présence d'un 'sommet de performances', d'une façon moins marquée que pour l'amplitude.

Les faux positifs sont à leur plus bas lorsque σ est petit, et augmentent lorsque σ augmente.

Quelque fois l'augmentation de faux positifs n'est pas linéaire : pour A= 0.1263 les faux positifs

varient de 0.1407 à 0.1391 et �nalement 0.1494. En général, l'augmentation de faux positifs

selon le niveau de bruit est moins évidente à expliquer que selon le niveau d'amplitude. Il est

possible que le spectre de bruit d'entre 12% et 30% a une incidence sur cette augmentation.

Pour les faux négatifs, un pattern similaire est présent où l'augmentation du σ de détection

diminue le taux de faux négatifs en général. Certaines amplitudes présentent le même type de

diminution jusqu'à un certain point suivi d'une augmentation (par exemple, A = 0.316).

Le taux d'erreur présente trois types de comportement pour un A donné lorsque σ varie : pour

un grand A ( 11 à 20% ) le taux d'erreur diminue ; pour un petit A ( 1 à 3 % environ) le taux

d'erreur augmente ; �nalement pour une certaine branche ( A de 3 à 11%) un e�et de vallée

est présent où le taux d'erreur diminue en σ avant d'augmenter.

9.5 Discussion

L'algorithme MLSpike utilisé avec sa méthode d'auto-calibration semble avoir un biais contre

les faux positifs ; les �gures 9.1, 9.2 et 9.3 montre un maximum de performances pour les

valeurs de A de 0.08, 0.01 et 0.01 respectivement, alors que les données analysées ont été crée

avec des amplitudes A de 0.12 à chaque fois. Le fait que sur les données ayant une fréquence de

5 Hz et de 10 Hz de décharge (�gures 9.2 et 9.3) l'amplitude fournit à l'algorithme de détection

est d'à peine 1% de variation de �uorescence lorsque les meilleurs performances ont lieu est

surprenante. L'algorithme d'autocalibration fourni par les auteurs ne propose pas de valeurs

aussi basses pour le paramètre A, ces valeurs de A n'ayant pas lieu dans un vrai potentiel

d'action.

Il est possible que la métrique d'erreur utilisée pour jauger les performances de l'algorithme,

combinée à des ensembles de données particulièrement bruyants et où une grande quantité
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d'activité a lieu amènent l'algorithme MLSpike à ses limites. Puisqu'un nombre déséquilibré

de faux positifs ou de faux négatifs a�ecte beaucoup le score, en donnant une valeur aussi basse

du paramètre A à l'algorithme le nombre de potentiels d'actions manqués (les faux négatifs)

diminue grandement, même si le nombre de faux positifs augmente en contre-partie.

Les données ont été simulées avec une grande variété de bruit (entre 12% et 30%), en s'ap-

puyant sur des résultats expérimentaux obtenus de collaborateurs. En général, l'algorithme a

obtenu une meilleure performance pour des valeurs de bruit à l'intérieur de cette intervalle

de bruit, autour de 11 à 15%. Fournir des valeurs de bruits trop petite amenait une hausse

des faux négatifs, alors que fournir une valeur de σ trop grande amenait trop de faux positifs.

Il serait intéressant de comparer les performances de l'algorithme qui utiliserait une valeur

�xe de σ pour toute les séries de �uorescence avec les performances données en laissant le

paramètre de bruit être auto-calibré pour chaque série de �uorescence.
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Chapitre 10

Performances sur les données

expérimentales

Tester les performances de l'algorithme MLSpike sur un ensemble de données expérimentales

est un exercise di�érent d'un test sur des données arti�cielles. En l'absence de méthode de

validation indirecte telle qu'une sonde d'électrophysiologie, l'analyse de performance repose

sur un ensemble de facteurs qualitatifs tels que l'intuition sur la fréquence de décharge d'une

population de neurones. Plusieurs données sur la fréquence d'activité des neurones dans cer-

taines parties de certains animaux sont bien connu à travers plusieurs années de recherche,

donnant ainsi une intuition des résultats attendus d'un algorithme de détection des potentiels

d'action.

Dans ce chapitre, le processus d'obtention des données expérimentales est décrit. Par la suite

les résultats de l'algorithme MLSpike sur ces données expérimentales sont décrites et discutées.

10.1 Obtention des données et segmentation

Les données testées dans ce chapitre ont été obtenues en collaboration avec le CERVO par

Vincent Boily et Mado Lemieux, et correspondent à deux scans de poissons zèbres fait à

la même fréquence d'acquisition de 30 Hz et avec un niveau de zoom di�érent chacun. Les

deux ensembles di�érents de données permettent d'explorer l'impact du niveau de zoom sur

l'acquisition de données.

Les données sont �lmées par l'équipe du CERVO et enregistrées au format ".raw". Les �-

chiers sont ensuite transformés en �chiers TIFF, pour "Tagged Image File Format", un for-

mat qui n'introduit pas de compression aux images et est donc approprié pour le travail de

segmentation qui suit. Chaque �chier TIFF est en fait une collection d'images individuelles

qui composent la vidéo des neurones. En utilisant un logiciel développé par des collaborateurs

de l'université Laval les �chiers TIFF sont segmentés. Le travail de segmentation consiste à
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trouver les neurones présents dans le �lm d'activité. Un ensemble de méthodes est disponible

pour la segmentation ; celle qui est utilisée sur les deux ensembles de données est la méthode

de transformation de Hough.[19]

Le fonctionnement complet de la méthode dépasse le cadre de ce mémoire, et un lecteur

intéressé pourrait se tourner vers [19]. Une explication générale de cette méthode serait la

suivante : la transformée de Hough voit chaque image transformée vers un espace de paramètre

di�érent. Pour la reconnaissance de neurone ayant une forme circulaire ( transformée de Hough

pour les cercles, ou CHT en anglais) l'image est amenée dans un espace en trois dimensions

consistant des axes x et y où le centre d'un cercle pourrait être situé ainsi qu'un axe r pour la

taille du rayon. L'image traitée est ensuite balayée point par point, et chaque point de l'image

qui pourrait faire partie d'un cercle de centre (a,b) et de rayon r voit un vote ajouté au triplet

(a,b,r). Une fois le balayage complété les cercles ayant eu le plus de votes sont proposés comme

étant les cercles présents dans l'image. Un lecteur intéressé pourrait trouver plus de détails

dans le livre "Feature Extraction and Image Processing" [19]

La méthode de Hough cherche donc la présence de cercles, et chaque neurone est imaginé

comme ayant une forme à peu près circulaire ayant un rayon d'une longueur appartenant à

un intervalle prédé�ni.

L'algorithme de segmentation renvoie une matrice Matlab contenant les neurones trouvés

ainsi que le niveau de luminosité à chaque pas de temps pour chaque neurone, permettant

ainsi d'analyser les variations de �uorescence dans le temps.

10.2 Données à un zoom de 40x

Le premier ensemble de données, nommé "30Hz40xObjective20180512_14_28_24.ti�" consiste

d'un plan zoomé 40 fois et durant 60 secondes à une fréquence d'enregistrement de 30 hz. La

région observée est un plan de neurones au sommet (sur le dos) de l'animal autour de l'÷il

gauche. L'enregistrement n'a qu'un seul plan de profondeur ; a�n de maintenir une fréquence

d'acquisition de 30hz l'équipement d'acquisition est restreint à un seul plan de neurones. L'ana-

lyse de deux plans aurait par exemple divisé par deux la fréquence d'acquisition en obligeant

le scanner à alterner entre les deux plans.

Six séries de �uorescences tirées des données sont présentées ci-contre. Les images ont été

choisies comme étant représentatives de plusieurs tendances présentes parmi l'ensemble des

traces de �uorescence calcique.
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Figure 10.1 � Séries de �uorescences obtenues expérimentalement à un zoom de 40x

Un regard qualitatif sur la forme des di�érents enregistrements fait ressortir plusieurs types

de séries de �uorescences qui réapparaissent fréquemment. Trois types récurrents sont décrits

ci-contre.

� Le graphe 66 reste au même niveau de �uorescence, oscillant sur place. Il est possible

que pour ce neurone il n'y aie pas de potentiels d'action durant la période de scan. Ainsi

selon cette hypothèse seulement le bruit serait observé. Une seconde hypothèse serait

que les potentiels d'action sont trop séparés dans le temps pour qu'une augmentation

de �uorescence soit remarquée au delà du bruit. Sans un regroupement de potentiels

d'action en cascades (bursts) d'activité, le niveau de �uorescence resterait à un niveau

à peu près constant.

� Le graphe 27 présente une décroissance de la �uorescence d'un niveau initial élevé jusqu'à

un niveau stable. Ce niveau de �uorescence initial élevé peut être causé par un artefact

de la séquence d'enregistrement tel que décrit à la section 2.3.1, où le stress initial de

l'expérience rend les neurones de l'animal hyper-actif au début de l'expérience. Ainsi, la

courbe présenterait un niveau initial "saturé" de �uorescence, qui tendrait vers le niveau

de base avec le temps.

� Les graphes 43, 67 et 36 présentent un schéma "avec bosses" où de grande variations

observables de �uorescence ont lieu.

Quelque phénomènes ressortent des données : la variation du bruit, les bossses de �uorescence

ainsi que le phénomène de "corrélation d'activité".
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Figure 10.2 � Six séries de données à un zoom de 40x, traitées par l'algorithme MLSpike.

Certaines séries, telle la série 43, présentent un niveau de bruit plus bas que d'autre séries

telle la série 100. Deux choses peuvent amener cette variation de bruit. La première est que

di�érentes régions du cerveau peuvent avoir des neurones avec un niveau de bruit di�érent.

La deuxième cause est le travail de segmentation des neurones. Un neurone "plus grand"

(déterminé par sa taille en pixel dans l'algorithme de segmentation) possédera une quantité

de bruit plus grande. Plus le nombre de pixels inclus dans un même neurone est grand, plus

les variations individuelles peuvent s'additionner pour former un bruit d'amplitude plus large.

Le deuxième phénomène observé est l'apparition de bosses, tels que dans les graphes 43, 67 et

36. Ces bosses pourrait représenter de grande cascades d'activités à travers des régions entière

de l'animal, causant une séquence de potentiels d'action ainsi qu'une augmentation du niveau

de base de �uorescence.

Le troisième phénomène est la corrélation d'activité entre di�érents neurones. Les séries 100, 67

et 43 présentent une bosse autour de la 10ème seconde. En général il est possible de trouver à

travers les neurones des exemples de séries de �uorescences ayant une activité très similaire. Ces

vagues d'activités à travers le poisson zèbre sont observables sur le �lm, et peuvent représenter

une cascade d'activité neuronale causée par un stimulus externe par exemple.

Voici les mêmes six séries de données traitées par l'algorithme MLSpike. Les données ne

partagent pas la même échelle sur l'axe y.

En utilisant l'algorithme de détection du bruit d'une séquence d'activité neuronale un histo-

gramme du niveau de bruit a été construit. Celui-ci présente la distribution du bruit à travers
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la population de neurones.

La distribution du bruit est à peu près normale, centrée autour de 0.05 d'écart-type pour le

bruit.

10.3 Données à un zoom de 20x

Le deuxième ensemble de données, nommé "30Hz20xobjetive20180512_13_55_33.ti�" consiste

d'un plan zoomé 20 fois et durant 60 secondes à une fréquence d'enregistrement de 30hz. La

région observée est l'ensemble de neurones de la moitié avant de l'animal, couvrant donc les

deux yeux. Comme pour les données à 40x, un seul plan est �lmé.

La méthode de segmentation utilisée est la méthode de Hough.

Six séries de �uorescence tirées des données sont présentées ci-contre.
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Figure 10.3 � Séries de �uorescences obtenues expérimentalement à un zoom de 20x

Les données présentent des comportements similaires aux données enregistrées à 40x de zoom.

Les images 17, 16 et 14 présentent les patterns "en bosse" où une série de potentiels d'ac-

tion font grimper le calcium neuronal de façon claire par rapport au bruit. Les images 5 et

6 présentent une activité qui reste sensiblement au même niveau, où un nombre de poten-

tiels d'action isolés sont possiblement cachés par le bruit. Un phénomène de corrélation à 40

secondes amène une bosse de �uorescence dans les images 17,16 et 14.

Le niveau de bruit varie entre les séries, comme pour les images à 40x de zoom. Certaines

séries telle la série 14 ont un bruit plus large.

Voici les mêmes 6 séries de données traitées par l'algorithme MLSpike. Les données ne par-

tagent pas la même échelle sur l'axe y.
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Figure 10.4 � Six séries de données à un zoom de 40x, traitées par l'algorithme MLSpike.
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10.3.1 Bruit des séries 20x

Figure 10.5 � Histogramme du bruit pour les séries de �uorescence ayant un zoom de 20x

La distribution du bruit est bimodale, et est centrée autour de 8% avec un écart type plus

grand que pour l'histogramme des données à 40x de zoom. L'augmentation de la présence du

bruit est causée par le fait que l'algorithme de segmentation détecte des groupes de pixels

beaucoup plus large pour chaque neurone. Une section plus grande du poisson zèbre augmente

les chances que plusieurs sources de �uorescence contribuent au signal moyenné pour la région.

10.4 Discussion

Les trains de potentiels d'actions proposés par l'algorithme MLSpike ont suscité la discussion

au sein de mes collaborateurs du projet. Certains s'opposait au nombre de potentiels d'actions

trouvés sur certains des enregistrements de neurone (par exemple, courbe 66 de la section zoom

40x) alors que le neurone en question ne semble pas présenter d'activité. D'autre collaborateurs

ont proposé qu'il est normal qu'un neurone présente des potentiels d'actions de façon régulière.

Les grandes bosses présentées par certaines courbes présentes de larges cascades d'activités où

la fréquence de potentiels d'actions double ou triple pendant un moment alors qu'une région

au complet du cerveau de l'animal s'active.

Une stratégie de validation potentielle serait d'utiliser une base de donnée jointe contenant

tant l'information de �uorescence calcique que l'information électro-physique d'un poisson

zèbre, obtenue à l'aide de sondes. En faisant l'analyse de telles données, une meilleure idée
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de la fréquence de repos de l'animal serait obtenue. Ainsi il serait plus aisé de comprendre la

di�érence entre une période calme et active pour un neurone de poisson zèbre.

Les neurones ayant un zoom de 40x sont plus facile à segmenter et à analyser que les neurones

ayant un zoom de 20x. La distribution du bruit pour les neurones à 40x ressemble une loi

de probabilité normal centrée autour de 5% avec une petite variance. La super-majorité du

bruit étant en dessous de 10%, le travail de l'algorithme de détection, quel qu'il soit, est

facilité. Cependant, il est plus di�cile d'obtenir une bonne fréquence temporelle de scan pour

chaque neurone si le scanner est zoomé à 40x. Il pourrait donc être impossible d'obtenir

une vue d'ensemble de l'animal, particulièrement si plus qu'un plan est scanné. La solution

de ce dilemme lors de travaux futurs dépendra de l'information qui est nécessaire pour la

reconstruction du réseau de neurones. Si un grand nombres de neurones ayant chacun moins

d'information connue fait l'a�aire, un zoom moins grand sera préféré. À l'opposé, la nécessité

d'un plus petit nombre de neurones o�rant un maximum d'information encouragerait un zoom

plus grand. Le sujet de la qualité nécessaire de données pur la reconstruction du réseau de

neurone dépasse le cadre de ce travail ; les méthodes décrites et explorées dans ce texte ont

une grande utilité pour quanti�er le niveau de qualité de données obtenues selon le type de

zoom et de fréquence de scan utilisé.
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Conclusion

À travers ce travail, le sujet de l'analyse des trains de potentiels d'actions a été exploré d'un

point de vue théorique et pratique. Ce problème situé au c÷ur de l'utilisation de �uorescence

calcique en neuroscience tire une part de sa complexité tant par les limites physiques de

l'équipement expérimental que par la di�cultés computationnelles de résoudre des dizaines

de milliers de maximisation de la vraisemblance sur l'ensemble de courbes de �uorescence. En

expliquant d'abord un modèle de �uorescence calcique suivant un train de potentiels d'actions

donné, ainsi que la façon dont les courbes de �uorescence sont obtenues expérimentalement,

le problème inverse consistant de la recherche de trains de potentiel d'action expliquant la

�uorescence observé a pu être bien dé�ni.

L'algorithme exploré pour le problème inverse, l'algorithme MLSpike, a été introduit dans le

texte à la suite de deux chapitres détaillant les concepts probabilistes bayésien sur lesquels il

repose. Cette méthode a été choisie pour ses qualités, notamment sa performance en temps

de calcul, sa capacité de tenir en compte les niveaux de base variable ainsi que sa capacité

à détecter automatiquement les paramètres de la courbe de calcium observée. C'est pourquoi

les performances de l'algorithme ont été investigues dans les chapitres successifs.

L'analyse de performance sur des données simulées a permis de chi�rer le taux d'erreur de la

méthode MLSpike. À travers une variété de niveaux de di�culté de courbes de �uorescence

simulées (en bruit, en fréquence temporelle), l'algorithme MLSpike a généralement réussi à

trouver plus de 80% des potentiels d'actions et à les placer à une distance acceptable de leur

positions réelle.

Une des observations les plus importantes amenée par l'analyse des performances sur des

données simulées est que l'algorithme d'autocalibration qui est utilisé pour calibrer MLSpike

est très conservateur. Les paramètres proposés par l'autocalibration ne présente pas en général

le point de performances maximal pour une courbe donnée. Cette observation n'étant pas

mentionnée par Deneux et al[? ] dans leur texte. Cette découverte risque cependant d'être

d'intérêt limité à moins qu'une meilleur façon de trouver le maximum de performances soit

dé�nie. La découverte qu'il est possible de faire mieux que l'algorithme d'autocalibration a été

faite en explorant l'espace de paramètres A et σ pour un ensemble de données simulées donné.

Dans un ensemble de données expérimentales qui est moins bien connu une telle approche
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serait di�cile à répliquer. L'algorithme d'autocalibration reste un outil pratique pour obtenir

rapidement des paramètres utiles pour analyser les courbes de �uorescence calciques.

L'analyse sur les données expérimentales quant à elle a fait ressortir la di�culté de faire une

analyse qualitative de la �uorescence calcique sans expérience pratique sur les données. Une

partie de mes collaborateurs a questionné les performances de la méthode MLSpikes sur un

ensemble de neurones qui semblaient inactifs, alors qu'une autre partie de mes collabora-

teurs était d'accord avec le type de trains de potentiels d'actions suggéré par l'algorithme. En

absence de méthode d'analyse externe des données expérimentales telle que des données élec-

trophysiologiques, l'opinion de collaborateurs expérimentés sur le sujet reste une des sources

cruciales d'informations sur l'analyse des données expérimentales.

Les tests qui ont eu lieu sur les données simulées et expérimentales laissent donc une ambi-

guïté face à l'e�cacité de la méthode MLSpike dans le cadre plus large du travail e�ectué en

collaboration avec le CERVO. Une approche suggérée par mon directeur de thèse, M. Nicolas

Doyon, utiliserait la théorie de l'information pour assigner un coût théorique à di�érents ni-

veau de performances. Par exemple, si la reconstruction du réseau de neurones à un certain

niveau de performances demande un ensemble de données précis au trentième de secondes

près, il est possible de déterminer dans quelles situations un algorithme de détection échoue le

critère donné. Ainsi, chaque étape du processus d'extraction de données pourrait être quanti-

�é selon le niveau d'information obtenu ou perdu, de l'extraction des données par scan, à la

segmentation, pendant le traitement des courbes de �uorescence calcique ainsi que durant le

processus de recréation du réseau de neurones.

La capacité d'analyse des séries de �uorescence calciques est un outil important dans la com-

préhension de la structure des réseaux de neurones. L'imagerie calcique appliquée aux animaux

tels que le poisson zèbre permet une exploration du fonctionnement des neurones in vivo qui

restera d'intérêt pour les prochaines années en neuroscience.
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Annexe A

Titre de l'annexe

A.1 Liste complète des graphes de performances sur les

données arti�cielles
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Figure A.1 � Graphe de performance de l'algorithme MLSpike sur un ensemble de données
simulées avec les paramètres τ = 1.87,A = 0.12 et pour un ensemble de valeurs σ
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Figure A.2 � Graphe de performance de l'algorithme MLSpike sur un ensemble de données
simulées avec les paramètres τ = 1.87,A = 0.15 et pour un ensemble de valeurs σ

73



Figure A.3 � Graphe de performance de l'algorithme MLSpike sur un ensemble de données
simulées avec les paramètres τ = 0.75, A = 0.12 et pour un ensemble de valeurs σ
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Figure A.4 � Graphe de performance de l'algorithme MLSpike sur un ensemble de données
simulées avec les paramètres τ = 0.75, A = 0.12 et pour un ensemble de valeurs σ
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Figure A.5 � Graphe de performance de l'algorithme MLSpike sur un ensemble de données
simulées avec les paramètres τ = 1.87, A = 0.12 et pour un ensemble de valeurs σ
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Figure A.6 � Graphe de performance de l'algorithme MLSpike sur un ensemble de données
simulées avec les paramètres τ = 1.87, A =0.15 et pour un ensemble de valeurs σ
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Figure A.7 � Graphe de performance de l'algorithme MLSpike sur un ensemble de données
simulées avec les paramètres τ = 0.75,A = 0.12 et pour un ensemble de valeurs σ
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Figure A.8 � Graphe de performance de l'algorithme MLSPike sur un ensemble de données
simulées avec les paramètres τ = 0.75, A = 0.15 et pour un ensemble de valeurs σ
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Figure A.9 � Graphe de performance de l'algorithme MLSpike sur un ensemble de données
simulées avec les paramètres τ = 0.75, A = 0.12 et pour un ensemble de valeurs σ
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Figure A.10 � Graphe de performance de l'algorithme MLSPike sur un ensemble de données
simulées avec les paramètres τ=0.75, A=0.15 et pour un ensemble de valeurs σ
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