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Résumé 

Ce mémoire propose des outils de design d'expérimentations ayant pour but d'aider 
un analyste dans son investigation d'un système complexe. Les méthodes présentées se 
divisent en trois groupes, l'exploration, l'optimisation et l'approximation. Les trois en
sembles répondent chacun à un besoin particulier lors de l'analyse de système complexe. 
L'exploration permet de disperser uniformément une collection d'expériences dans l'es
pace des paramètres du problème. L'optimisation, pour sa part, donne la possibilité 
de trouver les combinaisons de paramètres optimales du problème. L'approximation, 
quant à elle, octroie la possibilité d'estimer le résultat de combinaisons de facteurs dont 
la réponse est inconnue ou difficile à obtenir. Mises ensemble, ces méthodes forment 
le design d'expérimentation interactif. Elles permettent à un analyste d'obtenir, par le 
biais de méthodes éprouvées, une information détaillée sur le système étudié. 



Abstract 

This thesis bring forward a group of tools from the design of experiments in order to 
help an analyst in its investigation of a complex system. Presented methods are divided 
in three groups, exploration, optimization and approximation. The three sets answer 
each a specific need in the analyse a complex system. The exploration allows to scatter 
uniformly a collection of experiments in the problem's parameter space. The optimi
zation, for its part, grant the possibility to find the combinations of parameters that 
optimize the problem's output. The approximation, meanwhile, provide an estimation 
of the output for combinations of factors for which the result is unknown or hard to 
get. Brought together, these methods form the interactive design of experiments. They 
allow an analyst to obtain, through established methods, detailed information on the 
studied system. 



Avant-propos 

Ce mémoire porte sur l'analyse de systèmes complexes, il présente plusieurs outils 
permettant d'éviter les pièges lors de la planification des expérimentations. L'origine de 
ce travail remonte à un stage effectué au centre de Recherche et Développement pour 
la Défense Canada Valcartier, où le projet IMAGE était encore une mythique ébauche 
de ce qui s'annonçait être un projet hors du commun. 

Merci à mes deux fantastiques directeurs, Denis Laurendeau et Christian Gagné dont 
la contribution à ce mémoire est plus qu'évidente. Ce travail n'aurait pu, non plus, être 
réalisé sans la collaboration du centre de Recherche et Développement pour la Défense 
Canada Valcartier et des chercheurs dévoués que j 'y ai côtoyés, Marielle Mokhtari, 
François Bernier et François Rioux. Merci aussi à tous ceux qui ont contribué, de près 
ou de loin, à ces recherches. 

Finalement, un merci spécial à mes parents, Christine et Pierre, qui m'ont donné 
tous les outils nécessaires pour réussir. 



Anyone who attempts to generate 
random numbers by deterministic 

means is, of course, living in a state of 
sin. 

-John von Neumann 
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Chapitre 1 

Introduction 

Dans les dernières années, la science de la « complexité » a fait son apparition dans 
la communauté scientifique. Cette « nouvelle » science tente de mettre en évidence un 
ordre, un modèle ou une structure à l'intérieur d'un système complexe. Tout d'abord, 
un système complexe est défini par Doyle et al. (2008) comme suit : 

A complex dynamic system can be thought of as a collection of interrelated 
variables whose structure determines the behavior of the system over time. 
The more variables that are involved and the more highly interconnected 
they are, the greater the complexity of the system. In addition to tight 
coupling of variables and a tendency toward self-organization, the features 
that give rise to dynamic complexity include the existence of feedback me
chanisms, nonlinear relationships between variables, irreversible processes, 
adaptive processes, and time delays. 

Bar-Yam (2003) ajoute : 

Complex systems are formed of multiple interacting elements whose collec
tive actions are difficult to infer from those of the individual parts, predic
tability is severely limited, and response to external forces does not scale 
linearly with the applied force. 

Ces deux définitions présentent un système complexe comme étant un système compre
nant un grand nombre de variables fortement interconnectées ne répondant pas linéaire
ment aux stimulus. L'ensemble de ces facteurs rend très ardu l'analyse et la prédiction 
du comportement du système dans un état donné. Les relations entre les variables du 
système donnent souvent lieu à des comportements émergents imprévisibles et souvent 
contre-intuitifs. Le comportement du « tout » n'est pas directement représentatif du 
comportement de ses parties (Ilachinski, 1996, p. 61). Dans cette optique, des exemples 
de systèmes complexes seraient, le cours d'une action à la bourse, le comportement 
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d'une foule ou encore l'évolution d'un conflit international. 

1.1 Vocabulaire 

Afin de clarifier la lecture de ce mémoire, un certain vocabulaire doit être défini. 
Tout d'abord, un facteur fait référence à un paramètre qui peut être modifié dans une 
expérience. Chaque facteur peut prendre plusieurs valeurs, quantitatives ou qualitatives. 
Lorsque tous les facteurs ont été fixés à une certaine valeur, on obtient un scénario 
ou échantillon. L'ensemble des valeurs que peut prendre un facteur est appelé son 
domaine. Le domaine de tous les facteurs forme le domaine du problème. Le résultat 
de la simulation d'un scénario est appelé réponse, la réponse peut contenir une ou 
plusieurs valeurs, quantitatives ou qualitatives. La surface de réponse est un hyperplan 
représentant la réponse du problème pour tous les scénarios possibles. Le métamodèle 
est une approximation de la surface de réponse du problème. 

1.2 Projet IMAGE 

Afin d'aider une personne à percevoir un ordre, un modèle ou une structure émer
geant d'un système complexe, des outils d'aide à la compréhension peuvent être mis 
sur pied. Le projet IMAGE a pour but d'aider un groupe de spécialistes à construire 
un modèle de compréhension commun d'une situation complexe (Lizotte et ai , 2008). 
Ce projet vise à mettre à la disposition des utilisateurs une banque d'outils lui per
mettant d'accélérer sa compréhension du système complexe. Les outils se divisent en 
quatre sous-systèmes ; la représentation, la scénarisation, la simulation et l'exploration. 
Le concept du projet IMAGE est présenté à la figure 1.1, la spirale sert à converger vers 
une meilleure compréhension du système complexe. 

Tout d'abord, la représentation est un outil cognitif permettant à l'utilisateur de 
créer et manipuler les concepts qu'il découvre à l'intérieur d'un système complexe via 
des graphes conceptuels. Ainsi, il peut mettre en lien et partager ses idées avec le reste 
du groupe de spécialistes. Ensuite, la scénarisation permet de créer un scénario à partir 
des concepts et relations créés à l'étape de représentation dans le but de comparer si le 
modèle de compréhension construit coïncide avec le système étudié. Puis, la simulation 
possède un but double. En premier lieu, elle sert à bâtir un modèle de compréhension 
du problème, et par la suite, elle sert à vérifier la véracité des hypothèses formulées. Fi
nalement, l'exploration permet la visualisation des données produites par la simulation, 
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uapejami 

Simulation: 
Travelling in the situation 

FIGURE 1.1 - Concept du projet IMAGE 

elle aide à mettre en évidence dans ces données les tendances et l'information difficile à 
prédire. Quoique tous les modules soient également important dans la compréhension 
de systèmes complexes, nous traiterons principalement du module de simulation, car 
c'est l'unique module auquel nous avons oeuvré. Pour plus d'informations sur les autres 
modules ou la totalité du projet IMAGE, voir Lizotte et al. (2008), Tye Gingras (2009) 
et Girardin (2010). 

Le module de simulation est un outil servant à construire le modèle de compréhen
sion de l'utilisateur, il sert à interroger le système complexe sur son comportement dans 
un certain état. L'outil fourni par le projet IMAGE est un arbre multichronique per
mettant l'exploration visuelle interactive de plusieurs simulations (Rioux et ai , 2008). 
Cet outil est utilisé afin de planifier l'expérimentation de plusieurs configurations du 
problème. L'utilisateur planifie ses simulations en changeant un ou plusieurs facteurs 
de la simulation précédente, ce qui crée des points de divergence. Ainsi, avec l'aide 
du module d'exploration, il peut comparer les résultats de différentes combinaisons et 
comprendre les mécanismes à l'intérieur du système complexe. 
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1.3 Problématique 

L'analyse d'un système complexe, à des fins de compréhension, nécessite la planifica
tion de plusieurs simulations afin de vérifier les interactions entre les différents facteurs. 
Le degré de difficulté de cette planification est proportionnel au nombre de facteurs du 
système complexe, car la taille de l'hypervolume du problème (le domaine) augmente 
exponentiellement en fonction du nombre de facteurs '. Puisqu'il n'est pas rare de ren
contrer des dizaines et même des centaines de facteurs dans ce genre de problème, une 
certaine automatisation de la sélection des simulations s'impose. 

Le premier problème est donc l'automatisation de l'échantillonnage de l'espace des 
paramètres de manière à distribuer astucieusement les expériences à simuler. La dis
tribution des échantillons est très importante, car elle peut grandement influencer les 
résultats ou le métamodèle obtenu. La distribution doit aussi pouvoir tenir compte des 
intuitions du spécialiste tout en gardant un certain caractère statistique. Le nombre 
d'échantillons doit pouvoir être choisi en fonction des spécifications temporelles impo
sées. 

L'automatisation entraîne elle-même un second défi. En effet, le modèle de com
préhension de l'expérimentateur est en constante évolution, ce dernier doit donc être 
capable de contrôler et diriger son exploration en fonction de ce qu'il cherche à com
prendre. Ainsi, l'automatisation ne doit pas être un simple forage de données, elle doit 
être interactive et capable de fournir à l'utilisateur, en temps réel, une rétroaction sur 
les résultats de ses expérimentations. 

1.4 Pistes de solution et objectifs 

Le design d'expérimentations est l'art de planifier de manière efficace les simulations 
à réaliser pour un certain problème afin de pouvoir tirer le maximum d'informations 
d'un nombre limité d'expérimentations. Le design d'expérimentations se divise en trois 
familles : l'exploration, l'optimisation et l'approximation. Chacune de ces familles pro
pose des méthodes différentes afin de fournir de l'information sur un certain problème. 
Kleijnen et al. (2005) parlent de trois buts principaux que doivent avoir les analystes 
lors de la planification des expérimentations : 

1. Développer une connaissance générale de la situation complexe; 

1. Malédiction de la dimensionnalité (The curse of dimensionality) (Bellman, 1961). 
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FIGURE 1.2 - Boucle d'interaction entre les différents modules et le spécialiste. 

2. Trouver des politiques de décision robustes ; 

3. Comparer la performance de différentes décisions. 

Ces trois buts sont représentatifs des tâches que doit effectuer le groupe de spécialistes 
dans l'environnement IMAGE. Le design d'expérimentations semble alors répondre à 
un besoin dans l'aide à la compréhension de situations complexes. 

L'objectif principal de ce travail est de concevoir une nouvelle variante de la pla
nification des expérimentations. Le module d'assistance automatisé à la planification 
des expérimentations ainsi créé s'intégrera à Multichronia (Rioux et ai , 2008) et devra 
donc être conçu afin de rendre interactif chacune des parties qui le compose. Le se
cond objectif de ce travail est de fournir, dans chacune des familles, des outils généraux 
et diversifiés pour qu'un utilisateur ne connaissant pas le design d'expérimentations 
puisse facilement trouver l'outil qui convient le mieux à son problème. Le type d'outil 
de planification des expérimentations à créer est présenté à la figure 1.2. 

Il est important de souligner que le but du projet de maîtrise est de fournir un module 
d'aide à l'exploration de systèmes complexes et non pas d'aide à la compréhension de 
systèmes complexes. C'est pourquoi les outils fournis sont uniquement évalués quant à 
leur capacité à révéler la surface de réponse du problème et non pas à leur capacité à 
fournir de l'information ou des hypothèses sur ce même problème. 

Exploration : L'exploration d'un système complexe consiste à amasser de l'informa
tion sur les interactions entre les paramètres du système étudié. L'exploration se 
base sur des techniques appartenant au design d'expérimentations afin de seg
menter, de mianière efficace, l'espace des paramètres du problème dans le but 
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d'amasser un maximum d'information en un minimum de simulations. L'explora
tion automatise la sélection des simulations à effectuer pour éviter de créer des 
biais dans l'analyse du système. Bref, elle aide à répondre à la question « qu'est-ce 
que si ? » et par la même occasion est très utile dans la compréhension de systèmes 
complexes. 

Optimisation : L'optimisation, à l'instar de l'exploration, effectue une recherche des 
optimums du problème. Elle aide ainsi à répondre à la question « comment ? » en 
fournissant des indices sur la nature des configurations optimales de paramètres 
pour un certain problème. L'optimisation aide à amasser une information plus 
pointue et plus sélective que l'exploration, ces deux méthodes sont donc complé
mentaires dans l'analyse de systèmes complexes. 

Approximation : L'approximation joue un tout autre rôle que l'exploration et l'opti
misation dans l'étude de systèmes complexes. Elle permet de généraliser l'informa
tion amassée par les deux dernières techniques et d'appliquer les règles déduites 
à des scénarios inexplorés dans l'espace des paramètres du problème. L'approxi
mation répond à un besoin de généralisation des hypothèses. 

Design d 'expérimentations interactif : Le design d'expérimentations interactif uni 
les méthodes d'exploration, d'optimisation et d'approximation afin d'inclure, dans 
le processus de compréhension d'un analyste, les connaissances acquises au cours 
de l'étude du système. De la sorte, chacune des méthodes est appliquée successi
vement jusqu'à ce que l'analyste ait tiré le maximum d'information du système 
complexe. 

1.5 Structure du mémoire 

Le chapitre 2 porte sur les méthodes d'exploration et leur contexte général d'ap
plication. On y retrouve des techniques répandues de design d'expérimentation et de 
génération de nombres quasi aléatoires. De plus, ce chapitre présente une contribution 
permettant d'optimiser l'uniformité de la distribution produite par ces méthodes. Puis, 
le chapitre 3 présente plusieurs méthodes d'optimisation non linéaire et non convexe 
pouvant être utilisées en simulation. Par la suite, le chapitre 4 pour sa part présente 
des techniques de régression non linéaire servant à estimer la surface de réponse et 
déduire un métamodèle. Après quoi, le chapitre 5 montre comment les techniques pré
sentées tout au long des chapitres précédents peuvent être utilisées pour étudier un 
système complexe. Finalement, le chapitre 6 tire des conclusions sur l'utilisation du 
design d'expérimentations interactif sur des systèmes complexes et présente des pers
pectives intéressantes pour le futur. 
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Exploration 

L'exploration est la première étape dans la compréhension d'un système complexe. 
Elle permet d'amasser de l'information sur le système étudié et de découvrir les facteurs 
influençant le plus le comportement du système. Formellement, l'exploration consiste 
à choisir un sous-ensemble S de toutes les combinaisons possibles de facteurs d'un 
problème. Ce sous-ensemble doit donc être choisi avec soin afin de pouvoir en tirer un 
maximum d'information tout en utilisant un minimum d'échantillons. 

Parmi les différentes méthodes existantes pour choisir S, le design d'expérimen
tations (Montgomery, 2001) et les méthodes quasi Monte-Carlo (Kalos et Whitlock, 
1986; Lemieux, 2009) sont les plus répandues. La différence entre ces deux familles se 
situe principalement sur le nombre d'échantillons qu'elles peuvent fournir. Le design 
d'expérimentations s'adresse à un problème où l'on a déjà une bonne idée du nombre 
d'expérimentations que l'on veut effectuer, car elle produit un nombre fixe d'échantillons 
en se basant sur des critères tels l'indépendance entre les facteurs et l'équidistance entre 
chaque échantillon. Les méthodes quasi Monte-Carlo, pour leur part, sont intéressantes 
lorsqu'un nombre indéterminé d'échantillons est nécessaire. 

Selon Sanchez (2006), deux erreurs sont trop souvent commises lors de l'exploration 
d'un problème, soit 1) de ne varier qu'un seul paramètre à la fois, soit 2) de varier trop 
de paramètres à la fois. Dans le premier cas, il est risqué de rater une importante com
binaison de facteurs, tandis que dans le second cas, il devient impossible de distinguer 
le ou les facteurs les plus influents. Le design d'expérimentations et les méthodes quasi 
Monte-Carlo permettent d'éviter ces deux pièges, et, par le fait même, améliorent la 
compréhension du système étudié. De plus, ils favorisent l'exploration uniforme et non 
biaisée du domaine du système complexe. 
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Il existe une foule de techniques faisant partie des familles du design d'expérimenta
tions et des méthodes quasi Monte-Carlo. Le choix de la technique et sa paramétrisation 
doivent donc être faits avec précaution. Kleijnen et al. (2005) présentent différents cri
tères à prendre en compte lors de la sélection du design d'expérimentations. Première
ment, le nombre de scénarios du design d'expérimentations dépend de la complexité 
attendue de la surface de réponse du problème. Plus le degré de la surface de réponse 
explorée est grand, plus le nombre de scénarios requis pour l'estimer le sera également. 
Le nombre de scénarios détermine aussi le temps de simulation total, ce dernier devrait 
rester raisonnable et dans les limites du temps dont le spécialiste dispose. Hoeber (1981) 
décrit très bien cette contrainte de temps. 

"Forever" may sound overblown, but any length of time longer than that 
which we have available to us, because of nature or of orders from our 
superiors, is effectively forever. This fact has been delightfully dramatized 
by Major General Jasper Welch in the phrase, 1030 is forever. 

Ensuite, l 'orthogonalité des colonnes de la matrice d'échantillonnage (valeurs de cha
cun des facteurs du problème) est un critère qui facilite l'interprétation des résultats, 
car les paramètres sont non corrélés. Finalement, l 'uniformité du design influence la 
diversité de l'information amassée. Plus l'espace des paramètres est couvert uniformé
ment, plus l'approximation de la surface de réponse sera précise dans toutes les régions 
du domaine. 

Il existe une trop grande variété de designs d'expérimentations et de méthodes quasi 
Monte-Carlo pour en faire une liste exhaustive '. Les méthodes les plus couramment ren
contrées en design d'expérimentations sont : la grille 2S factorielle et sa généralisation 
la grille M s factorielle (§2.3), les designs de résolution 3, 4 et 5, le central composite, 
l'échantillonnage en hypercube latin (McKay et al , 1979) et l'hypercube latin quasi 
orthogonal (§2.4). Pour plus de détails sur ces méthodes d'exploration, voir Box et al. 
(1978), Cressie (1993) et Montgomery (2001). Les méthodes quasi Monte-Carlo les plus 
fréquemment utilisées sont : la séquence de van der Corput (van der Corput, 1935), la 
séquence de Halton généralisée (§2.5.2), l'ensemble de points de Hammersley (Hammers-
ley, 1960), la séquence de Sobol (Sobol', 1967) et les séquences digitales (Xiederreiter, 
1987). Pour plus de détails sur ces techniques, voir de LaValle (2006, chap. 5) et Lemieux 
(2009). 

1. Les méthodes présentées dans ce chapitre semblent les plus prometteuses tant en leur capacité 
d'exploration non-biaisée qu'en leur généralité d'utilisation 
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2.1 Contexte d'utilisation 

L'exploration permet une automatisation du démarrage des simulations dans un ou
til de simulation interactif tel Multichronia. Elle allège le fardeau de l'utilisateur en lui 
proposant des modèles de distribution des échantillons éprouvés qui permettent d'obte
nir de l'information claire à partir d'un nombre minimum de simulations. L'exploration 
permet aussi de tester les intuitions d'un utilisateur en lui fournissant des outils non 
biaises pour distribuer ses échantillons de test. 

Plus en détail, l'exploration aide à construire le métamodèle du problème en distri
buant uniformément les combinaisons à tester dans l'espace des paramètres. La distri
bution des échantillons, lors de l'exploration, est faite de manière statistique et indépen
dante du système et des connaissances du spécialiste, afin d'éviter un biais sur certains 
paramètres et un suréchantillonnage de régions de l'espace. Cette dernière caractéris
tique facilite l'estimation des tendances et des relations entre chacun des paramètres 
du système. De cette manière, l'exploration sert à bâtir des hypothèses solides sur le 
système étudié. L'exploration peut se faire non seulement sur le domaine entier du 
problème, mais aussi sur des régions plus fines de l'espace pour révéler les variations 
locales et les points d'intérêt de la surface de réponse du problème. L'exploration peut 
donc être utilisée itérativement afin d'approfondir les hypothèses considérées et raffi
ner le métamodèle construit. Finalement, l'exploration est utile à la vérification des 
hypothèses formulées. Puisque les échantillons sont statistiquement distribués, il est 
possible de sonder une partie de l'espace dans le but de vérifier si la tendance avancée 
par l'hypothèse se vérifie à plus grande échelle ou dans différentes régions de l'espace 
des solutions. 

L'interactivité du module se situe à deux niveaux. Le premier niveau permet à 
l'utilisateur d'obtenir de l'information sur les simulations lancées en temps réel. Ce 
dernier peut donc observer l'avancement et les statistiques générales des simulations, 
par exemple la moyenne de la surface de réponse et les minimums et maximums trou
vés pour chacune des variables de sortie du problème. Pour sa part, le second niveau 
permet de choisir les régions à explorer, c'est-à-dire qu'une fois la première exploration 
terminée, l'utilisateur peut lancer une seconde vague de simulations, mais cette fois en 
ciblant les zones d'intérêt du problème. Mis ensemble, ces deux niveaux d'interactivité 
permettent à l'utilisateur de gérer le temps de simulation et l'espace exploré en fonction 
de l'information acquise lors de ses expérimentations. 
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2.2 Divergence 

Avant de parler des techniques d'exploration, on doit présenter le concept de diver
gence2, car il est central à la notion d'échantillonnage uniforme. Cette dernière sert à 
mesurer l'écart de répartition entre la distribution actuelle et la distribution uniforme. 
De manière générale, la divergence est une mesure de distribution proportionnelle, c'est-
à-dire que chacune des régions de l'espace devrait contenir un nombre d'échantillons 
proportionnel à son volume. 

Lors de l'étude d'un problème, on veut échantillonner le domaine afin de pouvoir faire 
certaines inferences sur son espace des solutions. La divergence de l'ensemble d'échan
tillons peut être utilisée afin de mesurer la validité de ces inferences ou d'obtenir une 
idée de l'erreur possible de ces approximations. Par exemple, dans le domaine boursier, 
pour effectuer la prédiction de la valeur d'une action, on tente souvent d'estimer une 
intégrale de la forme 

/ ( / ) = / f(x)dx (2.1) 
J e 

par la moyenne sur N échantillons de la même fonction 

/(/)4S/W. (2-2) 
iV zes 

où C s = [0,1 Y est le cube unitaire en s dimensions et S est un échantillonnage 
quelconque. Il est évident que plus la distribution de S est uniforme, moins l'erreur 
d'approximation sera grande. L'erreur d'approximation est donnée par l'inégalité de 
Koksma-Hlawka (Xiederreiter, 1992), 

\I(f) - î(f)\ < D(S)V(f), (2.3) 

où V(f) est une mesure de fluctuation de la fonction / et D(S) est une mesure de 
non-uniformité de l'échantillonnage S (Hickernell, 1998). La mesure de non-uniformité 
la plus souvent rencontrée est la divergence étoile (star-discrepancy), elle est donnée 
par 

card (S n [0,x)) 
D*(S) = sup -Vol([0,x)) (2.4) 

N 
où card (A) indique le cardinal de la distribution A et Vol([0,l)) représente la distribu
tion uniforme à l'intérieur du cube unitaire. L'inégalité de Koksma-Hlawka vient alors 
donner la borne supérieure de l'erreur de / ( / ) , 

E(f) = \I(f)-î(f)\<D*(S)V(f). (2.5) 

2. Le mot divergence est ici utilisé en référence au terme anglais discrepancy. La divergence est 
utilisé en son sens d'écart, de différence et d'anomalie. 
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Il est rarement possible de calculer pratiquement D*(S) pour un nombre de dimen
sions s > 2 à cause de l'opération de supremum ''. On remplace donc le supremum par 
une norme L2, ce qui ramène la complexité de calcul à 0(N2s) . La divergence L2-étoile 
(Warnock, 1972) est donnée par 

(T*(5))2 = r + ^ E E [ I l - max(5„, S») 
i=i j = ik=i ( 2 6 ) 

ol-s N s K ' 

-V^ni - (^ ) 2 , 
i v i=lfc=l 

où Sx,y dénote la yième coordonnée du xième échantillon de l'ensemble S. Il existe plusieurs 
variantes de la divergence utilisant une norme L2. Parmi les plus populaires, on retrouve 
la divergence L2-extrême (Morokoff et Caflisch, 1994), 

(T2(S))2 = 12"s + ̂ E E É (1 - max(Si,k,Sjtk)) min(Siifc, S M ) 

ol-s N s v ' --^rEIK1-^)^ 
7 V i=\ k=\ 

et la divergence L2-modifiée (Hickernell, 1998), 

(M2(S))2 = Q S + i E E II t2 - max(5i)fe,5iifc)] 
i - i j - i k - i , . 

ol-s N s v ; 

-V^n (»-*)• 
i V i=ifc=i 

2.3 Grille M s factorielle 

La grille M s (aussi appelée Mk) factorielle est une généralisation de la grille 2S (2k) 
factorielle. Ce dernier design d'expérimentations est l'un des plus simples à construire, 
il consiste à mettre chacun des paramètres du problème à son minimum et maximum 
et à effectuer toutes les combinaisons possibles. La figure 2.1(a) présente ce design sur 
un problème à trois variables. Pour sa part, le design M s factoriel divise l'espace de 
chaque paramètre en M — 1 parties égales et effectue toutes les combinaisons possibles. 
La figure 2.1(b) présente un exemple de design 43 factoriel. 

Le nombre de simulations à effectuer étant exponentiel par rapport au nombre de 
facteurs, ce design d'expérimentations devient très rapidement dispendieux en nombre 

3. Le supremum d'un sous-ensemble S faisant partie d'un ensemble T est la plus petite valeur de 
T supérieure à tous les éléments de S. 
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(a) Design 23 factoriel (b) Design 43 factoriel 

FIGURE 2.1 - Designs M s factoriels 

de simulations à effectuer. Toutefois, il offre l'avantage de déduire le métamodèle non 
seulement entre toutes les paires, mais aussi entre tous les M-uplets de paramètres. Ce 
design est facile à construire et produit une information détaillée du problème. Lorsque 
le temps de simulation est faible, ce design est très efficace. 

2.4 Hypercube latin quasi orthogonal 

L'hypercube latin quasi orthogonal (en anglais, Nearly Orthogonal Latin Hypercube, 
NOLH) est un design d'expérimentations visant à maximiser l'espace couvert par la 
distribution tout en minimisant le nombre d'échantillons. De plus, il minimise la cor
rélation entre les facteurs de chaque scénario, ce qui le rend très intéressant pour une 
étude de régression linéaire. Le NOLH est un descendant direct de l'échantillonnage 
en hypercube latin introduit par McKay et al. (1979). Ce dernier consiste à diviser le 
domaine d'un problème en un certain nombre de parties de tailles égales et à échan
tillonner cet espace à raison d'un seul échantillon dans chaque rangée et colonne. La 
figure 2.2 présente deux échantillonnages d'un espace en deux dimensions où on a divisé 
chaque facteur en quatre parties. Ce design ne garantit pas une non-corrélation entre 
les paires de facteurs, comme on peut le voir à la figure 2.2(b). Afin de pallier à ce 
manque, Ye (1998) propose un algorithme de construction d'hypercubes latins orthogo
naux (OLH) garantissant la non-corrélation de chaque paire de paramètres. Finalement, 
Cioppa et Lucas (2007) ont modifié l'algorithme de Ye en augmentant le nombre de pa-
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FIGURE 2.2 - Échantillonnages par hypercube latin d'un espace à deux dimensions 

ramètres pris en compte et en réduisant la contrainte sur la corrélation afin d'augmenter 
la répartition dans l'espace de l'hypercube latin quasi orthogonal. 

La construction d'un NOLH débute avec le vecteur de base e, duquel on peut 
construire les deux matrices M et S et un ensemble de matrices A. Le vecteur e est 
une permutation de [1 2 • • • q], où q est le nombre de niveaux positifs d'un NOLH. À 
partir de l'ordre m de l'hyperbube latin quasi orthogonal, il est possible de déterminer 
la dimensionnalité s et le nombre de simulations ra. 

s = m + 
m — 1 

n = 2 m + l, 

9 = —^r~ - m—1 

(2.9) 

(2.10) 

(2.11) 

Le tableau 2.1 présente les paramètres d'un NOLH en fonction de son ordre, pour m = 
4, 5, 6 et 7. 

Premièrement, l'ensemble de matrices A est composé de m — 1 matrices de permu
tations de taille q x q, chacune dénotée Aj, i = 1 , . . . ,ra — 1. 

A i = I ' I®R<g)--- (g>R, 
m— 1—i 

(2.12) 

où I est la matrice identité 2 x 2 
de Kronecker. 

i o 
0 1 

, R est la matrice 2 x 2 J J et (g) est le produit 

Ordre (m) Dimensionnalité (s) Niveaux (ra) 
4 7 17 
5 11 33 
6 16 65 
7 22 129 

TABLE 2.1 - Paramètres de l'hypercube latin quasi orthogonal en fonction de l'ordre 
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Puis, la matrice M, une matrice q x k, est construite de la manière suivante. La 
première colonne correspond au vecteur e, alors que pour les m —1 colonnes suivantes, les 
mj sont obtenus par la multiplication de Aj par e. Ensuite, pour les colonnes restantes, 
les m m + i , . . . , mit correspondent à la multiplication de Aj. A/ et e, j = 1 , . . . ,m — 2 et 
/ = j + 1 , . . . , m — 1. Le tableau 2.2 présente le cas où e correspond à la permutation 
identité et m = 4. 

e Aie A2e A3e AiA2e AiA3e A2A3e 
1 2 4 8 3 7 5 
2 1 3 7 4 8 6 
3 4 2 6 1 5 7 
4 3 1 5 2 6 8 
5 6 8 4 7 3 1 
6 5 7 3 6 4 2 
7 8 6 2 5 1 3 
8 7 5 1 6 2 4 

TABLE 2.2 - Matrice M 

Par la suite, la matrice S, aussi une matrice q x k, contient le vecteur + 1 dans 
sa première colonne Si, puis une alternance de 1 et —1 dans les m — 1 colonnes subsé
quentes afin de refléter une matrice 2S factoriel (§2.3). Les colonnes restantes s m + i , . . . ,Sfc 
sont remplies par une multiplication élément par élément et paire à paire des colonnes 
s 2 , . . . ,sm précédentes. Le tableau 2.3 présente un exemple de matrice S d'ordre 4. 

S i s2 S3 s4 s 2 - s 3 S 2 • S4 S 3 • S4 

+1 - 1 - 1 - 1 +1 +1 +1 
+1 +1 - 1 - 1 - 1 - 1 +1 
+1 - 1 + 1 - 1 - 1 +1 - 1 
+1 +1 + 1 - 1 +1 - 1 - 1 
+1 - 1 - 1 +1 +1 - 1 - 1 
+1 +1 - 1 +1 - 1 +1 - 1 
+1 - 1 + 1 +1 - 1 - 1 +1 
+1 +1 + 1 +1 +1 +1 +1 

TABLE 2.3 - Matrice S 

Finalement, la matrice T est obtenue par la multiplication de Hadammard des 
matrices M et S. La matrice d'échantillonnage finale est une augmentation de la matrice 
T en y ajoutant son image miroir négative et un point central nul (équation (2.14)). 
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T = M S (2.13) 

T 
0 (2.14) 

- T 

2.4.1 Méthode de Florian 

Une fois l'hypercube latin quasi orthogonal construit, il est possible d'améliorer 
sa corrélation paire à paire en lui appliquant la méthode de Florian (Florian, 1992). 
Brièvement, cette routine échange la position de deux niveaux d'une même colonne de 
la matrice d'échantillonnage tant qu'il peut y avoir une amélioration de la corrélation 
à l'intérieur de la matrice. L'annexe A présente les aspects mathématiques de cette 
méthode. Cioppa et Lucas utilisent cette méthode uniquement sur les hypercubes latins 
passant un certain filtre. Dans ce travail, la méthode de Florian est appliquée à tous les 
hypercubes latins quasi orthogonaux. 

2.5 Séquences quasi aléatoires 

Les générateurs de nombres quasi aléatoires produisent des ensembles d'échantillons 
dont la divergence est très faible, c'est-à-dire que leur uniformité est très grande. Il est 
facile de voir à la figure 2.3 que la distribution produite par un générateur de nombres 
pseudo aléatoires conventionnel est beaucoup moins uniforme que celle produite par 
un générateur de nombres quasi aléatoires. L'uniformité de la distribution produite par 
un générateur de nombres aléatoires influence grandement les résultats obtenus dans 
plusieurs domaines comme l'optimisation (Auger et al, 2006), l'intégration numérique 
(Davies et ai , 1999; Niederreiter, 1992), l'apprentissage machine (Cervellera et Muselli, 
2004) et la vision par ordinateur (Philoiniii et al., 2000). 

2.5.1 Séquence de Halton 

La séquence de Halton (Halton, 1960) est un générateur de nombres quasi aléatoires 
multidimensionnel souvent utilisé dans le cadre de procédés quasi Monte-Carlo. Elle 
est largement employée car sa définition est simple et elle est facile à implanter. Tout 
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(a) Séquence pseudo aléatoire (b) Séquence quasi aléatoire 

FIGURE 2.3  Comparaison entre une séquences pseudo aléatoire et une séquence quasi 
aléatoire contenant chacune 200 échantillons. 

d'abord, la séquence de Halton est une généralisation de la séquence de van der Corput 
(van der Corput, 1935) qui, pour sa part, est unidimensionnelle. Le raième élément x„i0 

de la séquence de van der Corput en base b est construit de la manière suivante, ra doit 
premièrement être écrit dans la base b, 

k 

n = dkdk!...di = E***" 1 (215) 
i=l 

avec di G {0 , . . . , b — 1}. Puis, le nombre est obtenu avec 
k 

â » = E*6"* (216) 
i = l 

Les séquences obtenues avec une base b = 2, 3 et 5 sont respectivement 
x2 = [0,5 0,25 0,75 0,125 0,625 0,375 0,875 0,0625 • • •] 

x3 = [0,33 0,66 0,11 0,44 0,77 0,22 0,55 0,88 • • ■ ] 
x5 = [0,2 0,4 0,6 0,8 0,04 0,24 0,44 0,64 • • •] 

La séquence de Halton X en s dimensions est le regroupement des séquences de van 
der Corput de base Pi, où pi est le i,eme nombre premier. 

X s = ( x P l , x P 2 , . . . , x p J e [ 0 , l ) s (2.17) 

Malgré la qualité des séquences de van der Corput qui la composent, la séquence de Hal

ton possède un défaut majeur : lorsque la dimensionalité augmente, une forte corrélation 
apparaît dans ses projections bidimensionnelles, ce qui entraîne une augmentation mar

quée de la divergence en fonction du nombre de dimensions. On peut voir l'apparition 
de corrélation dans le coin inférieur droit de la figure 2.4(a) et à la figure 2.4(b). 
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FIGURE 2.4 Séquence de Halton 

2.5.2 Séquences de Halton généralisées 

La corrélation dans la séquence de Halton provient du fait que les points sont 
construits par des séquences de van der Corput de cycle de longueur b augmentant 
de manière monotone. Lorsque la base augmente, la longueur des plages monotoniques 
augmente aussi. On illustre cette monotonicité en fonction de la base à la figure 2.5. 
Braaten et Weller (1979) ont introduit une technique de permutation des séquences de 
van der Corput permettant de briser la corrélation induite par les grandes bases dans la 
séquence de Halton. En permutant la représentation 6aire des nombres des séquences 
de van der Corput, les séquences n'augmentent plus de manière monotone. La permu

tation de la représentation des nombres des séquences de van der Corput consiste à 
effectuer l'opération suivante, 

<6 = E*(<*i)
&_i

' (2.18) 
i = l 

où 7T est une permutation de [0 1 • • • b — 1] avec TT0 = 0 afin que Vn, x* b ^ 0. Ainsi la 
suite de van der Corput en base 3 sera 

x£ = [0,66 0,33 0,22 0,88 0,55 0,1Ï 0,77 0,44 • • ■ ], 

avec 
7T = [0 2 1]. 

La séquence de Halton généralisée associée aux séquences de van der Corput permutées, 
est donnée par 

X? = (*£\^V. . ,x£)e[0, i r , (2.19) 
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(a) Base 2 (b) Base 5 (c) Base 11 

FIGURE 2.5  20 premiers points de trois séquences de van der Corput. 
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FIGURE 2.6  Séquence de Halton permutée de Koci et Whiten. 

où II = [TTI • • • 7TS]. La figure 2.6 présente une séquence de Halton généralisée utili

sant la permutation « RR2 » de Koci et Whiten (1997). Plusieurs auteurs ont proposé 
des permutations efficaces. Les méthodes les plus performantes peuvent être trouvées 
dans les travaux de Atanassov et Durchova (2003), Chi et. al. (2005) et Faure et Le

mieux (2009). Pour une étude de performance comparative détaillée de chacune de ces 
séquences, le lecteur intéressé est invité à consulter les travaux de Faure et Lemieux 
(2009). 
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2.6 Optimisation de séquences à faible divergence 
par un algorithme évolutionnaire 

Aux sections 2.4 et 2.5.2, l'hypercube latin quasi orthogonal et la séquence de Halton 
généralisée sont présentés comme des techniques d'exploration utilisant une configura
tion de base pouvant être modifiée dans le but d'obtenir différents échantillonnages 
possédant différentes propriétés. Les méthodes de construction de ces séquences à faible 
divergence sont elles-mêmes comparables à des problèmes complexes. L'interaction entre 
les paramètres mène à des structures émergentes dans les séquences obtenues. L'uni
formité de la distribution est difficilement prévisible à partir d'une combinaison de 
paramètres. Ces deux derniers points rendent complexe l'exploration et l'optimisation 
des séquences à faible divergence. 

La configuration de l'hypercube latin quasi orthogonal se fait par le vecteur de 
base e. La longueur du vecteur de base est donnée par l'équation (2.11), il existe donc 
2m _ 1! permutations possibles du vecteur de base pour un hypercube latin d'ordre m. 
Il est pratiquement impossible, en temps raisonnable, d'évaluer tous les hypercubes 
latins d'ordre m > 4. L'état de l'art dans la recherche de bons hypercubes latins quasi 
orthogonaux est présenté par Cioppa et Lucas (2007). Ils utilisent dans leurs travaux 
une permutation aléatoire du vecteur de base afin de trouver une configuration optimale 
parmi toutes les configurations possibles. 

La configuration d'une séquence de Halton généralisée est légèrement plus complexe 
que celle d'un hypercube latin quasi orthogonal. Elle requiert une permutation par 
dimension et la longueur de cette permutation dépend de la dimension à laquelle elle est 
appliquée. Atanassov et Durchova (2003), Chi et al. (2005) et Faure et Lemieux (2009) 
utilisent chacun des algorithmes de recherche différents se basant sur la divergence afin 
de trouver, sans explorer toutes les combinaisons possibles, une configuration optimale. 

L'idée présentée dans cette section est d'utiliser un algorithme évolutionnaire (en 
anglais, Evolutionary Algorithm, EA) afin de trouver des configurations optimisant la 
divergence de ces types de séquence. L'évolution de permutations d'indices devrait per
mettre de passer d'une population initiale de bonnes séquences à faible divergence, 
semblables à celles obtenues par permutations aléatoires, à d'excellentes configurations 
optimisant la permutation en fonction des mesures de performance. Les EA sont pré
sentés en détails à la section 3.4. 
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2.6.1 Représentation 

La population évoluée par l'EA est constituée d'individus représentés chacun par un 
ou plusieurs vecteurs d'entiers. Ces vecteurs sont des permutations d'indices [ai • • • an] 
où a, G { l , . . . , n } avec a, ^ a,-, Vi ^ j . Chaque vecteur peut être comparé à un 
chromosome du génome de l'individu. Le génotype des deux séquences est composé 
différemment, il est monochromosomique dans le cas de l'hypercube latin et multichro-
mosomique dans le cas de la séquence de Halton. 

Le chromosome du NOLH est directement le vecteur de base e. La représentation 
est donc unique, un génotype (vecteur e) est associé à un phénotype (matrice NOLH). 
Cette représentation diffère de celles utilisées par Bates et al. (2004) et Liefvendahl et 
Stocki (2006) qui, à leur manière, encodent l'hypercube latin directement à l'intérieur 
du génotype et obtiennent des matrices d'échantillonnage sans se baser sur les algo
rithmes de construction de Ye ou de Cioppa et Lucas. La représentation utilisée ici 
emploie l'algorithme présenté à la section 2.4 afin de passer du vecteur e à la matrice 
d'échantillonnage. La méthode de Florian (§2.4.1) est appliquée sur tous les hypercubes 
construits. 

La configuration de la séquence de Halton généralisée est légèrement différente de 
celle de l'hypercube latin, elle est constituée de plusieurs chromosomes. Chaque chromo
some représente alors la permutation pour une dimension. L'équation (2.18) indique que 
/TJO = 0 afin de toujours garder un individu valide. Chaque chromosome est donc une 
permutation de [0 • • • Pi — 2]. De plus, la permutation 7Ti est nécessairement la permu
tation identité [0 1] puisqu'elle ne comporte qu'un seul élément pouvant être permuté. 
Un exemple du passage du génotype au phénotype pour un individu à 4 dimensions est 
présenté à la figure 2.7. 

Chromosomes Configuration Phénotype 

X, (0.50 0.66 0.40 0.71 

*3 10.75 0.22 0.60 0.29 

FIGURE 2.7 - Représentation de la séquence de Halton généralisée. 
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ent rée : Deux parents xi , x2 et 
p une probabilité de correspondance 

sortie : Deux enfants yi,y2 
Initialiser les enfants yi = Xi,y2 = x2 

pour i dans 1 . . n : 
Tirer un nombre aléatoire 0 < q < 1 
si q < p : 

a <— Indice de j/2,t dans yi 
b <— Indice de yiyi dans y2 
Échanger y u et y1>a 

Échanger y2,« et y2,6 
fin 

entrée : Un individu x et 
p une probabilité d'échange 

sortie : Un mutant y 
Initialiser le mutant y = x 
for i dans 1 . . n : 

Tirer un nombre aléatoire 0 < q < 1 
si q < p : 

Tirer un entier aléatoire 1 < j < n, i / j 
Échanger yt, y j 

fin 

(b) UPSM 
(a) UPMX 

FIGURE 2.8 - Pseudo-code des opérateurs de croisement et mutation. 

2.6.2 Opérateurs 

Les opérateurs de croisement et de mutation, utilisés pour générer de nouveaux 
individus à partir des parents, respectent la représentation par vecteur d'indices des 
séquences à faible divergence. Ils garantissent la validité des descendants de parents 
valides. L'opérateur de croisement utilisé est le croisement uniforme partiellement cor
respondant (UPMX) (Cicirello et Smith, 2000). Ce croisement effectue la permutation 
de paires de valeurs choisies à des positions aléatoires dans les chromosomes correspon
dants de deux parents, l'algorithme est présenté à la figure 2.8(a). Par exemple, pour 
deux parents dont les points de croisement sont les cases soulignées, 

xi = [3 5 1 4 7 6 2 8] 
x2 = [4 6 5 1 8 3 2 7], 

on obtient les deux enfants 

yi = [5 6 1 4 8 3 2 7] 
y2 = [4 3 6 1 7 5 2 8]. 

L'opérateur de mutation utilisé (UPSM) échange partiellement les valeurs à l'intérieur 
d'un génotype selon une certaine probabilité pour chaque gêne, comme présenté à la 
figure 2.8(b). 
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2.6.3 Mesures de performance 

La performance d'un hypercube latin quasi orthogonal LVOL//(X) est composée de 
quatre mesures de qualité, la divergence L2-modifiée (A/2(x)2), la distance Euclidienne 
minimale (Afm(x)), le conditionnement (cond2(x)) et la corrélation paire à paire maxi
male (MPwC(x)). 

ÎNOLHW = {M2(x)2,Mm(x),fCond(x),fCor(x)} (2.20) 

fcond(x) = min(l,l,13/cond2(x)) (2.21) 
fcor(x) = min(l,0,03/MPu/C(x)) (2.22) 

La qualité d'une séquence de Halton f /^x) est donnée, pour sa part, par une unique 
mesure de divergence 

îHS(x) = M2(x)2. (2.23) 

Divergence 

La divergence, telle que présentée à la section 2.2, est une estimation de l'unifor
mité d'un échantillonnage. Elle peut alors directement servir à estimer la performance 
d'une séquence quasi aléatoire. Dans leurs travaux, Cioppa et Lucas (2007) utilisent la 
divergence L2-modifiée (équation 2.8) afin de mesurer la qualité de leurs hypercubes 
latins. Afin de pouvoir comparer les résultats obtenus par l'utilisation d'un algorithme 
évolutionnaire avec ceux de Cioppa et Lucas, l'évaluation des NOLH se fera avec cette 
même mesure. Pour ses caractéristiques, la divergence L2-modifiée a aussi été choisie 
comme mesure de performance dans l'optimisation de séquences de Halton généralisées. 
Selon Fang et al. (2000), la divergence L2-modifiée permet de calculer l'uniformité des 
projections sur l'étendue de toutes les sous-dimensions de la séquence. Elle permet donc 
d'avoir un estimation assez précise de l'uniformité de la permutation étudiée. 

Distance Euclidienne minimale 

La distance Euclidienne minimale est la plus courte distance séparant deux points 
de l'échantillonnage. Si D est la matrice contenant les distances entre tous les points de 
la matrice d'échantillonnage, la distance Euclidienne minimale est alors la plus petite 



Chapitre 2. Exploration 23 

distance contenue dans D. La distance entre les points i et j est calculée par 

k 

dij = s £ ( « m  j m ) 2 . (2.24) 
\ m=l 

Plus la distance Euclidienne minimale est grande, meilleures sont les chances que l'uni

formité de la distribution soit grande. 

Condit ionnement 

Le conditionnement est normalement utilisé en algèbre linéaire afin de connaître 
la difficulté de calcul numérique d'un problème. Cioppa et Lucas (2007) utilisent le 
conditionnement afin de calculer l'orthogonalité des points d'une séquence. Une matrice 
ayant un conditionnement égal à 1 est dite orthogonale, alors qu'un conditionnement 
plus grand que 1 indique un certain niveau de corrélation entre les dimensions. Le 
conditionnement se calcule par la décomposition en valeurs singulières de XTX, 

cond2(X) = ^  , (2.25) 
Wn 

où X est la matrice d'échantillonnage et vbi et ^ n sont respectivement la plus pe

tite et la plus grande valeur singulière de XTX. Selon Cioppa et Lucas, une matrice 
d'échantillonnage ayant un conditionnement inférieur ou égale à 1,13 est considérée 
quasi orthogonale. 

Corrélation paire à paire maximale 

La corrélation paire à paire maximale représente la plus forte corrélation entre 
deux dimensions de la matrice d'échantillonnage. La corrélation entre les vecteurs 
v = [vi • • ■ vn] et w = [wi • • • wn] est calculée par 

Pv,w ~ 
ET=1 (Vi  v)(w i ~ W) 

(2.26) 
& i ( « * - * ) * 22.1 ( « * - t f )

a 

La corrélation paire à paire maximale est donnée par 

MPwC(x) = max pVjW. 

Cioppa et Lucas mentionnent que la corrélation paire à paire doit être inférieure ou 
égale à 0,03 pour qu'une matrice d'échantillonnage soit considérée quasi orthogonale. 
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Paramètres NOLH NOLH Halton Halton 
Nombre de dimensions 11 16 20 50 
Nombre d'échantillons évalués 33 65 2500 2500 
Nombre de générations 500 500 3000 3000 
Population 1000 1000 500 500 
Type de sélection NSGA-II NSGA-II Tournoi Tournoi 
Participant aux tournois - - 10 10 
Type de croisement UPMX UPMX UPMX UPMX 
Probabilité de croisement 0,5 0,5 0,3 0,3 
Probabilité de correspondance (UPMX) 0,2 0,2 0,25 0,25 
Type de mutation UPSM UPSM UPSM UPSM 
Probabilité de mutation 0,1 0,1 0,3 0,3 
Probabilité d'échange (PSM) 0,05 0,05 0,02 0,02 

TABLE 2.4 - Paramètres d'évolution pour l'optimisation des séquences à faible diver
gence. 

2.6.4 Expérimentations et résultats 

Cette section présente les expérimentations menées afin d'optimiser les séquences à 
faible divergence en utilisant un EA. Pour chacune des séquences présentées précédem
ment, 25 expériences indépendantes ont été accomplies. Les hypercubes latins quasi 
orthogonaux et séquences de Halton généralisées découverts par l'EA sont ensuite res
pectivement comparés avec les hypercubes latins de Cioppa (2002) et les séquences 
d'Atanassov et Durchova (2003), Faure et Lemieux (2009) et Sobol' (1967). 

Résultats pour les NOLH 

Les expérimentations avec les NOLH sont menées avec des hypercubes d'ordre m = 5 
et 6. À partir de l'ordre choisi, on calcule, avec les équations 2.9 et 2.10, le nombre de 
dimensions s = 11 et 16 et le nombre d'échantillons n = 33 et 65 de ces NOLH. Les 
quatre mesures de qualité empêchent l'utilisation d'une sélection par tournoi standard. 
La sélection est donc effectuée en classant par mesure de domination au sens de Pareto 
les quatre objectifs à la fois. Le classement est fait par l'algorithme NSGA-II (Deb et ai, 
2002). Les autres paramètres d'évolution sont présentés à la table 2.4. 

La figure 2.9 présente une superposition des 25 fronts de Pareto trouvés au cours des 
25 expérimentations indépendantes. Toutes les solutions présentées respectent les deux 
critères de quasi orthogonalité, c'est-à-dire que leur corrélation paire à paire maximale 
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FIGURE 2.9  Hypercubes latins quasi orthogonaux trouvés par les 25 expérimentations. 

et leur conditionnement sont respectivement plus petite que 0,03 et plus petit que 
1,13. Il est clair que la majorité des NOLH trouvés dominent au sens de Pareto le 
meilleur hypercube latin mentionné dans la littérature (Cioppa, 2002) (zones hachurées). 
Il est important de noter aussi que le nombre d'évaluations faites par l'algorithme 
évolutionnaire (500000 par expérience) est beaucoup moins important que le nombre 
d'évaluations faites par Cioppa et Lucas dans leurs travaux (1 million pour m = 5 et 2 
millions pour m = 6). 

De manière absolue, les NOLH de tous les fronts de Pareto peuvent être classés 
en additionnant leur rang dans chacun des deux critères, M2(x) et EMm(x). Il est 
ainsi possible de comparer visuellement le meilleur individu trouvé par l'EA avec le 
meilleur individu disponible dans la littérature. La figure 2.10 révèle le plus haut niveau 
d'homogénéité obtenu par l'EA. En effet, la figure 2.10(b) montre plusieurs patrons de 
mauvaise uniformité, tel les « X » visibles entre les variables 19, 34, 67 et 1011. La 
figure 2.10(a), pour sa part, ne présente pas d'arrangement aussi prononcé. Le vecteur 
e donnant pour résultat la figure 2.10(a) est donné à l'annexe B. 

Résultats pour les séquences de Halton généralisées 

Les expérimentations pour les séquences de Halton généralisées ont porté sur des 
séquences de 20 et 50 dimensions. La fonction d'évaluation utilisée est directement la 
divergence L2modifiée des 2500 premiers échantillons. Le nombre d'échantillons est 
choisi afin d'avoir un aperçu général de l'uniformité de la séquence. Selon Faure et 
Lemieux (2009), le nombre d'échantillons à utiliser devrait être n = PiPj afin d'évaluer 
la divergence des dimensions i et j (px étant le xième nombre premier). Toutefois, avec 
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FIGURE 2.10  Comparaison visuelle des hypercubes latins d'ordre 5. 

cette estimation, l'évaluation de la divergence de norme 2 des dimensions près de 50 
nécessiterait quelques 50000 échantillons. La complexité de calcul de la divergence 
L2 (0(n2s)) rend cette tâche impossible. Faure et Lemieux mentionnent que les 2500 
premiers points peuvent servir à avoir un bon aperçu de la divergence de séquences ayant 
jusqu'à 360 dimensions (p36o = 2437). Les paramètres de l'algorithme évolutionnaire 
sont présentés à la table 2.4. 

Séquence s = 20 .s = 50 
EA 0,4432 189021 
Aléatoire 0,4850 213627 
At anassov Durchova 0,4788 247088 
FaureLemieux 0,4783 258004 
Halton 1,469 4,8 x 108 

Sobol 0,4882 

TABLE 2.5  Divergence L2modifiée des séquences de Halton généralisée 

La table 2.5 présente la divergence moyenne des meilleurs individus trouvés par les 
25 expérimentations menées avec l'EA, ainsi que la divergence minimale de 1 million 
de séquences de Halton généralisées générées aléatoirement (Aléatoire). La différence 
entre les résultats de ces deux techniques montre bien que l'EA est capable d'optimi

ser les permutations afin d'obtenir des séquences dont la divergence à l'uniformité est 
plus faible que des configurations aléatoires. On y voit en effet une appréciation de la 
divergence de 8,6% et 11,5% respectivement pour les séquences de 20 et 50 dimensions. 

Plusieurs fonctions de test ont été définies dans le but d'inspecter l'efficacité des 
séquences quasi aléatoires à estimer une intégrale de la forme / /(x)dx (Radovic et al, 
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1996; Sobol" et Asostsky, 2003). Dans le but de tester les séquences produites par 
l'algorithme évolutionnaire, nous utilisons les fonctions de test suivantes, 

/ . < * ) = n ^ - ^ 1
 (2.27) 

i=i J- -r- " . 

/2(x) = n i + c ( ^ - ° ' 5 ) (2-28) 
i=i 

/3(x) = n x f + 0,75. (2.29) 
j = i 

L'équation 2.27 est utilisée par Atanassov et Durchova (2003) et Faure et Lemieux 
(2009), les premiers utilisent (i) a* = 0 et les seconds (ii) a* = 0,01, (iii) Oj = 1, (iv) 
Oj = i, (v) Oi = i2 et (vi) a, = (s — i + l)2 . Faure et Lemieux mentionnent qu'en 
partant de (i) à (vi), la dimension effective diminue. Brièvement, la dimension effective 
d'une fonction est le nombre de variables nécessaires afin de bien estimer la fonction, 
c'est-à-dire, une fonction ayant une dimension effective dr pourra être approximée avec 
précision par une autre fonction ne tenant compte que des dr premières variables. La 
dimension effective est décrite en détail dans Caflisch et al. (1997). Afin de bien couvrir 
les dimensions effectives possibles, nous utilisons les cas (i) et (iv), où (i) devrait être 
plus difficile à estimer que (iv). 

L'équation 2.28 est tirée de Sobol' et Asostsky (2003), le paramètre c est utilisé afin 
de régler la dimension effective de la fonction. Pour cette fonction de test, c a été fixé 
à 0,1 afin de garder la difficulté d'intégration raisonnable pour 20 et 50 dimensions. 
L'équation 2.29 quant à elle, est tirée de Atanassov et Durchova (2003). 

Les figures 2.11 à 2.15 présentent les résultats les plus concluants pour la perfor
mance de la séquence de Halton généralisée optimisée par un EA. Les résultats pour 
les autres fonctions sont présentés à l'annexe C. On y compare l'erreur d'intégration 
produite par différentes séquences quasi aléatoires, Halton (H) (Halton, 1960), Faure-
Lemieux (FL) (Faure et Lemieux, 2009), Sobol '(Sobol', 1967) et Atanassov-Durchova 
(AD) (Atanassov et Durchova, 2003). 

Pour les 8 fonctions de test, 4 fois les séquences EA et FL sont les deux meilleures 
séquences. Ces deux séquences se départagent à deux occasions, aux figures 2.13 et 2.14, 
où respectivement EA et FL estiment l'intégrale plus précisément. Les séquences AD 
et Sobol donnent une erreur d'approximation plus faible que les autres séquences pour 

4. La séquence de Sobol n'est présentée que pour 20 dimensions, car l'implantation à l'intérieur 
de la librairie scientifique GNU (GSL) ne permet pas d'avoir une séquence à plus de 40 dimensions. 
De plus, les implantations à l'intérieur de librairies concurrentes, telle SSJ, ne donnent pas les mêmes 
ensembles de points. 
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FIGURE 2.12 - Fonction de test / i , a* = i, s = 20 
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FIGURE 2.15 - Fonction de test f3, s = 50 

chacune 1 fonction de test sur 8. Ces résultats montrent que l'EA a pu optimiser une 
configuration de permutations pour la séquence de Halton généralisée rivalisant avec 
l'état de l'art des séquences quasi-aléatoires pour l'estimation d'intégrales difficiles par 
la seul connaissance de la divergence L2-modifiée des 2500 premiers points. 

La table 2.5 montre que la divergence des séquences obtenues par l'algorithme évo
lutionnaire est plus faible que la divergence des autres séquences. Il est alors possible 
d'imaginer qu'avec une meilleure estimation de la divergence, les séquences produites 
par l'algorithme évolutionnaire pourraient avoir une distribution encore plus uniforme 
et donc estimer de manière encore plus précise une intégrale donnée. 

Conclusion 

Cette section montre qu'il est possible de générer des séquences à faible divergence 
avec un algorithme évolutionnaire. Dans les deux cas étudiés, NOLH et séquence de 
Halton généralisée, les séquences produites ont une divergence plus faible que des sé
quences générées aléatoirement et présentées dans la littérature. De plus, la séquence de 
Halton produite se compare très bien aux séquences générées par les techniques propo
sées dans la littérature pour estimer des intégrales. Une partie des résultats rapportés 
dans cette section a été présentée à la conférence sur les algorithmes évolutionnaires 
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GECCO'09 (De Rainville et ai, 2009). La technique traitée dans cette section bénéfi
cie directement de la précision de l'approximation d'uniformité, ainsi une amélioration 
dans l'estimation de la divergence d'un ensemble de points ne pourrait qu'améliorer les 
résultats. De plus, il serait intéressant de développer une technique pour optimiser des 
séquences de points dont le nombre de dimensions n'est pas fixé. 

2.7 Conclusion 

L'exploration est une étape cruciale dans l'étude d'un système complexe, car elle est 
le point de départ d'une bonne compréhension des interactions entre les différents fac
teurs du système. Les méthodes présentées précédemment assurent une répartition uni
forme des échantillons dans l'espace des paramètres du problème dans le but de mettre 
en évidence les relations entre les variables d'entrée et de sortie du système complexe. 
La répartition automatique des échantillons dans l'espace augmente les chances d'ob
server les phénomènes importants et ainsi permet d'éviter de formuler des hypothèses 
subjectives. On présente au chapitre 5 une comparaison de la distribution des scéna
rios dans l'espace des paramètres d'un système complexe entre un analyste et quelques 
méthodes décrites dans ce chapitre. 



Chapitre 3 

Optimisation 

L'optimisation pour la simulation, dont il est question dans ce chapitre, est bien 
différente de l'optimisation classique. Cette dernière - programmation linéaire, quadra
tique, en nombre entier et non linéaire - est applicable uniquement dans le cas où une 
fonction mathématique peut représenter le problème à optimiser. L'optimisation pour 
la simulation cherche à obtenir le rendement optimal d'un problème pour lequel la ré
ponse ne peut être obtenue autrement que par la simulation. En d'autres mots, il est 
impossible de définir une fonction mathématique explicite représentant le problème, dû 
à sa complexité et, parfois, à son caractère stochastique. L'optimisation pour la simu
lation utilise les données produites par chacune de ses simulations afin de cibler, dans 
l'espace des paramètres du problème, les régions produisant une réponse optimale par 
rapport à une métrique donnée. Le fonctionnement général de l'optimisation pour la 
simulation est présenté à la figure 3.1. 

L'optimisation n'a été jumelée à la simulation qu'au cours de la dernière décennie. 
Fu (2002) avance que cette combinaison est grandement due au large bond qu'a connue 
la puissance de calcul des ordinateurs dans les dernières années. De nos jours, la simula
tion reproduit plus exactement la réalité et l'optimisation ratisse en temps raisonnable 
beaucoup plus de solutions. L'utilisation de l'optimisation dans un cadre de simulation 
est encore aujourd'hui sujet à controverse, Kleijnen et al. (2005) mentionnent que la re
cherche de politiques « optimales » controvient à la recherche de politiques « robustes », 
dû au fait que beaucoup de paramètres de la vie réelle ne sont pas pris en compte lors 
de simulations. 

Dans un contexte interactif de compréhension, le design d'expérimentations n'ex
clut pas l'optimisation, car l'information qu'elle peut fournir à l'utilisateur est cru
ciale. Non seulement les résultats finaux de l'optimisation peuvent être intéressants, 
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Nouvelles simulations 

Évaluation 

FIGURE 3.1 - Boucle d'optimisation 

car ils indiquent à l'utilisateur dans quelles régions du domaine devraient se trouver 
de « bonnes » politiques, mais encore, le chemin itératif emprunté par l'optimisation 
lui fournit un indice quant au moyen de passer d'un scénario ayant une performance 
moyenne à un scénario beaucoup plus performant. 

L'optimisation se sépare en trois grandes familles. Tout d'abord, les techniques repo
sant sur le gradient estiment à chaque pas d'optimisation le gradient du problème afin de 
tendre vers de meilleures solutions. La méthode Nelder-Mead'(§3.2), l'approximation 
stochastique par perturbations simultanées (Spall, 1999) et l'approximation stochas
tique par différences finies (Kiefer et Wolfowitz, 1952) sont trois exemples de cette 
approche. Ensuite, l'optimisation basée sur une population opère en cherchant de nou
velles solutions dans les régions près des meilleures solutions trouvées. On compte entre 
autres parmi ce type d'optimisation le recuit simulé (§3.3), les algorithmes génétiques 
(§3.4) et les stratégies d'évolution (§3.5). Finalement, la dernière famille d'optimisa
tions approxime la surface de réponse afin de diriger la recherche dans l'espace des 
paramètres du problème. Le plus souvent l'approximation de la surface de réponse est 
faite par des techniques de régression. Cette dernière famille n'est pas présentée dans 
ce chapitre puisque plusieurs techniques d'approximation sont présentées au chapitre 4. 
L'utilisateur peut alors exploiter cette information pour trouver les points optimums du 
problème. Pour plus de détails sur les techniques d'optimisation stochastique, voir Spall 
(2003) et Marti (2005) et pour une comparaison en profondeur de multiples algorithmes 
d'optimisation, consulter le site web de Black-Box Optimisation Benchmark à l'adresse 
h t t p : / / coco .g fo rge . i n r i a . f r . 

1. La méthode Nelder-Mead fait plus précisément partie des méthodes d'optimisation directe, c'est 
à dire qu'elle ne calcule pas explicitement le gradient, mais effectue une recherche dans la direction la 
plus prometteuse selon les données courantes. 

http://coco.gforge.inria.fr


Chapitre 3. Optimisation 34 

3.1 Contexte d'utilisation 

L'optimisation donne un aperçu des minimums et maximums du système étudié. 
Ces optimums permettent entre autres d'évaluer l'étendue de la plage de réponses du 
problème. Cette dernière sert à évaluer la performance individuelle de chacune des 
solutions en fonction de la performance globale possible du problème. L'optimisation 
délimite aussi les zones critiques de l'espace des paramètres. Ainsi, un utilisateur peut 
plus facilement éviter ou rechercher ces zones lors de simulations ultérieures. 

En mode interactif, l'optimisation se comporte comme une exploration orientée. Elle 
aide à mettre en place des politiques optimales face au problème abordé en révélant 
les patrons qui relient les différentes solutions optimales. L'optimisation interactive 
aide à comprendre la différence entre une solution faible et une excellente solution. En 
combinant l'exploration à l'optimisation, il est possible d'obtenir une approximation de 
l'espace des solutions près des optimums, ce qui renseigne l'utilisateur sur la robustesse 
des solutions obtenues par l'optimisation face à l'imprécision de certains facteurs. Il est 
aussi possible de réduire le domaine d'optimisation afin de concentrer la recherche d'un 
scénario optimal dans une région désirée et ainsi trouver les optimums sous certaines 
conditions prédéfinies. 

3.2 Méthode Nelder-Mead 

La méthode Nelder-Mead, inventée en 1965 par les mathématiciens John A. Nelder 
et Roger Mead (Nelder et Mead, 1965), consiste à déplacer une enveloppe convexe (un 
simplex) dans l'espace du problème afin de la diriger vers une solution optimale. Le 
simplex se déplace en effectuant des réflexions, contractions, expansions et réductions 
selon la direction la plus prometteuse de la surface de réponse, ces actions sont pré
sentées à la figure 3.2. L'algorithme débute en choisisant s + 1 points dans l'espace à 
s dimensions pour former le simplex. Chacun de ces points est évalué par rapport à la 
fonction objectif et comparé aux autres points du simplex. Ensuite, selon un algorithme 
simple, une des opérations de base est choisie afin de déplacer le simplex sur la surface 
de réponse du problème. Lorsque le simplex s'approche d'un optimum, il se contracte. 
L'algorithme se termine lorsque la surface du simplex atteint une taille minimale, cette 
dernière est déterminée par les paramètres de départ de l'algorithme. 

L'algorithme Nelder-Mead est une méthode d'optimisation très efficace, elle déplace 
le simplex sur la surface de réponse en explorant très peu de nouvelles combinaisons 
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(a) Réflexion 

V- , ' ' 

(b) Contraction positive 
et négative 

(c) Expansion 

(d) Réduction 

FIGURE 3.2 - Opérations possibles sur le simplex 

de paramètres à la fois, en général une ou deux par itération. Toutefois, il n'est pas 
rare que l'algorithme termine sa course sur un point non stationnaire dans le cas où 
tous ses points sont situés sur un même plateau. De plus, lorsque la surface de réponse 
du problème est légèrement complexe, il est presque impossible de trouver l'optimum 
absolu du problème, car l'algorithme reste coincé dans les optimums locaux. Lorsque la 
surface de réponse est simple, le simplex de Nelder et Mead est un excellent algorithme 
d'optimisation. 

3.3 Recuit simulé 

Le recuit simulé (Kirkpatrick tt al., 1983) est une technique d'optimisation se basant 
sur la mécanique statistique et la distribution de Boltzmann. Plus précisément, son 
nom vient du processus de recuit en métallurgie qui consiste à augmenter et réduire 
la température d'un matériau pour faire augmenter la taille de ses cristaux et ainsi 
abaisser son énergie interne. À l'intérieur d'un processus d'optimisation, l'énergie est la 
mesure de performance d'une certaine configuration de paramètres et la température 
est un paramètre permettant de changer l'état du système. 

Le processus général du recuit simulé est de choisir une première solution aléatoi
rement et de calculer son énergie. Ensuite, la valeur d'un paramètre choisi au hasard 
est modifiée aléatoirement. Si l'énergie de cette nouvelle configuration est plus basse, 
elle remplace automatiquement la solution actuelle. Sinon, elle la remplace avec une 
probabilité P(AE) = e x p f ^ ^ J , où AE est la différence d'énergie entre les deux 
configurations et T la température. La température est ensuite réduite suivant une loi 
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décroissante. La loi la plus couramment utilisée est Ti+i = QTJ, OÙ Q < 1, généralement 
a = 0,99. Le processus se termine lorsque la température atteint un certain minimum 
ou lorsque la configuration atteint un niveau satisfaisant. 

Le recuit simulé offre un avantage certain sur le simplex, il est capable de traverser 
les optimums locaux afin de trouver plus aisément les optimums globaux du problème. 
Le recuit simulé n'exploite aucune information recueillie au cours de l'optimisation pour 
choisir la direction à prendre au cours de la prochaine itération, ce qui l'empêche de 
suivre la direction d'optimisation idéale pour une surface de réponse simple. Toutefois, 
si la surface de réponse est bruitée ou complexe, on peut observer une nette amélioration 
de l'efficacité de l'optimisation du recuit simulé sur le simplex. 

3.4 Algorithmes génétiques 

Les algorithmes génétiques (AG) ont été introduits par John Holland au cours des 
années 1960 et ont ensuite été développés et publiés par Holland et ses étudiants de 
l'Université du Michigan au cours des années 1970 (Holland, 1975). Comme son nom 
l'indique, l'algorithme génétique est inspiré des principes naturels d'évolution. Il est 
composé d'une population d'individus, où chaque individu est une solution au problème 
à optimiser. À l'origine, les individus étaient une chaîne de bits représentant de manière 
plus ou moins complexe la solution au problème. De nos jours, les individus de la 
population prennent différentes formes, plusieurs chercheurs ont observé que plus la 
représentation de chaque solution est naturelle au problème, plus l'algorithme génétique 
est performant2. 

Cet algorithme, basé sur une population, s'appuie sur la théorie de la sélection 
naturelle de Darwin afin de produire, à partir des solutions existantes, de nouvelles 
solutions combinant les différentes caractéristiques des « bonnes » solutions de la géné
ration précédente. Le fonctionnement de l'algorithme génétique consiste en trois phases : 
la variation, l'évaluation et la sélection (figure 3.3). Chaque phase est présentée dans 
les prochaines sous-sections. Pour plus de détails sur les algorithmes génétiques, voir 
les livres Mitchell (1998) (Algorithme génétique) et Poli et al. (2008) (Programmation 
génétique). 

L'algorithme génétique est un outil d'optimisation très puissant. Il peut aisément 
trouver de bonnes solutions pour les problèmes les plus complexes. Malheureusement, 

2. Par exemple l'utilisation d'un vecteur d'indices pour le problème du voyageur de commerce et 
d'un arbre postfixé pour la programmation génétique. 
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Initialiser la population P( l ) 
pour g dans 1 . . G : 

Varier P(g) -► P'(g) 
Évaluer P'(g) 
Sélectionner à partir de [P(g), P'(g)] » P(s + 1) 

fin 

FIGURE 3.3  Pseudocode d'un algorithme génétique simple. 

le nombre d'évaluations requises pour arriver à une solution optimale est souvent assez 
grand. Pour des problèmes dont le temps de simulation est plutôt court, l'algorithme 
génétique est un excellent choix pour l'optimisation de paramètres. 

3.4.1 Variation 

Les opérateurs de variation sont responsables de la génération de nouveaux individus 
à chaque itération d'un algorithme génétique. Ce sont eux qui recombinent et modifient 
le bassin génétique de la population pour créer de nouvelles solutions. Le croisement et 
la mutation sont les deux opérateurs de variation les plus souvent rencontrés. 

Le croisement associe des parties du code génétique de parents sélectionnés afin de 
créer des descendants. L'opérateur de croisement fait appel à la théorie des schémas 
(Holland, 1975; Goldberg, 1989). Cette dernière décrit que les patrons de gênes pro

duisant de bons individus  ceux ayant une solution supérieure à la moyenne de la 
population  se reproduisent plus souvent et donc se transmettent à chaque génération 
avec une plus grande probabilité. Cette théorie montre aussi que les patrons tendent 
généralement à s'associer et à produire des individus de qualité égale ou supérieure à 
leurs ancêtres. Dans cette optique, le croisement est un outil associant les composantes 
de bases disponibles dans la population pour construire des structures complexes ré

pondant à un certain problème. 

La mutation est le second opérateur de variation utilisé dans un algorithme géné

tique. Son rôle est différent du croisement, il sert plutôt à créer de la diversité dans 
le bassin génétique. Au bout d'un certain nombre de générations, la sélection réduit 
le nombre d'individus différents dans la population, la mutation vient alors modifier 
aléatoirement une portion de la population, ce qui introduit dans le bassin génétique 
de nouvelles composantes de base. Généralement, la probabilité de mutation d'un indi

vidu est beaucoup plus faible que la probabilité de croisement afin d'éviter de détruire 
systématiquement le progrès accompli lors de l'évolution. 
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3.4.2 Evaluation 

L'évaluation est le processus par lequel les individus sont notés par rapport à un 
certain objectif. L'évaluation est totalement dépendante du problème. C'est elle qui 
permet de différencier une bonne d'une mauvaise solution. L'étape d'évaluation des 
solutions dans un algorithme évolutionnaire est un problème dit « parallèle à en être 
gênant » \ car il n'y a aucune dépendance entre les évaluations et elles peuvent être 
effectuées dans un ordre quelconque. Il est donc très facile de paralléliser cette étape 
sur une unité de calcul haute performance. La possibilité de parallélisation confère à 
l'algorithme génétique un grand avantage sur les autres algorithmes d'optimisation. 

3.4.3 Sélection 

La sélection joue le rôle d'un filtre stochastique sur la population. Elle rejette les in
dividus les moins bien adaptés et conserve les individus répondant le mieux à la fonction 
objectif. La sélection est responsable de garder la taille de la population stable et de 
mettre l'emphase sur les meilleurs individus afin que ces derniers puissent produire des 
descendants à leur tour. La pression sélective - la probabilité de sélection des meilleurs 
individus - joue un rôle important dans l'algorithme génétique, elle permet de garder 
un rapport exploration/exploitation adéquat. Une pression sélective trop forte amène 
l'algorithme à converger très rapidement vers des solutions sous-optimales alors qu'une 
pression trop faible ne fait que ralentir l'évolution. 

3.5 Stratégies d'évolution 

Les stratégies d'évolution (SE) ont été développées au début des année 1960, paral
lèlement aux algorithmes génétiques, au Technical University of Berlin par Rechenberg 
(1973) et Schwefel (1965). De manière similaire aux algorithmes génétiques, les straté
gies d'évolution font appel aux principes de l'évolution naturelle. Elles sont constituées 
d'une population d'individus produisant des descendants qui leur ressemblent et ont 
recours à un principe de sélection pour mettre l'emphase sur les meilleurs individus 
de la population. Pour une introduction détaillée des stratégies d'évolution, voir Back 
et al. (1991) et Beyer et Schwefel (2002). 

3. Embarrassingly parallel workload. 
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Les stratégies d'évolution sont probablement plus efficaces que les algorithmes gé
nétiques pour les problèmes où tous les paramètres sont des nombres réels. Leur per
formance d'optimisation est due à la récolte et à la réutilisation de l'information sur 
la surface de réponse à chaque itération (voir CMA-ES §3.5.3). Comme pour les al
gorithmes génétiques, la performance des stratégies d'évolution est meilleure lorsque 
beaucoup de simulations peuvent être effectuées en un temps raisonnable '. 

3.5.1 Stratégie bimembrée 

La stratégie bimembrée fut la première stratégie d'évolution étudiée par Rechenberg. 
Son algorithme est élémentaire, la « population » est constituée d'un parent et d'un 
enfant, chacun un vecteur de nombres réels x. L'enfant est produit en perturbant, selon 
une loi normale de moyenne 0 et variance o~itt (A/"(0, o^t)), chacune des composantes £; 
du parent. Le meilleur des deux individus devient le parent de l'itération suivante et le 
second est rejeté. Cet algorithme se nomme la SE-(1 + 1). Schwefel (1965) montre que 
cet algorithme reste souvent coincé dans les optimums locaux lorsque la variance de la 
mutation o^t est mal ajustée. 

Afin de parer à cet inconvénient, Rechenberg (1973) présente, pour de simples pro
blèmes, une loi unissant la probabilité d'une mutation menant à un meilleur individu 
et la déviation standard optimale, pour modifier la variance de mutation au cours de 
l'avancement de la stratégie d'évolution. Il en conclut la règle du 1/5 : 

The ratio of successful mutations to all mutations should be 1/5. If it is 
greater than 1/5, increase the [mutation] variance; if it is less, decrease [it]. 

En général, cette règle peut être utilisée pour tous les problèmes. Schwefel (1981) 
conseille d'utiliser o i t t+\ = 0,82aiit dans le cas d'une réduction du pas de mutation 
et oijt+i = 0,82-1<7j)t dans le cas d'une augmentation du pas de mutation. 

3.5.2 Stratégie multimembrée 

La première stratégie d'évolution multimembrée à apparaître fut la SE-(/i + 1). Sa 
population est constituée de p individus, dont deux sont choisis aléatoirement à chaque 
itération pour produire un enfant par recombinaison de leurs composantes Xi et cr,;. Une 

4. Une comparaison de la performance et une suggestion de modification d'algorithmes d'optimisa
tion ont été réalisées lorsqu'un nombre très restreint d'évaluations peuvent être effectuées (Gelly et ai , 
2006). 
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mutation, semblable à celle de la SE-(1+1), est ensuite appliquée sur l'enfant produit. La 
sélection imite une extinction du moins bien adapté entre tous les individus. Rechenberg 
note que dans ce type de stratégie d'évolution, le pas de mutation n'a pas besoin d'être 
contrôlé, il devient un paramètre intrinsèque à chaque individu et subit lui aussi la 
recombinaison et la mutation. Cette technique permet aux paramètres optimaux de 
mutation d'émerger grâce à l'évolution, ce groupe s'appelle stratégies d'évolution auto
adaptatives. 

La SE-(,u + 1) engendre deux nouveaux types de stratégie, soit la SE-(/i + A) et la 
SE-(/^ , A), où A enfants sont produit à chaque itération. La sélection « + » implique 
comme précédemment une sélection entre les parents et les enfants alors que la sélection 
« , » dicte de laisser de coté tous les parents peu importe leur performance et de choisir 
uniquement parmi les enfants générés. Cette dernière stratégie de sélection permet 
entre autres d'échapper plus facilement à de mauvais paramètres intrinsèques apparus 
au cours de l'évolution. 

3.5.3 Stratégie à matrice de covariance adaptative 

La stratégie d'évolution utilisant une matrice de covariance adaptative (en anglais, 
Covariance Matrix Adaptation Evolution Strategy, CMA-ES) diffère des stratégies d'évo
lution standard au niveau de la distribution des nombres aléatoires utilisée lors de 
la mutation. Les stratégies d'évolution standards emploient une distribution normale 
A/r(0, cr) où les on varient selon certaines règles implicites ou explicites à l'algorithme 
d'évolution. La distribution est alors uniforme selon tous les paramètres du problème. 
Pour sa part, l'algorithme CMA-ES fait appel à une distribution normale multivariée 
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FIGURE 3.4 - Adaptation de la matrice de covariance dans CMA-ES 
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J\f(0, E), où S est une matrice de covariance modifiée à chaque itération en fonction de 
la surface de réponse du problème. La figure 3.4 présente un exemple de l'adaptation 
de la distribution multivariée au cours de l'évolution pour un problème simple de mi
nimisation. Pour plus de détails sur l'algorithme CMA-ES voir Hansen et Ostermeier 
(1996). 

3.6 Conclusion 

Les dernières sections présentent plusieurs algorithmes d'optimisation travaillant 
sur des problèmes non convexes et non linéaires. Bien entendu, cette liste n'est pas ex
haustive, l'algorithme BFGS (Broyden, 1970; Fletcher, 1970; Goldfarb, 1970; Shainio, 
1970) et l'algorithme de hill climbing (et toutes ses variantes) sont d'autres techniques 
couramment utilisées pour l'optimisation de procédés. Chacun des algorithmes pré
sentés possède ses propres propriétés de convergence et s'applique plus ou moins bien 
à certains types de problème. Par exemple, la méthode Nelder-Mead sera beaucoup 
plus efficace J qu'un algorithme génétique sur un problème où l'ordre de la surface de 
réponse est faible. Cette théorie s'appelle le No Free Lunch Theorem (Wolpert et Ma-
cready, 1997), elle dicte qu'un algorithme ayant une forte performance sur un certain 
type de problème sera compensé inversement par une faible performance sur un second 
type de problème, et ce, pour tous les algorithmes. Ce théorème enseigne qu'un seul 
algorithme ne peut être utilisé pour l'optimisation de tous les problèmes. Une connais
sance préalable des propriétés du problème aide à trouver l'algorithme qui conviendra 
le mieux. Un exemple de l'utilisation des méthodes d'optimisation proposées sur un 
système complexe est présenté au chapitre 5. 

5. Le nombre de simulations requises pour atteindre un optimum. 
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Approximation 

L'approximation est une technique servant à estimer la valeur d'une variable lorsque 
sa vraie valeur n'est pas disponible ou est difficile à calculer. L'approximation s'appa
rente fortement à l'apprentissage machine, car les deux techniques tentent de recon
naître, à partir d'une base de connaissances, des patrons qui ne sont pas dans cette 
dernière. Plus précisément, l'approximation tente de réduire le métamodèle sous-jacent 
à la base de connaissances à une fonction de la forme yo ~ /(xo, B), où Xo est le vecteur 
des paramètres d'entrée, 0 est un vecteur de paramètres inconnus et yo le vecteur de 
réponse de l'estimateur du problème. A partir de cette définition, l'approximation est 
considérée comme une forme d'apprentissage supervisé dont la tâche est d'apprendre le 
lien entre les entrées et les sorties d'un système. 

Comme mentionné au chapitre 3, l'approximation peut être utilisée dans le cadre de 
l'optimisation, dans ce cas, elle sert à découvrir la forme de la surface de réponse d'un 
problème afin de trouver plus efficacement les optimums du problème. Cette méthode 
est très utile lorsque peu d'expérimentations peuvent être effectuées sur un problème. 
Cette technique se nomme le modèle de substitution (surrogate model), une étude de 
son efficacité est disponible dans Gelly et al. (2006). L'optimisation par modèle de 
substitution n'est pas couverte explicitement dans ce mémoire. 

Les techniques d'approximation s'apparentent beaucoup à celles utilisées en appren
tissage machine. On y retrouve entre autres, la régression par les k plus proches voisins 
(§4.2), le krigeage (en anglais, kriging) (§4.3), la régression par machine à vecteurs de 
support (§4.1), la régression multivariée par splines adaptatives (Friedman, 1991) et 
le perceptron multicouche (Runielhart et ai , 1986). Pour plus de détails sur les tech
niques d'approximation, voir Alpaydin (2004), Cressie (1993) et Han et Kamber (2006, 
chapitre 6). 
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4.1 Contexte d'utilisation 

L'approximation est utilisée, dans le cadre du projet IMAGE, principalement dans 
le but de fournir à l'utilisateur un aperçu de la surface de réponse du problème à 
partir des données simulées. L'approximation est utilisée dans cette optique, car elle 
est généralement plus rapide que la simulation. La surface de réponse complète du 
problème est obtenue dans des temps raisonnables et la visualisation des données est 
plus informative sur l'aspect général du système. 

Non seulement l'approximation aide à avoir une représentation de la surface de 
réponse d'un problème, mais elle sert aussi à élaborer de nouvelles hypothèses sur les 
relations entre les paramètres du système complexe. Elle met en lumière les liens entre 
les variables d'entrée et les variables de sortie du sujet exploré et contribue à identifier 
les variables qui ont le plus et le moins d'effet sur le système. 

Finalement, l'approximation joue un rôle important dans l'identification des nou
velles zones à explorer. Elle peut révéler des anomalies qui n'étaient pas prises en compte 
par les hypothèses posées. Une exploration plus approfondie de ces zones singulières peut 
être nécessaire afin de confirmer ou d'infirmer ces irrégularités du système. 

4.2 k plus proches voisins 

L'algorithme des k plus proches voisins (Fix et Hodges, 1951) est l'un des algorithmes 
d'approximation les plus simples. Il est généralement utilisé en apprentissage machine 
pour catégoriser un échantillon dont la classe est inconnue par un vote de majorité de ses 
k plus proches voisins dans l'espace des paramètres. Cette méthode peut facilement être 
transformée afin d'effectuer une régression, le vote de majorité est simplement remplacé 
par une moyenne ou une somme pondérée inversement proportionnelle à la distance des 
k échantillons les plus près du point à estimer. 

Une distance entre chaque échantillon souvent utilisée est la distance euclidienne 
entre les vecteurs de paramètres. Le choix du paramètre k est fait en fonction du 
nombre d'échantillons disponibles et du degré de lissage désiré. Plus k est grand, moins 
les fortes variations de la surface de réponse seront visibles, l'information locale est 
noyée par le moyennage sur plusieurs données. La précision de chacune des estimations 
est grandement liée à l'ensemble d'échantillons de départ et aux variations locales de la 
surface de réponse à estimer. 
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4.3 Krigeage 

Le krigeage est une méthode d'interpolation développée par le mathématicien G. 
Matheron au cours des années 1960 (Matheron, 1963) et nommée en l'honneur de l'in
génieur minier D. J. Krige. Le krigeage est une technique de prédiction spatiale linéaire 
dite optimale, car elle utilise la corrélation spatiale entre les données pour pondérer la 
combinaison linéaire servant à faire la prédiction /(xo) aux points inconnus xo-

/(xo) = 5 > . ( x o ) / ( x . ) (4.1) 
( = 1 

Les poids u>i sont la solution d'un système d'équations linéaires obtenue à partir des 
données Xi , . . . , x n . Le système d'équations diffère en fonction du type de krigeage 
utilisé. Par exemple, dans le cas du krigeage ordinaire (§4.3.3), le système d'équations 
linéaires à résoudre est donné par la matrice des variogrammes des données Xi , . . . ,Xn, 
en tenant pour acquis l'estimateur non biaisé Y!i=i u>i = 1. 

4.3.1 Variogramme 

Le variogramme 2j(-) est une fonction décrivant le degré de dépendance des données 
d'un processus stochastique en fonction de la distance qui les sépare. 

27(x, - x,) = 27(h) = var(/(x,) - /(x,)) (4.2) 

Lorsque la variance de la distribution est inconnue, le variogramme peut être calculé em
piriquement sur Xi , . . . ,x n . Matheron (1962) présente un estimateur de variogrammes 
classique, 

où 
iV(h) = {(xj.Xj) : h = x i - x j ; z , j = l , . . . , n } (4.4) 

et |iV(h)| est le nombre de paires distinctes dans N(h). Plusieurs autres estimateurs sont 
présentés par Cressie (1993), chacun corrige un défaut donné de l'estimateur classique. 
Par exemple, l'estimateur robuste 

™ s ( i m & v"i'<*>-'<*>>") ' I ( ° - 4 5 7 + m è (4-5) 
améliore la résistance aux observations aberrantes. 
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4.3.2 Modèles de variogramme 

La mesure du variogramme est rarement utilisée directement dans le calcul des 
poids du krigeage ordinaire. Plutôt, les mesures sont utilisées afin de déterminer les 
paramètres d'un modèle de variogramme qui lui est utilisé dans le système d'équations 
servant à déterminer les poids. Les six principaux modèles sont présentés à la figure 4.1. 

Le modèle linéaire est valide dans R s ,s > 1, 

^-{Lwwi "Jo; <4'6) 
où Co > 0 et bt > 0. 

Le modèle sphérique est valide dans R \ R 2 et M3, 

7(h) = 
0 h = 0, 

* + *,(§M_l( lM) 3) 0 < | N I < * . (4-7) 
Co + cs ||h|| > as 

où Co > 0, cs > 0 et as > 0. 

Le modèle exponentiel est valide dans Rs, s > 1, 

7(h) = {^ + ( , (1_ e x p(=M)) h^o! (48) 

où co > 0, ce > 0 et ae > 0. 

Le modèle quadrat ique rationnel est valide dans Rs, s > 1, 

0 h = 0, 
(4.9) 7 ( h ) - { c o + C r i i h n v ( i + « ) h ^ 0 ; 

où Co > 0, c,. > 0 et aT > 0. 

Le modèle sinusoïdal est valide dans R*, s > 1, 

7 ( h ) = {cl + c . ( l -a w s in(M)/ | | h | | ) h ^ £ ( 4 1 0 ) 

où CQ > 0, cw > 0 et aw > 0. 
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(a) Modèle linéaire (b) Modèle sphérique 

(c) Modèle exponentiel (d) Modèle quadratique rationnel 

(e) Modèle sinusoïdale (f) Modèle de puissance 

FIGURE 4.1 - Modèles de variogramme 
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Le modèle de puissance est valide dans Rs, s > 1, 

T ( h ) = { ^ , , „ t l l J :~"n (4.1D h = 0. 
co + 6p||h||- h ^ O , 

où co > 0, bp > 0 et 0 < A < 2. 

4.3.3 Krigeage ordinaire 

Le krigeage ordinaire est effectué par l'équation (4.1) où les poids to, sont donnés 
par le système d'équations 

w = r " 1 7 , (4.12) 
w = [wi . . . wn m]T, (4-13) 

7 = [7(x0 - X l ) . . . 7(xo - xn) 1]T, (4.14) 
7 ( x i - x j ) i = l , . . . , n , j = l , . . . , n , 

r = < 1 i = n + l , j = l , . . . , n , (4.15) 
0 i = n + l , j = n + l, 

T est une matrice symétrique (n + 1) x ( n + 1 ) . Le modèle de variogramme est choisi 
parmi les six modèles présentés précédemment. Pour chacun des modèles, une régression 
non linéaire est effectuée avec l'algorithme de Levenberg-Marquardt (Levenberg, 1944; 
Marquardt, 1963) afin d'en déterminer les paramètres. Le modèle donnant la plus faible 
erreur est choisi pour trouver les variogrammes 7(XJ — Xj), i , j = 0 , . . . ,n de 7 et T. 

Cette version du krigeage fait l'hypothèse que la surface de réponse du système 
complexe est isotrope. Par conséquent, l'approximation donnée par cette méthode peut 
être très loin de la vraie réponse du système lorsque le problème est anisotrope. Pour 
de plus amples détails sur le krigeage ordinaire ainsi que d'autres types de krigeage, 
consulter Cressie (1993). 

4.4 Régression par machine à vecteurs de support 

Les machines à vecteurs de support (support vector machines, SVM) ont été intro
duites par Vapnik (1982). Au moment de l'écriture de ce mémoire, elles sont parmi les 
méthodes de classification (et de régression) les plus utilisées, et ce pour deux grandes 
raisons : elles peuvent travailler sur des données à grande dimension et elles sont stables 
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dû à la méthode d'optimisation convexe utilisée lors de l'entraînement. Cette section ne 
se veut pas une introduction complète aux SVMs, mais uniquement un aperçu de leur 
principe de fonctionnement. 

4.4.1 Classification par SVM 

Dans un problème de classification à deux classes ' on cherche à déterminer à partir 
des données d'entraînement {xj,t/j},i = l , . . . ,n ,y i G {—1,+1 },Xj G Rs, la classe t/o 
d'une donnée x0 non classée. 

Données séparables linéairement 

Le cas le plus simple de classification est lorsque les données sont linéairement sé
parables. Un hyperplan de la forme Xj • w + b = 0 peut facilement être tracé afin de 
séparer les données des deux classes tel que présenté à la figure 4.2. On définit par d+ 

et d_ la plus courte distance séparant l'hyperplan d'une donnée positive (yi = +1) et 
négative (yi = —1). La marge de l'hyperplan séparateur est définie comme d+ + d_. Le 
travail de la SVM est donc de trouver l'hyperplan maximisant la marge. Les données 
constituant les vecteurs de support sont celles pour lesquelles l'égalité (4.1^) tient et 
que leur retrait entraînerait une solution différente. 

x, • w + b > +1 pour yi = +1 (4.16) 
Xj • w + b < —1 pour yi = —1 (4.17) 
Ut(xi- w + 6 ) - l > 0 (4.18) 

Données non séparables linéairement 

Lorsque les données ne sont pas séparables linéairement, une variable d'écart est 
ajoutée à l'inégalité (4.IN) pour obtenir 

&(Xi-w + o ) - l - r - 6 > 0 . (4.19) 

Si 0 < & < 1, Xj est classé correctement, mais se situe dans la marge et si & > 1, Xj 
est mal classé. L'étape d'apprentissage devient alors une maximisation de la marge et 

1. Les problèmes de classification à plus de deux classes ne sont qu'une généralisation des problèmes 
à deux classes. 
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FIGURE 4.2 - Données séparées par un hyperplan, les données encerclées constituent 
les vecteurs de support. 

une minimisation de la somme des erreurs C£ j£ j , où C est un paramètre défini par 
l'utilisateur permettant d'ajuster le poids de chaque erreur. 

Fonctions noyaux 

Les fonctions noyaux sont utilisées pour éviter d'ajuster une hypersurface séparatrice 
non linéaire entre les classes. L'idée est d'appliquer une transformation non linéaire $(x) 
sur le problème afin de le transformer en un problème dans un espace à k dimensions 
dans lequel il serait linéairement separable. 

< ï > : (-> 

Le problème est de trouver cette transformation et de l'appliquer au problème sachant 
que la dimensionalité de Rk peut être infinie. Au lieu d'utiliser la transformation <P(x), 
on utilise plutôt une fonction noyau K(Xi, Xj) qui, appliquée sur les données de l'espace 
de départ, reproduit le comportement de la transformation non linéaire. K(xi,Xj) = 
($(xi),$(xj)), la transformation noyau K(-) dans l'espace d'origine Rs est équivalente 
au produit scalaire des $(•) dans l'espace Rfc. L'espace n'a donc pas à être transformé 
et le résultat est une machine à vecteurs de support en fonction de cette fonction noyau. 

4.4.2 Régression par SVM 

Pour la régression, le même principe est utilisé, à l'exception que l'algorithme tente 
d'inclure tous les points à l'intérieur de la marge tel qu'à la figure 4.3. Ainsi, au lieu de 
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FIGURE 4.3 - Régression par machine à vecteurs de support. 

trouver 

m 
+i 
- i 

SI 

si 
(4.20) Xo • w + b > 0, 

x0 • w + b < 0, 
on trouve directement yo = x0 • w + b. Les fonctions noyaux sont utilisées de la même 
manière pour modéliser les comportements non linéaires. Le problème revient donc à 
placer un tube de rayon e autour de la courbe de régression et d'y faire entrer tous les 
points d'entraînement. Pour plus de détails sur les SVMs, voir Alpaydin (2004), Burges 
(1998), Smola et Schôlkopf (2004) et Vapnik (1995). 

4.5 Conclusion 

La performance de l'approximation ne dépend pas uniquement du problème ou de 
la complexité de la surface de réponse. Elle dépend, en grande partie, de la distribution 
des échantillons d'entraînement utilisés. Plus ces échantillons sont représentatifs du 
système, plus la fiabilité de l'approximation sera grande. Un échantillonnage biaisé 
entraîne une mauvaise approximation de la surface de réponse, car il est impossible 
pour un algorithme d'apprentissage d'acquérir des connaissances sur des phénomènes 
inconnus. Le meilleur moyen d'obtenir des échantillons représentatifs du système est de 
passer par une bonne étape d'exploration au préalable. Un exemple d'approximation 
de la surface de réponse d'un système complexe est présenté au chapitre 5. 



Chapitre 5 

Utilisation du design 
d'expérimentations interactif 

Ce chapitre propose un exemple concret de l'utilisation des techniques présentées 
précédemment. On y décrit tout d'abord le scénario d'expérimentation puis on présente 
les résultats de l'utilisation du design d'expérimentations interactif. Ces résultats sont 
ensuite comparés aux résultats obtenus par des utilisateurs d'une version de la plate
forme IMAGE n'incluant pas les outils proposés dans ce mémoire. 

5.1 Scénario d'expérimentation 

Le scénario d'expérimentation est quasi représentatif d'une situation à laquelle les 
Forces Canadiennes (FC)déployées en Afghanistan sont confrontées. Il représente un 
convoi militaire circulant du point A au point B sur une route unique habitée, pouvant 
être contrôlée par des troupes insurgées. Le but des FC est de ravitailler le point B 
en matériel de toutes sortes, alors que le but des insurgés est d'infliger le plus de 
dégâts possibles au convoi. Le scénario a été modélisé pour représenter les déplacements 
du convoi, les attaques des insurgés et les retours de feu du convoi par des règles et 
équations que suivent les agents représentant les véhicules canadiens et les insurgés dans 
le scénario '. 

1. La modélisation par agents d'attaque de convois par des insurgés a été étudiée par Gill et Ka-
lantzis (2007) et Hakola (2004). La modélisation implémentée pour le sbesoins des expérimentations 
est présentée dans Rioux (2009). 
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o RPG Equipped Insurgent Emplacement 
1NATIOM 

4. 
FIGURE 5.1  Scénario tactique d'expérimentation. 

Le scénario possède deux niveaux, le premier, nommé niveau tactique, est une simu

lation d'un convoi de dix véhicules de type LAV (Light Armoured Vehicle) se déplaçant 
sur une route afin de ravitailler le point de destination comme indiqué à la figure 5.1. Sur 
la route, cinq agents insurgés tentent d'empêcher le convoi d'arriver à destination. Les 
insurgés peuvent être de deux types, soit un dispositif explosif improvisé (Improvised 
Explosive Device, IED) ou une grenade propulsée par fusée (RocketPropelled Grenade, 
RPG). Les agents faisant partie du convoi ont deux paramètres ajustables, l'épaisseur 
du blindage sous le véhicule ( Underside Armor Thickness, UAT) et l'épaisseur du blin

dage sur les côtés du véhicule (Side Armor Thickness, SAT). Ces deux paramètres se 
reflètent dans la simulation sur les dégâts infligés par les insurgés et la vitesse de dé

placement du convoi. Le seul paramètre variable pour les agents insurgés est le nombre 
d'agents de type IED, le nombre d'agents de type RPG est déterminé ensuite pour que 
la somme des agents insurgés soit de cinq. Les dommages infligés par un IED et un 
RPG sont respectivement modulés par le blindage placé sous le véhicule et sur les côtés 
du véhicule. De plus, la portée et la précision des agents RPG sont modulées par la 
vitesse de déplacement des véhicules. Le niveau tactique possède aussi trois variables 
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de sortie, la vie restante du convoi à la fin du trajet, le chargement mené à bon port et 
le temps écoulé pour le transport du matériel. 

Le second niveau, appelé niveau procédurale, simule une coévolution des parties dé
crites au niveau tactique. Ce niveau correspond à une suite de 100 missions tactiques 
consécutives, où après chaque mission une réallocation des variables d'entrée est ef
fectuée en fonction des paramètres de sortie de la mission précédente. Un opérateur 
(utilisateur) contrôle, à ce niveau, deux variables entre chaque mission, soit la quantité 
de cargaison à donner à la population locale pour se mériter son allégeance et la prio
rité du convoi (subir le moins de perte possible ou transporter le plus de chargement 
possible). Ces deux variables influencent l'allocation des variables du niveau tactique. 
Par exemple, plus il y a de marchandises données à la population, plus l'information 
sur la prochaine allocation du nombre de IED est précise grâce à l'allégeance positive 
de la population, ainsi la prochaine allocation du nombre de IED peut être contrée plus 
facilement par un ajustement adéquat de l'armure sous et sur les côtés des véhicules. 
Les variables de sortie au niveau procédurale sont les sommes respectives des variables 
de sortie des 100 itérations tactiques. Pour plus de détails sur le modèle de simulation, 
voir Bernier et Rioux (2008). 

Le travail de l'opérateur lors des expérimentations est de contrôler, au niveau procé
durale, les paramètres de simulation afin de garder les variables de sortie à des niveaux 
optimaux. Afin d'alléger la tâche de l'opérateur, il ne peut que changer deux fois les 
deux paramètres procéduraux après une allocation initiale. Lors de l'allocation initiale, 
l'opérateur doit attribuer une valeur aux deux paramètres procédiraux et aux trois 
paramètres tactiques. De la sorte, l'opérateur peut choisir une valeur pour les 11 para
mètres décrits à la table 5.1. Une simple analyse révèle qu'il existe plus de 61 x 1012 

scénarios. Par conséquent, il est évident que la simulation de toutes ces combinaisons 
est impossible, peu importe le temps de simulation. Ce scénario est donc parfait pour 
l'utilisation du design d'expérimentations interactif. 

5.2 Exploration 

L'exploration d'un système complexe, tel que présenté au chapitre 2, permet de 
visualiser les variations importantes de la surface de réponse du système. Elle permet 
de tirer des hypothèses sur les mécanismes sous-jacents du problème et de comprendre 
pourquoi une certaine combinaison de paramètres entraîne un certain résultat. De plus, 
l'exploration interactive permet d'éviter les deux pièges de l'exploration manuelle men
tionnés au chapitre 2. La présente section résume un des cas d'utilisation de l'exploration 
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No. Paramètre Valeur Possibles 
1 UAT uat = {0 . . . . . 10} 
2 SAT sat = {0 , . . . , 10} 
3 Nombre de IED (NIED) nied = {0 , . . . , 5} 
4 Itération du premier changement ci = {0 , . . . , 100} 
5 Itération du second changement c2 = {0 , . . . , 100} 
6 Don initial de cargaison do = {0 , . . . , 100} 
7 Don après le premier changement di = {0 , . . . , 100} 
8 Don après le second changement d2 = {0 , . . . , 100} 
9 Priorité initiale Po = {0,l} 
10 Priorité après le premier changement Pi = {0,1} 
11 Priorité après le second changement P2 = {0,1} 

TABLE 5.1 - Paramètres de simulation du niveau opérationnel. 

interactive en utilisant le système décrit à la section précédente. 

5.2.1 Première exploration 

Kleijnen et al. (2005) mentionnent qu'en général, peu d'analystes de systèmes sont 
convaincus du bienfait de l'utilisation du design d'expérimentations lors de leurs ana
lyses. Ils préfèrent optimiser une solution en ne faisant varier qu'un seul paramètre à la 
fois plutôt que d'obtenir une vue d'ensemble des relations entre chacune des variables 
de simulation. La figure 5.2 présente un exemple convaincant de la différence de l'espace 
couvert par une exploration manuelle et une exploration dirigée par un design d'expé
rimentations. On y voit les projections bidimensionnelles des valeurs choisies à chaque 
simulation pour les 11 variables du problème. L'exploration manuelle ne parcourt que 
très peu de configurations différentes et répète inutilement certaines combinaisons en 
ne faisant varier qu'un seul paramètre à chaque nouvelle simulation. De plus, la figure 
5.2(a) contient 47 échantillons alors que les figures 5.2(b) à 5.2(d) n'en contiennent 
que 33. Les lignes visibles aux rangées et colonnes 3, 9, 10 et 11 sont dues au fait que 
ces variables ne peuvent prendre que six et deux valeurs chacune. Finalement, la table 
5.2 présente la divergence respective de chacune des quatre méthodes. On y voit bien 
que l'uniformité de la distribution obtenue par l'hypercube latin quasi orthogonal est 
bien inférieure à celle de l'échantillonnage manuel. L'analyste peut donc s'attendre à 
recueillir beaucoup plus d'information sur le système en utilisant un design d'expéri
mentations plutôt qu'une exploration manuelle. L'utilisation d'un design factoriel M s 

pour ce scénario est très peu commode puisque le nombre de simulations augmente très 
rapidement en raison des 11 dimensions du problème, pour M = 5 (M = 2 pour les 
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FIGURE 5.2  Exploration du scénario procédural, 

trois dernière dimensions) le nombre d'expérimentations à effectuer est de 3 125000. 

5.2.2 Explorations subséquentes 

Les explorations subséquentes, étant non moins importantes, sont toutefois moins 
délicates. La distribution des échantillons est légèrement moins capitale puisqu'une 
certaine base de connaissances sur le problème a déjà commencé à se construire dans 
l'esprit de l'analyste. Ainsi, une exploration manuelle peut aussi bien servir les besoins 
du spécialiste que l'utilisation de designs d'expérimentations additionnels. 

Chaque problème étant différent, il est impossible de définir une bonne séquence 
d'opérations afin d'amasser, le plus efficacement possible, l'information nécessaire à la 
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Méthode Divergence Z/2-modifiée 
Manuelle 12,01 
Aléatoire 6,41 
Halton 5,43 
NOLH 5.25 

TABLE 5.2 - Divergence des différentes méthodes d'exploration. 

bonne compréhension du système. Il en revient à l'analyste de construire cette séquence 
en fonction de la complexité attendue du problème, de ses connaissances préalables, 
de ses intuitions et de l'information acquise tout au long de l'exploration du système 
complexe. 

5.3 Optimisation 

Alors que l'exploration répond à la question « qu'est-ce que si? », l'optimisation 
tend à répondre à la question « comment ? » en trouvant les optimums du système 
complexe (Azadivar, 1999). L'optimisation appliquée à la simulation aide à trouver 
des réponses optimales au problème posé. La présente section étudie l'efficacité des 
différentes techniques présentées au chapitre 3 sur le problème décrit précédemment. 

5.3.1 Performance absolue 

L'évaluation de la performance absolue des techniques d'optimisation est faite en 
laissant les algorithmes trouver une solution optimale pendant un temps assez long pour 
ne pas contraindre leur performance. Les algorithmes travaillent à optimiser la survie 
du convoi après 100 itérations du scénario procédural. Le critère d'arrêt de l'algorithme 
de Nelder et Mead est fixé à une surface minimale d'une unité ou 200 itérations. Le 
critère d'arrêt du recuit simulé est fixé à 2000 itérations, sa température initiale est 
de 100 et le taux de réduction de la température est de 0,99. Finalement, le critère 
d'arrêt de l'algorithme évolutionnaire est de 200 générations pour une population de 
100 individus. 

La table 5.3 présente les résultats de 50 optimisations indépendantes pour chacun 
des trois algorithmes ainsi que le maximum trouvé par l'un des huit utilisateurs du logi
ciel IMAGE. Le maximum moyen de l'algorithme de Nelder et Mead est beaucoup plus 
faible que celui des deux autres algorithmes, de plus, il se termine en général après peu 
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Méthode Maximum Maximum moyen Simulations requises 
Nelder-Mead 846,7 795.7 65,5 
Recuit simulé 878,1 835 1101 

Algorithme génétique 878,7 845,3 16000 
Utilisateur 829,5 - 90 

TABLE 5.3 - Maximums trouvés pour la survie du convoi lors de 50 optimisations 
indépendantes. 

de simulations, ce qui laisse insinuer que l'algorithme reste coincé dans les maximums 
locaux du problème et échoue à trouver un maximum global. L'algorithme génétique 
est l'algorithme le plus performant sur ce problème, mais effectue plus de 16000 simu
lations par optimisation, ce qui le rend très lourd à utiliser. On remarque aussi que 
tous les algorithmes d'optimisation ont été en mesure de trouver un maximum supé
rieur au meilleur utilisateur de la plate-forme IMAGE, ce qui montre que l'utilisation 
d'algorithmes d'optimisation pour l'exploration de systèmes complexes peut être très 
utile afin de cibler les zones optimales du problème. 

5.3.2 Performance sous contrainte 

Souvent, lors de l'optimisation des paramètres d'un système complexe, le temps 
de simulation est trop long pour tenter un très grand nombre d'expérimentations. Il 
faut alors essayer d'optimiser le problème tout en minimisant le nombre de simulations 
effectuées. La présente section étudie la performance de chacun des algorithmes pré
sentés lorsque le nombre de simulations est limité à 20. La contrainte sur le nombre 
de simulations est appliquée aux algorithmes Nelder-Mead et recuit simulé en stoppant 
l'optimisation lorsque la 20e simulation est complétée. La température pour le recuit 
simulé est initialisée à 5 et le taux de refroidissement à 0,9. Le nombre de simulations 
dans le cas de l'algorithme génétique a été limité en effectuant 5 générations d'une 
population de 5 individus dont le taux de modification (probabilité de croisement et 
probabilité de mutation) est de 0,8. 

La table 5.1 présente les résultats des optimisations pour un nombre restreint de 
simulations. L'algorithme évolutionnaire représente toujours la méthode donnant le 
meilleur espoir de trouver une solution maximale. L'algorithme ayant le moins souffert 
de cette limitation du nombre de simulations est l'algorithme de Nelder et Mead, on 
peut donc imaginer que pour un problème ayant une réponse moins complexe, il aurait 
pu être tout aussi efficace, sinon meilleur que les deux autres. Encore une fois, les 
intuitions de l'analyste sont essentielles à la sélection du bon opérateur d'optimisation, 
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Méthode Maximum Maximum moyen 
Nelder-Mead 
Recuit simulé 

Algorithme génétique 

824,3 
825,9 
824,7 

775,1 
783.8 
795,9 

TABLE 5.4 - Maximums trouvés pour la survie du convoi lors de 50 optimisations 
indépendantes chacune effectuant un maximum de 20 simulations. 

il est le mieux placé pour comprendre les caractéristiques de son problème et ainsi faire 
un choix éclairé sur la technique d'optimisation à utiliser. 

5.4 Approximation 

L'approximation de la surface de réponse est probablement la plus ardue des trois 
étapes présentées dans ce mémoire. L'extraction d'information à partir d'un ensemble 
restreint de simulations est une tâche extrêmement complexe. Cette section analysera 
la capacité des méthodes d'approximation présentées au chapitre 4 à estimer la surface 
de réponse du système de la section 5.1. 

Tout d'abord, un sous ensemble des variables a été choisi pour être estimé. Ce sous-
ensemble représente les quatre facteurs ayant la plus grande corrélation avec la variable 
de sortie (la survie du convoi). Ils sont la dureté de l'armure sous les véhicules, le nombre 
de IEDs, la quantité de cargo donné au départ et la priorité au départ. On ne fait varier 
ici que ces quatre variables afin d'aider les techniques d'approximation à estimer la 
surface de réponse en restreignant le domaine d'apprentissage, le nombre de scénarios 
possibles étant par conséquent égale à 13332. 

L'apprentissage a été effectué sur six tailles d'échantillonnage différentes, toutes font 
varier les quatre facteurs mentionnés précédemment. Les figures 5.4 à 5.9 présentent les 
surfaces de réponses estimées par les algorithmes d'apprentissage pour trois paires de 
facteurs 2, alors que la figure 5.3 présente la surface de réponse réelle pour ces même trois 
paires. Chacune des deux méthodes présentées utilise le même ensemble d'échantillons 
de départ pour chaque taille d'échantillonnage. La surface de réponse estimée par l'al
gorithme des plus proches voisins est plus bruitée, elle fournit une approximation moins 
claire que celle produite par la machine à vecteurs de support. L'erreur d'approxima
tion présentée à la table 5.5 montre aussi que la SVR effectue une approximation plus 

2. Le facteur Po n ' a pas été paire aux autres facteurs pour des raisons d'espace et de pertinence, ce 
facteur ne pouvant prendre que deux valeurs. 
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Échantillons 
Erreur moyenne d'approximation 

Échantillons 
Plus proches voisins SVR 

100 57,07 44,37 
200 54,35 38,69 
300 50,78 36,65 
500 49,75 36,95 
1000 46,38 31,83 
2000 47,69 25,56 

TABLE 5.5 - Erreur moyenne sur l'ensemble de la surface de réponse. 

précise de la surface de réponse pour un même nombre d'échantillons. Toutefois, il est à 
noter que le temps d'apprentissage de la SVR est beaucoup plus important que le temps 
requis pour estimer la surface par les plus proches voisins. Une estimation à partir de 
1000 échantillons s'effectue en 70 minutes avec la SVR, alors qu'avec l'algorithme des 
plus proches voisins, la réponse est disponible en moins de cinq minutes. Cette différence 
peut jouer un rôle considérable dans le choix de la méthode d'approximation. Toute
fois, on note que pour ce problème, un bon compromis sur le nombre d'échantillons à 
utiliser semble être 300, pour les deux méthodes, les surfaces ne gagnent pas beaucoup 
de précision lorsque les estimateurs sont entraînés avec plus d'échantillons. 

L'approximation par le krigeage n'a pas pu être effectuée, car les variations à l'inté
rieur du problème sont anisotropes, alors que le krigeage présenté à la section 4.3 pose 
l'hypothèse d'isotropie. 

o o 

800 

650 

600 

0 0 0 0 

(a) UAT - NIED, D0 = 50 et (b) UAT -- D0, NIED ---- 3 et (c) NIED 
Po = l- Po = l- Po = l-

D0, UAT = 5 et 

FIGURE 5.3 - Surface de réponse réelle. 
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(a) 100 échantillons (b) 200 échantillons (c) 300 échantillons 

(d) 500 échantillons (e) 1000 échantillons 

o o 

(f) 2000 échantillons 

FIGURE 5.4 - Approximation de la réponse par les 5 plus proches voisins. En plus des 
facteurs non variés, sur ces figures, D0 — 50 et PQ = 1. 

(a) 100 échantillons 

800 

g 7 5 0 

| 7 0 0 
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600 

(b) 200 échantillons 

o o 

(c) 300 échantillons 

(d) 500 échantillons (e) 1000 échantillons (f) 2000 échantillons 

FIGURE 5.5 - Approximation de la réponse par machine à vecteurs de support pour la 
régression. En plus des facteurs non variés, sur ces figures, DQ = 50 et PQ = 1. 
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(a) 100 échantillons (b) 200 échantillons (c) 300 échantillons 

dlP 40 

(d) 500 échantillons (e) 1000 échantillons (f) 2000 échantillons 

FIGURE 5.6 - Approximation de la réponse par les 5 plus proches voisins. En plus des 
facteurs non variés, sur ces figures, NIED = 3 et PQ = 1. 

(a) 100 échantillons (b) 200 échantillons 

o o 

(c) 300 échantillons 

(d) 500 échantillons 

o o 

(e) 1000 échantillons (f) 2000 échantillons 

FIGURE 5.7 - Approximation de la réponse par machine à vecteurs de support pour la 
régression. En plus des facteurs non variés, sur ces figures, NIED = 3 et PQ = 1. 
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(a) 100 échantillons (b) 200 échantillons (c) 300 échantillons 

(d) 500 échantillons (e) 1000 échantillons (f) 2000 échantillons 

FIGURE 5.8 - Approximation de la réponse par les 5 plus proches voisins. En plus des 
facteurs non variés, sur ces figures, UAT = 5 et PQ = 1. 

(a) 100 échantillons (b) 200 échantillons 

o o 

(c) 300 échantillons 

(d) 500 échantillons (e) 1000 échantillons (f) 2000 échantillons 

FIGURE 5.9 - Approximation de la réponse par machine à vecteurs de support pour la 
régression. En plus des facteurs non variés, sur ces figures, UAT = 5 et P0 = L 



Chapitre 6 

Conclusion 

Ce mémoire traite du design d'expérimentations interactif, ainsi que de son utili
sation lors de l'analyse d'un système complexe. Tout d'abord, le chapitre 2 présente 
une série de méthodes d'exploration servant à amasser une base de connaissances sur 
le système étudié. On y présente, aussi, un moyen efficace d'optimiser l'uniformité de 
la distribution des échantillons de deux de ces méthodes, soit l'hypercube latin quasi 
orthogonal et la séquence de Halton généralisée. L'optimisation proposée se fait par un 
algorithme évolutionnaire et permet d'obtenir des séquences dont la distribution des 
échantillons est plus uniforme que celle des séquences présentes dans la littérature. Les 
résultats de cette optimisation font l'objet d'une publication à la conférence Genetic 
and Evolutionary Computation (GECCO'09) (De Rainville et al., 2009) où ils ont reçu 
le prix du meilleur article dans la catégorie « application au monde réel ». Vu l'inté
rêt sucité par ces travaux, un article de revue sur le même sujet est présentement en 
préparation. 

Par la suite, le chapitre 3 discute de méthodes d'optimisation pouvant être utilisées 
afin de trouver les combinaisons optimales de paramètres d'un problème dont la surface 
de réponse est non convexe, non linéaire et non différentiable. À la suite de quoi, le 
chapitre 4 avance plusieurs méthodes d'approximation aidant à estimer la surface de 
réponse du problème à partir d'un ensemble de scénarios présimulés. Les outils d'ap
proximation peuvent aussi être utilisés pour la planification des simulations futures, car 
ils fournissent à l'utilisateur des indices sur la surface de réponse du problème. Pour 
finir, le chapitre 5 expose les performances des méthodes des trois chapitres précédents 
lorsque confrontées à un système complexe. On y montre que les techniques propo
sées mettent au premier plan une information qui n'a généralement pas été découverte 
par un utilisateur ne disposant pas des outils suggérés. Ainsi, nous avançons que les 
méthodes mises de l'avant par le design d'expérimentations interactif sont susceptibles 



Chapitre 6. Conclusion 64 

d'aider un utilisateur dans son analyse d'un système complexe. 

L'objectif principal de ce travail était de concevoir une variante de design d'expéri
mentations où plusieurs outils interactifs étaient mis à disposition d'un utilisateur afin 
de faciliter son analyse d'un système complexe. Les chapitres 2, 3 et 4 répondent à cet 
objectif en proposant des méthodes d'exploration, d'optimisation et d'approximation 
pouvant être utilisées interactivement. Le chapitre 5 montre que chaque méthode peut 
être utilisée pour l'analyse d'un système complexe et que chacune fournit une informa
tion pertinente à l'analyste. Le second objectif de ce travail était de fournir des outils 
généraux à des utilisateurs ne connaissant pas le design d'expérimentations. Les ou
tils proposés n'utilisent que peu de paramètres et se fondent sur des principes simples. 
De plus, les méthodes développées ne font que très peu d'hypothèses sur la nature du 
problème analysé et peuvent ainsi s'appliquer à un large éventail de systèmes complexes. 

6.1 Perspectives 

L'intégration d'outils d'automatisation et d'analyse de données à l'environnement 
IMAGE ouvre la porte à plusieurs axes de développement et de recherche. Tout d'abord, 
il serait intéressant de pouvoir visualiser interactivement les données générées par le de
sign d'expérimentations interactif. Des travaux sur la visualisation de données scienti
fiques effectués par Girardin (2010) sont une avancée prometteuse dans la visualisation 
des données produites par le design d'expérimentations interactif. La visualisation scien
tifique permettrait à un utilisateur de gérer et d'assimiler plus facilement l'information 
générée automatiquement par les outils proposés dans ces travaux. 

Un second aspect de développement serait l'interactivité entre la représentation 
des données produites et le design d'expérimentations. L'une des premières difficultés 
lors de la planification d'expérimentations est la représentation mentale d'un espace 
multidimensionnel. Des outils de visualisation interactifs aideraient un utilisateur à se 
construire un schéma mental de cet espace et l'aideraient ainsi à distribuer ses expé
riences en lui permettant de les placer directement dans cet espace virtuel. 

Finalement, une dernière piste de recherche serait l'utilisation des méthodes propo
sées pour l'étude de problèmes stochastiques. Les méthodes avancées dans ce mémoire 
ne tiennent pas compte du caractère stochastique que pourrait avoir un système com
plexe. La plupart des techniques présentées ont des extensions afin de pouvoir gérer le 
hasard ou l'incertitude sur les résultats obtenus lors des expérimentations. Dans cer
tains cas, par exemple pour les algorithmes génétiques, des recherches plus approfondies 
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seraient nécessaires afin d'adapter la méthode à ce type de problème. Des recherches 
en ce sens apporteraient non seulement une contribution majeure à l'optimisation en 
situation d'exploration de systèmes complexes, mais aussi au domaine de l'optimisation 
en général. 
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Annexe A 

Méthode de Florian 

Tout d'abord, W est la matrice de rangs de la matrice T. C est la matrice de 
corrélation de la matrice W. 

Q x Q T = C 

D = Q 1 

T = W x D T 

La corrélation à l'intérieur de la nouvelle matrice T devrait avoir diminué, répéter la 
procédure tant qu'il y a de l'amélioration. 



Annexe B 

Configuration d'hypercubes latins 
quasi orthogonaux 

Les tableaux B.l et B.2 contiennent les meilleures configurations d'hypercubes latins 
quasi orthogonaux trouvées par un algorithme évolutionnaire en fonction de la discre
pance L2-modifiée, de la distance Euclidienne minimale, de la corrélation pair à pair 
maximale et du nombre conditionnel. Le tableau B.3 contient les colonnes à supprimer 
des designs complets afin d'obtenir des NOLH pour tous les nombres de facteurs entre 
8 et 29. 

Ordre Vecteur e M2(S) Mm(S) MPwC(S) cond2(«S) 
5 [4 14 1 2 16 13 5 8 

12 9 6 7 11 3 15 10] 0,6609 1,9355 0,02741 1,1166 

6 
[5 13 19 23 28 10 12 32 
17 2 30 15 6 31 21 8 
24 29 9 14 11 22 18 25 
3 1 20 7 27 16 26 4] 

3,9510 2,2306 0,01827 1,0935 

7 

[7 8 51 3 40 44 29 19 
61 43 26 48 20 52 4 49 
2 57 31 30 24 23 56 50 
18 59 63 37 38 21 54 9 
46 27 36 1 10 42 13 55 
15 25 22 45 41 39 53 34 
6 5 32 58 16 28 64 14 
47 33 12 35 62 17 11 60] 

33,464 2,5630 0,00693 1,0413 

TABLE B.l - Configurations d'hypercubes latins quasi orthogonaux (ordre 5 à 7) 
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Ordre Vecteur e M2(S) Mm(S) MPwC(S) eond2(«S) 
[9 108 39 107 62 86 110 119 
46 43 103 71 123 91 10 13 
126 63 83 47 100 54 23 16 
124 45 27 4 93 74 76 90 
30 81 77 53 116 49 104 67 
70 82 26 118 55 79 32 109 
57 31 22 101 44 87 121 7 

8 37 56 89 115 25 92 85 20 
58 52 3 11 106 17 117 38 
78 28 59 96 18 97 50 114 
112 60 84 1 12 61 98 128 
14 42 64 105 68 75 111 34 
141 65 99 2 19 33 35 94 
51 122 127 36 125 80 73 8 
24 21 88 48 69 66 40 15 
29 113 72 5 95 120 6 102] 

386,80 2,8008 0,00390 1,0197 

TABLE B.2 - Configurations d'hypercubes latins quasi orthogonaux (ordre 8) 

Facteurs Ordre Colonnes 
supprimées M2(S) EMm(S) MPwC(S) CndN(S) 

8 5 {1,3,10} 0,1177 1,1809 0,02741 0,0 
9 5 {6,10} 0,2778 1,4170 0,02741 0,0 
10 5 {10} 0,3827 1,6654 0,02741 0,0 
12 6 {2,4,5,11} 0,5003 1,3324 0,01827 0,0 
13 6 {3,6,14} 0,8493 1,6837 0,01827 0,0 
14 6 {4,5} 1,4217 1,6910 0,01827 0,0 
15 6 {6} 2,3779 1,7391 0,01827 0,0 
17 7 {8,11,12,14,17} 3,2348 1,8665 0,00693 0,0 
18 7 {8,11,12,17} 5,2220 2,1461 0,00693 0,0 
19 7 {10,15,22} 8,3445 2,2445 0,00693 0,0 
20 7 {8,12} 13,263 2,3667 0,00693 0,0 
21 7 {15} 21,303 2,4114 0,00693 0,0 
23 8 {18,20,21, 

24,27,29} 27,474 2,1449 0,00390 0,0 
24 8 {4,15,18,24,27} 42,796 2,3850 0,00390 0,0 
25 8 {21,26,27,29} 68,165 2,4500 0,00390 0,0 
26 8 {26, 27,29} 105,39 2,4697 0,00390 0,0 
27 8 {27, 29} 161,80 2,6175 0,00390 0,0 
28 8 {20} 253,16 2,6544 0,00390 0,0 

TABLE B.3 Configurations d'hypercubes latins quasi orthogonaux inter-ordre 



Annexe C 

Tests des différentes séquences 
quasi aléatoires 

Dans cette annexe sont présentés tous les tests sur les séquences quasi aléatoires 
menés avec les fonctions de test (2.27) à (2.29) pour les dimensions 20 et 50. Les figures 
suivantes présentent les séquences de Halton (H), de Faure et Lemieux (FL), de Sobol, 
de l'Algorithme Évolutionnaire (EA) et d'Atanassov et Durchova (AD). Les permuta
tions trouvées en 20 et 50 dimensions par l'algorithme évolutionnaire sont disponibles 
à l'adresse h t tp : / /v i s ion .ge l .u lava l .ca /~fmdra invi l le /permuta t ions .h tml . 

http://vision.gel.ulaval.ca/~fmdrainville/permutations.html
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FIGURE C l - Fonction de test / i , at = 0, s = 20 
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FIGURE C.2 - Fonction de test /1? a* = i, s = 20 
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FIGURE C.3 - Fonction de test /2 , c = 0,1, s = 20 
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FIGURE C.4 - Fonction de test f3, s = 20 
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FIGURE C.8  Fonction de test /3, s = 50 


