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Résumé

Il peut s'avérer ardu, même pour une organisation de petite taille, de se retrouver
parmi des centaines, voir des milliers de documents électroniques. Souvent, les tech-
niques employées par les moteurs de recherche dans Internet sont utilisées par les en-
treprises voulant faciliter la recherche d'information dans leur intranet. Ces techniques
reposent sur des méthodes statistiques et ne permettent pas de traiter la sémantique
contenue dans la requête de l'usager ainsi que dans les documents.

Certaines approches ont été développées pour extraire cette sémantique et ainsi,
mieux répondre à des requêtes faites par les usagers. Par contre, la plupart de ces
techniques ont été conçues pour s'appliquer au Web en entier et non pas sur un domaine
en particulier. Il pourrait être intéressant d'utiliser une ontologie pour représenter un
domaine spéci�que et ainsi, être capable de mieux répondre aux questions posées par
un usager. Ce mémoire présente notre approche proposant l'utilisation du logiciel Text-
To-Onto pour créer automatiquement une ontologie décrivant un domaine. Cette même
ontologie est par la suite utilisée par le logiciel Sesei, qui est un �ltre sémantique pour
les moteurs de recherche conventionnels. Cette méthode permet ainsi d'améliorer la
pertinence des documents envoyés à l'usager.



Abstract

It can prove to be di�cult, even for a small size organization, to �nd information
among hundreds, even thousands of electronic documents. Most often, the methods
employed by search engines on the Internet are used by companies wanting to improve
information retrieval on their intranet. These techniques rest on statistical methods and
do not make it possible neither to evaluate the semantics contained in the user requests,
nor in the documents.

Certain methods were developed to extract this semantics and thus, to improve
the answer given to requests. On the other hand, the majority of these techniques
were conceived to be applied on the entire World Wide Web and not on a particular
�eld of knowledge, like corporative data. It could be interesting to use domain speci�c
ontologies in trying to link a speci�c query to related documents and thus, to be able to
better answer these queries. This thesis presents our approach which proposes the use of
the Text-To-Onto software to automatically create an ontology describing a particular
�eld. Thereafter, this ontology is used by the Sesei software, which is a semantic �lter
for conventional search engines. This method makes it possible to improve the relevance
of documents returned to the user.
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Chapitre 1

Introduction

Aujourd'hui, le Web est un outil essentiel pour quiconque tente d'obtenir rapide-
ment de l'information. Le Web représente une source immense de données pour se
renseigner, s'informer, rechercher, apprendre et découvrir de nouvelles connaissances.
On pense même que c'est le Web qui fut l'élément décisif qui nous �t passé d'une société
industrielle à une société d'information. Une société d'information est une société où
la création, la distribution et la manipulation d'information est devenue une activité
économique et culturelle signi�cative1. Le Web permet donc de mieux répondre à notre
soif toujours plus grandissante d'information et de connaissances. Mais en apportant
une solution, il apporte par le fait même un nouveau problème. Comment pouvons-nous
trouver cette information parmi des milliards de documents ?

Le même problème se présente pour les compagnies et les organisations. Souvent,
ces dernières possèdent des centaines ou même des milliers de documents dans leur
réseau d'entreprise et ont de la di�culté à trouver facilement l'information dont elles
ont besoin. Pour faciliter la recherche documentaire, ces organisations font souvent
appel à des techniques déjà disponibles avec les moteurs de recherche conventionnels
tels que Google, Altavista, Coveo, Lycos, et autres.

Mais ces solutions basées uniquement sur la recherche par mots-clés ne permettent
de résoudre qu'une partie de l'énorme complexité du problème de la recherche d'infor-
mation. L'accès, l'extraction, l'interprétation et le maintien de l'information sont laissés
à l'utilisateur [Maedche, 2002]. Ceci peut poser de nombreux problèmes car il est très
fréquent qu'une recherche ne nous retourne pas les documents dont nous avions besoin.
D'ailleurs, même si les documents retournés contiennent ce qui était recherché, l'usager

1http://en.wikipedia.org/wiki/Information_society

http://en.wikipedia.org/wiki/Information_society
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doit par la suite fouiller le texte en question pour trouver l'information dont il a besoin.

1.1 Extraction sémantique d'information

Certaines méthodes plus récentes visent à pallier au vide laissé par les techniques
statistiques employées par les moteurs de recherche classiques. Bien que l'utilité de
ces moteurs soit non négligeable et que ces derniers soient utilisés par des millions
de personnes chaque jour, il est évident qu'il y a place à amélioration. Les méthodes
d'extraction d'information visent à améliorer l'expérience de recherche de l'usager en
tentant d'obtenir une représentation sémantique du sens des requêtes e�ectuées avec
un moteur de recherche. On peut ainsi désambiguïser la requête de l'utilisateur et
même être capable de retrouver des documents qui, sans contenir les mots-clés utilisés
par l'usager, contiennent des phrases dans le voisinage sémantique de la requête. Par
conséquent, une personne étant à la recherche dans Internet de documents portant sur
la cuisine asiatique serait capable de trouver des documents sur la cuisine chinoise,
cambodgienne et vietnamienne sans que ceux-ci ne contiennent l'expression � cuisine
asiatique � .

L'extraction d'information consiste donc à extraire des connaissances à partir de
di�érents documents en utilisant entre autres des techniques linguistiques. Ceci ajoute
donc une plus-value au processus de recherche traditionnelle par mots-clés. La mise au
point d'un tel système est une tâche longue et fastidieuse qui demande souvent une
expertise du domaine sur lequel on travaille ainsi que des connaissances en linguistique.
Tout ceci n'est bien sûr pas à la portée de tous.

Bien que l'e�cacité de certaines de ces techniques soit indéniable, la recherche
dans ce domaine n'en est encore qu'à ses balbutiements. De nombreuses di�cultés
surviennent quand on tente d'extraire l'information à partir de textes. Par exemple,
comment est-il possible de résoudre les liens de coréférence entre deux documents dif-
férents. Est-ce que la personne dans le texte a est la même personne dont parle le
texte b ? Et comment résoudre ces liens de coréférence à travers le texte a ? Quelles
méthodes peuvent être employées pour extraire cette information ? Des techniques sta-
tistiques ? Des techniques utilisant des méthodes de représentation de la connaissance ?
Des techniques d'apprentissage automatique ? De plus, il arrive fréquemment que plu-
sieurs documents di�érents exposent les mêmes faits ce qui est di�cilement identi�able
par un ordinateur. Comment peut-on alors découvrir que des mots distincts expriment
en fait la même idée ? Ces questions ne sont bien sûr pas encore complètement résolues.
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Le logiciel Sesei [Nicolas, 2003], développé à l'Université Laval par M. Stéphane Ni-
colas, est un système d'extraction d'information. La méthode proposée par celui-ci uti-
lise le formalisme des graphes conceptuels pour obtenir une représentation sémantique
des documents retournés par le moteur de recherche Google. On tente alors d'apparier
la requête avec les documents fournis par Google. À l'aide d'un analyseur syntaxique
couplé à l'utilisation d'une ontologie bâtie à partir des mots de la requête, Sesei est
capable de �ltrer sémantiquement2 les documents qui sont contenus dans le Web.

1.2 Ingénierie ontologique

Le Web sémantique est un domaine en pleine ébullition depuis les dernières an-
nées. Tim Berners-Lee, l'inventeur du Web, est celui qui a eu l'idée de ce concept.
Dans le Web sémantique, l'information contenue dans le Web serait indexée par une
représentation de sa sémantique. Celle-ci devrait alors être stockée à l'aide de métadon-
nées que l'ordinateur pourrait interpréter. Il serait par conséquent possible avec le Web
sémantique d'instaurer des services automatiques supportant l'utilisation du sens de
l'information contenue dans les pages Web. Cette vision peut donc être perçue comme
étant une autre solution au problème de l'immense quantité d'information disponible
dans le Web. Pour que cette idée puisse se concrétiser, les di�érents outils Web auront
besoin de schémas décrivant divers domaines de la connaissance pour ainsi être capable
par exemple de lier deux concepts dans deux pages Web di�érentes. Une ontologie vise
à répondre à ce problème. Une ontologie est une représentation conceptuelle formelle
nous donnant une dé�nition explicite et rigoureuse d'un champ de la connaissance. Elle
nous permet entre autres d'obtenir une représentation d'un domaine qui est partagée
par plusieurs utilisateurs. Bien qu'une ontologie soit un élément essentiel si l'on veut
qu'un jour le Web sémantique devienne une réalité, il reste encore à dé�nir une mé-
thode pour construire celle-ci. Diverses méthodologies ont déjà été développées pour
la construction d'ontologies [Gómez-Pérez et al., 2004] mais ce processus peut être très
long, surtout quand nous avons plusieurs documents dont on veut extraire la repré-
sentation ontologique, c'est-à-dire le schéma conceptuel décrivant le domaine dont ces
documents font parties. La concrétisation d'un Web sémantique repose donc sur le fait
que l'ingénierie ontologique doit être un processus e�cace et surtout, rapide. La créa-
tion manuelle de ces ontologies est donc exclue dû au temps nécessaire à leur conception
et à leur maintenance face à un très large éventail de documents contenus sur le Web.

2Dans le contexte de la recherche de documents sur le Web, un �ltre sémantique est un outil ou

une méthode qui permet d'extraire de l'information selon son sens plutôt qu'en se basant uniquement

sur les mots et phrases contenus dans un document.
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Tout ceci est similaire à ce que les cogniticiens ont dû faire face depuis les deux der-
nières décennies en élaborant des méthodologies pour l'acquisition d'information dans le
but de bâtir une base de connaissances. Parmi les méthodes les plus e�caces, on retrouve
l'utilisation de techniques d'apprentissage automatique pour la création de bases de
connaissances [Maedche, 2002]. Le logiciel Text-To-Onto [Maedche and Staab, 2000a]
fait partie du groupe d'outils utilisant de telles méthodes. Ses auteurs ont tenté d'auto-
matiser le processus de maintien d'une ontologie à l'aide de techniques d'apprentissage
automatique et de méthodes statistiques. On essaie ainsi d'extraire des liens entre les
di�érents concepts contenus dans des textes. Ceci nous permet d'avoir une ontologie
créée en fonction du domaine que l'on essaie de traiter. L'ingénieur ontologique n'aura
qu'à valider l'ontologie construite plutôt que d'avoir à en créer une de toutes pièces.

Avec un tel processus d'automatisation, il devient alors possible de représenter les
di�érents concepts de notre domaine sans que l'ingénieur ontologique ait à identi�er
chacun de ceux-ci. Ceci mettrait également à notre disposition une taxonomie nous
donnant les relations de supérieurs (supertypes) et d'inférieurs logiques (sous-types)
entre nos concepts. Cette connaissance pourrait intervenir lors des recherches d'infor-
mation et en plus, être mise à jour à mesure que de nouveaux documents s'ajoutent à
notre domaine.

1.3 Problématique

Il est pratiquement impensable d'imaginer qu'une ontologie universelle pourrait être
utilisée par le Web en entier car ceci impliquerait que chaque personne voulant créer
une page Web utilise la même ontologie. Par contre, il est tout à fait possible qu'une
telle ontologie soit dé�nie pour un domaine en particulier comme une mémoire d'entre-
prise. Nous croyons donc qu'il serait intéressant de coupler les techniques d'extraction
d'information implantées par Sesei avec les méthodes d'apprentissage automatique uti-
lisées dans Text-To-Onto. Pour ce faire, nous devrons utiliser Sesei avec un domaine
précis plutôt qu'avec le Web en entier. Ceci nous permettrait d'intégrer la puissance
de représentation que nous o�rent les graphes conceptuels avec la sémantique sur un
domaine que peut nous fournir une ontologie.

L'utilisation d'une telle méthode permettrait possiblement d'améliorer le rappel et
la précision de l'application. Dé�nissons au préalable certains de ces concepts. Ces
dé�nitions sont tirées de [Jurafsky and Martin, 2000] :

� Rappel : Le taux de rappel mesure la quantité d'information signi�cative qui a
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pu être extraite d'un corpus de textes. Le rappel représente ainsi la proportion de
documents signi�catifs retournés par le système par rapport au nombre total de
documents pertinents contenus dans la collection de documents. Sa formule est
donc :

Rappel =
nombre de documents valides retrouvés

nombre de documents valides dans la collection

� Précision : Cette mesure permet de savoir quelle est la proportion d'information
correcte retournée par le système. Elle est aussi connue comme l'exactitude. Elle
se dé�nit comme suit :

Précision =
nombre de documents valides retrouvés

nombre de documents retrouvés

Avec l'approche que nous proposons, il serait également raisonnable de penser qu'il
serait possible de surpasser la précision d'un moteur de recherche classique tel que
Google ou Coveo, surtout dans un contexte où la précision serait cruciale. Il est fré-
quent dans certains domaines, tels les environnements corporatifs, que l'on ait besoin
de repérer l'information recherchée le plus rapidement possible. Un système améliorant
la précision apporterait assurément un plus à l'usager au niveau de la pertinence des
documents qui lui sont retournés. Plus les documents seront précis par rapport à sa
requête, moins il passera de temps à consulter des documents non pertinents.

Un autre élément qui pourrait améliorer la précision de Sesei est l'utilisation de
locutions nominales. Une locution nominale est un concept qui est décrit par deux mots
ou plus. Par exemple, dans une recherche avec locutions nominales, au lieu d'avoir un
concept �brose et kystique, nous aurions plutôt un seul concept appelé �brose_kystique.
Nous avons émis l'hypothèse que le fonctionnement de Sesei serait amélioré en se servant
de cette caractéristique. Dans notre méthode, nous avons donc ajouté l'option d'utiliser
ou non les locutions nominales en faisant une recherche.

Pour mettre en place un tel système, certaines questions restent par contre à ré-
soudre :

� Quelles méthodes de création d'ontologie devront être utilisées ?
� Quel type d'ontologie sera le plus approprié pour répondre à des questions sur un
domaine

� Comment cette ontologie sera utilisée pour améliorer la recherche sémantique
d'information ?

� L'ontologie devra-t-elle être validée par un expert ou non ?
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La démarche proposée dans ce travail est de combiner le logiciel Sesei à Text-To-
Onto. On obtiendrait ainsi un système étant capable de répondre à des questions formu-
lées en langage naturel tout en se spécialisant sur un domaine précis de la connaissance.
Sesei éviterait ainsi à l'usager d'avoir à apprendre à se servir d'un moteur de recherche
conventionnel (en devant savoir par exemple comment e�ectuer une recherche boo-
léenne). Text-to-Onto serait capable quant à lui de fournir une représentation concep-
tuelle d'un domaine spéci�que et ainsi, il pourrait permettre d'améliorer la pertinence
des documents retournés à l'usager dans un tel système.

1.4 Plan du mémoire

Le chapitre 2 est une revue de littérature tentant de couvrir la majorité des approches
connexes à nos travaux de recherche. La section 2.1 analyse en détails les di�érentes
techniques employées en extraction d'information au �l des années. Notre recherche
étant en lien avec le projet du Web sémantique, nous présenterons ce en quoi il consiste
à la section 2.2. Nous verrons par la suite ce qu'est une ontologie (section 2.3). Ceci
permettra de mieux relier nos travaux à ce qui a déjà été fait dans les domaines connexes.

Le chapitre 3 détaille ce qu'est exactement Sesei, logiciel d'extraction d'information
étant au c÷ur de nos travaux. Nous introduirons ce que sont les graphes conceptuels
(section 3.1) pour pouvoir mieux détailler le fonctionnement du logiciel Sesei (section
3.2). Nous expliquerons dans ce chapitre chacune des étapes par lesquelles passe Sesei
pour traiter la requête d'un usager.

Le chapitre 4 présente plus en détails l'approche que nous avons utilisée au cours
de nos recherches de maîtrise. Nous verrons dans ce dernier la mécanique du logiciel
Text-To-Onto (section 4.1), logiciel de génération automatique d'ontologies que nous
proposons d'utiliser en combinaison avec Sesei. Nous poursuivrons en analysant à la
section 4.2 la création des ontologies employées dans notre système. Pour terminer le
chapitre, nous expliquerons à la section 4.3 comment Sesei et Text-To-Onto ont été
intégrés.

Le chapitre 5 présente les expérimentations que nous avons pu faire avec l'application
développée au cours de nos recherches. On expliquera plus en détails le contexte dans
lequel ont été e�ectués nos tests (section 5.1). Nous détaillerons aussi au cours du
chapitre la base de données utilisée pour e�ectuer nos expériences, la CF Database
(section 5.1.1). Nous poursuivrons en détaillant notre méthodologie de test appliquée
au corpus utilisé dans nos tests (section 5.2) et nous �nirons le chapitre en exposant les
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résultats de ces tests (section 5.3).

Le chapitre 6 fera une conclusion sur le présent travail, exposera ses limites et
proposera de nouvelles avenues de recherche.



Chapitre 2

Revue de littérature

Cette section du mémoire vise à présenter les di�érentes recherches e�ectuées dans
le domaine de l'utilisation d'ontologies pour la recherche sémantique d'information.
Ce domaine de recherche étant assez vaste, nous tenterons d'exposer au lecteur les
di�érents éléments qui le composent. Cette revue de littérature a été structurée dans le
but de mieux dé�nir les concepts présentés au chapitre 1. Pour ce faire, nous débuterons
en faisant un survol des di�érentes méthodes qui existent en extraction d'information.
Ceci permettra de mieux positionner notre discours pour voir comment il serait possible
d'améliorer ce domaine de recherche. Nous nous attarderons par la suite sur ce qu'est le
Web sémantique, plus particulièrement, sur ce que sont les ontologies informatiques. Il
sera alors possible de mieux décider quels types d'ontologies seraient les plus appropriés
pour répondre à des questions portant sur un domaine. Nous poursuivrons en exposant
diverses méthodes d'extraction automatique d'une ontologie. Nous pourrons par la suite
mieux évaluer quelles techniques de création d'une ontologie pourraient être utilisées par
un système d'extraction d'information. Nous saurons par le fait même si les méthodes
de création automatique d'une ontologie nécessitent une validation faite par un expert
ou non.

2.1 Extraction d'information

Ce présent travail de recherche vise principalement à améliorer le logiciel Sesei,
un système d'extraction information. Avant de présenter celui-ci plus en détails au
chapitre 3, nous allons passer en revue certaines autres approches récentes dans le
domaine. La plupart de ces méthodes se concentrent sur une sphère d'activité précise
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en utilisant un procédé d'extraction pointu. Cette description résume celle exposée dans
[Paliouras, 2005].

Auparavant, les premières approches en extraction d'information se concentraient
principalement sur de très vastes ressources linguistiques. On émettait l'hypothèse qu'un
ensemble de règles linguistiques le plus complet possible serait capable d'identi�er
presque tous les phénomènes du langage. Ces approches se sont avérées peu e�caces
dans la pratique dû au temps de traitement nécessaire pour construire les ressources
linguistiques. Les autres méthodes développées par la suite ont tenté d'adopter une
approche plus � légère � et se sont spécialisées dépendamment de la tâche. On y combi-
nait un ensemble d'expressions régulières, de dictionnaires génériques, tels que WordNet
(discuté dans la section 2.3.1), avec des modèles sémantiques relativement simples. Ces
approches étaient plutôt pointues et di�cilement exploitables par un autre domaine.
Pour pallier à cette lacune, on a tenté de leur appliquer des techniques d'apprentis-
sage automatique pour qu'elles puissent être utilisables avec plusieurs champs de la
connaissance. Ceci a permis la personnalisation des ressources pour les tâches d'ex-
traction d'information, en fonction du domaine traité. Cette approche fut poussée à
l'extrême avec l'utilisation de classes d'encapsulation pour extraire le contenu de sites
Web [Paliouras, 2005]. Dans [Kushmerick, 2000], on utilise un système inspiré de cette
méthode qui permet de déduire une classe d'encapsulation par un processus d'appren-
tissage automatique.

Plus récemment, les recherches se sont concentrées sur une analyse du texte plus en
profondeur pour pouvoir améliorer les performances du système d'extraction d'informa-
tion. Parmi les techniques utilisées, on retrouve des grammaires plus complexes telles
que les grammaires HPSG (Head-driven phrase structure grammar). Une grammaire
HPSG [Pollard and Sag, 1994] est une grammaire qui utilise un formalisme uniforme
et qui est organisée d'une manière modulaire ce qui lui confère un bon potentiel pour
le traitement du langage naturel et permet une analyse structurelle plus poussée. C'est
aussi récemment que l'on a commencé à utiliser une ontologie du domaine pour aider
à la désambiguïsation [Paliouras, 2005]. Ces développements ont été facilités grâce à la
puissance de traitement maintenant disponible dans les ordinateurs récents.

Les recherches e�ectuées par le groupe DFKI (Deutsches Forschungszentrum für
Künstliche Intelligenz), exposées dans [Neumann and Piskorski, 2002], tentent de com-
biner la vitesse de l'analyse lexicale en surface avec l'e�cacité de l'analyse lexicale en
profondeur. L'analyse en surface est l'analyse d'une phrase qui identi�e ses composants
(noms, verbes, adjectifs, etc.), mais qui ne spéci�e pas le rôle qu'ils ont dans la phrase.
À l'opposé, l'analyse en profondeur est capable d'identi�er ces rôles. Dans leur système,
appelé SPPC, après qu'une analyse en surface ait été e�ectuée, l'application est capable
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d'utiliser une grammaire HPSG et une ontologie de domaine pour e�ectuer une analyse
plus approfondie. On tente ainsi de combiner les avantages des deux types d'analyse : la
vitesse et la précision. Pour conserver des performances satisfaisantes, SPPC utilise des
techniques pour identi�er le moment où l'utilisation de l'analyse en profondeur serait
le plus pro�table pour améliorer la précision et l'exactitude d'une analyse en surface
tout en minimisant le temps de traitement. Des approches plus récentes présentées dans
[Xu et al., 2002] utilisent de l'apprentissage automatique pour la découverte de �ltres
lexico-syntaxiques relatifs à un domaine précis.

Ces multiples stratégies démontrent une certaine tendance générale vers l'utilisa-
tion optimale de divers types de méthodes à tous les niveaux du processus d'extraction
d'information. On peut voir un exemple de ce penchant dans [Ciravegna et al., 2003].
Auparavant, le système utilisait des classes d'encapsulation dans leur processus d'ex-
traction d'information. Récemment, le système est plutôt passé à l'utilisation d'un mo-
dule d'apprentissage qui utilise de l'information linguistique couplée à une ontologie du
domaine. Par contre, il est à noter que le but de ce travail est de réduire l'e�ort dans
la production de ressources linguistiques et non pas d'améliorer la grammaire utilisée.

Certaines méthodes utilisent les graphes conceptuels (présentés à la section 3.1)
pour extraire l'information à partir de documents. Parmi celles-ci, on retrouve le logi-
ciel Sesei [Nicolas, 2003] (présenté plus en détails au chapitre 3) qui fut utilisé au cours
de nos travaux. Ce dernier se sert de techniques d'appariement de graphes conceptuels
et d'une ontologie construite dynamiquement en fonction d'une requête envoyée à un
moteur de recherche. CGExtract, présenté dans [Angelova et al., 2001], peut quant à
lui être utilisé pour construire une base de connaissances (BC) en utilisant des graphes
conceptuels. Ces graphes serviront à représenter la connaissance décrivant un domaine
en particulier. Pour construire ceux-ci, CGExtract utilise une hiérarchie de types de
base (sorte d'ontologie dans la théorie des graphes conceptuels) et un lexique. CGEx-
tract transformera des phrases en langage naturel qui représentent un champ de la
connaissance en plusieurs graphes conceptuels qui composeront la BC. Le texte qu'ana-
lysera CGExtract sera au préalable traité par un analyseur syntaxique. Quand une
nouvelle phrase est entrée par l'usager, CGExtract véri�e si les nouvelles connaissances
sont compatibles avec celles déjà présentes dans la BC. Ainsi, si l'on retrouve dans la
BC un graphe statuant qu'une obligation municipale paie des intérêts, une phrase af-
�rmant qu'une obligation municipale ne paie pas d'intérêts sera refusée. Les auteurs ne
détaillent pas jusqu'à quel point ce processus de validation de nouvelles connaissances
peut être employé. Malgré tout, CGExtract permet d'obtenir une BC représentative de
notre domaine mais l'exactitude de celle-ci sera tributaire de la qualité de l'analyseur
syntaxique, du module de conversion du texte en graphes conceptuels et du module
d'inférence de nouvelles connaissances. Le système présenté dans [Hess and Cyre, 1999]
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tente de son côté de dégager des � comportements � faisant partie du langage natu-
rel. Ces comportements sont une analyse de la sémantique du langage pour déterminer
quelles sont les interactions entre les composants d'un texte. Le système utilise les
graphes conceptuels comme moyen de représentation formelle de la connaissance, dans
l'analyse des documents écrits en langage naturel et pour la dé�nition de sa base de
connaissances. Celui-ci dispose de graphes � patrons � qui sont appliqués à l'arbre syn-
taxique d'une phrase. On remplit chaque élément du patron avec les feuilles de l'arbre
syntaxique. Bien que cette approche semble bien fonctionner, elle possède le grand
désavantage d'être entièrement dépendante des règles de construction des arbres syn-
taxiques. Ces règles, en plus d'être di�ciles à créer, sont di�cilement transposables vers
un autre domaine [Zhang and Yu, 2001]. Ces di�érentes méthodes requièrent normale-
ment une analyse syntaxique en profondeur et utilisent une ontologie du domaine (ou
l'équivalent) pour pouvoir convertir chaque phrase en un graphe conceptuel. Le princi-
pal problème avec ces approches est qu'elles font souvent face à des di�cultés dans le
processus d'acquisition d'un appariement entre la syntaxe et la sémantique des mots.

La méthode suggérée dans [Zhang and Yu, 2001] propose l'utilisation d'apprentis-
sage automatique pour pallier à ce problème. Ainsi, seulement un nombre très restreint
de règles ont besoin d'être rédigées manuellement. On peut apprendre de nouvelles règles
sur un domaine précis et ainsi être capable de générer des graphes conceptuels sur le
domaine. Un point intéressant de cette recherche est que l'on utilise l'analyseur lexi-
cal Link Grammar1 pour traiter les phrases. Cet analyseur e�cace a l'avantage d'être
gratuit.

Aujourd'hui, la plupart des plateformes d'extraction d'information utilisent des on-
tologies. Dans la majorité de ces approches, les ontologies sont employées comme une
riche structure d'indexation, ce qui ajoute à la quantité d'entités et de relations qui
peuvent être retrouvées dans les textes. Dans l'approche de [Embley, 2004], on utilise
l'ontologie comme faisant partie intégrante du système d'extraction d'information. Les
auteurs parlent d'une application de leur système à des pages Web portant sur un
domaine précis et permettant de comprendre la sémantique des pages à l'aide de l'on-
tologie. Pour ce faire, on utilise des data frames [Embley, 1980]. Un data frame est
capable d'associer une expression régulière à un concept propre à un domaine pour
ensuite permettre son extraction à partir de nouveaux textes.

Le travail présenté dans [Patrick, 2004] utilise une grammaire d'extraction d'infor-
mation combinée avec une ontologie. Dans cette méthode, on se sert d'une structure
conceptuelle incorporant assez d'information pour être utilisée pour extraire des ins-
tances des concepts faisant partie de nos documents. La grammaire utilisée par Patrick

1http://bobo.link.cs.cmu.edu/link/

http://bobo.link.cs.cmu.edu/link/
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combine des descriptions conceptuelles haut niveau avec des ensembles de règles lin-
guistiques et textuelles bas niveau.

Les travaux de [Sánchez and Moreno, 2004] se rapprochent beaucoup de nos re-
cherches. Ce système essaie de construire automatiquement une taxonomie à partir
des pages Web retournées par une requête e�ectuée avec Google. Ce système est in-
dépendant de dictionnaires externes comme WordNet car la taxonomie est construite
dynamiquement avec chaque requête. On utilise des méthodes statistiques pour savoir
quels concepts doivent être ajoutés à l'ontologie (p. ex., la fréquence à laquelle le concept
est rencontré, le nombre de sites Web contenant ce concept, etc.).

On peut par conséquent noter que dans la très grande majorité des approches ré-
centes, une ontologie est utilisée pour améliorer le processus d'extraction d'information.
Comme on peut le voir dans cette section, les systèmes d'extraction d'information visent
principalement à extraire la sémantique contenue dans des documents. On tente par ces
méthodes de résumer de longs textes en de l'information beaucoup plus succincte nous
donnant un indicatif sur la signi�cation du texte. Bien sûr, cette extraction d'informa-
tion est encore beaucoup plus utile quand elle est appliquée à de nombreux documents
car cela nous permet de mieux les classer et faciliter leur consultation. Un des contextes
où l'extraction d'information pourrait avoir le plus gros impact est bien sûr le Web.
S'il était possible d'avoir des processus automatisés permettant l'extraction et le trai-
tement de l'information contenue dans le Web, nous pourrions utiliser son contenu
d'une manière beaucoup plus e�cace. Le projet de Web sémantique tente justement de
concrétiser cette idée et nous allons maintenant voir un peu plus en détails ce en quoi
il consiste.

2.2 Web Sémantique

Au mois d'août 1991, un employé du CERN2, Tim Berners-Lee, publie un message
sur le forum de discussion � comp.sys.next.announce � annonçant la création d'une ap-
plication appelée le WorldWideWeb. Cet outil allait littéralement initier une révolution
dans le domaine de l'accès à l'information. Aujourd'hui, le Web est basé principale-
ment sur des documents écrits en langage HTML. Le HTML est très utile quand vient
le temps de mettre en page un bloc de texte avec du contenu multimédia comme des
images par exemple. Cependant, ce langage est centré sur la présentation du texte et
non pas sur son contenu. Ainsi, si nous avons un site Web qui est composé de la liste
d'éléments faisant partie d'un catalogue, il sera très di�cile avec uniquement un en-

2Organisation européenne pour la recherche nucléaire
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codage de cette information de pouvoir di�érencier sans ambiguïté ses éléments entre
eux. En 2002, Berners-Lee, soumet un nouveau concept à la communauté scienti�que :
� le Web sémantique � . Le Web sémantique vise à pallier le manque de sémantique des
documents du Web traditionnel. Selon [Berners-Lee et al., 2001] : � Le Web sémantique
est une extension du Web tel qu'on le connaît dans lequel on donne à l'information un
sens bien dé�ni, permettant ainsi aux ordinateurs et aux gens de mieux travailler en
coopération � . Après que Berners-Lee ait annoncé sa vision de ce que pouvait devenir
le Web, plusieurs membres de la communauté scienti�que ont tenté de la concréti-
ser. Particulièrement, les chercheurs ÷uvrant dans le domaine de la représentation de
la connaissance ont vu que leurs travaux pouvaient avoir un immense potentiel pour
représenter les ontologies nécessaires au Web Sémantique. Les formalismes de représen-
tation objet, les logiques de description et les graphes conceptuels étaient les meilleurs
candidats pour accomplir ce but [Dieng-Kuntz and Corby, 2005]. La communauté de la
logique de description a été très impliquée dans la dé�nition du langage OWL qui est
maintenant une recommandation de l'organisme W3C pour la dé�nition d'ontologies.
Le domaine des graphes conceptuels a également beaucoup contribué au Web Séman-
tique. Le lecteur intéressé par le sujet pourra consulter [Dieng-Kuntz and Corby, 2005]
pour examiner un système permettant d'établir une correspondance entre les schémas
RDF et les graphes conceptuels. Nous avons choisi de ne pas décrire cette méthode car
elle dépasse la portée de ce mémoire.

Voyons maintenant ce en quoi consiste le Web sémantique. Le Web sémantique est
composé principalement des standards XML, des schémas XML, de RDF, des schémas
RDF et du langage OWL. XML3 nous fournit une syntaxe pour produire des documents
structurés mais n'impose aucune contrainte sémantique sur le contenu de ces documents.
Les schémas XML permettent quand à eux de dé�nir la structure du document XML.
RDF ( Resource Description Framework )4 est un modèle de données pour les objets
( les � ressources � ) de notre ontologie ainsi que pour les relations. Ces modèles de
données peuvent être représentés à l'aide du langage XML. Les di�érentes règles qui
régissent nos ressources sont écrites sous le format sujet-prédicat-objet, appelé un triple
dans la terminologie RDF. Le sujet représente la ressource, le prédicat est le trait ou
l'aspect de ce sujet et exprime souvent une relation entre le sujet et l'objet. L'objet
est quant à lui l'objet de la relation ou la valeur du trait. Les schémas RDF sont un
vocabulaire permettant de décrire les propriétés et les classes des ressources RDF, avec
une sémantique pour établir la taxonomie de la hiérarchie. OWL5 ajoute plus de voca-
bulaire pour décrire les propriétés et les classes. Parmi celles-ci, on retrouve les relations
entre les classes, la cardinalité, l'égalité, le typage des propriétés, les caractéristiques

3http://www.w3.org/XML/
4http://www.w3.org/RDF/
5http://www.w3.org/TR/owl-ref/

http://www.w3.org/XML/
http://www.w3.org/RDF/
http://www.w3.org/TR/owl-ref/
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des propriétés et l'énumération des classes. Ces di�érents composants permettent par
conséquent de dé�nir la sémantique du contenu d'une page Web que l'on veut créer. De
ce fait, il est possible de croire que dans un avenir rapproché, certains sites Web auront
un langage commun pour dé�nir leur contenu. On peut imaginer par exemple un agent
logiciel intelligent qui pourrait rechercher des billets d'avion selon les critères spéci�és
par un usager. Si les di�érentes compagnies d'aviation utilisaient la même sémantique
pour les documents Web, l'agent logiciel serait capable de comparer les billets d'avions
ainsi que leurs caractéristiques telles que le prix et la destination.

Le Web sémantique a donc comme but �nal de transformer le Web en un système
ayant un contenu qui pourrait être compris par un ordinateur. Son objectif principal
est d'exprimer la signi�cation. On peut lire dans [Bozsak et al., 2002] que Berners-Lee
a conçu cinq couches pour le Web sémantique.

� XML - La couche syntaxe : XML a comme unique but de décrire les di�érents
éléments faisant partie de nos documents. C'est lui qui nous fournit la syntaxe.
On ne retrouve à ce niveau aucune signi�cation sémantique sur les objets qui le
composent.

� RDF - La couche données : Contrairement à XML, RDF permet d'assigner
un identi�ant global à nos ressources permettant ainsi de référer et de modi�er
des a�rmations faites dans d'autres documents.

� OWL - La couche ontologie : Les ontologies décrivent une conceptualisation
d'un domaine d'intérêt en particulier.

� La couche logique : Cette couche contient les règles qui nous permettront de
faire de l'inférence à partir des concepts de notre ontologie.

� La couche de preuve : La couche de preuve a été conçue pour permettre à un
agent logiciel intelligent d'expliquer une réponse qui a été générée à partir de la
couche logique.

Les recherches, pour le moment, se concentrent principalement sur les trois premières
couches du Web sémantique.

2.3 Ontologie

Il est extrêmement di�cile de parler du Web Sémantique sans utiliser le mot onto-
logie. Ce concept est d'ailleurs un élément fondamental dans notre présent travail de
recherche. Nous allons dé�nir dans cette section ce en quoi consiste exactement une
ontologie. Selon son sens philosophique, une ontologie est une explication systématique
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de l'être [Gómez-Pérez et al., 2004]. Par contre, il n'est pas aussi simple de dé�nir une
ontologie selon son sens informatique. Nous nous devons de mentionner au lecteur que
même encore aujourd'hui, la dé�nition exacte de ce que représente une ontologie au sens
informatique est une source de débats parmi les chercheurs. Nous présenterons ici la
dé�nition proposée par John Sowa en 2000 dans [Sowa, 2000]. Le but d'une ontologie est
d'étudier les catégories des choses qui existent ou qui peuvent exister dans un domaine
en particulier. Le produit de cette étude, appelé � ontologie � est un catalogue des types
de choses existant dans le domaine D, pour une personne utilisant le langage L dans le
but de parler de D. Une ontologie représente donc un schéma conceptuel qui tente de
désigner une description rigoureuse et exhaustive d'un domaine. Habituellement, une
ontologie est une structure de données hiérarchique qui comprend toutes les entités
du domaine que l'on tente de décrire ainsi que les relations sémantiques qui existent
entre ces di�érentes entités. Mais attention, une ontologie se doit d'être plus qu'une
simple taxonomie. Une ontologie informatique doit absolument contenir des relations
ajoutant de l'information sémantique aux concepts. Un simple schéma d'héritage (au
sens orienté objet) ne sera jamais une ontologie complète. WordNet (présenté dans cette
section) peut être considéré comme une ontologie car en plus de contenir des relations
de généralisation / spécialisation, il contient entre autres des relations de méronymie et
d'holonymie (p. ex. : un corps humain est composé d'une tête, de deux bras, etc.). La
structuration des concepts dans une ontologie permet de dé�nir des termes les uns par
rapport aux autres, chaque terme étant la représentation textuelle d'un concept.

On retrouve plusieurs types d'ontologie. Nous présentons brièvement ici une liste
des principales catégories d'ontologie :

� Ontologies de domaine : Ontologies qui tentent de décrire un domaine de la
connaissance en particulier6.

� Ontologies fondamentales : Ontologies qui tentent de décrire des concepts très
généraux et pouvant s'appliquer à plusieurs domaines. Un exemple d'ontologie
fondamentale est l'ontologie WordNet, utilisée au cours de nos travaux6.

� Ontologies formelles : Une ontologie formelle est une ontologie modélisée par
un algorithme. Elle possède des méthodes lui permettant de véri�er le degré de
cohérence de son contenu et permet au cogniticien de possiblement éviter les
raisonnements incorrects faits à partir de l'ontologie7.

� Ontologies de tâche : Ce type d'ontologie décrit les concepts ainsi que les
relations entre ceux-ci pour une tâche spéci�que faisant partie d'un domaine précis
[Timpf, 2001]. Ces ontologies préservent le contexte déterminant la sémantique
d'un concept par rapport à une tâche.

� Ontologies haut niveau : Ontologies utilisées pour représenter et étudier les
6http://en.wikipedia.org/wiki/Ontology_%28computer_science%29
7http://en.wikipedia.org/wiki/Formal_ontology

http://en.wikipedia.org/wiki/Ontology_%28computer_science%29
http://en.wikipedia.org/wiki/Formal_ontology
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catégories de choses telles que les entités, événements, processus, actions, temps,
etc. [Sowa, 2000]

Peu importe le type d'ontologie utilisé, le cogniticien devra respecter certains critères
de qualité dans la construction de l'ontologie. Dans [Gruber, 1993], l'auteur a�rme que
dans un processus de design d'ontologie, certains critères pour évaluer la qualité de
cette ontologie doivent être appliqués. Ces critères sont :

� Clarté : Une ontologie devrait nous permettre de communiquer e�cacement la
signi�cation des termes qui la composent.

� Cohérence : Les inférences faites à partir de l'ontologie devraient toujours être
cohérentes avec la dé�nition des concepts.

� Capacité d'extension : Une ontologie devrait permettre au cogniticien de faci-
lement rajouter de nouveaux concepts et relations à celle-ci au �l de son évolution.
Ainsi, un ajout à l'ontologie ne devrait pas requérir une révision des dé�nitions
déjà existantes.

� Biais d'encodage minimal : L'encodage des concepts et relations devrait tou-
jours dépendre de la connaissance que l'on veut exprimer et non pas d'un forma-
lisme que l'on utilise. Un biais d'encodage se produit quand un choix de représen-
tation est e�ectué en fonction de l'utilité d'une notation ou d'une implémentation.

� Rigidité ontologique minimale : On doit tenter de laisser le plus de liberté
possible aux cogniticiens responsables du design de l'ontologie. On doit donc éviter
de faire des a�rmations sur le monde que l'on tente de modeler pour se laisser la
liberté d'ajouter des concepts à notre ontologie.

Dans le but de clari�er le concept de rigidité ontologique minimale, nous fournirons
un exemple. Si l'on tente de dé�nir le concept d'une date pour notre ontologie, on doit
dire par quoi celle-ci sera représentée. On pourra décider qu'une date est représentée
par son jour, son mois et son année mais sans obliger l'utilisation d'un format précis
pour l'exprimer (p. ex. : jj/mm/aaaa ou aaaa/mm/jj). De cette façon, les dé�nitions
ontologiques seront réutilisables sur un autre système [Gómez-Pérez et al., 2004].

Bien sûr, le design d'ontologies, comme bien d'autres problèmes, s'avère un compro-
mis entre les di�érents critères spéci�és ci-haut. Par exemple, si la rigidité ontologique
est très faible, ceci ouvrira la porte à plusieurs modèles de données possibles. Ceci peut
sembler être en contradiction avec le critère de clarté mais il faut comprendre que cet
élément s'applique à la dé�nition des termes tandis que la rigidité ontologique s'applique
à la conceptualisation que l'on tente de décrire. Une autre contradiction apparente est
celle de la rigidité ontologique avec la capacité d'extension. Une ontologie qui anticipe
plusieurs concepts n'a pas besoin d'anticiper tous les concepts possibles pour ce do-
maine. On peut donc avoir une théorie très générale avec notre ontologie tout en ayant
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un vocabulaire su�sant pour décrire les généralisations.

Les ontologies peuvent apporter à notre application plusieurs avantages non négli-
geables. Elles permettent de s'assurer que deux systèmes attribueront la même séman-
tique à un concept donné. Une ontologie peut en plus nous aider à décrire tous les
éléments qui caractérisent notre domaine. Avec une ontologie, nous pouvons aussi ef-
fectuer des inférences sur les données que l'on veut traiter. Le lecteur intéressé par les
sphères d'activités utilisant des ontologies pourra se référer à [Guarino, 1998]. Parmi
celles-ci, on retrouve : ingénierie des connaissances, représentation des connaissances,
modélisation qualitative, ingénierie du langage, design de bases de données, recherche et
extraction d'information, organisation et gestion de la connaissance, etc. La description
que nous fournit une ontologie peut donc être utilisée pour décrire des sources de don-
nées hétérogènes telles que celles que l'on retrouve sur le Web [Bozsak et al., 2002]. Les
ontologies nous permettent par conséquent d'échanger sur la sémantique des documents
et non plus uniquement sur la syntaxe.

2.3.1 Ontologies fondamentales existantes

Voyons maintenant diverses ontologies fondamentales déjà disponibles. Ces ontolo-
gies tentent d'o�rir une représentation la plus complète possible des concepts et des
relations qui existent dans l'univers. Leur avantage est qu'elles donnent un point de
départ à une personne voulant créer son ontologie de domaine et ne voulant pas dé�nir
tous les concepts dont elle croit avoir besoin. Par contre, leur désavantage principal
est que la qualité de ces ontologies est tributaire du jugement des personnes les ayant
créées.

WordNet

WordNet [Miller et al., 1990] est un lexique sémantique de la langue anglaise. À
prime abord, il peut sembler être un dictionnaire standard mais en fait, il est beaucoup
plus que cela. Outre le fait qu'il nous fournit les synonymes des mots en fonction du
sens, WordNet nous donne en plus une taxonomie pour les noms, les verbes, les ad-
jectifs et les adverbes. Chaque entrée dans WordNet est appelée un synset qui est un
ensemble de synonymes ayant la même signi�cation. Par exemple, les mots car, auto
et automobile font partie du même synset dans WordNet. Également, un même mot
peut avoir plusieurs sens. Pour le mot car, on retrouve donc cinq sens possibles dans
WordNet. Un des éléments fondamentaux qui nous intéresse ici sont les relations de
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généralisation / spécialisation qui décrivent chacun des concepts. Ainsi, pour chaque
nom dans WordNet, il existe une relation sorte de. Par exemple, pour le mot tulipe, on
pourrait retrouver une relation telle que : une tulipe est une sorte de �eur, une �eur est
une sorte de plante, etc. Ceci nous permet donc d'avoir accès à une ontologie universelle
portant sur le monde réel.

EuroWordNet

EuroWordNet [Vossen, 1998] est une base de données multilingue contenant des
versions de WordNet disponibles pour di�érentes langues (entre autres, le français,
l'espagnol, l'allemand, le néerlandais, l'italien, le tchèque et l'estonien). EuroWordNet
est structuré de la même façon que WordNet en plus d'avoir un index inter-langage pour
les synsets. Grâce à cet index, il est possible de comparer un mot avec ses équivalents
dans d'autres langues. Cet index donne également accès à une ontologie fondamentale
contenant 63 groupes sémantiques qui sont applicables à tous les langages. Les groupes
sémantiques spéci�ques à une langue sont quant à eux emmagasinés dans des WordNets
individuels.

Generalized Upper Model

Le Generalized Upper Model (GUM) [Ruqian and Zhi, 2002] essaie d'exprimer la
sémantique d'un langage mais en se concentrant sur les composants de la grammaire.
Par conséquent, au lieu de décrire la sémantique des mots, cette ontologie dépeint
la sémantique pouvant être exprimée dans des unités grammaticales plus larges telles
que les groupes nominaux, les phrases prépositionnelles, etc. La hiérarchie de concepts
représente les di�érentes entités sémantiques et inclut les con�gurations des processus
et les di�érents types d'objets et de qualités. La con�guration est un ensemble d'objets
qui participent à une activité ou qui sont dans un certain état. On peut voir à la �gure
2.1, tirée de [Gómez-Pérez et al., 2004], des exemples de con�gurations. Entre autres,
being&having sont des exemples de con�gurations qui indiquent l'existence de quelque
chose (being) ou d'une relation d'identité, de possession, d'attribution (having).

Mikrokosmos

L'ontologie Mikrokosmos [Mahesh, 1996] a été construite en fonction de considéra-
tions pratiques plutôt que d'être bâtie en fonction d'une théorie ontologique précise.
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Fig. 2.1 � Premiers niveaux de l'ontologie GUM.

Sa principale caractéristique est que l'on fait une distinction dans l'ontologie entre les
connaissances spéci�ques à une langue et la connaissance dite � universelle �. Ainsi, les
informations qui sont spéci�ques à un langage se retrouvent dans le lexique de Mikro-
kosmos et l'information universelle se retrouve dans l'ontologie. Le contenu du lexique
représente des dé�nitions de mots ou de phrases qui sont appariées aux concepts conte-
nus dans l'ontologie. Présentement, ce système contient plusieurs milliers de concepts.
Chacun est représenté par un cadre conceptuel qui est dé�ni par : un nom en anglais,
une dé�nition (utilisée uniquement par les utilisateurs désirant consulter le contenu de
l'ontologie) ainsi que des liens taxonomiques.

Sensus

Sensus [Swartout et al., 1997] est une ontologie contenant plus de 70 000 n÷uds qui
représentent des objets, des entités, des qualités et des relations qui sont rencontrés
fréquemment dans le langage courant. Sensus nous donne accès à une large taxonomie
de concepts. La partie haut niveau de l'ontologie, c'est-à-dire la plus abstraite, est
appelée la base de l'ontologie et contient environ 400 items. La région médiane contient
un cadre conceptuel décrivant des modèles de mots génériques et comprend plusieurs
entrées représentant des mots en anglais. La région bas niveau (la plus spéci�que)
contient des liens qui peuvent être ajoutés à des concepts appartenant à des langues
autres que l'anglais.
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Sowa's top-level ontology

L'ontologie dé�nie par Sowa [Sowa, 2000] inclut des catégories de base qui sont
inspirées de diverses sources en logique, en philosophie et en intelligence arti�cielle.
Cette ontologie contient 27 concepts, qu'on peut voir à la �gure 2.2, tirée de
[Gómez-Pérez et al., 2004].

Fig. 2.2 � Sowa's top-level ontology.

L'ontologie possède une structure de treillis où le concept le plus général est le
type universel > et le concept le plus spéci�que est le type absurde ⊥. Ces éléments
seront expliqués plus en détails à la section 3.1. Les sous-classes du type universel sont :
independent, relative, mediating, continuant, physical, abstract et occurent. On peut dire
que cette ontologie possède une structure de treillis car chaque concept a au moins un
supérieur logique direct ou indirect et chaque paire de concepts a au moins un inférieur
logique direct ou indirect. Par exemple, la paire de concepts proposition et occurent ont
comme supérieur logique le type universel et leur inférieur logique est history. Donc, le
concept history pourrait être représenté comme l'intersection de proposition et occurent
(proposition ∩ occurent). Avec cette ontologie, les concepts peuvent ainsi être obtenus en
combinant des concepts des niveaux supérieurs. Aucune implantation de cette ontologie
n'est encore connue pour le moment.
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Cyc's upper ontology

Cyc [Lenat and Guha, 1989] est un projet d'intelligence arti�cielle qui tente d'as-
sembler une ontologie ainsi qu'une base de données contenant le plus de connaissances
possibles sur l'univers. Ceci a pour but de permettre à des applications en intelligence
arti�cielle de raisonner comme peut le faire un être humain. La Cyc's upper ontology est
contenue dans la base de connaissances de Cyc. Cette base de connaissances contient
plus de 1 000 000 d'assertions entrées à la main et divisées en plusieurs micro-théories
(c.-à-d. des groupes d'assertions portant sur le même domaine).

L'ontologie de Cyc contient environ 3 000 termes regroupés en 43 catégories. La
classe Thing est la classe racine de l'ontologie. L'ontologie de Cyc a été créée en divi-
sant le monde entre les choses tangibles et intangibles, entre les processus statiques
et dynamiques, entre les collections et les choses individuelles, etc. L'ontologie est
mise à jour quand de nouvelles connaissances sur l'univers sont apprises. Une nou-
velle connaissance pourra avoir comme e�et de rajouter des concepts à l'ontologie mais
aussi d'enlever certains concepts devenus super�us. On peut voir à la �gure 2.3, tirée
de [Gómez-Pérez et al., 2004], un exemple de l'ontologie de Cyc.

Fig. 2.3 � Fragments de l'ontologie Cyc.
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Sumo

La Suggested Upper Merged Ontology [Niles and Pease, 2001] a pour but de créer
une vaste ontologie étant la plus complète possible. Celle-ci a été construite à partir de
théories en intelligence arti�cielle ainsi que d'ontologies fondamentales déjà disponibles.
De ce fait, SUMO comporte de nombreuses distinctions haut niveau. Pour décider quels
concepts devraient être ajoutés, enlevés ou préservés durant l'évolution de l'ontologie,
une série d'étapes doivent être e�ectuées.

1. Prendre la version courante de l'ontologie comme base et ajouter à celle-ci une à
une les ontologies plus bas niveau.

2. Éliminer dans l'ontologie haut niveau tous les concepts qui ne sont pas liés à
aucuns des concepts faisant partie de l'ontologie bas niveau.

3. Ajouter de nouveaux concepts haut niveau appropriés aux nouveaux concepts de
l'ontologie bas niveau.

Les recherches faites avec SUMO tentent présentement d'apparier ses concepts avec
ceux de WordNet pour ainsi obtenir plus d'information sur le contenu de SUMO.

Plusieurs se questionnent à savoir si l'ontologie � idéale � devrait être vaste et dé-
taillée telle que Cyc ou s'il faudrait plutôt utiliser une ontologie spécialisée pour chaque
domaine. Certains auteurs [de Moor, 2005] a�rment que le meilleur choix n'est ni l'un,
ni l'autre mais plutôt un mélange des deux approches. Le même auteur a�rme que
pour que le Web sémantique adopte une approche plus pragmatique, on devrait laisser
le soin aux utilisateurs et non pas aux développeurs de dé�nir quelle sera la signi�cation
des di�érents concepts que chacun utilise. Ceci éviterait à tous les utilisateurs du Web
d'adopter le même standard de design pour la dé�nition de la sémantique de leurs pages
Web (ce qui est plutôt impensable considérant qu'en janvier 2005, le Web contenait plus
de 11,5 milliards de documents8). Ce seront plutôt les développeurs de systèmes qui au-
ront à créer des mécanismes pour gérer les multiples ontologies. Nous croyons cette
approche plus réaliste et en accord avec les outils que nous avons développés.

2.3.2 Acquisition automatique d'une ontologie

Comme on peut facilement l'imaginer, la création et la maintenance d'une ontolo-
gie peuvent vite s'avérer un travail long et ardu. C'est pourquoi plusieurs recherches

8http://www.cs.uiowa.edu/~asignori/web-size/

http://www.cs.uiowa.edu/~asignori/web-size/
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récentes tentent de développer des techniques pour acquérir automatiquement une on-
tologie. Cette automatisation peut être réalisée grâce à des méthodes d'analyse du
langage naturel et d'apprentissage automatique. Bien sûr, ces techniques sont faites
pour être appliquées sur un domaine en particulier, et non pas pour créer une ontologie
fondamentale universelle.

Dans [Maedche and Staab, 2000b], on distingue les approches suivantes pour créer
automatiquement une ontologie :

1. Apprentissage d'une ontologie à partir d'un texte : Cette méthode est basée sur
l'utilisation d'un corpus de textes. Ce corpus se doit d'être représentatif du do-
maine avec lequel on essaie de bâtir l'ontologie. Avec ces techniques, on tente
de projeter dans l'ontologie la connaissance contenue dans les textes en extra-
yant des concepts et des relations. Toujours dans [Maedche and Staab, 2000b],
ces techniques sont classi�ées ainsi :

(a) Extraction basée sur des modèles : Les relations peuvent être identi�ées dans
le texte quand une séquence de mots suivent un certain modèle. Par exemple,
on pourrait découvrir une relations d'hyponymie entre les concepts Brésil et
pays avec une phrase telle que : � des pays comme le Brésil � .

(b) Règles d'association : Dans le milieu ontologique, les règles d'association ont
été utilisées pour trouver des relations non taxonomiques entre des concepts,
tout en utilisant une hiérarchie de concepts comme base de connaissances
ainsi que des statistiques sur l'occurrence des termes. Par exemple, si le mot
avion apparaît toujours aux côtés du mot voyage, on pourrait ajouter une
relation entre ces deux concepts dans notre ontologie.

(c) Groupement de concepts : Un ensemble de concepts sont analysés et sont
groupés selon la distance sémantique entre eux. On dé�nit ainsi un certain
seuil pour savoir quels concepts seront unis. Pour calculer la distance sé-
mantique, on peut grouper les concepts ayant la même fonction syntaxique.
Notamment, si les mots avion et train apparaissent dans deux phrases di�é-
rentes avec le même verbe et occupent la même fonction syntaxique (p. ex.
Maxime voyage en avion, Daniel voyage en train), on considérera alors que
ces concepts devraient être regroupés.

(d) Élagage de l'ontologie : On prend une ontologie fondamentale et à l'aide d'un
ou plusieurs corpus de textes, on enlève les concepts super�us pour ne garder
que ceux qui s'appliquent à notre domaine.

(e) Apprentissage de concepts : De nouveaux concepts seront ajoutés à une on-
tologie déjà existante en utilisant des textes s'appliquant à notre domaine.
Pour mettre à jour l'ontologie, les techniques déjà présentées peuvent être
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utilisées.

2. Apprentissage d'une ontologie à partir du schéma conceptuel : On peut utiliser
un schéma d'une base de données, un schéma conceptuel ou un modèle entités /
relations pour générer notre ontologie.

3. Apprentissage d'une ontologie pour l'interopérabilité : Des éléments similaires
entre deux ontologies sont identi�és. Cette méthode peut être utilisée quand on
veut grouper deux ontologies di�érentes.

Nous venons donc d'examiner les diverses approches permettant de créer automa-
tiquement une ontologie. Bien sûr, certaines méthodologies ont plus de potentiel que
d'autres. Il serait ainsi intéressant de véri�er dans la littérature quels sont les systèmes
qui ont mis concrètement en place ces façons de faire et comment celles-ci ont été
appliquées. Tentons donc maintenant de faire un survol des approches les plus promet-
teuses pour l'acquisition automatique d'une ontologie. Pour l'instant, les méthodes les
plus connues utilisent des techniques appartenant à la catégorie d'apprentissage d'une
ontologie à partir d'un texte. Nous nous abstiendrons de faire l'étude de chacune des ap-
proches possibles pour la génération d'une ontologie et nous nous concentrerons plutôt
sur celles qui semblent intéressantes en fonction du degré d'automatisation qu'elles ont
atteintes. Cette section résume la description des méthodes d'apprentissage d'ontologies
présentées dans [Paliouras, 2005].

Les méthodes d'apprentissage automatique ont été considérablement utilisées pour
l'extraction d'information, en particulier l'extraction de grammaires et de lexiques pour
identi�er les catégories de mots ( � part-of-speech � ), les phrases, la résolution de coré-
férence, la désambiguïsation de sens, etc. Plus récemment, les recherches en extraction
d'information ont plutôt tenté de cibler l'extraction de la sémantique des textes, ce qui
la plupart du temps, revient à en extraire l'ontologie. C'est ainsi que la recherche sur
l'acquisition automatique d'une ontologie a débuté [Paliouras, 2005].

Il existe des di�érences signi�catives entre les diverses méthodes disponibles pour
extraire une ontologie à partir d'un texte. Ces di�érences reposent essentiellement sur le
traitement linguistique utilisé pour extraire l'ontologie. Certaines méthodes sont basées
complètement sur le traitement du langage. C'est le cas de la méthode employée par
OntoLT [Buitelaar et al., 2004]. La méthode développée par les auteurs de OntoLT
permet d'utiliser des règles linguistiques qui sont enclenchées par les mots retrouvés dans
les textes. Si l'on retrouve la règle dans un des documents, cette règle sera appliquée
à notre ontologie et cette dernière sera modi�ée en conséquence. En d'autres termes,
si la règle est satisfaite, l'ontologie sera modi�ée par l'ajout d'un nouveau concept
ainsi que de ses propriétés. Cette démarche est donc considérée comme déductive. Ce
type d'approche a déjà été la cible de critiques dans la communauté de l'apprentissage
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automatique car avec celle-ci, il n'y a pas de généralisation, donc l'apprentissage n'est
pas fait au niveau de la connaissance [Dietterich, 1986]. Le niveau de connaissance
est un niveau de description d'un système qui se concentre sur le comportement pour
résoudre un problème plutôt que sur des considérations centrées sur l'implantation.
Néanmoins, cette façon de faire peut s'avérer e�cace pour l'acquisition d'une ontologie
mais elle requiert une solide expertise linguistique pour la dé�nition des règles. Le
système Ontology Express [Ogata and Collier, 2004] emploie une approche similaire.
Par contre, elle di�ère de l'approche d'OntoLT sur deux points :

� On se concentre principalement sur la découverte de nouveaux concepts. Si l'on
retrouve une certaine structure de texte dans le document qui dénote une relation
connue, on introduit un nouveau concept à notre ontologie qui sera le sous-type
d'un concept déjà présent.

� On utilise un �ltre en fonction de la fréquence d'un mot rencontré ainsi qu'un sys-
tème d'inférence non monotone (c.-à-d. qui révise les conclusions acceptées chaque
fois que de nouvelles précisions sur les informations connues sont introduites) pour
sélectionner les nouveaux concepts et les ajouter à l'ontologie.

L'identi�cation de concepts et la découverte d'une taxonomie ont fait l'objet de plu-
sieurs recherches. Un des plus vieux systèmes a avoir utilisé cette approche est ASIUM
[Faure and Nedellec, 1999] qui est basé sur l'utilisation de �ltres lexico-syntaxiques, où
l'on tente de catégoriser les entités intéressantes dans un texte à l'aide de schémas de
sous-catégorisations. Tout d'abord, ASIUM commence par appliquer des �ltres très gé-
nériques au texte pour identi�er les entités intéressantes. Ensuite, il utilise la similarité
syntaxique pour grouper les termes en fonction de leur correspondance. Ce processus
est constamment répété pour ainsi construire l'ontologie d'une manière ascendante. Le
système DOGMA [Reinberger and Spyns, 2004] utilise une approche similaire. On re-
prend l'idée de grouper les termes selon leur similarité syntaxique mais cette fois-ci, on
se base principalement sur les verbes rencontrés dans le texte pour créer l'ontologie.

OntoLearn [Navigli and Velardi, 2004] fait également partie des systèmes employant
l'agrégation de termes. Par contre, il di�ère des deux systèmes précédents sur deux
points. Tout d'abord, OntoLearn conserve des statistiques sur l'occurrence des di�é-
rents termes tout en préservant l'information linguistique sur chacun de ceux-ci. Une
autre di�érence majeure est que l'agrégation des termes se base sur l'appariement des
concepts avec une ontologie déjà existante telle que WordNet. On obtient donc une onto-
logie étant une spécialisation d'une autre ontologie beaucoup plus générique. WordNet
est également utilisé dans [Xu et al., 2002] pour créer un groupe initial de relations
d'hyponymie dans un corpus non étiqueté. Avec ce groupe initial, on se créé un en-
semble de �ltres d'extraction de concepts. Ces �ltres nous fournissent des concepts
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potentiels en utilisant des méthodes statistiques ainsi que des �ltres de collocation.
Dans [Cimiano et al., 2005], une combinaison de WordNet ainsi que de �ltres lexico-
syntaxiques permet d'identi�er des termes et de les placer dans notre ontologie. Une
méthode de vote est utilisée pour choisir les termes à retenir. Bien que très simple, cette
méthode semble donner de bons résultats.

Une des approches qui semblent très prometteuses est l'approche FCA ( Formal
Concept Analysis) [Paliouras, 2005] qui permet d'analyser les concepts et de grouper
les termes. Dans [Richards, 2004], on construit des treillis de concepts avec le contenu
des documents. On peut par la suite dé�nir notre ontologie en utilisant l'aide d'un
expert du domaine pour valider nos choix.

Dans [Corbett, 2004], l'auteur dé�nit une méthode d'acquisition automatique d'une
ontologie à l'aide de graphes conceptuels en utilisant des éléments de cette théorie.
Cette acquisition automatique de l'ontologie est faite par un fusionnement des graphes.

Il existe un lien important entre les méthodes d'extraction utilisées et la découverte
de concepts dans le processus d'acquisition automatique d'une ontologie. Les �ltres d'ex-
traction sont habituellement appris par le système au même moment où l'on identi�e
les nouveaux termes et les nouvelles relations de notre ontologie. La méthode présen-
tée par Hahn et Markó [Hahn and Markó, 2002] met particulièrement l'emphase sur ce
type d'interaction. Avec notre corpus de documents, on peut ainsi apprendre des règles
grammaticales tout en découvrant de nouveaux concepts pour notre ontologie. On doit
d'abord avoir une grammaire de dépendance lexicale à notre disposition et par la suite,
on tente de la ra�ner. Une grammaire de dépendance est une grammaire dont la struc-
ture est déterminée par la relation qui existe entre un mot et ses dépendants. Avec
une telle grammaire, on aura un point d'entrée pour une phrase (head) et les relations
entre les mots (complément, sujet, objet, etc.) seront structurées en fonction de ce point
d'entrée. Après le processus de ra�nement employé par cette approche, l'ontologie sera
par le fait même enrichie de nouveaux concepts et de nouvelles relations. Pour terminer,
un processus d'évaluation qualitatif des résultats est e�ectué.

Dans [Brewster et al., 2002], les auteurs présentent une méthode où l'on doit d'abord
disposer d'une ontologie de départ, normalement de petite taille. Initialement, un cer-
tain nombre de concepts sont identi�és dans le texte. Un expert aura par la suite à
di�érencier ces concepts, en identi�ant ceux valides et non valides. Cette véri�cation
mettra à notre disposition de nouveaux �ltres sur la connaissance contenue dans les do-
cuments ce qui nous permettra d'extraire de nouveaux concepts. L'expert aura encore
une fois à valider ces nouveaux termes. Quand plus aucune nouvelle instance ne peut
être identi�ée, l'expert aura à examiner l'information qui a été extraite et il devra juger
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s'il est pertinent ou non de l'ajouter à l'ontologie.

Le système Text-To-Onto (présenté en détails à la section 4.1) est un système capable
d'extraire des concepts et des relations à partir d'un corpus de documents et ainsi, créer
une ontologie. Cette ontologie peut constamment être enrichie par un processus de
ra�nement cyclique. Des techniques d'apprentissage automatique permettent d'aider
un expert du domaine à identi�er les relations et concepts potentiels qui pourraient être
rajoutés à l'ontologie mais également ceux qui sont super�us.

Dans [Brewster et al., 2002], on propose une méthode quelque peu semblable à celle
de Text-To-Onto. Par contre, cette approche nécessite plus fréquemment l'intervention
d'un expert du domaine. Ceci n'est pas désirable puisque le but que l'on recherche
en extraction automatique d'une ontologie est d'acquérir une ontologie avec le moins
d'interventions humaines possibles. Une autre lacune dans la méthode de Brewster et
al est que leur système d'extraction de connaissances est linguistiquement plus pauvre
que celui de Text-To-Onto. L'approche de Brewster et al est surtout basée sur les �ltres
de Hearst [Hearst, 1998] tandis que Text-To-Onto utilise en plus des �ltres de Hearst
une approche FCA, WordNet ainsi que des heuristiques de relations verticales (tous
ces concepts seront présentés plus en détails à la section 4.1). D'autre part, Text-To-
Onto o�re la possibilité d'utiliser une ontologie fondamentale ou du domaine dans le
processus d'acquisition automatique de l'ontologie, en plus de ses �ltres linguistiques.
La méthode de Brewster et al est plutôt basée uniquement sur une approche linguistique
ce qui représente un autre désavantage dans son utilisation puisqu'elle nécessitera des
connaissances poussées en linguistique ou la présence d'un linguiste dans l'équipe de
développement.

2.4 Conclusion

Nous avons donc vu au cours de ce chapitre di�érentes techniques d'extraction d'in-
formation à partir de textes. Les méthodes exposées nous permettent de mieux voir
comment il est possible d'extraire de la connaissance à partir du langage naturel. Le
Web sémantique quant à lui consiste en un vaste projet qui vise justement à extraire
une représentation de la connaissance contenue dans des pages Web. Une manière de
représenter cette connaissance et de la traiter est d'utiliser une ontologie. Nous avons
ainsi étudié ce qu'était exactement une ontologie et à quoi celle-ci pouvait servir. Pour
ce faire, nous avons analysé certaines ontologies fondamentales existantes. Bien que la
représentation formelle que nous fournit une ontologie puisse être très utile, il peut être
long et fastidieux d'en construire une de toutes pièces. Nous avons donc exposé cer-
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taines techniques permettant de créer automatiquement une représentation ontologique
à partir d'un corpus de document sans qu'un usager ait nécessairement à construire
ou à valider tous les concepts et relations faisant partie de l'ontologie. Puisque le but
de cette recherche est d'utiliser une ontologie décrivant un domaine de la connaissance
pour améliorer la pertinence des documents renvoyés à un usager lors d'un processus de
recherche, il serait maintenant intéressant de combiner certaines méthodes qui ont été
présentées au cours de ce chapitre. Se servir d'une ontologie générée automatiquement
permettrait de plus facilement intégrer cette dernière dans un processus d'extraction
d'information. Nous avons d'ailleurs pu remarquer au cours du chapitre que de plus en
plus de méthodes d'extraction d'information employaient une ontologie. Certaines ap-
proches en utilisent une seulement pour découvrir de nouvelles règles linguistiques sur
le domaine tandis que d'autres méthodes se servent plutôt directement de celle-ci dans
le processus d'extraction de la sémantique d'un document. C'est plutôt le deuxième
cas qui nous intéresse. Pour atteindre nos objectifs, nous devrions donc utiliser un sys-
tème d'extraction d'information pour ainsi pouvoir par la suite, l'adapter à nos besoins.
Le système retenu fut Sesei car nous avions facilement accès à son code source et nous
étions familiers avec son fonctionnement. C'est ce système qui sera ainsi décrit en détails
au cours du prochain chapitre.



Chapitre 3

Sesei

Le but principal de notre recherche vise à améliorer le logiciel Sesei a�n qu'il soit
capable de traiter les requêtes d'un usager portant sur un domaine de la connaissance
spéci�que, tout en améliorant sa précision. Avant d'expliquer quelles méthodes ont été
employées pour réaliser ceci, il est essentiel que le lecteur puisse bien comprendre le fonc-
tionnement de Sesei. Nous exposerons donc dans ce chapitre les di�érents détails de son
utilisation. Nous verrons comment il réussit à utiliser les résultats retrouvés à partir
d'une recherche faite avec Google et d'en dégager une interprétation sémantique. Nous
verrons également comment Sesei se sert de l'ontologie WordNet pour créer sa propre
ontologie et ainsi, renvoyer à un usager des documents plus pertinents par rapport à
sa recherche que ceux qu'il pourrait obtenir par une recherche booléenne traditionnelle.
Puisque le fonctionnement de Sesei repose beaucoup sur la théorie des graphes concep-
tuels, nous commencerons tout d'abord par présenter les éléments clés de celle-ci. Nous
poursuivrons en donnant au lecteur une vue globale de Sesei. Nous détaillerons par la
suite chacun de ses composants, c'est-à-dire : le traitement des requêtes, le �ltre onto-
logique, le module d'extraction de graphes conceptuels et le module de comparaison de
graphes conceptuels.

3.1 La théorie des graphes conceptuels

Les graphes conceptuels (GC) sont un formalisme de représentation de la connais-
sance introduit par John Sowa en 1984 [Sowa, 1984]. Sowa s'est basé sur les travaux de
Peirce (1909) et ses graphes existentiels pour créer son formalisme des graphes concep-
tuels. D'une manière simple, on peut voir les graphes conceptuels comme étant une
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formalisation ainsi qu'une extension des réseaux sémantiques [Corbett, 2001]. Les GC
nous o�rent une méthode de représentation puissante pour nous permettre d'exprimer
et de décrire la connaissance tout en demeurant manipulable par un ordinateur. Le for-
malisme des GC est une notation simple qui permet de décrire des types de concepts,
des concepts ainsi que les relations entre ceux-ci [Mineau, 2003]. Les GC sont entre
autres un formalisme très puissant pour représenter le langage naturel et l'exprimer
sous un format traitable par une machine [Nicolas, 2003]. Les deux structures de don-
nées principales dans la théorie des graphes conceptuels sont la hiérarchie de types et
les GC composés d'éléments (concepts et relations) de base. Nous décrirons chacune de
ces structures dans la section suivante.

3.1.1 La hiérarchie de types

La hiérarchie de types est en quelque sorte l'ontologie d'un domaine. Cette hiérarchie
est un treillis mathématique ordonné selon la spéci�cité de chaque type. Un type t
est dit plus spéci�que qu'un type s s'il hérite de toute l'information contenue dans s.
Une hiérarchie sert donc principalement à représenter la relation de généralisation /
spécialisation entre les di�érents concepts. Dans la théorie des GC, pour un domaine de
connaissance particulier, on retrouve deux hiérarchies de type : une pour les concepts
ainsi qu'une pour les relations.

Il n'existe que deux seuls types prédé�nis qui doivent être présents dans toutes les
hiérarchies de type :

� le type universel, noté >,
� le type absurde, noté ⊥.

Donc, tous les éléments d'une hiérarchie de types seront au moins une spécialisation
du type universel. Le type absurde ⊥ sert quant à lui à représenter le type le plus
spéci�que pour un élément de notre domaine. Tous les types ont au moins comme spé-
cialisation ⊥. Il n'existe en conséquence pas de spécialisation possible du type absurde.

La �gure 3.1, tirée de [Petersen, 2003], nous donne un aperçu d'une hiérarchie de
types. Cette hiérarchie de types représente une relation de généralisation / spéciali-
sation pour le monde animal. On voit donc que Cat est une spécialisation du type
Mammal. De même, le type Cat héritera de toutes les propriétés qui caractérisent les
types plus généraux que lui dans la hiérarchie. Ainsi, la hiérarchie de types nous permet
de représenter les relations de subsomption entre les concepts de notre domaine.
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Fig. 3.1 � Exemple d'une hiérarchie de types.

3.1.2 Les graphes conceptuels

Les graphes conceptuels sont des graphes étiquetés composés de deux types de
n÷uds : les concepts qui représentent des objets, des entités ou des idées, et les re-
lations qui représentent les liens entre les concepts. Ceci fait donc des GC des graphes
bipartites orientés. Les GC sont de ce fait capables de représenter des connaissances sur
un domaine en particulier ainsi que les liens qui existent entre les di�érentes entités de
ce domaine. Les arcs qui lient les relations aux concepts sont orientés ce qui rend les
paires de n÷uds ordonnées. Également, tout concept ou relation est typé, c'est-à-dire
que chacun correspond à un type dans la hiérarchie de types correspondante au domaine
duquel relève ce GC.

Graphiquement, les concepts sont représentés par des rectangles où le type de l'indi-
vidu apparaît suivi par le nom de cet individu ou par une variable. Ce nom est le référent.
Ce dernier permet de désigner l'entité du domaine qu'il représente. Les relations quant
à elles sont identi�ées par des ovales où le type de la relation apparaît. Par contre,
une relation ne possède jamais de référent. Celles-ci relient les di�érents concepts entre
eux. Les �èches permettent d'indiquer la direction de la relation entre les concepts. Le
graphe de la �gure 3.2 (créé à l'aide du logiciel Charger [Delugach, 2001]) nous donne
l'équivalent en GC de la phrase � Pierre va à Adélaïde en avion � .
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Fig. 3.2 � Exemple d'un graphe conceptuel sous forme graphique.

On peut donc voir que Pierre est le référent du type Personne et Adélaïde est le
référent du type Ville. Pierre est en conséquence en relation d'agent avec le verbe aller.
Ce verbe est lui-même en relation avec le concept Avion, par une relation d'instrument
et avec la ville Adélaïde par une relation de destination. Dans ce graphe, le concept
Avion ne possède pas de référent. On ne designe donc pas un avion en particulier et
c'est pourquoi il est représenté par la variable *x.

Le même graphe, sous le format CCLF (Conceptual Graph Linear Form) aurait
cette forme :

[Aller]-(Agnt)->[Personne: Pierre]

(Dest)->[Ville: Adélaïde]

(Inst)->[Avion:*x].

3.1.3 Opérations sur les graphes conceptuels

La théorie des GC dé�nit également une série d'opérations que l'on peut e�ectuer
sur ceux-ci. Nous exposerons ici les di�érentes opérations sur les graphes conceptuels
qui sont pertinentes à nos travaux. Deux types d'opération nous intéressent particuliè-
rement : les règles de spécialisation et les règles de généralisation.

On retrouve dans les règles de spécialisation deux opérations, la restriction et la
jointure. La restriction permettra de spécialiser un n÷ud d'un graphe conceptuel.
Par exemple, dans le cas du graphe présenté précédemment à la �gure 3.2, le n÷ud
[Personne: Pierre] est une spécialisation du n÷ud [Personne]. Un autre exemple
de spécialisation serait d'utiliser un sous-type d'un n÷ud dans un GC. Par exemple,
une spécialisation de [Avion:*x] pourrait être [Airbus A380:#1], où l'on désigne
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qu'il s'agit du premier Airbus A380 de la �otte d'Air France. L'opération inverse de la
restriction se nomme l'élargissement et fait partie des règles de généralisation.

L'autre règle de spécialisation est appelée la jointure. Cette opération consiste à
unir deux graphes en fusionnant certains de leurs n÷uds. On peut ainsi intégrer deux
GC traitant de concepts communs. Si l'on voulait par exemple joindre le GC présenté
à la �gure 3.2 avec le GC [Avion:*x]->(Attr)->[Luxueux], on obtiendrait le graphe
suivant en format CCLF :

[Aller]-(Agnt)->[Personne: Pierre]

(Dest)->[Ville: Adélaïde]

(Inst)->[Avion:*x]-(Attr)->[Luxueux].

L'opération inverse de la jointure se nomme la séparation et fait partie des règles
de généralisation.

Une autre opération sur les GC qui doit être présentée au lecteur est l'opération de
projection. Une projection, dans la théorie des GC, est quand une spécialisation g′ d'un
graphe g2 existe dans g1 comme sous-graphe. Alors, on dit que g2 a une projection dans
g1 [Mineau, 2003]. Par exemple en supposant que g2 est le graphe présenté à la �gure 3.2
et en supposant la spécialisation g′ suivante : [Aller]->(Inst)->[Airbus A380:#1],
g2 aurait une projection dans le graphe g1 suivant :

[Aller]-(Agnt)->[Personne: Marc]

(Dest)->[Pays: Finlande]

(Inst)->[Airbus A380:#1].

3.1.4 Graphes conceptuels et logique du premier ordre

Bien sûr, il existe d'autres formalismes de représentation de la connaissance que
les GC, certains étant même plus riches ou expressifs. Par contre, puisque ce travail
vise principalement à traiter la sémantique des textes que l'on retrouve dans des docu-
ments électroniques, le formalisme des GC était su�sant pour atteindre nos objectifs
puisque celui-ci est bien adapté au traitement du langage naturel, tel que discuté dans
[Sowa, 1984].

Un autre avantage d'avoir choisi les GC est que, puisque ceux-ci possèdent une
grande expressivité, il existe une transformation (notée ϕ) qui permet de les réécrire
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dans le formalisme de la logique de premier ordre. Par exemple, en appliquant l'opéra-
teur ϕ au graphe de la �gure 3.2, on obtient la formule suivante :

(∃x, y) | (Personne(Pierre)) ∧
(V ille(Adélaı̈de)) ∧ (Avion(x)) ∧ (Aller(y)) ∧
agnt(y, P ierre) ∧ dest(y, Adélaı̈de) ∧ inst(y, x)

Cette possibilité de transformation ϕ indique donc que les graphes conceptuels, en
plus d'être un formalisme de représentation de la connaissance, sont aussi un formalisme
logique [Nicolas, 2003]. Cette particularité, en plus des opérations formelles dé�nies dans
la théorie des GC, permet aux ordinateurs de les manipuler plus facilement, comme par
exemple pour les incorporer à un système de déduction automatique.

3.2 Sesei

Sesei [Nicolas, 2003] est un logiciel qui est au c÷ur de nos recherches. Développé par
Stéphane Nicolas au cours de ses études de maîtrise en informatique, Sesei est un �ltre
sémantique pour les moteurs de recherche traditionnels. Il o�re la possibilité d'apparier
une structure conceptuelle extraite d'une requête faite en langage naturel avec une autre
structure conceptuelle, cette fois-ci extraite d'un document Web retrouvé à l'aide d'un
outil de recherche tel que Google. Sesei se sert des graphes conceptuels pour traiter la
sémantique des documents. Pour manipuler ces graphes, Sesei utilise l'API (Application
Programming Interface) Notio [Southey and Linders, 1999] développée en langage Java.
Nous tenterons dans cette section d'expliciter son fonctionnement.

3.2.1 Fonctionnement global de Sesei

Comme on peut le voir à la �gure 3.3, tirée de [Nicolas, 2003], Sesei a été déve-
loppé autour de trois étapes principales : À construire une représentation de la séman-
tique d'une phrase de requête désambiguïsée, que l'on appellera graphe de requête, Á

construire une représentation de la sémantique des documents retournés par un moteur
de recherche, appelés graphes de ressource1, et pour terminer, Â évaluer la similarité

1Cette terminologie de graphes de ressource et de graphes de requête fut empruntée par Nicolas à

[Zhong et al., 2002]
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sémantique des graphes en fonction de la pertinence des documents par rapport à la
requête de l'usager.

Fig. 3.3 � Aperçu du fonctionnement de Sesei.

Détaillons un peu plus le contenu de la �gure précédente. Tout d'abord, l'usager
de Sesei doit entrer une phrase en langage naturel. Il devra spéci�er quel est le sens
de chacun des mots employés dans sa requête. Parallèlement, la phrase sera envoyée
à un moteur de recherche dans le Web. Sesei téléchargera les documents renvoyés en
séparant leur contenu textuel en phrases. On tentera par la suite de détecter des phrases
candidates pour véri�er si cela vaut la peine que Sesei les analyse plus en profondeur.
On essaiera de voir par un processus de �ltrage ontologique (détaillé à la section 3.2.3)
quelles phrases semblent être dans le voisinage sémantique de la requête. Un mécanisme
d'extraction de graphes conceptuels (processus détaillé à la section 3.2.4) sera ensuite
appliqué à la requête de l'usager ainsi qu'aux phrases des documents Web ayant passé
l'étape du �ltre ontologique. Ceci nous donnera un graphe de requête ainsi qu'un en-
semble de graphes de ressource. Pour terminer, tous les graphes de ressource seront
comparés au graphe de requête pour voir lesquels semblent les plus pertinents sémanti-
quement par rapport à la requête de l'usager (processus détaillé à la section 3.2.5). Les
phrases ayant obtenu le meilleur score seront renvoyées à l'usager.

À l'aide d'un exemple, voyons maintenant plus en détails comment peut être uti-
lisé Sesei pour répondre à une question et pour �ltrer sémantiquement des documents
contenus dans le Web.

3.2.2 Traitement de la requête de l'usager

Comme mentionné précédemment, l'usager doit débuter en entrant une requête en
langue naturelle. Cette requête peut être une question (p. ex. : Qui a inventé l'ordi-
nateur ?) ou une phrase a�rmative grammaticalement bien construite (p. ex. : le pays
ayant la plus grande population d'Amérique latine). Cette requête est par la suite en-
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voyée au logiciel Connexor [Järvinen and Tapanainen, 1998]2, un analyseur syntaxique
de la langue anglaise. Connexor permet de transformer une phrase écrite en langage
naturel (en anglais) en un arbre de décomposition syntaxique. Les n÷uds de cet arbre
sont les mots de la phrase et les arcs représentent les relations syntaxiques entre les
mots. La �gure 3.4 nous donne un exemple d'un arbre de décomposition syntaxique de
Connexor pour la phrase � What is the lipid composition of cystic �brosis respiratory
secretions ? � .

Fig. 3.4 � Exemple d'un arbre de décomposition syntaxique de Connexor.

L'usager aura par la suite à manuellement désambiguïser chacun des mots de la
phrase selon les sens fournis par WordNet pour chacun d'eux. Par exemple, dans la
phrase précédente, � What is the lipid composition of cystic �brosis respiratory se-
cretions ? � , l'usager aura à spéci�er le sens de chacun des mots dont la phrase est
composée, selon les dé�nitions proposées par WordNet. On devra donc dire à Sesei si
le mot composition représente les éléments dont une chose est composée ou plutôt une
composition musicale.

Parallèlement, cette même phrase est envoyée au moteur de recherche Google. Sesei
téléchargera les x premiers documents retournés par le moteur de recherche jusqu'à
une certaine limite de documents x spéci�ée par l'usager. Puis, on présélectionnera
des phrases candidates parmi les documents renvoyés par Google. Pour e�ectuer cette
présélection, on sépare le texte contenu dans chaque page Web en phrases. On entend
ici par phrase un ensemble de mots compris entre deux points et on entend par texte un

2http://www.connexor.com/

http://www.connexor.com/
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ensemble de phrases présentes dans un document Web. Par la suite, on essaie d'éliminer
des phrases candidates les listes, les tables et les liens publicitaires. Pour ce faire, on
véri�e entre quelles balises HTML se retrouve le texte dans le document. Une phrase trop
longue (plus de 60 mots) sera également éliminée du traitement. Selon [Nicolas, 2003],
une série d'expériences a démontré que cette contrainte de longueur de phrase était
raisonnable, compte tenu du fait qu'un texte bien rédigé en anglais doit idéalement
avoir une longueur moyenne de 30 mots.

3.2.3 Filtre ontologique

La prochaine étape dans le tri des phrases candidates est d'évaluer la pertinence des
di�érentes phrases contenues dans les documents ressources. Pour ce faire, une mesure
pour évaluer le potentiel d'un document ressource a été établie. On vise ainsi à ne
convertir en graphes conceptuels que les phrases des documents ressources qui semblent
le plus près sémantiquement de la phrase de requête. Le processus pour passer d'une
phrase à un GC étant assez coûteux en termes de temps de calcul, il est préférable de
tenter d'éliminer les phrases non pertinentes dès le départ.

Ainsi, l'idée principale derrière cette mesure est de construire une liste de mots,
que nous appelons λ, se trouvant dans le voisinage sémantique des mots de la requête.
Cette mesure utilise WordNet comme ontologie lexicale. À l'aide de ce dernier, on peut
extraire pour chaque mot de la requête ses hyperonymes (généralisations), ses hypo-
nymes (spécialisations) et ses équivalents (synonymes) [Nicolas et al., 2003]. Un mot q
aura donc une liste de généralisations, spécialisations et synonymes appelée λq. Cette
liste λq comprend également la forme dérivée du mot q. Ainsi, le mot tumor produirait
la liste λtumor suivante : { tumor, tumors, tumour, tumours, neoplasm, neoplasms, ...}.
Pour restreindre l'espace de recherche, Sesei limite celui-ci aux spécialisations et aux gé-
néralisations des cinq premiers niveaux de WordNet. Nous présenterons ici la dé�nition
3.1, tirée de [Nicolas, 2003], qui expose la manière de calculer la mesure.

Dé�nition 3.1 Soit rq une phrase de requête, q un mot de rq, wn(x) une fonction
associant au mot x un type de concept dans WordNet, δ(a,b) le nombre de n÷uds du
plus petit chemin entre le type de concept a et le type de concept b dans WordNet. Nous
avons :

∀w ∈ λq,

{
δ(wn(w), wn(q)) < min(δ(⊥, wn(q)), 5) si w est un hyponyme de q
δ(wn(w), wn(q)) < min(δ(>, wn(q)), 5) si w est un hyperonyme de q

Chaque mot dans la liste λq se fait attribuer un score. Le score pour un mot est



Chapitre 3. Sesei 38

une valeur située dans l'intervalle [0,1]. Si un mot est un hyponyme ou un synonyme
de q, il se fait attribuer le score ontologique maximal. Si c'est un hyperonyme, son
utilité décroît en fonction du nombre de n÷uds qui sépare le mot de son hyperonyme.
Par contre, il est important de savoir que le nombre de n÷uds qui sépare deux concepts
dans une ontologie n'est pas signi�catif car ce type de lien indique seulement une liaison
de généralisation entre les deux concepts. Nous ne sommes pas en mesure de savoir quel
est le degré de cette généralisation [Resnik, 1995]. Sesei évalue donc tous ces liens comme
étant équivalents. Les mots obtiennent par conséquent leur score selon la formule 3.1,
tirée aussi de [Nicolas, 2003] :

score(w, q) =


1 si wn(w) est un hyponyme de wn(q)

1 si wn(w) est un synonyme de wn(q)

1− (δ(wn(w), wn(q))/5) si wn(w) est un hyperonyme de wn(q)

(3.1)

Les mots se font également attribuer un poids selon leur partie du discours dans
la phrase (à savoir si le mot est un nom, verbe, adverbe ou adjectif). Ces poids sont
1,0 pour les verbes, 0,8 pour les noms, 0,2 pour les adverbes et 0,16 pour les adjectifs.
La valeur pour les verbes et les noms fut choisie empiriquement et les valeurs pour les
adverbes et les adjectifs ont été choisies en fonction du type de catégorie grammaticale
qu'ils quali�aient. Les adverbes quali�ent les verbes tandis que les adjectifs quali�ent
les noms.

Avec ces poids, nous pouvons maintenant établir une fonction de mérite évaluant le
score des mots appartenant à l'union des λq :

⋃
q∈rq λq. De ce fait, le score attribué à un

mot q dans une phrase d'un document ressource (noté score2 ) sera le produit du poids
de ce mot q par son score, c'est-à-dire poids(q) × score(w,q). Ce score représente ainsi
l'utilité pondérée d'un mot w de λq. Bien sûr, un mot peut appartenir à plusieurs listes
λq0 et λq1 pour q0 6= q1. Dans cette situation, Sesei considérera qu'un mot se retrouvant
dans plusieurs listes λ di�érentes aura comme score dans

⋃
q∈rq λq le maximum de tous

ses scores dans chaque λq. Les détails de cette fonction de mérite, encore une fois tirée
de [Nicolas, 2003], sont donnés ici :

∀ w ∈
⋃

q∈rq

λq, score2(w, rq) = max
q∈rq

( poids(q)× score(w, q) )

Après avoir évalué la pertinence des mots des phrases ressources, il nous reste à
évaluer la pertinence des phrases ressources elles-mêmes. Pour ce faire, on fera une
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sommation des mots qui la composent, nous donnant ainsi ce que nous appellerons le
score ontologique. Pour normaliser ce score à 1, on le divisera par le score de la phrase de
requête, qui correspond à notre score maximal. Par contre, une phrase qui contiendrait
deux ou trois fois plus de mots que la phrase de requête pourrait se faire attribuer
un score plus élevé que 1. Si ceci se produit, le score sera de nouveau ramené à 1 car
Sesei considère que la phrase de requête a une utilité maximale. Bref, cette mesure aura
tendance à avantager les phrases ressources qui spécialisent la phrase de requête. Voici
donc la dé�nition, tirée de [Nicolas, 2003], qui décrit la manière de calculer le score
ontologique.

Dé�nition 3.2 Soit rs, une phrase extraite d'un document ressource, le score ontolo-
gique d'une phrase de ressource est dé�ni par

oScore(rs, rq) = min

(
score3(rs, rq)

score3(rq, rq)
, 1

)
= min

score3(rs, rq)∑
q∈rq

poids(q)
, 1



Ce calcul servira à Sesei pour trier les phrases retournées par Google. Le processus
de transformation d'une phrase en GC et son appariement avec la phrase de requête
est relativement long et exigeant au niveau du temps de traitement. Le calcul du score
ontologique permet donc de dégager les phrases ayant le meilleur potentiel pour être
analysées par le �ltre sémantique de Sesei. On n'y traitera que les phrases qui auront dé-
passé un certain seuil de score ontologique, seuil dé�ni par l'usager. Voyons maintenant
le fonctionnement du processus d'extraction des graphes conceptuels.

3.2.4 Extraction de graphes conceptuels

L'extraction des GC à partir d'une phrase en langage naturel se fait en trois étapes :

� On utilise l'analyseur lexical Connexor pour extraire la structure syntaxique de
la phrase.

� On transforme par la suite cette structure en un format temporaire appelé graphe
grammatical.

� On termine en convertissant le graphe grammatical en GC.

Pour mieux comprendre le déroulement de chacune de ces étapes, examinons les un
peu plus en détails. Tout d'abord, grâce à Connexor, nous sommes capables d'obtenir
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la fonction grammaticale de chaque mot contenu dans la phrase ainsi que les liens syn-
taxiques entre ces mots. Sesei s'occupe par la suite de transformer cette structure en
un graphe de transition appelé graphe grammatical (voir �gure 3.4). Cette structure
� temporaire � permettra de plus facilement passer à un graphe conceptuel. Pour passer
d'un graphe grammatical à un GC, il sera nécessaire d'identi�er certains patrons dans
les structures grammaticales et syntaxiques du graphe grammatical. Ces règles de cor-
respondance sont appelées règles de transformation. Sesei comporte 76 règles. Chacune
est composée d'une prémisse et d'une conclusion, la prémisse étant une portion d'un
graphe grammatical, et la conclusion, un graphe conceptuel associé à une certaine struc-
ture grammaticale. Pour appliquer ces règles, Sesei a recours à deux des opérations sur
les GC présentées au début du chapitre. La �gure 3.5, tirée de [Nicolas, 2003], illustre
un exemple de règle de transformation présente dans Sesei. Cette règle sert à trans-
former le graphe grammatical � a noun(A) is the grammatical subject of a verb(B) at
active voice � en un graphe conceptuel du type � a concept(C) is the agent of another
concept(D) � . L'acteur WordNet que l'on peut voir dans la �gure 3.5 est un acteur
au sens de la théorie des GC. Les acteurs sont une catégorie de relations conceptuelles
qui o�re la possibilité de transformer un GC en un autre. Pour plus de détails sur les
acteurs, voir [Mineau, 2003].

Fig. 3.5 � Une règle de transformation de Sesei.

Le principe derrière ces règles est que s'il existe dans le graphe grammatical un sous-
graphe qui spécialise la prémisse, on déduira qu'il existe un sous-graphe conceptuel
dérivé de la conclusion. Ainsi, dans le cas de la règle présentée à la �gure 3.5, un
graphe grammatical dont un nom est sujet d'un verbe à la voix active, donnera un sous-
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graphe conceptuel (sous-graphe dans le sens où ce sous-graphe sera intégré à un graphe
conceptuel représentant la phrase complète) où le concept C sera l'agent du concept
D. Le sous-graphe conceptuel résultant de cette opération contiendra une spécialisation
des concepts du sous-graphe de conclusion puisque l'acteur WordNet nous fournira
un concept étant un inférieur logique de >. Dans la règle de transformation de cet
exemple, le concept C aura un concept qui a un type associé dans WordNet avec le
concept nominal A et le concept D aura un type dans WordNet associé au concept
verbal B.

A�n de mieux comprendre, étudions l'application de cette règle avec un exemple
concret. Prenons la phrase : � Pierre va à Adélaïde en avion � . Une partie du graphe
grammatical que Connexor donnera pour cette phrase peut être vu à la �gure 3.6 :

Fig. 3.6 � Graphe grammatical pour la phrase � Pierre va à Adélaïde en avion � .

Ce sous-graphe représente la partie � Pierra va � de la phrase. La règle peut donc
être appliquée à ce sous-graphe grammatical puisque la prémisse de la règle est satisfaite
(Pierre est le sujet du verbe à la voie active aller). L'application de cette règle produira
le graphe conceptuel équivalent que l'on peut voir à la �gure 3.7, cette �gure étant une
version modi�ée d'une �gure tirée de [Nicolas, 2003]. Les concepts [Noun:"Pierre"] et
[Verb:"aller"] du graphe grammatical sont donc transformés en des concepts corres-
pondants associés par l'acteur-wordnet, c'est-à-dire les concepts [Pierre] et [Aller]
du graphe conceptuel obtenu.

Par la suite, il ne restera qu'à appliquer l'opération de jointure sur les divers sous-
graphes conceptuels obtenus. Pour transformer la totalité de la phrase précédente en
graphe conceptuel, il su�rait d'y appliquer d'autres règles de transformation. Si nous
appliquons la règle de Sesei qui transforme la structure syntaxique � le verbe (A) a
comme complément circonstanciel de destination le nom (C) � en � le concept (B) a
comme destination le concept (D) � , avec A lié à C et B à D par l'acteur-wordnet, on
obtient un deuxième graphe conceptuel : [Aller]-(dest)->[Ville: [Adélaïde]]. Le
GC précédent et celui présenté à la �gure 3.7 ont en commun le concept [Aller] car ce
concept est associé par les deux règles au même concept grammatical ([Verb:[Aller])
par l'acteur-wordnet. On pourra donc appliquer l'opération de jointure sur les deux
graphes. Pour terminer, il nous reste à appliquer la règle de transformation qui modi�e
la structure syntaxique � le verbe (A) a comme complément circonstanciel d'instrument
le nom (C) � en � le concept (B) a comme instrument le concept (D) � , en ayant
encore une fois A lié à C et B à D par l'acteur-wordnet. On obtient cette fois-ci le
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Fig. 3.7 � Exemple d'application d'une règle de transformation.

graphe conceptuel : [Aller]-(inst)->[Avion]. On peut encore appliquer l'opération
de jointure entre ce GC et le GC précédent puisque le concept [Aller] est commun
aux deux. On obtient ainsi le GC complet pour la phrase � Pierre va à Adélaïde en
avion � , c'est-à-dire :

[Aller]-(Agnt)->[Personne: Pierre]

(Dest)->[Ville: Adélaïde]

(Inst)->[Avion].

Nous avons mentionné au début de ce chapitre qu'il existait deux sortes de hiérar-
chie dans la théorie des GC : la hiérarchie de concepts et la hiérarchie de relations.
Nous avons déjà une hiérarchie de concepts avec WordNet utilisée pour que l'usager
désambiguïse certains des mots de sa requête en spéci�ant sa dé�nition dans WordNet.
Il sera nécessaire dans le processus de conversion des graphes grammaticaux en GC
ainsi que dans le processus d'appariement des GC d'avoir une ontologie de relations
pour qu'il soit possible de les comparer. Pour disposer d'une telle ontologie, Sesei se
sert de la hiérarchie de relations de Connexor présentée à la �gure 3.8, �gure tirée de
[Nicolas, 2003]. Cette hiérarchie permet à Sesei de remédier à un problème que l'on re-
trouve avec Connexor, à savoir la di�culté pour celui-ci de di�érencier avec précision les
diverses relations grammaticales. Par conséquent, si Connexor se trompait en reconnais-
sant dans une phrase un complément circonstanciel de lieu à la place d'un complément
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circonstanciel de temps, cette hiérarchie permettra de voir que ces deux relations sont
très proches car elles ont le même supertype, c'est-à-dire Adverbial_relation.

Fig. 3.8 � Hiérarchie des relations grammaticales de Connexor.

Jusqu'à maintenant, il a été illustré comment Sesei pouvait convertir une requête
e�ectuée en langage naturel et transformer celle-ci en graphe conceptuel. Nous avons
vu que Sesei utilisait le logiciel Connexor pour changer une phrase en un graphe gram-
matical. Ce processus pour passer du langage naturel à un GC étant assez coûteux en
termes de temps de traitement, l'étape du �ltre ontologique est nécessaire pour identi-
�er les phrases des documents ressources ayant le potentiel pour passer le processus de
conversion en GC. Les phrases ressources qui ont passé cette étape verront ainsi leur
graphe grammatical correspondant transformé en graphe conceptuel à l'aide des règles
de transformation de Sesei. Il reste maintenant à voir comment pourront être comparés
le GC de la phrase de requête et les GC des phrases ressources. Pour ce faire, regar-
dons maintenant un des points cruciaux du fonctionnement de Sesei : la comparaison
de graphes conceptuels.

3.2.5 Comparaison de structures conceptuelles

Après avoir transformé en GC les documents ayant passé le �ltre ontologique, nous
avons à notre disposition : un ensemble de GC formé à partir des documents ressources,
une hiérarchie de types (provenant de WordNet) et une hiérarchie de relations (prove-
nant de Connexor). On doit maintenant attribuer un score à chacun des documents res-
sources ayant passé le �ltre ontologique pour déterminer lesquels répondent le mieux à
notre requête. Pour obtenir cette mesure, Sesei utilise une adaptation de la méthode pré-
sentée dans [Montes-Y-Gómez et al., 2001]. Cette méthode tente d'évaluer la quantité
d'information qui est partagée par deux graphes. Dans notre cas, les graphes à comparer
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seront un graphe de requête, c'est-à-dire le GC représentant la requête de l'usager, et
les graphes de ressource, c'est-à-dire les GC représentant chacune des phrases contenues
dans les documents ayant passé l'étape du �ltre ontologique. La quantité d'information
partagée par deux graphes est donc établie en obtenant une généralisation des deux
GC. Plus cette généralisation sera spéci�que, plus le score d'un appariement sera élevé.
L'idée derrière cette méthode est qu'un graphe ressource doit répondre au graphe re-
quête, même si le graphe ressource ajoute des informations additionnelles non requises
par la requête.

Pour appliquer cette méthode, on doit d'abord bâtir les généralisations Γ entre le
graphe de requête GReq et le graphe de ressource GRes. Grâce à l'algorithme que Sesei
met en ÷uvre, nous sommes capables d'avoir accès aux généralisations possibles entre
GReq et GRes, ceci en fonction bien sûr de la hiérarchie de types construite à partir des
mots de la requête et basée sur WordNet. La meilleure généralisation est par la suite
choisie après que Sesei ait évalué les diverses alternatives3. Ainsi, pour deux concepts
di�érents de GReq et GRes, l'algorithme nous retournera le concept général le plus
spéci�que à ces deux concepts (à partir de notre ontologie WordNet).

Il sera aussi nécessaire de trouver une généralisation commune des relations conte-
nues dans GReq et GRes. La méthode dé�nie par Sesei pour la recherche de généralisa-
tions des relations stipule qu'il existe une généralisation commune de deux relations si
et seulement si les projections des concepts de GReq et GRes sont liées par des relations
du même type. Avec ce processus, on veut donc savoir si les concepts communs de GReq
et GRes sont connectés aux mêmes relations, dans chacuns des graphes. Autrement dit,
ceci vise à évaluer la portion de la structure de GReq qui est conservée par l'opération
de généralisation. Que la généralisation ait gardé une part plus ou moins importante
de la structure présente dans GRes n'est pas considéré comme important dans Sesei.
On favorise une généralisation qui aura les mêmes relations que l'on retrouvait dans
les deux graphes que l'on tentait d'apparier. Comme on tente toujours dans une re-
cherche d'apparier le même graphe de requête à un des graphes de ressource, ce seront
les relations présentes dans GReq qui seront favorisées.

On peut voir à la �gure 3.9, tirée de [Nicolas et al., 2003], la construction de Γ

pour deux graphes. Dans cet exemple, la phrase de requête est � Who o�ers a cure for
cancer ? � et la phrase de ressource est � a big company will market a sedative � .

3Bien qu'il puisse en avoir plusieurs, les généralisations sont mesurées selon le niveau de spéciali-

sation de la généralisation commune entre deux concepts. Ainsi, plus la généralisation commune entre

deux graphes est spécialisé (c.-à-d., quand le moins de n÷uds possibles dans WordNet séparent GReq
et GRes de leur généralisation commune), plus elle sera évaluée comme intéressante. Ceci permet à

Sesei de ne considérer que les généralisations ayant la plus grande pertinence selon cette mesure.



Chapitre 3. Sesei 45

Fig. 3.9 � Un graphe de requête, un graphe de ressource ainsi que leur généralisation commune.

Dans le graphe présenté à la �gure précédente, la généralisation de market et o�er
est market car dans la hiérarchie de types utilisée, on avait la classi�cation suivante :
> → trade,marchandise → market → offer → . . . → ⊥

La généralisation de company et >4 est company car dans Sesei, quand on essaie
d'apparier un concept à un pronom interrogatif, ce sera toujours le type du concept qui
sera renvoyé comme étant la généralisation du pronom et du concept.

La généralisation des deux GC ainsi créée sera :
[company]<-(agnt)-[market]-(ptnt)->[medecine] .

Cette généralisation commune contient donc l'information du graphe de ressource
qui satisfait le graphe de requête. Après que toutes les généralisations Γ possibles entre le
graphe de requête et les graphes de ressource aient été générées, il reste encore à évaluer
lesquelles de ces généralisations sont les meilleures. Pour évaluer la similarité entre les
concepts, Sesei utilise la mesure de similarité conceptuelle sc [Nicolas et al., 2003] entre
les concepts de GReq et les di�érentes généralisations. Cette mesure permet de véri�er
si l'on retrouvera les mêmes concepts entre ceux de GReq et ceux de Γ. Cette mesure
est calculée en divisant le nombre de concepts de Γ qui sont des concepts de GReq par
le nombre total de concepts dans GReq.

Sesei utilise également une mesure de similarité relationnelle pour comparer les rela-
tions entre Γ et GReq. Dans Sesei, les relations contenues dans les graphes conceptuels
de généralisation se feront chacune attribuer un poids que l'on appellera la valeur des
relations. On évalue ainsi la valeur des relations qui connectent les concepts de Γ avec
les valeurs des relations qui connectent les concepts dans la projection de Γ dans GReq.

4> étant par défaut le type des pronoms interrogatifs dans Sesei



Chapitre 3. Sesei 46

Ceci nous permet de véri�er si les concepts communs de GReq et Γ sont connectés de la
même façon, c'est-à-dire avec les mêmes relations. Les poids pour calculer la valeur des
relations ont été dé�nis empiriquement par Nicolas en étudiant un nombre raisonnable
de graphes [Nicolas, 2003]. Le tableau 3.1 nous montre un échantillon des poids utilisés
dans Sesei pour le calcul de la similarité relationnelle sr.

type de re-
lation

agent ptnt rcpt manr ptim mod attr present future link

poids 1 1 1 0,4 0,4 0,4 0,4 0,2 0,2 0,1

Tab. 3.1 � Poids �xes des di�érentes relations utilisées pour la similarité relationnelle.

Pour terminer le processus, Sesei établit un score sémantique en utilisant les me-
sures de similarité conceptuelle sc et de similarité relationnelle sr. Le calcul du score
sémantique se fait donc par la formule suivante :

scoreSemantique(GRes, GReq) =

0, 5× sc(GRes, GReq) + 0, 5× sc(GRes, GRes)× sr(GRes, GRes)

Dans le calcul du score sémantique, on atténue l'importance de la valeur de sr en la
multipliant par sc. En e�et, dans Sesei, la similarité entre les concepts a prédominance
sur la similarité entre les relations [Nicolas, 2003]. Deux graphes conceptuels reliés par
les mêmes relations mais ayant des concepts très di�érents ne seront pas aussi proches
sémantiquement que deux graphes conceptuels ayant des concepts similaires mais des
relations quelque peu distinctes. Les poids de sr et sc sont les mêmes (0,5) puisqu'un bon
graphe de ressource devra contenir des concepts liés au graphe de requête tout en ayant
les mêmes relations entre les concepts. S'il existe plusieurs généralisations possibles
entre GReq et GRes, on utilisera le score sémantique maximal parmi les di�érentes
généralisations.

Pour le moment, Sesei donne des résultats assez intéressants dans son processus
de recherche [Nicolas, 2003]. En e�et, certains tests empiriques validés manuellement
permettent de voir que Sesei est capable de fournir une réponse adéquate à une question
qui lui est posée. On peut voir ainsi que même si un document ne se fait pas attribuer
un bon score par Google (c'est-à-dire, qu'il n'apparaît pas dans les premiers documents
a�chés à l'usager), celui-ci peut quand même contenir de l'information pertinente par
rapport à la requête. En plus de trier les documents retournés par Google en fonction
de leur sémantique, Sesei permet aussi d'identi�er le passage dans le document qui est
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le plus pertinent en fonction de la requête. Le score sémantique permet également à
l'usager d'établir un seuil en fonction de s'il considère qu'une phrase pourrait répondre
à sa requête ou devrait être rejetée.

3.3 Conclusion

Comme on peut le voir, Sesei propose une approche novatrice en ce qui a trait à l'ex-
traction d'information sémantique. Il permet d'extraire la sémantique d'un document
ainsi que d'une requête avec une ontologie générée à partir des mots composant la re-
quête. Sesei se sert du formalisme des graphes conceptuels pour apparier la sémantique
de la requête avec la sémantique contenue dans les documents retournés par un mo-
teur de recherche. Par conséquent, au lieu d'obliger les documents Web à respecter un
certain formalisme de représentation de la sémantique qu'ils véhiculent, Sesei se charge
plutôt de �ltrer le contenu de ces documents. Tout texte structuré écrit en anglais peut
ainsi être traité par Sesei et être partiellement converti en graphes conceptuels, pour
autant qu'un usager ait désambiguïsé au préalable les mots d'une requête en lien avec
ce texte. Un des grands désavantages de Sesei est d'ailleurs le fait qu'il soit nécessaire
pour l'usager de spéci�er à chaque fois le sens des mots de sa requête. Nous avons émis
l'hypothèse que Sesei fonctionnerait beaucoup plus e�cacement s'il était utilisé dans
un environnement spécialisé plutôt que dans un domaine aussi général que le Web.

C'est cette hypothèse qui donna le point de départ de nos recherches. Le fait d'uti-
liser une ontologie bâtie à partir des documents du domaine plutôt qu'uniquement à
partir de la requête de l'usager serait sans aucun doute intéressant. Si cette ontologie
est construite automatiquement, le potentiel est encore plus grand. La spécialisation de
Sesei pourrait améliorer son fonctionnement tout en évitant à l'usager le processus de
désambiguïsation. Il devient ainsi envisageable d'utiliser la même ontologie du domaine
pour chacune de nos requêtes dans Sesei portant sur le même domaine. Ceci éviterait
d'avoir à recréer une ontologie dynamiquement pour chaque requête et pourrait amélio-
rer le processus de recherche. C'est donc l'approche que nous avons développée et que
nous exposerons au cours de la section suivante.
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Méthode proposée

La méthode que nous proposons dans ce mémoire est d'enrichir le logiciel Sesei
à l'aide d'une ontologie de domaine générée automatiquement avec le logiciel Text-
To-Onto. Dans cette section, nous verrons plus en détails chacun des composants de
Text-To-Onto ainsi que la méthode que nous proposons pour améliorer Sesei. Nous
examinerons donc ce qu'est Text-To-Onto et quelles sont les techniques qu'il emploie
pour générer automatiquement une ontologie. Nous décrirons également les approches
que nous avons adoptées pour intégrer Sesei et Text-To-Onto. Nous poursuivrons en
exposant la méthode que nous proposons d'utiliser pour établir automatiquement un
seuil utilisé pour trier les documents jugés pertinents de ceux qui ne le sont pas, selon
la requête d'un usager. Nous terminerons en présentant une vue d'ensemble du système
au lecteur.

4.1 Text-To-Onto

Le but de Text-To-Onto est de supporter les cogniticiens dans le processus de
construction d'une ontologie. Comme nous l'avons vu précédemment, bâtir de A à Z une
ontologie portant sur un domaine particulier peut être une tâche longue et fastidieuse.
Text-To-Onto emploie des techniques de forage de textes pour automatiser ce processus.
Ce logiciel étant basé sur l'application Kaon [Volz et al., 2003], nous décrirons celle-ci
avant d'aborder le fonctionnement de Text-To-Onto.
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4.1.1 Kaon

Le logiciel Kaon (Karlsruhe Ontology and SemanticWeb Tool Suite)1 est un logi-
ciel servant à créer et à modi�er manuellement une ontologie. Les auteurs de Kaon
a�rment qu'il est un environnement de programmation ontologique. Kaon contient dif-
férents modules dont un � entrepôt � d'ontologies, un éditeur d'ontologies ainsi qu'un
moteur d'inférence. La partie de Kaon ayant été la plus utilisée pour nos travaux est
celle permettant de visualiser une ontologie. Ceci nous donne la possibilité de voir les
concepts, les relations, les attributs ainsi que les instances faisant partie d'une ontologie.
Il permet donc au cogniticien de créer une ontologie pour un domaine spéci�que.

Il est à noter que les ontologies créées par Kaon sont stockées dans un �chier en
utilisant le langage RDF. Par contre, Kaon lui-même ne possède pas de fonctionnali-
tés permettant la création ou la modi�cation automatique d'une ontologie. Un usager
doit intervenir pour e�ectuer ces modi�cations. Ces fonctionnalités automatiques se
retrouvent plutôt dans l'extension Text-To-Onto pour Kaon.

4.1.2 Fonctionnement de Text-To-Onto

La méthode pour la création et l'amélioration d'ontologie présentée par Text-To-
Onto [Maedche and Staab, 2000a] est une méthode itérative. Les auteurs de Text-To-
Onto a�rment que la construction d'une ontologie est un processus cyclique et c'est
donc pourquoi ils ont gardé cette approche en tête dans leur conception du logiciel. Avec
cette méthodologie, l'ontologie peut constamment être améliorée avec l'aide d'un expert
pour la valider. On y dénote une forte interaction entre l'extraction d'information et
l'apprentissage de relations et de concepts pour une ontologie. Avec Text-To-Onto, on
peut créer automatiquement une ontologie de toutes pièces, lui ajouter de nouveaux
concepts, lui ajouter de nouvelles relations et lui ajouter de nouvelles instances (une
instance d'un concept est l'équivalent d'un référent dans la théorie des graphes concep-
tuels). On peut en plus l'élaguer en lui retirant des concepts super�us. Il est aussi
possible de comparer deux ontologies pour voir les di�érences qui existent entre elles. À
la �n du processus, un expert du domaine pourra évaluer notre ontologie pour en véri�er
la validité. On pourra par la suite répéter le processus d'enrichissement de l'ontologie
jusqu'à ce que l'on obtienne un résultat satisfaisant.

Pour que la méthode proposée par Text-To-Onto soit considérée comme valide,
les auteurs supposent que les documents faisant partie du domaine contiennent les

1http://kaon.semanticweb.org/

http://kaon.semanticweb.org/
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relations et les concepts qui seront à inclure dans l'ontologie. Les auteurs proposent
d'utiliser une ontologie fondamentale telle que WordNet et de l'enrichir avec les concepts
trouvés dans les documents faisant partie du corpus. Des techniques de traitement du
langage naturel sont utilisées pour trouver de nouveaux concepts parmi les textes du
corpus. L'ontologie sera par la suite élaguée en fonction de diverses mesures statistiques.
Finalement, les relations entre les concepts sont découvertes à l'aide de techniques
d'apprentissage automatique. Les auteurs de Text-To-Onto ont établi une méthode
pour créer une ontologie de toutes pièces. Cette méthode propose cinq activités dans le
processus d'acquisition de l'ontologie. La description de ces activités est basée sur celle
de [Gómez-Pérez et al., 2004].

� Activité 1, Sélectionner les sources d'information : On choisit tout d'abord l'onto-
logie fondamentale que l'on veut utiliser (p. ex. WordNet) ainsi que les documents
qui composent notre corpus (�chiers texte, html, xml ou pdf) et qui sont repré-
sentatifs du domaine.

� Activité 2, Apprentissage des concepts : On tente par cette étape d'apprendre
de nouveaux concepts génériques mais aussi de nouveaux concepts spéci�ques au
domaine. On extrait ces concepts à l'aide de méthodes de traitement automatique
du langage. Ces méthodes sont basées soit sur l'extraction de concepts à l'aide de
�ltres (patterns) ou sur le groupement de concepts. Ils lieront les concepts à l'aide
de relations sorte de (a_kind_of).

� Activité 3, Concentration sur le domaine : On veut par cette étape élaguer l'onto-
logie en enlevant les concepts trop généraux. Pour ce faire, on évalue la fréquence
à laquelle se retrouvent les di�érents concepts de l'ontologie parmi notre corpus
de documents. Si le nombre d'occurrences d'un concept ne dépasse pas un seuil
�xé, le concept sera retiré de l'ontologie.

� Activité 4, Apprentissage des relations : Des relations ad hoc entre les concepts
du domaine pourront être apprises à l'aide de méthodes d'extraction basées sur
des �ltres linguistiques et des règles d'association.

� Activité 5, Évaluation : Un expert aura alors à évaluer l'ontologie et à véri�er si
le processus d'enrichissement aura à être répété.

Examinons maintenant d'un peu plus près certains composants de Text-To-Onto,
particulièrement ceux ayant été utilisés au cours de nos recherches.

L'apprentissage des concepts se fait principalement par des méthodes statistiques
et par des algorithmes de forage de données. Certains algorithmes se concentrent sur
la fréquence des mots dans un texte pour savoir s'ils doivent être ajoutés ou non à
l'ontologie. Pour connaître où doit être ajouté un nouveau concept dans la taxonomie,
on se basera sur une ontologie fondamentale (voir activité 1). Les relations non taxo-
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nomiques seront apprises en identi�ant les paires de mots étant linguistiquement reliés.
Les connaissances contenues dans l'ontologie fondamentale seront donc utilisées dans
ce processus [Maedche and Volz, 2001]. Ainsi, ce système serait capable d'identi�er que
le mot tarif se retrouve souvent avec les concepts appel local, appel interurbain et appel
international dans des phrases du corpus, comme par exemple : � Des tarifs préféren-
tiels sont accordés pour les appels interurbains. � . Les entrées lexicales de la phrase
précédente réfèrent respectivement aux concepts tarif et appel interurbain de l'onto-
logie. L'algorithme pourrait par la suite recommander de créer une relation entre les
concepts appel et tarif (en supposant que appel est le supérieur logique immédiat de
appel local, appel interurbain et appel international dans l'ontologie). On pourra donc
avoir une nouvelle relation dans l'ontologie se nommant a_tarif(appel, tarif), en pré-
sumant que ce soit a_tarif qui ait été choisi comme nom de relation par l'usager. La
version de Text-To-Onto utilisée au cours de nos travaux peut nous suggérer automati-
quement un nom pour les relations ainsi trouvées. Il existe également di�érents �ltres
linguistiques qui permettent de trouver de nouvelles relations (p. ex., on peut déduire
qu'assurance-vie représente un type d'assurance).

4.1.3 TaxoBuilder

TaxoBuilder [Bloehdorn et al., 2005] est sans aucun doute le composant nous ayant
été le plus utile dans nos travaux. Grâce à celui-ci, on peut créer de toutes pièces une
ontologie sans nécessairement avoir à passer par le processus présenté précédemment.
Ainsi, au lieu d'obliger l'usager à passer par les cinq activités de la méthode Text-To-
Onto (sélection des sources d'information, apprentissage des concepts, concentration
sur le domaine, apprentissage des relations et évaluation), TaxoBuilder permet de créer
une nouvelle ontologie en une seule et même étape. Il y a deux modes di�érents pour
la création d'une ontologie sous TaxoBuilder :

� Approche FCA (Formal Concept Analysis)
� Approche combinatoire

Ces approches seront décrites ci-dessous.

Approche FCA

En mode FCA, TaxoBuilder extrait les dépendances syntaxiques en utilisant des
techniques d'analyse lexicale. Plus précisément, on extrait les relations verbe-objet.
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Cette approche est une démarche de groupement de concepts, telle que décrite à la
section 2.3.2. Pour chaque nom étant identi�é comme faisant partie de cette relation,
on identi�era le verbe correspondant comme un attribut de ce nom. Pour mieux com-
prendre, prenons les deux phrases suivantes :
People book hotels. The man drove the bike along the beach.
Avec ces phrases, on obtiendrait les relations suivantes avec la méthode FCA, après
lemmatisation :
book_subj(people)
book_obj(hotel)
drive_subj(man)
drive_obj(bike)
drive_along(beach)
Des mesures d'information sont par la suite employées pour véri�er quelles seront les
relations verbe-objet les plus prometteuses. On calcule la probabilité qu'un certain mot
soit associé à un verbe. Si le résultat de cette mesure dépasse le seuil �xé, la relation sera
considérée. En exécutant cette méthode, des concepts seront ajoutés à l'ontologie. La
table 4.1, tirée de [Cimiano et al., 2004], nous présente des liens établis avec la méthode
FCA pour un domaine portant sur le tourisme.

bookable rentable driveable rideable joinable
apartment X X
car X X X
motor-bike X X X X
excursion X X
trip X X

Tab. 4.1 � Exemple de l'approche FCA avec le domaine du tourisme.

On voit donc que chacun des objets peut être réservé. Une automobile peut être aussi
louée et conduite. C'est avec cette représentation que FCA construit ses treillis. On peut
voir le treillis pour cet exemple à la �gure 4.1, tirée aussi de [Cimiano et al., 2004].



Chapitre 4. Méthode proposée 53

Fig. 4.1 � Le treillis et la hiérarchie de concepts pour le domaine du tourisme.

C'est à partir de ces treillis que se créera la taxonomie résultante. Dans TaxoBuilder,
on a le choix entre utiliser tous les verbes présents dans notre corpus comme caractéris-
tiques potentielles ou on peut plutôt dire au système de faire correspondre les verbes aux
quinze classes lexicographiques des verbes dans WordNet. Les classes lexicographiques
de WordNet sont un ensemble de supersens (ou supertypes) pour les verbes. Celles-ci
sont présentées dans le tableau 4.2 :

stative emotion change
motion cognition perception
communication possession competition
social interaction consumption weather
contact creation bodily functions and care

Tab. 4.2 � Liste des classes lexicographiques pour les verbes dans WordNet.

Utiliser ces classes lexicographiques permet de réduire le nombre de caractéristiques
(attributs) possibles dont se servira la méthode FCA. En e�et, la complexité de l'algo-
rithme FCA tient compte de ce nombre de caractéristiques.

Approche combinatoire

Dans l'approche combinatoire, TaxoBuilder exploite trois techniques. La première
de celles-ci est l'heuristique de relations verticales [Velardi et al., 2001]. On tente avec
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elle d'extraire des relations de taxonomie à partir de mots composés. À la �gure 4.2,
tirée de [Velardi et al., 2001], on peut voir un exemple de taxonomie qui pourrait être
déduite avec cette méthode :

Fig. 4.2 � Spécialisations du concept � card � .

L'autre méthode de l'approche combinatoire sont les �ltres de Hearst [Hearst, 1998].
Ces �ltres linguistiques permettent d'identi�er des relations de généralisation / spécia-
lisation à partir de textes. Ces �ltres fonctionnent sur le principe de l'extraction basée
sur un modèle. Ainsi, si l'on retrouve une phrase comme : � temples, treasuries, and
other important civic buildings � , on déduira les relations : hyponym(temple, civic
building), hyponym(treasury, civic building).

Finalement, l'approche combinatoire utilise aussi le dictionnaire WordNet pour trou-
ver des relations d'hyperonymie dans notre hiérarchie. Par conséquent, pour ajouter des
concepts et des relations à notre ontologie, on tient compte de l'heuristique de relations
verticales, du nombre de �ltres de Hearst rencontrés ainsi que du nombre de liens hy-
peronymiques dans WordNet entre les deux termes. On additionne toutes ces valeurs et
on sélectionne la relation ayant obtenu le score le plus élevé. Ces relations et concepts
seront ajoutés à notre ontologie, en prenant soin d'enlever les cycles possibles.2

4.2 Création d'une ontologie

Maintenant que nous avons présenté Text-To-Onto, il nous reste à voir quels types
d'ontologie celui-ci pourra générer et comment on pourra se servir de chacune d'entre

2Il est à noter que le développement de Text-To-Onto a donné lieu à la publication d'une nou-

velle version modi�ée de Text-To-Onto qui se nomme Text2Onto (http://ontoware.org/projects/

text2onto/). Nous avons choisi de travailler avec Text-To-Onto car notre projet de recherche était

trop avancé quand Text2Onto a été rendu disponible. Le lecteur sera quand même intéressé de savoir

que Text2Onto est une refonte du système Text-To-Onto et qu'il intègre un modèle probabiliste à son

processus de création d'ontologies, permettant de tenir compte des mises à jour faites au corpus pour

pourvoir faire évoluer l'ontologie en conséquence.

http://ontoware.org/projects/text2onto/
http://ontoware.org/projects/text2onto/
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elles. Nous décrirons donc dans ce qui suit comment nous avons utilisé TaxoBuilder.

Dans TaxoBuilder, l'usager doit d'abord choisir le corpus de documents qu'il veut
utiliser. Il faut donc prendre tous les documents d'un domaine en particulier et les
joindre au corpus pour que l'ontologie du domaine soit la plus représentative de la
réalité que possible. On peut par la suite dire à Text-To-Onto de traiter les n mots
les plus fréquents parmi le corpus. Ceci permet de jouer sur la taille de l'ontologie
ainsi que sur le nombre de concepts qu'elle contiendra. Après avoir choisi le nombre
de concepts qui feront partie de l'ontologie, on sélectionne l'approche désirée. Si l'on
utilise l'approche FCA, on doit choisir soit entre utiliser tous les verbes ou se servir des
classes lexicographiques de WordNet. Il est à noter que l'on peut uniquement choisir
une de ces options et non pas les deux à la fois. Si l'on emploie l'approche combinatoire,
il est possible d'utiliser toutes les techniques (heuristique de relations verticales, �ltres
de Hearst et WordNet) en même temps ou une seule à la fois.

Dans nos tests, nous désirions favoriser les ontologies qui contenaient beaucoup d'in-
formation. Nous avons émis l'hypothèse qu'une ontologie du domaine devrait contenir
le plus de sémantique possible sur ce dernier pour être capable de bien le décrire. Nous
avons donc construit des ontologies avec TaxoBuilder en spéci�ant d'utiliser le nombre
maximal de concepts (c'est-à-dire 1 000, limite �xée par TaxoBuilder). Il est à noter
que seulement certaines des ontologies générées par TaxoBuilder atteindront ce nombre
maximal de concepts.

En plus des ontologies générées avec TaxoBuilder, nous avons utilisé une ontologie
supplémentaire : une version élaguée de WordNet. En e�et, nous avons pris une copie
de l'ontologie WordNet disponible sur le site Web de Kaon et nous avons enlevé tous
les concepts super�us, c'est-à-dire les concepts qui sont trop générales pour le domaine
dont l'on traite, pour ne garder que ceux jugés pertinents au domaine. Ceci a été fait
par l'entremise de l'� ontology pruner � de Text-To-Onto. Nous avons également inclus
les concepts qui n'étaient pas déjà présents dans l'ontologie ainsi générée grâce à la
méthode d'ajout de concepts de Text-To-Onto, appliquée sur des textes décrivant le
domaine d'application (voir section 4.1).

Nous nous sommes donc retrouvés avec sept ontologies di�érentes :

� Ontologie FCA sans classe lexicographique : Ontologie où plusieurs branches
partent du n÷ud racine puisque n'importe quel verbe peut y être ajouté.

� Ontologie FCA avec les classes lexicographiques de WordNet : Avec la
méthode FCA utilisant les classes lexicographiques de WordNet (voir tableau
4.2), on aura toujours quinze feuilles partant du n÷ud racine (qui représentent
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les quinze classes verbales de WordNet). La profondeur de l'ontologie variera en
fonction du corpus traité.

� Ontologie basée uniquement sur les heuristiques de relations verticales :
La taille de l'ontologie utilisant uniquement les heuristiques de relations verticales
sera bien sûr limitée dû au fait que cette ontologie se concentre uniquement sur les
mots composés. La profondeur de celle-ci sera également très restreinte puisqu'elle
variera en fonction du nombre de mots qui font partie d'un mot composé. Cette
profondeur sera par conséquent presque toujours de deux.

� Ontologie basée uniquement sur les �ltres de Hearst : Avec les �ltres de
Hearst, la composition de l'ontologie est très variable, dépendamment du nombre
de �ltres que l'on a pu appliquer et de la taille du corpus. Seuls quelques rares
concepts de l'ontologie auront une profondeur de plus de deux concepts.

� Ontologie basée sur les �ltres de Hearst et les heuristiques de relations

verticales : Cette ontologie est tout simplement l'union de l'ontologie basée sur
les �ltres de Hearst avec l'ontologie basée sur les heuristiques de relations verticales
(c.-à-d., Ontologie Hearst ∪ Ontologie heuristiques de relations verticales).

� Ontologie basée sur les �ltres de Hearst, les heuristiques de relations

verticales et WordNet : Combinaison des trois méthodes de création d'ontolo-
gies disponibles dans l'approche combinatoire de TaxoBuilder.

� WordNet adapté en fonction du domaine : Version élaguée de WordNet où
l'on a retiré les concepts super�us et où l'on a ajouté les concepts spéci�ques au
corpus à l'aide de Text-To-Onto.

Si l'on utilise WordNet dans le processus de création d'une ontologie produite par
TaxoBuilder, l'ontologie générée sera automatiquement une ontologie très profonde.
Nous avons remarqué que la qualité des liens créés avec cette méthode peut être très
discutable. Par exemple, le mot � blood � est devenu l'inférieur logique du mot � conclu-
sion � dans le corpus que nous avons traité (voir chapitre 5). L'inférieur logique de
� blood � était � family �. En creusant dans les inférieurs logiques de � family � , on
y a retrouvé le concept � work �. La leçon à tirer est que si on regarde l'inférieur ou
le supérieur logique immédiat, il y a une certaine cohérence entre les concepts ainsi
associés, mais dès que l'on passe à deux niveaux ou plus, la taxonomie perd rapidement
son sens. De plus, une ontologie très profonde impliquera que Sesei créera un nombre
beaucoup plus élevé de généralisations communes (voir section 3.2.5) entre le graphe de
requête et les graphes de ressource. En e�et, quand on cherche les généralisations com-
munes de deux concepts qui sont situés très profondément dans l'ontologie, ce nombre
de généralisations serait fort probablement énorme. Ceci rajoutera beaucoup de temps
de traitement dans le processus de recherche de Sesei ce qui augmentera le temps d'at-
tente pour l'usager, sans nécessairement améliorer les résultats. Nous pouvions donc
déjà présumer que cette ontologie ne représentait pas un immense potentiel.
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Avec l'approche combinatoire de TaxoBuilder, quand nous voulions utiliser Word-
Net, nous avons décidé de toujours combiner celui-ci avec les �ltres de Hearst et les
heuristiques de relations verticales pour la création automatique d'une ontologie. Ceci
est dû au fait que l'inclusion ou non de ces deux derniers éléments n'in�uençait que très
peu la forme et la taille de l'ontologie quand WordNet était utilisé avec TaxoBuilder. Il
est à noter que cette ontologie est celle qui contient le plus grand nombre de concepts, à
l'exception de la version élaguée de WordNet. Le temps de création de l'ontologie varie
entre cinq minutes et plusieurs heures, dépendamment de la méthode employée, mais il
s'agit d'une phase qui n'est réalisée qu'une fois, en prétraitement.

Il est important d'observer que le processus de création d'une ontologie est complè-
tement automatique. L'intervention humaine n'est nécessaire qu'au début pour choisir
la méthode de création et le nombre de concepts à inclure, ainsi qu'à la �n du proces-
sus si l'on désire valider l'ontologie. Nous avons pris la décision de ne pas valider les
ontologies générées automatiquement car nous voulions véri�er que Text-To-Onto avait
le potentiel d'être utilisé sans intervention humaine. Pour qu'une ontologie puisse être
validée, un expert du domaine aurait été nécessaire. Il était bien sûr très di�cile d'avoir
accès à une telle ressource pour un environnement de test très spéci�que.

4.3 Intégration de Sesei et Text-To-Onto

Comme mentionné au chapitre 3, Sesei est un logiciel conçu pour être utilisé avec
Google et le Web. Nous devions donc adapter ce dernier pour qu'il puisse fonctionner
avec un corpus de documents ainsi qu'une ontologie générée par Text-To-Onto. Nous
allons donc exposer ici les di�érentes modi�cations qui ont dû être e�ectuées pour
intégrer ces deux environnements.

Une des premières choses que nous avons observées avec Sesei est qu'il ne se servait
pas des locutions nominales qui étaient disponibles dans WordNet. Comme mentionné
au chapitre 1, une locution nominale est un synset [Miller et al., 1990] composé de deux
mots ou plus. Pour valider notre hypothèse a�rmant que le fonctionnement de Sesei
serait amélioré en se servant de cette caractéristique, nous avons donc ajouté l'option
d'utiliser ou non les locutions nominales dans le nouveau système.

Une autre des adaptations a été de passer d'un Sesei orienté vers le Web à un
Sesei spécialisé, c'est-à-dire pouvant être utilisé avec un corpus précis et une ontologie
spéci�que à un domaine plutôt que d'être utilisé avec les documents duWeb et WordNet.
Ce nouveau Sesei, appelé SeseiOnto, reprend à la base les mêmes fonctionnalités que
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la version originale. Les étapes de traitement d'une requête sont toujours les mêmes :
� graphe grammatical, désambiguïsation, graphe conceptuel, �ltre ontologique et �ltre
sémantique �. Le plus gros changement survient après l'étape de création du graphe
grammatical. SeseiOnto charge alors en mémoire l'ontologie spéci�ée par l'usager. On
demande encore à l'utilisateur de désambiguïser chacun des mots de sa requête. Par
la suite, nous créons une ontologie qui est une combinaison de l'ontologie Text-To-
Onto et de l'ontologie WordNet créée à partir des mots de la requête. Si le mot de la
requête est dans l'ontologie Text-To-Onto, nous utilisons cette dernière. Si au contraire
le mot n'a pas été trouvé, nous utiliserons alors le concept de l'ontologie WordNet,
puisque son sens a été spéci�é par l'usager. Ceci nous assure donc que chacun des mots
de la requête sera retrouvé soit dans l'ontologie Text-To-Onto, soit dans l'ontologie
WordNet bâtie à partir des mots de la requête. De plus, l'ontologie Text-To-Onto étant
bâtie en fonction des documents qui composent le corpus, celle-ci sera beaucoup plus
vaste et permettra de diminuer le nombre de concepts inconnus dans les documents qui
seront traités par Sesei. Au contraire, dans la version originale de Sesei, les concepts
inconnus provenant des documents ressources étaient beaucoup plus nombreux puisque
l'ontologie ne comprenait que des concepts en lien avec les mots de la requête et non
pas nécessairement en lien avec les mots des documents.

Bien sûr, il est possible que l'union de l'ontologie Text-To-Onto avec WordNet nous
pose problème ou nous donne de mauvais résultats. En e�et, WordNet pourrait rajouter
une certaine ambiguïté puisqu'il est possible que certains concepts se retrouvent dans
les deux ontologies. Des concepts dans WordNet pourraient également avoir un sens qui
n'est pas nécessairement approprié au domaine. Nous avons donc testé SeseiOnto en
o�rant à l'usager la possibilité de combiner ou non l'ontologie WordNet bâtie à partir
des mots de sa requête avec l'ontologie produite par Text-To-Onto. Le fait de n'utiliser
que l'ontologie Text-To-Onto évite ainsi à l'usager d'avoir à désambiguïser chaque mot
de sa requête. En e�et, en se servant uniquement de cette dernière, la plupart des
mots contenus dans les requêtes peuvent être retrouvés dans l'ontologie Text-To-Onto
spéci�que au domaine. Les mots de la requête restant inconnus sont tout simplement
placés entre > et ⊥.

Nous verrons au chapitre 5 que les résultats obtenus en utilisant Text-To-Onto
seulement sont équivalents ou supérieurs à ceux obtenus en combinant WordNet et
Text-To-Onto. Cette possibilité pour l'usager de ne pas avoir à désambiguïser des mots
est particulièrement intéressante car on dénote parfois une très grande subtilité entre
les dé�nitions d'un mot dans WordNet. Il peut s'avérer ardu, même pour un être hu-
main, d'identi�er le sens exact d'un mot dans ce dictionnaire. En e�et, le verbe be en
anglais possède à lui seul treize dé�nitions dans WordNet. Certains autres mots ont des
dé�nitions qui sont très di�ciles à di�érencier car les concepteurs de WordNet incluent
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parfois de faibles nuances entre les sens que possède un mot.

Dans l'intégration de Sesei et Text-To-Onto, nous avons eu à redé�nir le �ltre on-
tologique (présenté à la section 3.2.3) pour qu'il prenne en considération l'ontologie de
Text-To-Onto. Ainsi, en plus d'utiliser WordNet pour évaluer le potentiel d'un docu-
ment pour être converti en un graphe conceptuel, on se sert aussi des liens taxonomiques
contenus dans l'ontologie Text-To-Onto. Ceci permet au �ltre ontologique de se servir
d'un plus grand nombre de relations d'hyperonymie et d'hyponymie pour calculer le
score ontologique d'un document. La puissance du �ltre ontologique aurait assurément
pu être améliorée en se servant de l'information supplémentaire que peut nous fournir
une ontologie Text-To-Onto (p.ex., les instances de concepts, les relations non taxono-
miques, etc.) mais notre but étant d'améliorer le taux de rappel et la précision de Sesei,
nous avons plutôt concentré nos e�orts sur le �ltre sémantique.

Il est également important de mentionner que nous ne nous servons plus de Google
dans le processus de recherche de SeseiOnto. Tous les documents faisant partie du
corpus sont considérés comme des documents pouvant potentiellement répondre à une
requête d'un usager. Ce sera au �ltre ontologique et au �ltre sémantique de SeseiOnto
que reviendra la tâche de séparer les documents pertinents de ceux ne l'étant pas.

Ceci résume donc au lecteur les principaux points de notre approche pour intégrer
Sesei et Text-To-Onto. Avant de pouvoir évaluer les performances de SeseiOnto en
mesurant son rappel et sa précision, il est primordial de savoir comment on peut trier
les documents valides de ceux non pertinents, parmi ceux retournés par une recherche
faite avec SeseiOnto. Pour ce faire, nous proposons d'établir automatiquement un seuil
à l'aide de la méthode décrite dans la section suivante.

4.3.1 Détermination d'un seuil

Dans la section 3.2.5, nous avons que vu que le score �nal que Sesei attribuait à un
document se nommait le score sémantique. Ce score est un nombre réel compris entre 0
et 1 qui indique le degré de similitude sémantique entre la phrase de requête de l'usager
et les phrases des documents ressources. Pour calculer ce score, on comparera le graphe
conceptuel représentant la requête de l'usager avec les graphes représentant les phrases
ressources. Le score sémantique d'un document sera le score le plus élevé obtenu par
une phrase faisant partie de ce document. Ainsi, un document ayant quatre phrases
s'étant fait chacune attribuer un score de : � 0,56 ; 0,43 ; 0,25 ; 0 � , se fera donner le
score de 0,56. Comment peut-on alors décider dans SeseiOnto du score qui délimitera les
documents qui devraient être renvoyés à l'usager de ceux qu'on ne devrait pas traiter ?
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Ceci peut être fait par l'attribution d'un seuil qui aidera à distinguer les documents
devant être envoyés des autres. Bien sûr, il serait beaucoup plus avantageux de pouvoir
établir ce seuil de manière automatique.

Pour que ce dernier soit établi automatiquement, nous avons décidé de prendre un
pourcentage, appelé ν, des documents valides parmi les documents renvoyés à l'usager.
Ce pourcentage ν variera entre 15 et 90 %, par incrément de cinq. Pour mieux com-
prendre, examinons un exemple. Supposons qu'une requête e�ectuée avec SeseiOnto
nous renvoie 30 documents. Parmi ces 30 documents, dix ont été classés par un expert
comme pertinents par rapport à la requête. Disons maintenant que nous voulons établir
le seuil de classement en considérant 50% des documents valides (c.-à-d., pourcentage ν

= 50%). En partant du document ayant le score sémantique le plus élevé, nous descen-
drons dans la liste de classement jusqu'à avoir rencontré le cinquième document valide.
Si ce document avait comme score dans SeseiOnto 0,42, tous les documents ayant un
score égal ou plus élevé que 0,42 seront considérés comme des documents que SeseiOnto
a renvoyés à l'usager (peu importe si ceux-ci sont considérés comme valides ou non).
Bien sûr, plus le pourcentage ν sera élevé, plus le rappel augmentera et plus la précision
diminuera.

Le but de cette détermination de seuil est de pouvoir établir pour un corpus donné
un score sémantique nous permettant de départager les documents devant être renvoyés
à l'usager de ceux devant être mis de côté. Bien sûr, pour obtenir ce seuil, cela nous
prendra un ensemble de requêtes pour lesquelles un expert du domaine aura identi�é
quels sont les documents parmi ceux du corpus qui sont pertinents par rapport à cha-
cune de ces requêtes. Ceci pourrait être assez fastidieux pour un corpus comprenant
des milliers de documents. Dans nos tests, nous avons évalué empiriquement que 100
requêtes semblaient être su�santes pour établir ce seuil.

Bien sûr, chaque requête aura un seuil di�érent, puisque chacune possède un nombre
variable de documents valides en lien avec cette requête. Dans la plupart des cas, nous
disposerons d'un nombre limité de requêtes dont on a identi�é les documents en lien
avec celles-ci. Pour être en mesure de mieux établir le seuil, nous emploierons un pro-
cessus de validation croisée pour augmenter notre bassin de requêtes. Nous diviserons
donc nos requêtes aléatoirement en ayant 2/3 des requêtes pour calculer notre seuil
(l'ensemble d'entraînement) et 1/3 des requêtes pour calculer notre rappel et notre pré-
cision (l'ensemble de test). Un seuil est déterminé pour chacune des requêtes de notre
ensemble d'entraînement. Nous faisons ensuite la moyenne de ces seuils pour obtenir un
seuil global en fonction du pourcentage ν des documents considérés. Nous appliquons
par la suite ce seuil aux requêtes de l'ensemble test. Chacune des requêtes nous donnera
une précision et un taux de rappel. Nous ferons la moyenne de ces mesures pour obtenir
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notre rappel et précision globaux. Ce processus de séparation aléatoire des requêtes en
un ensemble d'entraînement pour calculer le seuil et en un ensemble test pour calculer
le rappel et la précision est répété dix fois. Nous faisons encore une fois une moyenne du
taux de rappel et de précision pour chacun des dix ensembles de test. Le fait de répéter
ce processus dix fois réduit les chances d'avoir un résultat qui serait biaisé par certaines
requêtes. Ce processus de validation croisée est répétée pour chaque pourcentage ν des
documents valides que l'on veut considérer. Ainsi, nous ferons un processus de vali-
dation croisée en considérant 15%, 20%, 25%, 30%, 35%, 40%, 45%, 50%, 55%, 60%,
65%, 70%, 75%, 80%, 85% et 90% des documents valides pour les di�érentes requêtes
étiquetées par des experts. Ceci a pour but de déterminer quel sera le pourcentage ν

qui serait idéal pour le corpus.

En résumé, notre méthodologie pour l'établissement d'un seuil pour un corpus de
documents se fait selon les étapes suivantes :

1. Avoir un ensemble de requêtes (environ 100) portant sur le corpus.3 Pour chaque
requête, on doit avoir la liste des documents qui sont pertinents par rapport à
la requête. Cette liste aura été établie par un expert du domaine dont traite le
corpus.

2. Faire analyser chaque requête par SeseiOnto en se servant de l'ontologie que l'on
veut utiliser.

3. Choisir le pourcentage ν de documents que l'on veut considérer pour établir le
seuil (Nos expériences ont illustré que la proportion idéale semblait être entre 40%
et 60%. Ce résultat sera exposé plus en détails au cours du chapitre 5.).

4. Séparer aléatoirement les requêtes en un ensemble de requêtes d'entraînement
(environ 2/3 des requêtes) et un ensemble de requêtes de tests (environ 1/3 des
requêtes).

5. Calculer un seuil pour chacune des requêtes d'entraînement en fonction du score
sémantique établie par Sesei pour chaque document pertinent par rapport à la
requête et en fonction du pourcentage ν considéré.

6. Faire la moyenne des seuils ainsi calculés. On pourra valider ce seuil avec les
requêtes de test en calculant le rappel et la précision.

7. Répéter les étapes 4, 5 et 6 dix fois (ou plus, dépendant des besoins de l'usager)
en établissement un seuil moyen pour les dix ensembles de test.

3Ces requêtes doivent être des phrases bien structurées et il est primordial que Connexor soit capable

de les analyser a�n de disposer d'un graphe de requête valide. Ces requêtes devraient avoir une taille

d'environ quinze mots maximum. Selon les résultats de nos tests (voir le chapitre 5), il ne semble pas

nécessaire de s'assurer que les requêtes soient très semblables les unes par rapport aux autres.
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Si le rappel ou la précision ne sont pas satisfaisants, on pourra utiliser un autre
pourcentage ν pour calculer notre seuil ou une autre ontologie. Une autre ontologie
impliquera par contre que les requêtes étiquetées par des experts soient renvoyées à
SeseiOnto pour que le score sémantique soit recalculé en fonction de cette nouvelle
ontologie.

Le plus problématique dans cette approche est la nécessité d'avoir accès à ces re-
quêtes dont on connaît les documents du corpus qui leur sont pertinents. Ce processus
pourrait être assez long mais pourrait être accéléré en utilisant un moteur de recherche
classique. En e�et, on pourrait se contenter pour chaque requête d'utiliser des méthodes
de recherche booléenne (à la Google) et faire valider par un usager chacun des résultats
du moteur de recherche. On pourrait établir un nombre de documents maximaux qu'un
être humain aurait à valider pour une requête. Par exemple, si l'on établit ce nombre à
100, le 101e document et les suivants ne seront tout simplement pas validés par l'expert.
Bien que ce processus puisse nécessiter beaucoup de temps pour être complété, il n'aura
à être réalisé qu'une seule et unique fois.

4.4 Vue d'ensemble de SeseiOnto

Pour terminer ce chapitre, il serait intéressant d'examiner un diagramme d'ensemble
du processus de recherche de SeseiOnto pour ainsi faciliter la compréhension du lecteur.
On peut voir un tel diagramme à la �gure 4.3.

Au préalable, les documents du corpus doivent être analysés par Text-To-Onto pour
que l'on puisse obtenir l'ontologie du domaine. Par la suite, le processus de recherche
de SeseiOnto débute par l'envoie d'une requête formulée en langage naturelle composée
par l'usager du système. À l'aide de Connexor (analyseur syntaxique), de l'ontologie
Text-To-Onto bâtie à partir des documents du corpus ainsi que des 76 règles de trans-
formation de SeseiOnto, celui-ci produit le graphe conceptuel de la requête de l'usager
(étapes 1, 2 et 3). SeseiOnto convertira par la suite les documents du corpus en graphes
conceptuels en employant les mêmes méthodes utilisées pour obtenir le graphe de re-
quête (étapes 4, 5 et 6). SeseiOnto terminera sa recherche en comparant le graphe
de requête et les graphes de ressource pour identi�er ceux étant les plus proches sé-
mantiquement (étape 7). Pour e�ectuer cette comparaison, on utilisera l'ontologie de
domaine générée par Text-To-Onto. Les documents obtenant un score plus élevé que le
seuil utilisé par SeseiOnto seront renvoyés à l'usager.

Le lecteur qui aimerait examiner quelques exemples de l'interface utilisateur de
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Fig. 4.3 � Diagramme du fonctionnement global de SeseiOnto.

SeseiOnto pourra consulter l'annexe A.

4.5 Conclusion

Dans ce chapitre, nous avons vu les éléments clés dont est composée notre approche.
Nous avons analysé le fonctionnement de Text-To-Onto et de son système de génération
automatique d'une ontologie à partir d'un corpus de textes. Nous avons émis l'hypo-
thèse que celui-ci pouvait aider Sesei à être utilisé comme une application spécialisée
sur un domaine plutôt que seulement comme un outil général pour la recherche sur
le Web. Bien que les concepteurs de Text-To-Onto a�rment que l'ontologie générée
par ce dernier doit être validée par un expert du domaine, nous avons supposé qu'il
était possible d'obtenir de bons résultats avec celle-ci sans validation humaine. Nous
avons vu également que Text-To-Onto comportait un module appelé TaxoBuilder qui
permet de construire une ontologie de toutes pièces. De plus, nous avons présenté les
di�érentes ontologies que notre système, SeseiOnto, allait pouvoir utiliser. Nous avons
terminé en exposant quelques-unes des modi�cations qui ont dû être e�ectuées pour
pouvoir intégrer Text-To-Onto dans Sesei et en expliquant notre technique permet-
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tant de déterminer automatiquement un seuil départageant les documents devant être
renvoyés à l'usager de ceux jugés non pertinents. Maintenant que le lecteur est plus
familier avec notre approche, nous pouvons commencer à détailler les tests faits avec
notre application. Ainsi, dans la prochaine section, nous analyserons plus en détails les
expérimentations réalisées et les résultats obtenus.



Chapitre 5

Expérimentations

Dans ce chapitre, nous détaillerons les résultats obtenus avec les di�érentes onto-
logies générées à l'aide de Text-To-Onto et nous évaluerons lesquelles semblent avoir
le meilleur potentiel, en fonction du rappel et de la précision obtenus suite à l'utilisa-
tion de chacune d'entre elles par SeseiOnto. En plus d'évaluer quels sont les meilleures
ontologies, nous véri�erons quel sera le meilleur pourcentage ν à utiliser pour établir
automatiquement un seuil permettant de trier avec SeseiOnto les documents pertinents
de ceux qui ne le sont pas. Nous verrons donc en examinant nos résultats quelles on-
tologies semblent maximiser le taux de rappel et de précision de notre système par
rapport à la version traditionnelle de Sesei et par rapport à Coveo Enterprise Search,
moteur de recherche pouvant être utilisé dans un intranet et employant des techniques
de recherche booléenne.

Nous débuterons ainsi par décrire notre contexte d'expérimentation en présentant la
base de données qui a été utilisée pour tester SeseiOnto. Nous détaillerons par la suite les
résultats obtenus par SeseiOnto avec notre corpus de test. Nous exposerons également
quelle in�uence ont eu WordNet ainsi que les locutions nominales sur SeseiOnto, c'est-
à-dire si l'emploie de l'un ou de l'autre augmente le taux de rappel et de précision
de SeseiOnto ou à l'inverse, s'ils les diminuent. Nous poursuivrons en e�ectuant une
comparaison au niveau du taux de rappel et de précision entre SeseiOnto et le moteur
de recherche Coveo. Nous conclurons en présentant une méthodologie d'utilisation de
SeseiOnto suite aux résultats obtenus.
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5.1 Contexte d'expérimentation

Notre principal critère pour trouver un environnement d'expérimentation était de
disposer d'une base de données contenant plusieurs documents (idéalement, des cen-
taines) avec des questions portant sur ceux-ci. Nous avions également besoin d'indi-
cateurs nous révélant quels documents répondent le mieux aux requêtes. Initialement,
nous avons dû écarter les documents et questions faisant partie de TREC1. Bien que
TREC possède de vastes bases de données portant sur la recherche d'information, les
questions qui en font partie portent sur des domaines non restreints. Nous avions be-
soin de questions en lien avec un même domaine de connaissance pour pouvoir appliquer
notre approche. De plus, avec TREC, notre système aurait dû être capable de trouver
la réponse parmi des téraoctets d'information. Ceci est un peu trop volumineux pour
les capacités de traitement dont nous disposions. Bien sûr, nous aurions pu utiliser un
sous-ensemble de TREC. Dans ce cas, il aurait fallu regrouper les questions portant sur
le même domaine avec les documents en lien avec ces questions pour pouvoir ainsi gé-
nérer avec Text-To-Onto l'ontologie du domaine. Cette tâche de regroupement se serait
probablement avérée assez longue à réaliser. Nous préférions donc utiliser un domaine
d'expérimentation où cet appariement entre questions et documents du même domaine
a déjà été e�ectué. Voyons maintenant un peu plus en détails la base de données qui a
été retenue pour nos tests.

5.1.1 La base de données sur la �brose kystique

Cette base de données, présentée dans [Shaw et al., 1991] et aussi appelée la CF
Database, est composée de 1 239 documents publiés entre 1974 et 1979 portant sur
divers aspects de la recherche sur la �brose kystique. Ces documents sont des résumés
de publications scienti�ques. Si un document ne possédait pas de résumé, on utilisait
un extrait du document d'une taille équivalente à un résumé. Cette base de données
contient également un ensemble de 100 requêtes avec de l'information nous disant quels
documents répondent à la question. De plus, un score de pertinence est accordé à chacun
des documents en fonction de la requête. Ce score est composé de quatre évaluations
faites par des experts du domaine. Chacune des évaluations peut avoir comme valeur
un score de 0, 1 ou 2 ( 0 signi�ant que le document n'est pas pertinent ; 1, qu'il est
peu pertinent et 2, qu'il est hautement pertinent). Les quatre experts ayant analysé
les requêtes sont : R.E. Wood, un des auteurs de la base de données, des collègues
universitaires de l'auteur, des stagiaires postdoctoraux travaillant avec Wood ainsi que

1http://trec.nist.gov/

http://trec.nist.gov/
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J.B. Wood, un autre auteur du système et archiviste médical de profession. Un exemple
de score pour une requête peut donc être � 0221 � . Pour mieux décortiquer les résultats,
nous avons décidé d'analyser le total de chacune de ces évaluations. Nous obtenons
donc des scores compris entre 1 et 8 (nous appelons ce score global le score CF ), car
les documents évalués à 0 par les quatre experts ne sont pas considérés comme des
documents en lien avec la requête. Pour les 100 requêtes de la CF Database, nous avons
un ensemble variant de 10 à 300 documents en lien avec chaque requête, donc ayant un
score CF d'au moins 1.

5.2 Méthodologie de test

Pour mieux cerner comment nous avons procédé pour e�ectuer nos tests, nous dé-
taillerons d'abord les éléments propres à notre méthodologie de test. Nous avions besoin
d'une méthode pour pouvoir bien cerner comment évaluer un système où l'on veut fa-
voriser le rappel et la précision. Pour bien comparer ces deux éléments, nous verrons
dans cette section ce qu'est la mesure-F, mesure utilisée pour évaluer les performances
de SeseiOnto. Nous verrons comment nous avons appliqué la méthode de détermina-
tion de seuil, décrite au chapitre 4, au contexte de la CF Database et nous donnerons
la nomenclature adoptée pour les ontologies utilisées dans nos tests a�n de bien les
identi�er.

5.2.1 Mesure-F

Le but principal de notre système est d'améliorer le taux de rappel et de précision
de SeseiOnto par rapport à Sesei mais aussi par rapport à un moteur de recherche
traditionnel. Il est à noter que le rappel et la précision sont deux mesures antagoniques
l'une par rapport à l'autre puisque qu'un système qui vise à améliorer la précision aura
tendance à minimiser le taux de rappel ; et un système qui vise la plus vaste couverture
possible devra invariablement diminuer sa précision. Bien sûr, un rappel parfait pourrait
être obtenu en retournant tout simplement l'ensemble des documents dans la collection.
À l'inverse, un système avec une précision parfaite pourrait renvoyer un seul document,
en autant que ce document soit pertinent. Dans le but d'éviter que l'usager ne soit
surchargé d'information, il est préférable de tenter de maximiser la précision, mais
ce, jusqu'à un certain point. Voilà pourquoi il est important d'établir un compromis
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entre le rappel et la précision. La mesure-F2 [Yang and Liu, 1999] permet d'établir ce
compromis. Cette mesure équilibre le rappel et la précision en utilisant un paramètre
β. Quand le β est à 1, la précision et le rappel reçoivent un poids équivalent. Quand le
β est plus grand que 1, le rappel est favorisé et s'il est plus petit que 1, la précision est
préférée. La mesure-F se dé�nit ainsi :

F =
(β2 + 1) × Précision × Rappel

β2Précision + Rappel

On peut se demander pourquoi on ne calcule tout simplement pas la moyenne du
rappel et de la précision ( (Précision + Rappel) / 2). Ceci est dû au fait que l'on
veut une mesure équilibrée de ces deux éléments car on sait qu'ils sont en relation
inverse. La mesure-F nous donne plutôt une moyenne harmonique. On utilise la moyenne
harmonique lorsque l'on veut déterminer un rapport moyen dans des domaines où il
existe des liens de proportionnalité inverse. Par exemple, pour une distance donnée,
le temps de trajet est d'autant plus court que la vitesse est élevée. Nous avons donc
cherché au cours de nos travaux à maximiser la mesure-F pour obtenir globalement
le meilleur résultat pour notre application, en utilisant un β de 0,5, c'est-à-dire, en
favorisant la précision.

5.2.2 Détermination d'un seuil avec la CF Database

Nous avons tout d'abord appliqué notre méthode de détermination automatique
d'un seuil, présentée à la section 4.3.1, aux 100 requêtes de la CF Database. Comme
mentionné à la section précédente, les documents valables en fonction d'une requête
se font attribuer un score CF de validité compris entre 1 et 8. Pour déterminer quels
documents peuvent être considérés comme des documents acceptables par rapport à une
requête, nous avons décidé de ne retenir que les documents ayant un score CF entre 6
et 8 parmi les documents envoyés à l'usager. Ceci nous assure que nous avons au moins
deux experts qui ont classé le document à 2 et qu'un seul expert maximum ait pu classer
le document à 0 (document non signi�catif). Un document dans l'intervalle [6,8] sera
donc nécessairement un document avec un niveau de pertinence élevé ou très élevé par
rapport à la requête. Il ne restait par la suite qu'à appliquer notre méthodologie pour
trouver un seuil pour les di�érents pourcentages ν.

2Pour plus de détails sur la mesure-F, le lecteur pourra aussi consulter http://en.wikipedia.org/

wiki/Information_retrieval

http://en.wikipedia.org/wiki/Information_retrieval
http://en.wikipedia.org/wiki/Information_retrieval
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Ainsi, pour chaque ontologie à tester, nous avons fait exécuter les 100 requêtes
avec SeseiOnto. Nous avons par la suite séparé les 100 requêtes de la CF Database
en un ensemble d'entraînement de 66 requêtes et un ensemble de test de 34 requêtes.
Cette séparation a été faite aléatoirement. Nous nous sommes servis d'un pourcentage
ν ainsi que des 66 requêtes d'entraînement pour établir le seuil moyen pour séparer
les documents valides (c.-à-d. ayant un score CF entre 6 et 8) de ceux non pertinents.
Nous avons par la suite appliqué ce seuil aux 34 requêtes restantes pour obtenir un taux
de rappel et de précision moyen. La séparation des requêtes en un ensemble de test et
d'entraînement ainsi que le calcul du rappel et de la précision ont été répétés dix fois,
nous donnant un rappel et une précision moyens pour nos dix ensembles de test. Tout
ce processus a été répété seize fois, pour obtenir des résultats pour chacun des di�érents
pourcentages ν et pour ainsi établir le seuil de validité des documents en fonction du
score sémantique dans Sesei. Il est à noter que l'étape de traitement des 100 requêtes
par SeseiOnto n'a qu'à être exécutée qu'une seule fois puisque le seuil n'in�uence pas
le score sémantique que SeseiOnto attribue à un document. Le seuil ne sert qu'à trier
les documents renvoyés par SeseiOnto en fonction de leur pertinence.

5.2.3 Appellation des ontologies

Il serait important de mentionner au lecteur la convention utilisée pour nommer les
di�érentes ontologies dont nous nous sommes servis dans nos tests. Tout d'abord, si le
nom de l'ontologie est précédé de NoLocNom, cela veut dire que les locutions nominales
(concept qui sera détaillé à la section 5.3.4) ont été exclues des tests. Si son nom est
précédé de NoWordNet, cela signi�e que l'ontologie WordNet bâtie à partir des mots de
la requête n'a pas été utilisée avec SeseiOnto. Ainsi, si le nom de l'ontologie commence
par NoWordNet, cela veut dire qu'uniquement l'ontologie Text-To-Onto a été utilisée
pour le processus de recherche de Sesei et non pas une combinaison de WordNet et de
l'ontologie Text-To-Onto. Si le nom est précédé de Normal, cela veut dire que l'ontologie
WordNet, les locutions nominales et l'ontologie Text-To-Onto ont été utilisées pour
la recherche avec SeseiOnto. Le tableau 5.1 présente les caractéristiques de ces trois
catégories d'ontologies en exposant lesquelles se servent des locutions nominales, de
WordNet et de l'ontologie Text-To-Onto. À noter que les symboles � X � dans le tableau
5.1 signi�ent la présence du paramètre (locutions nominales, ontologie WordNet et
ontologie Text-To-Onto).
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Pré�xes des Locutions Ontologie Ontologie

ontologies nominales WordNet Text-To-Onto

Normal X X X
NoWordNet X X
NoLocNom X X

Tab. 5.1 � Les trois catégories d'ontologies.

En plus de la catégorie d'une ontologie, nous avons à notre disposition dans Taxo-
Builder sept méthodes di�érentes de construction automatique d'une ontologie. Nous
présentons ici au lecteur les noms donnés à l'ontologie en fonction de la méthode em-
ployée pour la créer.

� FCANoVerb : Ontologie FCA sans classe lexicographique verbale.
� FCAVerb : Ontologie FCA avec les classes lexicographiques verbales de WordNet.
� ComboHeuristic : Ontologie basée uniquement sur les heuristiques de relations
verticales.

� ComboHearst : Ontologie basée uniquement sur les �ltres de Hearst3.
� ComboHearstHeuris : Ontologie basée sur les �ltres de Hearst et les heuristiques
de relations verticales.

� ComboWordnetHearstHeuristic : Ontologie basée sur les �ltres de Hearst, les heu-
ristiques de relations verticales et WordNet (limite de 500 généralisations com-
munes pour deux graphes).

� WordnetPruned : WordNet adapté en fonction du domaine (limite de 500 généra-
lisations communes pour deux graphes).

� WordnetPruned1000 : WordNet adapté en fonction du domaine (limite de 1 000
généralisations communes pour deux graphes).

Comme mentionné à la section 4.2, les ontologies très profondes, telles que Combo-
WordnetHearstHeuristic etWordNetPruned feront en sorte que Sesei produira beaucoup
de généralisations communes entre les concepts des graphes à apparier. Pour deux on-
tologies, nous avons donc dû limiter le nombre maximal de généralisations communes.
Nous avons jugé que 500 était un nombre limite raisonnable puisque des tests avec
SeseiOnto nous ont montré que ce dernier ne dépassait que très rarement ce nombre de
généralisations. Nous avons quand même e�ectué des tests avec l'ontologieWordNetPru-
ned en utilisant une limite de 1 000 généralisations communes, à titre de comparaison.

Ainsi, dans nos tests, chacune de ces ontologies sera utilisée en combinaison avec une
des catégories spéci�ées dans le tableau 5.1. Nous aurons donc au total 24 ontologies

3Les �ltres de Hearst ont été présentés à la section 4.1.3
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générées par Text-To-Onto qui seront testées avec le corpus. Il est à noter que nous
avons également fait des tests avec la version � classique � de Sesei avec et sans les
locutions nominales. Il était bien sûr impossible d'e�ectuer des tests avec Sesei sans
utiliser l'ontologie WordNet bâtie en fonction des mots de la requête puisque c'est
l'unique ontologie à la disposition de celui-ci.

Pour conclure cette section portant sur notre méthodologie de test, nous voudrions
informer le lecteur que l'étape du �ltre ontologique de SeseiOnto a été omise dans le
processus de recherche avec la CF Database. Ainsi, tous les documents en lien avec
une requête (donc, ayant un score CF entre 1 et 8) seront directement envoyés au �ltre
sémantique de SeseiOnto. Ceci fut nécessaire car nous voulions principalement véri�er
par nos tests quel était l'impact d'une ontologie Text-To-Onto sur le �ltre sémantique,
et non pas sur le �ltre ontologique. Nous voulions voir si une ontologie propre à un
domaine permet de mieux apparier une requête en langage naturel et un document
électronique. Le �ltre ontologique n'étant qu'un outil permettant d'évaluer le potentiel
d'un document d'être converti en GC, il pourrait avoir comme e�et de nous faire passer
à côté d'un document pertinent par rapport à une requête. Bien qu'elle soit toujours
justi�ée, la présence du �ltre ontologique dans un corpus restreint est d'une importance
moindre puisque le nombre total de documents à considérer est très réduit (1 239
documents dans notre cas par rapport à onze milliards pour le Web).

5.3 Résultats

Puisque le lecteur est plus familier avec notre méthodologie de test, il est mainte-
nant possible de quanti�er les résultats que nous avons obtenus au cours de nos diverses
expérimentations. Dans cette section, nous commencerons d'abord par examiner com-
ment SeseiOnto se compare à Sesei, et s'il apporte e�ectivement une amélioration au
processus de recherche. Nous analyserons par la suite quel est l'apport individuel de
chacune des ontologies sur la recherche de documents dans la CF Database. Nous pour-
suivrons en analysant quelle in�uence a l'ontologie WordNet formée à partir des mots
de la requête sur le processus d'extraction d'information. Nous étudierons également
quelle est l'in�uence des locutions nominales sur ce processus. Pour terminer la section,
nous verrons comment SeseiOnto se compare à un moteur de recherche traditionnel
utilisant des méthodes de recherche booléenne : Coveo.
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5.3.1 Comparaison avec Sesei

Voyons tout d'abord l'amélioration que SeseiOnto apporte par rapport à la version
traditionnelle de Sesei. Pour nos seize pourcentages ν, il existe toujours une ontologie
qui apporte une amélioration par rapport à Sesei. Par contre, ce ne sont pas nécessai-
rement toutes les ontologies qui apportent un progrès pour un même pourcentage ν de
documents valides utilisés pour calculer le seuil. Pour chacun de ces pourcentages, nous
avons véri�é quels étaient la précision et le rappel de Sesei par rapport à SeseiOnto. On
peut voir au tableau 5.2 quel sont les di�érents scores obtenus par Sesei et SeseiOnto.
On peut voir dans le tableau la mesure-F (avec précision favorisée) pour SeseiOnto et
Sesei, le pourcentage ν utilisé pour établir le seuil, ainsi que leur rappel et précision res-
pectif. Les pourcentages ν sont ordonnés en fonction de ceux ayant obtenus le meilleur
score avec la mesure-F. Les nombres en gras dans le tableau indiquent qui de Sesei et
de SeseiOnto a obtenu le meilleur score pour une mesure de comparaison de données
(c.-à-d. rappel, précision et mesure-F).

Mesure-F Mesure-F ν Rappel Rappel Précision Précision

SeseiOnto Sesei SeseiOnto Sesei SeseiOnto Sesei

41,81 36,33 40% 43,61 45,98 41,38 34,52
40,78 34,52 50% 45,47 50,03 39,76 32,04
40,7 33,47 15% 22,95 22,42 50,46 38,18
40,68 36,2 45% 43,69 44,37 39,99 34,61
40,57 35,49 20% 26,09 26,75 47,1 38,65
39,99 36,03 25% 29,39 28,99 43,96 38,36
38,88 34,8 60% 56,78 59,92 36,04 31,5
38,25 34,36 30% 28,96 35,25 41,59 34,15
37,74 32,05 55% 53,82 51 35,12 29,33
37,73 33,6 65% 59,16 63,12 34,6 30,08
36,83 34,39 35% 38,88 40,87 36,35 33,08
36,38 31,15 70% 65,91 61,98 32,72 27,7
35,53 30,13 75% 67,29 69,16 31,78 26,4
35,42 30,54 85% 67,96 77,55 31,63 26,52
34,53 31,27 90% 74,25 80,92 30,46 27,11
33,55 29,91 80% 68,93 74,78 29,73 26,01

Tab. 5.2 � Comparaison des résultats de SeseiOnto et de Sesei avec précision favorisée dans le calcul

de la mesure-F.

On peut ainsi voir que l'utilisation d'une ontologie apporte une amélioration à Sesei,
et ce, peu importe le pourcentage ν utilisé pour calculer le seuil. On peut aussi voir que
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c'est principalement au niveau de la précision que SeseiOnto apporte une amélioration
(seize pourcentages sur seize où il y a une amélioration) par rapport au rappel (quatre
pourcentages sur seize où il y a une amélioration). Si l'on fait une moyenne des résultats
pour les seize pourcentages, on peut voir que SeseiOnto améliore la mesure-F d'environ
4,7% par rapport à Sesei. L'amélioration de la précision est en moyenne de 5,9% et le
taux de rappel est diminué d'environ 2,5% par SeseiOnto par rapport à Sesei.

C'est en employant un pourcentage ν de 40% que la mesure-F avec précision favorisée
est optimale dans SeseiOnto. On peut voir une illustration de ces résultats à la �gure
5.1.

Fig. 5.1 � Rappel, précision et mesure-F (précision favorisée) en fonction du pourcentage ν.

À partir du pourcentage de 40%, la courbe de la mesure-F suit celle de la précision,
ce qui est tout à fait normal quand l'on considère que c'est la précision qui est favorisée
dans ce cas-ci. La mesure-F est relativement stable dans ce graphique, et ce peu importe
le pourcentage ν.

Pour avoir une meilleure vue d'ensemble sur SeseiOnto, il serait intéressant de véri�er
comment il se compare à Sesei quand le β de la mesure-F est à 1 (donc, quand le rappel
et la précision sont favorisés également). On peut voir ces résultats dans le tableau 5.3.
Sa composition est similaire au tableau 5.2. Encore une fois, le tableau est ordonné en
fonction du pourcentage ν qui obtenait le meilleur score de mesure-F. Il est à noter que
pour ce tableau, ce ne seront pas nécessairement les mêmes ontologies du tableau 5.2
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qui auront obtenu la meilleure mesure-F pour un pourcentage ν donné. Cette situation
se produit puisque le rappel in�uence dans une plus grande proportion le calcul de la
mesure-F dans le tableau 5.3 (car le β est à 1).

Mesure-F Mesure-F ν Rappel Rappel Précision Précision

SeseiOnto Sesei SeseiOnto Sesei SeseiOnto Sesei

44,84 41,29 60% 61,73 59,92 35,21 31,5
43,73 38,29 70% 65,91 61,98 32,72 27,7
43,66 40,74 65% 59,16 63,12 34,6 30,08
43,39 40,61 90% 78,01 80,92 30,05 27,11
43,27 38,21 75% 69,65 69,16 31,38 26,4
43,26 39,52 85% 68,81 77,55 31,55 26,52
42,5 37,24 55% 53,82 51 35,12 29,33
42,47 39,43 40% 43,61 45,98 41,38 34,52
42,43 39,06 50% 45,47 50,03 39,76 32,04
41,87 38,6 80% 73,06 74,78 29,35 26,01
41,76 38,89 45% 43,69 44,37 39,99 34,61
37,57 36,56 35% 38,88 40,87 36,35 40,87

35,76 33,02 25% 36,95 28,99 34,65 38,36

34,85 34,69 30% 39,94 35,25 30,91 34,15

34,04 31,62 20% 26,88 26,75 46,42 38,65
32,89 28,25 15% 26,54 22,42 43,25 38,18

Tab. 5.3 � Comparaison des résultats de SeseiOnto et de Sesei avec précision et rappel égaux dans

le calcul de la mesure-F.

Cette fois-ci, il semble que ce soit en utilisant un pourcentage ν de 60% que l'on
obtienne la mesure-F optimale dans SeseiOnto. On peut voir une illustration de ces
résultats à la �gure 5.2.

Bien évidemment, plus le pourcentage de documents valides considérés est élevé plus
le rappel le sera, l'inverse pour la précision. C'est à 60% que la mesure-F est la plus
élevée, bien que cette dernière reste assez stable à partir d'un pourcentage ν de 40%.
SeseiOnto apporte en moyenne une amélioration de la mesure-F de 3,27% pour les seize
pourcentages ν par rapport à Sesei. La précision est améliorée en moyenne de 5,54% et
le rappel est diminué de 0,06% par SeseiOnto.
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Fig. 5.2 � Rappel, précision et mesure-F en fonction du pourcentage ν.

5.3.2 Analyse des ontologies

Analysons maintenant les ontologies pour un pourcentage ν en particulier. Nous
étudierons le pourcentage de 60% car c'est lui qui donne le meilleur score globalement
(c.-à-d., avec précision et rappel favorisés au même degré). Nous étudierons également
le pourcentage de 40% car c'est lui qui produit le meilleur score avec la mesure-F quand
la précision est favorisée. Il est à noter que tous nos résultats peuvent être examinés en
détails à l'annexe B.

Le lecteur intéressé à voir la classi�cation des ontologies pour ces deux pourcentages
ν pourra examiner le tableau 5.4. La partie gauche du tableau correspond au classement
des 24 ontologies utilisées au cours de nos tests (plus les résultats pour Sesei, avec et
sans locution nominale). Les ontologies sont ordonnées en fonction du score obtenu avec
la mesure-F (avec un β de 0,5). C'est le pourcentage ν de 40% qui a été retenu car c'est
lui qui a obtenu la meilleure mesure-F parmi les seize pourcentages, quand le β est de
0,5. La partie droite du tableau comprend les ontologies ordonnées en fonction du score
obtenu à la mesure-F (avec un β de 1). C'est le pourcentage ν de 60% qui a été retenu
alors car c'est lui qui a obtenu la meilleure mesure-F parmi les seize pourcentages, quand
le β est de 1.

Tout d'abord, comme nous l'avions prévu, l'ontologie ComboWordnetHearstHeuristic
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Pourcentage de 40% (β = 0,5) Pourcentage de 60% (β = 1)

Ontologies F Ontologies F

NoWordNetFCANoVerb 41,81 NoWordNetWordnetPruned1000 44,84
NoWordNetComboHeuristic 41,13 NoWordNetFCANoVerb 44,15
NoWordNetComboHearst 40,99 NoWordNetComboHearst 44,09
NoWordNetComboHearstHeuris 40,35 NoWordNetFCAVerb 43,58
NoWordNetFCAVerb 37,96 NormalWordnetPruned1000 43,56
NormalComboHeuristic 37,6 NoWordNetWordnetPruned 43,51
NormalComboHearstHeuris 37,54 NormalWordnetPruned 43,41
NormalFCAVerb 37,4 NoWordNetComboHeuristic 43,05
NoWordNetWordnetPruned 37,27 NoLocNomWordnetPruned 43,01
NormalNormalComboHearst 36,98 NoWordNetComboHearstHeuris 42,77
NormalFCANoVerb 36,86 NormalFCANoVerb 42,43
NoWordNetWordnetPruned1000 36,79 NormalNormalComboHearst 42,22
Sesei 36,33 NormalComboHeuristic 42,07
NoLocNomWordnetPruned1000 36,17 NormalComboHearstHeuris 41,91
NormalWordnetPruned 35,94 NormalFCAVerb 41,69
NoLocNomFCANoVerb 35,31 NoLocNomWordnetPruned1000 41,46
NoLocNomComboHearstHeuris 35,1 Sesei 41,29

NoLocNomComboHeuristic 34,86 NoLocNomFCANoVerb 41,24
NoWordNetCombo 34,52 NoLocNomComboHearstHeuris 40,96
WordnetHearstHeuristic
NormalWordnetPruned1000 34,34 NoLocNomComboHeuristic 40,67
NormalCombo 34,25 NoLocNomComboHearst 40,65
WordnetHearstHeuristic
NoLocNomFCAVerb 34,09 NoWordNetCombo 40,06

WordnetHearstHeuristic
NoLocNomSesei 34,06 NoLocNomSesei 39,9
NoLocNomComboHearst 34,02 NoLocNomFCAVerb 39,88
NoLocNomWordnetPruned 33,48 NormalCombo 39,85

WordnetHearstHeuristic
NoLocNomCombo 32,78 NoLocNomCombo 35,13
WordnetHearstHeuristic WordnetHearstHeuristic

Tab. 5.4 � Comparaison des ontologies avec les pourcentages ν de 40 et de 60, avec β = 0,5 pour le

pourcentage 40 et β = 1 pour le pourcentage 60.
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performe très mal. Pour les deux pourcentages ν, elle donne des résultats moins bons
que Sesei. Ceci est assurément dû aux liens ontologiques qu'elle contient. La qualité
des relations d'hyperonymie et d'hyponymie avec cette ontologie est très discutable, ce
qui explique très probablement les mauvais résultats qu'elle produit. Également, cette
ontologie est très profonde. Il en résulte un temps d'attente énorme (en moyenne 42
minutes par requête) ce qui nuit au processus de recherche de l'usager.

Pour ce qui est de l'ontologie WordnetPruned, les résultats sont intéressants dans
le cas où la précision et le rappel reçoivent le même poids mais ce n'est plus le cas
quand la précision est favorisée. Par contre, le problème principal avec l'utilisation de
cette ontologie est le temps de traitement. Une requête typique avec Sesei prend environ
cinq à huit minutes à s'exécuter en moyenne. Ce temps peut doubler quand on utilise
l'ontologie WordNet adaptée en fonction du domaine. Cette ontologie est très vaste ce
qui demande dès le départ plus de temps de calcul. SeseiOnto aura également tendance à
vouloir générer plus de généralisations communes de deux GC ce qui ralentit encore plus
le temps d'exécution. Nous avons testé deux versions de l'ontologieWordNetPruned. Une
où on limite le nombre de généralisations communes à 500 et une autre où on limite les
généralisations communes à 1 000. Plus il y a de généralisations possibles, plus le temps
de traitement augmente. Avec le pourcentage de 60%, cas où le rappel et la précision ont
le même poids dans le calcul de la mesure-F, c'est l'ontologie avec 1 000 généralisations
maximales qui obtient le meilleur score. Par contre, si on regarde l'ontologie avec 500
généralisations maximales, on obtient une précision équivalente (précision de 35,21%
pour 1 000 généralisations maximales et 34,96% pour 500 généralisations maximales,
voir annexe B). C'est au niveau du rappel qu'il y a une plus grande di�érence (rappel
de 61,73% pour 1 000 généralisations maximales et 57,58% pour 500 généralisations
maximales, voir annexe B). Nous croyons que ce faible gain en précision et en taux de
rappel n'amène pas un apport signi�catif à SeseiOnto, compte tenu surtout du temps
de traitement supplémentaire nécessaire.

Une autre chose qui nous a étonnés a été de voir que l'ontologie ComboHearstHeuris
donnait des résultats décevants. Cette dernière est toujours supplantée par les onto-
logies ComboHearst ou ComboHeuristic. Il est di�cile de savoir laquelle de ces deux
ontologies est à privilégier car toutes deux peuvent donner de bons résultats, dépen-
damment du pourcentage ν que l'on teste. Nous croyons qu'il existe certains indicateurs,
comme une meilleure précision et un meilleur rappel, qui montrent dans les résultats
que ComboHearst est plus intéressante mais la di�érence est quand même minime et
non signi�cative (souvent, dans l'ordre de moins de 1%). Le problème par contre avec
les heuristiques de relations verticales est que celles-ci ne traitent que les mots composés
pour bâtir une ontologie. Plusieurs concepts potentiels seront alors mis de côté.
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L'ontologie FCAVerb nous donne de piètres résultats pour la plupart des pourcen-
tages ν. Cette ontologie n'est que très rarement présente parmi celles qui apportent une
amélioration à SeseiOnto et elle n'o�re pas de résultats très intéressants. Ceci pourrait
être dû au fait que cette ontologie est fréquemment très petite en termes de nombre de
concepts. Text-To-Onto semble souvent passer à côté de concepts potentiels car il ne
réussit pas à savoir à quelle classe lexicographique ceux-ci doivent être rattachés. Les
résultats sont beaucoup plus intéressants avec l'ontologie FCANoVerb. Dans environ
90% des cas, c'est celle-ci qui nous donne les meilleurs résultats, et surtout, la meilleure
précision. Même quand ce n'est pas FCANoVerb qui nous donne les meilleurs résultats,
c'est souvent elle qui sera classée en deuxième position. Elle semble très bien cerner
notre domaine en plus d'avoir un temps de traitement acceptable. Le lecteur intéressé
par la consultation du temps de traitement moyen pour chacune des ontologies utili-
sées dans nos tests pourra consulter l'annexe C. Cette ontologie sera très souvent peu
profonde mais aura plusieurs inférieurs logiques pour le type universel. De plus, son
temps de traitement de huit minutes par requête en moyenne correspond à la moyenne
de Sesei.

5.3.3 In�uence de WordNet

Suite à l'analyse de la section précédente, le lecteur peut maintenant avoir une
meilleure vue d'ensemble des ontologies qu'o�re Text-To-Onto. Par contre, ce ne sera
pas uniquement l'ontologie en tant que telle qui in�uencera le processus de recherche de
Text-To-Onto. Certains autres paramètres pourront aussi agir sur le niveau de rappel et
de précision. Comme nous l'avons vu dans la section 4.3, nous avons prévu un mécanisme
pour que SeseiOnto utilise uniquement l'ontologie Text-To-Onto ou encore l'ontologie
WordNet bâtie en fonction des mots de la requête combinée à Text-To-Onto. Ainsi, si
un mot de la requête n'est pas dans l'ontologie Text-To-Onto, on ira voir s'il se retrouve
dans l'ontologie WordNet. Bien sûr, on parle ici de l'ontologie créée indirectement par
l'usager suite au processus de désambiguïsation de la requête.

Nous avons ainsi fait des tests en utilisant WordNet centré sur la requête et combiné
à l'ontologie Text-To-Onto ainsi qu'une autre série de tests se servant uniquement de
l'ontologie Text-To-Onto sans WordNet. Dans un test avec l'ontologie Text-To-Onto
sans WordNet, un mot qui n'est pas retrouvé dans l'ontologie Text-To-Onto sera tout
simplement placé entre le type universel et le type absurde. Nous avons ainsi constaté
que quand la recherche était centrée sur la précision, les ontologies qui performent le
mieux sont les ontologies sans WordNet, et ce pour quinze pourcentages ν sur seize.
On peut voir ce fait dans le tableau 5.5. Dans celui-ci, l'ontologie revenant la plus
souvent est l'ontologie FCA sans classe verbale. Ce tableau est ordonné en fonction du



Chapitre 5. Expérimentations 79

pourcentage ν utilisé pour calculer automatiquement le seuil ayant obtenu la meilleure
mesure-F. On y retrouve également le rappel et la précision de la meilleure ontologie
pour chaque pourcentage ν. La dernière colonne comprend le nom de cette ontologie.
Les dix premières positions sont occupées par l'ontologie NoWordNetFCANoVerb ainsi
que l'ontologie bâtie à l'aide des �ltres de Hearst.

Mesure-F ν Rappel Précision Ontologie

41,81 40% 43,61 41,38 NoWordNetFCANoVerb
40,78 50% 45,47 39,76 NoWordNetFCANoVerb
40,7 15% 22,95 50,46 NoWordNetComboHearst
40,68 45% 43,69 39,99 NoWordNetFCANoVerb
40,57 20% 26,09 47,1 NoWordNetComboHearst
39,99 25% 29,39 43,96 NoWordNetFCANoVerb
38,88 60% 56,78 36,04 NoWordNetComboHearst
38,25 30% 28,96 41,59 NoWordNetFCANoVerb
37,74 55% 53,82 35,12 NoWordNetComboHearst
37,73 65% 59,16 34,6 NoWordNetFCANoVerb
36,83 35% 38,88 36,35 NormalWordnetPruned
36,38 70% 65,91 32,72 NoWordNetFCANoVerb
35,53 75% 67,29 31,78 NoWordNetFCANoVerb
35,42 85% 67,96 31,63 NoWordNetComboHeuristic
34,53 90% 74,25 30,46 NoWordNetFCANoVerb
33,55 80% 68,93 29,73 NoWordNetComboHearst

Tab. 5.5 � Meilleures ontologies en fonction du pourcentage ν avec précision favorisée dans le calcul

de la mesure-F (β = 0,5).

Pour les cas où la mesure-F favorise équitablement la précision et le rappel, les
ontologies qui performent les mieux sont encore une fois les ontologies sans WordNet,
et ce dans dix cas sur seize, comme on peut le voir au tableau 5.6. Ce tableau est encore
une fois ordonné en fonction des ontologies ayant obtenu la meilleure mesure-F pour
chacun des seize pourcentages ν.

Pour les six autres pourcentages ν utilisés pour calculer le seuil, ce sont toujours les
ontologies sans WordNet qui arrivent bonne deuxième dans les résultats. Quand une
ontologie sans WordNet est classée en deuxième place, c'est souvent dû à son plus faible
taux de rappel, bien que sa précision soit meilleure que l'ontologie avec WordNet ou
sans locution nominale.

Ce constat nous amène à une conclusion assez prévisible : quand on voudra favoriser
la précision, il sera mieux d'utiliser uniquement l'ontologie Text-To-Onto plutôt qu'une
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Mesure-F ν Rappel Précision Ontologie

44,84 60% 61,73 35,21 NoWordNet

WordnetPruned1000
43,73 70% 65,91 32,72 NoWordNetFCANoVerb
43,66 65% 59,16 34,6 NoWordNetFCANoVerb
43,39 90% 78,01 30,05 NoWordNetFCANoVerb
43,27 75% 69,65 31,38 NoLocNomWordnetPruned
43,26 85% 68,81 31,55 NoWordNetFCANoVerb
42,5 55% 53,82 35,12 NoWordNetComboHearst
42,47 40% 43,61 41,38 NoWordNetFCANoVerb
42,43 50% 45,47 39,76 NoWordNetFCANoVerb
41,87 80% 73,06 29,35 NoLocNomWordnetPruned
41,76 45% 43,69 39,99 NoWordNetFCANoVerb
37,57 35% 38,88 36,35 NormalWordnetPruned
35,76 25% 36,95 34,65 NormalCombo

WordnetHearstHeuristic
34,85 30% 39,94 30,91 NormalCombo

WordnetHearstHeuristic
34,04 20% 26,88 46,42 NoWordNet

ComboHeuristic
32,89 15% 26,54 43,25 NormalFCANoVerb

Tab. 5.6 � Meilleures ontologies en fonction du pourcentage ν (β = 1).
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combinaison de Text-To-Onto et de l'ontologie WordNet bâtie en fonction des mots de
la requête. En e�et, il est tout à fait normal qu�une ontologie de domaine donne de
meilleurs résultats sur un corpus de documents plutôt qu'une ontologie aussi générale
que WordNet. Ceci signi�e donc qu'il ne sera plus nécessaire de désambiguïser les mots
de la requête de l�usager (puisque SeseiOnto ne se servira que de l'ontologie Text-To-
Onto). Même pour les cas où le rappel et la précision sont favorisés à un niveau égal
dans la mesure-F, l'utilisation d'une ontologie Text-To-Onto est su�sante.

Le fait de ne plus utiliser WordNet comme ontologie permet à l�usager d�économiser
du temps puisqu'il n'a qu'à envoyer sa requête directement à SeseiOnto sans spéci�er
le sens de chacun des mots de sa requête. Ce score plus élevé pour les ontologies sans
WordNet est probablement expliqué par le fait qu'il était impossible d'apparier deux
concepts étant à la fois dans l'ontologie WordNet et dans l'ontologie Text-To-Onto. Soit
on ne trouvait pas de concept supérieur commun, soit le seul concept commun était le
type universel. De plus, il faut se rappeler que l'ontologie Text-To-Onto est bâtie en
fonction des documents de notre domaine plutôt qu'en fonction de la requête. Il est
donc plus probable dans ce cas d'avoir une ontologie valide qui représente bien notre
domaine de connaissances et qui facilite la recherche d'information sur ce dernier. Il est
donc raisonnable de penser qu'une ontologie bâtie à l'aide de Text-To-Onto contienne
assez de sémantique pour représenter les questions potentielles sur un domaine précis.

5.3.4 In�uence des locutions nominales

Nous avons vu que SeseiOnto avait des performances qui variaient en fonction de
l'utilisation ou non de l'ontologie WordNet bâtie à l'aide des mots formant la requête
de l'usager. Dès le début de ce mémoire, nous avons mentionné qu'en plus d'analyser
l'impact qu'avait sur Sesei une ontologie générée automatiquement, nous voulions voir
quelle in�uence aurait l'utilisation des locutions nominales sur le rappel et la précision de
SeseiOnto. Évaluons donc maintenant l'apport de celles-ci sur les recherches e�ectuées
avec ce système.

Rappelons d'abord qu'une locution nominale est un mot composé. Ainsi, si l'on
a utilisé les locutions nominales pour une recherche avec SeseiOnto, l'expression lung
cancer sera traitée comme un seul concept plutôt que comme deux concepts distincts
(lung et cancer). Ceci aura ainsi pour e�et d'éviter des appariements inutiles et nous
garantira que lorsque l'on cherche de l'information sur le cancer du poumon, on parlera
uniquement de ce type de cancer. Bien sûr, cette spécialisation pourrait également
inciter Sesei à ne pas considérer une phrase où il y a le mot cancer mais où on ne
retrouve pas le mot poumon.
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Un des premiers points que nous avons notés dans nos expériences est que l'utili-
sation de locutions nominales nous fournit des graphes conceptuels que l'on pourrait
considérer plus valides que ceux que nous donnait la version originale de Sesei, en
fonction de la sémantique qu'ils représentent. En e�et, quand nous interprétons les
GC générés par SeseiOnto, ils semblent plus proches de la sémantique véhiculée par la
phrase que les GC de Sesei. Bien sûr, ce critère d'évaluation de validité est très subjectif
puisqu'il dépend de l'interprétation de la sémantique faite par un être humain.

De plus, ce résultat est quelque peu biaisé car nous utilisons maintenant la version
commerciale de Connexor plutôt que la version gratuite qui était utilisé dans Sesei. À la
�gure 5.3, on peut voir le graphe conceptuel pour la phrase � a canadian biotechnology
company o�ers a cure for lung cancer � avec la version originale de Sesei. La �gure
5.4 nous montre le graphe conceptuel pour la même phrase avec SeseiOnto et avec
l'utilisation de locutions nominales.

Fig. 5.3 � Graphe conceptuel sans locution nominale.
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Fig. 5.4 � Graphe conceptuel avec locutions nominales.

Une des premières di�érences que l'on note est que dans SeseiOnto, c'est la compa-
gnie qui est canadienne et nous plus les biotechnologies. Cette amélioration est assuré-
ment due à l'utilisation de la version commerciale de Connexor plutôt que de la version
d'essai. Puisque nous disposons d'un meilleur analyseur syntaxique, il est maintenant
plus facile d'obtenir un graphe conceptuel valide. Une autre di�érence que l'on peut
observer est que dans le nouveau GC, on trouve un remède pour le cancer du poumon
et non plus pour le cancer qui a comme attribut poumon. Cette amélioration découle
par conséquent directement de l'utilisation des locutions nominales. On voit donc que
ces locutions nous fournissent des GC possédant une sémantique plus concise.

Après analyse des résultats, nous avons également pu voir que l'utilisation des lo-
cutions nominales nous fournit une amélioration de la précision et du taux de rappel.
Cette situation se répète, peu importe quel a été le pourcentage ν utilisé pour établir
le seuil. On peut constater cette situation dans le tableau 5.7. Ce tableau expose les
scores pour les 24 ontologies utilisées dans nos tests. On retrouve également le score
pour Sesei ainsi que Sesei sans locution nominale. Le pourcentage de documents valides
utilisés est de 40% puisque c'est celui-ci qui nous a donné les meilleurs résultats dans
nos tests quand la précision est favorisée (voir section 5.3.2). Les ontologies dans le
tableau sont classées en fonction du meilleur score obtenu avec la mesure-F avec un β

de 0,5 (donc, où la précision est favorisée).

Dans le tableau, on peut constater que la meilleure ontologie sans locution nominale
occupe seulement la quatorzième position. Les performances sont encore moins bonnes
que celles de Sesei. Sans locution nominale, la précision baisse d'au moins 7% bien que le
rappel puisse être meilleur de 0 à 2%. Ceci peut s'expliquer par le fait que les locutions
nominales auront tendance à augmenter la précision. En e�et, la liste des supérieurs
logiques de � cancer du poumon � sera beaucoup plus restreinte que la combinaison de
la liste des supérieurs logiques du concept cancer et du concept poumon. Si l'on n'utilise
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Mesure-F Rappel Précision Ontologie

41,81 43,61 41,38 NoWordNetFCANoVerb
41,13 44,23 40,42 NoWordNetComboHeuristic
40,99 43,27 40,46 NoWordNetComboHearst
40,35 44,75 39,38 NoWordNetComboHearstHeuris
37,96 42,1 37,05 NoWordNetFCAVerb
37,6 44,52 36,19 NormalComboHeuristic
37,54 45,22 36,01 NormalComboHearstHeuris
37,4 42,31 36,35 NormalFCAVerb
37,27 37,27 37,27 NoWordNetWordnetPruned
36,98 44,11 35,54 NormalNormalComboHearst
36,86 44,98 35,27 NormalFCANoVerb
36,79 41,77 35,73 NoWordNetWordnetPruned1000
36,33 45,98 34,52 Sesei
36,17 45,48 34,41 NoLocNomWordnetPruned1000

35,94 41,07 34,85 NormalWordnetPruned
35,31 43,98 33,65 NoLocNomFCANoVerb

35,1 44,45 33,35 NoLocNomComboHearstHeuris

34,86 44,36 33,09 NoLocNomComboHeuristic

34,52 42,73 32,94 NoWordNetComboWordnetHearstHeuristic
34,34 43,39 32,64 NormalWordnetPruned1000
34,25 44,97 32,32 NormalComboWordnetHearstHeuristic
34,09 44,53 32,2 NoLocNomFCAVerb

34,06 44,53 32,17 NoLocNomSesei

34,02 43,05 32,33 NoLocNomComboHearst

33,48 40,79 32,04 NoLocNomWordnetPruned

32,78 41,79 31,1 NoLocNomCombo

WordnetHearstHeuristic

Tab. 5.7 � Meilleures ontologies avec un pourcentage ν de 40% et avec précision favorisée dans le

calcul de la mesure-F.
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pas les locutions nominales, le taux de rappel devrait par conséquent être augmenté.
Malgré tout, si on regarde la mesure-F, on peut voir que le fait de ne pas utiliser des
locutions nominales peut nuire au taux global de rappel et de précision.

5.3.5 Comparaison avec Coveo

Nous avons précédemment évalué les performances de SeseiOnto en le comparant
principalement avec Sesei. Au-delà de cette évaluation, il serait intéressant de voir com-
ment SeseiOnto se compare maintenant aux techniques de recherche booléenne clas-
siques, méthodes couramment employées pour la recherche de documents sur Internet.
Un des moteurs utilisant ce type de méthode est Coveo.

Coveo Enterprise Search 4 est un moteur de recherche pour les organisations voulant
gérer l'information électronique dont elles disposent. Celui-ci permet d'indexer les docu-
ments Word, texte, HTML, PDF et autres. Avec Coveo, on peut e�ectuer des recherches
sur ces documents à l'aide de mots clés. Son principe de recherche est sensiblement le
même que l'outil Google. La compagnie Google o�re d'ailleurs un produit similaire à
Coveo pour la recherche dans un intranet. Dans notre recherche, nous étions intéressés
à avoir une comparaison de SeseiOnto avec un moteur de recherche traditionnel. Ce qui
est intéressant avec Coveo est qu'il permet d'indexer jusqu'à 5 000 documents gratui-
tement. Nous avons donc indexé les 1 239 documents de la CF Database à l'aide de
ce dernier. Nous avons par la suite utilisé une version abrégée des requêtes de la CF
Database pour pouvoir les envoyer à Coveo. Par exemple, une question comme � What
is the lipid composition of cystic �brosis respiratory secretions ? � devenait donc � li-
pid composition cystic �brosis respiratory secretion � . Nous nous sommes ainsi rendu
compte qu'avec Coveo, on ne renvoyait des documents à l'usager que pour seulement 27
requêtes. Bien sûr, ce résultat est à prendre avec un grain de sel car si un des mots-clés
de la requête n'est pas contenu dans un document ressource, Coveo ne renverra pas
ce document à l'usager. Sesei a l'avantage de pouvoir considérer tous les documents
relatifs à la requête comme des documents potentiels. Nous avons donc évalué le rappel
et la précision de Coveo pour les 27 requêtes sur les 100 de la CF Database. On atteint
un taux de rappel de 11,23% et une précision de 35,64% ce qui donne une mesure-F de
17,08% (avec β = 1). La précision est ainsi à peu près équivalente à celle de SeseiOnto
et à celle de Sesei. Si l'on considère l'ensemble des 100 requêtes pour le calcul du rappel
et de la précision, Coveo obtient un rappel de 3,05%, une précision de 9,62% et une
mesure-F de 4,61% (avec β = 1).

4http://www.coveo.com

http://www.coveo.com
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Par contre, pour une précision égale avec Coveo, le taux de rappel de Sesei sera de
46%. SeseiOnto quant à lui est capable d'atteindre une précision de 42% avec un taux
de rappel de 43% (et donc une mesure-F de 42% ce qui est deux fois plus élevé que
Coveo). Par contre, Coveo possède l'avantage d'avoir un temps de réponse quasi instan-
tané. Mais dans un contexte où l'on voudrait avoir une forte précision et un meilleur
taux de rappel, SeseiOnto nous montre tout son potentiel. En plus de permettre de
répondre à une question formulée en langage naturel, donc une manière plus innée pour
un usager, SeseiOnto pourra identi�er précisément la phrase la plus signi�cative dans
le document, et ce, peu importe sa taille. De plus, grâce à l'utilisation des hyperonymes
et des hyponymes, SeseiOnto augmente le potentiel de recherche de phrases candidates
intéressantes. En e�et, puisque Coveo se base uniquement sur les mots-clés pour e�ec-
tuer ses recherches, si un mot-clé n'est pas trouvé dans un document, celui-ci n'est tout
simplement pas considéré. Grâce aux ontologies que SeseiOnto utilise, il serait capable,
par exemple, de voir qu'un document contenant le mot cabriolet pourrait être pertinent
par rapport à une requête contenant le mot voiture. Ce ne sera pas le cas dans Coveo.

5.4 Méthodologie d'utilisation

À la lumière des résultats obtenus, il serait intéressant de présenter certaines in-
dications permettant de mieux cibler les conditions gagnantes pour pouvoir utiliser
e�cacement SeseiOnto. Cette section présente donc des lignes directrices pour un utili-
sateur potentiel voulant se servir de SeseiOnto adéquatement. L'utilisateur ciblé est une
personne voulant e�ectuer une recherche de documents électroniques dans un intranet
corporatif.

La première étape pour pouvoir se servir de SeseiOnto est de construire di�érentes
ontologies à partir des documents composant le corpus en utilisant le logiciel Text-To-
Onto. On peut ainsi créer sept ontologies di�érentes (les sept ontologies présentées à la
section 5.2).

Le choix d'une ontologie n'est pas une tâche simple puisque le niveau de rappel et
de précision variera beaucoup selon celle qui est utilisée. Par contre, nous croyons que
l'on peut d'emblée éliminer les ontologies FCAVerb, ComboHearstHeuristic, Wordnet-
Pruned et ComboWordnetHearstHeuristic car elles obtiennent de piètres résultats et
que leur temps d'exécution est trop considérable (voir l'annexe C). En e�et, soit par
leur contenu pauvre sémantiquement (ontologies FCAVerb, ComboHearstHeuristic), soit
par leur taille considérable (ontologies WordnetPruned et ComboWordnetHearstHeuris-
tic), ces ontologies ne permettent pas d'atteindre des résultats satisfaisants. Nous ne
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recommandons donc par leur emploi dans un environnement corporatif.

Plutôt, nous croyons plus adéquat de privilégier les ontologies FCANoVerb, Combo-
Hearst et ComboHeuristic. En e�et, l'ontologie FCANoVerb obtient la meilleure mesure-
F (avec β = 0,5) pour quinze pourcentages ν sur seize, suivi de ComboHearst et Com-
boHeuristic. Nous pouvons a�rmer ceci car ce sont ces ontologies qui maximisent le
taux de rappel et de précision, et ce, pour la très grande majorité des pourcentages ν

utilisés pour établir le seuil de validité des documents analysés par SeseiOnto. En e�et,
le lecteur qui analyse les données disponibles dans l'annexe B pourra constater ce fait.
Par contre, il est bien évident que le choix de l'ontologie � idéale � variera beaucoup en
fonction du corpus que l'on traite et surtout, de ce que l'on tient à favoriser (rappel,
précision ou les deux). De plus, ces conclusions ne sont basées que sur nos expériences
avec la CF Database et pourraient ne pas être valides avec d'autres environnements de
test.

Après avoir choisi une ontologie à tester, le cogniticien devra déterminer quel sera
le pourcentage ν à utiliser pour établir le seuil. Suite à nos tests, il semble être idéal de
prendre un ν se situant entre 40% et 50%. Avec un pourcentage ν de 40%, on obtient
une mesure-F de 41,81%, une précision de 41,38% et un taux de rappel de 43,61%. Avec
le même ν et un β de 1, on obtient une mesure-F de 42,47% ce qui est tout de même
respectable.

Le pourcentage ν idéal est donc dans l'intervalle [40, 50] puisque c'est avec ces
valeurs que la précision et le rappel sont tous les deux à leur maximum. En d'autres
termes, c'est dans cet intervalle que la mesure-F est la plus élevée (voir les �gures 5.1 et
5.2 présentées précédemment). On fera varier le pourcentage ν en fonction du rapport
auquel on veut favoriser le rappel et la précision. Dans l'intervalle [40, 50], le rappel, la
précision et la mesure-F obtiennent tous les trois une score plus élevé ou égal à 40%.
Cela semblerait indiquer que cet intervalle représente le compromis idéal entre le rappel
et la précision.

Nous recommandons également au cogniticien de se servir des locutions nominales
dans SeseiOnto car celles-ci permettent de renvoyer des documents plus signi�catifs
à l'usager, comme semblent l'indiquer nos expérimentations. La combinaison de l'on-
tologie WordNet bâtie à l'aide des mots faisant partie de la requête de l'usager avec
l'ontologie Text-To-Onto ne semble pas avoir un impact positif ni sur le rappel, ni sur
la précision de SeseiOnto. Il est donc préférable selon nous d'uniquement utiliser l'onto-
logie Text-To-Onto pour e�ectuer une recherche de documents, d'autant plus que l'on
évite l'étape de désambiguïsation de la requête ainsi.
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Si l'on récapitule, nous recommandons au cogniticien voulant employer SeseiOnto
dans un environnement corporatif :

� D'utiliser un pourcentage ν de 40%, 45% ou 50% pour établir le seuil à utiliser
dans SeseiOnto. Un tel pourcentage permettra d'obtenir des taux de rappel et de
précision satisfaisants. Le pourcentage précis à utiliser devra être validé par des
tests sur un sous-ensemble représentatif de l'ensemble des documents composant
le corpus.

� D'utiliser l'ontologie FCANoVerb avec SeseiOnto. Encore une fois, une comparai-
son des résultats de cette ontologie avec ceux obtenus avec les ontologies Combo-
Hearst et ComboHeuristic est souhaitable pour valider le choix.

� Activer l'option d'utilisation des locutions nominales dans le processus de re-
cherche pour obtenir une meilleure précision.

� Ne pas utiliser l'ontologie WordNet bâtie à partir des mots de la requête dans le
processus de recherche.

Avant que SeseiOnto puisse être utilisé dans un environnement corporatif spéci�que,
le cogniticien devra :

1. Générer l'ontologie désirée avec Text-To-Onto à partir de tous les documents
composant le corpus.

2. Faire analyser par SeseiOnto un sous-ensemble représentatif de l'ensemble des
documents composant le corpus en utilisant une liste de requêtes (environ 100).

3. Établir le pourcentage ν à utiliser pour déterminer le seuil.

4. Valider le choix de l'ontologie et du pourcentage ν sur le sous-ensemble en évaluant
les taux de rappel, de précision et la mesure-F.

Par la suite, SeseiOnto pourra être utilisé par un usager voulant e�ectuer une re-
cherche sur l'intranet corporatif de l'organisation. Bien évidemment, les points énoncés
dans cette section ne sont que des lignes directrices établies suite à nos tests avec la
CF Database. Il est probable qu'un autre environnement de test amènera des résultats
di�érents.

Cette section nous fournit donc certains indicateurs sur quelles ontologies devraient
être utilisées et quels pourcentages ν semblent être les plus adéquats. Par contre, ces
données ne sont que des pistes. Il est extrêmement di�cile de trancher catégoriquement
en faveur d'une ontologie et d'un pourcentage ν précis. L'importance de ces paramètres
variera beaucoup en fonction du corpus que l'on traite. Nous croyons ainsi que ces
éléments devront être déterminés empiriquement à l'aide de tests faits sur le corpus avec
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SeseiOnto. Par contre, une fois que ces paramètres sont établis, ce processus n'aura pas
à être répété à moins de changements majeurs dans le corpus.

5.5 Conclusion

Dans ce chapitre, nous avons présenté notre contexte d'expérimentation. Nous avons
décrit notre environnement de test ainsi que la méthodologie de test utilisée. Nous
avons discuté des di�érents résultats obtenus par SeseiOnto sur la CF Database en le
comparant à Sesei. Nous avons ainsi pu noter une amélioration dans les résultats de
SeseiOnto par rapport à Sesei. Nos résultats indiquent que l'ontologie WordNet bâtie
en fonction des mots de la requête a un impact négatif sur le processus de recherche
tandis que les locutions nominales ont apport positif sur les résultats, surtout quand
la précision est favorisée. Un des points particulièrement intéressants de SeseiOnto est
qu'il semble pouvoir battre les résultats obtenus par le moteur de recherche Coveo. Nous
avons terminé le chapitre en exposant certaines lignes directrices pour un utilisateur
éventuel qui voudrait implanter les méthodes de recherche de SeseiOnto dans un intranet
corporatif.

Ces expérimentions, bien que sommaires, nous portent à croire que SeseiOnto pour-
rait être utilisé dans un contexte professionnel. Bien que le logiciel employé au cours de
nos travaux ne soit qu'un prototype, nous croyons que SeseiOnto pourrait facilement
être adapté pour être utilisé dans un autre environnement. Nous estimons donc que les
résultats que nous avons pu obtenir sont de bons indicateurs du potentiel que possède
SeseiOnto pour la recherche de documents électroniques dans des réseaux informatiques
privés.
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Conclusion

Dans ce mémoire, nous avons présenté une nouvelle approche pour résoudre le pro-
blème de la recherche d'information à travers un corpus de documents textuels décrivant
un domaine d'application précis. Si l'on considère que les organisations ont de plus en
plus de problèmes avec l'énorme quantité d'information dont elles disposent, la question
de la recherche d'information est appelée à prendre de l'ampleur. En étant capable de
retrouver plus facilement des documents pertinents à une requête exprimée en langage
naturel, les organisations seront capables, nous l'espérons, de gérer plus e�cacement la
quantité phénoménale d'information à leur disposition. De plus, avec notre approche,
elles pourront également se servir d'une ontologie pouvant leur fournir une représenta-
tion conceptuelle de l'information dont elles disposent.

Ce travail comporte bien sûr son lot de forces et de faiblesses. Nous tenterons dans
ce qui suit de les analyser. Nous poursuivrons en exposant les perspectives d'avenir que
comporte SeseiOnto et nous terminerons par une conclusion générale du travail.

6.1 Forces et faiblesses

Un des premiers points accomplis par ce travail de recherche a été de démontrer que
SeseiOnto pouvait être utilisé comme outil de recherche d'information dans un corpus
de documents textuels, au même titre qu'un moteur de recherche conventionnel utili-
sant des techniques de recherche booléenne. Après analyse, on peut voir que SeseiOnto
obtient des résultats équivalents à ceux d'un moteur de recherche traditionnel tel que
Coveo, pour ce qui est de la précision, et des résultats meilleurs que ceux de Sesei (voir
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le chapitre 5). Par contre, pour la même précision, SeseiOnto obtient un taux de rappel
beaucoup plus élevé que Coveo et Sesei. Ces résultats ne s'appliquent bien sûr qu'aux
requêtes auxquelles Coveo a pu répondre1. La comparaison est encore plus avantageuse
pour SeseiOnto quand on prend en compte les 100 requêtes de la CF Database.

En e�et, en utilisant certaines ontologies, SeseiOnto est capable d'améliorer la préci-
sion de Sesei jusqu'à 8%, tout en gardant un taux de rappel semblable. Cette améliora-
tion de 8% de la précision est non négligeable quand on travaille dans un environnement
où la précision des documents retournés à l'usager occupe une place prépondérante. En
prenant compte à la fois le rappel et la précision, c'est-à-dire en calculant la mesure-F,
SeseiOnto est capable de produire des améliorations de l'ordre de 5% par rapport à
Sesei. Ce résultat démontre ainsi que SeseiOnto améliore non seulement la précision
mais également le rappel et donc, représente un avantage dans le cas de recherche de
documents faisant partie d'un corpus donné.

Nous avons également pu voir au cours de cette recherche que l'utilisation d'une on-
tologie générée automatiquement améliorait signi�cativement la précision des recherches
par rapport à l'utilisation d'une ontologie générée à partir des mots de la requête. Dans
nos tests, nous avons pu constater que quand SeseiOnto utilisait uniquement une onto-
logie Text-To-Onto sans se servir de l'ontologie WordNet bâtie en fonction des mots de
la requête, on obtenait de meilleurs résultats que quand SeseiOnto se servait d'une com-
binaison de l'ontologie Text-To-Onto et de WordNet adapté à la requête en cours. Ceci
indique qu'il vaut mieux utiliser une ontologie générée automatiquement par Text-To-
Onto plutôt que de demander à l'usager la tâche fastidieuse de désambiguïser chacun des
mots de ses requêtes. En e�et, pour obtenir l'ontologie WordNet adaptée à la requête,
l'usager a à spéci�er le sens des mots que celle-ci contient.

Notre méthode permet en plus d'obtenir automatiquement une ontologie représen-
tative du domaine. Cette tâche est habituellement assez longue à réaliser et requiert des
connaissances poussées sur le champ de la connaissance que l'on traite. Text-To-Onto
permet d'automatiser, du moins partiellement, ce processus. La méthode proposée ap-
porte également une amélioration au niveau de la précision grâce à l'emploi des locutions
nominales dans le processus de recherche de SeseiOnto.

Bien sûr, cette méthode n'est pas sans ses lacunes et certains points restent à amé-
liorer. L'utilisation de Connexor pose tout d'abord problème car ce dernier est un lo-
giciel assez onéreux. Nous croyons qu'il ne serait pas très complexe de convertir le
système pour qu'il puisse être utilisé avec un analyseur syntaxique tel que la Link

1Puisque Coveo se base uniquement sur des mots-clés pour e�ectuer ses recherches. En e�et, si un

mot-clé n'est pas trouvé dans un document, celui-ci n'est tout simplement pas considéré.
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Grammar [Sleator and Temperley, 1993] qui est disponible gratuitement. Aussi, le pro-
cessus d'analyse de phrases avec Connexor est assez long. Une optimisation ou encore
l'utilisation d'un autre analyseur syntaxique pourrait possiblement rendre cette phase
d'analyse plus rapide.

Le temps de traitement est d'ailleurs un problème dans le système. Répondre à
une requête peut prendre de trois à dix minutes, dépendamment de l'ontologie utili-
sée. Certaines ontologies très profondes demandent un temps de calcul énorme. Nous
croyons par contre que ce point est surtout dû à l'API de Kaon (dont se sert Text-
To-Onto pour traiter les éléments de l'ontologie). Kaon est relativement lent et cela
peut prendre beaucoup de temps pour e�ectuer des recherches sur une ontologie. Nous
supposons que le temps de traitement n'était pas le critère principal de ses créateurs.
Un travail d'optimisation à ce niveau saurait sûrement améliorer le temps d'exécution
de SeseiOnto. Une autre amélioration au niveau du temps de traitement serait de gar-
der dans un �chier une version � hiérarchie de types � de notre ontologie Text-To-Onto
pour éviter une conversion à chaque exécution. On pourrait également employer des
méthodes d'indexation des documents faisant partie du corpus et ainsi, améliorer le
processus de recherche.

Le fait que l'on ait besoin dans notre approche d'apparier une centaine de requêtes
aux documents qui leur sont signi�catifs dans le corpus représente un certain problème
bien que cette étape n'ait à être e�ectuée qu'une seule fois, au début de l'implantation
du système. Notre méthode nécessitera donc la présence d'au moins un expert du do-
maine à analyser, expert pouvant apparier des requêtes d'usagers avec des documents
électroniques et juger ainsi de la pertinence de ceux-ci.

Ce travail a comme lacune de ne pas intégrer les ontologies fondamentales dans son
processus de recherche. Comme mentionné au chapitre 2, les ontologies fondamentales
permettent entre autres de véri�er la cohérence d'une ontologie. Ceci est particulière-
ment pertinent dans un contexte de recherche d'information sémantique. Une ontologie
formelle aurait pu nous permettre d'analyser la cohérence des ontologies créées par Text-
To-Onto. Nous avons plutôt choisi de faire cette véri�cation empiriquement à l'aide des
résultats des tests sur la CF Database. Notre choix s'étant arrêté sur Text-To-Onto
pour la création automatique d'ontologies, nous avons préféré ne pas incorporer un mé-
canisme de véri�cation de la cohérence de ces ontologies pour plutôt nous concentrer
sur l'évaluation de SeseiOnto avec un corpus de documents. Par contre, l'intégration
des ontologies formelles à notre travail sera sans doute nécessaire si l'on veut un jour
utiliser SeseiOnto dans un contexte professionnel. L'utilisation d'ontologies formelles
permettrait également de mieux positionner notre travail par rapport au Web séman-
tique.
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Finalement, un autre problème est le traitement des homographes dans l'ontologie
Text-To-Onto. Si deux mots dans l'ontologie ont la même orthographe, c'est le pre-
mier rencontré qui sera considéré par SeseiOnto. L'autre sera tout simplement mis de
côté. Il faudrait être capable d'identi�er le sens de deux homographes. Un processus de
désambiguïsation pourrait être appliqué à ce niveau pour permettre de reconnaître la
signi�cation d'un mot dans l'ontologie. Ce processus de désambiguïsation est envisa-
geable puisque notre recherche est faite pour s'appliquer à un domaine précis. Pour le
domaine médical par exemple, il y a de fortes chances que le mot sujet signi�e le sujet
d'une expérience et non pas le sujet d'une phrase. Cette désambiguïsation pourrait être
e�ectuée à partir de l'ontologie de Text-To-Onto ainsi que du corpus de documents
pour voir dans quel contexte (entre quels mots) apparaît le concept ambigu. Bien sûr,
la désambiguïsation étant un vaste problème en soi, sa résolution dépasse la portée de
ce mémoire.

6.2 Perspectives d'avenir

1) Nous avons identi�é certaines perspectives de recherche pour notre projet. Un des
premiers points qui pourrait être à étudier est le développement d'un système d'analyse
syntaxique adapté pour SeseiOnto. Par � adapté � , nous entendons ayant un code
source plus intégré et surtout, plus optimisé en fonction du code source de SeseiOnto.
Ce processus pourrait être fait à l'aide de Connexor, de la Link Grammar, ou autre.
Puisque nous disposons d'un corpus de documents, il serait possible d'e�ectuer une
pré-analyse sur chacune des phrases du corpus et ainsi avoir à notre disposition des
phrases dont la partie du discours a déjà été identi�ée. Ainsi, le temps de traitement
serait probablement réduit de beaucoup et ceci rendrait, par le fait même, le temps
d'exécution d'une requête avec SeseiOnto beaucoup plus acceptable pour l'usager.

2) Dans le cas où la recherche porte sur des résumés d'articles scienti�ques, l'utili-
sation de mots-clés en rapport avec ces résumés serait envisageable. Ces derniers per-
mettraient de mieux identi�er le contenu d'un texte. Ainsi, on pourrait se servir de
ces mots-clés pour mieux apparier des résumés avec les mots de la requête de l'usa-
ger. Ils pourraient également permettre d'e�ectuer une pré-analyse sur le contenu d'un
document en supposant que ces mots-clés soient représentatifs du contenu de celui-ci.

3) De nombreuses possibilités o�ertes par Text-To-Onto n'ont pas été exploitées.
Nous aurions pu entre autres utiliser les instances des concepts de l'ontologie ainsi que
les relations non taxonomiques. Les algorithmes d'appariement de graphes conceptuels
de Sesei auraient alors eu à être modi�és.
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4) Une évaluation intéressante serait de comparer les résultats de SeseiOnto quand
celui-ci se sert d'une ontologie construite par un être humain. On pourrait ainsi voir les
di�érences de performances entre une ontologie bâtie automatiquement et une ontologie
construite et validée par un humain. En plus d'utiliser une ontologie construite entière-
ment par un être humain, on pourrait également se servir d'une ontologie Text-To-Onto
validée par un expert du domaine. Ainsi, après que le processus d'acquisition automa-
tique d'une ontologie soit terminé, un expert pourrait valider si l'ontologie manque de
concepts, de structure ou si elle doit plutôt être élaguée. Si c'est le cas, on modi�erait
l'ontologie en conséquence à l'aide de Text-To-Onto. On pourrait par la suite véri�er
si une ontologie validée par un expert donne de meilleurs résultats avec SeseiOnto par
rapport à une ontologie non validée.

5) Dans le même ordre idée, il serait bien d'avoir un système où l'on pourrait mémo-
riser les appariements fructueux entre deux GC. Pour classer les appariements ayant le
plus de potentiel, on pourrait utiliser les rétroactions de l'usager sur la qualité d'apparie-
ment entre deux graphes. Il serait alors probablement envisageable de développer une
méthodologie d'apprentissage automatique avec SeseiOnto à partir de ces ensembles
d'entraînement pour pouvoir ainsi améliorer constamment son processus d'union de
graphes conceptuels. Suite aux rétroactions fournies par un usager, on pourrait alors
également travailler à modi�er et à améliorer l'algorithme d'appariement de graphes de
ressource et de graphes de requête de SeseiOnto. Il serait possible ainsi d'obtenir une
amélioration encore plus grande du taux de rappel et de précision de SeseiOnto.

6) Il serait également pertinent de comparer SeseiOnto aux résultats obtenus dans
les di�érentes conférences TREC. Pour ce faire, il serait nécessaire de regrouper les
questions de TREC portant sur le même domaine. Il faudrait aussi bien sûr élargir les
expérimentations en testant SeseiOnto sur d'autres corpus du type de la CF Database.
On pourrait ainsi mieux comparer nos résultats avec d'autres environnements. Une des
principales embûches dans ce cas serait le temps de traitement nécessaire. Une requête
avec SeseiOnto prend environ huit minutes à s'exécuter (parfois plus, dépendamment
de la complexité et de la taille de la phrase requête). Plus il y a de phrases requêtes
à tester et plus le corpus est vaste, plus il sera long de faire rouler les tests. Ce sera
particulièrement vrai dans un environnement comme TREC qui contient des téraoctets
d'information. Ce temps de traitement devra être multiplié par le nombre d'ontolo-
gies que l'on veut tester puisqu'il faut faire réexécuter les tests pour chaque nouvelle
ontologie.

7) Un autre point très intéressant à véri�er serait le fonctionnement de SeseiOnto
dans un corpus évolutif. Devrait-on modi�er l'ontologie à chaque fois qu'un document
est ajouté ou enlevé du corpus ? Quel sera l'impact de ces ajouts et de ces retraits ?
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Une ontologie bâtie avec un nombre su�sant de documents sera-t-elle assez riche pour
ne nécessiter que très rarement des modi�cations ?

6.3 Conclusion du travail

Ce travail visait à véri�er si l'utilisation d'une ontologie générée automatiquement
pouvait améliorer le taux de rappel et de précision dans un système de recherche d'in-
formation sémantique. Nous voulions également véri�er si l'emploi des locutions nomi-
nales dans le processus de recherche de SeseiOnto avait un impact positif sur ce dernier.
Nous avons pu évaluer si c'était bien le cas et sous quelles conditions. Le processus de
construction d'une ontologie étant très long, il est avantageux de constater qu'il est
possible d'utiliser des mécanismes de construction automatique d'une ontologie pour
obtenir des résultats satisfaisants, non seulement en termes de rappel mais surtout,
en termes de précision. De plus, nous avons noté que nous étions capable d'obtenir
de meilleurs résultats que le moteur de recherche Coveo, tout en ayant une précision
équivalente. Bien que le processus de recherche avec SeseiOnto soit beaucoup plus long,
il évitera à un usager d'avoir à parcourir la liste de tous les documents qui lui sont
retournés par une recherche d'information � classique � . SeseiOnto semble avoir, du
moins selon les tests préliminaires que nous avons e�ectués, plus de chances de trou-
ver des documents pertinents à la requête tout en indiquant où exactement est située
l'information pertinente dans le document. Nous prévoyons maintenant pouvoir utiliser
SeseiOnto dans de nombreux autres domaines d'application pour véri�er que les résul-
tats obtenus dans ce projet sont validés par ces autres expérimentations. Nous espérons
ainsi que cette recherche contribuera à automatiser l'extraction d'information à partir
de documents électronique et permettra de faciliter l'exploitation de tout le potentiel
contenu dans l'autoroute de l'information, et ce, à un coût d'exploitation réaliste.
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Interface utilisateur de SeseiOnto

Fig. A.1 � Graphe conceptuel créé par SeseiOnto.
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Fig. A.2 � Résultats retournés par SeseiOnto.

Fig. A.3 � Ontologie utilisée par SeseiOnto.



Annexe B

Liste des résultats

Cette annexe contient la liste de nos résultats pour chacun des pourcentages de
documents valides considérés pour établir notre seuil. On retrouve dans la première
partie les cas où la précision et le rappel reçoivent un poids équivalents dans le calcul de
la mesure-F. Par la suite, on retrouve les cas où la précision est favorisée dans la mesure-
F (β = 0,5) et �nalement les cas où le rappel est favorisé (β = 2). Ces résultats sont
présentés pour chacun des pourcentages. On indique d'abord quel pourcentage ν a été
utilisé ainsi que le rappel, la précision, et la mesure-F atteints par la version originale de
Sesei pour ce pourcentage. Par la suite, les di�érentes ontologies sont listées en fonction
du score obtenu pour la mesure-F. On indique également la précision et le rappel obtenus
pour chaque ontologie. Rappelons qu'une ontologie dont le nom débute par NoLocNom
signi�e que les locutions nominales n'ont pas été utilisées dans le processus de recherche,
qu'une ontologie débutant par NoWordNet signi�e que l'ontologie WordNet formée à
partir des mots de la requête n'a pas été utilisée dans le processus de recherche et qu'une
ontologie dont le nom débute par Normal utilise les locutions nominales et WordNet.
Voici également un rappel des noms des di�érentes ontologies :

� WithoutOntology : Version classique de Sesei utilisée.
� FCANoVerb : Ontologie FCA sans classe lexicographique verbale.
� FCAVerb : Ontologie FCA avec les classes lexicographiques verbales de WordNet.
� ComboHeuristic : Ontologie basée uniquement sur les heuristiques de relations
verticales.

� ComboHearst : Ontologie basée uniquement sur les �ltres de Hearst.
� ComboHearstHeuris : Ontologie basée sur les �ltres de Hearst et les heuristiques
de relations verticales.

� ComboWordnetHearstHeuristic : Ontologie basée sur les �ltres de Hearst, les heu-
ristiques de relations verticales et WordNet (limite de 500 généralisations com-
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munes pour deux graphes).
� WordnetPruned : WordNet adapté en fonction du domaine (limite de 500 généra-
lisations communes pour deux graphes).

� WordnetPruned1000 : WordNet adapté en fonction du domaine (limite de 1 000
généralisations communes pour deux graphes).

B.1 Scores avec poids équivalents pour la précision et

le rappel

-----------------------------------------------------

Pourcentage de : 15%

Rappel : 22,42

Précision : 38,18

Mesure-F : 28,25

-----------------------------------------------------

Mesure-F : 32,89 ; Rappel : 26,54 ; Précision : 43,25 ; Ontologie : NormalFCAVerb

Mesure-F : 32,77 ; Rappel : 26,06 ; Précision : 44,13 ; Ontologie : NormalWordnetPruned

Mesure-F : 32,39 ; Rappel : 30,08 ; Précision : 35,08 ; Ontologie : NormalComboWordnetHearstHeuristic

Mesure-F : 32,31 ; Rappel : 25,15 ; Précision : 45,16 ; Ontologie : NormalComboHeuristic

Mesure-F : 32,25 ; Rappel : 26,73 ; Précision : 40,65 ; Ontologie : NormalComboHearst

Mesure-F : 32,07 ; Rappel : 24,72 ; Précision : 45,64 ; Ontologie : NormalComboHearstHeuris

Mesure-F : 31,99 ; Rappel : 28,74 ; Précision : 36,07 ; Ontologie : NoLocNomWithoutOntology

Mesure-F : 31,71 ; Rappel : 23,34 ; Précision : 49,45 ; Ontologie : NoWordNetFCANoVerb

Mesure-F : 31,62 ; Rappel : 23,57 ; Précision : 48,0 ; Ontologie : NormalFCANoVerb

Mesure-F : 31,55 ; Rappel : 30,07 ; Précision : 33,18 ; Ontologie : NoWordNetComboWordnetHearstHeuristic

Mesure-F : 31,55 ; Rappel : 22,95 ; Précision : 50,46 ; Ontologie : NoWordNetComboHearst

Mesure-F : 31,52 ; Rappel : 23,12 ; Précision : 49,52 ; Ontologie : NoWordNetFCAVerb

Mesure-F : 31,34 ; Rappel : 23,08 ; Précision : 48,8 ; Ontologie : NoWordNetComboHeuristic

Mesure-F : 31,19 ; Rappel : 23,17 ; Précision : 47,69 ; Ontologie : NoWordNetComboHearstHeuris

Mesure-F : 30,51 ; Rappel : 24,25 ; Précision : 41,14 ; Ontologie : NormalWordnetPruned1000

Mesure-F : 30,36 ; Rappel : 24,84 ; Précision : 39,02 ; Ontologie : NoLocNomFCANoVerb

Mesure-F : 29,65 ; Rappel : 25,04 ; Précision : 36,35 ; Ontologie : NoLocNomComboHearst

Mesure-F : 29,38 ; Rappel : 23,68 ; Précision : 38,7 ; Ontologie : NoLocNomWordnetPruned1000

Mesure-F : 29,19 ; Rappel : 24,63 ; Précision : 35,83 ; Ontologie : NoLocNomComboHeuristic

Mesure-F : 29,13 ; Rappel : 22,37 ; Précision : 41,73 ; Ontologie : NoWordNetWordnetPruned1000

Mesure-F : 29,08 ; Rappel : 23,35 ; Précision : 38,53 ; Ontologie : NoLocNomComboHearstHeuris

Mesure-F : 28,46 ; Rappel : 24,25 ; Précision : 34,44 ; Ontologie : NoLocNomFCAVerb

Mesure-F : 28,25 ; Rappel : 22,42 ; Précision : 38,18 ; Ontologie : WithoutOntology

Mesure-F : 27,76 ; Rappel : 21,31 ; Précision : 39,8 ; Ontologie : NoWordNetWordnetPruned

Mesure-F : 26,53 ; Rappel : 21,86 ; Précision : 33,74 ; Ontologie : NoLocNomWordnetPruned

Mesure-F : 23,59 ; Rappel : 18,78 ; Précision : 31,7 ; Ontologie : NoLocNomComboWordnetHearstHeuristic

-----------------------------------------------------

Pourcentage de : 20%

Rappel : 26,75

Précision : 38,65

Mesure-F : 31,62

-----------------------------------------------------

Mesure-F : 34,05 ; Rappel : 26,88 ; Précision : 46,42 ; Ontologie : NoWordNetComboHeuristic

Mesure-F : 33,8 ; Rappel : 26,94 ; Précision : 45,36 ; Ontologie : NoWordNetComboHearstHeuris

Mesure-F : 33,69 ; Rappel : 26,38 ; Précision : 46,61 ; Ontologie : NoWordNetFCANoVerb

Mesure-F : 33,58 ; Rappel : 26,09 ; Précision : 47,1 ; Ontologie : NoWordNetComboHearst

Mesure-F : 33,36 ; Rappel : 33,22 ; Précision : 33,51 ; Ontologie : NormalComboWordnetHearstHeuristic

Mesure-F : 33,03 ; Rappel : 27,89 ; Précision : 40,49 ; Ontologie : NormalFCAVerb

Mesure-F : 33,03 ; Rappel : 25,52 ; Précision : 46,79 ; Ontologie : NormalFCANoVerb

Mesure-F : 32,84 ; Rappel : 26,13 ; Précision : 44,18 ; Ontologie : NoWordNetFCAVerb

Mesure-F : 32,43 ; Rappel : 26,3 ; Précision : 42,28 ; Ontologie : NormalComboHeuristic

Mesure-F : 32,04 ; Rappel : 25,2 ; Précision : 43,97 ; Ontologie : NormalComboHearstHeuris

Mesure-F : 31,63 ; Rappel : 27,5 ; Précision : 37,22 ; Ontologie : NormalWordnetPruned

Mesure-F : 31,62 ; Rappel : 26,75 ; Précision : 38,65 ; Ontologie : WithoutOntology

Mesure-F : 31,5 ; Rappel : 26,75 ; Précision : 38,29 ; Ontologie : NormalComboHearst

Mesure-F : 30,97 ; Rappel : 27,24 ; Précision : 35,88 ; Ontologie : NoLocNomWordnetPruned1000

Mesure-F : 30,86 ; Rappel : 25,87 ; Précision : 38,24 ; Ontologie : NormalWordnetPruned1000

Mesure-F : 30,7 ; Rappel : 29,28 ; Précision : 32,26 ; Ontologie : NoLocNomWithoutOntology

Mesure-F : 30,25 ; Rappel : 27,24 ; Précision : 34,01 ; Ontologie : NoLocNomComboHearst

Mesure-F : 30,09 ; Rappel : 28,35 ; Précision : 32,05 ; Ontologie : NoWordNetComboWordnetHearstHeuristic

Mesure-F : 30,01 ; Rappel : 26,45 ; Précision : 34,67 ; Ontologie : NoLocNomFCANoVerb

Mesure-F : 29,85 ; Rappel : 25,53 ; Précision : 35,92 ; Ontologie : NoLocNomComboHearstHeuris

Mesure-F : 29,62 ; Rappel : 27,17 ; Précision : 32,56 ; Ontologie : NoLocNomFCAVerb
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Mesure-F : 29,16 ; Rappel : 24,97 ; Précision : 35,03 ; Ontologie : NoLocNomComboHeuristic

Mesure-F : 28,47 ; Rappel : 22,72 ; Précision : 38,11 ; Ontologie : NoWordNetWordnetPruned1000

Mesure-F : 28,3 ; Rappel : 22,95 ; Précision : 36,89 ; Ontologie : NoWordNetWordnetPruned

Mesure-F : 27,74 ; Rappel : 24,36 ; Précision : 32,21 ; Ontologie : NoLocNomWordnetPruned

Mesure-F : 26,76 ; Rappel : 23,83 ; Précision : 30,5 ; Ontologie : NoLocNomComboWordnetHearstHeuristic

-----------------------------------------------------

Pourcentage de : 25%

Rappel : 28,99

Précision : 38,36

Mesure-F : 33,02

-----------------------------------------------------

Mesure-F : 35,76 ; Rappel : 36,95 ; Précision : 34,65 ; Ontologie : NormalComboWordnetHearstHeuristic

Mesure-F : 35,63 ; Rappel : 30,68 ; Précision : 42,49 ; Ontologie : NoWordNetComboHeuristic

Mesure-F : 35,23 ; Rappel : 29,39 ; Précision : 43,96 ; Ontologie : NoWordNetFCANoVerb

Mesure-F : 35,22 ; Rappel : 30,65 ; Précision : 41,39 ; Ontologie : NoWordNetComboHearstHeuris

Mesure-F : 34,69 ; Rappel : 29,16 ; Précision : 42,81 ; Ontologie : NoWordNetComboHearst

Mesure-F : 34,59 ; Rappel : 29,42 ; Précision : 41,96 ; Ontologie : NormalFCANoVerb

Mesure-F : 34,08 ; Rappel : 29,39 ; Précision : 40,55 ; Ontologie : NormalFCAVerb

Mesure-F : 33,83 ; Rappel : 32,68 ; Précision : 35,07 ; Ontologie : NoWordNetComboWordnetHearstHeuristic

Mesure-F : 33,55 ; Rappel : 27,84 ; Précision : 42,2 ; Ontologie : NormalComboHearstHeuris

Mesure-F : 33,47 ; Rappel : 28,12 ; Précision : 41,34 ; Ontologie : NormalComboHeuristic

Mesure-F : 33,24 ; Rappel : 28,64 ; Précision : 39,59 ; Ontologie : NoWordNetFCAVerb

Mesure-F : 33,07 ; Rappel : 32,36 ; Précision : 33,81 ; Ontologie : NoLocNomWithoutOntology

Mesure-F : 33,02 ; Rappel : 28,99 ; Précision : 38,36 ; Ontologie : WithoutOntology

Mesure-F : 32,39 ; Rappel : 28,81 ; Précision : 36,98 ; Ontologie : NormalWordnetPruned

Mesure-F : 31,88 ; Rappel : 28,13 ; Précision : 36,79 ; Ontologie : NormalWordnetPruned1000

Mesure-F : 31,6 ; Rappel : 27,1 ; Précision : 37,89 ; Ontologie : NormalComboHearst

Mesure-F : 31,44 ; Rappel : 29,08 ; Précision : 34,22 ; Ontologie : NoLocNomWordnetPruned1000

Mesure-F : 31,44 ; Rappel : 29,9 ; Précision : 33,15 ; Ontologie : NoLocNomComboHearst

Mesure-F : 31,41 ; Rappel : 28,24 ; Précision : 35,39 ; Ontologie : NoLocNomFCANoVerb

Mesure-F : 31,41 ; Rappel : 26,85 ; Précision : 37,83 ; Ontologie : NoWordNetWordnetPruned

Mesure-F : 31,26 ; Rappel : 28,75 ; Précision : 34,26 ; Ontologie : NoLocNomComboHearstHeuris

Mesure-F : 31,03 ; Rappel : 29,37 ; Précision : 32,88 ; Ontologie : NoLocNomFCAVerb

Mesure-F : 30,58 ; Rappel : 28,08 ; Précision : 33,56 ; Ontologie : NoLocNomComboHeuristic

Mesure-F : 30,37 ; Rappel : 28,42 ; Précision : 32,61 ; Ontologie : NoLocNomWordnetPruned

Mesure-F : 29,68 ; Rappel : 24,72 ; Précision : 37,12 ; Ontologie : NoWordNetWordnetPruned1000

Mesure-F : 27,02 ; Rappel : 26,42 ; Précision : 27,64 ; Ontologie : NoLocNomComboWordnetHearstHeuristic

-----------------------------------------------------

Pourcentage de : 30%

Rappel : 35,25

Précision : 34,15

Mesure-F : 34,69

-----------------------------------------------------

Mesure-F : 34,85 ; Rappel : 39,94 ; Précision : 30,91 ; Ontologie : NormalComboWordnetHearstHeuristic

Mesure-F : 34,69 ; Rappel : 35,25 ; Précision : 34,15 ; Ontologie : WithoutOntology

Mesure-F : 34,54 ; Rappel : 30,99 ; Précision : 39,0 ; Ontologie : NoWordNetFCAVerb

Mesure-F : 34,45 ; Rappel : 31,75 ; Précision : 37,65 ; Ontologie : NormalFCANoVerb

Mesure-F : 34,38 ; Rappel : 33,18 ; Précision : 35,68 ; Ontologie : NormalWordnetPruned

Mesure-F : 34,14 ; Rappel : 28,96 ; Précision : 41,59 ; Ontologie : NoWordNetFCANoVerb

Mesure-F : 34,1 ; Rappel : 31,29 ; Précision : 37,46 ; Ontologie : NoWordNetWordnetPruned

Mesure-F : 34,06 ; Rappel : 31,56 ; Précision : 36,98 ; Ontologie : NormalComboHeuristic

Mesure-F : 34,01 ; Rappel : 31,3 ; Précision : 37,23 ; Ontologie : NormalComboHearstHeuris

Mesure-F : 33,94 ; Rappel : 33,38 ; Précision : 34,52 ; Ontologie : NormalComboHearst

Mesure-F : 33,93 ; Rappel : 33,62 ; Précision : 34,24 ; Ontologie : NormalWordnetPruned1000

Mesure-F : 33,87 ; Rappel : 29,46 ; Précision : 39,84 ; Ontologie : NoWordNetComboHeuristic

Mesure-F : 33,48 ; Rappel : 29,53 ; Précision : 38,64 ; Ontologie : NoWordNetComboHearstHeuris

Mesure-F : 33,41 ; Rappel : 28,43 ; Précision : 40,5 ; Ontologie : NoWordNetComboHearst

Mesure-F : 33,09 ; Rappel : 34,88 ; Précision : 31,48 ; Ontologie : NoWordNetComboWordnetHearstHeuristic

Mesure-F : 33,01 ; Rappel : 30,68 ; Précision : 35,73 ; Ontologie : NoWordNetWordnetPruned1000

Mesure-F : 32,81 ; Rappel : 31,97 ; Précision : 33,69 ; Ontologie : NormalFCAVerb

Mesure-F : 32,41 ; Rappel : 35,21 ; Précision : 30,02 ; Ontologie : NoLocNomWithoutOntology

Mesure-F : 32,08 ; Rappel : 34,48 ; Précision : 30,0 ; Ontologie : NoLocNomFCAVerb

Mesure-F : 31,98 ; Rappel : 32,41 ; Précision : 31,57 ; Ontologie : NoLocNomComboHearstHeuris

Mesure-F : 31,8 ; Rappel : 34,03 ; Précision : 29,85 ; Ontologie : NoLocNomComboWordnetHearstHeuristic

Mesure-F : 31,68 ; Rappel : 34,0 ; Précision : 29,66 ; Ontologie : NoLocNomComboHearst

Mesure-F : 31,29 ; Rappel : 31,5 ; Précision : 31,08 ; Ontologie : NoLocNomFCANoVerb

Mesure-F : 31,19 ; Rappel : 32,33 ; Précision : 30,12 ; Ontologie : NoLocNomComboHeuristic

Mesure-F : 30,63 ; Rappel : 29,8 ; Précision : 31,51 ; Ontologie : NoLocNomWordnetPruned1000

Mesure-F : 30,02 ; Rappel : 31,27 ; Précision : 28,87 ; Ontologie : NoLocNomWordnetPruned

-----------------------------------------------------

Pourcentage de : 35%

Rappel : 40,87

Précision : 33,08

Mesure-F : 36,56

-----------------------------------------------------

Mesure-F : 37,57 ; Rappel : 38,88 ; Précision : 36,35 ; Ontologie : NormalWordnetPruned

Mesure-F : 37,36 ; Rappel : 40,51 ; Précision : 34,66 ; Ontologie : NoLocNomWordnetPruned1000

Mesure-F : 36,56 ; Rappel : 40,87 ; Précision : 33,08 ; Ontologie : WithoutOntology

Mesure-F : 36,53 ; Rappel : 37,5 ; Précision : 35,61 ; Ontologie : NoWordNetWordnetPruned1000

Mesure-F : 36,48 ; Rappel : 36,83 ; Précision : 36,14 ; Ontologie : NoWordNetComboHeuristic

Mesure-F : 36,45 ; Rappel : 37,34 ; Précision : 35,6 ; Ontologie : NoWordNetComboHearstHeuris

Mesure-F : 36,21 ; Rappel : 41,27 ; Précision : 32,26 ; Ontologie : NoLocNomComboHearstHeuris

Mesure-F : 36,14 ; Rappel : 41,23 ; Précision : 32,17 ; Ontologie : NoLocNomComboHeuristic
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Mesure-F : 36,02 ; Rappel : 36,85 ; Précision : 35,23 ; Ontologie : NormalComboHearstHeuris

Mesure-F : 35,97 ; Rappel : 41,66 ; Précision : 31,65 ; Ontologie : NoLocNomWithoutOntology

Mesure-F : 35,91 ; Rappel : 35,67 ; Précision : 36,15 ; Ontologie : NoWordNetFCANoVerb

Mesure-F : 35,89 ; Rappel : 35,77 ; Précision : 36,01 ; Ontologie : NoWordNetComboHearst

Mesure-F : 35,84 ; Rappel : 40,33 ; Précision : 32,25 ; Ontologie : NoLocNomComboHearst

Mesure-F : 35,81 ; Rappel : 40,47 ; Précision : 32,11 ; Ontologie : NoLocNomFCANoVerb

Mesure-F : 35,69 ; Rappel : 37,93 ; Précision : 33,7 ; Ontologie : NormalFCANoVerb

Mesure-F : 35,56 ; Rappel : 36,95 ; Précision : 34,28 ; Ontologie : NormalComboHeuristic

Mesure-F : 35,37 ; Rappel : 34,14 ; Précision : 36,69 ; Ontologie : NoWordNetWordnetPruned

Mesure-F : 35,33 ; Rappel : 35,44 ; Précision : 35,22 ; Ontologie : NormalWordnetPruned1000

Mesure-F : 35,3 ; Rappel : 40,12 ; Précision : 31,52 ; Ontologie : NoLocNomFCAVerb

Mesure-F : 35,06 ; Rappel : 39,33 ; Précision : 31,63 ; Ontologie : NoLocNomWordnetPruned

Mesure-F : 34,97 ; Rappel : 36,83 ; Précision : 33,28 ; Ontologie : NoWordNetComboWordnetHearstHeuristic

Mesure-F : 34,68 ; Rappel : 37,96 ; Précision : 31,93 ; Ontologie : NormalComboHearst

Mesure-F : 34,67 ; Rappel : 34,71 ; Précision : 34,63 ; Ontologie : NoWordNetFCAVerb

Mesure-F : 34,55 ; Rappel : 36,15 ; Précision : 33,09 ; Ontologie : NormalFCAVerb

Mesure-F : 34,05 ; Rappel : 37,51 ; Précision : 31,18 ; Ontologie : NormalComboWordnetHearstHeuristic

Mesure-F : 33,16 ; Rappel : 38,79 ; Précision : 28,95 ; Ontologie : NoLocNomComboWordnetHearstHeuristic

-----------------------------------------------------

Pourcentage de : 40%

Rappel : 45,98

Précision : 34,52

Mesure-F : 39,43

-----------------------------------------------------

Mesure-F : 42,47 ; Rappel : 43,61 ; Précision : 41,38 ; Ontologie : NoWordNetFCANoVerb

Mesure-F : 42,24 ; Rappel : 44,23 ; Précision : 40,42 ; Ontologie : NoWordNetComboHeuristic

Mesure-F : 41,89 ; Rappel : 44,75 ; Précision : 39,38 ; Ontologie : NoWordNetComboHearstHeuris

Mesure-F : 41,82 ; Rappel : 43,27 ; Précision : 40,46 ; Ontologie : NoWordNetComboHearst

Mesure-F : 40,09 ; Rappel : 45,22 ; Précision : 36,01 ; Ontologie : NormalComboHearstHeuris

Mesure-F : 39,93 ; Rappel : 44,52 ; Précision : 36,19 ; Ontologie : NormalComboHeuristic

Mesure-F : 39,54 ; Rappel : 44,98 ; Précision : 35,27 ; Ontologie : NormalFCANoVerb

Mesure-F : 39,43 ; Rappel : 45,98 ; Précision : 34,52 ; Ontologie : WithoutOntology

Mesure-F : 39,41 ; Rappel : 42,1 ; Précision : 37,05 ; Ontologie : NoWordNetFCAVerb

Mesure-F : 39,36 ; Rappel : 44,11 ; Précision : 35,54 ; Ontologie : NormalComboHearst

Mesure-F : 39,18 ; Rappel : 45,48 ; Précision : 34,41 ; Ontologie : NoLocNomWordnetPruned1000

Mesure-F : 39,1 ; Rappel : 42,31 ; Précision : 36,35 ; Ontologie : NormalFCAVerb

Mesure-F : 38,51 ; Rappel : 41,77 ; Précision : 35,73 ; Ontologie : NoWordNetWordnetPruned1000

Mesure-F : 38,13 ; Rappel : 43,98 ; Précision : 33,65 ; Ontologie : NoLocNomFCANoVerb

Mesure-F : 38,11 ; Rappel : 44,45 ; Précision : 33,35 ; Ontologie : NoLocNomComboHearstHeuris

Mesure-F : 37,91 ; Rappel : 44,36 ; Précision : 33,09 ; Ontologie : NoLocNomComboHeuristic

Mesure-F : 37,71 ; Rappel : 41,07 ; Précision : 34,85 ; Ontologie : NormalWordnetPruned

Mesure-F : 37,61 ; Rappel : 44,97 ; Précision : 32,32 ; Ontologie : NormalComboWordnetHearstHeuristic

Mesure-F : 37,37 ; Rappel : 44,53 ; Précision : 32,2 ; Ontologie : NoLocNomFCAVerb

Mesure-F : 37,35 ; Rappel : 44,53 ; Précision : 32,17 ; Ontologie : NoLocNomWithoutOntology

Mesure-F : 37,27 ; Rappel : 37,27 ; Précision : 37,27 ; Ontologie : NoWordNetWordnetPruned

Mesure-F : 37,26 ; Rappel : 43,39 ; Précision : 32,64 ; Ontologie : NormalWordnetPruned1000

Mesure-F : 37,2 ; Rappel : 42,73 ; Précision : 32,94 ; Ontologie : NoWordNetComboWordnetHearstHeuristic

Mesure-F : 36,93 ; Rappel : 43,05 ; Précision : 32,33 ; Ontologie : NoLocNomComboHearst

Mesure-F : 35,89 ; Rappel : 40,79 ; Précision : 32,04 ; Ontologie : NoLocNomWordnetPruned

Mesure-F : 35,66 ; Rappel : 41,79 ; Précision : 31,1 ; Ontologie : NoLocNomComboWordnetHearstHeuristic

-----------------------------------------------------

Pourcentage de : 45%

Rappel : 44,37

Précision : 34,61

Mesure-F : 38,89

-----------------------------------------------------

Mesure-F : 41,76 ; Rappel : 43,69 ; Précision : 39,99 ; Ontologie : NoWordNetFCANoVerb

Mesure-F : 41,17 ; Rappel : 43,41 ; Précision : 39,15 ; Ontologie : NoWordNetComboHeuristic

Mesure-F : 41,07 ; Rappel : 42,92 ; Précision : 39,38 ; Ontologie : NoWordNetComboHearst

Mesure-F : 41,06 ; Rappel : 43,81 ; Précision : 38,63 ; Ontologie : NoWordNetComboHearstHeuris

Mesure-F : 40,11 ; Rappel : 47,07 ; Précision : 34,95 ; Ontologie : NormalWordnetPruned

Mesure-F : 40,01 ; Rappel : 43,59 ; Précision : 36,97 ; Ontologie : NoWordNetFCAVerb

Mesure-F : 39,86 ; Rappel : 46,74 ; Précision : 34,74 ; Ontologie : NormalComboWordnetHearstHeuristic

Mesure-F : 39,07 ; Rappel : 44,79 ; Précision : 34,65 ; Ontologie : NormalComboHearstHeuris

Mesure-F : 38,96 ; Rappel : 44,48 ; Précision : 34,66 ; Ontologie : NormalComboHeuristic

Mesure-F : 38,89 ; Rappel : 44,37 ; Précision : 34,61 ; Ontologie : WithoutOntology

Mesure-F : 38,79 ; Rappel : 46,98 ; Précision : 33,03 ; Ontologie : NoLocNomWordnetPruned1000

Mesure-F : 38,69 ; Rappel : 44,56 ; Précision : 34,18 ; Ontologie : NoWordNetComboWordnetHearstHeuristic

Mesure-F : 38,48 ; Rappel : 41,89 ; Précision : 35,59 ; Ontologie : NormalComboHearst

Mesure-F : 38,2 ; Rappel : 47,66 ; Précision : 31,87 ; Ontologie : NoLocNomFCAVerb

Mesure-F : 38,04 ; Rappel : 46,53 ; Précision : 32,17 ; Ontologie : NoLocNomComboHearstHeuris

Mesure-F : 37,88 ; Rappel : 46,4 ; Précision : 32,01 ; Ontologie : NoLocNomComboHeuristic

Mesure-F : 37,84 ; Rappel : 43,04 ; Précision : 33,76 ; Ontologie : NormalFCANoVerb

Mesure-F : 37,77 ; Rappel : 45,94 ; Précision : 32,07 ; Ontologie : NoLocNomFCANoVerb

Mesure-F : 37,73 ; Rappel : 41,11 ; Précision : 34,87 ; Ontologie : NoWordNetWordnetPruned

Mesure-F : 37,61 ; Rappel : 41,95 ; Précision : 34,09 ; Ontologie : NoWordNetWordnetPruned1000

Mesure-F : 37,45 ; Rappel : 47,73 ; Précision : 30,81 ; Ontologie : NoLocNomComboHearst

Mesure-F : 37,27 ; Rappel : 43,8 ; Précision : 32,44 ; Ontologie : NormalFCAVerb

Mesure-F : 37,21 ; Rappel : 42,86 ; Précision : 32,87 ; Ontologie : NormalWordnetPruned1000

Mesure-F : 36,84 ; Rappel : 46,44 ; Précision : 30,53 ; Ontologie : NoLocNomWordnetPruned

Mesure-F : 36,72 ; Rappel : 46,36 ; Précision : 30,4 ; Ontologie : NoLocNomWithoutOntology

Mesure-F : 34,97 ; Rappel : 38,97 ; Précision : 31,71 ; Ontologie : NoLocNomComboWordnetHearstHeuristic

-----------------------------------------------------
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Pourcentage de : 50%

Rappel : 50,03

Précision : 32,04

Mesure-F : 39,06

-----------------------------------------------------

Mesure-F : 42,42 ; Rappel : 45,47 ; Précision : 39,76 ; Ontologie : NoWordNetFCANoVerb

Mesure-F : 42,02 ; Rappel : 45,27 ; Précision : 39,2 ; Ontologie : NoWordNetComboHearst

Mesure-F : 41,57 ; Rappel : 47,15 ; Précision : 37,17 ; Ontologie : NoWordNetWordnetPruned1000

Mesure-F : 41,29 ; Rappel : 47,27 ; Précision : 36,65 ; Ontologie : NoWordNetWordnetPruned

Mesure-F : 41,23 ; Rappel : 49,53 ; Précision : 35,31 ; Ontologie : NormalFCANoVerb

Mesure-F : 41,19 ; Rappel : 43,38 ; Précision : 39,21 ; Ontologie : NoWordNetComboHeuristic

Mesure-F : 40,65 ; Rappel : 43,74 ; Précision : 37,97 ; Ontologie : NoWordNetComboHearstHeuris

Mesure-F : 40,23 ; Rappel : 45,86 ; Précision : 35,83 ; Ontologie : NoWordNetFCAVerb

Mesure-F : 40,07 ; Rappel : 47,21 ; Précision : 34,8 ; Ontologie : NormalWordnetPruned

Mesure-F : 39,06 ; Rappel : 50,03 ; Précision : 32,04 ; Ontologie : WithoutOntology

Mesure-F : 38,73 ; Rappel : 43,12 ; Précision : 35,15 ; Ontologie : NormalComboWordnetHearstHeuristic

Mesure-F : 38,57 ; Rappel : 45,8 ; Précision : 33,31 ; Ontologie : NoLocNomWordnetPruned1000

Mesure-F : 38,18 ; Rappel : 46,63 ; Précision : 32,32 ; Ontologie : NormalComboHearstHeuris

Mesure-F : 37,97 ; Rappel : 47,74 ; Précision : 31,52 ; Ontologie : NormalComboHearst

Mesure-F : 37,87 ; Rappel : 41,43 ; Précision : 34,87 ; Ontologie : NoWordNetComboWordnetHearstHeuristic

Mesure-F : 37,67 ; Rappel : 43,56 ; Précision : 33,19 ; Ontologie : NormalComboHeuristic

Mesure-F : 37,13 ; Rappel : 49,4 ; Précision : 29,74 ; Ontologie : NoLocNomFCAVerb

Mesure-F : 37,12 ; Rappel : 48,43 ; Précision : 30,09 ; Ontologie : NoLocNomWithoutOntology

Mesure-F : 37,09 ; Rappel : 47,78 ; Précision : 30,31 ; Ontologie : NoLocNomFCANoVerb

Mesure-F : 36,98 ; Rappel : 43,88 ; Précision : 31,96 ; Ontologie : NormalWordnetPruned1000

Mesure-F : 36,94 ; Rappel : 46,08 ; Précision : 30,82 ; Ontologie : NoLocNomComboHeuristic

Mesure-F : 36,93 ; Rappel : 46,05 ; Précision : 30,82 ; Ontologie : NoLocNomComboHearstHeuris

Mesure-F : 36,71 ; Rappel : 44,65 ; Précision : 31,17 ; Ontologie : NormalFCAVerb

Mesure-F : 36,62 ; Rappel : 47,89 ; Précision : 29,65 ; Ontologie : NoLocNomComboHearst

Mesure-F : 35,72 ; Rappel : 45,07 ; Précision : 29,58 ; Ontologie : NoLocNomWordnetPruned

Mesure-F : 32,67 ; Rappel : 41,04 ; Précision : 27,13 ; Ontologie : NoLocNomComboWordnetHearstHeuristic

-----------------------------------------------------

Pourcentage de : 55%

Rappel : 51,0

Précision : 29,33

Mesure-F : 37,24

-----------------------------------------------------

Mesure-F : 42,5 ; Rappel : 53,82 ; Précision : 35,12 ; Ontologie : NoWordNetComboHearst

Mesure-F : 42,38 ; Rappel : 53,93 ; Précision : 34,91 ; Ontologie : NoWordNetFCANoVerb

Mesure-F : 41,85 ; Rappel : 54,28 ; Précision : 34,05 ; Ontologie : NoWordNetComboHeuristic

Mesure-F : 41,74 ; Rappel : 54,62 ; Précision : 33,78 ; Ontologie : NoWordNetComboHearstHeuris

Mesure-F : 41,61 ; Rappel : 51,72 ; Précision : 34,81 ; Ontologie : NoWordNetFCAVerb

Mesure-F : 40,59 ; Rappel : 54,65 ; Précision : 32,29 ; Ontologie : NormalWordnetPruned

Mesure-F : 40,53 ; Rappel : 54,5 ; Précision : 32,26 ; Ontologie : NormalFCANoVerb

Mesure-F : 40,06 ; Rappel : 54,23 ; Précision : 31,76 ; Ontologie : NoWordNetWordnetPruned1000

Mesure-F : 39,76 ; Rappel : 49,94 ; Précision : 33,03 ; Ontologie : NoWordNetWordnetPruned

Mesure-F : 39,4 ; Rappel : 53,67 ; Précision : 31,13 ; Ontologie : NormalComboHearstHeuris

Mesure-F : 39,39 ; Rappel : 54,81 ; Précision : 30,74 ; Ontologie : NormalComboHearst

Mesure-F : 39,38 ; Rappel : 53,33 ; Précision : 31,22 ; Ontologie : NormalComboHeuristic

Mesure-F : 38,98 ; Rappel : 52,31 ; Précision : 31,07 ; Ontologie : NoLocNomFCANoVerb

Mesure-F : 38,96 ; Rappel : 52,18 ; Précision : 31,08 ; Ontologie : NoWordNetComboWordnetHearstHeuristic

Mesure-F : 38,73 ; Rappel : 53,12 ; Précision : 30,47 ; Ontologie : NoLocNomWordnetPruned1000

Mesure-F : 38,5 ; Rappel : 52,47 ; Précision : 30,4 ; Ontologie : NoLocNomWordnetPruned

Mesure-F : 38,42 ; Rappel : 53,3 ; Précision : 30,03 ; Ontologie : NormalComboWordnetHearstHeuristic

Mesure-F : 38,16 ; Rappel : 52,79 ; Précision : 29,88 ; Ontologie : NormalWordnetPruned1000

Mesure-F : 38,16 ; Rappel : 51,24 ; Précision : 30,4 ; Ontologie : NormalFCAVerb

Mesure-F : 37,94 ; Rappel : 49,77 ; Précision : 30,65 ; Ontologie : NoLocNomComboHearstHeuris

Mesure-F : 37,73 ; Rappel : 49,82 ; Précision : 30,36 ; Ontologie : NoLocNomComboHeuristic

Mesure-F : 37,52 ; Rappel : 49,7 ; Précision : 30,13 ; Ontologie : NoLocNomWithoutOntology

Mesure-F : 37,24 ; Rappel : 51,0 ; Précision : 29,33 ; Ontologie : WithoutOntology

Mesure-F : 36,75 ; Rappel : 50,16 ; Précision : 29,0 ; Ontologie : NoLocNomFCAVerb

Mesure-F : 36,68 ; Rappel : 51,02 ; Précision : 28,63 ; Ontologie : NoLocNomComboHearst

Mesure-F : 32,65 ; Rappel : 47,41 ; Précision : 24,9 ; Ontologie : NoLocNomComboWordnetHearstHeuristic

-----------------------------------------------------

Pourcentage de : 60%

Rappel : 59,92

Précision : 31,5

Mesure-F : 41,29

-----------------------------------------------------

Mesure-F : 44,84 ; Rappel : 61,73 ; Précision : 35,21 ; Ontologie : NoWordNetWordnetPruned1000

Mesure-F : 44,15 ; Rappel : 57,05 ; Précision : 36,01 ; Ontologie : NoWordNetFCANoVerb

Mesure-F : 44,09 ; Rappel : 56,78 ; Précision : 36,04 ; Ontologie : NoWordNetComboHearst

Mesure-F : 43,58 ; Rappel : 57,67 ; Précision : 35,02 ; Ontologie : NoWordNetFCAVerb

Mesure-F : 43,56 ; Rappel : 62,43 ; Précision : 33,45 ; Ontologie : NormalWordnetPruned1000

Mesure-F : 43,51 ; Rappel : 57,58 ; Précision : 34,96 ; Ontologie : NoWordNetWordnetPruned

Mesure-F : 43,41 ; Rappel : 60,1 ; Précision : 33,97 ; Ontologie : NormalWordnetPruned

Mesure-F : 43,05 ; Rappel : 56,81 ; Précision : 34,66 ; Ontologie : NoWordNetComboHeuristic

Mesure-F : 43,01 ; Rappel : 59,01 ; Précision : 33,83 ; Ontologie : NoLocNomWordnetPruned

Mesure-F : 42,77 ; Rappel : 57,54 ; Précision : 34,03 ; Ontologie : NoWordNetComboHearstHeuris

Mesure-F : 42,43 ; Rappel : 63,27 ; Précision : 31,92 ; Ontologie : NormalFCANoVerb

Mesure-F : 42,22 ; Rappel : 61,14 ; Précision : 32,24 ; Ontologie : NormalComboHearst

Mesure-F : 42,07 ; Rappel : 59,15 ; Précision : 32,64 ; Ontologie : NormalComboHeuristic

Mesure-F : 41,91 ; Rappel : 59,07 ; Précision : 32,48 ; Ontologie : NormalComboHearstHeuris
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Mesure-F : 41,69 ; Rappel : 57,96 ; Précision : 32,55 ; Ontologie : NormalFCAVerb

Mesure-F : 41,46 ; Rappel : 55,76 ; Précision : 33,0 ; Ontologie : NoLocNomWordnetPruned1000

Mesure-F : 41,29 ; Rappel : 59,92 ; Précision : 31,5 ; Ontologie : WithoutOntology

Mesure-F : 41,24 ; Rappel : 58,0 ; Précision : 31,99 ; Ontologie : NoLocNomFCANoVerb

Mesure-F : 40,96 ; Rappel : 56,27 ; Précision : 32,2 ; Ontologie : NoLocNomComboHearstHeuris

Mesure-F : 40,67 ; Rappel : 56,25 ; Précision : 31,85 ; Ontologie : NoLocNomComboHeuristic

Mesure-F : 40,65 ; Rappel : 59,3 ; Précision : 30,92 ; Ontologie : NoLocNomComboHearst

Mesure-F : 40,06 ; Rappel : 53,5 ; Précision : 32,02 ; Ontologie : NoWordNetComboWordnetHearstHeuristic

Mesure-F : 39,9 ; Rappel : 54,73 ; Précision : 31,39 ; Ontologie : NoLocNomWithoutOntology

Mesure-F : 39,88 ; Rappel : 55,55 ; Précision : 31,11 ; Ontologie : NoLocNomFCAVerb

Mesure-F : 39,85 ; Rappel : 57,77 ; Précision : 30,41 ; Ontologie : NormalComboWordnetHearstHeuristic

Mesure-F : 35,13 ; Rappel : 53,71 ; Précision : 26,1 ; Ontologie : NoLocNomComboWordnetHearstHeuristic

-----------------------------------------------------

Pourcentage de : 65%

Rappel : 63,12

Précision : 30,08

Mesure-F : 40,74

-----------------------------------------------------

Mesure-F : 43,66 ; Rappel : 59,16 ; Précision : 34,6 ; Ontologie : NoWordNetFCANoVerb

Mesure-F : 43,54 ; Rappel : 65,63 ; Précision : 32,57 ; Ontologie : NoWordNetWordnetPruned1000

Mesure-F : 43,54 ; Rappel : 58,93 ; Précision : 34,52 ; Ontologie : NoWordNetComboHearst

Mesure-F : 43,41 ; Rappel : 61,24 ; Précision : 33,62 ; Ontologie : NoWordNetFCAVerb

Mesure-F : 42,81 ; Rappel : 63,3 ; Précision : 32,34 ; Ontologie : NoWordNetWordnetPruned

Mesure-F : 42,7 ; Rappel : 59,32 ; Précision : 33,35 ; Ontologie : NoWordNetComboHeuristic

Mesure-F : 42,4 ; Rappel : 62,19 ; Précision : 32,17 ; Ontologie : NormalComboHeuristic

Mesure-F : 42,17 ; Rappel : 61,99 ; Précision : 31,95 ; Ontologie : NormalComboHearstHeuris

Mesure-F : 42,13 ; Rappel : 59,95 ; Précision : 32,48 ; Ontologie : NoWordNetComboHearstHeuris

Mesure-F : 42,08 ; Rappel : 63,79 ; Précision : 31,39 ; Ontologie : NormalFCANoVerb

Mesure-F : 41,9 ; Rappel : 62,52 ; Précision : 31,51 ; Ontologie : NormalWordnetPruned

Mesure-F : 41,52 ; Rappel : 64,62 ; Précision : 30,59 ; Ontologie : NormalComboHearst

Mesure-F : 41,4 ; Rappel : 62,03 ; Précision : 31,07 ; Ontologie : NormalFCAVerb

Mesure-F : 41,29 ; Rappel : 65,42 ; Précision : 30,16 ; Ontologie : NormalWordnetPruned1000

Mesure-F : 40,99 ; Rappel : 62,59 ; Précision : 30,47 ; Ontologie : NoLocNomWordnetPruned1000

Mesure-F : 40,88 ; Rappel : 62,3 ; Précision : 30,42 ; Ontologie : NoLocNomWordnetPruned

Mesure-F : 40,74 ; Rappel : 63,12 ; Précision : 30,08 ; Ontologie : WithoutOntology

Mesure-F : 39,92 ; Rappel : 61,08 ; Précision : 29,65 ; Ontologie : NoLocNomFCAVerb

Mesure-F : 39,85 ; Rappel : 63,09 ; Précision : 29,12 ; Ontologie : NoLocNomComboHearst

Mesure-F : 39,69 ; Rappel : 61,48 ; Précision : 29,3 ; Ontologie : NoLocNomFCANoVerb

Mesure-F : 39,64 ; Rappel : 62,54 ; Précision : 29,02 ; Ontologie : NoLocNomComboHearstHeuris

Mesure-F : 39,49 ; Rappel : 62,68 ; Précision : 28,83 ; Ontologie : NoLocNomComboHeuristic

Mesure-F : 39,35 ; Rappel : 58,56 ; Précision : 29,63 ; Ontologie : NoWordNetComboWordnetHearstHeuristic

Mesure-F : 38,97 ; Rappel : 62,58 ; Précision : 28,3 ; Ontologie : NoLocNomWithoutOntology

Mesure-F : 38,94 ; Rappel : 59,57 ; Précision : 28,92 ; Ontologie : NormalComboWordnetHearstHeuristic

Mesure-F : 38,72 ; Rappel : 63,24 ; Précision : 27,9 ; Ontologie : NoLocNomComboWordnetHearstHeuristic

-----------------------------------------------------

Pourcentage de : 70%

Rappel : 61,98

Précision : 27,7

Mesure-F : 38,29

-----------------------------------------------------

Mesure-F : 43,73 ; Rappel : 65,91 ; Précision : 32,72 ; Ontologie : NoWordNetFCANoVerb

Mesure-F : 43,51 ; Rappel : 65,25 ; Précision : 32,64 ; Ontologie : NoWordNetComboHearst

Mesure-F : 43,44 ; Rappel : 67,99 ; Précision : 31,92 ; Ontologie : NoLocNomWordnetPruned

Mesure-F : 42,87 ; Rappel : 67,05 ; Précision : 31,51 ; Ontologie : NoLocNomWordnetPruned1000

Mesure-F : 42,3 ; Rappel : 65,78 ; Précision : 31,17 ; Ontologie : NoWordNetWordnetPruned1000

Mesure-F : 42,11 ; Rappel : 58,03 ; Précision : 33,04 ; Ontologie : NoWordNetComboHeuristic

Mesure-F : 41,78 ; Rappel : 60,3 ; Précision : 31,96 ; Ontologie : NoWordNetFCAVerb

Mesure-F : 41,64 ; Rappel : 68,2 ; Précision : 29,97 ; Ontologie : NormalComboHeuristic

Mesure-F : 41,58 ; Rappel : 62,14 ; Précision : 31,24 ; Ontologie : NoWordNetWordnetPruned

Mesure-F : 41,44 ; Rappel : 63,48 ; Précision : 30,76 ; Ontologie : NormalWordnetPruned

Mesure-F : 41,39 ; Rappel : 67,71 ; Précision : 29,8 ; Ontologie : NormalComboHearstHeuris

Mesure-F : 41,38 ; Rappel : 58,69 ; Précision : 31,95 ; Ontologie : NoWordNetComboHearstHeuris

Mesure-F : 41,33 ; Rappel : 65,84 ; Précision : 30,12 ; Ontologie : NormalFCANoVerb

Mesure-F : 41,24 ; Rappel : 66,95 ; Précision : 29,8 ; Ontologie : NormalWordnetPruned1000

Mesure-F : 41,02 ; Rappel : 68,46 ; Précision : 29,28 ; Ontologie : NormalFCAVerb

Mesure-F : 40,51 ; Rappel : 65,0 ; Précision : 29,42 ; Ontologie : NoLocNomFCAVerb

Mesure-F : 40,51 ; Rappel : 61,43 ; Précision : 30,22 ; Ontologie : NormalComboWordnetHearstHeuristic

Mesure-F : 40,41 ; Rappel : 68,31 ; Précision : 28,69 ; Ontologie : NormalComboHearst

Mesure-F : 40,3 ; Rappel : 59,8 ; Précision : 30,39 ; Ontologie : NoWordNetComboWordnetHearstHeuristic

Mesure-F : 40,14 ; Rappel : 66,76 ; Précision : 28,7 ; Ontologie : NoLocNomComboHearst

Mesure-F : 39,85 ; Rappel : 64,71 ; Précision : 28,79 ; Ontologie : NoLocNomFCANoVerb

Mesure-F : 39,65 ; Rappel : 65,98 ; Précision : 28,34 ; Ontologie : NoLocNomComboHearstHeuris

Mesure-F : 39,61 ; Rappel : 66,18 ; Précision : 28,26 ; Ontologie : NoLocNomComboHeuristic

Mesure-F : 39,31 ; Rappel : 63,81 ; Précision : 28,4 ; Ontologie : NoLocNomWithoutOntology

Mesure-F : 38,29 ; Rappel : 61,98 ; Précision : 27,7 ; Ontologie : WithoutOntology

Mesure-F : 33,84 ; Rappel : 54,02 ; Précision : 24,64 ; Ontologie : NoLocNomComboWordnetHearstHeuristic

-----------------------------------------------------

Pourcentage de : 75%

Rappel : 69,16

Précision : 26,4

Mesure-F : 38,21

-----------------------------------------------------

Mesure-F : 43,27 ; Rappel : 69,65 ; Précision : 31,38 ; Ontologie : NoLocNomWordnetPruned
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Mesure-F : 43,17 ; Rappel : 67,29 ; Précision : 31,78 ; Ontologie : NoWordNetFCANoVerb

Mesure-F : 42,72 ; Rappel : 67,45 ; Précision : 31,26 ; Ontologie : NoWordNetComboHearst

Mesure-F : 42,68 ; Rappel : 66,53 ; Précision : 31,42 ; Ontologie : NoWordNetComboHeuristic

Mesure-F : 42,61 ; Rappel : 69,2 ; Précision : 30,78 ; Ontologie : NoWordNetWordnetPruned1000

Mesure-F : 42,34 ; Rappel : 64,36 ; Précision : 31,55 ; Ontologie : NoWordNetFCAVerb

Mesure-F : 42,06 ; Rappel : 67,23 ; Précision : 30,6 ; Ontologie : NoWordNetComboHearstHeuris

Mesure-F : 41,97 ; Rappel : 68,86 ; Précision : 30,18 ; Ontologie : NoLocNomWordnetPruned1000

Mesure-F : 41,69 ; Rappel : 68,8 ; Précision : 29,91 ; Ontologie : NormalFCANoVerb

Mesure-F : 41,29 ; Rappel : 66,62 ; Précision : 29,92 ; Ontologie : NoWordNetWordnetPruned

Mesure-F : 41,21 ; Rappel : 71,64 ; Précision : 28,92 ; Ontologie : NormalComboHearstHeuris

Mesure-F : 41,07 ; Rappel : 72,12 ; Précision : 28,71 ; Ontologie : NormalComboHeuristic

Mesure-F : 40,75 ; Rappel : 65,21 ; Précision : 29,63 ; Ontologie : NoWordNetComboWordnetHearstHeuristic

Mesure-F : 40,58 ; Rappel : 67,66 ; Précision : 28,98 ; Ontologie : NormalWordnetPruned

Mesure-F : 40,42 ; Rappel : 70,61 ; Précision : 28,31 ; Ontologie : NormalWordnetPruned1000

Mesure-F : 40,37 ; Rappel : 63,93 ; Précision : 29,5 ; Ontologie : NormalComboWordnetHearstHeuristic

Mesure-F : 40,14 ; Rappel : 74,43 ; Précision : 27,48 ; Ontologie : NormalComboHearst

Mesure-F : 39,81 ; Rappel : 72,99 ; Précision : 27,37 ; Ontologie : NormalFCAVerb

Mesure-F : 39,55 ; Rappel : 71,13 ; Précision : 27,39 ; Ontologie : NoLocNomComboHearstHeuris

Mesure-F : 39,27 ; Rappel : 71,05 ; Précision : 27,13 ; Ontologie : NoLocNomComboHeuristic

Mesure-F : 39,21 ; Rappel : 68,33 ; Précision : 27,49 ; Ontologie : NoLocNomFCAVerb

Mesure-F : 39,14 ; Rappel : 69,08 ; Précision : 27,31 ; Ontologie : NoLocNomFCANoVerb

Mesure-F : 38,9 ; Rappel : 69,74 ; Précision : 26,97 ; Ontologie : NoLocNomComboHearst

Mesure-F : 38,21 ; Rappel : 69,16 ; Précision : 26,4 ; Ontologie : WithoutOntology

Mesure-F : 37,37 ; Rappel : 65,26 ; Précision : 26,18 ; Ontologie : NoLocNomWithoutOntology

Mesure-F : 32,69 ; Rappel : 63,47 ; Précision : 22,01 ; Ontologie : NoLocNomComboWordnetHearstHeuristic

-----------------------------------------------------

Pourcentage de : 80%

Rappel : 74,78

Précision : 26,01

Mesure-F : 38,6

-----------------------------------------------------

Mesure-F : 41,88 ; Rappel : 73,06 ; Précision : 29,35 ; Ontologie : NoLocNomWordnetPruned

Mesure-F : 41,54 ; Rappel : 68,93 ; Précision : 29,73 ; Ontologie : NoWordNetComboHearst

Mesure-F : 41,52 ; Rappel : 69,14 ; Précision : 29,67 ; Ontologie : NoWordNetFCANoVerb

Mesure-F : 41,3 ; Rappel : 72,72 ; Précision : 28,84 ; Ontologie : NoWordNetWordnetPruned1000

Mesure-F : 41,27 ; Rappel : 68,76 ; Précision : 29,48 ; Ontologie : NoWordNetComboHeuristic

Mesure-F : 41,08 ; Rappel : 72,57 ; Précision : 28,65 ; Ontologie : NoLocNomWordnetPruned1000

Mesure-F : 40,72 ; Rappel : 73,7 ; Précision : 28,13 ; Ontologie : NormalComboHeuristic

Mesure-F : 40,67 ; Rappel : 72,18 ; Précision : 28,31 ; Ontologie : NoWordNetFCAVerb

Mesure-F : 40,45 ; Rappel : 69,56 ; Précision : 28,52 ; Ontologie : NoWordNetComboHearstHeuris

Mesure-F : 40,33 ; Rappel : 74,29 ; Précision : 27,68 ; Ontologie : NormalFCANoVerb

Mesure-F : 39,9 ; Rappel : 74,19 ; Précision : 27,29 ; Ontologie : NormalComboHearstHeuris

Mesure-F : 39,44 ; Rappel : 73,12 ; Précision : 27,0 ; Ontologie : NormalWordnetPruned1000

Mesure-F : 39,23 ; Rappel : 74,96 ; Précision : 26,57 ; Ontologie : NoLocNomFCAVerb

Mesure-F : 38,95 ; Rappel : 73,56 ; Précision : 26,49 ; Ontologie : NormalFCAVerb

Mesure-F : 38,79 ; Rappel : 76,81 ; Précision : 25,95 ; Ontologie : NormalComboHearst

Mesure-F : 38,64 ; Rappel : 70,52 ; Précision : 26,61 ; Ontologie : NoWordNetWordnetPruned

Mesure-F : 38,6 ; Rappel : 74,78 ; Précision : 26,01 ; Ontologie : WithoutOntology

Mesure-F : 38,58 ; Rappel : 75,44 ; Précision : 25,92 ; Ontologie : NoLocNomComboHearst

Mesure-F : 38,58 ; Rappel : 69,74 ; Précision : 26,67 ; Ontologie : NormalWordnetPruned

Mesure-F : 38,07 ; Rappel : 71,73 ; Précision : 25,91 ; Ontologie : NoLocNomFCANoVerb

Mesure-F : 38,04 ; Rappel : 72,13 ; Précision : 25,83 ; Ontologie : NoLocNomComboHeuristic

Mesure-F : 37,99 ; Rappel : 72,03 ; Précision : 25,8 ; Ontologie : NoLocNomComboHearstHeuris

Mesure-F : 37,95 ; Rappel : 73,96 ; Précision : 25,52 ; Ontologie : NoLocNomWithoutOntology

Mesure-F : 37,16 ; Rappel : 73,49 ; Précision : 24,87 ; Ontologie : NormalComboWordnetHearstHeuristic

Mesure-F : 36,44 ; Rappel : 71,32 ; Précision : 24,47 ; Ontologie : NoWordNetComboWordnetHearstHeuristic

Mesure-F : 34,27 ; Rappel : 64,78 ; Précision : 23,3 ; Ontologie : NoLocNomComboWordnetHearstHeuristic

-----------------------------------------------------

Pourcentage de : 85%

Rappel : 77,55

Précision : 26,52

Mesure-F : 39,52

-----------------------------------------------------

Mesure-F : 43,26 ; Rappel : 68,81 ; Précision : 31,55 ; Ontologie : NoWordNetFCANoVerb

Mesure-F : 43,17 ; Rappel : 67,96 ; Précision : 31,63 ; Ontologie : NoWordNetComboHeuristic

Mesure-F : 43,07 ; Rappel : 74,71 ; Précision : 30,26 ; Ontologie : NoWordNetFCAVerb

Mesure-F : 42,4 ; Rappel : 68,78 ; Précision : 30,65 ; Ontologie : NoWordNetComboHearstHeuris

Mesure-F : 42,03 ; Rappel : 73,94 ; Précision : 29,36 ; Ontologie : NoWordNetComboHearst

Mesure-F : 41,79 ; Rappel : 73,35 ; Précision : 29,22 ; Ontologie : NoWordNetWordnetPruned1000

Mesure-F : 41,73 ; Rappel : 78,59 ; Précision : 28,41 ; Ontologie : NormalComboHeuristic

Mesure-F : 41,45 ; Rappel : 73,52 ; Précision : 28,86 ; Ontologie : NormalFCANoVerb

Mesure-F : 41,32 ; Rappel : 77,68 ; Précision : 28,15 ; Ontologie : NormalComboHearstHeuris

Mesure-F : 41,16 ; Rappel : 76,45 ; Précision : 28,16 ; Ontologie : NoWordNetWordnetPruned

Mesure-F : 40,54 ; Rappel : 72,62 ; Précision : 28,12 ; Ontologie : NoLocNomWordnetPruned1000

Mesure-F : 40,38 ; Rappel : 75,22 ; Précision : 27,6 ; Ontologie : NoLocNomWordnetPruned

Mesure-F : 40,13 ; Rappel : 74,67 ; Précision : 27,44 ; Ontologie : NormalFCAVerb

Mesure-F : 39,95 ; Rappel : 76,75 ; Précision : 27,0 ; Ontologie : NormalComboHearst

Mesure-F : 39,94 ; Rappel : 74,61 ; Précision : 27,27 ; Ontologie : NormalWordnetPruned

Mesure-F : 39,88 ; Rappel : 75,07 ; Précision : 27,15 ; Ontologie : NoLocNomFCAVerb

Mesure-F : 39,81 ; Rappel : 74,64 ; Précision : 27,14 ; Ontologie : NormalWordnetPruned1000

Mesure-F : 39,6 ; Rappel : 78,54 ; Précision : 26,47 ; Ontologie : NoLocNomComboHearstHeuris

Mesure-F : 39,52 ; Rappel : 77,55 ; Précision : 26,52 ; Ontologie : WithoutOntology

Mesure-F : 39,42 ; Rappel : 74,96 ; Précision : 26,74 ; Ontologie : NoLocNomComboHearst
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Mesure-F : 39,34 ; Rappel : 78,64 ; Précision : 26,23 ; Ontologie : NoLocNomComboHeuristic

Mesure-F : 38,74 ; Rappel : 73,56 ; Précision : 26,29 ; Ontologie : NoLocNomWithoutOntology

Mesure-F : 38,54 ; Rappel : 76,72 ; Précision : 25,73 ; Ontologie : NoWordNetComboWordnetHearstHeuristic

Mesure-F : 38,43 ; Rappel : 75,54 ; Précision : 25,77 ; Ontologie : NoLocNomFCANoVerb

Mesure-F : 37,45 ; Rappel : 74,79 ; Précision : 24,98 ; Ontologie : NormalComboWordnetHearstHeuristic

Mesure-F : 37,19 ; Rappel : 69,95 ; Précision : 25,33 ; Ontologie : NoLocNomComboWordnetHearstHeuristic

-----------------------------------------------------

Pourcentage de : 90%

Rappel : 80,92

Précision : 27,11

Mesure-F : 40,61

-----------------------------------------------------

Mesure-F : 43,39 ; Rappel : 78,01 ; Précision : 30,05 ; Ontologie : NoWordNetFCANoVerb

Mesure-F : 43,37 ; Rappel : 77,33 ; Précision : 30,14 ; Ontologie : NoWordNetComboHearst

Mesure-F : 43,24 ; Rappel : 77,25 ; Précision : 30,02 ; Ontologie : NoWordNetComboHeuristic

Mesure-F : 43,2 ; Rappel : 74,25 ; Précision : 30,46 ; Ontologie : NoWordNetFCAVerb

Mesure-F : 43,14 ; Rappel : 83,55 ; Précision : 29,08 ; Ontologie : NoWordNetWordnetPruned1000

Mesure-F : 42,71 ; Rappel : 78,37 ; Précision : 29,35 ; Ontologie : NoWordNetComboHearstHeuris

Mesure-F : 42,64 ; Rappel : 79,29 ; Précision : 29,16 ; Ontologie : NormalComboHeuristic

Mesure-F : 42,45 ; Rappel : 81,33 ; Précision : 28,72 ; Ontologie : NoWordNetWordnetPruned

Mesure-F : 42,24 ; Rappel : 82,53 ; Précision : 28,38 ; Ontologie : NoLocNomWordnetPruned

Mesure-F : 41,92 ; Rappel : 79,45 ; Précision : 28,47 ; Ontologie : NormalComboHearstHeuris

Mesure-F : 41,71 ; Rappel : 80,13 ; Précision : 28,19 ; Ontologie : NoLocNomWordnetPruned1000

Mesure-F : 41,22 ; Rappel : 84,19 ; Précision : 27,29 ; Ontologie : NoLocNomComboHearst

Mesure-F : 41,22 ; Rappel : 73,88 ; Précision : 28,58 ; Ontologie : NormalFCANoVerb

Mesure-F : 41,21 ; Rappel : 78,78 ; Précision : 27,9 ; Ontologie : NormalWordnetPruned

Mesure-F : 41,0 ; Rappel : 77,13 ; Précision : 27,92 ; Ontologie : NormalFCAVerb

Mesure-F : 40,95 ; Rappel : 82,33 ; Précision : 27,25 ; Ontologie : NormalComboWordnetHearstHeuristic

Mesure-F : 40,91 ; Rappel : 79,46 ; Précision : 27,55 ; Ontologie : NormalWordnetPruned1000

Mesure-F : 40,88 ; Rappel : 82,41 ; Précision : 27,18 ; Ontologie : NoLocNomFCAVerb

Mesure-F : 40,61 ; Rappel : 80,92 ; Précision : 27,11 ; Ontologie : WithoutOntology

Mesure-F : 40,56 ; Rappel : 82,99 ; Précision : 26,84 ; Ontologie : NoLocNomWithoutOntology

Mesure-F : 40,56 ; Rappel : 84,66 ; Précision : 26,67 ; Ontologie : NoWordNetComboWordnetHearstHeuristic

Mesure-F : 40,43 ; Rappel : 78,66 ; Précision : 27,21 ; Ontologie : NormalComboHearst

Mesure-F : 40,26 ; Rappel : 78,72 ; Précision : 27,05 ; Ontologie : NoLocNomComboWordnetHearstHeuristic

Mesure-F : 39,82 ; Rappel : 80,79 ; Précision : 26,42 ; Ontologie : NoLocNomComboHearstHeuris

Mesure-F : 39,77 ; Rappel : 81,69 ; Précision : 26,28 ; Ontologie : NoLocNomComboHeuristic

Mesure-F : 38,94 ; Rappel : 77,76 ; Précision : 25,97 ; Ontologie : NoLocNomFCANoVerb
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B.2 Scores avec précision favorisée

-----------------------------------------------------

Pourcentage de : 15%

Rappel : 22,42

Précision : 38,18

Mesure-F : 33,47

-----------------------------------------------------

Mesure-F : 40,7 ; Rappel : 22,95 ; Précision : 50,46 ; Ontologie : NoWordNetComboHearst

Mesure-F : 40,41 ; Rappel : 23,34 ; Précision : 49,45 ; Ontologie : NoWordNetFCANoVerb

Mesure-F : 40,31 ; Rappel : 23,12 ; Précision : 49,52 ; Ontologie : NoWordNetFCAVerb

Mesure-F : 39,91 ; Rappel : 23,08 ; Précision : 48,8 ; Ontologie : NoWordNetComboHeuristic

Mesure-F : 39,76 ; Rappel : 23,57 ; Précision : 48,0 ; Ontologie : NormalFCANoVerb

Mesure-F : 39,36 ; Rappel : 23,17 ; Précision : 47,69 ; Ontologie : NoWordNetComboHearstHeuris

Mesure-F : 39,03 ; Rappel : 24,72 ; Précision : 45,64 ; Ontologie : NormalComboHearstHeuris

Mesure-F : 38,96 ; Rappel : 25,15 ; Précision : 45,16 ; Ontologie : NormalComboHeuristic

Mesure-F : 38,76 ; Rappel : 26,06 ; Précision : 44,13 ; Ontologie : NormalWordnetPruned

Mesure-F : 38,41 ; Rappel : 26,54 ; Précision : 43,25 ; Ontologie : NormalFCAVerb

Mesure-F : 36,82 ; Rappel : 26,73 ; Précision : 40,65 ; Ontologie : NormalComboHearst

Mesure-F : 36,11 ; Rappel : 24,25 ; Précision : 41,14 ; Ontologie : NormalWordnetPruned1000

Mesure-F : 35,57 ; Rappel : 22,37 ; Précision : 41,73 ; Ontologie : NoWordNetWordnetPruned1000

Mesure-F : 35,02 ; Rappel : 24,84 ; Précision : 39,02 ; Ontologie : NoLocNomFCANoVerb

Mesure-F : 34,34 ; Rappel : 23,68 ; Précision : 38,7 ; Ontologie : NoLocNomWordnetPruned1000

Mesure-F : 34,32 ; Rappel : 28,74 ; Précision : 36,07 ; Ontologie : NoLocNomWithoutOntology

Mesure-F : 34,1 ; Rappel : 23,35 ; Précision : 38,53 ; Ontologie : NoLocNomComboHearstHeuris

Mesure-F : 33,95 ; Rappel : 30,08 ; Précision : 35,08 ; Ontologie : NormalComboWordnetHearstHeuristic

Mesure-F : 33,91 ; Rappel : 21,31 ; Précision : 39,8 ; Ontologie : NoWordNetWordnetPruned

Mesure-F : 33,47 ; Rappel : 22,42 ; Précision : 38,18 ; Ontologie : WithoutOntology

Mesure-F : 33,34 ; Rappel : 25,04 ; Précision : 36,35 ; Ontologie : NoLocNomComboHearst

Mesure-F : 32,84 ; Rappel : 24,63 ; Précision : 35,83 ; Ontologie : NoLocNomComboHeuristic

Mesure-F : 32,51 ; Rappel : 30,07 ; Précision : 33,18 ; Ontologie : NoWordNetComboWordnetHearstHeuristic

Mesure-F : 31,77 ; Rappel : 24,25 ; Précision : 34,44 ; Ontologie : NoLocNomFCAVerb

Mesure-F : 30,43 ; Rappel : 21,86 ; Précision : 33,74 ; Ontologie : NoLocNomWordnetPruned

Mesure-F : 27,87 ; Rappel : 18,78 ; Précision : 31,7 ; Ontologie : NoLocNomComboWordnetHearstHeuristic

-----------------------------------------------------

Pourcentage de : 20%

Rappel : 26,75

Précision : 38,65

Mesure-F : 35,49

-----------------------------------------------------

Mesure-F : 40,57 ; Rappel : 26,09 ; Précision : 47,1 ; Ontologie : NoWordNetComboHearst

Mesure-F : 40,53 ; Rappel : 26,88 ; Précision : 46,42 ; Ontologie : NoWordNetComboHeuristic

Mesure-F : 40,41 ; Rappel : 26,38 ; Précision : 46,61 ; Ontologie : NoWordNetFCANoVerb

Mesure-F : 40,1 ; Rappel : 25,52 ; Précision : 46,79 ; Ontologie : NormalFCANoVerb

Mesure-F : 39,9 ; Rappel : 26,94 ; Précision : 45,36 ; Ontologie : NoWordNetComboHearstHeuris

Mesure-F : 38,82 ; Rappel : 26,13 ; Précision : 44,18 ; Ontologie : NoWordNetFCAVerb

Mesure-F : 38,27 ; Rappel : 25,2 ; Précision : 43,97 ; Ontologie : NormalComboHearstHeuris

Mesure-F : 37,7 ; Rappel : 26,3 ; Précision : 42,28 ; Ontologie : NormalComboHeuristic

Mesure-F : 37,13 ; Rappel : 27,89 ; Précision : 40,49 ; Ontologie : NormalFCAVerb

Mesure-F : 35,49 ; Rappel : 26,75 ; Précision : 38,65 ; Ontologie : WithoutOntology

Mesure-F : 35,25 ; Rappel : 26,75 ; Précision : 38,29 ; Ontologie : NormalComboHearst

Mesure-F : 34,9 ; Rappel : 25,87 ; Précision : 38,24 ; Ontologie : NormalWordnetPruned1000

Mesure-F : 34,76 ; Rappel : 27,5 ; Précision : 37,22 ; Ontologie : NormalWordnetPruned

Mesure-F : 33,74 ; Rappel : 27,24 ; Précision : 35,88 ; Ontologie : NoLocNomWordnetPruned1000

Mesure-F : 33,56 ; Rappel : 22,72 ; Précision : 38,11 ; Ontologie : NoWordNetWordnetPruned1000

Mesure-F : 33,45 ; Rappel : 33,22 ; Précision : 33,51 ; Ontologie : NormalComboWordnetHearstHeuristic

Mesure-F : 33,22 ; Rappel : 25,53 ; Précision : 35,92 ; Ontologie : NoLocNomComboHearstHeuris

Mesure-F : 32,89 ; Rappel : 22,95 ; Précision : 36,89 ; Ontologie : NoWordNetWordnetPruned

Mesure-F : 32,64 ; Rappel : 26,45 ; Précision : 34,67 ; Ontologie : NoLocNomFCANoVerb

Mesure-F : 32,42 ; Rappel : 24,97 ; Précision : 35,03 ; Ontologie : NoLocNomComboHeuristic

Mesure-F : 32,4 ; Rappel : 27,24 ; Précision : 34,01 ; Ontologie : NoLocNomComboHearst

Mesure-F : 31,62 ; Rappel : 29,28 ; Précision : 32,26 ; Ontologie : NoLocNomWithoutOntology

Mesure-F : 31,32 ; Rappel : 27,17 ; Précision : 32,56 ; Ontologie : NoLocNomFCAVerb

Mesure-F : 31,23 ; Rappel : 28,35 ; Précision : 32,05 ; Ontologie : NoWordNetComboWordnetHearstHeuristic

Mesure-F : 30,26 ; Rappel : 24,36 ; Précision : 32,21 ; Ontologie : NoLocNomWordnetPruned

Mesure-F : 28,88 ; Rappel : 23,83 ; Précision : 30,5 ; Ontologie : NoLocNomComboWordnetHearstHeuristic

-----------------------------------------------------

Pourcentage de : 25%

Rappel : 28,99

Précision : 38,36

Mesure-F : 36,03

-----------------------------------------------------

Mesure-F : 39,99 ; Rappel : 29,39 ; Précision : 43,96 ; Ontologie : NoWordNetFCANoVerb

Mesure-F : 39,45 ; Rappel : 30,68 ; Précision : 42,49 ; Ontologie : NoWordNetComboHeuristic

Mesure-F : 39,15 ; Rappel : 29,16 ; Précision : 42,81 ; Ontologie : NoWordNetComboHearst

Mesure-F : 38,68 ; Rappel : 30,65 ; Précision : 41,39 ; Ontologie : NoWordNetComboHearstHeuris

Mesure-F : 38,66 ; Rappel : 29,42 ; Précision : 41,96 ; Ontologie : NormalFCANoVerb

Mesure-F : 38,25 ; Rappel : 27,84 ; Précision : 42,2 ; Ontologie : NormalComboHearstHeuris

Mesure-F : 37,79 ; Rappel : 28,12 ; Précision : 41,34 ; Ontologie : NormalComboHeuristic

Mesure-F : 37,69 ; Rappel : 29,39 ; Précision : 40,55 ; Ontologie : NormalFCAVerb
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Mesure-F : 36,78 ; Rappel : 28,64 ; Précision : 39,59 ; Ontologie : NoWordNetFCAVerb

Mesure-F : 36,03 ; Rappel : 28,99 ; Précision : 38,36 ; Ontologie : WithoutOntology

Mesure-F : 35,1 ; Rappel : 27,1 ; Précision : 37,89 ; Ontologie : NormalComboHearst

Mesure-F : 35,09 ; Rappel : 36,95 ; Précision : 34,65 ; Ontologie : NormalComboWordnetHearstHeuristic

Mesure-F : 35,0 ; Rappel : 28,81 ; Précision : 36,98 ; Ontologie : NormalWordnetPruned

Mesure-F : 34,97 ; Rappel : 26,85 ; Précision : 37,83 ; Ontologie : NoWordNetWordnetPruned

Mesure-F : 34,66 ; Rappel : 28,13 ; Précision : 36,79 ; Ontologie : NormalWordnetPruned1000

Mesure-F : 34,56 ; Rappel : 32,68 ; Précision : 35,07 ; Ontologie : NoWordNetComboWordnetHearstHeuristic

Mesure-F : 33,74 ; Rappel : 24,72 ; Précision : 37,12 ; Ontologie : NoWordNetWordnetPruned1000

Mesure-F : 33,68 ; Rappel : 28,24 ; Précision : 35,39 ; Ontologie : NoLocNomFCANoVerb

Mesure-F : 33,51 ; Rappel : 32,36 ; Précision : 33,81 ; Ontologie : NoLocNomWithoutOntology

Mesure-F : 33,05 ; Rappel : 29,08 ; Précision : 34,22 ; Ontologie : NoLocNomWordnetPruned1000

Mesure-F : 33,0 ; Rappel : 28,75 ; Précision : 34,26 ; Ontologie : NoLocNomComboHearstHeuris

Mesure-F : 32,44 ; Rappel : 29,9 ; Précision : 33,15 ; Ontologie : NoLocNomComboHearst

Mesure-F : 32,3 ; Rappel : 28,08 ; Précision : 33,56 ; Ontologie : NoLocNomComboHeuristic

Mesure-F : 32,11 ; Rappel : 29,37 ; Précision : 32,88 ; Ontologie : NoLocNomFCAVerb

Mesure-F : 31,68 ; Rappel : 28,42 ; Précision : 32,61 ; Ontologie : NoLocNomWordnetPruned

Mesure-F : 27,39 ; Rappel : 26,42 ; Précision : 27,64 ; Ontologie : NoLocNomComboWordnetHearstHeuristic

-----------------------------------------------------

Pourcentage de : 30%

Rappel : 35,25

Précision : 34,15

Mesure-F : 34,36

-----------------------------------------------------

Mesure-F : 38,25 ; Rappel : 28,96 ; Précision : 41,59 ; Ontologie : NoWordNetFCANoVerb

Mesure-F : 37,33 ; Rappel : 28,43 ; Précision : 40,5 ; Ontologie : NoWordNetComboHearst

Mesure-F : 37,22 ; Rappel : 29,46 ; Précision : 39,84 ; Ontologie : NoWordNetComboHeuristic

Mesure-F : 37,08 ; Rappel : 30,99 ; Précision : 39,0 ; Ontologie : NoWordNetFCAVerb

Mesure-F : 36,39 ; Rappel : 29,53 ; Précision : 38,64 ; Ontologie : NoWordNetComboHearstHeuris

Mesure-F : 36,3 ; Rappel : 31,75 ; Précision : 37,65 ; Ontologie : NormalFCANoVerb

Mesure-F : 36,04 ; Rappel : 31,29 ; Précision : 37,46 ; Ontologie : NoWordNetWordnetPruned

Mesure-F : 35,87 ; Rappel : 31,3 ; Précision : 37,23 ; Ontologie : NormalComboHearstHeuris

Mesure-F : 35,75 ; Rappel : 31,56 ; Précision : 36,98 ; Ontologie : NormalComboHeuristic

Mesure-F : 35,15 ; Rappel : 33,18 ; Précision : 35,68 ; Ontologie : NormalWordnetPruned

Mesure-F : 34,59 ; Rappel : 30,68 ; Précision : 35,73 ; Ontologie : NoWordNetWordnetPruned1000

Mesure-F : 34,36 ; Rappel : 35,25 ; Précision : 34,15 ; Ontologie : WithoutOntology

Mesure-F : 34,29 ; Rappel : 33,38 ; Précision : 34,52 ; Ontologie : NormalComboHearst

Mesure-F : 34,11 ; Rappel : 33,62 ; Précision : 34,24 ; Ontologie : NormalWordnetPruned1000

Mesure-F : 33,33 ; Rappel : 31,97 ; Précision : 33,69 ; Ontologie : NormalFCAVerb

Mesure-F : 32,37 ; Rappel : 39,94 ; Précision : 30,91 ; Ontologie : NormalComboWordnetHearstHeuristic

Mesure-F : 32,11 ; Rappel : 34,88 ; Précision : 31,48 ; Ontologie : NoWordNetComboWordnetHearstHeuristic

Mesure-F : 31,73 ; Rappel : 32,41 ; Précision : 31,57 ; Ontologie : NoLocNomComboHearstHeuris

Mesure-F : 31,16 ; Rappel : 31,5 ; Précision : 31,08 ; Ontologie : NoLocNomFCANoVerb

Mesure-F : 31,15 ; Rappel : 29,8 ; Précision : 31,51 ; Ontologie : NoLocNomWordnetPruned1000

Mesure-F : 30,93 ; Rappel : 35,21 ; Précision : 30,02 ; Ontologie : NoLocNomWithoutOntology

Mesure-F : 30,8 ; Rappel : 34,48 ; Précision : 30,0 ; Ontologie : NoLocNomFCAVerb

Mesure-F : 30,6 ; Rappel : 34,03 ; Précision : 29,85 ; Ontologie : NoLocNomComboWordnetHearstHeuristic

Mesure-F : 30,54 ; Rappel : 32,33 ; Précision : 30,12 ; Ontologie : NoLocNomComboHeuristic

Mesure-F : 30,44 ; Rappel : 34,0 ; Précision : 29,66 ; Ontologie : NoLocNomComboHearst

Mesure-F : 29,32 ; Rappel : 31,27 ; Précision : 28,87 ; Ontologie : NoLocNomWordnetPruned

-----------------------------------------------------

Pourcentage de : 35%

Rappel : 40,87

Précision : 33,08

Mesure-F : 34,39

-----------------------------------------------------

Mesure-F : 36,83 ; Rappel : 38,88 ; Précision : 36,35 ; Ontologie : NormalWordnetPruned

Mesure-F : 36,28 ; Rappel : 36,83 ; Précision : 36,14 ; Ontologie : NoWordNetComboHeuristic

Mesure-F : 36,15 ; Rappel : 34,14 ; Précision : 36,69 ; Ontologie : NoWordNetWordnetPruned

Mesure-F : 36,05 ; Rappel : 35,67 ; Précision : 36,15 ; Ontologie : NoWordNetFCANoVerb

Mesure-F : 35,97 ; Rappel : 37,5 ; Précision : 35,61 ; Ontologie : NoWordNetWordnetPruned1000

Mesure-F : 35,96 ; Rappel : 35,77 ; Précision : 36,01 ; Ontologie : NoWordNetComboHearst

Mesure-F : 35,93 ; Rappel : 37,34 ; Précision : 35,6 ; Ontologie : NoWordNetComboHearstHeuris

Mesure-F : 35,69 ; Rappel : 40,51 ; Précision : 34,66 ; Ontologie : NoLocNomWordnetPruned1000

Mesure-F : 35,54 ; Rappel : 36,85 ; Précision : 35,23 ; Ontologie : NormalComboHearstHeuris

Mesure-F : 35,26 ; Rappel : 35,44 ; Précision : 35,22 ; Ontologie : NormalWordnetPruned1000

Mesure-F : 34,78 ; Rappel : 36,95 ; Précision : 34,28 ; Ontologie : NormalComboHeuristic

Mesure-F : 34,65 ; Rappel : 34,71 ; Précision : 34,63 ; Ontologie : NoWordNetFCAVerb

Mesure-F : 34,47 ; Rappel : 37,93 ; Précision : 33,7 ; Ontologie : NormalFCANoVerb

Mesure-F : 34,39 ; Rappel : 40,87 ; Précision : 33,08 ; Ontologie : WithoutOntology

Mesure-F : 33,93 ; Rappel : 36,83 ; Précision : 33,28 ; Ontologie : NoWordNetComboWordnetHearstHeuristic

Mesure-F : 33,73 ; Rappel : 41,27 ; Précision : 32,26 ; Ontologie : NoLocNomComboHearstHeuris

Mesure-F : 33,66 ; Rappel : 36,15 ; Précision : 33,09 ; Ontologie : NormalFCAVerb

Mesure-F : 33,65 ; Rappel : 41,23 ; Précision : 32,17 ; Ontologie : NoLocNomComboHeuristic

Mesure-F : 33,6 ; Rappel : 40,33 ; Précision : 32,25 ; Ontologie : NoLocNomComboHearst

Mesure-F : 33,49 ; Rappel : 40,47 ; Précision : 32,11 ; Ontologie : NoLocNomFCANoVerb

Mesure-F : 33,25 ; Rappel : 41,66 ; Précision : 31,65 ; Ontologie : NoLocNomWithoutOntology

Mesure-F : 32,98 ; Rappel : 37,96 ; Précision : 31,93 ; Ontologie : NormalComboHearst

Mesure-F : 32,93 ; Rappel : 40,12 ; Précision : 31,52 ; Ontologie : NoLocNomFCAVerb

Mesure-F : 32,92 ; Rappel : 39,33 ; Précision : 31,63 ; Ontologie : NoLocNomWordnetPruned

Mesure-F : 32,27 ; Rappel : 37,51 ; Précision : 31,18 ; Ontologie : NormalComboWordnetHearstHeuristic

Mesure-F : 30,5 ; Rappel : 38,79 ; Précision : 28,95 ; Ontologie : NoLocNomComboWordnetHearstHeuristic

-----------------------------------------------------
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Pourcentage de : 40%

Rappel : 45,98

Précision : 34,52

Mesure-F : 36,33

-----------------------------------------------------

Mesure-F : 41,81 ; Rappel : 43,61 ; Précision : 41,38 ; Ontologie : NoWordNetFCANoVerb

Mesure-F : 41,13 ; Rappel : 44,23 ; Précision : 40,42 ; Ontologie : NoWordNetComboHeuristic

Mesure-F : 40,99 ; Rappel : 43,27 ; Précision : 40,46 ; Ontologie : NoWordNetComboHearst

Mesure-F : 40,35 ; Rappel : 44,75 ; Précision : 39,38 ; Ontologie : NoWordNetComboHearstHeuris

Mesure-F : 37,96 ; Rappel : 42,1 ; Précision : 37,05 ; Ontologie : NoWordNetFCAVerb

Mesure-F : 37,6 ; Rappel : 44,52 ; Précision : 36,19 ; Ontologie : NormalComboHeuristic

Mesure-F : 37,54 ; Rappel : 45,22 ; Précision : 36,01 ; Ontologie : NormalComboHearstHeuris

Mesure-F : 37,4 ; Rappel : 42,31 ; Précision : 36,35 ; Ontologie : NormalFCAVerb

Mesure-F : 37,27 ; Rappel : 37,27 ; Précision : 37,27 ; Ontologie : NoWordNetWordnetPruned

Mesure-F : 36,98 ; Rappel : 44,11 ; Précision : 35,54 ; Ontologie : NormalComboHearst

Mesure-F : 36,86 ; Rappel : 44,98 ; Précision : 35,27 ; Ontologie : NormalFCANoVerb

Mesure-F : 36,79 ; Rappel : 41,77 ; Précision : 35,73 ; Ontologie : NoWordNetWordnetPruned1000

Mesure-F : 36,33 ; Rappel : 45,98 ; Précision : 34,52 ; Ontologie : WithoutOntology

Mesure-F : 36,17 ; Rappel : 45,48 ; Précision : 34,41 ; Ontologie : NoLocNomWordnetPruned1000

Mesure-F : 35,94 ; Rappel : 41,07 ; Précision : 34,85 ; Ontologie : NormalWordnetPruned

Mesure-F : 35,31 ; Rappel : 43,98 ; Précision : 33,65 ; Ontologie : NoLocNomFCANoVerb

Mesure-F : 35,1 ; Rappel : 44,45 ; Précision : 33,35 ; Ontologie : NoLocNomComboHearstHeuris

Mesure-F : 34,86 ; Rappel : 44,36 ; Précision : 33,09 ; Ontologie : NoLocNomComboHeuristic

Mesure-F : 34,52 ; Rappel : 42,73 ; Précision : 32,94 ; Ontologie : NoWordNetComboWordnetHearstHeuristic

Mesure-F : 34,34 ; Rappel : 43,39 ; Précision : 32,64 ; Ontologie : NormalWordnetPruned1000

Mesure-F : 34,25 ; Rappel : 44,97 ; Précision : 32,32 ; Ontologie : NormalComboWordnetHearstHeuristic

Mesure-F : 34,09 ; Rappel : 44,53 ; Précision : 32,2 ; Ontologie : NoLocNomFCAVerb

Mesure-F : 34,06 ; Rappel : 44,53 ; Précision : 32,17 ; Ontologie : NoLocNomWithoutOntology

Mesure-F : 34,02 ; Rappel : 43,05 ; Précision : 32,33 ; Ontologie : NoLocNomComboHearst

Mesure-F : 33,48 ; Rappel : 40,79 ; Précision : 32,04 ; Ontologie : NoLocNomWordnetPruned

Mesure-F : 32,78 ; Rappel : 41,79 ; Précision : 31,1 ; Ontologie : NoLocNomComboWordnetHearstHeuristic

-----------------------------------------------------

Pourcentage de : 45%

Rappel : 44,37

Précision : 34,61

Mesure-F : 36,2

-----------------------------------------------------

Mesure-F : 40,68 ; Rappel : 43,69 ; Précision : 39,99 ; Ontologie : NoWordNetFCANoVerb

Mesure-F : 40,04 ; Rappel : 42,92 ; Précision : 39,38 ; Ontologie : NoWordNetComboHearst

Mesure-F : 39,93 ; Rappel : 43,41 ; Précision : 39,15 ; Ontologie : NoWordNetComboHeuristic

Mesure-F : 39,57 ; Rappel : 43,81 ; Précision : 38,63 ; Ontologie : NoWordNetComboHearstHeuris

Mesure-F : 38,13 ; Rappel : 43,59 ; Précision : 36,97 ; Ontologie : NoWordNetFCAVerb

Mesure-F : 36,85 ; Rappel : 47,07 ; Précision : 34,95 ; Ontologie : NormalWordnetPruned

Mesure-F : 36,69 ; Rappel : 41,89 ; Précision : 35,59 ; Ontologie : NormalComboHearst

Mesure-F : 36,62 ; Rappel : 46,74 ; Précision : 34,74 ; Ontologie : NormalComboWordnetHearstHeuristic

Mesure-F : 36,29 ; Rappel : 44,79 ; Précision : 34,65 ; Ontologie : NormalComboHearstHeuris

Mesure-F : 36,26 ; Rappel : 44,48 ; Précision : 34,66 ; Ontologie : NormalComboHeuristic

Mesure-F : 36,2 ; Rappel : 44,37 ; Précision : 34,61 ; Ontologie : WithoutOntology

Mesure-F : 35,96 ; Rappel : 41,11 ; Précision : 34,87 ; Ontologie : NoWordNetWordnetPruned

Mesure-F : 35,85 ; Rappel : 44,56 ; Précision : 34,18 ; Ontologie : NoWordNetComboWordnetHearstHeuristic

Mesure-F : 35,42 ; Rappel : 41,95 ; Précision : 34,09 ; Ontologie : NoWordNetWordnetPruned1000

Mesure-F : 35,28 ; Rappel : 43,04 ; Précision : 33,76 ; Ontologie : NormalFCANoVerb

Mesure-F : 35,12 ; Rappel : 46,98 ; Précision : 33,03 ; Ontologie : NoLocNomWordnetPruned1000

Mesure-F : 34,48 ; Rappel : 42,86 ; Précision : 32,87 ; Ontologie : NormalWordnetPruned1000

Mesure-F : 34,29 ; Rappel : 46,53 ; Précision : 32,17 ; Ontologie : NoLocNomComboHearstHeuris

Mesure-F : 34,21 ; Rappel : 43,8 ; Précision : 32,44 ; Ontologie : NormalFCAVerb

Mesure-F : 34,13 ; Rappel : 46,4 ; Précision : 32,01 ; Ontologie : NoLocNomComboHeuristic

Mesure-F : 34,13 ; Rappel : 47,66 ; Précision : 31,87 ; Ontologie : NoLocNomFCAVerb

Mesure-F : 34,13 ; Rappel : 45,94 ; Précision : 32,07 ; Ontologie : NoLocNomFCANoVerb

Mesure-F : 33,16 ; Rappel : 47,73 ; Précision : 30,81 ; Ontologie : NoLocNomComboHearst

Mesure-F : 32,94 ; Rappel : 38,97 ; Précision : 31,71 ; Ontologie : NoLocNomComboWordnetHearstHeuristic

Mesure-F : 32,78 ; Rappel : 46,44 ; Précision : 30,53 ; Ontologie : NoLocNomWordnetPruned

Mesure-F : 32,65 ; Rappel : 46,36 ; Précision : 30,4 ; Ontologie : NoLocNomWithoutOntology

-----------------------------------------------------

Pourcentage de : 50%

Rappel : 50,03

Précision : 32,04

Mesure-F : 34,52

-----------------------------------------------------

Mesure-F : 40,78 ; Rappel : 45,47 ; Précision : 39,76 ; Ontologie : NoWordNetFCANoVerb

Mesure-F : 40,28 ; Rappel : 45,27 ; Précision : 39,2 ; Ontologie : NoWordNetComboHearst

Mesure-F : 39,98 ; Rappel : 43,38 ; Précision : 39,21 ; Ontologie : NoWordNetComboHeuristic

Mesure-F : 39,0 ; Rappel : 43,74 ; Précision : 37,97 ; Ontologie : NoWordNetComboHearstHeuris

Mesure-F : 38,81 ; Rappel : 47,15 ; Précision : 37,17 ; Ontologie : NoWordNetWordnetPruned1000

Mesure-F : 38,37 ; Rappel : 47,27 ; Précision : 36,65 ; Ontologie : NoWordNetWordnetPruned

Mesure-F : 37,47 ; Rappel : 45,86 ; Précision : 35,83 ; Ontologie : NoWordNetFCAVerb

Mesure-F : 37,46 ; Rappel : 49,53 ; Précision : 35,31 ; Ontologie : NormalFCANoVerb

Mesure-F : 36,73 ; Rappel : 47,21 ; Précision : 34,8 ; Ontologie : NormalWordnetPruned

Mesure-F : 36,5 ; Rappel : 43,12 ; Précision : 35,15 ; Ontologie : NormalComboWordnetHearstHeuristic

Mesure-F : 36,01 ; Rappel : 41,43 ; Précision : 34,87 ; Ontologie : NoWordNetComboWordnetHearstHeuristic

Mesure-F : 35,23 ; Rappel : 45,8 ; Précision : 33,31 ; Ontologie : NoLocNomWordnetPruned1000

Mesure-F : 34,85 ; Rappel : 43,56 ; Précision : 33,19 ; Ontologie : NormalComboHeuristic

Mesure-F : 34,52 ; Rappel : 50,03 ; Précision : 32,04 ; Ontologie : WithoutOntology
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Mesure-F : 34,43 ; Rappel : 46,63 ; Précision : 32,32 ; Ontologie : NormalComboHearstHeuris

Mesure-F : 33,82 ; Rappel : 47,74 ; Précision : 31,52 ; Ontologie : NormalComboHearst

Mesure-F : 33,8 ; Rappel : 43,88 ; Précision : 31,96 ; Ontologie : NormalWordnetPruned1000

Mesure-F : 33,17 ; Rappel : 44,65 ; Précision : 31,17 ; Ontologie : NormalFCAVerb

Mesure-F : 33,01 ; Rappel : 46,08 ; Précision : 30,82 ; Ontologie : NoLocNomComboHeuristic

Mesure-F : 33,0 ; Rappel : 46,05 ; Précision : 30,82 ; Ontologie : NoLocNomComboHearstHeuris

Mesure-F : 32,7 ; Rappel : 47,78 ; Précision : 30,31 ; Ontologie : NoLocNomFCANoVerb

Mesure-F : 32,56 ; Rappel : 48,43 ; Précision : 30,09 ; Ontologie : NoLocNomWithoutOntology

Mesure-F : 32,31 ; Rappel : 49,4 ; Précision : 29,74 ; Ontologie : NoLocNomFCAVerb

Mesure-F : 32,09 ; Rappel : 47,89 ; Précision : 29,65 ; Ontologie : NoLocNomComboHearst

Mesure-F : 31,76 ; Rappel : 45,07 ; Précision : 29,58 ; Ontologie : NoLocNomWordnetPruned

Mesure-F : 29,1 ; Rappel : 41,04 ; Précision : 27,13 ; Ontologie : NoLocNomComboWordnetHearstHeuristic

-----------------------------------------------------

Pourcentage de : 55%

Rappel : 51,0

Précision : 29,33

Mesure-F : 32,05

-----------------------------------------------------

Mesure-F : 37,74 ; Rappel : 53,82 ; Précision : 35,12 ; Ontologie : NoWordNetComboHearst

Mesure-F : 37,56 ; Rappel : 53,93 ; Précision : 34,91 ; Ontologie : NoWordNetFCANoVerb

Mesure-F : 37,25 ; Rappel : 51,72 ; Précision : 34,81 ; Ontologie : NoWordNetFCAVerb

Mesure-F : 36,79 ; Rappel : 54,28 ; Précision : 34,05 ; Ontologie : NoWordNetComboHeuristic

Mesure-F : 36,57 ; Rappel : 54,62 ; Précision : 33,78 ; Ontologie : NoWordNetComboHearstHeuris

Mesure-F : 35,43 ; Rappel : 49,94 ; Précision : 33,03 ; Ontologie : NoWordNetWordnetPruned

Mesure-F : 35,17 ; Rappel : 54,65 ; Précision : 32,29 ; Ontologie : NormalWordnetPruned

Mesure-F : 35,13 ; Rappel : 54,5 ; Précision : 32,26 ; Ontologie : NormalFCANoVerb

Mesure-F : 34,63 ; Rappel : 54,23 ; Précision : 31,76 ; Ontologie : NoWordNetWordnetPruned1000

Mesure-F : 34,04 ; Rappel : 53,33 ; Précision : 31,22 ; Ontologie : NormalComboHeuristic

Mesure-F : 33,98 ; Rappel : 53,67 ; Précision : 31,13 ; Ontologie : NormalComboHearstHeuris

Mesure-F : 33,82 ; Rappel : 52,31 ; Précision : 31,07 ; Ontologie : NoLocNomFCANoVerb

Mesure-F : 33,81 ; Rappel : 52,18 ; Précision : 31,08 ; Ontologie : NoWordNetComboWordnetHearstHeuristic

Mesure-F : 33,7 ; Rappel : 54,81 ; Précision : 30,74 ; Ontologie : NormalComboHearst

Mesure-F : 33,31 ; Rappel : 53,12 ; Précision : 30,47 ; Ontologie : NoLocNomWordnetPruned1000

Mesure-F : 33,2 ; Rappel : 49,77 ; Précision : 30,65 ; Ontologie : NoLocNomComboHearstHeuris

Mesure-F : 33,19 ; Rappel : 52,47 ; Précision : 30,4 ; Ontologie : NoLocNomWordnetPruned

Mesure-F : 33,09 ; Rappel : 51,24 ; Précision : 30,4 ; Ontologie : NormalFCAVerb

Mesure-F : 32,93 ; Rappel : 49,82 ; Précision : 30,36 ; Ontologie : NoLocNomComboHeuristic

Mesure-F : 32,9 ; Rappel : 53,3 ; Précision : 30,03 ; Ontologie : NormalComboWordnetHearstHeuristic

Mesure-F : 32,72 ; Rappel : 52,79 ; Précision : 29,88 ; Ontologie : NormalWordnetPruned1000

Mesure-F : 32,71 ; Rappel : 49,7 ; Précision : 30,13 ; Ontologie : NoLocNomWithoutOntology

Mesure-F : 32,05 ; Rappel : 51,0 ; Précision : 29,33 ; Ontologie : WithoutOntology

Mesure-F : 31,67 ; Rappel : 50,16 ; Précision : 29,0 ; Ontologie : NoLocNomFCAVerb

Mesure-F : 31,38 ; Rappel : 51,02 ; Précision : 28,63 ; Ontologie : NoLocNomComboHearst

Mesure-F : 27,51 ; Rappel : 47,41 ; Précision : 24,9 ; Ontologie : NoLocNomComboWordnetHearstHeuristic

-----------------------------------------------------

Pourcentage de : 60%

Rappel : 59,92

Précision : 31,5

Mesure-F : 34,8

-----------------------------------------------------

Mesure-F : 38,88 ; Rappel : 56,78 ; Précision : 36,04 ; Ontologie : NoWordNetComboHearst

Mesure-F : 38,88 ; Rappel : 57,05 ; Précision : 36,01 ; Ontologie : NoWordNetFCANoVerb

Mesure-F : 38,52 ; Rappel : 61,73 ; Précision : 35,21 ; Ontologie : NoWordNetWordnetPruned1000

Mesure-F : 38,01 ; Rappel : 57,67 ; Précision : 35,02 ; Ontologie : NoWordNetFCAVerb

Mesure-F : 37,94 ; Rappel : 57,58 ; Précision : 34,96 ; Ontologie : NoWordNetWordnetPruned

Mesure-F : 37,59 ; Rappel : 56,81 ; Précision : 34,66 ; Ontologie : NoWordNetComboHeuristic

Mesure-F : 37,21 ; Rappel : 60,1 ; Précision : 33,97 ; Ontologie : NormalWordnetPruned

Mesure-F : 37,06 ; Rappel : 57,54 ; Précision : 34,03 ; Ontologie : NoWordNetComboHearstHeuris

Mesure-F : 36,99 ; Rappel : 59,01 ; Précision : 33,83 ; Ontologie : NoLocNomWordnetPruned

Mesure-F : 36,87 ; Rappel : 62,43 ; Précision : 33,45 ; Ontologie : NormalWordnetPruned1000

Mesure-F : 35,93 ; Rappel : 55,76 ; Précision : 33,0 ; Ontologie : NoLocNomWordnetPruned1000

Mesure-F : 35,85 ; Rappel : 59,15 ; Précision : 32,64 ; Ontologie : NormalComboHeuristic

Mesure-F : 35,69 ; Rappel : 59,07 ; Précision : 32,48 ; Ontologie : NormalComboHearstHeuris

Mesure-F : 35,68 ; Rappel : 57,96 ; Précision : 32,55 ; Ontologie : NormalFCAVerb

Mesure-F : 35,61 ; Rappel : 61,14 ; Précision : 32,24 ; Ontologie : NormalComboHearst

Mesure-F : 35,43 ; Rappel : 63,27 ; Précision : 31,92 ; Ontologie : NormalFCANoVerb

Mesure-F : 35,21 ; Rappel : 56,27 ; Précision : 32,2 ; Ontologie : NoLocNomComboHearstHeuris

Mesure-F : 35,14 ; Rappel : 58,0 ; Précision : 31,99 ; Ontologie : NoLocNomFCANoVerb

Mesure-F : 34,88 ; Rappel : 56,25 ; Précision : 31,85 ; Ontologie : NoLocNomComboHeuristic

Mesure-F : 34,82 ; Rappel : 53,5 ; Précision : 32,02 ; Ontologie : NoWordNetComboWordnetHearstHeuristic

Mesure-F : 34,8 ; Rappel : 59,92 ; Précision : 31,5 ; Ontologie : WithoutOntology

Mesure-F : 34,32 ; Rappel : 54,73 ; Précision : 31,39 ; Ontologie : NoLocNomWithoutOntology

Mesure-F : 34,19 ; Rappel : 59,3 ; Précision : 30,92 ; Ontologie : NoLocNomComboHearst

Mesure-F : 34,11 ; Rappel : 55,55 ; Précision : 31,11 ; Ontologie : NoLocNomFCAVerb

Mesure-F : 33,59 ; Rappel : 57,77 ; Précision : 30,41 ; Ontologie : NormalComboWordnetHearstHeuristic

Mesure-F : 29,09 ; Rappel : 53,71 ; Précision : 26,1 ; Ontologie : NoLocNomComboWordnetHearstHeuristic

-----------------------------------------------------

Pourcentage de : 65%

Rappel : 63,12

Précision : 30,08

Mesure-F : 33,6

-----------------------------------------------------

Mesure-F : 37,73 ; Rappel : 59,16 ; Précision : 34,6 ; Ontologie : NoWordNetFCANoVerb
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Mesure-F : 37,64 ; Rappel : 58,93 ; Précision : 34,52 ; Ontologie : NoWordNetComboHearst

Mesure-F : 36,95 ; Rappel : 61,24 ; Précision : 33,62 ; Ontologie : NoWordNetFCAVerb

Mesure-F : 36,55 ; Rappel : 59,32 ; Précision : 33,35 ; Ontologie : NoWordNetComboHeuristic

Mesure-F : 36,22 ; Rappel : 65,63 ; Précision : 32,57 ; Ontologie : NoWordNetWordnetPruned1000

Mesure-F : 35,85 ; Rappel : 63,3 ; Précision : 32,34 ; Ontologie : NoWordNetWordnetPruned

Mesure-F : 35,76 ; Rappel : 59,95 ; Précision : 32,48 ; Ontologie : NoWordNetComboHearstHeuris

Mesure-F : 35,61 ; Rappel : 62,19 ; Précision : 32,17 ; Ontologie : NormalComboHeuristic

Mesure-F : 35,38 ; Rappel : 61,99 ; Précision : 31,95 ; Ontologie : NormalComboHearstHeuris

Mesure-F : 34,98 ; Rappel : 62,52 ; Précision : 31,51 ; Ontologie : NormalWordnetPruned

Mesure-F : 34,94 ; Rappel : 63,79 ; Précision : 31,39 ; Ontologie : NormalFCANoVerb

Mesure-F : 34,52 ; Rappel : 62,03 ; Précision : 31,07 ; Ontologie : NormalFCAVerb

Mesure-F : 34,19 ; Rappel : 64,62 ; Précision : 30,59 ; Ontologie : NormalComboHearst

Mesure-F : 33,96 ; Rappel : 62,59 ; Précision : 30,47 ; Ontologie : NoLocNomWordnetPruned1000

Mesure-F : 33,89 ; Rappel : 62,3 ; Précision : 30,42 ; Ontologie : NoLocNomWordnetPruned

Mesure-F : 33,8 ; Rappel : 65,42 ; Précision : 30,16 ; Ontologie : NormalWordnetPruned1000

Mesure-F : 33,6 ; Rappel : 63,12 ; Précision : 30,08 ; Ontologie : WithoutOntology

Mesure-F : 33,05 ; Rappel : 61,08 ; Précision : 29,65 ; Ontologie : NoLocNomFCAVerb

Mesure-F : 32,88 ; Rappel : 58,56 ; Précision : 29,63 ; Ontologie : NoWordNetComboWordnetHearstHeuristic

Mesure-F : 32,73 ; Rappel : 61,48 ; Précision : 29,3 ; Ontologie : NoLocNomFCANoVerb

Mesure-F : 32,63 ; Rappel : 63,09 ; Précision : 29,12 ; Ontologie : NoLocNomComboHearst

Mesure-F : 32,5 ; Rappel : 62,54 ; Précision : 29,02 ; Ontologie : NoLocNomComboHearstHeuris

Mesure-F : 32,32 ; Rappel : 62,68 ; Précision : 28,83 ; Ontologie : NoLocNomComboHeuristic

Mesure-F : 32,24 ; Rappel : 59,57 ; Précision : 28,92 ; Ontologie : NormalComboWordnetHearstHeuristic

Mesure-F : 31,78 ; Rappel : 62,58 ; Précision : 28,3 ; Ontologie : NoLocNomWithoutOntology

Mesure-F : 31,41 ; Rappel : 63,24 ; Précision : 27,9 ; Ontologie : NoLocNomComboWordnetHearstHeuristic

-----------------------------------------------------

Pourcentage de : 70%

Rappel : 61,98

Précision : 27,7

Mesure-F : 31,15

-----------------------------------------------------

Mesure-F : 36,38 ; Rappel : 65,91 ; Précision : 32,72 ; Ontologie : NoWordNetFCANoVerb

Mesure-F : 36,26 ; Rappel : 65,25 ; Précision : 32,64 ; Ontologie : NoWordNetComboHearst

Mesure-F : 36,15 ; Rappel : 58,03 ; Précision : 33,04 ; Ontologie : NoWordNetComboHeuristic

Mesure-F : 35,71 ; Rappel : 67,99 ; Précision : 31,92 ; Ontologie : NoLocNomWordnetPruned

Mesure-F : 35,28 ; Rappel : 60,3 ; Précision : 31,96 ; Ontologie : NoWordNetFCAVerb

Mesure-F : 35,25 ; Rappel : 67,05 ; Précision : 31,51 ; Ontologie : NoLocNomWordnetPruned1000

Mesure-F : 35,15 ; Rappel : 58,69 ; Précision : 31,95 ; Ontologie : NoWordNetComboHearstHeuris

Mesure-F : 34,84 ; Rappel : 65,78 ; Précision : 31,17 ; Ontologie : NoWordNetWordnetPruned1000

Mesure-F : 34,69 ; Rappel : 62,14 ; Précision : 31,24 ; Ontologie : NoWordNetWordnetPruned

Mesure-F : 34,3 ; Rappel : 63,48 ; Précision : 30,76 ; Ontologie : NormalWordnetPruned

Mesure-F : 33,79 ; Rappel : 65,84 ; Précision : 30,12 ; Ontologie : NormalFCANoVerb

Mesure-F : 33,75 ; Rappel : 68,2 ; Précision : 29,97 ; Ontologie : NormalComboHeuristic

Mesure-F : 33,71 ; Rappel : 59,8 ; Précision : 30,39 ; Ontologie : NoWordNetComboWordnetHearstHeuristic

Mesure-F : 33,64 ; Rappel : 61,43 ; Précision : 30,22 ; Ontologie : NormalComboWordnetHearstHeuristic

Mesure-F : 33,56 ; Rappel : 67,71 ; Précision : 29,8 ; Ontologie : NormalComboHearstHeuris

Mesure-F : 33,52 ; Rappel : 66,95 ; Précision : 29,8 ; Ontologie : NormalWordnetPruned1000

Mesure-F : 33,06 ; Rappel : 68,46 ; Précision : 29,28 ; Ontologie : NormalFCAVerb

Mesure-F : 33,04 ; Rappel : 65,0 ; Précision : 29,42 ; Ontologie : NoLocNomFCAVerb

Mesure-F : 32,45 ; Rappel : 68,31 ; Précision : 28,69 ; Ontologie : NormalComboHearst

Mesure-F : 32,39 ; Rappel : 66,76 ; Précision : 28,7 ; Ontologie : NoLocNomComboHearst

Mesure-F : 32,39 ; Rappel : 64,71 ; Précision : 28,79 ; Ontologie : NoLocNomFCANoVerb

Mesure-F : 31,99 ; Rappel : 65,98 ; Précision : 28,34 ; Ontologie : NoLocNomComboHearstHeuris

Mesure-F : 31,95 ; Rappel : 63,81 ; Précision : 28,4 ; Ontologie : NoLocNomWithoutOntology

Mesure-F : 31,92 ; Rappel : 66,18 ; Précision : 28,26 ; Ontologie : NoLocNomComboHeuristic

Mesure-F : 31,15 ; Rappel : 61,98 ; Précision : 27,7 ; Ontologie : WithoutOntology

Mesure-F : 27,65 ; Rappel : 54,02 ; Précision : 24,64 ; Ontologie : NoLocNomComboWordnetHearstHeuristic

-----------------------------------------------------

Pourcentage de : 75%

Rappel : 69,16

Précision : 26,4

Mesure-F : 30,13

-----------------------------------------------------

Mesure-F : 35,53 ; Rappel : 67,29 ; Précision : 31,78 ; Ontologie : NoWordNetFCANoVerb

Mesure-F : 35,25 ; Rappel : 69,65 ; Précision : 31,38 ; Ontologie : NoLocNomWordnetPruned

Mesure-F : 35,13 ; Rappel : 66,53 ; Précision : 31,42 ; Ontologie : NoWordNetComboHeuristic

Mesure-F : 35,13 ; Rappel : 64,36 ; Précision : 31,55 ; Ontologie : NoWordNetFCAVerb

Mesure-F : 35,02 ; Rappel : 67,45 ; Précision : 31,26 ; Ontologie : NoWordNetComboHearst

Mesure-F : 34,62 ; Rappel : 69,2 ; Précision : 30,78 ; Ontologie : NoWordNetWordnetPruned1000

Mesure-F : 34,34 ; Rappel : 67,23 ; Précision : 30,6 ; Ontologie : NoWordNetComboHearstHeuris

Mesure-F : 34,0 ; Rappel : 68,86 ; Précision : 30,18 ; Ontologie : NoLocNomWordnetPruned1000

Mesure-F : 33,72 ; Rappel : 68,8 ; Précision : 29,91 ; Ontologie : NormalFCANoVerb

Mesure-F : 33,62 ; Rappel : 66,62 ; Précision : 29,92 ; Ontologie : NoWordNetWordnetPruned

Mesure-F : 33,26 ; Rappel : 65,21 ; Précision : 29,63 ; Ontologie : NoWordNetComboWordnetHearstHeuristic

Mesure-F : 33,06 ; Rappel : 63,93 ; Précision : 29,5 ; Ontologie : NormalComboWordnetHearstHeuristic

Mesure-F : 32,84 ; Rappel : 71,64 ; Précision : 28,92 ; Ontologie : NormalComboHearstHeuris

Mesure-F : 32,72 ; Rappel : 67,66 ; Précision : 28,98 ; Ontologie : NormalWordnetPruned

Mesure-F : 32,64 ; Rappel : 72,12 ; Précision : 28,71 ; Ontologie : NormalComboHeuristic

Mesure-F : 32,16 ; Rappel : 70,61 ; Précision : 28,31 ; Ontologie : NormalWordnetPruned1000

Mesure-F : 31,45 ; Rappel : 74,43 ; Précision : 27,48 ; Ontologie : NormalComboHearst

Mesure-F : 31,28 ; Rappel : 72,99 ; Précision : 27,37 ; Ontologie : NormalFCAVerb

Mesure-F : 31,23 ; Rappel : 71,13 ; Précision : 27,39 ; Ontologie : NoLocNomComboHearstHeuris

Mesure-F : 31,22 ; Rappel : 68,33 ; Précision : 27,49 ; Ontologie : NoLocNomFCAVerb
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Mesure-F : 31,07 ; Rappel : 69,08 ; Précision : 27,31 ; Ontologie : NoLocNomFCANoVerb

Mesure-F : 30,96 ; Rappel : 71,05 ; Précision : 27,13 ; Ontologie : NoLocNomComboHeuristic

Mesure-F : 30,74 ; Rappel : 69,74 ; Précision : 26,97 ; Ontologie : NoLocNomComboHearst

Mesure-F : 30,13 ; Rappel : 69,16 ; Précision : 26,4 ; Ontologie : WithoutOntology

Mesure-F : 29,74 ; Rappel : 65,26 ; Précision : 26,18 ; Ontologie : NoLocNomWithoutOntology

Mesure-F : 25,32 ; Rappel : 63,47 ; Précision : 22,01 ; Ontologie : NoLocNomComboWordnetHearstHeuristic

-----------------------------------------------------

Pourcentage de : 80%

Rappel : 74,78

Précision : 26,01

Mesure-F : 29,91

-----------------------------------------------------

Mesure-F : 33,55 ; Rappel : 68,93 ; Précision : 29,73 ; Ontologie : NoWordNetComboHearst

Mesure-F : 33,49 ; Rappel : 69,14 ; Précision : 29,67 ; Ontologie : NoWordNetFCANoVerb

Mesure-F : 33,34 ; Rappel : 73,06 ; Précision : 29,35 ; Ontologie : NoLocNomWordnetPruned

Mesure-F : 33,28 ; Rappel : 68,76 ; Précision : 29,48 ; Ontologie : NoWordNetComboHeuristic

Mesure-F : 32,8 ; Rappel : 72,72 ; Précision : 28,84 ; Ontologie : NoWordNetWordnetPruned1000

Mesure-F : 32,6 ; Rappel : 72,57 ; Précision : 28,65 ; Ontologie : NoLocNomWordnetPruned1000

Mesure-F : 32,34 ; Rappel : 69,56 ; Précision : 28,52 ; Ontologie : NoWordNetComboHearstHeuris

Mesure-F : 32,23 ; Rappel : 72,18 ; Précision : 28,31 ; Ontologie : NoWordNetFCAVerb

Mesure-F : 32,1 ; Rappel : 73,7 ; Précision : 28,13 ; Ontologie : NormalComboHeuristic

Mesure-F : 31,65 ; Rappel : 74,29 ; Précision : 27,68 ; Ontologie : NormalFCANoVerb

Mesure-F : 31,24 ; Rappel : 74,19 ; Précision : 27,29 ; Ontologie : NormalComboHearstHeuris

Mesure-F : 30,9 ; Rappel : 73,12 ; Précision : 27,0 ; Ontologie : NormalWordnetPruned1000

Mesure-F : 30,51 ; Rappel : 74,96 ; Précision : 26,57 ; Ontologie : NoLocNomFCAVerb

Mesure-F : 30,43 ; Rappel : 69,74 ; Précision : 26,67 ; Ontologie : NormalWordnetPruned

Mesure-F : 30,4 ; Rappel : 70,52 ; Précision : 26,61 ; Ontologie : NoWordNetWordnetPruned

Mesure-F : 30,38 ; Rappel : 73,56 ; Précision : 26,49 ; Ontologie : NormalFCAVerb

Mesure-F : 29,91 ; Rappel : 76,81 ; Précision : 25,95 ; Ontologie : NormalComboHearst

Mesure-F : 29,91 ; Rappel : 74,78 ; Précision : 26,01 ; Ontologie : WithoutOntology

Mesure-F : 29,84 ; Rappel : 75,44 ; Précision : 25,92 ; Ontologie : NoLocNomComboHearst

Mesure-F : 29,71 ; Rappel : 71,73 ; Précision : 25,91 ; Ontologie : NoLocNomFCANoVerb

Mesure-F : 29,63 ; Rappel : 72,13 ; Précision : 25,83 ; Ontologie : NoLocNomComboHeuristic

Mesure-F : 29,6 ; Rappel : 72,03 ; Précision : 25,8 ; Ontologie : NoLocNomComboHearstHeuris

Mesure-F : 29,37 ; Rappel : 73,96 ; Précision : 25,52 ; Ontologie : NoLocNomWithoutOntology

Mesure-F : 28,66 ; Rappel : 73,49 ; Précision : 24,87 ; Ontologie : NormalComboWordnetHearstHeuristic

Mesure-F : 28,17 ; Rappel : 71,32 ; Précision : 24,47 ; Ontologie : NoWordNetComboWordnetHearstHeuristic

Mesure-F : 26,72 ; Rappel : 64,78 ; Précision : 23,3 ; Ontologie : NoLocNomComboWordnetHearstHeuristic

-----------------------------------------------------

Pourcentage de : 85%

Rappel : 77,55

Précision : 26,52

Mesure-F : 30,54

-----------------------------------------------------

Mesure-F : 35,42 ; Rappel : 67,96 ; Précision : 31,63 ; Ontologie : NoWordNetComboHeuristic

Mesure-F : 35,38 ; Rappel : 68,81 ; Précision : 31,55 ; Ontologie : NoWordNetFCANoVerb

Mesure-F : 34,47 ; Rappel : 68,78 ; Précision : 30,65 ; Ontologie : NoWordNetComboHearstHeuris

Mesure-F : 34,35 ; Rappel : 74,71 ; Précision : 30,26 ; Ontologie : NoWordNetFCAVerb

Mesure-F : 33,39 ; Rappel : 73,94 ; Précision : 29,36 ; Ontologie : NoWordNetComboHearst

Mesure-F : 33,22 ; Rappel : 73,35 ; Précision : 29,22 ; Ontologie : NoWordNetWordnetPruned1000

Mesure-F : 32,85 ; Rappel : 73,52 ; Précision : 28,86 ; Ontologie : NormalFCANoVerb

Mesure-F : 32,57 ; Rappel : 78,59 ; Précision : 28,41 ; Ontologie : NormalComboHeuristic

Mesure-F : 32,26 ; Rappel : 77,68 ; Précision : 28,15 ; Ontologie : NormalComboHearstHeuris

Mesure-F : 32,23 ; Rappel : 76,45 ; Précision : 28,16 ; Ontologie : NoWordNetWordnetPruned

Mesure-F : 32,05 ; Rappel : 72,62 ; Précision : 28,12 ; Ontologie : NoLocNomWordnetPruned1000

Mesure-F : 31,6 ; Rappel : 75,22 ; Précision : 27,6 ; Ontologie : NoLocNomWordnetPruned

Mesure-F : 31,41 ; Rappel : 74,67 ; Précision : 27,44 ; Ontologie : NormalFCAVerb

Mesure-F : 31,23 ; Rappel : 74,61 ; Précision : 27,27 ; Ontologie : NormalWordnetPruned

Mesure-F : 31,12 ; Rappel : 75,07 ; Précision : 27,15 ; Ontologie : NoLocNomFCAVerb

Mesure-F : 31,1 ; Rappel : 74,64 ; Précision : 27,14 ; Ontologie : NormalWordnetPruned1000

Mesure-F : 31,02 ; Rappel : 76,75 ; Précision : 27,0 ; Ontologie : NormalComboHearst

Mesure-F : 30,69 ; Rappel : 74,96 ; Précision : 26,74 ; Ontologie : NoLocNomComboHearst

Mesure-F : 30,54 ; Rappel : 77,55 ; Précision : 26,52 ; Ontologie : WithoutOntology

Mesure-F : 30,52 ; Rappel : 78,54 ; Précision : 26,47 ; Ontologie : NoLocNomComboHearstHeuris

Mesure-F : 30,26 ; Rappel : 78,64 ; Précision : 26,23 ; Ontologie : NoLocNomComboHeuristic

Mesure-F : 30,17 ; Rappel : 73,56 ; Précision : 26,29 ; Ontologie : NoLocNomWithoutOntology

Mesure-F : 29,68 ; Rappel : 75,54 ; Précision : 25,77 ; Ontologie : NoLocNomFCANoVerb

Mesure-F : 29,67 ; Rappel : 76,72 ; Précision : 25,73 ; Ontologie : NoWordNetComboWordnetHearstHeuristic

Mesure-F : 29,03 ; Rappel : 69,95 ; Précision : 25,33 ; Ontologie : NoLocNomComboWordnetHearstHeuristic

Mesure-F : 28,82 ; Rappel : 74,79 ; Précision : 24,98 ; Ontologie : NormalComboWordnetHearstHeuristic

-----------------------------------------------------

Pourcentage de : 90%

Rappel : 80,92

Précision : 27,11

Mesure-F : 31,27

-----------------------------------------------------

Mesure-F : 34,53 ; Rappel : 74,25 ; Précision : 30,46 ; Ontologie : NoWordNetFCAVerb

Mesure-F : 34,33 ; Rappel : 77,33 ; Précision : 30,14 ; Ontologie : NoWordNetComboHearst

Mesure-F : 34,26 ; Rappel : 78,01 ; Précision : 30,05 ; Ontologie : NoWordNetFCANoVerb

Mesure-F : 34,2 ; Rappel : 77,25 ; Précision : 30,02 ; Ontologie : NoWordNetComboHeuristic

Mesure-F : 33,55 ; Rappel : 78,37 ; Précision : 29,35 ; Ontologie : NoWordNetComboHearstHeuris

Mesure-F : 33,44 ; Rappel : 83,55 ; Précision : 29,08 ; Ontologie : NoWordNetWordnetPruned1000

Mesure-F : 33,38 ; Rappel : 79,29 ; Précision : 29,16 ; Ontologie : NormalComboHeuristic
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Mesure-F : 32,99 ; Rappel : 81,33 ; Précision : 28,72 ; Ontologie : NoWordNetWordnetPruned

Mesure-F : 32,67 ; Rappel : 82,53 ; Précision : 28,38 ; Ontologie : NoLocNomWordnetPruned

Mesure-F : 32,66 ; Rappel : 79,45 ; Précision : 28,47 ; Ontologie : NormalComboHearstHeuris

Mesure-F : 32,57 ; Rappel : 73,88 ; Précision : 28,58 ; Ontologie : NormalFCANoVerb

Mesure-F : 32,39 ; Rappel : 80,13 ; Précision : 28,19 ; Ontologie : NoLocNomWordnetPruned1000

Mesure-F : 32,04 ; Rappel : 78,78 ; Précision : 27,9 ; Ontologie : NormalWordnetPruned

Mesure-F : 32,0 ; Rappel : 77,13 ; Précision : 27,92 ; Ontologie : NormalFCAVerb

Mesure-F : 31,69 ; Rappel : 79,46 ; Précision : 27,55 ; Ontologie : NormalWordnetPruned1000

Mesure-F : 31,56 ; Rappel : 84,19 ; Précision : 27,29 ; Ontologie : NoLocNomComboHearst

Mesure-F : 31,46 ; Rappel : 82,33 ; Précision : 27,25 ; Ontologie : NormalComboWordnetHearstHeuristic

Mesure-F : 31,39 ; Rappel : 82,41 ; Précision : 27,18 ; Ontologie : NoLocNomFCAVerb

Mesure-F : 31,31 ; Rappel : 78,66 ; Précision : 27,21 ; Ontologie : NormalComboHearst

Mesure-F : 31,27 ; Rappel : 80,92 ; Précision : 27,11 ; Ontologie : WithoutOntology

Mesure-F : 31,14 ; Rappel : 78,72 ; Précision : 27,05 ; Ontologie : NoLocNomComboWordnetHearstHeuristic

Mesure-F : 31,04 ; Rappel : 82,99 ; Précision : 26,84 ; Ontologie : NoLocNomWithoutOntology

Mesure-F : 30,9 ; Rappel : 84,66 ; Précision : 26,67 ; Ontologie : NoWordNetComboWordnetHearstHeuristic

Mesure-F : 30,53 ; Rappel : 80,79 ; Précision : 26,42 ; Ontologie : NoLocNomComboHearstHeuris

Mesure-F : 30,4 ; Rappel : 81,69 ; Précision : 26,28 ; Ontologie : NoLocNomComboHeuristic

Mesure-F : 29,96 ; Rappel : 77,76 ; Précision : 25,97 ; Ontologie : NoLocNomFCANoVerb
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B.3 Scores avec rappel favorisé

-----------------------------------------------------

Pourcentage de : 15%

Rappel : 22,42

Précision : 38,18

Mesure-F : 24,44

-----------------------------------------------------

Mesure-F : 30,96 ; Rappel : 30,08 ; Précision : 35,08 ; Ontologie : NormalComboWordnetHearstHeuristic

Mesure-F : 30,64 ; Rappel : 30,07 ; Précision : 33,18 ; Ontologie : NoWordNetComboWordnetHearstHeuristic

Mesure-F : 29,96 ; Rappel : 28,74 ; Précision : 36,07 ; Ontologie : NoLocNomWithoutOntology

Mesure-F : 28,76 ; Rappel : 26,54 ; Précision : 43,25 ; Ontologie : NormalFCAVerb

Mesure-F : 28,7 ; Rappel : 26,73 ; Précision : 40,65 ; Ontologie : NormalComboHearst

Mesure-F : 28,38 ; Rappel : 26,06 ; Précision : 44,13 ; Ontologie : NormalWordnetPruned

Mesure-F : 27,6 ; Rappel : 25,15 ; Précision : 45,16 ; Ontologie : NormalComboHeuristic

Mesure-F : 27,21 ; Rappel : 24,72 ; Précision : 45,64 ; Ontologie : NormalComboHearstHeuris

Mesure-F : 26,79 ; Rappel : 24,84 ; Précision : 39,02 ; Ontologie : NoLocNomFCANoVerb

Mesure-F : 26,7 ; Rappel : 25,04 ; Précision : 36,35 ; Ontologie : NoLocNomComboHearst

Mesure-F : 26,42 ; Rappel : 24,25 ; Précision : 41,14 ; Ontologie : NormalWordnetPruned1000

Mesure-F : 26,27 ; Rappel : 24,63 ; Précision : 35,83 ; Ontologie : NoLocNomComboHeuristic

Mesure-F : 26,24 ; Rappel : 23,57 ; Précision : 48,0 ; Ontologie : NormalFCANoVerb

Mesure-F : 26,1 ; Rappel : 23,34 ; Précision : 49,45 ; Ontologie : NoWordNetFCANoVerb

Mesure-F : 25,88 ; Rappel : 23,12 ; Précision : 49,52 ; Ontologie : NoWordNetFCAVerb

Mesure-F : 25,83 ; Rappel : 23,17 ; Précision : 47,69 ; Ontologie : NoWordNetComboHearstHeuris

Mesure-F : 25,8 ; Rappel : 23,08 ; Précision : 48,8 ; Ontologie : NoWordNetComboHeuristic

Mesure-F : 25,78 ; Rappel : 24,25 ; Précision : 34,44 ; Ontologie : NoLocNomFCAVerb

Mesure-F : 25,76 ; Rappel : 22,95 ; Précision : 50,46 ; Ontologie : NoWordNetComboHearst

Mesure-F : 25,67 ; Rappel : 23,68 ; Précision : 38,7 ; Ontologie : NoLocNomWordnetPruned1000

Mesure-F : 25,35 ; Rappel : 23,35 ; Précision : 38,53 ; Ontologie : NoLocNomComboHearstHeuris

Mesure-F : 24,66 ; Rappel : 22,37 ; Précision : 41,73 ; Ontologie : NoWordNetWordnetPruned1000

Mesure-F : 24,44 ; Rappel : 22,42 ; Précision : 38,18 ; Ontologie : WithoutOntology

Mesure-F : 23,52 ; Rappel : 21,86 ; Précision : 33,74 ; Ontologie : NoLocNomWordnetPruned

Mesure-F : 23,49 ; Rappel : 21,31 ; Précision : 39,8 ; Ontologie : NoWordNetWordnetPruned

Mesure-F : 20,45 ; Rappel : 18,78 ; Précision : 31,7 ; Ontologie : NoLocNomComboWordnetHearstHeuristic

-----------------------------------------------------

Pourcentage de : 20%

Rappel : 26,75

Précision : 38,65

Mesure-F : 28,51

-----------------------------------------------------

Mesure-F : 33,28 ; Rappel : 33,22 ; Précision : 33,51 ; Ontologie : NormalComboWordnetHearstHeuristic

Mesure-F : 29,83 ; Rappel : 29,28 ; Précision : 32,26 ; Ontologie : NoLocNomWithoutOntology

Mesure-F : 29,74 ; Rappel : 27,89 ; Précision : 40,49 ; Ontologie : NormalFCAVerb

Mesure-F : 29,35 ; Rappel : 26,88 ; Précision : 46,42 ; Ontologie : NoWordNetComboHeuristic

Mesure-F : 29,32 ; Rappel : 26,94 ; Précision : 45,36 ; Ontologie : NoWordNetComboHearstHeuris

Mesure-F : 29,02 ; Rappel : 28,35 ; Précision : 32,05 ; Ontologie : NoWordNetComboWordnetHearstHeuristic

Mesure-F : 29,02 ; Rappel : 27,5 ; Précision : 37,22 ; Ontologie : NormalWordnetPruned

Mesure-F : 28,89 ; Rappel : 26,38 ; Précision : 46,61 ; Ontologie : NoWordNetFCANoVerb

Mesure-F : 28,65 ; Rappel : 26,09 ; Précision : 47,1 ; Ontologie : NoWordNetComboHearst

Mesure-F : 28,62 ; Rappel : 27,24 ; Précision : 35,88 ; Ontologie : NoLocNomWordnetPruned1000

Mesure-F : 28,51 ; Rappel : 26,75 ; Précision : 38,65 ; Ontologie : WithoutOntology

Mesure-F : 28,47 ; Rappel : 26,75 ; Précision : 38,29 ; Ontologie : NormalComboHearst

Mesure-F : 28,46 ; Rappel : 26,13 ; Précision : 44,18 ; Ontologie : NoWordNetFCAVerb

Mesure-F : 28,45 ; Rappel : 26,3 ; Précision : 42,28 ; Ontologie : NormalComboHeuristic

Mesure-F : 28,37 ; Rappel : 27,24 ; Précision : 34,01 ; Ontologie : NoLocNomComboHearst

Mesure-F : 28,1 ; Rappel : 27,17 ; Précision : 32,56 ; Ontologie : NoLocNomFCAVerb

Mesure-F : 28,07 ; Rappel : 25,52 ; Précision : 46,79 ; Ontologie : NormalFCANoVerb

Mesure-F : 27,77 ; Rappel : 26,45 ; Précision : 34,67 ; Ontologie : NoLocNomFCANoVerb

Mesure-F : 27,66 ; Rappel : 25,87 ; Précision : 38,24 ; Ontologie : NormalWordnetPruned1000

Mesure-F : 27,55 ; Rappel : 25,2 ; Précision : 43,97 ; Ontologie : NormalComboHearstHeuris

Mesure-F : 27,1 ; Rappel : 25,53 ; Précision : 35,92 ; Ontologie : NoLocNomComboHearstHeuris

Mesure-F : 26,49 ; Rappel : 24,97 ; Précision : 35,03 ; Ontologie : NoLocNomComboHeuristic

Mesure-F : 25,61 ; Rappel : 24,36 ; Précision : 32,21 ; Ontologie : NoLocNomWordnetPruned

Mesure-F : 24,92 ; Rappel : 23,83 ; Précision : 30,5 ; Ontologie : NoLocNomComboWordnetHearstHeuristic

Mesure-F : 24,83 ; Rappel : 22,95 ; Précision : 36,89 ; Ontologie : NoWordNetWordnetPruned

Mesure-F : 24,72 ; Rappel : 22,72 ; Précision : 38,11 ; Ontologie : NoWordNetWordnetPruned1000

-----------------------------------------------------

Pourcentage de : 25%

Rappel : 28,99

Précision : 38,36

Mesure-F : 30,48

-----------------------------------------------------

Mesure-F : 36,47 ; Rappel : 36,95 ; Précision : 34,65 ; Ontologie : NormalComboWordnetHearstHeuristic

Mesure-F : 33,13 ; Rappel : 32,68 ; Précision : 35,07 ; Ontologie : NoWordNetComboWordnetHearstHeuristic

Mesure-F : 32,64 ; Rappel : 32,36 ; Précision : 33,81 ; Ontologie : NoLocNomWithoutOntology

Mesure-F : 32,49 ; Rappel : 30,68 ; Précision : 42,49 ; Ontologie : NoWordNetComboHeuristic

Mesure-F : 32,33 ; Rappel : 30,65 ; Précision : 41,39 ; Ontologie : NoWordNetComboHearstHeuris

Mesure-F : 31,48 ; Rappel : 29,39 ; Précision : 43,96 ; Ontologie : NoWordNetFCANoVerb

Mesure-F : 31,29 ; Rappel : 29,42 ; Précision : 41,96 ; Ontologie : NormalFCANoVerb

Mesure-F : 31,15 ; Rappel : 29,16 ; Précision : 42,81 ; Ontologie : NoWordNetComboHearst
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Mesure-F : 31,1 ; Rappel : 29,39 ; Précision : 40,55 ; Ontologie : NormalFCAVerb

Mesure-F : 30,5 ; Rappel : 29,9 ; Précision : 33,15 ; Ontologie : NoLocNomComboHearst

Mesure-F : 30,48 ; Rappel : 28,99 ; Précision : 38,36 ; Ontologie : WithoutOntology

Mesure-F : 30,32 ; Rappel : 28,64 ; Précision : 39,59 ; Ontologie : NoWordNetFCAVerb

Mesure-F : 30,14 ; Rappel : 28,81 ; Précision : 36,98 ; Ontologie : NormalWordnetPruned

Mesure-F : 30,04 ; Rappel : 28,12 ; Précision : 41,34 ; Ontologie : NormalComboHeuristic

Mesure-F : 30,01 ; Rappel : 29,37 ; Précision : 32,88 ; Ontologie : NoLocNomFCAVerb

Mesure-F : 29,98 ; Rappel : 29,08 ; Précision : 34,22 ; Ontologie : NoLocNomWordnetPruned1000

Mesure-F : 29,87 ; Rappel : 27,84 ; Précision : 42,2 ; Ontologie : NormalComboHearstHeuris

Mesure-F : 29,71 ; Rappel : 28,75 ; Précision : 34,26 ; Ontologie : NoLocNomComboHearstHeuris

Mesure-F : 29,52 ; Rappel : 28,13 ; Précision : 36,79 ; Ontologie : NormalWordnetPruned1000

Mesure-F : 29,43 ; Rappel : 28,24 ; Précision : 35,39 ; Ontologie : NoLocNomFCANoVerb

Mesure-F : 29,17 ; Rappel : 28,42 ; Précision : 32,61 ; Ontologie : NoLocNomWordnetPruned

Mesure-F : 29,03 ; Rappel : 28,08 ; Précision : 33,56 ; Ontologie : NoLocNomComboHeuristic

Mesure-F : 28,74 ; Rappel : 27,1 ; Précision : 37,89 ; Ontologie : NormalComboHearst

Mesure-F : 28,5 ; Rappel : 26,85 ; Précision : 37,83 ; Ontologie : NoWordNetWordnetPruned

Mesure-F : 26,66 ; Rappel : 26,42 ; Précision : 27,64 ; Ontologie : NoLocNomComboWordnetHearstHeuristic

Mesure-F : 26,49 ; Rappel : 24,72 ; Précision : 37,12 ; Ontologie : NoWordNetWordnetPruned1000

-----------------------------------------------------

Pourcentage de : 30%

Rappel : 35,25

Précision : 34,15

Mesure-F : 35,02

-----------------------------------------------------

Mesure-F : 37,74 ; Rappel : 39,94 ; Précision : 30,91 ; Ontologie : NormalComboWordnetHearstHeuristic

Mesure-F : 35,02 ; Rappel : 35,25 ; Précision : 34,15 ; Ontologie : WithoutOntology

Mesure-F : 34,14 ; Rappel : 34,88 ; Précision : 31,48 ; Ontologie : NoWordNetComboWordnetHearstHeuristic

Mesure-F : 34,03 ; Rappel : 35,21 ; Précision : 30,02 ; Ontologie : NoLocNomWithoutOntology

Mesure-F : 33,74 ; Rappel : 33,62 ; Précision : 34,24 ; Ontologie : NormalWordnetPruned1000

Mesure-F : 33,65 ; Rappel : 33,18 ; Précision : 35,68 ; Ontologie : NormalWordnetPruned

Mesure-F : 33,6 ; Rappel : 33,38 ; Précision : 34,52 ; Ontologie : NormalComboHearst

Mesure-F : 33,48 ; Rappel : 34,48 ; Précision : 30,0 ; Ontologie : NoLocNomFCAVerb

Mesure-F : 33,1 ; Rappel : 34,03 ; Précision : 29,85 ; Ontologie : NoLocNomComboWordnetHearstHeuristic

Mesure-F : 33,03 ; Rappel : 34,0 ; Précision : 29,66 ; Ontologie : NoLocNomComboHearst

Mesure-F : 32,78 ; Rappel : 31,75 ; Précision : 37,65 ; Ontologie : NormalFCANoVerb

Mesure-F : 32,51 ; Rappel : 31,56 ; Précision : 36,98 ; Ontologie : NormalComboHeuristic

Mesure-F : 32,36 ; Rappel : 31,29 ; Précision : 37,46 ; Ontologie : NoWordNetWordnetPruned

Mesure-F : 32,33 ; Rappel : 31,3 ; Précision : 37,23 ; Ontologie : NormalComboHearstHeuris

Mesure-F : 32,32 ; Rappel : 30,99 ; Précision : 39,0 ; Ontologie : NoWordNetFCAVerb

Mesure-F : 32,3 ; Rappel : 31,97 ; Précision : 33,69 ; Ontologie : NormalFCAVerb

Mesure-F : 32,24 ; Rappel : 32,41 ; Précision : 31,57 ; Ontologie : NoLocNomComboHearstHeuris

Mesure-F : 31,86 ; Rappel : 32,33 ; Précision : 30,12 ; Ontologie : NoLocNomComboHeuristic

Mesure-F : 31,57 ; Rappel : 30,68 ; Précision : 35,73 ; Ontologie : NoWordNetWordnetPruned1000

Mesure-F : 31,42 ; Rappel : 31,5 ; Précision : 31,08 ; Ontologie : NoLocNomFCANoVerb

Mesure-F : 31,08 ; Rappel : 29,46 ; Précision : 39,84 ; Ontologie : NoWordNetComboHeuristic

Mesure-F : 30,99 ; Rappel : 29,53 ; Précision : 38,64 ; Ontologie : NoWordNetComboHearstHeuris

Mesure-F : 30,83 ; Rappel : 28,96 ; Précision : 41,59 ; Ontologie : NoWordNetFCANoVerb

Mesure-F : 30,76 ; Rappel : 31,27 ; Précision : 28,87 ; Ontologie : NoLocNomWordnetPruned

Mesure-F : 30,23 ; Rappel : 28,43 ; Précision : 40,5 ; Ontologie : NoWordNetComboHearst

Mesure-F : 30,13 ; Rappel : 29,8 ; Précision : 31,51 ; Ontologie : NoLocNomWordnetPruned1000

-----------------------------------------------------

Pourcentage de : 35%

Rappel : 40,87

Précision : 33,08

Mesure-F : 39,03

-----------------------------------------------------

Mesure-F : 39,19 ; Rappel : 40,51 ; Précision : 34,66 ; Ontologie : NoLocNomWordnetPruned1000

Mesure-F : 39,18 ; Rappel : 41,66 ; Précision : 31,65 ; Ontologie : NoLocNomWithoutOntology

Mesure-F : 39,09 ; Rappel : 41,27 ; Précision : 32,26 ; Ontologie : NoLocNomComboHearstHeuris

Mesure-F : 39,03 ; Rappel : 41,23 ; Précision : 32,17 ; Ontologie : NoLocNomComboHeuristic

Mesure-F : 39,03 ; Rappel : 40,87 ; Précision : 33,08 ; Ontologie : WithoutOntology

Mesure-F : 38,47 ; Rappel : 40,47 ; Précision : 32,11 ; Ontologie : NoLocNomFCANoVerb

Mesure-F : 38,41 ; Rappel : 40,33 ; Précision : 32,25 ; Ontologie : NoLocNomComboHearst

Mesure-F : 38,35 ; Rappel : 38,88 ; Précision : 36,35 ; Ontologie : NormalWordnetPruned

Mesure-F : 38,04 ; Rappel : 40,12 ; Précision : 31,52 ; Ontologie : NoLocNomFCAVerb

Mesure-F : 37,5 ; Rappel : 39,33 ; Précision : 31,63 ; Ontologie : NoLocNomWordnetPruned

Mesure-F : 37,11 ; Rappel : 37,5 ; Précision : 35,61 ; Ontologie : NoWordNetWordnetPruned1000

Mesure-F : 37,0 ; Rappel : 37,93 ; Précision : 33,7 ; Ontologie : NormalFCANoVerb

Mesure-F : 36,98 ; Rappel : 37,34 ; Précision : 35,6 ; Ontologie : NoWordNetComboHearstHeuris

Mesure-F : 36,69 ; Rappel : 36,83 ; Précision : 36,14 ; Ontologie : NoWordNetComboHeuristic

Mesure-F : 36,58 ; Rappel : 37,96 ; Précision : 31,93 ; Ontologie : NormalComboHearst

Mesure-F : 36,51 ; Rappel : 36,85 ; Précision : 35,23 ; Ontologie : NormalComboHearstHeuris

Mesure-F : 36,38 ; Rappel : 36,95 ; Précision : 34,28 ; Ontologie : NormalComboHeuristic

Mesure-F : 36,32 ; Rappel : 38,79 ; Précision : 28,95 ; Ontologie : NoLocNomComboWordnetHearstHeuristic

Mesure-F : 36,06 ; Rappel : 36,83 ; Précision : 33,28 ; Ontologie : NoWordNetComboWordnetHearstHeuristic

Mesure-F : 36,05 ; Rappel : 37,51 ; Précision : 31,18 ; Ontologie : NormalComboWordnetHearstHeuristic

Mesure-F : 35,82 ; Rappel : 35,77 ; Précision : 36,01 ; Ontologie : NoWordNetComboHearst

Mesure-F : 35,76 ; Rappel : 35,67 ; Précision : 36,15 ; Ontologie : NoWordNetFCANoVerb

Mesure-F : 35,49 ; Rappel : 36,15 ; Précision : 33,09 ; Ontologie : NormalFCAVerb

Mesure-F : 35,4 ; Rappel : 35,44 ; Précision : 35,22 ; Ontologie : NormalWordnetPruned1000

Mesure-F : 34,69 ; Rappel : 34,71 ; Précision : 34,63 ; Ontologie : NoWordNetFCAVerb

Mesure-F : 34,62 ; Rappel : 34,14 ; Précision : 36,69 ; Ontologie : NoWordNetWordnetPruned

-----------------------------------------------------
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Pourcentage de : 40%

Rappel : 45,98

Précision : 34,52

Mesure-F : 43,12

-----------------------------------------------------

Mesure-F : 43,56 ; Rappel : 44,75 ; Précision : 39,38 ; Ontologie : NoWordNetComboHearstHeuris

Mesure-F : 43,41 ; Rappel : 44,23 ; Précision : 40,42 ; Ontologie : NoWordNetComboHeuristic

Mesure-F : 43,14 ; Rappel : 43,61 ; Précision : 41,38 ; Ontologie : NoWordNetFCANoVerb

Mesure-F : 43,12 ; Rappel : 45,98 ; Précision : 34,52 ; Ontologie : WithoutOntology

Mesure-F : 43,02 ; Rappel : 45,22 ; Précision : 36,01 ; Ontologie : NormalComboHearstHeuris

Mesure-F : 42,73 ; Rappel : 45,48 ; Précision : 34,41 ; Ontologie : NoLocNomWordnetPruned1000

Mesure-F : 42,68 ; Rappel : 43,27 ; Précision : 40,46 ; Ontologie : NoWordNetComboHearst

Mesure-F : 42,63 ; Rappel : 44,98 ; Précision : 35,27 ; Ontologie : NormalFCANoVerb

Mesure-F : 42,56 ; Rappel : 44,52 ; Précision : 36,19 ; Ontologie : NormalComboHeuristic

Mesure-F : 42,08 ; Rappel : 44,11 ; Précision : 35,54 ; Ontologie : NormalComboHearst

Mesure-F : 41,71 ; Rappel : 44,97 ; Précision : 32,32 ; Ontologie : NormalComboWordnetHearstHeuristic

Mesure-F : 41,68 ; Rappel : 44,45 ; Précision : 33,35 ; Ontologie : NoLocNomComboHearstHeuris

Mesure-F : 41,53 ; Rappel : 44,36 ; Précision : 33,09 ; Ontologie : NoLocNomComboHeuristic

Mesure-F : 41,44 ; Rappel : 43,98 ; Précision : 33,65 ; Ontologie : NoLocNomFCANoVerb

Mesure-F : 41,36 ; Rappel : 44,53 ; Précision : 32,2 ; Ontologie : NoLocNomFCAVerb

Mesure-F : 41,35 ; Rappel : 44,53 ; Précision : 32,17 ; Ontologie : NoLocNomWithoutOntology

Mesure-F : 40,98 ; Rappel : 42,1 ; Précision : 37,05 ; Ontologie : NoWordNetFCAVerb

Mesure-F : 40,97 ; Rappel : 42,31 ; Précision : 36,35 ; Ontologie : NormalFCAVerb

Mesure-F : 40,71 ; Rappel : 43,39 ; Précision : 32,64 ; Ontologie : NormalWordnetPruned1000

Mesure-F : 40,4 ; Rappel : 41,77 ; Précision : 35,73 ; Ontologie : NoWordNetWordnetPruned1000

Mesure-F : 40,37 ; Rappel : 43,05 ; Précision : 32,33 ; Ontologie : NoLocNomComboHearst

Mesure-F : 40,33 ; Rappel : 42,73 ; Précision : 32,94 ; Ontologie : NoWordNetComboWordnetHearstHeuristic

Mesure-F : 39,65 ; Rappel : 41,07 ; Précision : 34,85 ; Ontologie : NormalWordnetPruned

Mesure-F : 39,1 ; Rappel : 41,79 ; Précision : 31,1 ; Ontologie : NoLocNomComboWordnetHearstHeuristic

Mesure-F : 38,68 ; Rappel : 40,79 ; Précision : 32,04 ; Ontologie : NoLocNomWordnetPruned

Mesure-F : 37,27 ; Rappel : 37,27 ; Précision : 37,27 ; Ontologie : NoWordNetWordnetPruned

-----------------------------------------------------

Pourcentage de : 45%

Rappel : 44,37

Précision : 34,61

Mesure-F : 42,0

-----------------------------------------------------

Mesure-F : 44,02 ; Rappel : 47,07 ; Précision : 34,95 ; Ontologie : NormalWordnetPruned

Mesure-F : 43,72 ; Rappel : 46,74 ; Précision : 34,74 ; Ontologie : NormalComboWordnetHearstHeuristic

Mesure-F : 43,36 ; Rappel : 47,66 ; Précision : 31,87 ; Ontologie : NoLocNomFCAVerb

Mesure-F : 43,32 ; Rappel : 46,98 ; Précision : 33,03 ; Ontologie : NoLocNomWordnetPruned1000

Mesure-F : 43,01 ; Rappel : 47,73 ; Précision : 30,81 ; Ontologie : NoLocNomComboHearst

Mesure-F : 42,9 ; Rappel : 43,69 ; Précision : 39,99 ; Ontologie : NoWordNetFCANoVerb

Mesure-F : 42,72 ; Rappel : 46,53 ; Précision : 32,17 ; Ontologie : NoLocNomComboHearstHeuris

Mesure-F : 42,67 ; Rappel : 43,81 ; Précision : 38,63 ; Ontologie : NoWordNetComboHearstHeuris

Mesure-F : 42,57 ; Rappel : 46,4 ; Précision : 32,01 ; Ontologie : NoLocNomComboHeuristic

Mesure-F : 42,49 ; Rappel : 43,41 ; Précision : 39,15 ; Ontologie : NoWordNetComboHeuristic

Mesure-F : 42,31 ; Rappel : 44,79 ; Précision : 34,65 ; Ontologie : NormalComboHearstHeuris

Mesure-F : 42,28 ; Rappel : 45,94 ; Précision : 32,07 ; Ontologie : NoLocNomFCANoVerb

Mesure-F : 42,16 ; Rappel : 42,92 ; Précision : 39,38 ; Ontologie : NoWordNetComboHearst

Mesure-F : 42,09 ; Rappel : 44,48 ; Précision : 34,66 ; Ontologie : NormalComboHeuristic

Mesure-F : 42,08 ; Rappel : 43,59 ; Précision : 36,97 ; Ontologie : NoWordNetFCAVerb

Mesure-F : 42,06 ; Rappel : 46,44 ; Précision : 30,53 ; Ontologie : NoLocNomWordnetPruned

Mesure-F : 42,01 ; Rappel : 44,56 ; Précision : 34,18 ; Ontologie : NoWordNetComboWordnetHearstHeuristic

Mesure-F : 42,0 ; Rappel : 44,37 ; Précision : 34,61 ; Ontologie : WithoutOntology

Mesure-F : 41,95 ; Rappel : 46,36 ; Précision : 30,4 ; Ontologie : NoLocNomWithoutOntology

Mesure-F : 40,93 ; Rappel : 43,8 ; Précision : 32,44 ; Ontologie : NormalFCAVerb

Mesure-F : 40,8 ; Rappel : 43,04 ; Précision : 33,76 ; Ontologie : NormalFCANoVerb

Mesure-F : 40,46 ; Rappel : 41,89 ; Précision : 35,59 ; Ontologie : NormalComboHearst

Mesure-F : 40,4 ; Rappel : 42,86 ; Précision : 32,87 ; Ontologie : NormalWordnetPruned1000

Mesure-F : 40,1 ; Rappel : 41,95 ; Précision : 34,09 ; Ontologie : NoWordNetWordnetPruned1000

Mesure-F : 39,69 ; Rappel : 41,11 ; Précision : 34,87 ; Ontologie : NoWordNetWordnetPruned

Mesure-F : 37,26 ; Rappel : 38,97 ; Précision : 31,71 ; Ontologie : NoLocNomComboWordnetHearstHeuristic

-----------------------------------------------------

Pourcentage de : 50%

Rappel : 50,03

Précision : 32,04

Mesure-F : 44,98

-----------------------------------------------------

Mesure-F : 45,84 ; Rappel : 49,53 ; Précision : 35,31 ; Ontologie : NormalFCANoVerb

Mesure-F : 44,98 ; Rappel : 50,03 ; Précision : 32,04 ; Ontologie : WithoutOntology

Mesure-F : 44,75 ; Rappel : 47,15 ; Précision : 37,17 ; Ontologie : NoWordNetWordnetPruned1000

Mesure-F : 44,68 ; Rappel : 47,27 ; Précision : 36,65 ; Ontologie : NoWordNetWordnetPruned

Mesure-F : 44,2 ; Rappel : 45,47 ; Précision : 39,76 ; Ontologie : NoWordNetFCANoVerb

Mesure-F : 44,07 ; Rappel : 47,21 ; Précision : 34,8 ; Ontologie : NormalWordnetPruned

Mesure-F : 43,91 ; Rappel : 45,27 ; Précision : 39,2 ; Ontologie : NoWordNetComboHearst

Mesure-F : 43,63 ; Rappel : 49,4 ; Précision : 29,74 ; Ontologie : NoLocNomFCAVerb

Mesure-F : 43,43 ; Rappel : 45,86 ; Précision : 35,83 ; Ontologie : NoWordNetFCAVerb

Mesure-F : 43,29 ; Rappel : 47,74 ; Précision : 31,52 ; Ontologie : NormalComboHearst

Mesure-F : 43,17 ; Rappel : 48,43 ; Précision : 30,09 ; Ontologie : NoLocNomWithoutOntology

Mesure-F : 42,84 ; Rappel : 47,78 ; Précision : 30,31 ; Ontologie : NoLocNomFCANoVerb

Mesure-F : 42,84 ; Rappel : 46,63 ; Précision : 32,32 ; Ontologie : NormalComboHearstHeuris

Mesure-F : 42,64 ; Rappel : 47,89 ; Précision : 29,65 ; Ontologie : NoLocNomComboHearst
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Mesure-F : 42,6 ; Rappel : 45,8 ; Précision : 33,31 ; Ontologie : NoLocNomWordnetPruned1000

Mesure-F : 42,48 ; Rappel : 43,38 ; Précision : 39,21 ; Ontologie : NoWordNetComboHeuristic

Mesure-F : 42,45 ; Rappel : 43,74 ; Précision : 37,97 ; Ontologie : NoWordNetComboHearstHeuris

Mesure-F : 41,93 ; Rappel : 46,08 ; Précision : 30,82 ; Ontologie : NoLocNomComboHeuristic

Mesure-F : 41,91 ; Rappel : 46,05 ; Précision : 30,82 ; Ontologie : NoLocNomComboHearstHeuris

Mesure-F : 41,25 ; Rappel : 43,12 ; Précision : 35,15 ; Ontologie : NormalComboWordnetHearstHeuristic

Mesure-F : 41,1 ; Rappel : 44,65 ; Précision : 31,17 ; Ontologie : NormalFCAVerb

Mesure-F : 41,0 ; Rappel : 43,56 ; Précision : 33,19 ; Ontologie : NormalComboHeuristic

Mesure-F : 40,83 ; Rappel : 43,88 ; Précision : 31,96 ; Ontologie : NormalWordnetPruned1000

Mesure-F : 40,8 ; Rappel : 45,07 ; Précision : 29,58 ; Ontologie : NoLocNomWordnetPruned

Mesure-F : 39,93 ; Rappel : 41,43 ; Précision : 34,87 ; Ontologie : NoWordNetComboWordnetHearstHeuristic

Mesure-F : 37,22 ; Rappel : 41,04 ; Précision : 27,13 ; Ontologie : NoLocNomComboWordnetHearstHeuristic

-----------------------------------------------------

Pourcentage de : 55%

Rappel : 51,0

Précision : 29,33

Mesure-F : 44,43

-----------------------------------------------------

Mesure-F : 48,64 ; Rappel : 53,82 ; Précision : 35,12 ; Ontologie : NoWordNetComboHearst

Mesure-F : 48,63 ; Rappel : 53,93 ; Précision : 34,91 ; Ontologie : NoWordNetFCANoVerb

Mesure-F : 48,62 ; Rappel : 54,62 ; Précision : 33,78 ; Ontologie : NoWordNetComboHearstHeuris

Mesure-F : 48,52 ; Rappel : 54,28 ; Précision : 34,05 ; Ontologie : NoWordNetComboHeuristic

Mesure-F : 48,0 ; Rappel : 54,65 ; Précision : 32,29 ; Ontologie : NormalWordnetPruned

Mesure-F : 47,9 ; Rappel : 54,5 ; Précision : 32,26 ; Ontologie : NormalFCANoVerb

Mesure-F : 47,51 ; Rappel : 54,23 ; Précision : 31,76 ; Ontologie : NoWordNetWordnetPruned1000

Mesure-F : 47,39 ; Rappel : 54,81 ; Précision : 30,74 ; Ontologie : NormalComboHearst

Mesure-F : 47,14 ; Rappel : 51,72 ; Précision : 34,81 ; Ontologie : NoWordNetFCAVerb

Mesure-F : 46,88 ; Rappel : 53,67 ; Précision : 31,13 ; Ontologie : NormalComboHearstHeuris

Mesure-F : 46,71 ; Rappel : 53,33 ; Précision : 31,22 ; Ontologie : NormalComboHeuristic

Mesure-F : 46,24 ; Rappel : 53,12 ; Précision : 30,47 ; Ontologie : NoLocNomWordnetPruned1000

Mesure-F : 46,15 ; Rappel : 53,3 ; Précision : 30,03 ; Ontologie : NormalComboWordnetHearstHeuristic

Mesure-F : 46,02 ; Rappel : 52,31 ; Précision : 31,07 ; Ontologie : NoLocNomFCANoVerb

Mesure-F : 45,94 ; Rappel : 52,18 ; Précision : 31,08 ; Ontologie : NoWordNetComboWordnetHearstHeuristic

Mesure-F : 45,82 ; Rappel : 52,47 ; Précision : 30,4 ; Ontologie : NoLocNomWordnetPruned

Mesure-F : 45,77 ; Rappel : 52,79 ; Précision : 29,88 ; Ontologie : NormalWordnetPruned1000

Mesure-F : 45,3 ; Rappel : 49,94 ; Précision : 33,03 ; Ontologie : NoWordNetWordnetPruned

Mesure-F : 45,06 ; Rappel : 51,24 ; Précision : 30,4 ; Ontologie : NormalFCAVerb

Mesure-F : 44,43 ; Rappel : 51,0 ; Précision : 29,33 ; Ontologie : WithoutOntology

Mesure-F : 44,25 ; Rappel : 49,77 ; Précision : 30,65 ; Ontologie : NoLocNomComboHearstHeuris

Mesure-F : 44,16 ; Rappel : 49,82 ; Précision : 30,36 ; Ontologie : NoLocNomComboHeuristic

Mesure-F : 44,12 ; Rappel : 51,02 ; Précision : 28,63 ; Ontologie : NoLocNomComboHearst

Mesure-F : 43,99 ; Rappel : 49,7 ; Précision : 30,13 ; Ontologie : NoLocNomWithoutOntology

Mesure-F : 43,77 ; Rappel : 50,16 ; Précision : 29,0 ; Ontologie : NoLocNomFCAVerb

Mesure-F : 40,15 ; Rappel : 47,41 ; Précision : 24,9 ; Ontologie : NoLocNomComboWordnetHearstHeuristic

-----------------------------------------------------

Pourcentage de : 60%

Rappel : 59,92

Précision : 31,5

Mesure-F : 50,76

-----------------------------------------------------

Mesure-F : 53,65 ; Rappel : 61,73 ; Précision : 35,21 ; Ontologie : NoWordNetWordnetPruned1000

Mesure-F : 53,21 ; Rappel : 62,43 ; Précision : 33,45 ; Ontologie : NormalWordnetPruned1000

Mesure-F : 52,88 ; Rappel : 63,27 ; Précision : 31,92 ; Ontologie : NormalFCANoVerb

Mesure-F : 52,09 ; Rappel : 60,1 ; Précision : 33,97 ; Ontologie : NormalWordnetPruned

Mesure-F : 51,85 ; Rappel : 61,14 ; Précision : 32,24 ; Ontologie : NormalComboHearst

Mesure-F : 51,36 ; Rappel : 59,01 ; Précision : 33,83 ; Ontologie : NoLocNomWordnetPruned

Mesure-F : 51,08 ; Rappel : 57,05 ; Précision : 36,01 ; Ontologie : NoWordNetFCANoVerb

Mesure-F : 51,06 ; Rappel : 57,67 ; Précision : 35,02 ; Ontologie : NoWordNetFCAVerb

Mesure-F : 50,98 ; Rappel : 57,58 ; Précision : 34,96 ; Ontologie : NoWordNetWordnetPruned

Mesure-F : 50,92 ; Rappel : 56,78 ; Précision : 36,04 ; Ontologie : NoWordNetComboHearst

Mesure-F : 50,88 ; Rappel : 59,15 ; Précision : 32,64 ; Ontologie : NormalComboHeuristic

Mesure-F : 50,76 ; Rappel : 59,07 ; Précision : 32,48 ; Ontologie : NormalComboHearstHeuris

Mesure-F : 50,76 ; Rappel : 59,92 ; Précision : 31,5 ; Ontologie : WithoutOntology

Mesure-F : 50,55 ; Rappel : 57,54 ; Précision : 34,03 ; Ontologie : NoWordNetComboHearstHeuris

Mesure-F : 50,37 ; Rappel : 56,81 ; Précision : 34,66 ; Ontologie : NoWordNetComboHeuristic

Mesure-F : 50,13 ; Rappel : 57,96 ; Précision : 32,55 ; Ontologie : NormalFCAVerb

Mesure-F : 50,1 ; Rappel : 59,3 ; Précision : 30,92 ; Ontologie : NoLocNomComboHearst

Mesure-F : 49,89 ; Rappel : 58,0 ; Précision : 31,99 ; Ontologie : NoLocNomFCANoVerb

Mesure-F : 49,0 ; Rappel : 55,76 ; Précision : 33,0 ; Ontologie : NoLocNomWordnetPruned1000

Mesure-F : 48,96 ; Rappel : 57,77 ; Précision : 30,41 ; Ontologie : NormalComboWordnetHearstHeuristic

Mesure-F : 48,95 ; Rappel : 56,27 ; Précision : 32,2 ; Ontologie : NoLocNomComboHearstHeuris

Mesure-F : 48,78 ; Rappel : 56,25 ; Précision : 31,85 ; Ontologie : NoLocNomComboHeuristic

Mesure-F : 48,01 ; Rappel : 55,55 ; Précision : 31,11 ; Ontologie : NoLocNomFCAVerb

Mesure-F : 47,64 ; Rappel : 54,73 ; Précision : 31,39 ; Ontologie : NoLocNomWithoutOntology

Mesure-F : 47,17 ; Rappel : 53,5 ; Précision : 32,02 ; Ontologie : NoWordNetComboWordnetHearstHeuristic

Mesure-F : 44,33 ; Rappel : 53,71 ; Précision : 26,1 ; Ontologie : NoLocNomComboWordnetHearstHeuristic

-----------------------------------------------------

Pourcentage de : 65%

Rappel : 63,12

Précision : 30,08

Mesure-F : 51,75

-----------------------------------------------------

Mesure-F : 54,55 ; Rappel : 65,63 ; Précision : 32,57 ; Ontologie : NoWordNetWordnetPruned1000
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Mesure-F : 53,13 ; Rappel : 63,3 ; Précision : 32,34 ; Ontologie : NoWordNetWordnetPruned

Mesure-F : 53,02 ; Rappel : 65,42 ; Précision : 30,16 ; Ontologie : NormalWordnetPruned1000

Mesure-F : 52,87 ; Rappel : 63,79 ; Précision : 31,39 ; Ontologie : NormalFCANoVerb

Mesure-F : 52,86 ; Rappel : 64,62 ; Précision : 30,59 ; Ontologie : NormalComboHearst

Mesure-F : 52,6 ; Rappel : 61,24 ; Précision : 33,62 ; Ontologie : NoWordNetFCAVerb

Mesure-F : 52,41 ; Rappel : 62,19 ; Précision : 32,17 ; Ontologie : NormalComboHeuristic

Mesure-F : 52,24 ; Rappel : 62,52 ; Précision : 31,51 ; Ontologie : NormalWordnetPruned

Mesure-F : 52,18 ; Rappel : 61,99 ; Précision : 31,95 ; Ontologie : NormalComboHearstHeuris

Mesure-F : 51,81 ; Rappel : 59,16 ; Précision : 34,6 ; Ontologie : NoWordNetFCANoVerb

Mesure-F : 51,75 ; Rappel : 63,12 ; Précision : 30,08 ; Ontologie : WithoutOntology

Mesure-F : 51,72 ; Rappel : 62,03 ; Précision : 31,07 ; Ontologie : NormalFCAVerb

Mesure-F : 51,69 ; Rappel : 62,59 ; Précision : 30,47 ; Ontologie : NoLocNomWordnetPruned1000

Mesure-F : 51,63 ; Rappel : 58,93 ; Précision : 34,52 ; Ontologie : NoWordNetComboHearst

Mesure-F : 51,5 ; Rappel : 62,3 ; Précision : 30,42 ; Ontologie : NoLocNomWordnetPruned

Mesure-F : 51,33 ; Rappel : 59,32 ; Précision : 33,35 ; Ontologie : NoWordNetComboHeuristic

Mesure-F : 51,28 ; Rappel : 59,95 ; Précision : 32,48 ; Ontologie : NoWordNetComboHearstHeuris

Mesure-F : 51,16 ; Rappel : 63,09 ; Précision : 29,12 ; Ontologie : NoLocNomComboHearst

Mesure-F : 50,8 ; Rappel : 62,54 ; Précision : 29,02 ; Ontologie : NoLocNomComboHearstHeuris

Mesure-F : 50,76 ; Rappel : 62,68 ; Précision : 28,83 ; Ontologie : NoLocNomComboHeuristic

Mesure-F : 50,46 ; Rappel : 63,24 ; Précision : 27,9 ; Ontologie : NoLocNomComboWordnetHearstHeuristic

Mesure-F : 50,41 ; Rappel : 61,48 ; Précision : 29,3 ; Ontologie : NoLocNomFCANoVerb

Mesure-F : 50,4 ; Rappel : 61,08 ; Précision : 29,65 ; Ontologie : NoLocNomFCAVerb

Mesure-F : 50,38 ; Rappel : 62,58 ; Précision : 28,3 ; Ontologie : NoLocNomWithoutOntology

Mesure-F : 49,15 ; Rappel : 59,57 ; Précision : 28,92 ; Ontologie : NormalComboWordnetHearstHeuristic

Mesure-F : 48,99 ; Rappel : 58,56 ; Précision : 29,63 ; Ontologie : NoWordNetComboWordnetHearstHeuristic

-----------------------------------------------------

Pourcentage de : 70%

Rappel : 61,98

Précision : 27,7

Mesure-F : 49,68

-----------------------------------------------------

Mesure-F : 55,46 ; Rappel : 67,99 ; Précision : 31,92 ; Ontologie : NoLocNomWordnetPruned

Mesure-F : 54,79 ; Rappel : 65,91 ; Précision : 32,72 ; Ontologie : NoWordNetFCANoVerb

Mesure-F : 54,71 ; Rappel : 67,05 ; Précision : 31,51 ; Ontologie : NoLocNomWordnetPruned1000

Mesure-F : 54,38 ; Rappel : 65,25 ; Précision : 32,64 ; Ontologie : NoWordNetComboHearst

Mesure-F : 54,34 ; Rappel : 68,2 ; Précision : 29,97 ; Ontologie : NormalComboHeuristic

Mesure-F : 54,01 ; Rappel : 68,46 ; Précision : 29,28 ; Ontologie : NormalFCAVerb

Mesure-F : 53,98 ; Rappel : 67,71 ; Précision : 29,8 ; Ontologie : NormalComboHearstHeuris

Mesure-F : 53,83 ; Rappel : 65,78 ; Précision : 31,17 ; Ontologie : NoWordNetWordnetPruned1000

Mesure-F : 53,59 ; Rappel : 66,95 ; Précision : 29,8 ; Ontologie : NormalWordnetPruned1000

Mesure-F : 53,53 ; Rappel : 68,31 ; Précision : 28,69 ; Ontologie : NormalComboHearst

Mesure-F : 53,22 ; Rappel : 65,84 ; Précision : 30,12 ; Ontologie : NormalFCANoVerb

Mesure-F : 52,77 ; Rappel : 66,76 ; Précision : 28,7 ; Ontologie : NoLocNomComboHearst

Mesure-F : 52,34 ; Rappel : 65,0 ; Précision : 29,42 ; Ontologie : NoLocNomFCAVerb

Mesure-F : 52,34 ; Rappel : 63,48 ; Précision : 30,76 ; Ontologie : NormalWordnetPruned

Mesure-F : 52,18 ; Rappel : 66,18 ; Précision : 28,26 ; Ontologie : NoLocNomComboHeuristic

Mesure-F : 52,13 ; Rappel : 65,98 ; Précision : 28,34 ; Ontologie : NoLocNomComboHearstHeuris

Mesure-F : 51,88 ; Rappel : 62,14 ; Précision : 31,24 ; Ontologie : NoWordNetWordnetPruned

Mesure-F : 51,79 ; Rappel : 64,71 ; Précision : 28,79 ; Ontologie : NoLocNomFCANoVerb

Mesure-F : 51,22 ; Rappel : 60,3 ; Précision : 31,96 ; Ontologie : NoWordNetFCAVerb

Mesure-F : 51,07 ; Rappel : 63,81 ; Précision : 28,4 ; Ontologie : NoLocNomWithoutOntology

Mesure-F : 50,91 ; Rappel : 61,43 ; Précision : 30,22 ; Ontologie : NormalComboWordnetHearstHeuristic

Mesure-F : 50,41 ; Rappel : 58,03 ; Précision : 33,04 ; Ontologie : NoWordNetComboHeuristic

Mesure-F : 50,27 ; Rappel : 58,69 ; Précision : 31,95 ; Ontologie : NoWordNetComboHearstHeuris

Mesure-F : 50,1 ; Rappel : 59,8 ; Précision : 30,39 ; Ontologie : NoWordNetComboWordnetHearstHeuristic

Mesure-F : 49,68 ; Rappel : 61,98 ; Précision : 27,7 ; Ontologie : WithoutOntology

Mesure-F : 43,62 ; Rappel : 54,02 ; Précision : 24,64 ; Ontologie : NoLocNomComboWordnetHearstHeuristic

-----------------------------------------------------

Pourcentage de : 75%

Rappel : 69,16

Précision : 26,4

Mesure-F : 52,24

-----------------------------------------------------

Mesure-F : 55,99 ; Rappel : 69,65 ; Précision : 31,38 ; Ontologie : NoLocNomWordnetPruned

Mesure-F : 55,47 ; Rappel : 74,43 ; Précision : 27,48 ; Ontologie : NormalComboHearst

Mesure-F : 55,38 ; Rappel : 69,2 ; Précision : 30,78 ; Ontologie : NoWordNetWordnetPruned1000

Mesure-F : 55,37 ; Rappel : 72,12 ; Précision : 28,71 ; Ontologie : NormalComboHeuristic

Mesure-F : 55,3 ; Rappel : 71,64 ; Précision : 28,92 ; Ontologie : NormalComboHearstHeuris

Mesure-F : 55,0 ; Rappel : 67,29 ; Précision : 31,78 ; Ontologie : NoWordNetFCANoVerb

Mesure-F : 54,81 ; Rappel : 68,86 ; Précision : 30,18 ; Ontologie : NoLocNomWordnetPruned1000

Mesure-F : 54,77 ; Rappel : 67,45 ; Précision : 31,26 ; Ontologie : NoWordNetComboHearst

Mesure-F : 54,74 ; Rappel : 72,99 ; Précision : 27,37 ; Ontologie : NormalFCAVerb

Mesure-F : 54,6 ; Rappel : 68,8 ; Précision : 29,91 ; Ontologie : NormalFCANoVerb

Mesure-F : 54,38 ; Rappel : 66,53 ; Précision : 31,42 ; Ontologie : NoWordNetComboHeuristic

Mesure-F : 54,36 ; Rappel : 70,61 ; Précision : 28,31 ; Ontologie : NormalWordnetPruned1000

Mesure-F : 54,24 ; Rappel : 67,23 ; Précision : 30,6 ; Ontologie : NoWordNetComboHearstHeuris

Mesure-F : 53,91 ; Rappel : 71,13 ; Précision : 27,39 ; Ontologie : NoLocNomComboHearstHeuris

Mesure-F : 53,67 ; Rappel : 71,05 ; Précision : 27,13 ; Ontologie : NoLocNomComboHeuristic

Mesure-F : 53,5 ; Rappel : 66,62 ; Précision : 29,92 ; Ontologie : NoWordNetWordnetPruned

Mesure-F : 53,4 ; Rappel : 67,66 ; Précision : 28,98 ; Ontologie : NormalWordnetPruned

Mesure-F : 53,28 ; Rappel : 64,36 ; Précision : 31,55 ; Ontologie : NoWordNetFCAVerb

Mesure-F : 52,95 ; Rappel : 69,74 ; Précision : 26,97 ; Ontologie : NoLocNomComboHearst

Mesure-F : 52,9 ; Rappel : 69,08 ; Précision : 27,31 ; Ontologie : NoLocNomFCANoVerb
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Mesure-F : 52,68 ; Rappel : 68,33 ; Précision : 27,49 ; Ontologie : NoLocNomFCAVerb

Mesure-F : 52,58 ; Rappel : 65,21 ; Précision : 29,63 ; Ontologie : NoWordNetComboWordnetHearstHeuristic

Mesure-F : 52,24 ; Rappel : 69,16 ; Précision : 26,4 ; Ontologie : WithoutOntology

Mesure-F : 51,83 ; Rappel : 63,93 ; Précision : 29,5 ; Ontologie : NormalComboWordnetHearstHeuristic

Mesure-F : 50,26 ; Rappel : 65,26 ; Précision : 26,18 ; Ontologie : NoLocNomWithoutOntology

Mesure-F : 46,1 ; Rappel : 63,47 ; Précision : 22,01 ; Ontologie : NoLocNomComboWordnetHearstHeuristic

-----------------------------------------------------

Pourcentage de : 80%

Rappel : 74,78

Précision : 26,01

Mesure-F : 54,39

-----------------------------------------------------

Mesure-F : 56,29 ; Rappel : 73,06 ; Précision : 29,35 ; Ontologie : NoLocNomWordnetPruned

Mesure-F : 55,75 ; Rappel : 72,72 ; Précision : 28,84 ; Ontologie : NoWordNetWordnetPruned1000

Mesure-F : 55,66 ; Rappel : 73,7 ; Précision : 28,13 ; Ontologie : NormalComboHeuristic

Mesure-F : 55,57 ; Rappel : 74,29 ; Précision : 27,68 ; Ontologie : NormalFCANoVerb

Mesure-F : 55,54 ; Rappel : 72,57 ; Précision : 28,65 ; Ontologie : NoLocNomWordnetPruned1000

Mesure-F : 55,21 ; Rappel : 74,19 ; Précision : 27,29 ; Ontologie : NormalComboHearstHeuris

Mesure-F : 55,18 ; Rappel : 76,81 ; Précision : 25,95 ; Ontologie : NormalComboHearst

Mesure-F : 55,1 ; Rappel : 72,18 ; Précision : 28,31 ; Ontologie : NoWordNetFCAVerb

Mesure-F : 54,95 ; Rappel : 74,96 ; Précision : 26,57 ; Ontologie : NoLocNomFCAVerb

Mesure-F : 54,61 ; Rappel : 69,14 ; Précision : 29,67 ; Ontologie : NoWordNetFCANoVerb

Mesure-F : 54,58 ; Rappel : 75,44 ; Précision : 25,92 ; Ontologie : NoLocNomComboHearst

Mesure-F : 54,55 ; Rappel : 68,93 ; Précision : 29,73 ; Ontologie : NoWordNetComboHearst

Mesure-F : 54,5 ; Rappel : 73,12 ; Précision : 27,0 ; Ontologie : NormalWordnetPruned1000

Mesure-F : 54,39 ; Rappel : 74,78 ; Précision : 26,01 ; Ontologie : WithoutOntology

Mesure-F : 54,29 ; Rappel : 68,76 ; Précision : 29,48 ; Ontologie : NoWordNetComboHeuristic

Mesure-F : 54,27 ; Rappel : 73,56 ; Précision : 26,49 ; Ontologie : NormalFCAVerb

Mesure-F : 54,01 ; Rappel : 69,56 ; Précision : 28,52 ; Ontologie : NoWordNetComboHearstHeuris

Mesure-F : 53,61 ; Rappel : 73,96 ; Précision : 25,52 ; Ontologie : NoLocNomWithoutOntology

Mesure-F : 53,1 ; Rappel : 72,13 ; Précision : 25,83 ; Ontologie : NoLocNomComboHeuristic

Mesure-F : 53,03 ; Rappel : 72,03 ; Précision : 25,8 ; Ontologie : NoLocNomComboHearstHeuris

Mesure-F : 53,02 ; Rappel : 70,52 ; Précision : 26,61 ; Ontologie : NoWordNetWordnetPruned

Mesure-F : 52,99 ; Rappel : 71,73 ; Précision : 25,91 ; Ontologie : NoLocNomFCANoVerb

Mesure-F : 52,83 ; Rappel : 73,49 ; Précision : 24,87 ; Ontologie : NormalComboWordnetHearstHeuristic

Mesure-F : 52,71 ; Rappel : 69,74 ; Précision : 26,67 ; Ontologie : NormalWordnetPruned

Mesure-F : 51,57 ; Rappel : 71,32 ; Précision : 24,47 ; Ontologie : NoWordNetComboWordnetHearstHeuristic

Mesure-F : 47,77 ; Rappel : 64,78 ; Précision : 23,3 ; Ontologie : NoLocNomComboWordnetHearstHeuristic

-----------------------------------------------------

Pourcentage de : 85%

Rappel : 77,55

Précision : 26,52

Mesure-F : 56,0

-----------------------------------------------------

Mesure-F : 58,07 ; Rappel : 78,59 ; Précision : 28,41 ; Ontologie : NormalComboHeuristic

Mesure-F : 57,75 ; Rappel : 74,71 ; Précision : 30,26 ; Ontologie : NoWordNetFCAVerb

Mesure-F : 57,46 ; Rappel : 77,68 ; Précision : 28,15 ; Ontologie : NormalComboHearstHeuris

Mesure-F : 56,93 ; Rappel : 76,45 ; Précision : 28,16 ; Ontologie : NoWordNetWordnetPruned

Mesure-F : 56,72 ; Rappel : 73,94 ; Précision : 29,36 ; Ontologie : NoWordNetComboHearst

Mesure-F : 56,36 ; Rappel : 78,54 ; Précision : 26,47 ; Ontologie : NoLocNomComboHearstHeuris

Mesure-F : 56,33 ; Rappel : 73,35 ; Précision : 29,22 ; Ontologie : NoWordNetWordnetPruned1000

Mesure-F : 56,19 ; Rappel : 78,64 ; Précision : 26,23 ; Ontologie : NoLocNomComboHeuristic

Mesure-F : 56,14 ; Rappel : 73,52 ; Précision : 28,86 ; Ontologie : NormalFCANoVerb

Mesure-F : 56,08 ; Rappel : 76,75 ; Précision : 27,0 ; Ontologie : NormalComboHearst

Mesure-F : 56,0 ; Rappel : 77,55 ; Précision : 26,52 ; Ontologie : WithoutOntology

Mesure-F : 55,92 ; Rappel : 75,22 ; Précision : 27,6 ; Ontologie : NoLocNomWordnetPruned

Mesure-F : 55,66 ; Rappel : 68,81 ; Précision : 31,55 ; Ontologie : NoWordNetFCANoVerb

Mesure-F : 55,55 ; Rappel : 74,67 ; Précision : 27,44 ; Ontologie : NormalFCAVerb

Mesure-F : 55,48 ; Rappel : 75,07 ; Précision : 27,15 ; Ontologie : NoLocNomFCAVerb

Mesure-F : 55,38 ; Rappel : 74,61 ; Précision : 27,27 ; Ontologie : NormalWordnetPruned

Mesure-F : 55,29 ; Rappel : 74,64 ; Précision : 27,14 ; Ontologie : NormalWordnetPruned1000

Mesure-F : 55,26 ; Rappel : 67,96 ; Précision : 31,63 ; Ontologie : NoWordNetComboHeuristic

Mesure-F : 55,16 ; Rappel : 72,62 ; Précision : 28,12 ; Ontologie : NoLocNomWordnetPruned1000

Mesure-F : 55,09 ; Rappel : 74,96 ; Précision : 26,74 ; Ontologie : NoLocNomComboHearst

Mesure-F : 55,08 ; Rappel : 68,78 ; Précision : 30,65 ; Ontologie : NoWordNetComboHearstHeuris

Mesure-F : 54,94 ; Rappel : 76,72 ; Précision : 25,73 ; Ontologie : NoWordNetComboWordnetHearstHeuristic

Mesure-F : 54,49 ; Rappel : 75,54 ; Précision : 25,77 ; Ontologie : NoLocNomFCANoVerb

Mesure-F : 54,1 ; Rappel : 73,56 ; Précision : 26,29 ; Ontologie : NoLocNomWithoutOntology

Mesure-F : 53,47 ; Rappel : 74,79 ; Précision : 24,98 ; Ontologie : NormalComboWordnetHearstHeuristic

Mesure-F : 51,73 ; Rappel : 69,95 ; Précision : 25,33 ; Ontologie : NoLocNomComboWordnetHearstHeuristic

-----------------------------------------------------

Pourcentage de : 90%

Rappel : 80,92

Précision : 27,11

Mesure-F : 57,93

-----------------------------------------------------

Mesure-F : 60,78 ; Rappel : 83,55 ; Précision : 29,08 ; Ontologie : NoWordNetWordnetPruned1000

Mesure-F : 59,73 ; Rappel : 82,53 ; Précision : 28,38 ; Ontologie : NoLocNomWordnetPruned

Mesure-F : 59,52 ; Rappel : 81,33 ; Précision : 28,72 ; Ontologie : NoWordNetWordnetPruned

Mesure-F : 59,41 ; Rappel : 84,19 ; Précision : 27,29 ; Ontologie : NoLocNomComboHearst

Mesure-F : 59,13 ; Rappel : 78,01 ; Précision : 30,05 ; Ontologie : NoWordNetFCANoVerb

Mesure-F : 59,0 ; Rappel : 84,66 ; Précision : 26,67 ; Ontologie : NoWordNetComboWordnetHearstHeuristic

Mesure-F : 59,0 ; Rappel : 79,29 ; Précision : 29,16 ; Ontologie : NormalComboHeuristic
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Mesure-F : 58,89 ; Rappel : 77,33 ; Précision : 30,14 ; Ontologie : NoWordNetComboHearst

Mesure-F : 58,76 ; Rappel : 77,25 ; Précision : 30,02 ; Ontologie : NoWordNetComboHeuristic

Mesure-F : 58,75 ; Rappel : 78,37 ; Précision : 29,35 ; Ontologie : NoWordNetComboHearstHeuris

Mesure-F : 58,63 ; Rappel : 82,33 ; Précision : 27,25 ; Ontologie : NormalComboWordnetHearstHeuristic

Mesure-F : 58,6 ; Rappel : 82,41 ; Précision : 27,18 ; Ontologie : NoLocNomFCAVerb

Mesure-F : 58,55 ; Rappel : 80,13 ; Précision : 28,19 ; Ontologie : NoLocNomWordnetPruned1000

Mesure-F : 58,51 ; Rappel : 82,99 ; Précision : 26,84 ; Ontologie : NoLocNomWithoutOntology

Mesure-F : 58,5 ; Rappel : 79,45 ; Précision : 28,47 ; Ontologie : NormalComboHearstHeuris

Mesure-F : 57,93 ; Rappel : 80,92 ; Précision : 27,11 ; Ontologie : WithoutOntology

Mesure-F : 57,73 ; Rappel : 78,78 ; Précision : 27,9 ; Ontologie : NormalWordnetPruned

Mesure-F : 57,71 ; Rappel : 79,46 ; Précision : 27,55 ; Ontologie : NormalWordnetPruned1000

Mesure-F : 57,67 ; Rappel : 74,25 ; Précision : 30,46 ; Ontologie : NoWordNetFCAVerb

Mesure-F : 57,46 ; Rappel : 81,69 ; Précision : 26,28 ; Ontologie : NoLocNomComboHeuristic

Mesure-F : 57,23 ; Rappel : 80,79 ; Précision : 26,42 ; Ontologie : NoLocNomComboHearstHeuris

Mesure-F : 57,08 ; Rappel : 78,66 ; Précision : 27,21 ; Ontologie : NormalComboHearst

Mesure-F : 57,03 ; Rappel : 77,13 ; Précision : 27,92 ; Ontologie : NormalFCAVerb

Mesure-F : 56,96 ; Rappel : 78,72 ; Précision : 27,05 ; Ontologie : NoLocNomComboWordnetHearstHeuristic

Mesure-F : 56,1 ; Rappel : 73,88 ; Précision : 28,58 ; Ontologie : NormalFCANoVerb

Mesure-F : 55,59 ; Rappel : 77,76 ; Précision : 25,97 ; Ontologie : NoLocNomFCANoVerb



Annexe C

Temps de traitement moyens avec

SeseiOnto et Sesei

On retrouve dans cette annexe la liste des temps de traitement moyens pour chacune
des ontologies utilisées dans nos tests. Ce temps a été calculé à partir des temps moyens
d'exécution des 100 requêtes faisant partie de la CF Database et ce, pour chaque onto-
logie de test. Pour plus de détails sur la nomenclature utilisée, veuillez vous référer au
début de l'annexe B.

NormalComboHearst : 8,77 minutes

NormalComboHearstHeuris : 6,93 minutes

NormalComboHeuristic : 7,78 minutes

NormalComboWordnetHearstHeuristic : 43,95 minutes

NormalFCANoVerb : 7,27 minutes

NormalFCAVerb : 8,15 minutes

NormalWordnetPruned : 14,25 minutes

NormalWordnetPruned1000 : 18,64 minutes

NoLocNomComboHearst : 6,52 minutes

NoLocNomComboHearstHeuris : 5,13 minutes

NoLocNomComboHeuristic : 5 minutes

NoLocNomComboWordnetHearstHeuristic : 84,27 minutes

NoLocNomFCANoVerb : 6,42 minutes

NoLocNomFCAVerb : 6 minutes

NoLocNomWordnetPruned : 24,14 minutes

NoLocNomWordnetPruned1000 : 22,5 minutes

NoWordNetComboHearst : 8,74 minutes
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NoWordNetComboHearstHeuris : 6,56 minutes

NoWordNetComboHeuristic : 7,86 minutes

NoWordNetComboWordnetHearstHeuristic : 42,2 minutes

NoWordNetFCANoVerb : 8,23 minutes

NoWordNetFCAVerb : 6,4 minutes

NoWordNetWordnetPruned : 12,79 minutes

NoWordNetWordnetPruned1000 : 18,75 minutes

WithoutOntology : 7,97 minutes

NoLocNomWithoutOntology : 8,26 minutes
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