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Abstract:Forhyperspectralimageclassificationproblemofsmallsample,thispaperproposesadepthof
lesssamplelearningalgorithm,thisalgorithmthroughthesimulationofthesmallsampleclassificationin
theprocessoftrainingistotrainthedepth３Dconvolutionneuralnetworkfeatureextraction,theextraction
ofcharacteristicwithsmallerclassspanandlargespacingbetweenclasses,moresuitableforsmall
sampleclassificationproblem,andcanbeusedfordifferenthyperspectraldata,hasbettergeneralization
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摘　要:针对高光谱影像分类面临的小样本问题,提出了一种深度少样例学习算法,该算法在训练过程

中通过模拟小样本分类的情况来训练深度三维卷积神经网络提取特征,其提取得到的特征具有较小类

内间距和较大的类间间距,更适合小样本分类问题,且能用于不同的高光谱数据,具有更好的泛化能力.
利用训练好的模型提取目标数据集的特征,然后结合最近邻分类器和支持向量机分类器进行监督分类.
利用Pavia大学、IndianPines和Salinas３组高光谱影像数据进行分类试验,试验结果表明,该算法能

够在训练样本较少的情况下(每类地物仅选取５个标记样本作为训练样本)取得优于传统半监督分类方

法的分类精度.
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　　高光谱影像能同时提供地物丰富的光谱和空

间信息,被广泛应用于环境监测、精细农业等领

域.高光谱影像地物分类是高光谱影像处理中极

具挑战性的环节,其主要任务是为图像中每一个

像元赋予类别标记.根据分类过程中是否利用标

记样本,高光谱影像分类方法可分为无监督分类、

监督分类和半监督分类.文献[１]对常用的监督

分类器进行了详尽的介绍,包括最近邻(kＧnearest
neighbor,KNN)、支 持 向 量 机 (supportvector
machine,SVM)、决策树等.

为有效应对维数灾难问题,科研人员通过特

征提取方法降低特征维度,使用主成分分析[２]、独
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立成分分析[３]等方法实现数据降维.后续研究表

明,综合利用高光谱影像的空谱信息能有效提高

分类精度,因此空间信息被引入到高光谱影像特

征提取过程中,常见算法有拓展形态学剖面[４]

(EMAP)、马尔科夫随机场[５](MRF)、局部二值

模式[６](LBP)、Gabor滤波器[７]等.此外,波段选

择[８]也被应用于影像降维处理.尽管特征提取和

波段选择可以缓解标记样本不足的问题,但在有

限的标记样本条件下,监督分类仍然很难获得满

意的分类结果.由于半监督学习能同时利用标记

样本和未标记样本改进学习性能,故成为近年来

的研究热点.常见的半监督学习算法有半监督支

持向量机[９]、协同训练[１０]、主动学习[１１]等.
近年来,深度学习在高光谱影像处理中取得

了广泛的应用,堆栈式自编码器[１２]被率先应用于

高光谱影像分类.随后,深度置信网络[１３]、一维

卷积神经网络[１４](１DＧCNN)、循环神经网络[１５]

(RCNN)、二维卷积神经网络[１６](２DＧCNN)、三维

卷积神经网络[１７](３DＧCNN)也相继应用于高光谱

影像分类,并取得了较好的分类效果.但是标记

样本通常数量有限且较难获取,成为制约高光谱

影像分类技术发展的关键因素之一.为解决小样

本问题,文献[１８]构建了像素对,显著增加了训练

样本的数量.文献[１９]设计了一种半监督CNN,
进一步提高了有限标记样本情况下的分类精度.
文献[２０]构造了一种适用于特征学习的５层卷积

神经网络(CＧCNN),相比传统的卷积神经网络,
该网络取得了更高的分类精度.尽管上述方法取

得了一定进展,但模型泛化能力较弱,而且无法有

效应对小样本问题.
针对高光谱影像分类中面临的小样本问题和

模型泛化能力较弱的问题,本文提出了一种深度

少样例学习算法,该算法的核心思想是通过预先

搜集的标记数据训练深度三维卷积神经网络[２１]

(ResＧ３DＧCNN),使其学习到一个能适应不同数

据的度量空间.在该度量空间内,同类样本特征

相互聚合,不同类样本特征彼此远离.进一步结

合最近邻分类器和SVM 分类器进行监督分类.
最后在Pavia大学、IndianaPines和Salinas３组

高光谱影像数据集上验证了本文算法的有效性.

１　本文算法

本文提出了一种深度少样例学习算法,该算

法主要由３部分组成.首先利用预先收集的高光

谱影像训练数据集通过模拟小样本分类的情形训

练ResＧ３DＧCNN,然后将训练好的模型作为特征

提取器,提取测试数据集上所有样本的特征,注意

这里的测试数据集与训练数据集是不同源的,最
后在提取的样本特征中,选取少量样本作为监督

样本,进而利用最近邻分类器完成监督分类.

１．１　深度少样例学习及其训练策略

少样例学习是指通过少量的标记样本训练模

型学习识别物体[２２].受文献[２３—２４]少样例学

习成功的启发,本文提出深度少样例学习算法,即
利用一些预先收集的高光谱影像训练 ResＧ３DＧ
CNN来学习一个度量空间.随后,将学习得到的

度量空间拓展到新的高光谱测试数据,并提高少

样例(小样本)条件下的分类精度.其关键是利用

预先收集的标记样本训练 ResＧ３DＧCNN 学习度

量空间.为使 ResＧ３DＧCNN 学习到适应少样例

分类的度量空间,首先从训练数据中随机挑选一

批样本来模拟少样例分类,则要学习的度量空间

就可以用ResＧ３DＧCNN 进行参数化表示,进一步

ResＧ３DＧCNN可被视为一个非线性变换函数fϕ:

RRD→RRM ,其中ϕ 为待学习的网络参数,D 为输入

的特征维度,M 为网络输出的特征维度.图１给

出了深度少样例学习的训练过程.
首先,假设训练数据集中共有类地物,则从训

练数据集中随机抽取C(C＜K)类地物的样本作

为一批训练样本,为便于编程实现,每类地物抽取

的样本数量均相同.进一步将训练样本随机分为

支撑样本集(supportset)和查询样本集(query
set).为更加有效地模拟测试数据中的少样例分

类问题,在这批训练样本中,每类地物随机选取

１个样本作为支撑样本集,剩余样本作为查询样

本集.随后将支撑样本集和查询样本集均通过

ResＧ３DＧCNN进行前向传播,并输出每个样本对

应的特征向量.进而计算出查询样本特征向量相

对于支撑样本特征向量的欧氏距离.为使 ResＧ
３DＧCNN输出特征具有良好的紧致性,进一步按

照式(１)计算不同地物间的特征分布

pϕ(y＝k|x)＝
exp(－d(fϕ(x,ck))

∑
NC

k＝１
exp(－d(fϕ(x,ck))

(１)

式中,ck 为支撑样本集中第k 类地物对应的特征

向量;x 表示查询样本集中样本对应的特征向量;

y 为x 对应的真实标记;d()为欧氏距离函数.
最后定义ResＧ３DＧCNN的损失函数为

２３３１
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J(ϕ)＝ －logpϕ(y＝k|x)＝d(fϕ(x),ck)＋

log∑
NC

k＝１
exp(－d(fϕ(x),ck)) (２)

最小化式(２)所示的损失函数不是训练网络

学习如何预测样本标记,而是使得查询样本集中

的样本经网络输出的特征空间与同类的支撑样本

彼此靠近,而与不同类的支撑样本相互远离.深

度少样例学习算法的具 体 训 练 步 骤 如 算 法 １
所示.

图１　深度少样例学习的训练过程

Fig．１　Thetrainingprocessofdeeplearningwithfewexamples

　　算法１:深度少样例学习算法.N 和K 分别

为训练数据集中的样本数量和样本类别数量.

Nc＜K 为每批训练样本的类别数量,NQ 为查询

样本集中每类样本的数量,支撑样本集中每类样

本的数量为１.RandomSample(S,M)指从样本

集合S 中随机抽取M 个样本.算法流程如下.
输入:训练数据集D＝{(x１,y１),,(xN ,yN )},yi∈{１,
,K},Dk 为包含第k 类所有样本的子样本集D,(xi,

yi＝k).

输出:每批训练样本的负对数损失函数值.

　V←RandomSample({１,,K},NC)　 ▷随机选取 Nc

类样本

　forkin{１,,NC}do
　　Sk←RandomSample(DVk

,１)　 ▷选取支撑样本

　　Qk←RandomSample(DVk\Sk,NQ)　 ▷选取查询

样本

　　ck←fϕ(xi)　 ▷计算支撑样本的特征向量

　endfor
　J(ϕ)←０ ▷初始化损失函数为０
　forkin{１,,NC}do
　　for(x,y)inQkdo

　　　J←J＋[d(fϕ(x),ck)＋log∑
NC

k＝１
exp(－d(fϕ(x),

ck))]　 ▷更新损失函数

　　endfor
　endfor

１．２　深度三维卷积网络

考虑到空间信息能有效改善高光谱影像分类

精度,且三维卷积网络能较好地利用高光谱影像

提供的空谱信息,采用文献[２１]中提出的深度三

维卷积神经网络(ResＧ３DＧCNN)作为特征提取的

网络.具体网络结构如图２所示.与文献[２１]设
计的ResＧ３DＧCNN不同,本文网络输出的是特征

向量而不是类别标记,因此去除了最后的全连接

层,且没有应用Dropout.
图２中,Conv表示卷积核大小为３×３×３的

三维卷积层,虚线框内为一个残差学习模块,每个

残差学习模块后连接一个步长为２×２×４的池化

层,以减少计算量,并对特征进行聚合.ReLU
(rectifiedlinearunits)激活函数相比于传统的

Sigmoid和tanh激活函数具有更快的收敛速度.
因此,所有三维卷积层均采用 ReLU 激活函数进

行非线性映射.ReLU 激活函数形式如式(３)
所示

f(x)＝max(０,x) (３)

２　试验结果与分析

试验的硬件环境为１６GB内存,i７Ｇ９７５０H 处

理器,RTX２０７０ 显 卡.试 验 所 有 程 序 均 基 于

Python语言和深度学习库tensorflow开发实现.
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图２　深度三维卷积网络结构

Fig．２　Architectureofdeep３Dconvolutionnetwork

２．１　试验数据

２．１．１　训练数据

笔者 搜 集 了 Houston、Botswana、KSC 和

Chikusei[２５]４组高光谱数据集用作训练 ResＧ３DＧ
CNN的训练数据.表１中给出了４组高光谱训

练数据集的详细信息,其中波段数指可用于训练

的波段数.

表１　Houston、Botswana、KSC和Chikusei高光谱数据集

Tab．１　Houston,Botswana,KSCandChikuseihyperspectral
datasets

数据 Houston Botswana KSC Chikusei

影像大小/像素 ３４９×１９０５１４７６×２５６ ５１２×６１４２５１７×２３３５
光谱范围/nm ３８０—１０５０４００—２５００４００—２５００３６３—１０１８

波段数 １４４ １４５ １７６ １２８
空间分辨率/m ２．５ ３０ １８ ２．５

传感器
ITRESＧ
CASI１５００

EOＧ１ AVIRIS
HyperspecＧ
VNIRＧC

区域 Houston Botswana Florida Chikusei
地物类别数量 ３１ １４ １３ １９

４组高光谱数据集中共有７７类标记地物,这
些地物类别来自不同的地区,同时涵盖了不同的

空间分辨率,从而保障了训练样本的多样性.考

虑到计算资源较为有限,且为了便于编程实现,每
类地物随机选取２００个标记样本用于训练,并舍

弃掉样本数量不足２００个的地物类别.因此,最
后用于训练ResＧ３DＧCNN的训练数据共包含４４类

地物,每类地物包含２００个标记样本.与此同时

本文还测试了７５类地物(每类地物１００个标记样

本)和３５类地物(每类地物４００个样本),在Pavia
大学数据上的分类精度,相比于４４类地物的分

类精度有所下降.这说明地物类别的多样性和

每类地物的样本数量均能够影响最终分类结

果.根据试验结果,最终采用较为折中的方案,
即４４类地物,每类地物随机选取２００个标记样

本作为训练数据.用于训练的４组高光谱数据

的波段数分别为１４４、１４５、１７６、１２８,为保证输入

样本特征的维度相同,最终只选择前１００个波

段用于训练 ResＧ３DＧCNN.参考文献[２１],每个

训练样本输入 ResＧ３DＧCNN 网络中的特征为数

据立方体.

２．１．２　测试数据

为验证所提方法的有效性,采用Pavia大学、

IndianaPines和Salinas３组高光谱数据集作为

测试数据集.表２给出了这３组高光谱数据集的

详细信息.为简化测试数据的分类过程,将输入

样本的光谱维度限定在１００,这３组测试数据的

波段数分别为１０３、２００、２０４,为充分利用波段信

息以提高分类精度,Pavia大学数据只取前１００个

波段用于分类,而IndianaPines和 Salinas取前

２００个波段用于分类,最终将前１００个波段输出

的特征和后１００个波段输出的特征连接起来用作

最终的分类特征.与此同时,本文还在Indiana
Pines和Salinas数据上分别测试了只取前１００个

波段和只取后１００个波段的情况,相比于连接两

者输出特征的情况有所下降,证明了所提方法的

合理性.

表２　Pavia大学、IndianPines和Salinas高光谱数据集

Tab．２ 　 Pavia university,Indian Pines and Salinas

hyperspectraldatasets

数据 Pavia大学 IndianaPines Salinas

影像大小/像素 ６１０×３４０ １４５×１４５ ５１２×２１７
光谱范围/nm ４３０—８６０ ４００—２５００ ４００—２５００

波段数 １０３ ２００ ２０４
空间分辨率/m １．３ ２０ ３．７

传感器 ROSIS AVIRIS AVIRIS
区域 Pavia Indiana California

地物类别数量 ９ １６ １６

４３３１
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２．２　试验参数设置

在ResＧ３DＧCNN的网络结构中,卷积层使用

卷积核的数量能极大地影响分类结果.为分析卷

积核数量对最终分类结果的影响,本文分别设置

第１个残差模块中的卷积核数量为２、４、８、１６和

３２,第２个残差模块中卷积核数量设置为第１个

残差模块卷积核数量的２倍,最后一个卷积层中

设置卷积核数量为第２个残差模块卷积核数量的

２倍.不同卷积核数量在３组高光谱影像测试数

据集上的总体分类精度(１０次试验结果的均值和

标准差)如表３所示.由表３可知,使用过少的卷

积核(例如２或４)会极大地降低分类精度,设置

卷积核数量为８或１６或３２较为合理,但是随着

卷积核数量的增加,训练时间也会相应增加,因此

最终设置３个残差模块中使用的卷积核数量依次

为８、１６、３２.

表３　不同卷积核数量对应的总体分类精度

Tab．３　Overallclassificationaccuracycorrespondingtodifferentnumberofconvolutionkernels (％)

数据集 ２ ４ ８ １６ ３２

Pavia大学 ６１．２７±１２．４７ ７２．６１±５．４８ ８０．８１±３．１２ ８１．０８±２．２０ ８０．５５±２．５６
IndianaPines ４９．７４±１３．４１ ６３．５０±１．６３ ６７．８４±１．２９ ６８．１４±０．９１ ６７．５３±１．５６

Salinas ８１．３２±５．２２ ８４．６８±２．２７ ８８．４０±１．５４ ８８．４１±１．２８ ８５．９９±１．１４

　　ResＧ３DＧCNN的网络结构确定后,深度少样

例学习算法涉及的参数还有训练次数、学习率大

小、每批训练样本的类别数 NC 以及每类地物查

询样本的数量NQ.由于每批训练样本是从训练

数据集中随机采样得到的,无法判断是否遍历所

有的训练数据.因 此 设 置 每 次 迭 代 随 机 抽 取

１００００批训练样本,共迭代２００次,这样能保证

ResＧ３DＧCNN得到充分的训练.为分析学习率大

小对最终分类结果的影响,试验中分别设置学习

率为０．０１和０．００１,图３所示为不同学习率对应的

损失函数曲线,横坐标为迭代次数,纵坐标为损失

函数值.观察图３可知使用较大的学习率训练

ResＧ３DＧCNN不能充分训练网络,而较小的学习

率则能使损失函数值降低到更小,且上下波动范

围较小,因此最终设置学习率为０．００１.

图３　不同学习率对应的损失函数值曲线

Fig．３ 　 Theloss function curve corresponding to
differentlearningrates

NC 设置过小会极大地降低分类精度,３组测

试数据集中地物类别分别为９、１６和１６,为更好

地模拟测试数据中的少样例学习问题,每批训练

样本包含的地物类别数 NC 应该大于１６.而考

虑到用于训练的样本类别共 ４４ 类,最终设置

NC＝２０.此外,理论上 NQ 值设置得越大,训练

过程越能模拟少样例学习,但计算机计算能力有

限,且用于训练的标记样本也较为有限.以Pavia
大学数据集为例,NQ 被分别设置为４、９、１４、１９、

２４和２９,图４给出了训练过程中每类地物选取不

同数量查询样本对应的总体分类精度(１０次试验

结果的均值)和训练时间(１０次试验结果的均

值).观察图４可知,Pavia大学的总体分类精度

随NQ 的增加而增加,且很快趋于稳定,但训练时

间却随着NQ 的增加而不断增加.综合考虑分类

精度和训练时间,最终设置NQ＝１９.

图４　Pavia大学数据集上每类地物选取不同数量的

查询样本对应的总体分类精度和训练时间

Fig．４　Theoverallclassificationaccuracyandtraining
time corresponding to different number of

querysamplesselectedforeachtypeoffeature
inthePaviauniversitydataset
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２．３　可视化分析

为了更加直观地理解 ResＧ３DＧCNN 所提取

特征的有效性,利用预训练好的 ResＧ３DＧCNN 提

取Salinas数据集的特征,从提取出的特征数据中

每类地物随机选取２００个样本,并利用tＧSNE方

法进行降维可视化,如图５所示.观察图５(a)可
知,原始光谱特征经过tＧSNE降维后,不同类别

的可分性较差,如Follow_smooth和Follow混合

在一起无法区分;而图５(b)中,经过预训练好的

ResＧ３DＧCNN提取后的特征经tＧSNE降维后,具
有较好的可分性,如Follow_smooth和Follow能

够被较好地区分开.说明预训练好的 ResＧ３DＧ
CNN提取得到的特征同类样本相互聚集,不同样

本彼此分离,因而能有效提高影像分类精度.

图５　Salinas数据集tＧSNE特征可视化结果

Fig．５　SalinasdatasettＧSNEfeaturevisualizationresults

２．４　与半监督分类算法对比

半监督学习算法能有效利用未标记样本来提

高小样本情况下的高光谱影像分类精度.为证明

所提出的深度少样例学习(deepfewＧshotlearning,

DFSL)方法能有效应对高光谱影像分类中面临的

小样本问题,每类地物分别随机选取５、１０、１５、２０、

２５个标记样本作为监督样本进行分类,并与SVM
和半监督算法进行对比分析.用作对比的半监督

算 法 包 括 laplacian support vector machine
(LapSVM)[２６]、transductivesupportvectormachine
(TSVM))[２６]、spatialＧcontextual semiＧsupervised
supportvector machine (SCS３VM))[２６]、spatialＧ

spectrallabelpropagation based onthesupport
vectormachine(SSLPSVM))[２６]、KNN＋SNI[２７]、

MLR＋RS[２８]和SVM＋SＧCNN[２９].
表４至表６分别给出了DFSL结合最近邻分

类器(DFSL＋NN)和对比算法在３组用于测试的

高光谱影像数据集上的总体分类精度(１０次试验

结果的均值和标准差).为说明DFSL＋NN的有

效性,还同时给出了 DFSL＋SVM 的分类结果.

DFSL＋SVM 需要利用 ４ 折交叉 验 证 来 确 定

SVM 的核函数参数和惩罚系数.而 DFSL＋NN
不需要确定额外的参数.

表４　不同算法在Pavia大学数据集上的分类结果

Tab．４　ClassificationresultsofdifferentalgorithmsonPaviauniversitydataset (％)

方法 L＝５ L＝１０ L＝１５ L＝２０ L＝２５

SVM ５３．７３±１．３０ ６１．５３±１．１４ ６０．４３±０．９４ ６４．８９±１．１４ ６８．０１±２．６２
LapSVM ６５．７２±０．３４ ６８．２６±２．２０ ６８．３４±０．２９ ６５．９１±０．４５ ６８．８８±１．３４
TSVM ６３．４３±１．２２ ６３．７３±０．４５ ６８．４５±１．０７ ７３．７２±０．２７ ６９．９６±１．３９

SCS３VM ５６．７６±２．２８ ６４．２５±０．４０ ６６．８７±０．３７ ６８．２４±１．１８ ６９．４５±２．１９
SSＧLPSVM ６９．６０±２．３０ ７５．８８±０．２２ ８０．６７±１．２１ ７８．４１±０．２６ ８５．５６±０．０９
KNN＋SNI ７０．２１±１．２９ ７８．９７±２．３３ ８２．５６±０．５１ ８５．１８±０．６５ ８６．２６±０．３７
MLR＋RS ６９．７３±３．１５ ８０．３０±２．５４ ８４．１０±１．９４ ８３．５２±２．１３ ８７．９７±１．６９

SVM＋SＧCNN ２３．６８±６．３４ ６６．６４±２．３７ ６８．３５±４．７０ ７８．４３±１．９３ ７２．８７±７．３６
DFSL＋NN ８０．８１±３．１２ ８４．７９±２．２７ ８６．６８±２．６１ ８９．５９±１．０５ ９１．１１±０．８３
DFSL＋SVM ７２．５７±３．９３ ８４．５６±１．８３ ８７．２３±１．３８ ９０．６９±１．２９ ９３．０８±０．９２
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表５　不同算法在IndianaPines数据集上的分类结果

Tab．５　ClassificationresultsofdifferentalgorithmsonIndianaPinesdataset (％)

方法 L＝５ L＝１０ L＝１５ L＝２０ L＝２５

SVM ５０．２３±１．７４ ５５．５６±２．０４ ５８．５８±０．８０ ６２．９３±０．６４ ６５．１２±０．６３
LapSVM ５２．３１±０．６７ ５６．３６±０．７１ ５９．９９±０．６５ ６４．１３±１．１９ ６５．３６±０．６２
TSVM ６２．５７±０．２３ ６３．４５±０．１７ ６５．４２±０．０２ ６４．４３±０．２０ ６７．６８±１．６７

SCS３VM ５５．４２±０．３５ ６０．８６±５．０８ ６７．２４±０．４７ ６８．３４±１．５７ ７２．４２±１．２１
SSＧLPSVM ５６．９５±０．９５ ６４．７４±０．３９ ７８．７６±０．０４ ８０．２９±０．８０ ８４．１１±０．０８
KNN＋SNI ５６．３９±１．０３ ７４．８８±０．５４ ７８．９２±０．６１ ８０．０８±０．５９ ８２．６０±０．７３
MLR＋RS ５５．３８±３．９８ ６９．２８±２．６３ ７５．１５±１．４３ ７７．６８±１．５７ ７９．３２±０．８８

SVM＋SＧCNN １０．０２±１．４８ １７．７１±４．９０ ４４．００±５．７３ ４５．０８±１０．９０ ５１．３０±１０．４１
DFSL＋NN ６７．８４±１．２９ ７６．４９±１．４４ ７８．６２±１．５９ ８１．７４±０．９５ ８４．７４±１．４４
DFSL＋SVM ６４．５８±２．７８ ７５．５３±１．８９ ７９．９８±２．２３ ８３．０１±１．６７ ８５．４７±１．２１

表６　不同算法在Salinas数据集上的分类结果

Tab．６　ClassificationresultsofdifferentalgorithmsonSalinasdataset (％)

方法 L＝５ L＝１０ L＝１５ L＝２０ L＝２５

SVM ７３．９０±１．９１ ７５．６２±１．７３ ７９．０８±１．４５ ７７．８９±１．２０ ７８．０５±１．４９
LapSVM ７５．３１±２．３１ ７６．３４±１．７７ ７７．９３±２．４２ ７９．４０±０．７３ ８０．５６±１．３３
TSVM ６０．４３±１．４０ ６７．４７±１．０５ ６９．１２±１．３２ ７１．０３±１．７８ ７１．８３±１．１６

SCS３VM ７４．１２±２．４４ ７８．４９±２．０２ ８１．８３±０．９３ ８１．２２±１．２７ ７７．０８±０．８０
SSＧLPSVM ８６．７９±１．７５ ９０．３６±１．３５ ９０．８６±１．３６ ９１．７７±０．９６ ９２．１１±１．０７
KNN＋SNI ８０．３９±１．５８ ８４．６４±１．５４ ８６．９４±１．５２ ８８．２８±１．４９ ８７．６４±１．７２
MLR＋RS ７８．９２±２．１６ ８５．０３±１．４３ ８７．２０±１．７４ ８８．７６±１．８７ ８９．４２±０．８５

SVM＋SＧCNN １２．６６±２．７５ ５０．０４±１４．３４ ６０．７２±４．８５ ７０．３０±２．６１ ７１．６２±１２．０５
DFSL＋NN ８８．４０±１．５４ ８９．８６±１．６９ ９２．１５±１．２４ ９２．６９±０．９８ ９３．６１±０．８３
DFSL＋SVM ８５．５８±１．８７ ８９．７３±１．２４ ９１．２１±１．６４ ９３．４２±１．２５ ９４．２８±０．８０

　　观察表４—表６中的试验结果可知:①所有

算法的分类精度大体上随着监督样本数量L 的

增加而提高;②半监督算法的分类精度整体上优

于SVM 的分类精度;③SVM＋SＧCNN 在监督样

本较少的情况下分类精度极差;④DFSL＋NN 和

DFSL＋SVM 均取得了较为理想的分类精度,尤
其是DFSL＋NN在每类地物仅选取５个标记样

本的情况下,均取得了最高的分类精度.
前两个现象比较容易理解,因为过去大量的

研究和实践已经证明增加监督样本数量和引入未

标记样本都可以提高影像分类精度.SVM＋SＧ
CNN和DFSL＋NN 的基本思想是相似的,即通

过训练使 CNN 学习得到一个度量空间,在该度

量空间中的特征具有同类样本相互靠近,而不同

类样本彼此远离的特点,因此即使使用简单的最

近邻分类器或线性SVM 也能够取得较好的分类

结果.不同的是SVM＋SＧCNN只针对一组数据

进行学习,因此需要一定数量的标记样本来保证

其泛化能力,且每一组测试数据均需要训练一个

CNN来提取相应的特征.而当标记样本极少的

情况下,如每类地物随机选取 ５ 个标记样本,

SVM＋SＧCNN 会产生严重的过拟合现象,因此

在测试样本上 的 分 类 精 度 较 低.与 之 对 应 的

DFSL＋NN利用一个预先搜集好的高光谱数据

集来训练 ResＧ３DＧCNN,训练数据中来自不同影

像的４４类地物能够保证 DFSL＋NN 的泛化能

力,且 DFSL只需要训练一次便可应用于所有测

试数据.与此同时,DFSL的训练过程还模拟了

影像的少样例学习问题,因此DFSL＋NN取得了

优 于 SVM、LapSVM、SCS３VM、SSLPSVM、

KNN＋SNI、MLR＋RS、SVM＋SＧCNN 的分类

精度.
当训练样本数量极少时(L＝５),SVM 需要利

用交叉验证的方法确定最优参数,极易产生过拟合

现象,而最近邻分类器(NN)则不需要确定额外参

数,因此 DFSL＋NN 的分类精度均优于 DFSL＋
SVM.随着训练样本数量的增加,DFSL＋SVM 和

DFSL＋NN 的分类精度均逐渐增加,且 DFSL＋
SVM 的分类精度逐渐接近甚至优于 DFSL＋NN
的分类精度.例如当L＝２５时,DFSL＋SVM 的

分类精度均优于DFSL＋NN的分类精度.为此,
当可用的训练样本极少时,如每类地物仅有５或
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１０个标记样本,DFSL应结合 NN 分类器进行分

类;而当训练样本数量的较为合理时,如每类地物

超过２５个标记样本时,DFSL应结合SVM 分类

器进行分类.
为更加直观地观察DFSL＋NN的分类结果,

图６—图８分别给出了选取不同数量的监督样本

DFSL＋NN获得的分类结果图.由图６—图８可

知,随着标记样本数量L 的增加,分类噪声逐渐

减少,这也直观地说明了DFSL＋NN在小样本情

况下的有效性.

图６　Pavia大学数据集上选取不同数量的监督样本获得的分类结果

Fig．６　ClassificationresultsobtainedbyselectingdifferentNumbersofsupervisedsamplesfromthePaviauniversitydataset

图７　IndianaPines数据集上选取不同数量的监督样本获得的分类结果

Fig．７　ClassificationresultsobtainedbyselectingdifferentNumbersofsupervisedsamplesfromtheIndianaPinesdataset

图８　Salinas数据集上选取不同数量的监督样本获得的分类结果

Fig．８　ClassificationresultsobtainedbyselectingdifferentnumbersofsupervisedsamplesfromtheSalinasdataset

　　考虑到高光谱数据中的类别不平衡情形,进
一步每类地物分别随机选取１％、２％、３％、４％、

５％的标记样本作为监督样本进行分类.图９给

出了３个测试数据集上的分类结果,其中横坐标

代表每类地物选取的样本比例,纵坐标表示测试

数据的总体分类精度.分析图９可知,在每类地

物选取相同比例标记样本的情况下,DFSL＋NN
仍能取得较高的分类精度,进一步说明了DFSL＋

NN在小样本情况下的有效性.

２．５　与基于CNN的分类算法对比

为进一步说明 DFSL的有效性,将 DFSL＋
NN和 DFSL＋SVM 与目前最先进的基于 CNN
的高光谱影像分类算法进行对比.对比算法包括

１DＧCNN[１４]、RＧPCAＧCNN[３０]、CNNＧPPF[１８]和 CＧ
CNN[２０].由于对比算法均是在每类地物随机选

取２００个标记样本的情况下取得的最优分类结

８３３１
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果,因此,本小节试验中每类地物随机选取２００个

标记样本作为监督样本,且IndianaPines只选取

了数量较多的前９类地物进行分类.
表７—表９给出了不同算法在３组用于测试

的高光谱数据集上的分类结果.由试验结果可

知,DFSL＋SVM 和 DFSL＋NN 在训练样本数

量进一步增加的情况下,能够取得比目前最先进

的CNN 分类算法更高的分类精度.这也说明了

所提出的DFSL方法具有较强的适应性.

２．６　效率对比分析

本文提出的方法实际上由训练 ResＧ３DＧCNN、
提取测试样本的特征和利用NN或SVM进行监督

分类３部分组成.众所周知训练深度学习模型费

时费力[３１Ｇ３２],但是本文所提方法不需要重复训练

ResＧ３DＧCNN,其优势是只需要训练一次,便可将训

练好的ResＧ３DＧCNN模型应用于不同的高光谱测

试数据集.训练ResＧ３DＧCNN一次大约需要耗时

１０６min.一旦ResＧ３DＧCNN训练完成,分类过程

实际上只包含特征提取和监督分类.

图９　不同测试数据集上选取不同样本比例的监督样本

对应的分类精度

Fig．９　 Theclassificationaccuracy ofthesupervised
sampleswithdifferentsampleproportionswas
selectedfromdifferenttestdatasets

表７　不同算法在Pavia大学数据集上的分类结果

Tab．７　ClassificationresultsofdifferentalgorithmsonPaviauniversitydataset (％)

ClassNo． Training Testing CNN RＧPCAＧCNN CNNＧPPF CＧCNN DFSL＋NN DFSL＋SVM

１ ２００ ６４３１ ８５．６２ ９２．４３ ９７．４２ ９７．４０ ９５．４９ ９７．１８
２ ２００ １８４４９ ８８．９５ ９４．８４ ９５．７６ ９９．４０ ９８．９２ ９９．４０
３ ２００ １８９９ ８０．１５ ９０．８９ ９４．０５ ９４．８４ ９７．４７ ９７．９０
４ ２００ ２８６４ ９６．９３ ９３．９９ ９７．５２ ９９．１６ ９８．３０ ９８．４０
５ ２００ １１４５ ９９．３０ １００．０ １００．０ １００．０ １００．０ １００．０
６ ２００ ４８２９ ８４．３０ ９２．８６ ９９．１３ ９８．７０ ９９．４２ ９９．５６
７ ２００ １１３０ ９２．３９ ９３．８９ ９６．１９ １００．０ ９９．４０ ９９．２５
８ ２００ ３４８２ ８０．７３ ９１．１８ ９３．６２ ９４．５７ ９２．５３ ９５．５２
９ ２００ ７４７ ９９．２０ ９９．３３ ９９．６０ ９９．８７ ９９．６８ ９９．６８

OA ８７．９０ ９４．３８ ９６．４８ ９８．４１ ９７．８５ ９８．６２
AA ８９．７３ ９３．８７ ９７．０３ ９８．２２ ９７．９１ ９８．５４

Kappa系数 ８３．８１ ９２．３２ ９５．０９ ９７．８９ ９７．１５ ９８．１７

表８　不同算法在IndianaPines数据集上的分类结果

Tab．８　ClassificationresultsofdifferentalgorithmsonIndianaPinesdataset (％)

ClassNo． Training Testing CNN RＧPCAＧCNN CNNＧPPF CＧCNN DFSL＋NN DFSL＋SVM

１ ２００ １２８８ ７９．６３ ８２．３９ ９２．９９ ９６．２８ ９５．５９ ９８．３２
２ ２００ ６３０ ６９．４８ ８５．４１ ９６．６６ ９２．２６ ９９．１６ ９９．７６
３ ２００ ２８３ ８５．８０ ９５．２４ ９８．５８ ９９．３０ １００．０ １００．０
４ ２００ ５３０ ９４．９５ ９９．２５ １００．０ ９９．２５ ９９．８６ １００．０
５ ２００ ２７８ ９８．５７ １００．０ １００．０ １００．０ １００．０ １００．０
６ ２００ ７７２ ７１．４１ ８２．７６ ９６．２４ ９２．８４ ９５．８８ ９７．８４
７ ２００ ２２５５ ９０．４４ ９６．２０ ８７．８０ ９８．２１ ９４．９１ ９５．９３
８ ２００ ３９３ ７０．２６ ８２．１４ ９８．９８ ９２．４５ ９９．１６ ９９．６６
９ ２００ １０６５ ９９．９０ ９９．８１ ９９．８１ ９８．９８ ９９．９２ ９９．７６

OA ８４．４４ ９１．０９ ９４．３４ ９６．７６ ９７．３８ ９８．３５
AA ８４．５０ ９１．４７ ９６．７８ ９６．６２ ９８．２８ ９９．０３

Kappa系数 ８２．５１ ８９．１３ ９４．７３ ９５．９４ ９６．９３ ９８．０７
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表９　不同算法在Salinas数据集上的分类结果

Tab．９　ClassificationresultsofdifferentalgorithmsonSalinasdataset (％)

ClassNo． Training Testing CNN RＧPCAＧCNN CNNＧPPF CＧCNN DFSL＋NN DFSL＋SVM

１ ２００ １８０９ ９８．７３ ９８．８４ １００．０ １００．０ １００．０ １００．０

２ ２００ ３５２６ ９９．１２ ９９．６１ ９９．８８ ９９．８９ １００．０ ９９．９７

３ ２００ １７７６ ９６．０８ ９９．７５ ９９．６０ ９９．８９ １００．０ １００．０

４ ２００ １１９４ ９９．７１ ９８．７９ ９９．４９ ９９．２５ １００．０ ９９．８６

５ ２００ ２４７８ ９７．０４ ９９．８４ ９８．３４ ９９．３９ ９９．８９ １００．０

６ ２００ ３７５９ ９９．５９ ９９．７０ ９９．９７ １００．０ １００．０ １００．０

７ ２００ ３３７９ ９９．３３ ７９．０５ １００．０ ９９．８２ ９９．９７ １００．０

８ ２００ １１０７１ ７８．６４ ９９．１７ ８８．６８ ９１．４５ ９１．７０ ９１．６７

９ ２００ ６００３ ９８．０４ ９６．８８ ９８．３３ ９９．９５ ９９．９８ ９９．６９

１０ ２００ ３０７８ ９２．３８ ９９．３１ ９８．６０ ９８．５１ ９９．２１ ９９．７９

１１ ２００ ８６８ ９９．１４ １００．０ ９９．５４ ９９．３１ １００．０ １００．０

１２ ２００ １７２７ ９９．８８ １００．０ １００．０ １００．０ １００．０ １００．０

１３ ２００ ７１６ ９７．８４ ９８．９７ ９９．４４ ９９．７２ １００．０ １００．０

１４ ２００ ８７０ ９６．１７ ８２．２４ ９８．９６ １００．０ １００．０ １００．０

１５ ２００ ７０６８ ７２．６９ ９７．５７ ８３．５３ ９６．２４ ９６．８１ ９７．０１

１６ ２００ １６０７ ９８．５９ ９９．６１ ９９．３１ ９９．６３ ９９．８３ ９９．９４
OA ９０．２５ ９２．３９ 　９４．８０ 　９７．４２ 　９７．７８ 　９７．８１
AA ９５．１９ ９６．８３ ９７．７３ ９８．９４ ９９．２１ ９９．２５

Kappa系数 ８９．５１ ９１．８４ ９３．９７ ９７．１１ ９７．５３ ９７．５６

　　为分析计算效率,将所提出的方法与分类

精度较为接近的 SSＧLPSVM 和 CＧCNN 进行对

比.表１０给出了 SSＧLPSVM、CＧCNN、DFSL＋
NN和 DFSL＋SVM 在IndianaPines数据集上

的训练和测试时间.SSＧLPSVM 主要由５部分

组成,表中给出的是总的计算时间.表１０中 CＧ
CNN的计 算 时 间 包 含 训 练 时 间 和 测 试 时 间.

DFSL＋NN和 DFSL＋SVM 的特征提取过程是

相同的,且与选取的训练样本数量无关,因此

表１０中 DFSL＋NN 和 DFSL＋SVM 特征提取

所耗费的时间均为１１．１４s.但由于SVM 需要

采用交叉验证的方法确定最优参数,因此分类过

程所需时间较长.观察表１０可知,当每类地物标

记样本L＝５时,与SSＧLPSVM 相比,DFSL＋NN
和DFSL＋SVM 特征提取和分类所需时间更少;
当每类地物标记样本L＝２００时,与 CＧCNN 相

比,DFSL＋NN 和 DFSL＋SVM 也具有更快的

执行速度.

３　结　论

本文提出了一种深度少样例学习算法,用于

解决高光谱影像分类中面临的小样本问题,采用

Pavia大学、IndianPines和Salinas３组高光谱影

像数据进行分类试验,试验结果表明,一旦 ResＧ

３DＧCNN训练完成,本文所提的分类方法具有分

类精度高、执行过程简单和执行速度快的优点.
本文所提出方法的分类精度在小样本情况下优于

传统半监督学习算法,在样本充足的情况下也能

取得与当前最先进的基于 CNN 的方法相当的分

类精度.

表１０　IndianaPines数据集不同算法的训练和测试时间

Tab．１０　Differentalgorithmtrainingandtestingtimein
IndianaPinesdataset

样本数 不同算法

L＝５
SSＧLPSVM DFSL＋NN DFSL＋SVM
１９３．８０s １１．１４s＋０．３６s １１．１４s＋２．２１s

L＝２００
CＧCNN DFSL＋NN DFSL＋SVM

２７min＋０．７４s １１．１４s＋２．００s１１．１４s＋１６８．１３s

虽然深度少样例学习算法取得了较为理想的

分类结果,但在试验中搜集的可用于训练的标记

样本数量仍较为有限,因此需要搜集更多的训练

样本,以进一步提高深度少样例学习算法的分类

性能.此外,深度少样例学习算法具有良好的可

拓展性,其提取得到的特征可以结合任意分类器

进行监督分类,后续工作中将测试更多的分类器,
以进一步验证其有效性.

０４３１
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«测绘学报(英文版)»被美国乌利希国际期刊指南(Ulrich)收录

２０２０年９月,«测绘学报(英文版)»(JournalofGeodesyandGeoinformationScience)被美国乌

利希国际期刊指南(Ulrich’sPeriodicalsDirectory)收录.
乌利希国际期刊指南是全球权威的期刊书目数据库.目前收录２００多个国家的近３０万种学

术期刊、开放存取出版物、报纸和杂志等,几乎涉及所有学科.该指南由美国著名的书目文献出版

公司 R．R．Bowker于１９３２年创办,１９４３年,以纽约公共图书馆期刊部门负责人卡罗琳乌尔里希

(CarolynUlrich)名字命名,现 Ulrichsweb& Ulrich’sPeriodicalsDirectory隶属于国际著名信息

服务商ProQuest公司.乌利希国际期刊指南创刊早、收刊全,是目前世界上规模最大、搜罗最全的

国际期刊检索工具之一,在全世界享有广泛声誉.

JournalofGeodesyandGeoinformationScience创刊于２０１８年,由中国科学技术协会主管,中
国测绘学会、测绘出版社联合主办,是«测绘学报»中文版的姊妹刊,中国科学院院士龚健雅担任主编.
此次被乌利希国际期刊指南(UPD)收录,是对本刊学术质量、办刊理念、学术影响力的高度认可.
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