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摘　要:作为公共交通的重要组成部分,电动出租车对电动车推广具有重要的示范意义.相较于燃油出

租车,电动出租车需要耗费更多充电时间,降低了出租车司机的使用意愿,全面推广面临较大阻力.强

化学习方法方兴未艾,适用于出租车运营的顺序决策过程.基于强化学习,本文构建双深度Q 学习网

络(doubledeepQＧlearningnetwork,DDQN)模型模拟电动出租车的运行.根据出租车的实时状态选

择并执行最优载客、充电、空驶和等待等动作,通过训练得到全局最优的电动出租车运营策略,实现电动

出租车运营智能优化.利用美国纽约市曼哈顿岛的出租车出行数据进行试验.结果表明:相较于简单

的电动出租车运营模式,DDQN优化策略最高将充电等待时长降低７０％,拒载率降低５３％,司机的载客

收入提高７％.相对于电池容量,充电速率和车辆总数对出租车运营收入影响更大,当充电速率达到
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１２０kW 时,电动出租车达到最佳的运营表现,政府在推广电动出租车的过程中应当建设更多高速率的

充电站以提升电动出租车的运营表现.
关键词:深度强化学习;电动出租车;DDQN;出租车运营
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　　交通运输是能源消耗和碳排放的主要来源之

一[１],推行节能减排已成为当下的国际共识[２].
作为城市公共交通的重要组成部分,低排放、高效

能的电动出租车日渐受到关注.随着移动互联网

和人工智能的蓬勃发展[３],网约车革新了传统出

租车运营方式[４].智能网联的电动出租车有望提

供更加高效、节能的出行服务[５Ｇ８],缓解交通拥堵、
减少碳排放[９Ｇ１０].许多城市和地区已经制定或实

施了出租车电动化方案:英国伦敦将于２０２０年实

现９０００辆插电混合动力出租车上路运营的目

标[１１];深圳市于２０１９年成为世界首个公交车、出
租车基本完成电动化的城市.

与传统燃油出租车相比,电动出租车在充电

过程中需耗费０．５~１２h,有效运营时间减少,影
响司机收入,不利于大规模推广.为减少充电过

程对出租车司机有效运营时间对收入的影响,国
内外学者已开展相关研究,主要分为３类.第

１类方法是充电设施空间优化布局.文献[１２]建
模出行时空需求、电动出租车与充电站交互过程,
以最大化充电站和出租车的服务能力、减少电动

出租车的充电等待时间为目标,提出了充电站选

址优化模型.然而,充电设施改善需要较长时间.
司机的充电决策不仅取决于充电站的分布,也受

到司机主观意识影响.第２类研究关注充电设施

负载平衡调度策略.文献[１３]采用分散控制策略

均衡高峰Ｇ峡谷用电时间上的充电需求,降低排队

等待时间.文献[１４]建立了一个基于预约的调度

系统以分配充电请求,减少电动汽车司机在充电站

的等待时间.第３类研究为出租车司机充电方案

推荐优化.文献[１５]通过挖掘电动出租车的历史

充电事件,建立实时充电站推荐系统,使得充电等

待时间降低５０％.文献[１６]利用大规模出租车

GPS轨迹数据提出电动出租车实时路径推荐系统,
使得司机收入高于７６．２％的汽油出租车司机.

上述方法着眼于充电需求Ｇ充电设施供应,没
有考虑司机其他行为(如:载客、充电)对司机收益

的影响.例如出租车司机充电时错过产生订单的

高峰期,导致后续较低的运营收益.同时,上述研

究主要针对电动出租车当时的状态进行决策,没
有考虑决策之后产生的影响:当出租车载客后,下
车点可能是一个乘客稀少的区域,进而导致了潜

在的空载返程成本.在长时间运营过程上,司机

的连续决策构成一个长时间的序列,只考虑当前

状态的决策通常不是全局最优.为了优化整个决

策序列,需综合考虑每个决策对全局的影响.
强化学习(reinforcementlearning)[１７]是基于

马尔可夫决策 过 程 (Markovdecisionprocess,

MDP)建立决策模型,在与环境的交互过程中学

习经验,优化决策的一种机器学习方法.强化学

习适用于连续决策过程,在博弈游戏[１８]和机器人

自学习[１９]等领域表现优异.针对燃油出租车,文
献[２０]利用强化学习估计出租车司机在不同位置

的最优选择,利用北京的历史轨迹数据进行试验,
表明该方法能有效提高司机利润.其他基于强化

学习的出租车司机策略推荐研究[２１Ｇ２２]也证实了

强化学习在出租车行为决策优化的良好性能.但

上述研究多针对传统燃油出租车,尚未考虑电动

出租车的复杂的载客、充电、空驶和等待过程.
本文面向电动出租车复杂运营过程,构建适

应电动出租车的复杂运营特性的 MDP框架,提
出优化电动出租车运营决策的双深度Q 学习网

络(doubledeepQＧlearningnetwork,DDQN),为
电动出租车推荐长期价值最大化的策略,优化电

动出租车运营.研究框架如图１所示,包含数据

预处理、DDQN 模型训练和在线测试３个部分.
本框架可用于传统、网约或自动驾驶电动出租车

的运营决策优化,促进电动出租车的推广,实现更

加高效、节能和环保的出行.

１　基于深度强化学习算法的电动出租车

运营优化

１．１　电动出租车运营优化

本文基于马尔可夫决策过程,构建深度强化

学习模型,估计不同决策行为(包括载客、充电、空

１３６１
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驶和原地等待)对电动出租车运营的长期影响,寻
找司机收益最大化的决策行为,如图２所示.马

尔可夫决策过程可对系统连续决策中的不确定性

进行建模,广泛应用于序列化决策优化问题.

MDP由状态s、动作a、状态转移T 和奖励r,４个

基本元素组成.本文采用 MDP描述出租车的运

营过程.首先,将电动出租车的状态定义为s＝
tlt bt ot[ ] ,其中,t表示时间,lt 和bt 分别为

所处位置与电量,ot 为载客所获得的收入.可供

电动出租车选择的动作集合为a∈{p,c,e,w},
其中p 表示前往乘客出发点进行载客;c代表选

择附近某个充电站进行充电;e和w 分别为选择

空驶巡航和原地等待乘客.

图１　基于深度强化学习的电动出租车运营优化

Fig．１　Deepreinforcementlearningbasedelectrictaxi
serviceoptimization

图２　电动出租车运营决策

Fig．２　Decisionforelectrictaxidrivers

时刻t下,给定任意一辆位于位置lt 并具有

电量bt 的电动出租车,可从４个可能的动作中进

行选择,如图２所示:①载客,如有分配到订单,从

位置lt 前往载客点后进行载客,行驶至落客点

lt＋１;②充电,出租车前往充电站充电,充电前可

能需要排队等待;③空驶,前往附近的任一地点

lt＋１;④原地等待,出租车执行动作的电量消耗E
包括行驶耗电和附加耗电,与其行驶速度v、距离

d 与时长T 相关

E＝βα１v２＋α２v＋α３( ) ×d＋μT
６０

(１)

式中,β表征驾驶习惯对电量消耗的影响,附加耗

电系数μ 与当地温度相关,相关参数取值与文献

[２３]一致.
电动出租车运营决策过程即是根据其所处状

态s＝[tltbtot],选择最优的动作at.相应

地,状态发生转移T＝{st→st＋１},演变为下一个

状态st＋１＝ t＋１lt＋１ bt＋１ ot＋１[ ] .
根据电动出租车运营过程中的收入和损失,

本文设置奖励函数为出租车执行相应动作产生的

收益.如表１所示,每种动作具有相应的奖励函

数r.

表１　不同动作的奖励函数

Tab．１　Therewardsofactions

动作a 奖励函数r
载客p rod－TOC
充电c －Pelec－TcC
空驶e －TeC
等待w －TwC

表１中,C 是t时刻出租车在l地点的单位时

间期望载客收益,本文用其代表出租车未载客时

的损失,可根据历史出行数据计算得到.t时刻,
位于l地点的出租车选择载客动作p,奖励值为

满足相应出行需求的收入rod与前往载客点时长

TO内的损失之和;选择进行充电c的奖励值等于

充电收费Pelec与该动作耗时Tc 内的预期损失之

和;空驶e和原地等待w 所获得的奖励则分别与

执行当次动作所产生的空驶时长Te 和等待时长

Tw 负相关.
本研究采用累积衰减函数定义电动出租车决

策带来的奖励.对于一辆电动出租车一段时间内

的连续决策和状态转移过程,其一系列的状态、动
作和奖励可表示 为 状 态 序 列 [stst＋１ st＋２ 

sT]、动作序列[atat＋１ at＋２  aT]和相应的奖

励序列[rtrt＋１ rt＋２  rT ]后,其在状态st 下

执行动作at 可获得的未来回报Rt定义为

２３６１
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Rt＝∑
T－t

k＝０
λkrt＋k (２)

式中,折扣因子λ代表模型对于后续发生的奖励

值的重视程度,会对未来的奖励进行不同程度的

衰减.
正式地,本文问题可以定义为:给定任意一辆

电动出租车的状态s,寻找具有最大未来回报R的

动作a.本文引入深度强化学习,对电动出租车

不同决策带来的奖励进行学习和估计,顾及每个

决策对全局的影响,进而得到最大化R的动作.

１．２　深度强化学习

强化学习是机器学习的重要分支,其特点是

无需提前给定解决问题的策略,根据环境采取行

动,通过在线自学习获得策略的改进[２４].强化学

习包括智能体、环境、动作、状态、奖励等要素,如
图３所示,智能体根据自身的状态st,选择执行相

应的动作at,并改变自身状态.与此同时,智能

体所处环境会对动作的优劣作出正面或负面的评

价,即奖励rt.强化学习的核心是试错(trialＧ
andＧerror),智能体在执行动作后环境所给予的正

向或负向奖励的刺激下,逐步形成对奖励的预期,
产生能获得最大收益的最优行为策略[１７].在图３
的循环过程中,智能体不断进行在线自学习,最终

其选择的动作应当使得奖励值不断增长.

图３　强化学习模型

Fig．３　Thereinforcementlearningmodel

强化学习算法的自学习过程通过计算状态、
动作和奖励三要素,并迭代更新目标函数完成,直
至目标函数收敛完成自学习过程,以达到最优控

制.为实现未来收益最大化,电动出租车运营的

目标函数,即最优动作Ｇ价值Q 函数如下

Qs,a( ) ＝maxπE Rt|st＝s,at＝a,π[ ] (３)
式(３)表示Q 函数在状态s下选择回报值Rt

最大的动作a,其中φ 代表出租车运营的策略,E

表示奖励总和Rt的期望.式(３)中的未来奖励值

总和Rt 未知,一般通过 Bellman公式[２５]进行迭

代求解.通过Bellman公式,式(３)可简化为从动

作集中选择某一个动作at＋１ 最大化下一时刻

Q(st＋１,at＋１),进而最大化未来的回报Rt＝rt＋
λQ(st＋１,at＋１),即未知的最优动作Ｇ价值等价于

当前时刻奖励值rt 与下一时刻的Q 函数之和

Qs,a( ) ＝ES′~ε

Rt＝rt＋
λmaxat＋１Qst＋１,at＋１( )

|s,a
é

ë

ê
ê

ù

û

ú
ú

(４)

基于式(４),可采用QＧlearning算法[２６],使用

时序差分[２７](temporalＧdifferencelearning)迭代

计算不同状态下执行相应动作的Q 函数,进行目

标函数更新.利用下一时刻的Q 函数值Q(st＋１,

at＋１)计 算 时 序 差 分 目 标 Y ＝rt ＋λmaxat＋１

Qst＋１,at＋１( ) ,通过缩小当前Q 函数值Qst,at( )

与Y 之间的差距,使其渐进收敛到目标值.其

中,Q 函数的迭代更新公式如下

　　Qs,a( ) ＝Qst,at( ) ＋α(rt＋λmaxat＋１

Qst＋１,at＋１( ) －Qst,at( ) ) (５)
式中,α 为学习率,控制算法学习迭代的速度.
式(５)通过逼近时序差分目标Y＝rt＋λmaxat＋１

Qst＋１,at＋１( ) 的方法对Q 值进行迭代更新.与监督

学习不同,强化学习无须提供有标签数据进行训练,
而是将Y 作为“标签”,通过不断逼近Y 使得Q 函数

最终收敛.此特性即为强化学习的自学习特征.
传统QＧlearning算法使用查找表存储Q 函

数值,不适用于连续状态和行为空间,在较大离散

空间下需要极大的计算资源.针对电动出租车营

运的复杂特性,本文使用深度神经网络Qs,a;θ( )

对Q 函数进行近似,称为深度Q 网络(deepQＧ
learningnetwork,DQN),其中θ表示神经网络参

数[１８].深度Q 网络的参数随着训练过程不断更

新,使得神经网络逼近的目标,即深度Q 网络计

算得到的时序差分目标Y 不断变动,不利于Y 收

敛.为使Y 保持相对稳定,本文建立双深度Q 网

络[２８](DDQN)模型进行训练

　　YDDQN≡rt＋λQ(st＋１,argmaxat＋１

Qst＋１,at＋１;θ１( ) ;θ２) (６)

DDQN模型包含两个神经网络:估值神经网

络DQN１ 和目标神经网络DQN２.估值神经网络

DQN１ 用于选 择 下 个 时 刻 的 最 佳 动 作at＋１ ＝
argmaxat＋１Q(st＋１,at＋１θ１),使得st＋１所对应的

Q 值最大,其参数θ１ 不断更新.目标神经网络

DQN２ 用于评估所选取的下一时刻动作at＋１的价
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值Qst＋１,at＋１;θ２( ) ,得到时序差分目标Y＝rt＋
λQst＋１,at＋１;θ２( ) ,其参数θ２ 在间隔时间τ 后更

新参数θ２＝θ１,使得Y 在时间τ 内保持稳定.通

过双深度Q 网络,实现动作选择与动作价值评估

的分离,保持一段时间内神经网络收敛目标Y 的

稳定,模型训练过程更加快速且易收敛.
基于 DDQN 模型,定义神经网络损失函数

Lθ( ) 如下,并采用小批量梯度下降法在每次迭代

中更新神经网络参数[１８]

Li θi( ) ＝Es,a~ρ() YDDQN
i －Qs,a;θi( )( )２[ ]

(７)

１．３　基于DDQN模型优化电动出租车运营

基于上述 DDQN 模型学习电动出租车运营

的动作Ｇ价值网络,进行电动出租车运营决策.
如图４所示,初始化神经网络与经验存储队列后,
通过不断递增时间步t,DDQN 模型将不同涌现

的出行需求分配至距离乘客最近的车辆.出租车

利用训练后的动作Ｇ价值网络判断是否可以接受

该次 出 行 请 求,或 者 随 机 性 进 行 决 策.如 果

１０min内未有车辆接单,则该次出行未被满足.

图４　基于双深度Q 学习网络的电动出租车运营优化自学习算法

Fig．４　DoubledeepQＧlearningnetworkbasedselfＧlearningfortheelectrictaxioperation

　　为避免陷入局部最优,本文通过εＧ贪婪策略

选择动作对环境进行探索,即以１－ε的概率选择

Q 值最大的动作,以ε的概率随机选取动作,并得

到相应的奖励rt,车辆状态转换到下一个时刻的

st＋１.ε值越大,随机性越强.为加速探索过程,
本文设置较大的ε初值,并随着训练次数增加而

减少ε,确保在训练后期动作选择的确定性.公

式如下

ε＝P１＋ P０－P１( )exp －kn( ) (８)

式中,P０和P１ 分别为初始和结束的探索概率;参
数k 控制ɛ递减的速率;n 为训练次数.为减少

训练样本间的关联性,避免模型只关注近期产生

的样本,本文采用经验回放(experiencereplay)机
制,将上述样本[statrtst＋１]保存到定长的经

验存储队列中[２９],从中随机选择小批量的样本

作为神经网络的输入进行训练,从而使得训练

样本近似达到独立分布,提高神经网络训练的

稳定性.

２　试验与分析

２．１　研究区域与试验数据

研究区域为美国纽约市曼哈顿岛,如图５所

示.曼哈顿岛人口密度高,出租车出行需求巨大.
全面推广电动出租车能够减少该地区化石能源消

耗和温室气体排放[３０].
本文使用纽约市计程车委员会(Taxiand

LimousineCommission)所收集的出租车出行数

据(origindestination,OD),模拟真实的出行需

求,将其用于模型训练与测试.该数据包括载、落
客时间与地点、出行距离和收费等字段,无出租车

ID字段,如 表 ２ 所 示.出 租 车 出 行 数 据 覆 盖

２０１６年５月２日至１３日中的１０个工作日,利用

５月２日—５月６日的数据进行 DDQN 训练,

５月９日—５月１３日的数据进行测试.充电站分
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布采用美国能源部公布的最新的充电站数据,由
于曼哈顿岛上城区暂无充电站,为了模拟提供全

岛的电动出租车服务,在该区域适当人工增设若

干充电站,最终共包含了２５８个充电站,如图５
所示.

表２　出租车出行数据示例

Tab．２　Exampleoftaxiorder

载客

时间

落客

时间

出行距离

/km
收费

/＄
上车点

ID
下车点

ID

０７:００ ０７:０６ ２．６９ １０．５５ ５７２４ ４２６２
０８:１０ ０８:１３ １．４５ ６．８ ８０３ １６１４
１７:１５ １７:２０ ２．２５ ９．７３ ２１４９ ３７２６

图５　曼哈顿的充电站分布

Fig．５　ThedistributionofchargingstationsinManhattan

２．２　试验参数设置

本文试验中的电动出租车的车辆参数如下:
电池容量６０kWh,续航里程３６４km.参考曼哈

顿地区的出租车保有量,电动出租车的初始数量

设置为６０００辆.充电站内充电桩的充电功率设

定为４０kW,充电量随着充电时长线性增加.为

了模拟出租车司机充电决策的随机性,设定出租

车充电电量超过一定数值后随机结束充电,本文

设定该数值为８０％.电动出租车在kＧ近邻的充

电站中选择充电等待时长最短的充电站进行

充电.

DDQN模型超参数包括折扣因子λ、学习速

率α、双神经网络更新时间τ 和小批量训练样本

数n.通过反复试验,进行参数调优,最后选择参

数λ＝０．９、α＝０．００２、τ＝６０００、n＝６４.
为了验证算法性能,本文设计了距离优先和

时间优先两种策略进行比较.距离优先策略下电

动出租车前往距离最近的充电站进行充电.时间

优先策略下电动出租车前往等待时间最短的充电

站进行充电.

２．３　试验结果与分析

２．３．１　DDQN结果分析

采用上述参数,进行 DDQN 模型训练,模型

训练损失变化如图６所示.随着训练时长的增

加,模型损失波动较大,但整体呈现下降的趋势,
最终收敛于１０００左右,模型训练完成.

图６　损失函数变化

Fig．６　Changeofthecostfunction

进行DDQN模型测试,分析电动出租车运营

优化结果,如表３第１行所示.试验结果表明,基
于DDQN的电动出租车运营辅助下,电动出租车

平均每天载客９．７６h,行驶１３８．３１km,获得收入

５９５．１０＄.每辆电动出租车平均每天充电１．４４h,
需等待１．００h;花费９．４３h进行空驶寻客,并在出

行需求较多的地区原地等待乘客,日均时长达到

２．３７h.
图７进一步给出了基于 DDQN 推荐优化策

略的电动出租车运营优化结果分布.在 DDQN
的优化下,９５％的电动出租车日均收入高于２００＄,
平均值５９５．１０＄,部分电动出租车日均收入超过

１０００＄.载客里程和空驶里程也具有类似分布.
绝大部分电动出租车平均每天需进行１—２次的

充电.整体上看,充电时长有两个高峰,分别为

１．３h和１．９h.DDQN 模型能够很好地平衡载

客、充电、等待和空驶过程.图 ７(e)显示超过

５０％的出租车充电等待时长为０,使得平均充电

等待时长大幅下降.DDQN 模型还能减少无意

义的空驶,在部分出行需求较少区域让电动出租

车进行等待,部分车辆的日均等待时间超过２h,
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如图７(f)所示.
图８给出出租车出行记录、出行拒载率和充

电等待时间分布.可以发现:曼哈顿出租车出行

需求集中在中城和下城.基于 DDQN 推荐优化

策略,约有３．６６％出行需求未被电动出租车满足,
绝大部分的区域内的拒载率低于５％,在曼哈顿

岛中部３个区域内拒载率较高.图８(c)表明在

上城区、中城区北部,下城区南部出行充电等待时

间较长,DDQN 优化策略倾向于在出行需求较多

的地区减少充电时长、增加载客里程,在需求较少

的区域则选择充电,避免空载.

图７　基于 DDQN的电动出租车日平均运营结果统计

Fig．７　StatisticoftheDDQNdrivenelectrictaxi’soperationresults

图８　电动出租车运营结果的空间分布

Fig．８　Spatialdistributionoftheelectrictaxi’soperationresults
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表３　基于DDQN、距离优先和时间优先策略的电动出租车日平均运营优化结果

Tab．３　TheresultsoftheDDQN,thedistanceＧfirstandthetimeＧfirststrategy

策略
载客 充电 空驶

收入/＄ 里程/km 时长/h 时长/h 等待时长/h 里程/km 时长/h

原地等待

时长/h

DDQN ５９５．１０ １３８．３１ ９．７６ １．４４ １．００ １６８．９６ ９．４３ ２．３７
时间优先 ５７４．９７ １３１．９７ ９．４１ １．６９ １．２６ １８０．７９ １１．６４ ０
距离优先 ５５７．９９ １２８．４１ ９．０９ １．３９ ３．０８ １７７．９３ １０．４４ ０

２．３．２　结果对比

表３比较了 DDQN 模型结果与距离优先和

时间优先策略.DDQN 的优化策略效果更好.
距离优先和时间优先策略的总拒载率分别为

７．７１％ 和 ５．８７％,DDQN 模 型 的 总 拒 载 率 为

３．６６％,较两种简单策略分别降低５３％和３８％.

DDQN模型下的电动出租车日均载客收入更高,
达到５９５．１０＄,分别较距离优先、时间优先策略高

６．６５％和３．５０％.表３中 DDQN 的平均载客里

程和时长较高,与收入相符,表明 DDQN 的优化

策略更加高效.DDQN 综合考虑出租车所处时

空位置、电量灵活进行载客Ｇ空驶Ｇ等待Ｇ充电决策,
能够有效实现充电站之间的负载均衡,避免电动

出租车在某些时刻集中选择某一充电站,充电等

待时长(１h)分别为距离优先策略(３．０８h)和时间

优先策略(１．２６h)的３０％和７９％.时间优先策略

在充电时选择附近等待时间最短的充电站,使其

充电等 待 时 长 较 距 离 优 先 策 略 大 幅 下 降,与

DDQN接近.但时间优先策略未能将节省的时

间充分用于载客,而是进行充电和空驶,因而与

DDQN的载客收入仍存在较大差距.经过训练

后,DDQN则智能地选择原地等待,日均等待时

长达到２．３７h,避免出租车盲目空驶,减少空驶

里程.

２．３．３　参数敏感性分析

图９进一步测试车辆电池容量、充电速率和

电动出租车总体数量的影响,测试 DDQN模型的

稳定性.

图９　参数敏感性分析

Fig．９　Parametersensitivityanalysis

　　电动汽车的电池容量与其续驶里程线性正相

关.随着电动容量增加,电动出租车可以满足更

多的出行需求,日均收入小幅度增加.当电池容

量从６０kWh进一步提升至８０kWh时,出租车运

营收益并未得到明显增加.
充电速率越高,充电时间越短.随着充电速

率的提高,电动出租车运营不断优化,出行需求拒

载率逐步降低.如图９(b)所示,从２０kW 慢充提

升至４０kW 的快充时出租车运营表现提升较大.
当充电速率进一步提高至１２０kW 时,电动出租

车能够满足９７．５％的出行需求,获得最高６０２＄
的日均收入,达到最佳运营表现.建设更多的高

速充电站对推广电动出租车意义重大.
图９(c)给出了不同数量的电动出租车的运营

结果.随着车辆数量从４０００辆增加到１００００辆,
电动出租车服务更加充分,出行需求的总拒载率
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从１６％下降到０．３％;但是,更多的出租车造成竞

争加剧,电动出租车的平均收入出现下降,日均收

入逐渐降低.１００００辆电动出租车的日均收入约

为３５０．５＄.

３　结　论

针对电动出租车充电时间长、有效运营时间

短等问题,本文基于深度强化学习对出租车运营

决策过程进行建模,构建DDQN模型进行复杂的

载客、空驶、等待、充电决策,最大化电动出租车司

机未来收益,减少司机的充电等待时长.试验结

果表明,DDQN 高效的充电与空载策略能够有效

协调载客、空驶、等待、充电决策,日均收入较距离

优先策略提高收入约７％,拒载比例降低５３％,充
电等待时长减少７０％.本文算法适用于自动驾

驶出租车、电动货车等,能够促进电动出租车的广

泛应用,有利于构建环保、节能与智能的交通出

行.后续开展的研究将拓展研究区域,考虑城市

出租车出行的时空规律,进一步提升模型性能.
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