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Аннотация. Определение состава исходного вещества выполнялось с помощью электронного сенсорного прибора  «электронный 

нос», состоящего из 8 датчиков, на которые с помощью шприца подавался воздух с парами спирта, содержащего разного рода 

примеси. Сигнал с датчиков записывался с частотой дискретизации 1 с на протяжении 120 с. Выходные данные прибора были 

представлены в двух разных интерпретациях – в виде кривых, полученных от каждого датчика, либо площадей под кривыми. Цель 

работы – построение системы распознавания 11 примесей и воды в исходном веществе. Определение состава исходного вещества 

выполнялось с помощью «электронного носа», позволяющего получить по 120 значений с каждого из 8 датчиков в виде кривых либо 

значений площадей под кривыми. Большое количество классов (12), динамическое представление информации исходных данных делают 

целесообразным построение системы распознавания образов на основе нейронной сети – многослойного персептрона, обучаемого 

на основе алгоритма обратного распространения ошибки. При обучении сети используются имеющиеся образцы, с указанием к 

какому классу они относятся. Свойства каждого анализируемого вещества представляются как вектор 120 значений 8 признаков, 

определяющих один из 12 классов. Для снижения размерности входных данных нейронной сети авторами предложено использование 

свертки имеющейся информации без существенной потери информационной емкости признаков путем построения 8 

полиномиальных регрессий 19-го порядка, описывающих кривые с каждого из 8 датчиков «электронного носа». Полученная в 

результате свертки матрица входов состояла из 20 коэффициентов полиноминальной регрессии каждой из 8 кривых для 12 

рассматриваемых классов. Была построена двухслойная нейронная сеть с 43 нейронами  и сигмоидальной функцией активации в 

скрытом слое и 12 нейронами и линейной функцией активации в выходном слое. В результате обучения сети было получено 2 ошибки 

классификации образцов, что позволяет использовать предлагаемый авторами подход для построения системы распознавания на 

основе предварительной свертки данных, динамически получаемых с «электронного носа». 
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Abstract. The composition of the initial substance was determined using an electronic sensor “electronic nose”, consisting of 8 sensors, to 

which air was supplied with a syringe with alcohol vapor containing various kinds of impurities. The signal from the sensors was recorded 

with a sampling frequency of 1 s for 120 s. The output of the device was presented in two different interpretations - in the form of curves 

obtained from each sensor, or the areas under the curves. The purpose of the work is to build a recognition system for 11 impurities and water 

in the starting material. The composition of the initial substance was determined using an “electronic nose”, which allows one to obtain  

120 values from each of 8 sensors in the form of curves or the values of the areas under the curves. A large number of classes (12), the dynamic 

presentation of the source data information make it advisable to build a pattern recognition system based on a neural network - a multilayer 

perceptron trained on the basis of the error back propagation algorithm. When training the network, existing samples are used, indicating which 
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class they belong to. The properties of each analyte are represented as a vector of 120 values of 8 attributes defining one of 12 classes. To 

reduce the dimensionality of the input data of the neural network, the authors proposed the use of convolution of the available information 

without significant loss of information capacity of signs by constructing 8 polynomial regressions of the 19th order that describe the curves 

from each of the 8 sensors of the “electronic nose”. The input matrix obtained as a result of convolution consisted of 20 polynomial regression 

coefficients of each of 8 curves for 12 classes under consideration. A two-layer neural network with 43 neurons and a sigmoidal activation 

function in the hidden layer and 12 neurons and a linear activation function in the output layer was constructed. As a result of network training, 

2 classification errors were obtained, which allows us to use the approach proposed by the authors to build a recognition system based on 

preliminary convolution of data dynamically obtained from the “electronic nose” 

Keywords: electronic nose, initial information convolution, neural network, chemical recognition 
 

Введение 

Одной из современных тенденций анализа 
состава химического вещества является использо-
вание электронной сенсорной технологии – «элек-
тронного носа» [1]. Для определения состава  
вещества используется группа датчиков, выда-
ющих различные выходные сигналы как для 
разных концентраций одного и того же вещества, 
так и для разных веществ. 

Используемый в работе анализатор запахов 
МАГ-08 состоял из 8 чувствительных сенсоров, 
представляющих собой пьезоэлементы на основе 
кварцевых резонаторов ОАВ-типа с базовой  
частотой колебаний 10 МГц. На электродах  
размещались различные пленочные сорбенты: 
полиэтиленгликоль фталат (ПЭГФ), полиэти-
ленгликоль (ПЭГ-2000), тритон Х-100 (ТХ-100), 
полиэтиленгликоль себацинат (ПЭГСб), дицик-
логексан-18-Краун-6 (ДЦГ18К6), полиэти-
ленгликоль адипинат (ПЭГА), многослойные 
углеродные нанотрубки (МУНТ), пчелиный 
клей (ПчК) [1]. 

Пробы каждого образца спиртосодержащей 
жидкости с примесями (ацетон, пропанол-1, 
пропанол-2, бутанол-1, бутанол-2, этанол, бута-
нон, ацетальдегид, этилацетат, бутилацетат, 
пентанол-2, вода) отбирались индивидуальным 
шприцем и вводились в ячейку детектирования. 
Величина выходного сигнала сенсорного эле-
мента определялась сорбционной активностью 
применяемого сорбента [2, 3]. Сигнал с датчиков 
(максимальное изменение частоты колебания 
кварцевых пластин в результате сорбции компо-
нентов) записывался с частотой дискретизации 1 
с на протяжении 120 с. Агрегирование информа-
ции проводилось в форме «визуального отпе-
чатка» – оценивания площади отклика сенсоров, 
пропорционального концентрации летучих веществ. 

Полученные исходные данные сохранялись 
в базе данных и обрабатывались с помощью 
программного обеспечения анализатора «MAG 
Soft», реализующего факторный анализ (метод 
главных компонент). В силу того что число  
рассматриваемых классов соединений велико 
(12 разновидностей примесей), получить точные 
результаты классификации образцов указанным 
методом не представляется возможным. Разра-
ботка алгоритма обработки результатов исследо-
вания в этой связи является актуальной задачей. 

На сегодняшний день для классификации 

объектов различной природы и сложности  

используются эвристические методы, методы 

кластерного, дискриминантного анализа, точность 

которых с ростом числа классов снижается [4], что 

вынуждает авторов строить многоуровневые 

иерархические системы классификации. Класси-

фикация объектов с помощью нейронных сетей 

дает [5-11] более точные результаты, а негативный 

эффект роста числа классов может быть ниве-

лирован усложнением архитектуры сети. 

Цель работы – построение автоматизиро-

ванной нейросетевой системы классификации 

примесей в исходном веществе. В качестве  

исходного вещества, параметры которого  

составили обучающую выборку, выступали 

спирт и спиртосодержащие жидкости с заранее 

известным составом примесей. Анализировались 

спиртовые жидкости, содержащие 11 различных 

примесей и воду. Таким образом, поставлена 

задача – разделение обучающей выборки на  

12 классов веществ. 

Материалы и методы 

Задача классификации объектов может 

быть успешно решена с использованием как 

сверточных [8, 9], реккурентных [9], так и много-

слойных нейронных сетей с прямым распростра-

нением сигнала и обратным распространением 

ошибки [5]. Классификация сигналов, пред-

ставляющих собой длинный вектор (порядка 

32 000 значений), успешно может быть выполнена 

с помощью сверточных нейронных сетей [8]. 

Однако успешное обучение глубоких нейронных 

сетей требует наличия параллельной обработки 

на специальных видеокартах и практически  

невозможно на персональном компьютере. 

Многослойные персептроны напротив зарекомен-

довали себя как нейронные сети, не требующие 

больших ресурсов для создания и обучения [6]. 

Алгоритм обратного распространения 

ошибки представляет собой градиентный алго-

ритм обучения многослойного персептрона,  

основанный на минимизации среднеквадрати-

ческой ошибки выходов сети. При обучении 

нейронной сети на вход поочередно подаются 
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значения вектора входов p. Выходное значение 

нейронной сети y (расчетное значение) сравни-

вается с целевым t (заданное значение). Перена-

стройка весов W и смещений b производится 

для того, чтобы приблизить выходное значение 

a к целевому t. Цель обучения – уменьшить 

среднеквадратическую ошибку: 

      
22

   1    1

1 1
  –

n n

i i

E e i y i t i
N N 

   . 

Процесс обучения прекращается, если  
реализовано предельное количество циклов 
обучения, целевая функция достигла заданной 
величины либо некоторого значения и пере-
стала уменьшаться. 

Многослойный персептрон (рисунок 1) 
состоит из входного слоя, образованного  
входными векторами, одного скрытого слоя, 
состоящего из k нейронов, и выходного слоя из 
12 нейронов, число которых определяется  
числом распознаваемых классов. Количество 
нейронов в скрытом слое определяется экспе-
риментально и может быть увеличено либо 
уменьшено в зависимости от особенностей  
обучающей выборки. Функции активации f,  
используемые в нейронах скрытых слоев, – сиг-

моидальные,   –

1

1 x
f x

e 



, а в выходном 

слое – линейные     f x x . 

 

Рисунок 1. Многослойный персептрон 

Figure 1. Multilayer perceptron 

Выходной сигнал j-го нейрона скрытого 
слоя определяется функцией активации от 

суммы взвешенных входов 
1

   0

 
n

j ij j

j

v f w p


 
  

 
 
 ,  

а выход нейронной сети (сигнал выходного 
слоя) – функцией активации от суммы взвешен-
ных выходов скрытого слоя  

2 2 1
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k k n
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y f w v f w f w p
  

   
             

   . 

Многослойный персептрон имеет более 
мощное обучающее правило – разновидность 
градиентного спуска. Веса перестраиваются  
в направлении минимума ошибки E. 

Веса связей между нейронами корректи-
руются в обратном порядке – от выхода  
ко входу нейронной сети, поэтому алгоритм  
поиска весов получил название обратного рас-

пространения ошибки. Вес 
2

1 jw  связи между 

нейроном выходного слоя и j-м нейроном  
скрытого слоя корректируется согласно следу-
ющему правилу: 

    2 2
1 1 2

1

1 –j j

j

E
w l w l

w



 


,   

где   – коэффициент скорости обучения сети, 

скорость изменения ошибки:  

 
 2

1

2 2
1 1

– j

j
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w du





, 2 2

1 1
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k

j j
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 . 

Ошибка на выходе скрытого слоя не 
имеет непосредственной связи с выходной 
ошибкой, так как неясно, каким должен быть 
эталонный выход скрытого слоя. Вес нейронов 
скрытого слоя корректируется в соответствии  
с их вкладом в величину ошибки выходного 
слоя. Чем больше ошибка на выходе сети и чем 
больше вес связи между скрытым и выходным 
нейроном, тем больше ошибка на выходе скры-
того нейрона. Градиент ошибки относительно 
скрытого слоя определяется следующим образом: 
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Вес 
1

ijw  нейронов скрытого слоя коррек-

тируется согласно следующему правилу: 

    1 1

1
  1   –

 
ij ij

ij

E
w l w l

w



 


.  

Алгоритм обучения сети работает следу-
ющим образом. 

1. Задаются начальные значения весов 
связей между нейронами на всех слоях сети. 

2. На вход сети подается значение теку-
щего входного вектора. Осуществляется расчет в 
прямом направлении значений выходных сигна-
лов нейронов скрытого слоя и выходного слоя. 

3. Выполняется расчет градиента ошибки 
выходного слоя и осуществляется коррекция 
весов связей между нейронами скрытого и вы-
ходного слоев. 

4. Рассчитывается градиент ошибки 
скрытого слоя и осуществляется коррекция  
весов связей между входами сети и нейронами 
скрытого слоя. 

5. Алгоритм повторяется с пункта 2.  
Перенастройка весов и смещений производится 
до тех пор, пока норма градиента не станет 

ниже заданного значения погрешности , опре-
деляющего точность процесса обучения. 

Совокупность входных векторов для  
обучения сети представляет собой 120 значений, 
полученных с частотой 1 с с каждого из 8 сенсо-
ров «электронного носа» для всех 12 рассматри-
ваемых классов веществ. Таким образом, входы 
нейронной сети – матрица размерностью 960x12. 
Количество выходных нейронов определяется 
количеством рассматриваемых классов – 12. 

Результаты и обсуждение 

Экспериментальным путем было уста-
новлено, что при таком большом числе входов 
максимальное количество слоев нейронной 
сети, доступное для обучения на персональном 
компьютере, – 2 с 10 нейронами на скрытом 
слое с сигмоидальными функциями активации 
и 12 нейронами с линейной функцией активации в 
выходном слое. Такого количества нейронов 
недостаточно для распознавания классов. Нейрон-
ная сеть может выделить из совокупности только 
один класс. Очевидно, что для построения 

нейронной сети с большим количеством нейронов 
требуется уменьшение количества входов. 

Поскольку максимальные изменения  
значений, полученных с большинства сенсоров, 

наблюдаются в первые 60 с измерений, матрица 
входных значений была уменьшена до 480x12. 

Это позволило создать и обучить нейронную 
сеть с 60 нейронами в скрытом слое и 12 – в вы-

ходном, однако не позволило получить надежных 
результатов классификации. Ряд веществ, 

например, ацетальдегид (рисунок 2) имеет низкую 
летучесть. Для их анализа «электронному носу» 

требуется больше времени. Указанный подход 

не позволяет не только классифицировать низко-
летучие вещества, но и не увеличивает точность 

классификации остальных веществ. 

 

Рисунок 2. Показания прибора при распознавании 

ацетальдегида 

Figure 2. Readings in the detection of acetaldehyde 

В этой связи было предложено осуществить 
свертку исходных данных. Одним из путей умень-

шения количества входов с минимальными  
потерями и искажением информации является 

аппроксимация полученных с сенсоров кривых 

полиноминальными зависимостями. В качестве 
входов нейронной сети при этом рассматрива-

ются коэффициенты полиномов, описывающих 
изменение исходных данных. Для описания  

исходных кривых был выбран полином 19-го 
порядка, результаты аппроксимации для анализа 

ацетальдегида представлены на рисунке 3. 

 

Рисунок 3. Аппроксимация данных анализа ацетальдегида: а – данные третьего сенсора; б – данные шестого сенсора 

Figure 3. Approximation analysis of acetaldehyde: a third sensor data; b – data of the sixth sensor 
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После описания исходных данных с помо-
щью полиноминальной регрессии количество 
входов значительно уменьшилось до 160, что 
позволило обучать нейронную сеть на матрице 
160 x 12. Экспериментальным путем было  
установлено, что для успешной классификации 
обучающей выборки достаточно 32 нейронов  
в скрытом слое и 12 – в выходном. Ошибки 
классификации представлены на рис. 4, откуда 
видно, что их значения не превышают допустимой 
ошибки обучения 0,001. 

Для проверки корректности работы 

нейронной сети было использовано 10 тесто-

вых веществ, содержащих один или несколько 

контрольных образцов, используемых для  

обучения нейронной сети. 

Для свертки исходных данных для каждого 

из тестовых веществ была осуществлена аппрок-

симация выходов каждого из 8 сенсоров полино-

миальной регрессией 19-го порядка. Полученные 

входные данные представлены на рисунке 5. 

 
Рисунок 4. Матрица ошибок обучения 

Figure 4. The error matrix of training 

 

Рисунок 5. Свертка исходных данных для 10 тестовых веществ 

Figure 5. Convolution of input data for 10 test substances 

Поочередная подача на вход исходных 

данных позволила оценить точность классифика-

ции тестовой выборки. Из 10 веществ неверно 

классифицировано было лишь 1. 

Заключение 

1. Большое количество классов (12) и вид 

представления информации (динамические 

кривые), получаемой с «электронного носа», 

делают целесообразным построение системы 

распознавания образов на основе нейронной сети. 

2. Искусственное уменьшение времени 
проведения анализа до 60 с не позволяет распо-
знать тяжелолетучие компоненты, проявляющих 
себя на второй минуте анализа. 

3. Для свертки имеющейся информации 
без существенной потери информационной  
емкости признаков предложено использовать 
полиномиальную регрессию, коэффициенты 
которой подаются на вход нейронной сети, что 
позволяет классифицировать вещества с высокой 
степенью точности. 
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