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РЕЗЮМЕ 

Методы машинного обучения имеют прикладное применение в каждой сфере человеческой деятельности, использующей циф-
ровые данные. В последние годы было опубликовано множество работ, посвященных использованию искусственного интеллек-
та в задачах классификации, регрессии, сегментации в медицине и в офтальмологии в частности. Искусственный интеллект — 
подраздел информатики, его принципы и понятия зачастую непонятны или используются и трактуются врачами некорректно. 
Диагностика заболеваний у пациентов офтальмологического профиля связана с существенным количеством медицинских 
данных, которые могут быть использованы для дальнейшей программной обработки. С помощью методов машинного обуче-
ния можно узнать, обозначить и посчитать практически любые патологические признаки болезней, анализируя медицинские 
изображения, клинические и лабораторные данные. Машинное обучение включает модели и алгоритмы, которые имитируют 
архитектуру биологических нейронных сетей. Наибольший интерес представляют искусственные нейронные сети, в особенности 
сети на основе глубокого обучения, вследствие способности последних эффективно работать со сложными и многомерными 
базами данных вкупе с возрастающей доступностью баз данных и производительностью графических процессоров. Искус-
ственные нейронные сети имеют потенциал для использования в автоматизированном скрининге, при определении стадии 
заболеваний, прогнозировании терапевтического эффекта лечения и исхода заболеваний. В работе рассматриваются труды, 
посвященные использованию искусственного интеллекта в анализе клинических данных больных диабетической ретинопатией, 
возрастной макулярной дегенерацией, глаукомой, катарактой, злокачественными новообразованиями глазного яблока, соче-
танной патологией. Основными показателями в исследованиях явились размер обучающей и валидационной выборок, точность, 
чувствительность, специфичность, AUROC (Area Under Receiver Operating Characteristic Curve, площадь под кривой ошибок). 
В ряде исследований изучается сравнительная характеристика алгоритмов. Многие работы, представленные в обзоре, показы-
вают результаты по точности, чувствительности, специфичности, AUROC, значениям ошибки, превышающие соответствующие 
показатели среднего специалиста-офтальмолога. Внедрение их в рутинную клиническую практику повысит диагностические, 
терапевтические и профессиональные возможности врача-специалиста, что особенно актуально в области офтальмоонкологии, 
в которой стоит вопрос выживаемости пациентов.
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офтальмоонкология
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ABSTRACT

Machine learning is applied in every field of human activity using digital data. In recent years, many papers have been published 
concerning artificial intelligence use in classification, regression and segmentation purposes in medicine and in ophthalmology, in par-
ticular. Artificial intelligence is a subsection of computer science and its principles, and concepts are often incomprehensible or used 
and interpreted by doctors incorrectly. Diagnostics of ophthalmology patients is associated with a significant amount of medical data 
that can be used for further software processing. By using of machine learning methods, it’s possible to find out, identify and count 
almost any pathological signs of diseases by analyzing medical images, clinical and laboratory data. Machine learning includes models 
and algorithms that mimic the architecture of biological neural networks. The greatest interest in the field is represented by artificial 
neural networks, in particular, networks based on deep learning due to the ability of the latter to work effectively with complex and 
multidimensional databases, coupled with the increasing availability of databases and performance of graphics processors. Artificial 
neural networks have the potential to be used in automated screening, determining the stage of diseases, predicting the therapeutic 
effect of treatment and the diseases outcome in the analysis of clinical data in patients with diabetic retinopathy, age-related macular 
degeneration, glaucoma, cataracts, ocular tumors and concomitant pathology. The main characteristics were the size of the training 
and validation datasets, accuracy, sensitivity, specificity, AUROC (Area Under Receiver Operating Characteristic Curve). A number of 
studies investigate the comparative characteristics of algorithms. Many of the articles presented in the review have shown the results 
in accuracy, sensitivity, specificity, AUROC, error values   that exceed the corresponding indicators of an average ophthalmologist. Their 
introduction into routine clinical practice will increase the diagnostic, therapeutic and professional capabilities of a clinicians, which is 
especially important in the field of ophthalmic oncology, where there is a patient survival matter.
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ВВЕДЕНИЕ

Искусственный интеллект (ИИ) — научное направле‑
ние, в рамках которого ставятся и решаются задачи ап‑
паратного или программного моделирования тех видов 
человеческой деятельности, которые традиционно счи‑
таются интеллектуальными [1]. Одно из многообещаю‑
щих направлений развития здравоохранения — приме‑
нение ИИ для обработки и интерпретации баз данных 
и медицинских изображений [2].

Машинное обучение — класс методов искусственного 
интеллекта, используемых для анализа сложных данных 
и нахождения паттернов и взаимозависимостей без их 
явного программирования [3, 4]. Термин и метод были 
впервые использованы Артуром Самуэлем в 1959  году 
в его труде, посвященном совершенствованию способ‑
ности компьютера играть в шашки без перебора вариан‑
тов [5]. Алгоритмы машинного обучения анализируют 
признаки данных на входе и через ряд повторяющихся 
операций производят линейные и нелинейные предик‑
тивные модели, определяющие сигналы, классифициру‑
ющие паттерны и прогнозирующие исходы [3, 6].

Задачи машинного обучения подразделяются на две 
основные категории:

‑ обучение с учителем  — компьютеру предоставля‑
ются пары «Входящие данные — Исход», цель — вывести 
правило, связывающее эти два параметра;

‑ обучение без учителя — компьютеру предоставля‑
ются только входящие данные, а исход неизвестен [6].

Существует множество методов машинного обу‑
чения, включая «дерево решений», «случайный лес», 
«обучение ассоциативным правилам», «искусственные 
нейронные сети», «индуктивное логическое программи‑
рование», «метод опорных векторов», «метод ближай‑
ших соседей» и др. [3, 7–9].

Машинное обучение включает модели и алгоритмы, 
которые имитируют архитектуру биологических ней‑
ронных сетей, например искусственные нейронные сети 
[10]. Нейронная сеть представляет собой слои из связан‑
ных между собой узлов. Узел содержит весовую сумму, 
которая по выходной связи передается на функцию ак‑
тивации и впоследствии на следующий узел. Значения 
весовой суммы динамически изменяются в ходе фазы 
обучения. Существуют три типа слоев:

‑ входной слой — получающий входные данные;
‑ выходной слой — выдающий результаты обработ‑

ки информации;
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‑ скрытые слои — выделяющие паттерны среди дан‑
ных [2].

За последние годы возрос интерес к искусственным 
нейронным сетям, в особенности к сетям на основе глу‑
бокого обучения, обусловленный их способностью эф‑
фективно работать со сложными и многомерными ба‑
зами данных, возрастающей доступностью баз данных 
и производительностью графических процессоров [3].

Глубокое обучение  — метод машинного обучения, 
который использует каскад из множества нелинейных 
фильтров для извлечения и преобразования признаков, 
где каждый слой использует выходные данные преды‑
дущего слоя как входные, обучается с учителем и/или 
без учителя и использует множество уровней представ‑
лений. Данные уровни соответствуют множеству уров‑
ней абстракции, из которых формируется иерархия по‑
нятий, где признаки более высокого уровня выводятся 
из признаков более низкого уровня [11]. Глубокие ней‑
ронные сети отличаются наличием множества скрытых 
слоев, характеризующих глубину сети [2].

Для решения задач, связанных с компьютерными 
изображениями, наиболее популярным типом глубо‑
ких нейронных сетей стали сверточные нейронные 

сети. В них операция свертки используется для полу‑
чения карты признаков, в которой интенсивность каж‑
дого пикселя/воксела, рассчитанная как сумма пикселя/
воксела и всех его соседей, взвешивается на сверточных 
матрицах, которые также называются ядрами сверт‑
ки. Данная архитектура подобна структуре зрительной 
коры головного мозга, распознающей сложные структу‑
ры из комплекса мельчайших элементов в поле зрения. 
Архитектура глубоких сверточных нейронных сетей по‑
зволяет составлять сложные признаки, такие как форма, 
текстура, очертания поверхностей из простых призна‑
ков, яркость изображения [2, 12]. Структура глубокой 
сверточной нейронной сети представлена на рисунке 1.

Успешность использования сверточных нейронных 
сетей обусловлена прогрессом в области аппаратных 
средств, что повлекло за собой снижение затрат на еди‑
ницу вычислений. Из большого количества узлов сети 
и необходимости выявления множества взаимосвязей 
вытекает необходимость расчета миллионов параме‑
тров, каждый из которых должен быть оптимизирован 
в ходе фазы обучения. Из этого, в свою очередь, следу‑
ет необходимость предоставления сети огромной массы 
обучающих данных, что увеличивает потребность в вы‑

числительных мощностях. Это объясня‑
ет постоянно растущую эффективность 
применения сверточных сетей для реше‑
ния различных задач и позволяет пред‑
положить, что точность метода может 
бесконечно повышаться при предостав‑
лении требуемых ресурсов. Упрощенная 
иерархия искусственного интеллекта 
представлена на рисунке 2 [2, 12].

Основными показателями качества 
классификации в машинном обучении 
являются чувствительность, специфич‑
ность, точность и AUROC.

Чувствительность (Sensitivity, Sen) — 
доля положительных результатов, ко‑
торые правильно идентифицированы 
как таковые.

Sen = TP / P = TP / (TP + FN).
Специфичность (Specificity, Spe)  — 

доля отрицательных результатов, ко‑
торые правильно идентифицированы 
как таковые.

Spe = TN / N = TN / (TN + FP).
Точность (Accuracy, Acc)  — доля 

правильно идентифицированных ре‑
зультатов.

Acc = (TP + TN) / (P + N) = 
(TP + TN) / (TP + TN + FP + FN).

Сокращения: TP  — истинно по‑
ложительный результат; TN  — ис‑
тинно отрицательный результат; 
FP  — ложноположительный результат; 
FN  — ложноотрицательный результат; 

Рис. 1. Глубокая сверточная нейронная сеть. Адаптировано с www.asimovinstitute.org

Fig. 1. Structure of deep convolution neural network. Adapted from www.asimovinstitute.org

Рис. 2. Глубокое обучение как подраздел машинного обучения [2]

Fig. 2. Deep learning as a subset of machine learning [2]
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P  — количество положительных случаев; N  — количе‑
ство отрицательных случаев.

Главным статистическим показателем в задачах би‑
нарной классификации в машинном обучения является 
AUROC, при этом чем выше данный показатель, тем ка‑
чественнее классификатор. Значение 0,5 соответствует 
случайному результату, а значения ниже 0,5 соответству‑
ют выдаче противоположного результата. ROC‑кривая 
является зависимостью доли истинно положительных 
результатов от доли ложноположительных результатов 
при варьировании порога решающего правила, что от‑
ражает возможность решений на основе машинного об‑
учения взаимно изменять значения чувствительности 
и специфичности в пределах диапазона кривой в зависи‑
мости от цели исследования.

Диагностика заболеваний у пациентов офтальмо‑
логического профиля связана с существенным коли‑
чеством медицинских данных, которые скапливаются 
в медицинских информационных системах и цифро‑
вых архивах. Эти исследования включают фундоско‑
пию, оптическую когерентную томографию, периме‑
трию, эхографию, данные клинических и лабораторных 
исследований [4]. Данные могут быть использованы 
для решения задач автоматизированной классифика‑
ции и создания новых классификаций на основе аб‑
страктных признаков.

Для разработки и оценки эффективности методов 
машинного обучения в области обработки медицинских 
изображений используют нормализованные базы дан‑
ных. Последние условно делятся на публичные и закры‑
тые. Список наиболее часто упоминаемых офтальмоло‑
гических публичных баз:

1) Messidor — немидриатическая камера Topcon TRC 
NW6, одно поле 45°, цветные изображения, 1200 глаз, па‑
циенты отобраны случайным образом (http://www.adcis.
net/en/Download‑Third‑Party/Messidor.html) [13];

2) Messidor‑2  — немидриатическая камера Topcon 
TRC NW6, поле 45°, цветные изображения, 1748 парных 
изображений 874 пациентов, пациенты отобраны случай‑
ным образом (http://latim.univ‑brest.fr/indexfce0.html) [14];

3) E‑ophtha — 25 702 записи, каждая содержит 4 фун‑
дус‑снимка в среднем, по 2 на каждый глаз, немидриа‑
тическая камера R‑DGi (Canon, Tokyo) или TRC‑NW6S 
(Topcon, Tokyo). Всего 107 799 изображений. Каждое 
изображение размечено офтальмологами как релевант‑
ное (пациент должен быть направлен на консультацию 
к офтальмологу) или нерелевантное [15].

Часть изображений была отобрана для разработ‑
ки метода распознавания очаговых поражений, таких 
как твердые экссудаты и микроаневризмы. E‑opthaEX 
состоит из 47 изображений, содержащих 12 278 очагов 
твердых экссудатов и 35 изображений интактного глаз‑
ного дна. E‑ophthaMA состоит из 148 изображений, со‑
держащих 1306 микроаневризм и 233 изображения 
интактного глазного дна. (http://www.adcis.net/en/Down‑
load‑Third‑Party/E‑Ophtha.html) [16];

4) STARE (Structured Analysis of the Retina)  — 
397  изображений глазного дна, для каждого представ‑
лены диагноз (14 заболеваний) и аннотация, фундус‑
камера TRV‑50 (Topcon Corp., Tokyo, Japan), поле 35°.  
(http://cecas.clemson.edu/~ahoover/stare/) [17];

5) DRIVE (Digital Retinal Images for Vessel Extrac‑
tion) — 40 изображений глазного дна (33 — без патоло‑
гии, 7 — мягкая НПДР), камера CCD, поле 45°;

6) DIARETDB1  — 89 изображений глазного дна 
(84  — мягкая НПДР, 5  — без патологии), поле 50°  
(http://www.it.lut.fi/project/imageret/diaretdb1/);

7) DIARETDB0  — 130 изображений глазного дна 
(110 — с различными признаками диабетической рети‑
нопатии, 20 — без патологии), поле 50° (http://www.it.lut.
fi/project/imageret/diaretdb0/);

8) HEI‑MED (The Hamilton Eye Institute Macu‑
lar Edema Dataset)  — 169 изображений глазного дна  
(https://github.com/lgiancaUTH/HEI‑MED);

9) ROC (Retinopathy Online Challenge) — 100 изобра‑
жений глазного дна  — 50 для обучающей выборки и 50 
для валидационной (http://webeye.ophth.uiowa.edu/ROC/);

11) EyePACS — постоянно пополняющаяся база изо‑
бражений глазного дна, содержащая более 128 000 сним‑
ков [18, 19];

12) EyePACS‑1  — одна из первых версий, содержа‑
щая 9963 изображений от 4997 пациентов [18].

ДИАБЕТИЧЕСКАЯ РЕТИНОПАТИЯ (ДР)

Бóльшая часть ранних исследований в области ИИ 
в офтальмологии посвящена диабетической ретинопа‑
тии, при этом основная задача  — совершенствование 
скрининговых исследований диабетической ретинопа‑
тии на основе изображений глазного дна.

В 2013 году Abramoff М.D. и соавт. исследовали эф‑
фективность алгоритма «Iowa Detection Program», пред‑
назначенного для скрининга тяжелой диабетической ре‑
тинопатии, подлежащей внесению в базу (НДР), которая 
была определена в исследовании как: «состояние более 
тяжелое, чем умеренная непролиферативная ретинопатия 
или любая стадия диабетической ретинопатии с макуляр‑
ным отеком». Исследование включало 1748 фундус‑сним‑
ков 874 пациентов (Messidor‑2). Данные валидировались 
по консенсусу разметки трех специалистов‑ретинологов, 
используя ICDR классификацию. Выходом программного 
анализа являлся «индекс диабетической ретинопатии» — 
безразмерная величина от 0 до 1, отражающая вероятность 
НДР на обработанном снимке. Авторами получены 96,8 % 
чувствительности и 59,4 % специфичности. При размет‑
ке изображений до достижения консенсуса чувствитель‑
ность и специфичность трех специалистов‑ретинологов 
по отдельности составляла 0,80/0,98, 0,71/1,00 и 0,91/0,95 
соответственно [20].

В 2016 году Abramoff M.D. и соавт. провели повторное 
исследование с целью установить разницу в точности ис‑
следования между «Iowa Detection Program» и алгорит‑
мом на основе глубоких сверточных нейронных сетей 

http://www.adcis.net/en/Download-Third-Party/Messidor.html
http://www.adcis.net/en/Download-Third-Party/Messidor.html
http://www.adcis.net/en/Download-Third-Party/E-Ophtha.html
http://www.adcis.net/en/Download-Third-Party/E-Ophtha.html
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на той же выборке пациентов, используя четыре класса 
разметки и четыре класса исходов.

Разметка
1) Отсутствие ДР или умеренная непролифератив‑

ная диабетическая ретинопатия (НПДР) и отсутствие 
диабетического макулярного отека (ДМО).

2) Умеренная НПДР или тяжелая НПДР или проли‑
феративная диабетическая ретинопатия (ПДР) или ДМО.

3) Тяжелая НПДР или ПДР или ДМО.
4) ДМО.
Исходы
1) Негатив — соответствует разметке тип 1.
2) НДР — соответствует разметке тип 2.
3) Угрожающая зрению ДР — соответствует размет‑

ке тип 3.
4) Низкое качество исследования.
Получены результаты по средней чувствительно‑

сти и специфичности в 96,8 и 87,0  % соответственно. 
Чувствительность не отличалась от показателей «Iowa 
Detection Program», но показатель специфичности суще‑
ственно возрос [21].

Одним из наиболее крупных исследований была ра‑
бота Gulshan V. и соавт. Используя обучающую выборку 
EyePACS из 128 175 фундус‑снимков и две валидацион‑
ные выборки EyePACS‑1 и Messidor‑2, авторы получили 
высокие показатели чувствительности (90,3  %; 87,0  %) 
и специфичности (98,1 %; 98,5 %) в диагностике умерен‑
ной и тяжелой диабетической ретинопатии и диабетиче‑
ского макулярного отека соответственно [18].

Gargeya R. и соавт. опубликовали результаты ис‑
следования, в которых использовали методы глубоко‑
го обучения для дифференцировки фундус‑снимков 
с признаками диабетической ретинопатии от снимков 
интактного глазного дна. Была использована публичная 
база данных EyePACS, состоящая из 75 137 снимков глаз‑
ного дна пациентов с сахарным диабетом, из которой 
случайным образом было отобрано около 15 000 изобра‑
жений для кросс‑валидации, при этом получены пока‑
затели чувствительности и специфичности в 94 и 98 % 
соответственно при внутренней кросс‑валидации. 

Оценка чувствительности и специфичности узнавания 
любой стадии ДР на данных Messidor‑2 показала резуль‑
тат в 93 и 87  % соответственно. Узнавание умеренной 
НПДР на данных Messidor‑2 — 74/80 % соответственно. 
На данных E‑ophtha  — 90/94  % соответственно. При‑
мер автоматизированной разметки патологических зон 
представлен на рисунке 3 [19].

Takahashi H. и соавт. исследовали эффективность мо‑
дифицированной глубокой нейронной сети GoogLeNet 
в определении стадии и прогноза течения диабетической 
ретинопатии на основе 9939 фундус‑снимков 2740 па‑
циентов с сахарным диабетом. Для определения стадии 
диабетической ретинопатии была использована моди‑
фицированная классификация Davis. 4709 снимков были 
ретроспективно размечены в соответствии с текущим со‑
стоянием пациентов, что позволило проводить обучение 
по прогностическому критерию. Получены результаты 
по средней точности в 81 и 96 % для определения стадии 
и предсказания прогноза соответственно [22].

В апреле 2018 года FDA одобрило к распростране‑
нию устройство на основе ИИ iDx‑DR, предназначенное 
для автономной диагностики НДР. Одобрение получе‑
но на основе результатов мультицентрового исследова‑
ния с выборкой в 900 пациентов с сахарным диабетом 
и итоговой чувствительностью и специфичностью в 87,9 
и 89,5 % соответственно. Таким образом, FDA установила 
обязательный минимум точности для подобных исследо‑
ваний в 85 % чувствительности и 82,5 % специфичности. 
Учитывая, что, по данным других исследований, чувстви‑
тельность осмотра офтальмологом составляет менее 71 %, 
а специфичность менее 91  %, FDA установило высокий 
входной порог для машинных методов [23, 24].

Часть исследований посвящена выявлению факто‑
ров, влияющих на вероятность развития диабетической 
ретинопатии у больных сахарным диабетом. Tsao H.Y. 
и соавт. провели анализ по 10 критериям, включающим 
систолическое давление, диастолическое давление, ин‑
декс массы тела, пол, возраст, длительность заболевания, 
семейную историю диабета, самоконтроль уровня глю‑
козы, тренировки и вид лекарственной терапии диабета. 
Было использовано 4 метода машинного обучения, вклю‑

чая «деревья решений», «логистическую 
регрессию», «искусственные нейронные 
сети», «метод опорных векторов». Наи‑
лучшие показатели по чувствительности 
и AUROC были достигнуты с помощью 
метода опорных векторов и состави‑
ли 93,3  % и 0,839 соответственно. Наи‑
лучший показатель специфичности до‑
стигнут «деревьями решений»  — 75  %. 
Показано, что наиболее значимыми кли‑
ническими факторами риска явились 
использование инсулина и длительность 
заболевания более 7,5 года [25].

Jiang Z. и соавт. показали возмож‑
ность использования метода «случайно‑

Рис. 3. Карта, созданная на основе выявленных признаков [19]

Fig. 3. Maps generated from identified features [19]
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го леса» для повышения разрешения изображений, по‑
лучаемых при флуоресцентной ангиографии у больных 
сахарным диабетом [26].
ВОЗРАСТНАЯ МАКУЛЯРНАЯ ДЕГЕНЕРАЦИЯ (ВМД)

В ряде недавних исследований была показана эффек‑
тивность методов машинного обучения в диагностике 
и ведении пациентов с возрастной макулярной дегене‑
рацией. Serrano‑Aguilar P. и соавт. разработали метод ав‑
томатизированной диагностики ВМД, используя выбор‑
ку в 260 ОКТ‑изображений (136 — ВМД, 124 — норма). 
При этом с применением методов нормализации и кван‑
тификации были определены наиболее репрезентатив‑
ные уровни рефлективности изображений, которые 
анализировали с помощью «дерева решений». Авторами 
получены показатели чувствительности и специфично‑
сти в 96 и 92 % соответственно [27].

Venhuizen F.G. и соавт. разработали алгоритм диагно‑
стики и классификации ВМД на основе модифициро‑
ванного метода «Мешок слов», адаптированного для ра‑
боты с изображениями. Обучающая выборка состояла 
из 3265 ОКТ‑изображений 1016 пациентов. Использо‑
валось 5 классов: отсутствие ВМД, ранняя ВМД, проме‑
жуточная ВМД, далекозашедшая ВМД (географическая 
атрофия), далекозашедшая ВМД (хориоидальная неова‑
скуляризация). Получен показатель AUROC 0,98, а чув‑
ствительность и специфичность составляли 98,2 и 91,2 % 
соответственно [28].

Treder M. и соавт. обучали нейросеть на фреймворке 
TensorFlow классифицировать ОКТ‑изображения в пре‑
делах двух классов: интактная макула, влажная фор‑
ма ВМД. Общее количество используемых изображе‑
ний составило 1112, из них 1012 в обучающей выборке 
(701 — ВМД, 311 — норма) и 100 в тестовой (50 — ВМД, 
50  — норма). Получены показатели чувствительности 
и специфичности в 100 и 92 % соответственно [29].

Burlina P.M. и соавт. использовали два алгоритма 
глубокого обучения для классификации изображений 
глазного дна  — глубокую сверточную нейронную сеть 
архитектуры AlexNet и предобученную универсаль‑
ную нейронную сеть OverFeat. Была использована база 
данных AREDS, содержащая 130 000 снимков глазного 
дна 4613 пациентов. Первый класс состоял из изобра‑
жений без признаков ВМД или с ранней стадией ВМД, 
во второй класс входили изображения с промежуточной 
и далекозашедшей стадией ВМД. Показатель AUROC 
составил 0,94–0,96, при этом авторы заключили, что ма‑
шинный анализ схож по точности с исследованием спе‑
циалистом‑офтальмологом [30].

Lee C.S. и соавт. показали, что алгоритмы глубокого 
обучения эффективны в узнавании ОКТ‑изображений 
здоровых людей и пациентов с ВМД. 80 839 (39 765  — 
норма, 41 074 — ВМД) изображений было использова‑
но для обучения и 20 163 для валидации (8547 — норма, 
11 616 — ВМД). В исследовании показана динамика по‑
казателя AUROC в зависимости от количества использу‑

емых сечений по данным эхографии для каждого паци‑
ента. Так, при использовании одного сечения показатель 
составлял 0,938, а при использовании всех доступных се‑
чений — 0,975. Пик чувствительности и специфичности 
с оптимальным порогом отсечки составил 92,6 и 93,7 % 
соответственно [31, 32].

Bogunovic H. и соавт. разработали способ оценки ко‑
эффициента риска каждой друзы в отдельности на осно‑
ве ОКТ изображений. Метод автоматизированного ана‑
лиза был использован для выявления и характеристики 
каждой друзы на первичном приеме и последующей их 
оценки на повторных консультациях, что позволило 
выявить закономерности их развития в зависимости 
от изначальных данных. Объем исследования составил 
944 друзы (61 глаз, 38 пациентов), при этом достигнут 
AUROC в 0,75 [33]. Помимо этого, авторы исследовали 
возможность прогнозирования итоговой остроты зре‑
ния и индивидуальную потребность в инъекциях у па‑
циентов, получающих антиVEGF‑терапию по схеме Рro‑
re‑nata в рамках клинического исследования HARBOR. 
В исследование были включены 317 пациентов. Автора‑
ми установлено, что количество субретинальной жидко‑
сти в пределах 3 мм от центра фовеа имеет наибольшее 
прогностическое значение, при этом показатель AUROC 
составил 0,70–0,77 [34].

Rohm M. и соавт. использовали 5 различных мето‑
дов машинного обучения («AdaBoost.R2», «Градиентный 
бустинг», «Случайный лес», «Сверхслучайные деревья» 
и «LASSO») для предсказания остроты зрения через 3 
и 12 месяцев после трех начальных введений aнтиVEGF‑
препарата, используя клинические данные и данные 
ОКТ. Всего в исследование включены 653 пациента 
(738 глаз), при этом наилучшие результаты достигнуты 
при применении алгоритма «LASSO» [35].
ГЛАУКОМА

В 2013 году Yousefi S. и соавт. исследовали признаки 
прогрессирующего течения первичной открытоугольной 
глаукомы, используя методы машинного обучения. В ис‑
следовании участвовали 180 человек (73  — стабильное 
течение, 107  — прогрессирующее течение). Авторами 
установлено, что данных толщины слоя нервных воло‑
кон сетчатки достаточно для дифференциации стабиль‑
ного течения заболевания от прогрессирующего. Уста‑
новлено, что данные автоматизированной периметрии 
не увеличивают точность определения прогрессирующе‑
го течения при использовании вместе с данными о тол‑
щине слоя нервных волокон и являются менее точным 
предиктором прогрессирования. Наилучшие результаты 
достигнуты с помощью методов «Случайный лес» (чув‑
ствительность и специфичность 82 и 74 % соответствен‑
но), AUROC 0,87; «LazyKstar» (80 и 73 % соответственно), 
AUROC 0,88 [36, 37].

В 2015 году Oh E. и соавт. построили ряд моде‑
лей, используя множественный регрессионный анализ 
и искусственные нейронные сети с вариациями входных 



Офтальмология/Ophthalmology in Russia

Д.Д. Гарри, С.В. Саакян, И.П. Хорошилова-Маслова, А.Ю. Цыганков, О.И. Никитин, Г.Ю. Тарасов

Контактная информация: Гарри Денис Дмитриевич ldenisl@inbox.ru

Методы машинного обучения в офтальмологии. Обзор литературы

2020;17(1):20–31

26

данных для трех классов. Из материалов исследова‑
ния была образована публичная база KNHANES V‑1  
(http://knhanes.cdc.go.kr/knhanes). Выборка состояла 
из 4113 пациентов: 3727 — отсутствие глаукомы, 292 — 
подозрение на глаукому, 94 — глаукома. Нейронная сеть, 
работавшая по 9 входным категориям, показала наи‑
лучшие результаты в исследовании, при этом достиг‑
нуты показатели чувствительности и специфичности 
78,3 и 85,9 % соответственно (AUROC 0,89). Авторы по‑
лагают, что изолированное исследование толщины слоя 
нервных волокон не уступает по точности совокупному 
анализу толщины слоя нервных волокон и данным авто‑
матизированной периметрии [38].

В 2015 году Chen X. и соавт. создали и обучили глу‑
бокую сверточную нейронную сеть на основе баз дан‑
ных ORIGA (650 фундус‑изображений) [39] и SCES 
(1676 фундус‑изображений) [40] (доступны по запросу). 
Авторы исследовали способность алгоритма дифферен‑
цировать изображение среди классов «норма» и «глауко‑
ма». Необходимо отметить, что авторы не использовали 
иные клинические данные, кроме диагноза и изображе‑
ний глазного дна. В исследовании получены показатели 
AUROC 0,831 и 0,887 для двух моделей [41].

В 2017 году Raghavendra U. и соавт. исследовали каче‑
ство классификации изображений глазного дна у пациен‑
тов с и без глаукомы с помощью сверточных нейронных 
сетей. Авторы использовали 1426 изображений (589  — 
от здоровых лиц, 837 — от больных глаукомой). В обуча‑
ющей выборке использовали 70 % изображений, при этом 
получены высокие результаты (чувствительность и спе‑
цифичность 98 %). Авторы отмечают, что их решение мо‑
жет стать эффективным подспорьем для практикующих 
врачей, и подчеркивают, что метод сверточных нейрон‑
ных сетей особенно эффективен в анализе изображений, 
так как способен сразу выделять значимые признаки 
без предварительного ручного разделения [42].

В 2017 году Kim M. и соавт. использовали 1080 фун‑
дус‑снимков глазного дна в равной пропорции от здо‑
ровых лиц и больных глаукомой для обучения ряда мо‑
делей искусственных нейронных сетей. Наилучшие 
результаты показала нейросеть, основанная на архитек‑
туре Inception Res Net V2 c показателем точности 89,5 %. 
Авторы отмечают, что селекция среди различных архи‑
тектур позволяет добиваться хорошей точности даже 
в случае сравнительно небольшой исходной выборки 
данных [43].

В 2017 году Kim S.J. и соавт. исследовали эффектив‑
ность ряда методов машинного обучения («случайный 
лес», «дерево решений», «метод опорных векторов», «метод 
ближайших соседей») в определении наличия глаукомы 
у пациентов по данным толщины слоя нервных волокон, 
периметрии и офтальмологического осмотра. Наилучший 
результат достигнут с помощью метода «случайный лес» — 
чувствительность и специфичность составили 98,3 и 97,5 % 
соответственно, AUROC — 0,98, однако и остальные мето‑
ды показали схожие высокие показатели [44].

КЕРАТОКОНУС

В 2010 году Souza M.B. и соавт. проанализировали 
«метод опорных векторов», «сеть радиально‑базисных 
функций», «многослойный перцептрон» и ряд одиноч‑
ных параметров на эффективность классификации 
по данным кератотопографии. Выборка была пред‑
ставлена 318 картами. Авторы использовали следую‑
щие четыре класса: норма (182 пациента), астигматизм 
(89  пациентов), кератоконус (46 пациентов), фотореф‑
ракционная кератэктомия (11 пациентов). «Метод опор‑
ных векторов» и «многослойный перцептрон» показали 
равные результаты по чувствительности, специфично‑
сти и ROC‑анализу — 100 и 90 и 0,99 % соответственно. 
Для «сети радиально‑базисных функций» получены схо‑
жие результаты в 98, 90 и 0,98% соответственно. Авторы 
отмечают, что наихудшие результаты анализа по одиноч‑
ным показателям получены в случаях, в которых керато‑
конус имитировал клиническую картину астигматизма. 
Эффективность анализа, согласно полученным данным, 
может быть завышена из‑за схожести обучающей и ва‑
лидационной выборок [45].

В 2012 году Arbelaez M.C. и соавт. исследовали эф‑
фективность метода опорных векторов в классифика‑
ции данных кератотопографических карт. 3502 случая 
были разделены на 4 класса: клинически выраженный 
кератоконус (877), субклинический кератоконус (426), 
состояние после рефракционных операций (940), нор‑
ма (1259). Чувствительность и специфичность в классе 
субклинического кератоконуса достигала 92,0 и 97,7  % 
соответственно. Показано, что использование данных 
о толщине роговицы, передней и задней ее поверхно‑
сти существенно увеличивает чувствительность и спе‑
цифичность метода в определении субклинического ке‑
ратоконуса по сравнению с анализом показателей только 
передней поверхности роговицы [46].

В 2013 году Smadja D. и соавт. провели ретроспек‑
тивное исследование эффективности классификации 
алгоритма «дерево решений» между кератометрически‑
ми данными пациентов без кератоконуса, с субклини‑
ческим кератоконусом и клинически выраженным ке‑
ратоконусом. В исследование включены 197 пациентов 
(372 глаза). Получены результаты чувствительности/
специфичности для выраженного кератоконуса в 100,0 
и 99,5 % соответственно, для субклинического кератоко‑
нуса в 93,6 и 97,2 % соответственно. Авторы заключили, 
что эффективность «дерева решений» схожа с таковой 
для иных, не машинных алгоритмов, таких как KISA%, 
KPI, модифицированный индекс Рабиновича — Макдо‑
нелла, CLMI [47].

В 2016 году Hidalgo R. и соавт. исследовали эффек‑
тивность «метода опорных векторов» в мультипара‑
метрическом анализе данных кератотопографических 
карт по сравнению с монопараметрическим анализом. 
Исследование включало 860 глаз и 5 групп: клинически 
выраженный кератоконус (454), субклинический керато‑
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конус (67), астигматизм (28), состояние после рефракци‑
онной хирургии (117), норма (194). Достигнуты показа‑
тели чувствительности и специфичности для сравнения 
группы клинически выраженного кератоконуса и нормы 
в 99,1 и 98,5 % соответственно, для группы субклиниче‑
ского кератоконуса и группы нормы 79,1 и 97,9 % соот‑
ветственно. Средняя чувствительность и специфичность 
в общей классификации составила 89,0 и 95,2 % соответ‑
ственно, AUROC — 0,922. Авторы отмечают, что показа‑
тель AUROC при мультипараметрическом анализе выше 
(0,922), чем при монопараметрическом (0,809) [48].

В 2016 году Kovács I. и соавт. исследовали эффектив‑
ность классификации «многослойного перцептрона» 
среди групп пациентов с билатеральным кератокону‑
сом (60 глаз), монолатеральным кератоконусом (30 глаз) 
и группы кандидатов на рефракционную хирургию 
(60 глаз). Установлено, что алгоритм, обученный с исполь‑
зованием картотопографических данных обоих глаз паци‑
ента, имеет более высокие показатели чувствительности, 
специфичности и AUROC (92 и 85 и 0,96 % соответствен‑
но), чем алгоритм, обученный с использованием данных 
только одного глаза (80 и 75 и 0,88 % соответственно) [49].

В 2017 году Ambrósio R. и соавт. исследовали эффек‑
тивность ряда методов машинного обучения, включаю‑
щих «логистический регрессионный анализ с поэтапным 
включением», «метод опорных векторов», «случайный 
лес» в автоматизированной классификации данных, 
полученных с помощью кератотопографии и исследова‑
ния биомеханических свойств роговицы. В анализ было 
включено 624 глаза (480 — норма, 72 — клинически вы‑
раженный кератоконус, 72 — субклинический 
кератоконус). На основе «случайного леса» 
был выведен томограммо‑биомеханический 
индекс, который показал результаты по чув‑
ствительности, специфичности и AUROC 90,4 
и 96,0 % и 0,985 соответственно для дифферен‑
цировки между нормой и субклиническим ке‑
ратоконусом [50].
СКРИНИНГ СОЧЕТАННОЙ ПАТОЛОГИИ

Ting D.S.W. и соавт. исследовали эффектив‑
ность систем глубокого обучения в диагно‑
стике диабетической ретинопатии и ассоци‑
ированных заболеваний в мультиэтнической 
популяции. Общий объем используемых 
изображений  — 494  661, полученных в ходе 
SIDRP (Singapore National Diabetic Retinopathy 
Screening Program). Авторами получены по‑
казатели чувствительности и специфичности 
90,5 и 91,6  % соответственно для диабетиче‑
ской ретинопатии, 100,0 и 91,1 % соответствен‑
но для угрожающей зрению диабетической 
ретинопатии, 96,4 и 87,2  % соответственно 
для ассоциированной глаукомы и 93,2 и 88,7 % 
соответственно для возрастной макулярной 
дегенерации [51].

Kermany D.S. и соавт. разработали скрининговыый 
инструмент для автоматизированной диагностики друз, 
субретинальных неоваскулярных мембран (СНМ) и ди‑
абетического макулярного отека. Обучающая выборка 
состояла из 108 312 ОКТ‑изображений (Норма/друзы/
ДМО/СНМ 51 140/8617/11 349/37 206 соответственно), 
а тестовая выборка из 1000 изображений по 250 в каждой 
категории. Достигнуты показатели чувствительности 
и специфичности в 97,8 и 97,4 % соответственно. Показа‑
тель AUROC для бинарного сравнения между группами 
норма + друзы и ДМО + СНМ составил 0,999 [52].

Schlegl T. и соавт. разработали метод качественной 
и количественной оценки субретинальной и интраре‑
тинальной жидкости на основе данных оптической ко‑
герентной томографии с использованием глубокой свер‑
точной нейронной сети. Обучающая выборка состояла 
из 900 изображений, тестовая  — из 300 изображений. 
В выборке в равной доле были представлены снимки 
пациентов с ВМД, ДМО и тромбозом центральной вены 
сетчатки, а доля снимков с суб‑ и интраретинальной 
жидкостью составляла 50 %. Авторами получено значе‑
ние AUROC в 0,94 для оценки интраретинальной жид‑
кости и 0,92 для субретинальной. Примеры автоматиче‑
ской сегментации представлены на рисунке 4 [53].

Samagaio G. и соавт. разработали алгоритм на основе 
«метода опорных векторов» и «наивного байесовского клас‑
сификатора» для определения и классификации трех основ‑
ных типов отека сетчатки: отслойки нейроэпителия, диф‑
фузного утолщения сетчатки, кистозного отека. В результате 
авторами достигнут показатель точности в 90,13 % [54].

Рис. 4. Примеры результатов автоматизированной сегментации [53]

Fig. 4. Example cases of automated segmentation result [53]
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КАТАРАКТА

В 2015 году Gao X. и соавт. исследовали эффектив‑
ность сверточно‑рекурсивных нейронных сетей при‑
менительно к задаче классификации изображений, 
полученных с помощью щелевой лампы. Предметом 
классификации являлась степень выраженности ядер‑
ной катаракты, которая была задана вручную в диапа‑
зоне от 0,1 до 5,0 для 5378 изображений. В результате 
средняя абсолютная ошибка составила 0,304, точное ин‑
тегральное соотношение — 70,7 % [55].

В 2017 году Liu X. и соавт. исследовали эффектив‑
ность глубоких сверточных нейронных сетей в класси‑
фикации изображений, полученных с помощью щелевой 
лампы. Выборка изображений включала 476  изобра‑
жений здоровых глаз и 410 изображений с врожден‑
ной катарактой. Класс врожденной катаракты был 
разделен на подклассы по площади помутнения (огра‑
ниченное или диффузное), прозрачности (мутный 
или прозрачный), локализации помутнения (централь‑
ное или периферическое). Показатели чувствительности 
и специфичности для задачи классификации состави‑
ли 96,83 и 97,28  % соответственно. Алгоритм доступен 
для свободного использования в виде веб‑решения  —  
https://www.cc‑cruiser.com/slit‑lamp [56].

В 2017 году Zhang L. и соавт. исследовали эффектив‑
ность метода глубоких сверточных нейронных сетей 
в определении и классификации степени катаракты 
по данных фундус‑снимков. 5620 изображений были 
разделены на классы: отсутствие катаракты (3269), мяг‑
кое помутнение (1598), умеренное помутнение (472), 
выраженное помутнение (281). В исследовании было 
показано, что точность классификации для изображе‑
ний в трехканальном (RGB) спектре ниже, чем точность 
для классификации изображений в зеленом (G) спектре. 
Для задачи бинарной классификации (катаракта — не ка‑
таракта) показатели чувствительности и специфичности 
составили 92,53 и 94,84 % соответственно [57].
ОФТАЛЬМООНКОЛОГИЯ

Методы машинного обучения используются в оф‑
тальмоонкологии для оценки витального прогноза. Kai‑
serman I. и соавт. разработали и сравнили эффектив‑
ность ряда искусственных нейронных сетей для оценки 
пятилетней выживаемости пациентов с увеальной мела‑
номой, которые могут быть использованы для принятия 
решений о тактике лечения. Для лучшей архитектуры 
была достигнута предсказательная точность в 84 % [58].

Damato B. и соавт. обучили нейронную сеть пред‑
сказывать выживаемость пациентов с увеальной мела‑
номой и продемонстрировали важность использования 
мультивариативного анализа возраста, пола, клиниче‑
ской стадии, гистологического типа опухоли и ее моле‑
кулярно‑генетических особенностей [59].

Vaquero‑Garcia J. и соавт. разработали модель для рас‑
чета персонального риска метастазирования увеальной 
меланомы «PRiMeUM». Мультивариативная модель 

была построена при помощи анализа 1227 случаев уве‑
альной меланомы с использованием методов «логисти‑
ческой регрессии», «деревьев решений», «случайного 
леса выживания», «регрессии выживания». Были полу‑
чены результаты точности предсказания в 80 % по цито‑
генетическим признакам, 83 % — по клиническим при‑
знакам (пол, возраст, размер и локализация опухоли), 
85 % — по совокупности признаков [60].

Последние разработки в цифровой патоморфологии, 
связанные с доступностью для медицинских учрежде‑
ний цифровых микроскопов и слайд‑сканеров, позво‑
ляют перейти к научной работе с цифровыми данными, 
включающими гигапиксельные изображения патомор‑
фологических препаратов. Наличие данных подобного 
формата позволяет использовать спектр методов ма‑
шинного обучения для их обработки и получения новых 
унифицированных критериев диагностики и прогноза 
течения злокачественных заболеваний, недоступных 
при классическом патоморфологическом исследовании 
[61]. Недавние исследования продемонстрировали вы‑
сокую точность сверточных нейронных сетей в решении 
задач классификации патоморфологических изобра‑
жений некоторых видов рака, включающих патологию 
предстательной железы, легких, молочных желез, тол‑
стого кишечника и яичников [62–66].
ЗАКЛЮЧЕНИЕ

Скрининговые методы, интегрированные в аппарат‑
ные системы, могут повысить эффективность и охват 
населения в области превентивной медицины, особенно 
в странах и регионах, где стоимость услуг квалифициро‑
ванного медицинского специалиста существенно выше, 
чем стоимость медицинского оборудования. Автоматиза‑
ция и объективизация при анализе мультивариативных 
и графических данных позволяет строить модели, избегая 
ошибок субъективной трактовки полученных данных.

Системы на основе машинного обучения с использо‑
ванием фундус‑снимков, флюоресцентной ангиографии, 
данных оптической когерентной томографии, ультразву‑
ковых исследований, цифровых патоморфологических 
снимков могут быть использованы для оценки виталь‑
ного прогноза, скрининга на предмет ранних признаков 
малигнизации, дифференциальной диагностики злока‑
чественных новообразований с симулирующими состо‑
яниями. В настоящее время не существует работающих 
с изображениями систем в сфере офтальмоонкологии, 
и разработка прикладных решений с использованием 
методов машинного обучения остается одной из наи‑
более актуальных задач в связи с высокой инвалидиза‑
цией и смертностью как исхода злокачественного ново‑
образования органа зрения, что требует принципиально 
нового подхода к оценке факторов риска и уточнению 
витального прогноза.

Несмотря на совершенствование материальной, ма‑
тематической и программной баз, разработка и внедре‑
ние в практику методов на основе машинного обучения 
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остается ресурсоемкой задачей. Базы данных, собранные 
для клинической работы учреждениями здравоохране‑
ния, зачастую непригодны для проведения исследова‑
ний в области ИИ и требуют тщательной нормализации. 
Алгоритмы машинного обучения ограничены количе‑
ством, качеством и методологией подбора данных, ис‑
пользуемых для их обучения и валидации. Количество 
данных, необходимых для обучения, зачастую трудно 
предсказуемо, априорно предполагается, что большее 
количество данных ведет к лучшему результату.

Разработка в области ИИ требует совместных усилий 
медицинских работников и технических специалистов. 
Ряд методов машинного обучения обрабатывает данные 
как «черный ящик», предлагая статистически достовер‑
ный результат, но не объясняя, на чем основан данный 
результат, что особенно актуально в области обработки 

изображений. Трудность межпрофессиональной комму‑
никации замедляет разработку ИИ‑систем.

Несмотря на вышеприведенные проблемы, многие 
работы, представленные в обзоре, показывают результа‑
ты по точности, чувствительности, специфичности, AU‑
ROC, значениям ошибки, превышающие соответству‑
ющие показатели среднего специалиста‑офтальмолога. 
Внедрение их в рутинную клиническую практику по‑
высит диагностические, терапевтические и профессио‑
нальные возможности врача‑специалиста.
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