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Resumen— Determinar   la  relación  semántica  de  palabras  es 
un   a specto  que  se  debe  tener   en   cuen ta   pa r a   la   adecuada 
Desambiguación del Sentido de las Palabras. Este ar tículo descr ibe 
una  forma de  determinar   la  relación  semántica  de palabras  en 
archivos de  texto escr itos  en  inglés. El método  tiene como base a 
WordNet, mediante  la   cual  se  obtienen  vector es  de  pr imer   y 
segundo orden que permiten obtener  los sentidos de las sentencias 
que componen el texto de entrada. Con los sentidos obtenidos por  
cada  sentencia se  puede determinar   la  relación  semántica de  las 
palabras que  la  componen  utilizando categorías  gramaticales. 

Palabras Clave— Etiquetado de palabr as, Relación semántica, 
Desambiguación del Sentido de  las Palabras, WordNet. 

Abstract—Determine  the  semantic  relatedness between words 
is  a  key  aspect  to  be  considered  for an  appropriate Word Sense 
Disambiguation.  This ar ticle  descr ibes a  method  to  determine 
the semantic relatedness of words in  text  files written in English. 
The method generates first and second order  vectors based on the 
senses  obtained from WordNet  for   each  input  text. With  these 
senses,  it  can   be  determined  the  semantic  r ela tedness  of  the 
component words  using gr ammatical  categories. 

Keywords— POS Tagger,  Semantic  relatedness, Word  Sense 
Disambiguation, WordNet. 

I .  INTRODUCCIÓN 

L a determinación del grado de relación semántica entre dos conceptos  léxicos  en  un  texto  es  un  problema que  se 
aborda mediante  la  Lingüística Computacional.  Uno de  los 
métodos para integrar el conocimiento semántico dentro de una 

Edgar  TelloLeal 1 ,  Ivan  LopezArevalo 2 , Victor   SosaSosa 2 
1. Universidad Autónoma de Tamaulipas, México 

2. Laboratorio de Tecnologías de Información, Cinvestav  Tamaulipas, México 
{ilopez, vjsosa}@tamps.cinvestav.mx; etello@uat.edu.mx 

aplicación es calcular la relación semántica de los conceptos 
mediante WordNet [12]. Este conocimiento puede utilizarse en 
aplicaciones  como  sumarización  y  anotación  de  texto, 
determinación  de  estructuras  de  discurso,  recuperación  y 
extracción  de  información,  indexación  automática  y 
desambiguación de los sentidos de las palabras.  El conocimiento 
codificado  en WordNet  ha  sido  aprovechado  en  diversas 
aplicaciones de Procesamiento de Lenguaje Natural (PLN) [5]. 

Diversas metodologías se han propuesto en los últimos años 
para la resolución de la ambigüedad del sentido de las palabras 
utilizando relación semántica. Algunas de estas metodologías 
emplean técnicas estadísticas, otras, por su parte, utilizan técnicas 
basadas en vectores. Existe evidencia en la literatura de que la 
medición de relación semántica basada en vectores, en algunos 
casos, tiene mejor desempeño que la medición estadística [9], 
[3]. Lindsey et al.[10], proponen una aplicación que ayuda a 
reducir el ruido en los modelos de vectores de espacio semántico 
que utilizan VGEM (Vector Generation from Explicitly defined 
Multidimensional space), la cual es una técnica que combina los 
beneficios  de  los  enfoques  estadísticos  de  la medición  de  la 
relación semántica con la fuerza de la medición de la relación 
semántica basada en vectores. 

Gabrilovich  y Markovitch  [6]  presentan  un método  que 
representa los significados de textos extraídos de Wikipedia en 
un  espacio  tridimensional. Ellos  implementan  un  intérprete 
semántico como clasificador basado en centroides, el cual lleva 
fragmentos  de  texto  para  compararlos  con  los  conceptos  de 
Wikipedia.  Estos  fragmentos  de  texto  son  representados  en 
vectores  usando  el  esquema  TFIDF  del Modelo  Espacio 
Vectorial. Por su parte, Hughes y Ramage [8] proponen un modelo 
de relación semántica léxica que incorpora información a cada 
ruta que conecta dos palabras en un grafo completo. El modelo
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utiliza  un  recorrido  aleatorio  en  los  nodos  y  bordes  de  los 
vínculos  derivados  de WordNet  y  del  corpus  estadístico 
(obtenido  del  corpus  original).  El  grafo  es  tratado  usando 
cadenas de Markov y cálculo de la palabra específica utilizando 
el algoritmo PageRank. 

El  sistema  UMND1  por  Patwardhan  et  al.  [14]  realiza 
desambiguación  del  sentidos  de  las  palabras  de manera  no 
supervisada. Utiliza WordNet para determinar la relación entre 
palabras y conceptos. El sistema también se basa en la hipótesis 
que el sentido de una palabra ambigua está relacionado con las 
palabras del contexto. El algoritmo determina el sentido de una 
palabra en un contexto dado, midiendo la relación de los sentidos 
de esa palabra con  las palabras  en su contexto. La  relación 
semántica entre los sentidos de dos palabras se calcula con la 
medida  de  similaridad  WUP  de  la  herramienta 
WordNet::Similarity [16]. 

Pakhomov et al. [13] presentan un estudio experimental de 
los términos utilizados en el dominio de Biomedicina. El objetivo 
es  determinar  el  grado  de  similitud  semántica  y  relación 
semántica  entre  724  pares  de  términos  biomédicos.  Los 
resultados del estudio muestran que la relación entre similitud 
semántica  y  relación  semántica  es  una  vinculación 
unidireccional, lo cual significa que los pares de términos que 
son  similares  también  son  propensos  a  ser  relaciones 
semánticas,  pero  no  a  la  inversa.    Por  su  parte, Balahur  y 
Montoyo  [1]  presentan un método para  extraer, clasificar  y 
resumir opiniones sobre productos concretos utilizando críticas 
realizadas en la Web. El método se basa en una taxonomía de 
características de productos previamente construida, el cálculo 
de la proximidad semántica entre conceptos por medio de la 
distancia normalizada de Google y Máquinas de Vectores de 
Soporte. Gracia y Mena [7] presentan un enfoque que explora el 
uso del grado de relación semántica entre términos utilizando la 
Web como fuente de conocimiento. Para el cálculo del grado de 
relación semántica explota la información de frecuencias de uso 
proporcionadas por los motores de búsquedas disponibles en 
la Web. Además, tomando como base la anterior medida, se 
define una nueva medida de relación semántica entre los pares 
de términos. 

En este artículo se propone un método para determinar  la 
relación semántica entre pares de términos utilizando como base 
de conocimiento la base de datos léxicaWordNet. En el método 
propuesto se realiza una primera fase de preprocesamiento, en 
el cual se eliminan palabras vacías (stopwords) y palabras de 
baja frecuencia contenidas en el texto, para enseguida efectuar 
el etiquetado del texto de acuerdo a su categoría gramatical. Se 
hace  uso  de  un  grupo  de  palabras  objetivo  con  las  cual  se 
construyen los vectores de primer orden. Posteriormente, se 
realiza  la construcción de  los vectores de glosas con base a 
WordNet. El resto del documento está organizado de la siguiente 
manera:  la  sección 2 describe el enfoque de  la metodología 
explicando las etapas involucradas. En la sección 3 se presentan 

los resultados preliminares obtenidos con la implementación 
de esta metodología. Finalmente en la sección 4 se discuten 
algunas conclusiones del trabajo realizado. 

II .  METODOLOGÍA PROPUESTA 

El objetivo final de este trabajo es obtener un método que 
determine  la  relación  semántica  utilizando  etiquetado  de 
palabras,  para  su  posterior   aplicación  en  tareas  de 
desambiguación del sentido de las palabras. El presente enfoque 
es aplicable al idioma inglés utilizando como baseWordNet. 

La metodología propuesta es soportada por la arquitectura 
que se muestra en la Figura 1. Esta metodología está compuesta 
por 8 módulos, los cuales se describen a continuación. 

1)  Texto  de  entrada.  La  entrada  al  algoritmo  consiste  en 
documentos de texto plano, el cual no contiene ninguna 
anotación. Los documentos de texto están en idioma inglés. 

2) Remoción de palabras vacías. Para reducir el tamaño del 
texto y disminuir el ruido. Las palabras vacías (artículos, 
preposiciones, adverbios, etc.) en el idioma inglés, tales como 
the, for, a, etc., son removidas del texto. 

Figura  1. Arquitectura de  la Metodología 

3) Eliminación de palabras de baja frecuencia. Las palabras 
de baja frecuencia contenidas en el texto son excluidas. Este 
tipo de palabras no son representativas para el contenido 
del texto. Se utiliza la técnica Term Frequency  Inverse 
Document Frequencydel Modelo Espacio Vectorial. 

4) Etiquetado de  texto. Proceso  en el cual  se  le  asigna una 
etiqueta a cada una de las palabras del texto con su categoría 
gramatical. Este proceso se realiza en función del contexto 
en que aparecen las palabras. 

5) Construcción de vectores de contexto. Se buscan las palabras 
coocurrentes de primer orden, éstas son palabras que se 
encuentran cerca de  otra en el documento  de  texto para 
generar los vectores de contexto de primer orden. Utilizando
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como base el método planteado por Patwardhan y Pedersen 
[15], se crean los vectores de contexto de segundo orden, 
los cuales contienen las palabras que ocurren cerca de la 
palabra objetivo anotada en la etapa de preprocesamiento. 

6) Construcción de vector de glosas de WordNet. Utilizando 
las glosas deWordNet se construyen los vectores de glosas, 
los  cuales  están  formados  por  la  suma  de  vectores  de 
contexto de primer orden de  las palabras que definen el 
término en  la glosa. WordNet  [12]  es una  base de  datos 
léxica donde cada uno de los significados de una palabra 
son representados por un conjunto de sinónimos llamado 
synset. WordNet es asimismo una herramienta que combina 
las ventajas de un diccionario electrónico y un tesauro. Ha 
sido  usado  en  tareas  de  desambiguación,  etiquetado 
semántico, entre otras [5]. En el trabajo aquí presentado se 
ha  considerado  el  uso  de WordNet  porque  habilita  la 
obtención de relación entre términos similares. 

7) Determinación  de  relación  semántica.  Se  comparan  los 
vectores de contexto y los vectores de glosas para determinar 
la relación semántica de las palabras anotadas, mostrando 
el espacio semántico en el que se sitúan. Esto sugiere el 
posible significado de  la palabra objetivo, con  lo cual se 
puede proceder a asignar el sentido correcto de la palabra 
usando WordNet. 

8)  Texto  con  el  sentido  asignado.  Documento  de  texto 
etiquetado con el sentido correcto de acuerdo a WordNet. 

III.    RESULTADOS PRELIMINARES 

A continuación  se  describe  la  implementación  que  se  ha 
realizado de la metodología, así como los resultados preliminares 
que se han obtenido. 

A. Implementación 
El  enfoque  anteriormente  descrito  ha  sido  implementado 

mediante diferentes módulos, los cuales están codificados en 
Java. El texto de entrada (ver ejemplo mostrado en la Figura 2) 
es primero pasado por una fase de preprocesamiento, donde la 
primera tarea es remover las palabras vacías del contenido del 
documento de texto de entrada. 

Figura  2.  Ejemplo  de  texto  original  de  entrada 

Se cuenta con un total de 319 palabras consideradas como 
palabras vacías en el idioma inglés, las cuales son buscadas 
dentro del documento del texto a desambiguar y removidas del 
mismo. En la Tabla 1 y Figura 3 se ilustra la reducción que se 
logra al remover las palabras vacías. 

Figur a 3.  Reducción  del  tamaño  del  texto  al  remover  las  palabras 
vacías 
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La siguiente tarea es eliminar las palabras de baja frecuencia 
en el documento de texto. En la literatura puede verse que se 
han desarrollado diversas técnicas para el cálculo del peso de 
los  términos  que  deben  representar  internamente  a  los 
documentos. 

La mayor parte estos métodos se basan en el concepto de 
poder de resolución o discriminación de un término, entendido 
como medida de su adecuación para ser término de indexación 
[19],  [22]  y  para  reducir  la  dimensión  de  los  vectores  de 
documentos. Luhn [11] establece una relación entre el grado de 
discriminación  o  poder  de  resolución  de  un  término  y  su 
frecuencia de aparición en el documento. Así, las palabras con 
mayor poder de resolución tienen una frecuencia de aparición 
media.  La  justificación  para  la  eliminación  de  términos 
infrecuentes se basa en una observación realizada por Zipf [23] 
y conocida como Ley de Zipf, sobre la frecuencia de aparición 
de las palabras en un corpus de textos, la cual establece que, 
ordenadas las palabras de un texto (o conjunto de textos) por 
su frecuencia de uso, el producto de su frecuencia de uso por 
su posición en el ordenamiento es constante. 

Una forma de conseguir una asignación de pesos próxima a la 
definición del poder de resolución es la que propone Salton 
[18], y es la que se ha implementado en el trabajo que aquí se 
presenta.  Se  utiliza  Term  Frequency–Inverse  Document 
Frequency del Modelo Espacio Vectorial. Term frequency (tf) 
es el número de veces que una palabra aparece en un documento. 
Document Frequency(df) es el número de documentos en donde 
se encuentra una palabra [20]. Inverse Document Frequency 
(idf) es calculado de la siguiente forma (ver Ecuación 1):
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idf=log NumberofDocumentsDocumentFrequency  (1) 

El valor de tf.idf indica la especificidad de una palabra, entre 
más alto el valor de tf.idfmenor la especificidad [15] (ver Tabla 2). 

La última fase del preprocesamiento es la asignación de la 
categoría gramatical. Esto se realiza utilizando la herramienta 
Stanford POS Tagger [21], la cual tiene aproximadamente un 
97%  de  exactitud  según  pruebas  realizadas.  La  interface 
Stanford POS Tagger ha sido embebida dentro de la aplicación. 
El etiquetador lee el texto filtrado (sin palabras vacías) y asigna 
a cada palabra su categoría, tales como 

Tabla 1.  Disminución  del número  de  términos  al  remover  las 
palabras  vacías 

Términos en texto 
original 

Términos posterior a remoción 
de palabras vacías 

Texto1  58  32 
Texto2  64  31 
Texto3  53  23 
Texto4  66  30 
Texto5  90  35 
Texto6  77  27 
Texto7  114  60 
Texto6  116  56 

Tabla  2.  Cálculo  de  los  pesos  de  los  términos  por  sentencia  aplicando  el modelo  espacio  vectorial 

Counts, tf i  Weights, w i = tf i * IDF i 

Term  D 1  D 2  D 3  df i  D/df i  IDF i  D 1  D 2  D 2 

important  1  0  0  1  3/1=3  0.4771  0.4771  0  0 
ideas  1  0  0  1  3/1=3  0.4771  0.4771  0  0 
area  1  0  0  1  3/1=3  0.4771  0.4771  0  0 

information  1  1  2  4  4/3=1.33  0.1238  0.1238  0.1238  0.2476 
set  0  1  0  1  3/1=3  0.4771  0  0.4771  0 

document  0  1  1  2  3/2=1.5  0.1761  0  0.1761  0.1761 
question  0  1  0  1  3/1=3  0.4771  0  0.4771  0 
retrieval  0  0  1  1  3/1=3  0.4771  0  0  0.4771 

verbos, adjetivos, sustantivos y adverbios, como se  ilustra 
en la Figura 4. Para construir los vectores de contexto de primer 
orden  se  deben  localizar  las  palabras  objetivo  (palabras 
ambiguas) en el texto, para ello se cuenta con un grupo de las 
palabras comúnmente ambiguas en el idioma inglés. El contexto 
se delimita bajo la condición de tres palabras anteriores a la 
palabra objetivo y tres palabras posteriores, por lo cual el tamaño 
máximo del contexto es de siete palabras incluyendo la palabra 
objetivo. 

Figura 4. Cálculo de los pesos de los términos por sentencia aplicando el 
Modelo Espacio Vectorial 

Bajo este enfoque, se utiliza JWNL (Java WordNet Library) 
[4], que es un API de Java para acceder a WordNet.  JWNL 
ofrece a nivel de aplicación el acceso a los datos de WordNet. 
De esta manera se construyen los vectores de glosas. Un vector 
de glosas es un vector de contexto de segundo orden formado 
por la definición de conceptos representado como un contexto. 

Posteriormente se realiza una búsqueda de los vectores de 
primer orden en los conceptos representados en los vectores 
de segundo orden. En la Figura 5 se muestra un ejemplo de los 
vectores de primer orden obtenidos del texto mostrado en la 
Figura 2. En la Figura 6 se presenta el vector de segundo orden 
resultante  para  el  primero  de  los  vectores  de  primer  orden 
mostrados en la Figura 5. 

Figur a  5. Vectores  de  términos  de  primer  orden 

Actualmente  se  realizan  pruebas  sobre  el  cálculo  de  la 
medición de la relación semántica. Los métodos que se utilizarán 
son el propuesto por Resnik [17] y Banerjee [2]. El método 
propuesto  por  Resnik  está  basado  en  el  contenido  de 
información, que es un valor que indica la especificidad de un 
concepto.  El método  propuesto  por  Banerjee  [2], mide  la
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coincidencia  extendida  de  glosas,  es  decir,  la medida  que 
determina  la  relación  proporcional  de  los  conceptos  en  las 
coincidencias de las glosas de WordNet. 

A. Desempeño 
Se han realizado algunas pruebas para ver el desempeño del 

enfoque  presentado. El  tiempo  promedio  de  respuesta  del 
sistema al ejecutar el enfoque planteado sobre un documento 
de texto de entrada de 64 palabras ambiguas (en promedio), es 
de aproximadamente 10 segundos en el etiquetado del texto.  En 
el proceso de generación de vectores de primer orden y segundo 

Figura  6. Vector  de  términos  de  segundo  orden 

orden consume alrededor de 105 segundos. En la Figura 7 puede 
verse el comportamiento en el tiempo de la implementación al 
procesar 10 documentos con diferente número de palabras. El 
equipo sobre el que hicieron las pruebas es una computadora 
personal  de  4  núcleos  de  2.4Ghz  con  4GB  de  RAM.  La 
característica de etiquetar el texto con su categoría gramatical 
ayuda  a  relacionar  la  palabra  etiquetada  con  los  synsets  de 
WordNet,  los  cuales  también  tienen  asignada  la  categoría 
gramatical.  Con  ello  se  disminuye  considerablemente  la 
búsqueda para realizar la comparación de vectores. 

Figur a   7.  Tiempo  de  procesamiento  del  etiquetado  de  texto  y  creación 
de  vectores 
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IV.  CONCLUSIONES 

En este artículo se ha descrito un prototipo que implementa 
un método para determinar la relación semántica de palabras a 
partir de archivos de texto escritos en inglés, lo cual es parte de 
un prototipo mayor para la desambiguación del sentido de las 
palabras. Este método se ha  implementado haciendo uso de 
WordNet.  Esto  ha  permitido  obtener  los  sentidos  de  las 
sentencias  que  constituyen  el  texto  de  entrada.  Con  estos 
sentidos  es  posible  determinar  la  relación  semántica  de  las 
sentencias/palabras originales empleando el Modelo Espacio 
Vectorial mediante la asignación de categorías gramaticales de 
cada palabra. Los resultados preliminares obtenidos hasta el 
momento  son  prometedores  y  se  continúa  trabajando  para 
mejorar  tales  resultados.  Para  esto  último  creemos  que 
enriqueciendo la relaciones léxicas de las palabras del vector de 
primer orden se mejoraría la precisión lograda hasta el momento 
en la generación de los vectores de segundo orden. Para ello se 
podría explorar el uso de patrones lingüísticos para formular 
búsquedas en la Web.
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