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Resumen 

Las imágenes de sensores remotos de muy alta resolución contienen información muy 

detallada sobre los objetos que se encuentran sobre la superficie de la tierra, lo que 

permite visibilizar patrones adicionales, pero cuya extracción eficiente usando técnicas de 

procesamiento automático se torna muy compleja, por lo que se hace necesario desarrollar 

nuevas técnicas que permitan detectarlos y clasificarlos.  

Esta investigación aborda una nueva aproximación basada en líneas, que permiten extraer 

la información requerida para determinar de forma automática la escala de la imagen, el 

proceso de segmentación, y finalmente, la clasificación de los objetos; conformando una 

metodología integrada, que utiliza solamente la información inherente a la escena bajo 

estudio, permitiendo determinar los parámetros requeridos para las técnicas utilizadas. 

Teniendo en cuenta lo anterior, se propuso como objetivo principal de esta investigación, 

proponer una metodología para el procesamiento automático de las imágenes de sensores 

remotos de alta resolución extrayendo la información requerida a partir de la línea 

seleccionada para la escena bajo estudio. 

Los resultados alcanzados demuestran que los métodos desarrollados para la 

determinación de la escala en la imagen, la segmentación y la clasificación, basados en la 

aproximación en líneas, logró rendimientos competitivos frente a los métodos vigentes, 

que usualmente requieren la participación de un experto o usuario, quien es el encargado 

de seleccionar los parámetros de acuerdo a su conocimiento o experiencia.  

Se puede concluir que la metodología basada en líneas desarrollada en esta investigación, 

que enlaza secuencialmente tres fases fundamentales en el procesamiento y análisis de 

imágenes de sensores remotos, ha demostrado un buen rendimiento, lo que permite 

vislumbrar un alto potencial a futuro. 

 

Palabras clave: VHSR, Sensores Remotos, Procesamiento de Imágenes, Aprendizaje 

de Máquinas, Metodología. 
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Abstract 

The high resolution remote sensing images contain very detailed information about objects 

on earth’s surface, showing additional patterns, but whose efficient extraction using 

automatic processing techniques becomes very complex, making it necessary to develop 

new techniques to detect and classify them. 

This research presents a new approach based on lines, that allows to extract automatically 

the information required to determine the image scale, to guide the image segmentation 

process, and finally, to classify objects; conforming an integrated methodology, which uses 

only the information inherent to the scene under study, allowing to determine the 

parameters required for the techniques used. Taking this into account, it was proposed as 

this research’s main objective, to propose a methodology for automatic processing of 

remote sensing images with very high resolution extracting the required information from 

the line previously selected for the scene under study. 

The results shows these developed methods for image’s scale determination,   

segmentation and classification, based on line approach, giving competitive returns against 

current methods, which usually require experto/user participation to choose the appropiate  

parameter setting according to their knowledge or experience. 

It can be concluded that the line-based methodology developed in this research, which 

integrates three fundamental stages on processing and analysis of remote sensing images, 

has demonstrated good performance and envisions a high potential for the future. 

 

 

Keywords: VHSR, Remote sensing, Image processing, Machine learning, 

Methodology 
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1. INTRODUCCION 

Actualmente, existe una gran variedad de plataformas y sensores que capturan 

constantemente imágenes de la superficie terrestre con resolución espacial submétrica 

(GSD Ground Sample Distance en inglés), denominadas imágenes VHSR (Very High 

Spatial Resolution en inglés), las cuales se prevé que tendrán un alto impacto sobre un 

amplio espectro de aplicaciones, tanto en la ingeniería como en el medio ambiente, pero 

al mismo tiempo, estas imágenes representan un reto importante debido al incremento 

significativo en el volumen de datos, así como en la complejidad de los algoritmos para su 

análisis e interpretación.   

 

Las imágenes de sensores remotos VHSR brindan información muy detallada sobre los 

objetos presentes en la superficie terrestre, haciendo visibles patrones complejos, cuya 

identificación y extracción eficiente utilizando técnicas de clasificación automáticas se torna 

muy compleja, porque se debe lidiar con la alta heterogeneidad espectral al interior de los 

objetos, y simultáneamente con la similaridad espectral entre diferentes objetos, la alta 

variabilidad espacial y naturaleza multiescala de los objetos de interés, por lo que se 

requiere desarrollar técnicas que permitan detectarlos y reconocerlos apropiadamente.   

 

El procesamiento y análisis automático de imágenes VHSR se considera una aproximación 

con un alto potencial para igualar o superar las habilidades de expertos humanos, aunque 

no está exento de dificultades por superar. Se considera de especial importancia el estudio 

de los patrones espaciales de los objetos geográficos presentes en las imágenes, 

profundizando en su naturaleza y propiedades intrínsecas, para la construcción de 

modelos que incorporen la información contextual, en forma de conocimiento a priori sobre 

la escena, que permita avanzar paso a paso hacia el reconocimiento automático de los 

datos y aportar elementos que permitan su reusabilidad y transferibilidad. 
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1.1 Motivación 

El procesamiento y análisis automático de las imágenes de sensores remotos presenta un 

enorme potencial debido a la existencia de gran cantidad de sensores (aéreos o satelitales) 

que continuamente están capturando imágenes de la superficie terrestre, conteniendo 

información detallada de las características de los objetos que componen la escena.  

 

Estos objetos presentes en las imágenes de sensores remotos, se denominan objetos 

geográficos, dado que su naturaleza ligada a la geografía física del terreno sobre el cual 

se encuentran, siendo condicionados por la topografía, el clima, las características de 

suelo, y por supuesto, por la población asentada en la zona. 

 

Esta información que contienen las imágenes sobre los objetos geográficos, se torna muy 

valiosa para la toma de decisiones que involucran la conservación y manejo del medio 

ambiente, el desarrollo de proyectos de infraestructura, la planificación y gestión del 

ordenamiento territorial, el apoyo para la prevención y atención de desastres ambientales, 

la gestión del territorio para las comunidades asentadas en la región, el monitoreo y control 

de cultivos, el estudio del comportamiento de los cuerpos de agua (ríos o embalses), entre 

muchas otras aplicaciones (militar, negocios, turismo, etc.). 

 

Para la extracción, selección, procesamiento y análisis de esta información contenida en 

las imágenes se requiere la ejecución de un proceso generalmente de tipo secuencial, que 

aborda diferentes etapas, conocidas como pre-procesamiento, procesamiento y pos-

procesamiento. Este proceso parte de un conjunto de datos (imágenes), que son 

sometidos a diferentes tratamientos y técnicas, para obtener un producto final, que puede 

ser un mapa, una imagen o un archivo, dependiendo del tipo de proyecto o entidad que 

requiere el procesamiento de esta información.  

 

Este es un proceso fundamentalmente dependiente del factor humano, porque son los 

expertos, científicos, ingenieros o usuarios los encargados de tomar las decisiones en 

todas las fases del mismo; desde seleccionar las imágenes, pasando por las técnicas 

apropiadas, hasta la validación del producto final; lo que lo convierte en un proceso 

subjetivo, poco eficiente, costoso y difícilmente transferible. 
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Por tal motivo, se requiere el desarrollo de métodos automáticos para el procesamiento y 

análisis de las imágenes de sensores remotos, que permitan la extracción de información 

de una forma eficiente, reproducible, objetiva, continua y transferible que permita la 

generación y actualización de bases de datos sobre el medio ambiente y el componente 

social.  

1.2 Trabajos previos 

En general, no se encuentran trabajos que consideren simultáneamente los tres procesos 

involucrados en esta tesis, sino que se han abordado de forma independiente, produciendo 

resultados alentadores, o que permiten abrir nuevas sendas de investigación, y que 

resultan muy numerosos, pero que destacaremos algunos de los más importantes o 

representativos en el área del procesamiento y análisis de las imágenes de sensores 

remotos.   

Cheng & Han (2016) abordan la detección de objetos en las imagenes de sensores 

remotos, como un área que desempeña un rol importante en un amplio rango de 

aplicaciones, destacando los recientes progresos que se han llevado a cabo sobre 

categorías de objetos genéricas, comparando diferentes métodos de detección, como los 

basados en templates, en conocimiento, en objetos y en aprendizaje de maquinas, 

proponiendo dos líneas de investigación promisorias, como la representación de atributos 

basados en deep learning y la detección de objetos geoespaciales basada en aprendizaje 

supervisado débil. 

Wang et al. (2010), destacan el alto potencial del análisis de imágenes de sensores 

remotos basado en objetos, especialmente sobre imágenes de alta resolución (VHSR). 

Propusieron un algoritmo automatico de segmentación basado en regiones que utiliza el 

agrupamiento k-means, llamado Region-based Image Segmentation Algorithm (RISA sigla 

en ingles), que se compone de 5 fases, agrupamiento k-means, inicialización de 

segmentos, generación de semillas, crecimiento de regiones y fusión de regiones, el cual 

genera regiones homogéneas que representan exitosamente los objetos de referencia. 

En cuanto a la clasificación no supervisada, existen varias propuestas para la 

determinación del número de clusters, pero todavía es un problema no resuelto, porque 
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depende tanto del método de agrupamiento, como de las características de la distribución 

de los datos. En el área procesamiento de imágenes Xiang y Gong (2008), han propuesto 

la estimación del número de clusters bajo una agrupación jerárquica, para la segmentación 

de imágenes, que resulta muy útil para identificar objetos diferentes, utilizando una 

aproximación basada en aprendizaje de máquinas y el reconocimiento de patrones. 

Mientras, Reza & Torre (2009) propusieron un método para la determinación del número 

de clusters, utilizando una función que incorpora la forma y la textura, brindando buenos 

resultados sobre distintas bases de datos de imágenes de texturas, como Brodatz y 

IUICTex.   

1.3 Descripción del problema 

El procesamiento y análisis de las imágenes de sensores remotos de alta resolución  

(VHSR sigla en inglés) no es una tarea sencilla (Dos Santos et al., 2013). A pesar de los 

avances significativos que se han logrado desde el análisis visual y descriptivo de estas 

imágenes, todavía falta mucho por investigar sobre la derivación de información 

cuantitativa a partir de ellas.  

Los componentes biofísicos básicos de los paisajes, capturados por las imágenes VHSR 

de sensores remotos, exhiben propiedades distintivas y discretas detectables (patrones), 

pero no a través de los pixeles individuales, los cuales tienen poco significado por sí 

mismos, sino a través de su agregación en unidades espaciales denominadas objetos 

geográficos. Aunque la habilidad para extraer información de los objetos geográficos e 

interpretarlos depende no solo de las capacidades del sensor, sino en cómo manipularlos 

para convertirlos en productos mejorados para el análisis e interpretación, por lo que se 

considera que la clave está en aprovechar las características de los objetos en la escena, 

como su variabilidad espectral, su contorno, su geometría o su contexto espacial. 

Generalmente, el procesamiento y análisis de las imágenes de sensores remotos depende 

en su mayoría del factor humano, es decir, del conocimiento de un experto o la experiencia 

del usuario, quienes en primera instancia, realizan una interpretación visual de la escena, 

luego seleccionan el método o técnicas apropiados para extraer la información requerida 

y definen los parámetros de operación utilizando la metodología de ensayo-error. 

Finalmente, validar el resultado, tanto cualitativa (visual) como cuantitativamente 
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(métricas), y en caso de no superar los requerimientos mínimos, se debe repetir el proceso 

nuevamente. Este proceso se torna muy costoso en tiempo, no es reproducible y requiere 

una constante verificación de la calidad.  

Esta tesis aborda el procesamiento automatico de imágenes de sensores remotos bajo 

una aproximacion basada en lineas, donde no hay participación de un experto orientando  

el proceso, sino que la metodología propuesta extrae la información requerida a partir de 

los datos intrínsecos que brinda la imagen, determina los parámetros de los algoritmos 

utilizados para la determinación de la escala, la segmentación y la clasificacion, entregando 

una imagen con los objetos geográficos representativos de la imagen. 

1.4 Objetivos 

1.4.1 General 

Proponer una metodología para el procesamiento y análisis automático de imágenes 

VHSR de sensores remotos basado en objetos geográficos que incorpore los patrones 

contextuales de la escena. 

1.4.2 Específicos 

Proponer un método para determinación automática de la escala de imágenes de alta 

resolución utilizando la información inherente de la imagen. 

Desarrollar un método de segmentación automático de objetos geográficos presentes en 

las imágenes de alta resolución basado en crecimiento de regiones.  

Plantear un método de clasificación no supervisado de las imágenes de alta resolución 

bajo una estrategia adaptativa que incorpore patrones contextuales de los objetos 

geográficos como información a priori en el proceso.  

Integrar los métodos desarrollados como parte de una metodología automática para el 

análisis de imágenes de sensores remotos basado en líneas evaluando su desempeño con 

respecto a los objetos geográficos. 



22 Metodología para el análisis automatico de imágenes 

de sensores remotos de alta resolución basada en líneas 

 

1.5 Contribuciones 

El aporte principal de esta tesis consiste en el diseño de una metodología basada en líneas 

para el procesamiento automático de las imágenes de sensores remotos de alta resolución, 

que involucra varias etapas de forma secuencial (escala, segmentación y clasificación); y 

que cumple con varias características deseables, como son su buen rendimiento, 

eficiencia, reproducibilidad y transferibilidad. 

En particular, las contribuciones que se desarrollaron fueron: 

Un método automático para la determinación de la escala en las imágenes de sensores 

remotos que utiliza la entropía para seleccionar la línea con la mayor diversidad de niveles 

de gris en la escena, lo cual es proporcional al número de objetos diferentes en la escena, 

permitiendo identificar la escala de los objetos más representativos.  

Un método automático para la segmentación de las imágenes de sensores remotos, donde 

a partir de la línea seleccionada, se realiza un proceso de unificación iterativo de los niveles 

de gris, el cual permite la construcción una curva que se somete a un proceso de 

optimización para encontrar su punto de inflexión, el cual se utiliza para definir los umbrales 

de parada durante el crecimiento de regiones durante la segmentación de la imagen. 

Un método no supervisado para la clasificación de las imágenes de sensores remotos 

basado en el agrupamiento jerárquico, que recibe como parámetro el número de clusters 

a producir, cuyo valor también se obtiene a partir de la línea seleccionada para la imagen. 

Se utilizaron diferentes combinaciones de atributos de los objetos geográficos, como el 

componente de color (bandas espectrales), la textura (patrón) y relaciones de vecindad, 

resultando el componente de color como atributo que mejor discrimina las clases. 

1.6 Estructura 

La Figura 1.1.1 ilustra la estructura de esta tesis, destacando los componentes principales 

de la metodología basada en líneas, orientada hacia el procesamiento y análisis de los 

objetos geográficos que aparecen en las imágenes de sensores remotos VHSR.  

El capítulo II presenta un marco teórico referencial sobre los componentes fundamentales 

de la tesis, abordando los diferentes para. El capítulo III se enfoca en la determinación de 
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la escala de la imagen a través de un método que utiliza los objetos que se encuentran 

sobre la línea seleccionada en la imagen. El capítulo IV se presenta el método para la 

segmentación automática de las imágenes de sensores remotos, a partir del 

procesamiento de la línea seleccionada, se identifican los parámetros a utilizar para la 

delimitación de los objetos geográficos usando un algoritmo de crecimiento de regiones. 

El capítulo V describe el método de clasificación de los objetos utilizando una aproximación 

no supervisada, basado en el agrupamiento jerárquico conocido como HAC (Hierarchical 

Agglomerative Clustering en inglés). Finalmente, el capítulo VI, presenta la discusión de 

los resultados sobre la metodología basada en líneas, enlazando las tres etapas que 

integran la metodología propuesta, como son la escala, la segmentación y la clasificación, 

las cuales operan de forma secuencial. Inicialmente, se parte de una imagen de sensores 

remotos VHSR, se identifica la escala, la cual se utiliza para segmentar los objetos 

geográficos, y finalmente, esos objetos son clasificados utilizando atributos como el color, 

la textura y la vecindad bajo una aproximación no supervisada, para obtener como 

producto final, una imagen procesada automáticamente. 

Figura 1.1.1. Estructura de la tesis 

 

 





 

 
 

2. MARCO TEÓRICO 

2.1 Introducción 

El procesamiento y análisis de imágenes (IPA sigla en inglés) consiste básicamente de 

cuatro etapas principales, como son: a) adquisición de la imagen, b) procesamiento de la 

imagen, c) análisis de la imagen, y d) interpretación de la imagen (Pinoli, 2014). La primera 

y la cuarta etapas están por fuera del ámbito de la presente investigación, por lo cual no 

se profundiza en ellas, pero a manera de descripción, puede mencionarse que la 

adquisición se enfoca en la tecnología de captura de las imágenes, el desarrollo de 

sensores especializados y la mejora de la imagen, mientras que la interpretación se orienta 

al entendimiento de la imagen, a partir de las relaciones que se descubren entre los objetos 

de la imagen.  

Las etapas de interés en esta investigación, corresponden las etapas b) y c), como son el 

procesamiento y posteriormente el análisis, las cuales se describen a continuación. El 

procesamiento de las imágenes se refiere a todas aquellas operaciones y 

transformaciones que buscan mejorar la calidad del contenido de la imagen, mientras que 

el análisis de las imágenes se encarga de la extracción de información, tanto cualitativa 

y/o cuantitativa.  

Una imagen digital se define un modelo aproximado de una escena, dado que 

generalmente constituye una representación parcial o incompleta, denominada FoV (Field 

of View en inglés), definido por el largo y ancho de una imagen bidimensional. Esta escena 

se compone de objetos localizados en un contexto, donde los objetos de interés 

dependerán del problema bajo estudio (ej. órganos, planetas, arboles, rostros, etc.), que 

para el caso de las imágenes de sensores remotos se identifican como objetos geográficos, 

denominación que hace referencia a la relación fundamental con la superficie física 

representada por la geografía terrestre, que utiliza un sistema de coordenadas, para la 

ubicación precisa de cada elemento sobre ella. 
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Una imagen digital bidimensional consta de una retícula (también conocida como matriz o 

grilla) compuesta por unidades básicas llamadas pixel, considerada la unidad fundamental 

de una imagen, que almacena un nivel de gris particular, que representa el valor de 

intensidad de la iluminación (luz incidente) reflejada por la escena y capturada por el 

sensor. Teniendo en cuenta lo anterior, de acuerdo al número de espectros (conocidos 

como canales o bandas espectrales) que posea la imagen, se clasifica como pancromática 

(1 canal), color (3 canales), multiespectral (4-15 canales) o hiperespectral (> 15 canales), 

(Figura 2.1.1. Representación de una imagen a color con 3 canales espectrales 

correspondientes al rojo, verde y azul.). 

 

Figura 2.1.1. Representación de una imagen a color con 3 canales espectrales 

correspondientes al rojo, verde y azul. 

 

 

En cuanto al proceso de formación de la imagen, el proceso multiplicativo es el mas 

ampliamente aceptado (Gonzalez y Wintz, 1972), que denota la imagen como el producto 

de dos componentes fundamentales, la radiación incidente (iluminación) y la reflectancia, 

las cuales se combinan produciendo un valor de intensidad para cada unidad espacial 

(pixel), localizado en una posición (x,y)., de acuerdo a la siguiente función: 

 

F(x,y) = I(x,y) . R(x,y) 

 

donde F, I, R representan la imagen, la intensidad y la reflectancia, respectivamente. 
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2.2 Procesamiento y análisis de imágenes de sensores 

remotos 

Este campo del conocimiento surgió hacia los años 1960, con la publicación del libro 

Picture processing by computer de Rozenfeld (1969), y en la década de 1970 con el libro 

Digital Image Processing de Gonzalez y Wintz (1972) y Digital Image Processing de Pratt 

(1978), y específicamente para el área de conocimiento de los sensores remotos, las 

ediciones más recientes de los libros Remote Sensing of the Environment de Jensen 

(2007) y Remote Sensing Digital Image Analysis de Richards (2013). En general, el 

procesamiento de imágenes de sensores remotos involucra 3 fases, como se puede ver 

en la Figura 2.2, en el cual, el IPA, se desarrolla específicamente en la segunda fase, que 

involucra la conversión de los datos que contienen las imágenes en información útil 

extraida a partir de ellas. 

 

Figura 2.2. Macrocomponentes del procesamiento y análisis de imagenes de sensores 

remotos 

 

 

El IPA involucra varios componentes que generalmente se aplican de forma secuencial 

sobre las imágenes de sensores remotos, pero que no son de obligatorio uso, dado que 

algunos pueden intercalarse u obviarse, dependiendo de cada situación en particular. La 

Tabla 2.1, lista algunos de las tareas que usualmente se ejecutan en cada fase sobre las 

imágenes de sensores remotos (Jensen, 2007). 

Tabla 2.1. Sub-componentes de las fases de procesamiento y análisis. 

Componentes del IPA 

Procesamiento Análisis 

Corrección (Radiométrica, Geométrica)  Clasificación 

Mejora del contraste Medición 

Eliminación de ruido Modelamiento 

Segmentación Visualización 
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2.3 Paradigmas existentes 

El procesamiento y análisis de las imágenes de sensores remotos, tradicionalmente ha 

utilizado la aproximación basada en el pixel, elemento considerado como la unidad mínima 

de información en una imagen; pero a partir del año 2000, ha surgido el análisis basado 

en objetos geográficos (Baatz & Schape, 2000), que representan agrupaciones de pixeles 

que comparten propiedades homogéneas, demostrando resultados superiores en 

imágenes de alta resolución espacial (Blaschke, 2010; Castilla & Hay, 2008, Zhou et al., 

2009), logrando progresos considerables en la extracción de información espacial explícita. 

Adicionalmente, existe la aproximación basada en campos (Aplin et al., 1999, Janssen & 

Molenaar, 1995), quienes proponen la integración de información basada en pixel junto 

con información vectorial procedente de un GIS (Geographic Information System siglas en 

inglés), aunque presenta muchas semejanzas con la aproximación basada en objetos. 

 

La aproximación basada en pixeles se puede considerar la aproximación por defecto en el 

procesamiento y análisis de imágenes (Wilkinson, 2005), y que usualmente se utiliza como 

base para la comparación de nuevas propuestas. Esta aproximación es conceptualmente 

simple, porque solo utiliza la información del pixel bajo análisis, sin tener en cuenta su 

vecindad (Jahne, 2002, Budreski et al., 2007). Su popularidad alcanzo la cima en la década 

de los años 80, cuando la resolución espacial de la imágenes no era adecuada para otras 

aproximaciones (Unsalan & Boyer, 2011).  

 

Por su parte, la aproximación basada en objetos geográficos se vislumbra como un método 

promisorio para reducir o cerrar la brecha entre la creciente cantidad de datos geo-

espaciales detallados y el problema del  reconocimiento de características complejas, 

demostrando mejoras en la precisión de la clasificación de imágenes entre un 7-18% al 

compararlo con la aproximación basada en pixel (Cleve et al., 2008;  Whiteside, 2011); y 

especialmente porque éste enfoque tiene en cuenta el contexto, el cual se modela a través 

de las relaciones topológicas de la vecindad entre los diferentes objetos, generados 

previamente usando una técnica de segmentación (Lucieer, 2004; Blaschke, 2014). Este 

tipo de información contextual permite delinear y clasificar de forma eficiente los elementos 

del paisaje sobre la superficie de la tierra (Hay, 2005); que junto con la mayor disponibilidad 
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de imágenes VHSR y el aumento en la capacidad de computacional, ha favorecido 

ampliamente su popularidad (Walter, 2004) 

 

Las aproximaciones basadas en segmentos, campos (Aplin et al., 1999), regiones o 

parches (Lee & Warner, 2004), se consideran vertientes que comparten características 

muy similares a la aproximación basada en objetos, por lo cual no se profundizara sobre 

ellas, pero se sugiere consultar las referencias de cada uno. 

2.4 Aproximación basada en líneas 

Esta aproximación se propone como una nueva alternativa frente a las mencionadas 

anteriormente (Figura 2.3. Representación gráfica de un objeto de acuerdo a la unidad 

básica de procesamiento.), que adiciona nuevos elementos, como la extracción de 

información a partir de líneas específicas sobre la imagen bajo estudio, la utilización del 

concepto de entropía para la selección de las líneas de interés en la imagen, el uso de los 

niveles de gris de la línea para la definición de los parámetros (umbrales) para el algoritmo 

de crecimiento de regiones, y la definición del número de clusters a generar para la 

clasificación no supervisada utilizando un algoritmo de agrupamiento. 

 

Figura 2.3. Representación gráfica de un objeto de acuerdo a la unidad básica de 

procesamiento. 

a) Original 

 

 

b) Objetos 

 

 

 

c) Pixel 

 
d) Linea 
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2.5 Objetos geográficos 

Uno de los propósitos fundamentales del procesamiento y análisis de imágenes de 

sensores remotos consiste en extraer objetos (también conocidos como regiones, campos, 

segmentos, parches) (Figura 2.4. Imagen de sensor remoto (izquierda) junto con los 

objetos geográficos delimitados (derecha), arboles, suelo desnudo y lecho seco de un rio.) 

que sean consistentes con objetos del mundo real, tanto en su forma como en su 

clasificación, dado que los objetos geográficos resultan muy apropiados para el 

entendimiento de la imagen (Yong & Guo, 2011). El concepto de objeto fue descrito 

inicialmente por Hay et al. (1997), como una entidad auto-contenida y resoluble en una 

imagen digital, donde los pixeles que la conforman presentan características similares. En 

las etapas iniciales de la segmentación, a los objetos también se les suele denominar 

objetos primitivos u objetos candidatos, para distinguirlos de los objetos reales de la escena 

(Blaschke, 2010).   

 

Figura 2.4. Imagen de sensor remoto (izquierda) junto con los objetos geográficos 

delimitados (derecha), arboles, suelo desnudo y lecho seco de un rio. 
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Addink et al. (2012) indican que la buena definición de un objeto, brinda la posibilidad de 

extraer un amplio rango de propiedades de éste, las cuales pueden aplicarse en procesos 

posteriores, como la clasificación o interpretación de la imagen. Entre las propiedades del 

objeto que se pueden destacar están el valor de reflectancia espectral, forma, tamaño y 

relaciones de vecindad, por ejemplo, el tamaño y la forma resultan útiles para categorizar 

los cuerpos de agua, como los ríos, lagos, reservorios de agua y el mar (Navulur, 2007). 

En cuanto a los tipos de objetos geográficos que se extraen de las imágenes de sensores 

remotos, Baltsavias (2004), menciona que los más importantes son las vías y los edificios, 

los cuales constituyen una capa temática de datos geo-espaciales muy importante para un 

diverso número de aplicaciones (ej. catastro, planificación urbana, etc.), y han sido motivo 

de investigación intensiva en la última década buscando automatizar su extracción. 

Adicionalmente, también se extraen otros objetos como los bosques (Batista & Antunes, 

2012), vegetación (Bertani et al.2013), cultivos (Lisita et al., 2013), límites de parcelas 

(Vieira et al., 2012), cobertura y uso del suelo (Myint et al., 2011), y objetos específicos 

como áreas quemadas (Polychronaki & Gitas, 2012), deslizamientos (Aksoy & Ercanoglu, 

2013) y árboles (Ardila et al., 2012).  Con relación a los métodos de análisis de imagen 

para extracción de objetos, Baltsavias (2004) señala que la utilización del conocimiento 

(información a priori no detallada, modelos, reglas, restricciones, contexto, etc.) y de los 

geo-datos existentes asociados con ellos, así como la utilización de aproximaciones 

semiautomáticas, son los factores más decisivos para una  extracción exitosa de objetos.  

. 





 

 
 

3. MÉTODO PARA LA DETERMINACION DE LA 

ESCALA EN LAS IMÁGENES DE 

SENSORES REMOTOS BASADO EN LA 

ENTROPIA 

En el procesamiento y análisis de las imágenes de sensores remotos, el concepto de 

escala es una de los más importantes porque su determinación impacta fuertemente el 

comportamiento del fenómeno bajo estudio o la forma particular como se desarrolla un 

patrón a partir de ésta (Jantz & Goetz, 2005, Weng, 2014). El Consorcio Universitario sobre 

la Ciencia de la Información Geografica (UCGIS, 2006) ha establecido el concepto de la 

escala como uno de puntos estratégicos, destacando varias líneas de investigación 

orientadas al desarrollo de métodos nuevos para la generalización de los datos 

(Vanwambeke et al., 2006), así como nuevas aproximaciones para hallar la escala óptima 

para el estudio de la textura en las imágenes de sensores remotos (Lam, 2004, Lee & 

Wagner, 2004)); mientras Blaschke (2010) considera fundamental el desarrollo de un 

método para la definición de la escala en el análisis de imágenes basado en objetos 

geográficos (GeoBIA siglas en inglés). 

 

Actualmente, se requiere la participación de un experto humano, quien es el encargado de 

escoger el a utilizar para la determinación de la escala en una imagen de sensores 

remotos, y dependiendo del método escogido, se requiere definir algunos parámetros 

(como puede ser el tamaño de la ventana o la variabilidad permitida), de acuerdo a los 

objetos de interés (Whiteside et al., 1011), con la finalidad de obtener la información más 

precisa posible; proceso que usualmente requiere el uso de metodologías basadas en 

ensayo-error, lo que torna el proceso muy subjetivo (Arbor et al., 2013). 
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La literatura sobre el estudio de la escala en imágenes de sensores remotos establece una 

taxonomía sobre los diferentes tipos de escala, cuya aplicabilidad en general, depende del 

tipo de estudio que se llevará a cabo (ambiental, social, militar, etc.). Uno de los tipos de 

escala, conocida como escala operacional, se relaciona directamente con los objetos que 

definen el proceso que ocurre en una imagen particular, nombrada como la escala de 

acción por Wu & Li (2009), mientras Pinoli (2014), la denomina como escala estructural, 

de naturaleza intrínseca en la imagen. . Esta escala difiere de la escala de observación 

(Liang & Weng, 2014), la cual está directamente relacionada a la resolución espacial del 

sensor que capturó la imagen especifica (Lam & Quattrochi, 1992, Pinoli, 2014), y que 

depende de la vista de campo instantánea (IFOV sigla en inglés)  del sensor, definido como 

el ángulo máximo de vista en la cual el sensor puede detectar efectivamente la energía 

electromagnética (Camp-Vals et al., 2012). 

3.1 Concepto de la escala 

La escala se define formalmente como la relación entre la medida de una cantidad y la 

medida de su representación (Pinoli, 2014), que para una imagen corresponde a la relación 

entre los objetos de interés (ej. objetos geográficos) y su dimensión física (ej. diámetro), 

pero que usualmente presentan fluctuaciones (variabilidad intrínseca) y presenta varios 

tipos, como la escala observacional, relacionada con la resolución espacial o escala 

estructural, relacionada con los objetos de interés o mas representativos en la imagen. 

Las imágenes de sensores remotos son dependientes de la escala (Weng, 2014), debido 

a que desempeña dos roles principales. Primero, la escala es un atributo que permite 

describir los datos geográficos (Cao & Lam, 1997), conocidos como objetos espacialmente 

referenciados u objetos con una relación con su espacio físico; y segundo, la escala 

permite determinar la relación entre los objetos, patrones y procesos abordados durante el 

estudio (Marceau & Hay, 1999). Usualmente, la escala se define de forma a priori por un 

experto humano después de observar directamente los objetos de interés en la imagen, 

estableciendo un tamaño de la ventana acorde a ellos, pero como argumentó Levin (1993), 

existen muchas posibilidades de ventanas, lo cual afecta sensiblemente el resultado 

obtenido.  
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De acuerdo a esta idea, Martha et al. (2011), considera que se hace necesaria una mejor 

representación de la escala bajo una aproximación jerárquica, porque los objetos de las 

imágenes de sensores remotos poseen características multidimensionales. También, 

consideran que es imperativo encontrar un método que permita determinar 

automáticamente la escala de la imagen, usando solamente los datos inherentes a la 

imagen, sin utilizar otra información a priori. 

Por su parte, Jantz & Goetz (2005), consideran que la dependencia a la escala en el 

modelamiento  cambio de uso del suelo usualmente no se realizan, a pesar del auge de 

las aproximaciones del análisis de imágenes multiescala (Kok et al. 2001), donde los 

procesos urbanos importantes o patrones específicos deben identificarse a priori, 

identificar las estadísticas de ajuste, y evaluar el rendimiento bajo múltiples escalas, hasta 

identificar aquella escala apropiada para estudiar el fenómeno bajo estudio. 

3.2 Métodos existentes 

Existen diferentes métodos para determinar la escala de una imagen de sensores remotos, 

por lo cual se dará una breve descripción de los más conocidos. El método de Varianza 

Geográfica (GVM sigla en inglés), utiliza un método de agregación simple sobre los datos 

espaciales, pero su uso es limitado a datos jerárquicos (Wu & Li, 2009). Por su parte, el 

método de Varianza Local (LVM en inglés) y el método basado en la textura están basados 

en pequeñas ventanas móviles (también conocidas como kernel), de tamaño impar, 

usualmente de 3 x 3 pixeles, aunque algunas veces el valor de la escala determinado por 

este método puede no ser representativo para la imagen completa (Woodcock & Strahler, 

1987, Bocher & McCloy, 2006).  

El método basado en el semivariograma (SVM sigla en inglés), proviene del área de la 

estadística espacial, la cual requiere predefinir una ventana de tamaño particular, que 

puede conducir a resultados imprecisos sobre las imágenes VHSR. Además, este método 

sufre del conocido efecto de bordes, y también de un tiempo de cálculo largo (Yue et al., 

2013). Los métodos basados en Wavelets y Fractales (Lam & Quattrochi, 1992), se 

consideran dos aproximaciones promisorias, pero requieren mayor investigación para 

evaluar su impacto. Primero, se debe enfocar esfuerzos sobre como migrar los resultados 

sobre datos unidimensionales hacia los datos 2D (Arnedo et al., 2000). Dragut et al. (2014) 

proponen un método automático basado en LVM para seleccionar el valor de la escala 



36 Metodología para el análisis automatico de imágenes  

de sensores remotos de alta resolución basada en líneas 

 
bajo diferentes niveles de jerarquía, pero este método requiere definir previamente el 

tamaño de la ventana para calcular la variación local. 

3.3 Entropía 

El concepto de entropía proviene originalmente de la termodinámica, pero se ha adaptado 

a otros contextos o campos de investigación. La entropía significa energía en las ciencias 

físicas (Greven et al., 2003), incertidumbre o desorden en la teoría de la información 

(Mckay, 2003), diversidad en ecología (Masisi, 2008), y organización o inestabilidad en las 

ciencias biológicas (Hammes & Schiffer, 2015), La definición de una función para la 

entropía fue propuesta por Shannon (McKay, 2003), usando la formulación Boltzmann-

Gibbs para la entropía, en su artículo seminal (1948), utilizando la siguiente fórmula 

matemática (1): 

H = - ∑ P(x) log(P(x))                          (1) 

donde P(x) es la probabilidad para el valor de un bit dado (digito binario), que indica la 

información ganada de un evento particular (ej. Valor de nivel de gris),  el cual está 

relacionado con su probabilidad de ocurrencia (Pal & Pal, 1991). 

Esta nueva aproximación para la definición de la escala en las imágenes de sensores 

remotos se enfoca sobre la variabilidad de la intensidad (niveles de gris) de los pixeles en 

la imagen. La idea detrás de esta aproximación proviene del hecho que los objetos de las 

imágenes se definen a través de varios atributos, como la información espectral, bordes 

cerrados, forma o tamaño especifico, entre otros. El valor espectral (información de color 

o escala de gris) permite delimitar un objeto o actúa como un indicador de la existencia de 

un objeto a través de la variación del nivel de gris, lo que significa que las regiones de la 

imagen con baja variabilidad tiene una relación directa con pocos objetos (o quizás solo 

uno); y al contrario, una mayor variabilidad indica la existencia de varios objetos. 

La variabilidad de la información espectral podría medirse utilizando descriptores 

estadísticos tradicionales, como la desviación estándar o la varianza, pero estos pueden 

presentar sesgos cuando los valores de intensidad están desbalanceados (ej. Existencia 

de una región grande conjuntamente con muchas regiones pequeñas), cuando existen 

valores de gris extremos o presencia de ruido, lo cual podría enmascarar o obscurecer los 
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estimados para los niveles de gris verdaderos. Por su parte, la entropía no se ve afectado 

por valores escasos o comunes en la imagen, porque esta pondera cada valor de gris por 

su respectiva frecuencia (Jost, 2006). 

Se considera que la entropía como una medida de la variabilidad de objetos porque permite 

cuantificar el contenido de información (ej. Diversidad de objetos) sin ser afectado por los 

valores extremos, ruido o datos desbalanceados. Se ha encontrado una relación positiva 

entre la entropía y la variabilidad de niveles de gris (Figura 3.1. Incremento del valor de la 

entropía a medida que aumenta la cantidad de niveles gris diferentes en el vector). Las 

imágenes VHSR presentan una mayor variabilidad de niveles de gris debido a una mejor 

representación de los detalles de los objetos, por lo cual, un valor de entropía más alto 

puede interpretarse como una mayor presencia de objetos. Adicionalmente, se conoce que 

la distribución  (arreglo de los pixeles) no se ve afectado por el valor de entropía (Chalidze, 

2000), que se constituye como una propiedad muy importante, porque en un imagen se 

requiere obtener una mejor representación de los diferentes valores de niveles de gris, y 

no un orden en particular de los niveles de gris, porque una mayor presencia de niveles de 

gris diferentes está directamente relacionado con una mayor presencia de objetos. 

Figura 3.1. Incremento del valor de la entropía a medida que aumenta la cantidad de 

niveles gris diferentes en el vector 
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Esta aproximación presenta algunas ventajas sobre los demás métodos descritos 

inicialmente. Primero, este método muestra un balance entre el comportamiento global y 

local, porque esta no opera sobre toda la imagen (entropía global) o sobre una pequeña 

vecindad (entropía local), pero captura la información sobre cuantos objetos están 

presentes en la zona de mayor variabilidad en la imagen, a través de una línea que cruza 

la imagen de un extremo al otro. Segundo, no requiere asumir ningún supuesto sobre el 

contenido de la imagen, y finalmente, su obtención se hace a través de un cálculo muy 

simple, se escanea la imagen completa en cada una de las posibles direcciones, pero sin 

involucran ningún proceso de convolución para su cálculo.  

3.4 Metodología 

La metodología involucra tres componentes principales, como son el proceso de selección 

de las imágenes, cálculo de la entropía por líneas, y determinación de la escala. 

3.4.1 Selección de imágenes 

Este proceso involucra varios criterios importantes. Primero, se seleccionaron seis 

imágenes de sensores remotos VHSR/HSR, que presentan un rango de resolución 

espacial entre 0.3 y 15.0 metros por pixel, capturadas por sensores de alto desempeño 

como son WorldView, GeoEye, Landsat y SPOT; asi como las imágenes aéreas del 

programa NAIP. Tercero, se constató que las imágenes presentaras diferentes coberturas 

del suelo, con presencia de vegetación (bosques y pastos), infraestructura urbana (vías, 

edificios,) y no urbanas (suelo desnudo, cultivos, bosques), así como la presencia de 

objetos de tamaño variado (grandes y pequeños), como lagos, árboles y edificios. 

Finalmente, las imágenes son multiespectrales (tres canales de color) (Figura 3.2. 

Imágenes VSHR (arriba) y HSR (abajo) correspondientes a las ciudades de Madrid, Tokio, 

Charlotte, Barcelona (dos) y Seattle.).  

Las imágenes hacen parte de repositorios para su acceso libre, tanto en la página de la 

compañía DigitalGlobe, como de la entidad FAS, dependencia de la reconocida USDA, 

que requiere el diligenciamiento de un formulario, para conocer sobre su destinación y uso 

posterior.  
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En la Tabla 3.1Tabla 3.1. Características de las imágenes utilizadas.se describen las 

principales características de las imágenes seleccionadas. Las dimensiones originales de 

las imágenes oscila entre 3.500 y 6.000 pixeles, pero solo se utilizo una fracción de ellas, 

para evitar que los tiempos de procesamiento se tornen muy largos, debido a que los 

algoritmos no están optimizados. 

 

  

Figura 3.2. Imágenes VSHR (arriba) y HSR (abajo) correspondientes a las ciudades de 

Madrid, Tokio, Charlotte, Barcelona (dos) y Seattle. 

   

   

 

Tabla 3.1. Características de las imágenes utilizadas. 

Característica 
Imágenes 

WorldView3 GeoEye1 NAIP SPOT5 SPOT5 Landsat8 

Tipo (canales) RGB RGB RGB IRG IRG RGB 

Resolución 

espacial (mt/pixel) 
0.31 0.50 1.0 5.0 10.0 15.0 
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Resolución 

radiométrica 
11-bit 11-bit 8-bit 8-bit 8-bit 8-bit 

Tamaño (pixeles) 500 500 500 500 500 500 

Formato GeoTIFF GeoTIFF GeoTIFF AFR AFR GeoTIFF 

 

3.4.2 Cálculo de la entropía 

El cálculo de la entropía se realiza utilizando líneas que siguen tres patrones diferentes: 

circular, horizontal y vertical, que brindan un cubrimiento completo de la imagen (Figura 

3.3). Los valores de niveles de gris de la imagen cubiertos por la línea, conforman un 

vector, sobre el cual se aplica la función de entropía usando el logaritmo natural con base 

e del módulo estadístico del lenguaje Python, llamado Scipy (Jones et al., 2001).   

Figura 3.3. Fragmento de imagen ilustrando las direcciones utilizadas para el trazado de 

las líneas (no se han trazado el total de1360 líneas usadas para no ocultar la imagen de 

fondo). 

 

 

Asumiendo que las imágenes presentan una forma geométrica cuadrada, la línea tendrá 

una longitud mínima igual a la longitud de un lado de la imagen, y una longitud máxima 

igual a la diagonal de la imagen (de esquina a esquina). El cumplimiento de este 

requerimiento es importante para evitar un comportamiento local del método, es decir, 

evitar líneas cortas que podrían tener un valor de entropía más alto, pero cuya información 
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no sería representativa del contenido de la imagen (objetos geográficos). El Algoritmo 3.1. 

Conteo de objetos geográficos y llenado de vectores. ilustra la secuencia de pasos 

utilizados para calcular la línea con el valor de entropía máximo para cada imagen.  

Algoritmo 3.1. Conteo de objetos geográficos y llenado de vectores. 

 

3.4.3 Determinación de la escala 

El valor de la escala se determina usando un método basado en la función de entropía que 

se aplica sobre el vector con los valores de niveles de gris presentes de la línea respectiva. 

Estos valores de la línea sobre la imagen se procesan en cuatro pasos: a) Inicialmente, se 

crean dos vectores, uno para almacenar las etiquetas únicas (niveles de gris diferentes) 

denominado ULB, y el otro vector almacena el número de objetos, denominado CTS, 

avanzando en orden creciente de variabilidad (1,100), lo que significa que cada valor de 

gris se fusiona con su vecino, cuando su valor de diferencia de gris cae dentro de un nivel 

de diferencia de gris predefinido, b) para cada diferencia de nivel de gris, se contabiliza 

cuantos valores únicos de niveles de gris se mantienen (actualizando el vector ULB), y se 

cuenta cuantos objetos existen en ese momento, lo que resulta equivalente a regiones con 

el mismo nivel de gris (actualizando el vector CTS), c) Luego, con la diferencia de niveles 

de gris y su respectivo número de etiquetas únicas (niveles de gris), se traza un gráfico 

entre las etiquetas únicas y las diferencias de nivel de gris (ULB vs [1,100], lo cual entrega 

una línea decreciente, que presenta un codo, d) posteriormente, se aplica una función de 

optimización  sobre la línea para determinar su punto de inflexión (Figura 3.4. Grafica que 
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ilustra el punto de inflexión [12, 110] para la curva.), que se interpreta como el punto donde 

ocurre el cambio principal en la imagen, es decir, representa el valor de la escala para los 

objetos más influyentes presentes en la escena.  

Figura 3.4. Grafica que ilustra el punto de inflexión [12, 110] para la curva. 

 

El Algoritmo 3.2. Suavizamiento del vector para obtencion de etiquetasilustra los pasos 

aplicados para realizar el suavizamiento sobre el vector, el cual es llamado por el Algoritmo 

2.1, para obtener las etiquetas en cada iteración. 
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Algoritmo 3.2. Suavizamiento del vector para obtencion de etiquetas 

 

Finalmente, el valor único retornado por el Algoritmo 3.2. Suavizamiento del vector para 

obtencion de etiquetaspermite extraer el número de objetos a partir del vector CTS, y con 

la longitud del vector, para lo cual se procede a calcular el valor de escala para la imagen, 

utilizando la siguiente función (2): 

escala = L / O                                                                                                                  (2) 

donde L representa la longitud del vector, y O representa el número de objetos presentes 

en la línea.  

Para propósitos de comparación, se seleccionaron dos métodos bien conocidos para la 

determinación de la escala en las imágenes, como son el método de LVM (Local Variance 

Method en inglés), y SVM (Semi-Variogram Method en inglés). El valor de escala del 

método LVM fue calculado a través de un filtrado de la imagen utilizando una ventana 

pequeña, de tamaño 3x3, con la finalidad de obtener la distribución del valor medio de los 

valores de la desviación estándar.  

El valor de escala calculado con el método SVM se obtuvo usando dos direcciones, 

horizontal y vertical, con espaciamientos entre [0,100], utilizando el rango SV como la 

representación de la escal, donde de acuerdo a (Dragut et al., 2014), siendo el valor donde 

el SV alcanza la cima, el punto que representa la variabilidad espacial en los datos. 
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3.5 Resultados 

Las imágenes VHSR se están convirtiendo en el insumo principal para el procesamiento y 

análisis de imágenes de sensores remotos. Existen diferentes sensores que ofrecen 

información espacial muy detallada sobre los objetos geográficos que contienen haciendo 

necesaria la determinación de un valor de escala apropiada para delimitarlos y analizarlos.  

Aunque hay métodos bien conocidos para la determinación de la escala, se requiere de un 

método objetivo para la selección de la escala de una imagen particular, que utilice 

solamente los datos inherentes a la imagen (orientado por los datos), porque cuando el 

valor de la escala se define por un usuario/experto no se pueden garantizar la consistencia 

o repetitividad de los resultados, debido al uso de metodologías basadas en ensayo-error, 

incremento en el tiempo y costo del proceso y se torna difícil establecer comparaciones 

entre diferentes imágenes. Además, la posibilidad de automatizar el proceso se ve muy 

limitada.  

La aproximación propuesta en esta investigación ha arrojado buenos resultados sobre 

diferentes tipos de imágenes VHSR/VHR, cuya resolución espacial oscila entre 0.3 y 15 

metros por pixel, enfocándose sobre los objetos geográficos presentes, en lugar de otros 

atributos como el tamaño de la imagen, el tamaño de la ventana (kernel), el proceso de 

convolución u otro conocimiento a priori. Este método basado en la entropía sobre líneas 

de la imagen solamente utiliza solamente la información espectral de la imagen para la 

identificación de los objetos más representativos de una imagen particular, y junto con la  

medida de resolución espacial del sensor, se calcula la escala apropiada de la imagen. 

Este método opera de forma simple, que presenta un alto potencial para abrir la posibilidad 

de automatizar el proceso sobre las imágenes de sensores remotos. 

Este nuevo método cumple varios requerimientos importantes para su funcionamiento 

completamente automático, no depende del apoyo de un usuario/experto y proporciona 

resultados consistentes y repetibles, utilizando solamente los valores de niveles de gris, 

permitiendo definir el valor de escala apropiado para detectar los objetos más 

representativos en la imagen. 

El uso del concepto de entropía es robusto para evaluar el contenido de información, en 

diferentes áreas como la biología o las ciencias de la información. En esta aproximación 
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propuesta, la entropía ha demostrado un buen desempeño para detectar la región (línea) 

que presenta una mayor variabilidad de objetos geográficos, sin verse afectada por la 

dominancia de ciertos niveles de gris, encontrando correspondencia entre el valor de 

entropía y la cantidad de objetos presentes.  La Figura 3.5, ilustra como la línea blanca  

seleccionada en cada imagen, recorre las áreas de la imagen con mayor diversidad de 

objetos diferentes (edificios, vías, vegetación, etc.), donde se puede apreciar un balance 

entre los niveles de gris de la imagen, cubriendo desde el negro hasta el blanco. 

Las imágenes utilizadas son imágenes en escala de grises (8-bit), con un rango de valores 

entre [0,255], lo que significa que una línea que contenga todos los posibles niveles de 

gris, tendrá como máximo un valor de entropía igual a 5.08, mientras una línea con 

solamente un nivel de gris, tendrá un valor de 0.0. La Tabla 3.2. Valor de escala obtenido 

con los diferentes métodos, junto con los promedios discriminados por tipo de imagen 

(VHSR y HSR).Tabla 3.2 enumera los valores de entropía hallados para cada imagen, 

donde los valores de entropía permiten establecer una división entre las imágenes VHSR 

(entropía promedia 4.74) y las imágenes HSR (entropía promedia 4.44). Este 

comportamiento evidencia la relación positiva entre la entropía y la variabilidad de niveles 

de gris de una imagen. 

Figura 3.5. Trazado de las líneas que poseen con el valor de entropía más alto para cada 

una de las imágenes utilizadas. 
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Usualmente, durante el procesamiento o análisis de imágenes de sensores remotos, la 

escala se asume como geográfica o cartográfica, la cual se obtiene directamente a través 

de la relación entre el área que ocupa un pixel en la imagen en comparación con el área 

real que ocupa sobre la superficie terrestre, lo que daría por sentado que una imagen 

VHSR poseerá un valor de escala más detallado que para una imagen HSR, pero esto no 

necesariamente es cierto, porque como han demostrado los resultado de la presente 

investigación, el valor de la escala de una imagen de sensores remotos está definido por 

la información específica que contiene, es decir, los objetos geográficos, y no 

necesariamente basado en la resolución espacial que posea el sensor, el uso final de la 

información a extraer (dependencia a la aplicación) o determinada subjetivamente por un 

usuario/experto después de analizar la imagen bajo estudio.  

De acuerdo a los resultados obtenidos, se considera que la imagen en sí misma, 

proporciona toda la información requerida para decidir la escala apropiada, la cual está 

contenida en los niveles de gris y su variación particular (patrón), que constituyen un 

atributo que permite discernir visualmente entre los diferentes objetos geográficos 

presentes en la escena. La Tabla 3.2, lista los valores de escala obtenidos por cada 

método para las imágenes utilizadas, separadas en dos categorías, VHSR y HSR. 

Tabla 3.2. Valor de escala obtenido con los diferentes métodos, junto con los promedios 

discriminados por tipo de imagen (VHSR y HSR). 

Imagen 
Resolución 

espacial 

Métodos 

Varianza 

Local 

 (LV) 

Semi-

Variograma 

(SV) 

Entropia 

(Propuesto) 
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WV3 0.31 10.28 (3.18)  95.39 (29.57)  3.31 (1.03) 

GE1 0.50 6.38 (3.19)  25.76(12.88)  8.93 (4.47) 

NAIP 1.00 9.84 (9.85)  75.50 (75.5)  3.51 (3.51) 

Promedio VHSR 0.60 8.83 (5.41)  65.55 (39.32)  5.25 (4.49) 

SPOT5 5.0 5.78 (28.88)  22.91 (114.55)  4.42 (22.10) 

SPOT5 10.0 9.31 (93.05)  8.50 (85.00)  4.27 (42.70) 

LandSat8 15.0 7.82 (117.30)  22.01 (330.15)  4.46 (66.90) 

Promedio HSR 10.0 7.64 (79.74)  17.81(176.57)  4.38 (43.9) 

Los valores de la escala se indican en pixeles(metros), aquellos en negrilla corresponden a los mejores 

valores. 

 

El método propuesto ha demostrado su efectividad para encontrar el valor de escala que 

permite detectar los objetos geográficos más pequeños en cada imagen, algunos de los 

cuales se delimitaron manualmente en la Figura 3.6, para constatar el tipo de objetos 

geográficos que se pueden identificar con la respectiva escala determinada por el método 

propuesto.   

También, es importante anotar como el método SVM tiene algunas dificultades para 

encontrar un valor de escala razonable de acuerdo a la resolución espacial de la imagen, 

probablemente resulta afectado por la alta variabilidad de los niveles de gris de las 

imágenes, haciendo difícil encontrar una distancia apropiada.  

Aunque el método LVM brinda valores de escala aceptables, su desempeño fue superado 

por el método propuesto, que encontró valores para la escala muy cercanos al tamaño de 

los objetos presentes en las imágenes, siendo consistente en todas las imágenes. 
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Figura 3.6. Ilustración manual (cuadro rojo) de los objetos identificables en cada imagen 

de acuerdo a la escala determinada por el método propuesto. 

   

   

 

3.6 Conclusiones 

El método propuesto para la definición de la escala es una nueva aproximación guiada por 

el concepto de entropía, el cual hace un uso eficiente de la información de niveles de gris 

de la imagen, permitiendo la identificación de los objetos dominantes de la escena. El 

procedimiento utilizado por este método, permite la definición automática de la escala de 

una imagen de sensores remotos, a través del establecimiento de una relación directa 

entre el número de niveles de gris diferentes y el número de objetos encontrados, siendo 

el único responsable para la definición de la escala, evitando la dependencia sobre la 

resolución espacial de la imagen o sobre la experiencia del usuario/experto. 

Este método también permite la identificación de estructuras multi-escala en las imágenes, 

en el sentido de que si el problema en cuestión requiere de una escala superior (objetos 

más grandes), se puede aplicar previamente un proceso de filtrado sobre la imagen 
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(conocido como smoothing en inglés), luego del cual se repite el método propuesto, que 

determinara la nueva escala, creando tantas escalas como sean necesarias para la 

identificación de objetos más grandes. 

Esta nueva aproximación permite avanzar en la dirección para lograr el procesamiento 

automático de imágenes, permitiendo la consecución de resultados precisos, repetibles y 

consistentes, evitando decisiones subjetivas de los usuarios/expertos. 

 





 

 
 

4. MÉTODO PARA LA SEGMENTACIÓN 

AUTOMÁTICA DE IMÁGENES DE 

SENSORES REMOTOS BASADO EN 

CRECIMIENTO DE REGIONES  

La posibilidad de hallar un método de segmentación eficiente es una de las etapas más 

críticas en el procesamiento de imágenes de sensores remotos (Dey et al., 2010), porque 

se busca encontrar regiones significativas de interés (ej. Objetos geográficos), que sean 

unidades fundamentales para las etapas posteriores de un análisis particular, tal como la 

clasificación de imágenes basada en objetos (Blaschke, 2005, Richards et al., 2006, 

Zhang, 2015).  

 

Técnicamente, la segmentación se define como un proceso de partición de la imagen, 

donde los pixeles (unidad básica de una imagen), se asignan a segmentos u objetos, que 

son agrupaciones de pixeles (Pal & Pal, 1993; Lucieer, 2004; Richards, 2013). En las 

décadas anteriores, este tópico ha recibido considerable atención, principalmente sobre 

imágenes de baja o media resolución espacial. Recientemente, con la mayor disponibilidad 

de imágenes de sensores remotos de muy alta resolución espacial (VHSR en inglés), se 

ha desarrollado una variedad de algoritmos para extraer objetos geográficos a escala fina, 

tales como arboles individuales (Hirschmugl et al., 2007), sombras (Adeline et al., 2013), 

edificaciones (Hofmann, 2001, Baltsavias, 2004, Belgiu & Dragut, 2014), carreteras 

(Nobrega et al., 2008, Kumar et al., 2014), vehículos (Razakarivony & Jurie, 2016), por 

nombrar algunos. 
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Mientras algunas etapas del procesamiento de imágenes de sensores remotos pueden 

realizarse con intervención humana reducida, la automatización del proceso de 

segmentación todavía presenta algunos aspectos problemáticos. Primero, el proceso 

usualmente necesita usuarios/expertos que definan la configuración de los parámetros 

más apropiada basado en la imagen específica y las características del terreno, por lo que 

requieren el uso de metodologías ensayo-error (Hay et al., 2003, Yu et al., 2006, Myint et 

al., 2011), que torna costoso en tiempo este proceso, así como un cuello de botella cuando 

se requiere analizar un gran volumen de imágenes (Chen & Han, 2016). Segundo, cada 

imagen VHSR frecuentemente contiene información muy detallada de los objetos 

geográficos, que exhiben diversidad de características (ej. tamaño, forma o textura), 

haciendo difícil determinar apropiadamente los objetos y su contornos (Gurcan el at., 2009, 

Benes & Zitova, 2015, Chen & Han, 2016).  

 

Se han dedicado numerosos esfuerzos de investigación a la automatización de la 

segmentación de imágenes, muchos de los cuales se han originado en el análisis de 

imágenes médicas o desde el área de la visión por computador, extrayendo tejidos de la 

retina (Zhao et al., 2014), segmentación de tumores del pecho (Rouhi et al, 2015) o 

reconocimiento de textos escritos a mano (Saeed & Albakoor, 2009). Dadas las 

características únicas de las imágenes de sensores remotos, los investigadores han 

desarrollado muchos métodos semiautomáticos para el delineamiento de objetos en la 

imagen minimizando la intervención humana. Por ejemplo, el método de segmentación 

basado en regiones (RISA sigla en inglés), utiliza el algoritmo de agrupamiento k-means 

para definir las semillas del algoritmo de crecimiento de regiones (Wang et al., 2010), pero 

requiere la definición previa del número de clusters, así como un criterio de parada, ambos 

definidos por un usuario/experto. Este algoritmo requiere una segmentación inicial de la 

imagen con la cual se entrena un sistema basado en lógica difusa, pero requiere una fase 

intensiva de entrenamiento para mejorar su robustez sobre diferentes conjuntos de 

imágenes.  

 

Byun et al. (2011) propusieron una aproximación para segmentar imágenes VHSR usando 

un algoritmo de crecimiento de regiones, seleccionando automáticamente las semillas 

utilizando un método basado en bloques, cuyo tamaño debe ser definido a priori. Por su 

parte, Akcay & Aksoy (2008), propusieron una aproximación basada en la combinación de 
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información espectral y estructural de la imagen, junto con operaciones morfológicas para 

construir un árbol jerárquico para realizar la segmentación automática, el cual demostró 

resultados promisorios, pero requiere el apoyo de expertos/usuarios para definir los 

elementos estructurales y clusters de acuerdo a los objetos de interés. 

4.1 Crecimiento de regiones 

El algoritmo de segmentación por crecimiento de regiones fue propuesto inicialmente por 

Adams & Bischof (1994), el cual opera de acuerdo a un criterio de homogeneidad entre los 

pixeles vecinos; de esta forma, si el pixel bajo análisis cumple con las condiciones 

previamente definidas, el pixel se adiciona a la región, de lo contrario la región detiene su 

crecimiento, y se selecciona una nueva semilla para iniciar el proceso de crecimiento de 

una nueva región (Haralick & Shapiro, 1985, Gonzalez & Woods, 2002).  

Aunque este método ha demostrado un buen rendimiento para la segmentación de 

imágenes de sensores remotos, requiere la toma de dos decisiones críticas, como son la 

selección del criterio de homogeneidad y la forma como se seleccionaran las semillas (Fan 

et al, 2005, Wang et al, 2010). Una característica particular de su funcionamiento, este 

método produce regiones que dependen del orden de procesamiento de los pixeles 

(Mehnert & Jackway, 1997),  debido a que es inherentemente secuencial (Tremeau & 

Colantoni, 2000, Byun et al, 2011).  

El algoritmo de crecimiento de regiones se ha combinado con otras aproximaciones como 

el agrupamiento o clustering (Wang et al., 2010), morfología matemática (Malek et al., 

2010), información de bordes (Fan et al, 2005), redes neuronales (Lu et al., 2008), 

aprendizaje basado en instancias (Gomez et al., 2007), algoritmo Watershed (Xu et al., 

2011), asi como también con el renombrado método de segmentación por Multiresolution 

(MRS sigla en ingles)  propuesto po Baatz & Schape (2000) utilizado para la segmentación 

basada en objetos.  

El algoritmo MRS es una de las exitosas aproximaciones a la segmentación de imágenes 

de sensores remotos, la cual crea una jerarquía de objetos aplicando una estrategia abajo-

arriba (bottom-up en inglés) del algoritmo de crecimiento de regiones llamado FNEA 

(Fractal Net Evolution Approach en inglés) (Wang et al., 2010), basada en algunos atributos 

con la escala, formas, compacidad, entre otros. Ha demostrado mejores resultados en la 
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segmentación comparado con otras aproximaciones tradicionales, pero también posee 

algunas desventajas, principalmente su dependencia en usuarios/expertos humanos para 

la definir la configuración de los parámetros de segmentación a través de una metodología 

ensayo-error; así como durante la construcción de relaciones entre objetos, convirtiéndolo 

en un proceso muy subjetivo que no puede ser fácilmente transferido a otras imágenes 

(Hay et al., 2003, Carleer et al., 2005, Castilla & Hay, 2008, Blascke, 2010, Aplin, 2011). 

4.2 Metodología 

El método propuesto para realizar la segmentación está basado en el algoritmo de 

crecimiento de regiones, utilizando una aproximación basada en la información inherente 

a la imagen, denominada DDRG (sigla en inglés), la cual consta de tres etapas principales: 

a) preprocesamiento de la imagen, b) identificación de los parámetros de segmentación 

(semillas y umbrales), y c) segmentación en línea y aleatoria, tal como se ilustra en la 

Figura 4.1. Diagrama de flujo del método de segmentación automático propuesto.  

Figura 4.1. Diagrama de flujo del método de segmentación automático propuesto. 
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4.2.1 Preprocesamiento de la imagen 

Las resoluciones radiométricas más comunes de las imágenes VHSR son de 8-bit, 11-bit 

y 16-bit, pero como este tipo de resolución tiene menos impacto que la resolución espectral 

y espacial para la extracción de información de la imagen, se considera que el formato de 

8-bit presenta un compromiso razonable entre la eficiencia computacional y la precisión de 

los resultados (Franks, 2006).  El método propuesto opera sobre imágenes en escala de 

grises, por lo cual se requiere que la imagen a color (RGB), se convierta previamente, 

utilizando una conversión calibrada (Poynton, 2009). 

g(x,y) = 0.2125 [R(x,y)] + 0.7154 [G(x,y)] + 0.0721 [B(x,y)]             (3) 

donde R(x,y), G(x,y) y B(x,y) denotan los valores de nivel de gris en los canales rojo, azul 

y verde, respectivamente; y los coeficientes representan la ponderación espectral 

específica para calcular la luminancia real CIE de cualquier imagen RGB, de acuerdo a la 

Rec. 709 Color space (ITU, 1990). 

Posteriormente, se aplica un mejoramiento de contraste de la imagen para mejorar la 

perceptibilidad de los objetos, mejorando las diferencias de brillo entre ellos. Esta 

operación se realiza a través de una proyección (re-mapeo) de los valores de gris para 

cubrir el rango dinámico completo de la imagen ([0,255]). Esta es una transformación lineal 

que usa la siguiente función: 

g’(x,y) = [g(x,y) – GL(min)/ GL(max) – GL(min)] x 255               (4) 

donde GL(max) y GL(min) representan los valores de gris máximo y mínimo de la imagen, 

mientras g(x,y) es el valor de gris del pixel en la posición (x,y). 

4.2.2 Definición de parámetros de segmentación 

El algoritmo tradicional de crecimiento de regiones requiere la identificación de un conjunto 

de semillas, que corresponden a puntos de inicio para el crecimiento de las regiones, y un 

umbral como criterio de parada para cada región. Liu et al. (2015) indica que las semillas 

pueden definirse utilizando alguno de los siguientes procedimientos: un procedimiento 

manual, uno basado en gradientes o una aproximación aleatoria. Desde el punto de vista 

de una aproximación automática, los dos primeros procedimientos son descartados porque 
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requieren cierto nivel de asistencia humana, por lo cual se optó por la utilización de un 

procedimiento basado en la entropía junto con el proceso aleatoria, porque ambos permite 

cumplir con una aproximación automática. 

La imagen se somete a un proceso de barrido (escaneado) utilizando líneas que siguen 

tres patrones diferentes: rotativo, horizontal y vertical, calculando el valor de entropía para 

cada una de ellas. La línea con el valor máximo de entropía posee la mayor variación de 

niveles de gris en la imagen bajo estudio (Singh & Singh, 2008), por lo tanto, se asume 

que los objetos que se encuentran bajo esa línea son representativos de las características 

de la escena completa. 

Los valores de niveles de gris presentes en la línea seleccionada, conforman un vector de 

datos conservando el mismo orden es sometido a un proceso de unión entre pixeles 

vecinos, siempre y cuando su diferencia de nivel de gris no supere un nivel determinado, 

el cual se incrementa en cada paso. Una vez finalizado el proceso de unión, se procede a 

generar una gráfica que contrasta el número de incrementos utilizados frente al número de 

niveles de gris que se conservan en cada paso, produciendo una línea decreciente, que 

es sometida a un proceso de optimización para encontrar su punto de inflexión, tal como 

se explicó anteriormente, en el capítulo 3.   

4.2.3 Crecimiento de regiones 

Este es el proceso final y el más importante de la aproximación propuesta. Este proceso 

se compone de dos fases secuenciales, correspondientes al crecimiento de regiones en la 

línea denominada LRG (siglas en ingles), y a continuación se aplica el crecimiento de 

regiones aleatorio, denominado RRG (siglas en ingles). Estas dos fases se diferencian, en 

que el LRG solo crece regiones sobre la línea seleccionada previamente, mientras la fase 

RRG crece regiones en las demás áreas de la imagen de forma aleatoria. De esta forma, 

se da solución a los dos elementos más críticos del algoritmos de crecimiento de regiones 

(Fan et al., 2005), como son a) la determinación de las semillas y b) la determinación de 

los umbrales. 

El Algoritmo 3.1 describe el procedimiento utilizado para la segmentación automática 

basada en el crecimiento de regiones. Este algoritmo aplica para ambas fases 

mencionadas (LRG y RRG), las cuales solo difieren en la metodología para la generación 
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de las semillas para crecer las regiones, la primera genera las semillas secuencialmente 

sobre la línea seleccionada, mientras la segunda las genera aleatoriamente sobre las áreas 

no segmentadas en la fase previa (LRG). 

Algoritmo 4.1. Descripción del algoritmo de crecimiento de regiones. 

 

4.3 Resultados 

El proceso de segmentación automático se sometió a prueba sobre las imágenes VHSR 

capturadas por los satélites WorldView3, GeoEye 1, mientras las imágenes NAIP (sigla en 

inglés) del programa norteamericano de agricultura, las cuales se ilustran en la Figura 4.2. 

Figura 4.2. Imágenes VHSR utilizadas para evaluar el desempeño del método de 

segmentación. 
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Las métricas seleccionadas para medir el rendimiento de la segmentación y establecer una 

comparación objetiva frente a otros métodos se conocen como métricas supervisadas 

(Zhan et al., 2010, Benes & Zitova, 2015), y llamadas métodos de discrepancia por 

Cardoso & Corte-Real (2005), debido a que existe una segmentación de referencia 

(también denominada ground truth en inglés). Estas métricas incluyen diferentes tipos, 

como los tipos estadístico, posicional y geométrico. La Tabla 4.1 ofrece una descripción 

de cada una de las métricas, la cuales brindan un amplio y solido criterio de evaluación, 

evitando la posibilidad de obtener resultados distorsionados debido a una insuficiencia de 

métricas (Benes & Zitova, 2015). 

4.3.1 Evaluación cualitativa 

La evaluación cualitativa involucra el análisis de atributos visuales que pueden ser 

detectados y diferenciados fácilmente por un experto humano. En este caso, se hizo 

especial énfasis en tres atributos diferentes, como son: a) la fidelidad del borde, b) la 

similaridad entre áreas, y c) la presencia de artefactos al interior de los objetos. Se 

seleccionaron seis (6) objetos diferentes en las imágenes, como árboles, lagos, calles o 

parques.  

Tabla 4.1. Métricas utilizadas para evaluar la segmentación. 

Métricas Sigla Nombre Rango 
Valor 

optimo 
Autor Año 

Estadística RI Índice Rand [0,1] 1 Rand 1971 

Posicional 

PD 
Discrepancia en 

posición 
[0,…] 0 Montagui et al. 2013 

AFI 
Índice de Ajuste 

de Área 
[-1,0,1] 0 Lucieer 2004 

Disimilaridad 

HD 
Distancia 

Hamming 
[0,1] 0 Hamming 1950 

JI 
Distancia 

Jaccard 
[0,1] 0 

Jaccard-

Needham 
1908 

Similaridad FM 
Índice Fowlkes-

Mallows  
[0,1] 1 

Fowlkes-

Mallows 
1983 
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La Figura 4.3 ilustra los objetos seleccionados y la respectiva segmentación realizada por 

el método seleccionados junto con su evaluación cualitativa. 

Figura 4.3. Comparación visual de la segmentación (borde rojo) bajo los tres 

métodos.sobre diferentes objetos geográficos. 

Objetos 

geográficos 

Métodos 

Watershed Multiresolution Propuesto 

 

Lago 

   

Aceptable Deficiente Aceptable 

 

Edificio 

   

Aceptable Aceptable Bueno 

 

Arboles 

   

Aceptable Aceptable Aceptable 

 

Calle 

   

Aceptable Bueno Bueno 

 

Pasto 

   

Bueno Aceptable Bueno 

Evaluación  Aceptable Aceptable Buena 
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Los métodos de comparación escogidos corresponden con métodos muy conocidos y que 

han demostrado sus bondades en el proceso de segmentación de imágenes, como son el 

método Watershed (WS sigla en inglés) y Multiresolution (MRS sigla en inglés), pero que 

al ser métodos asistidos por expertos, sus resultados son fuertemente dependientes de la 

configuración de los parámetros escogida. En este caso en particular, los parámetros de 

segmentación para estos métodos de comparación fueron seleccionados a través de una 

metodología ensayo-error, de tal forma que arrojaran una buena segmentación, 

especialmente sobre los objetos de menor área. 

Se puede apreciar como los métodos utilizados para comparar el método propuesto, 

tienden a sobre-segmentar los objetos grandes (ej. lago y edificaciones), lo cual es 

comprensible porque están segmentando todos los objetos de la imagen, no objetos en 

particular, lo cual ocasiona que creen objetos no existentes (subregiones), que requieren 

una fase de post-procesamiento para eliminarlas a través de la técnica de fusión de 

regiones. Por su parte, el método propuesto no presenta este comportamiento, 

demostrando en general una mejor definición de los bordes, como se puede apreciar en 

objetos geográficos (ej. lago, parques o edificios).  

Una evaluación cualitativa como la anterior, se sabe que puede presentar elementos de 

subjetividad, debido a que la evaluación puede estar sesgada por el juicio del analista, lo 

cual puede resultar controversial, resaltando la importancia de acompañarla con una 

evaluación cuantitativa, que permita medir precisamente su rendimiento. 

4.3.2 Evaluación cuantitativa 

La segmentación de referencia (ground truth en inglés) utilizada en esta investigación, no 

fue creada para objetos particulares, como edificios o árboles, lo cual resulta en un proceso 

muy arduo porque implica delimitar cada objeto (Clinton et al., 2010), ni tampoco se tiene 

una segmentación de referencia de la imagen completa, porque es un proceso muy 

costoso en tiempo y en laboriosidad (Ge et al., 2007). Por el contrario, la segmentación, 

tanto la de referencia como la obtenida por el método propuesto y los métodos escogidos 

para comparación, se evalúa sobre la línea seleccionada, lo que conlleva que se 

segmentan todos los objetos que están bajo su influencia, implicando que solamente se 

señala el pixel limítrofe entre objetos vecinos, generando un vector binario, donde el valor 
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cero (0) corresponde a los bordes o límites entre objetos vecinos, y el valor uno (1) 

corresponde al interior de los objetos, lo cual resulta en un método muy ágil, preciso y 

eficiente en tiempo. 

Para la evaluación cuantitativa se utilizaron las siete métricas descritas anteriormente, y 

cuyos resultados se enumeran en la Tabla 4.2.  

Tabla 4.2. Valores de las métricas de evaluación para los tres métodos utilizados. 

Métricas Imagen 

Método de segmentación 

Watershed 

(WS) 

Multiresolution 

(MRS)  

Propuesto 

(DDRG) 

Índice Rand 

(RI) 

WV 0.64 o.63 0.65 

GE 0.71 0.73 0.67 

NAIP 0.66 0.63 0.69 

Promedio 0.67 0.66 0.67 

Discrepancia 

posicional  

(PD) 

WV 3.06 2.89 1.98 

GE 7.59 6.67 3.46 

NAIP 2.04 2.95 2.45 

Promedio 4.23 4.17 2.63 

Índice de Ajuste  

de Área  

(AFI) 

WV 0.43 0.42 0.36 

GE 0.35 0.12 0.48 

NAIP 0.19 0.28 -0.06 

Promedio 0.32 0.27 0.26 

Distancia 

Hamming 

(HD) 

WV 0.23 0.24 0.23 

GE 0.18 0.16 0.20 

NAIP 0.21 0.24 0.19 

Promedio 0.21 0.21 0.21 

Índice Jaccard 

(JI) 

WV 0.24 0.26 0.24 

GE 0.18 0.17 0.21 

NAIP 0.22 0.25 0.20 

Promedio 0.21 0.23 0.22 

Índice Fowlkes-

Mallows 

WV 0.76 0.75 0.76 

GE 0.82 0.83 0.80 
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(FM) NAIP 0.79 0.75 0.81 

Promedio 0.79 0.78 0.79 

 

Los valores del Índice Rand (RI sigla en inglés), el cual está relacionado con la precisión o 

similaridad entre clusters, midiendo la correspondencia entre los contornos, pero al mismo 

tiempo, la correspondencia entre las áreas al interior de los objetos. Se puede constatar 

como los tres métodos de segmentación alcanzan valores RI similares (alrededor de 0.67), 

demostrando un buen comportamiento en la tarea de reconocer los bordes de los objetos 

geográficos, teniendo en cuenta que los bordes solo tienen un pixel de ancho. 

En cuanto a las métricas encargadas de evaluar la correspondencia geométrica y 

posicional, como son las métricas PD y AFI, el método propuesto en esta investigación 

presenta los mejores puntajes (2.63 y -0.06 respectivamente), indicando su buen 

comportamiento para el reconocimiento de las formas originales de los objetos. En cuanto 

a las métricas que evalúan la disimilaridad entre las segmentaciones, los índices HD y JI, 

arrojan puntajes similares entre los tres métodos, lo cual es significativo para el método 

propuesto, porque no tiene asistencia humana, mientras los otros dos si cuentan con este 

elemento.  

Finalmente, el índice FM, que mide la similaridad entre las segmentaciones, utilizando los 

valores de la tabla de contingencia, también entrega valores muy similares entre los tres 

métodos evaluados, alcanzando un valor significativo, cercano al 80%, indicando una tasa 

alta de verdaderos positivos y precisión (completeness o correctness en inglés) (Dornaika 

et al., 2016), lo que demuestra las bondades para la segmentación, tanto del método 

automático propuesto, como de los dos métodos asistidos por usuario/experto. 

El método de segmentación propuesto es completamente automático, no requiere una 

configuración de parámetros previa, realizando la segmentación dirigida únicamente por 

los niveles de gris de la imagen bajo estudio, logrando resultados comparables o 

superiores a métodos ampliamente reconocidos en la segmentación de imágenes de 

sensores remotos, como son el método Watershed y el método Multiresolution, los cuales 

requieren una asistencia por parte de usuarios/expertos para la configuración de sus 

parámetros de segmentación, lo que involucra un elemento de subjetividad en el proceso, 

dado que diferentes usuarios/expertos pueden utilizar diferentes configuraciones para 
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segmentar los mismo objetos presentes en una imagen, lo que impide su transferibilidad 

del proceso hacia otras imágenes. 

Un comportamiento deseable que presenta el método propuesto es la capacidad para 

segmentar objetos geográficos de diferentes tamaños indistintamente, mientras que los 

métodos utilizados para comparar el rendimiento de la segmentación, no pueden hacerlo, 

porque sus parámetros limitar el crecimiento de los objetos después de cierto umbral, (ej. 

parámetro de escala o tolerancia), lo que trae como consecuencia la sobre-segmentación 

característica en ellos (Figura 4.4). 

Figura 4.4. Traslape de la segmentación (borde rojo) sobre las imágenes VHSR en escala 

de grises bajo los tres métodos utilizados. 

Imagen 
Métodos de segmentación 

Watershed Multiresolution DDRG (Propuesto) 

WV3 

   

GE1 

   

NAIP 
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Por último, las dos últimas medidas de desempeño, la precisión (P) y la sobre-

segmentación (SG), también confirman los beneficios de nuestro método (Figura 4.5). 

Aunque los tres métodos de segmentación muestran buenos resultados de segmentación, 

superiores al 78% (), se prefiere nuestro método propuesto, ya que funciona totalmente 

automático, mientras que los otros dos métodos requieren un ajuste previo de los 

parámetros. Aunque en la segmentación de las imágenes de sensores remotos es 

preferible algún nivel de sobre segmentación de los objetos (Carleer et al., 2005), su 

exceso es perjudicial, porque hace necesario un post-proceso para realizar la fusión de 

objetos. Aunque nuestro método arroja un valor de sobre-segmentación entre tres 

métodos, no muy lejano de los otros dos métodos, se considera que esto es producto de 

la presencia de una mayor cantidad de objetos pequeños que los otros métodos omiten, 

debido al umbral mínimo que evita su delimitación.  

Se identificamos un patrón aquí, el método propuesto (DDRG) delimita una gran cantidad 

de objetos pequeños, sin sobre-segmentar los objetos grandes; mientras que los otros dos 

métodos supervisados, por el contrario, sobre-segmentan los objetos grandes y delimitan 

las más pequeños. Este patrón indica que el método propuesto sería una mejor opción 

para segmentar una imagen, cuando la imagen tenga objetos con diferentes tamaños sin 

ninguna jerarquía; mientras los otros dos métodos, serían la mejor opción cuando hay un 

tipo específico de objetos de interés para segmentar, dado que los objetos presentarían 

tamaños similares. 

Figura 4.5. a) Precisión (%) y b) Sobre-segmentación de los tres métodos 

a) 

 

b) 
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4.4 Conclusiones 

El método propuesto para la segmentación automática de imágenes de sensores remotos 

VHSR presenta un conjunto de ventajas en comparación con métodos ampliamente 

utilizados para la segmentación de imágenes, como son el método Watershed y el método 

Multiresolution.  

Primero, es un método que utiliza el concepto de entropía sobre líneas, que permite la 

segmentación de los objetos estructuralmente más importantes en la imagen. Segundo, la 

determinación de los parámetros del algoritmo de crecimiento de regiones se hace a partir 

de un proceso matemático sobre la línea seleccionada. Tercero,  este método involucra un 

proceso que no requiere el establecimiento de ningún tipo de supuesto a priori sobre el 

contenido de la imagen. Finalmente, aunque no menos importante, este método garantiza 

resultados repetibles, consistentes y con un rendimiento comparable o ligeramente 

superior a otros métodos tradicionales o ampliamente conocidos en la segmentación de 

imágenes de sensores remotos.  

Segundo, el método propuesto lleva a cabo la segmentación automática utilizando 

únicamente la información espectral de la imagen, eliminando la subjetividad que conlleva 

la asistencia de un usuario/experto, no requiere el uso de estructuras de datos complejas 

o grandes bases de datos para su entrenamiento; haciendo posible la segmentación de un 

alto volumen de imágenes, lo que redunda en la posibilidad de lograr un balance entre la 

producción de imágenes y la generación/extracción de información a partir de ellas. 

Tercero, el método de segmentación propuesto alcanzo los mejores puntajes de las en 5 

de las 7 métricas empleadas, lo que confirma sus bondades al compararlo frente a los 

otros dos métodos, alcanzando un rendimiento superior, lo cual teniendo en cuentas que 

es un método automático, que no requiere la asistencia de un usuario/experto. 

 

 





 

 
 

5. METODO PARA LA CLASIFICACIÓN NO 

SUPERVISADA DE IMÁGENES DE 

SENSORES REMOTOS BASADA EN 

AGRUPAMIENTO JERÁRQUICO 

Las imágenes de sensores remotos brindan una representación de la superficie de la tierra 

similar a un mapa, el cual se obtiene a través de la clasificación de las imágenes 

(Foody,2002). Esta clasificación generalmente se realiza bajo dos categorías (Figura 5.1), 

la clasificación no supervisada y la supervisada.  

Figura 5.1. Tipos de clasificación de imágenes: a) Clasificación no supervisada, que utiliza 

solo atributos (x) de las instancias, b) Clasificación supervisada, que utiliza atributos y 

clases (x,y) del conjunto de datos. 
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La clasificación no supervisada consiste en agrupar cada instancia (objeto geográfico) 

utilizando un conjunto de atributos que lo describen (ej. información espectral, textura, etc.), 

o por su relación con otros objetos (Hastie et al, 2009), los  mientras la clasificación 

supervisada ubica las instancias de acuerdo a su similaridad con unas clases predefinidas 

y caracterizadas (Duda et al, 2004). 

En general, la clasificación consiste en construir un modelo utilizado para predecir la clase 

(o categoría) a la que pertenece una instancia (objeto): 

y=f(x,Φ)                    (5) 

donde Φ representa los parámetros del modelo, y x es el vector de atributos d-dimensional 

utilizado para construir el modelo, 

xi={ xi(1),xi(2),…xi(d)}T ⋲ Rd 

Usualmente se han utilizado clasificadores paramétricos, estableciendo supuestos 

estadísticos, que no siempre se cumplen, y que resultan muy difíciles de implementar en 

escenas complejas con clases que presentan alta varianza (Lee & Warner, 2004; Budreski 

et al., 2007). Los métodos no-paramétricos, como los arboles de decisión o el clustering 

no están limitados por este tipo de supuestos y presentan ventajas adicionales como su 

facilidad de uso y eficiencia computacional (Sande et al., 2003). 

La tarea de clasificar una imagen de sensores remotos, se refiere específicamente a la 

clasificación de los diferentes tipos de cobertura física que presenta el terreno, es decir, 

aquella que se observa sobre la superficie de la tierra (Martínez et al., 2012), la cual posee 

determinados elementos claves, definidos como aquellos componentes físicos que 

caracterizan una o más categorías de cobertura o de uso, que para el caso de un área 

boscosa, el elemento clave sería un árbol. 

En las imágenes de sensores remotos VHSR cada pixel no está relacionado al carácter 

del objeto o área como un todo, sino a los componentes de la imagen, por lo cual se 

detectan mayor cantidad de clases al realizar la clasificación (Smith, 2000 citado por Ali, 

2009), lo que produce un traslape espectral entre las clases reales, produciendo un 

incremento en la variabilidad natural de los objetos dentro de una clase especifica (Lee & 

Warner, 2004), reflejándose en los errores de la clasificación de la imagen. 
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5.1 Clasificación no supervisada Jerárquica 

Aglomerativa 

La clasificación no supervisada busca agrupar elementos que comparten características 

similares entre si, de tal forma que la distancias por parejas entre miembros de un mismo 

cluster sea menor, que entre parejas de grupos diferentes. Para el caso de la clasificación 

jerárquica, esta no requiere el conocimiento del número de grupos o clusters con 

anterioridad, porque utiliza una estrategia B-U (Bottom-Up en inglés), creando grupos 

recursivamente hasta construir un árbol (llamado dendrograma), es decir, aprende a 

clasificar a partir de los datos, creando jerarquías naturales (Hastie et al., 2009), fusionando 

los grupos más cercanos entre sí usando una métrica de distancia, usualmente la distancia 

euclidiana; y según una estrategia de fusión, que puede ser completa, simple, centroide o 

Ward, hasta finalmente obtener solo una agrupación, que aglutina todas las instancias. 

Figura 5.2. Dendrograma invertido que ilustra la estructura típica de un agrupamiento 

 

La mayoría de los métodos aglomerativos poseen la propiedad de la monotonicidad, lo que 

significa que la disimilaridad entre los clusters fusionados se incrementa de forma 

monótona a medida que aumenta el nivel del árbol, donde la altura de cada nodo es 

proporcional al valor de la disimilaridad intergrupal entre los dos clusters hijos, lo cual se 

puede apreciar en el dendrograma resultante de la agrupación (Hastie et al., 2009) 
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5.2 Atributos 

Con los nuevos desarrollos de la tecnología de los sensores remotos, el impacto de los 

atributos extraídos de los objetos se ha vuelto más prominente, lo que produce un 

incremento de su dimensionalidad, por lo cual,  Jia et al. (2011) consideran importante 

investigar sobre los métodos que permitan reducirla, con miras a seleccionar aquellos 

atributos que contribuyan a mejorar la clasificación de las imágenes, para evitar el efecto 

Hughes (o maldición de la dimensionalidad), que suele aparecer cuando se usan tamaños 

de entrenamiento pequeños y se incrementa la dimensión de los atributos (Myburgh & Van 

Niekerk, 2013).  

La selección de atributos es muy popular en la clasificación supervisada, porque cada 

instancia utilizada en la fase de entrenamiento cuenta con su respectiva clase y atributos, 

por lo cual se puede implementar una función que maximice la precisión de la predicción 

de las clases, pero en la clasificación no supervisada, esto no es posible, porque solo se 

tienen los atributos de cada instancia, pero no su respectiva clase. Existen algunas 

aproximaciones para la selección de atributos bajo el ámbito de la clasificación no 

supervisada, pero según Dy & Brodley (2004), estos desarrollos son todavía prematuros.  

Para Platt & Rapoza (2008), argumentan que la única fase que permite incrementar de 

forma individual la precisión del análisis, es la optimización del espacio de atributos, dado 

que éstos pueden llegar a ser cientos, incluyendo datos espectrales, jerárquicos, de forma 

y textura. Además, las imágenes VHSR permiten la extracción de una rica variedad de 

atributos espaciales, especialmente atributos relacionados con la forma y textura (Jaio & 

Liu,  2012); pero hay que tener en cuenta que una gran cantidad de atributos puede 

perjudicar el rendimiento de la clasificación de algunos métodos de clasificación no 

supervisada (Dy & Brodley, 2004). 

Laliberté et al. (2012) indican que no solo debe tenerse en cuenta para la selección de 

atributos, aquellos que mejoren la  precisión de la clasificación, sino también aquellos que 

reduzcan el tiempo de procesamiento.  
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5.2.1 Información espectral 

Esta información se refiere a los niveles de gris que poseen los pixeles de la imagen (Dey 

et al., 2010), la cual se ha utilizado ampliamente como un atributo discriminador por su 

facilidad de uso, pero no tanto por su alto desempeño discriminativo. 

Weidenhiller & Denzler (2014) utilizaron el color como atributo discriminador de las 

cortezas de arboles, pero sugieren combinarlo con otros atributos como la textura, para 

mejorar su poder discriminativo. 

5.2.2 Textura 

La textura puede definirse como un patrón de intensidad local en la imagen, generado por 

las diferencias de niveles de gris entre los pixeles bajo una relación de distancia y ángulo 

(Basile et al., 2012, Hurni et al., 2013).  

Existen diferentes métodos para el cálculo de la textura, entre los que se encuentran la 

matriz de coocurrencia de niveles de gris (GLCM sigla en inglés), (Haralick et al., 1973), 

Análisis de la función de correlación (Lin et al., 1997), filtrado bidimensional en el dominio 

del tiempo y el espacio (Coggins & Jain, 1985), entre otros. El método GLCM opera 

desplazando una ventana de tamaño predefinido, usualmente de tamaño impar (3x3, 5x5, 

etc.), a partir de la cual se determinan las frecuencias relativas de pares de niveles de gris 

de acuerdo a una distancia y ángulo, cuyos valores se acumulan en la matriz. Para la 

presente investigación, el tamaño de la ventana se determina de acuerdo al valor obtenido 

para la escala de la imagen, ajustándola al tamaño impar más cercano, pero evitando 

grandes tamaños (>11x11), debido a que las ventanas grandes pueden brindar un mejor 

estimado de la distribución y disminuir el error aleatorio, pero pueden incluir información 

de diferentes clases, lo que podría incrementar el error sistemático (Franklin et al., 2000).  

Ursani et al. (2012) han utilizado la textura junto con información espectral (ej. nivel de gris) 

para clasificar imágenes VHSR utilizando una aproximación no supervisada, logrando una 

mejor delimitación de los bordes en los objetos (ej. cultivos) de la imagen; mientras Li et 

al. (2011) encontraron util la combinacion de atributos espectrales y textura para la 

clasificacion supervisada basada en objetos de vegetacion. Por su parte Hu et al. (2005) 

combinaron ambos atributos para la segmentación de imágenes de sensores remotos 
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logrando resultados positivos. Según Richards y Jia (2006), la caracterización cuantitativa 

de la textura no es una tarea simple, por lo cual generalmente se usa en combinación con 

otros atributos, como la forma, el contexto o la información espectral (Dey et al., 2010). 

Los atributos seleccionados para extraer de la GLCM, se utilizaron los descritos en la Tabla 

5.1 (López & Branch, 2005). 

Tabla 5.1. Atributos extraídos de la matriz de coocurrencia. 

Atributo Formula 

Contraste ∑ 𝑃𝑖, 𝑗(𝑖 − 𝑗)2
𝑛𝑔−1

𝑖,𝑗=0
 

Disimilaridad ∑ 𝑃𝑖, 𝑗  𝑖 − 𝑗 
𝑛𝑔−1

𝑖,𝑗=0
 

Homogeneidad ∑   
𝑃𝑖, 𝑗

1 + (𝑖 − 𝑗)2 
𝑛𝑔−1

𝑖,𝑗=0
 

 

Donde Pi,j es el elemento de la matriz de coocurrencia espacial en la posición i,j, que 

representan las filas y columnas de la matriz. Ng es el número de niveles de gris, que para 

una imagen de 8-bit es 255. 

5.2.3 Vecindad 

La vecindad es una propiedad contextual que tiene en cuenta la relación entre dos o más 

objetos, complementando la información sobre el objeto, junto con las demás propiedades, 

como la información espectral, geométrica o algún patrón característico (Dey et al., 2010). 

Un ejemplo de esta relación es las imágenes de sensores remotos VHSR, donde se 

destaca la presencia de sombras de objetos (Ali et al., 2009), como edificaciones y árboles, 

por lo el conocimiento de su relación de vecindad con un objeto en particular, brinda 

elementos adicionales que pueden favorecer su clasificación.   

Una propiedad interesante de los atributos contextuales como la vecindad, es que evita la 

fragmentación de objetos segmentados (Dey et al., 2010), por lo cual resulta muy útil 

cuando se requiere clasificar objetos grandes como cultivos, bosques o cuerpos de agua. 
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Mylonas et al. (2014) consideran promisoria la incorporación de la información espacial 

para mejorar la clasificación de imágenes, a través del uso de la información contextual 

usando el concepto de vecindad entre pixeles, que acompañen la información de carácter 

espectral, en el vector de atributos.  

Para la determinación de la vecindad de cada objeto Wi, se determina el vector de 

vecindades del objeto, y de acuerdo a la distancias entre el vector del objeto y la matriz de 

adyacencia, se define la clase a la que pertenece de acuerdo a la distancia mínima 

encontrada según: 

𝑋𝑉𝑀 = arg min { ∑ ‖𝑥 −  𝑥𝑗‖}𝑥𝑗 ∈𝑊𝑖
                 (6) 

5.3 Metodología 

El método propuesto para realizar la clasificación consiste en la utilización de un algoritmo 

de agrupamiento jerárquico aglomerativo (bottom up en inglés), el cual recibe como 

parámetro el número de clusters (grupos), extraído de la línea seleccionada para la imagen 

utilizando el método del codo, b) se ejecuta la clasificación no supervisada, y finalmente, 

c) se produce el dendrograma con una profundidad máxima igual al número de clusters, 

con la finalidad de apoyar el proceso de post-clasificación requerido para la evaluación 

cuantitativa de la clasificación 

5.3.1 Numero de clusters 

Aunque el número de clusters no es un parámetro exigido por el método de agrupamiento 

jerárquico, debido a que agrupan todas las instancias usando una estrategia de unión 

botton-up. Existen diferentes métodos y con diferente nivel de complejidad para la 

determinación del número de clusters, principalmente dirigidos para el método k-means, 

que tiene ese parámetro como requisito fundamental. Entre los métodos más conocidos 

se pueden destacar el método de la curva (L-curve en inglés), basados en modelos (ej. 

BIC), basado en el principio de MDL (Minimum Description Length en inglés), basado en 

la distribución Gaussiana, entre otros. A pesar de esto, no existe un método que sea el 

mejor en todos los casos, y queda bajo decisión del analista (Koonsanit & Jaruskulchai, 

2011).  
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El número de clusters se obtiene a partir del punto de inflexión de la línea identificada para 

cada imagen, el cual permite la determinación del número de agrupaciones (clusters en 

inglés) a obtener para cada imagen.  

5.3.2 Clasificación jerárquica aglomerativa 

Este método presenta la ventaja de no requerir la determinación del número de clusters a 

producir, porque se utilizan todos los datos para producir el árbol o dendrograma, pero 

como este puede tornarse muy grande, para este caso de las imágenes utilizadas en esta 

investigación se contabilizan entre 4000-6000 objetos, por lo tanto se puede limitar su 

tamaño a los últimos n grupos, para facilitar la su visualización, la identificación de las 

clases más representativas, y el análisis de las relaciones entre los diferentes clusters. 

Algoritmo 5.1. Clasificación jerárquica aglomerativa. 

 

Por tal motivo, para la clasificación jerárquica aglomerativa se le pasa como parámetro el 

número de clusters a producir, de acuerdo al valor obtenido del punto de inflexión de la 

línea para la imagen respectiva. 

5.3.3 Dendrogramas 

Los dendrogramas obtenidos para cada clasificación jerárquica se encuentran truncados 

en el nivel correspondiente al número de clusters a generar, de esta forma se facilita su 

visualización, dado que solo se visualizan desde el nivel de clusters a generar hasta la raíz 

del dendrograma. Esto resulta muy conveniente, debido a la gran cantidad de clusters que 

se generan al operar sobre una imagen VHSR. 



 75 

 

5.4 Resultados 

El proceso de clasificación no supervisada se ejecutó sobre las mismas imágenes VHSR 

utilizadas para la segmentación, es decir, las imágenes WorldView3, GeoEye 1 y NAIP, 

porque para la clasificación se utilizan los objetos delimitados durante la fase de 

segmentación.  

Típicamente la evaluación de la clasificación está basada en la comparación frente a una 

clasificación de referencia o frente a otro conjunto de datos de interés, donde los 

desacuerdos entre ambas se interpretan como errores de la clasificación, pero Hartigan 

(1985) afirma que al evaluar el resultado de una clasificación no supervisada (por 

agrupamiento), no se puede indicar cuál es la mejor, porque eso depende del propósito de 

la clasificación. Además, debido al traslape entre los valores de los atributos, suelen 

aparecer clusters que no representan una clase en particular, sino la combinación de dos 

o más clases.  

A pesar de existir una gran cantidad de índices para evaluar la clasificación, no existe un 

índice universalmente aceptado, pero algunos autores recomiendan calcular varias 

métricas sobre la precisión, y acompañarlas con la matriz de errores para tener una 

descripción más completa de la precisión de la clasificación. Para este caso particular, se 

calculó la precisión (P), el Indice Kappa (K) y la Matriz de Errores (también llamada matriz 

de confusión). 

La Figura 5.3  ilustra las clasificaciones obtenidas para cada imagen, utilizando diferentes 

combinaciones de atributos, en primera línea, solo se utiliza el atributo color (RGB) de cada 

objeto, en la segunda línea, se utilizan dos atributos (color y textura), y en la tercera línea, 

se utilizan tres atributos (color, textura y vecindad). 

Se puede apreciar como el atributo color, representa el atributo más discriminador entre 

los tres, mientras la textura presenta un comportamiento ambiguo, dado que discrimina 

bien unas clases (ej. clases de vegetación), pero combina otras clases diferentes (ej. vías 

y pasto); por su parte, la vecindad, resulta útil para eliminar algunas clases menos 

representativas, pero no es del todo conveniente, porque en las imágenes VHSR existen 

muchos objetos pequeños, que siendo importantes (ej. autos), suelen desaparecer al 

utilizar este atributo. El atributo color permite lograr una alta discriminación entre las clases 

mas representativas, aunque crea algunas subclases de algunas categorías (ej. vías), 
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debido a que estas presentan diferentes materiales como pavimento, cemento o ladrillo, lo 

que el atributo interpuesta como una clase diferente. 

Figura 5.3. Clasificación de las imágenes VHSR obtenidas con diferentes combinaciones 

de los atributos. 

 Imagen 

Atributos WV3 (13 clases) GE1 (16 clases) NAIP (12 clases) 

Original 

   

Color 

   

Color  

& 

Textura 

   

Color  

& 

Vecindad 
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De lo anterior, y teniendo en cuenta la sugerencia de Hartigan (1985), la importancia de 

los dendrogramas truncados obtenidos para cada clasificación, dado que permiten 

visualizar las relaciones entre los diferentes clusters, y con base en esto, producir una 

reclasificación de interés para el experto/usuario, de acuerdo a las distancias entre los 

clusters. La Figura 5.4 permite identificar en los dendrogramas la existencia de 3-4 clusters 

principales, por lo cual se procedió a reclasificarlas, y realizar la evaluación sobre estas. 

Figura 5.4. Dendrogramas correspondientes a la agrupación jerárquica aglomerativa para 

cada imagen VHSR. 

Imagen Dendrograma 

WV3 

 

GE1 
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NAIP 

 

 

Las imágenes producto de la reclasificación (Figura 5.5) presentan resultados 

contrastantes, dado que para la imagen WV3 combina clases muy diferentes (ej. edificios 

y suelo desnudo, árboles y vías); mientras que para la imagen GE1, brinda una 

discriminación entre la infraestructura, vegetación y las vías. Por su parte, para la imagen 

NAIP, aunque la reclasificación combina clases como vías e infraestructura, permite una 

buena discriminación de la vegetación. 

Figura 5.5. Reclasificación de cada imagen con ayuda el dendrograma. 

Imagen 

WV3 (3 clases) GE1 (3 clases) NAIP (3 clases) 
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Los valores de las métricas utilizadas para evaluar la clasificación (Tabla 5.2. Métricas de 

evaluación de la clasificación no supervisada.), confirman el análisis cualitativo (visual) 

realizado previamente. Los valores de la precisión (P) indican muy buen desempeño para 

la imagen GE1 (98%), deficiente para la imagen WV3 (55%), y aceptable para la imagen 

NAIP (76%), arrojando un promedio de 76%, el cual se puede considerar bueno, pero 

teniendo en cuenta que esta se logra a partir de una clasificación no supervisada, y 

apoyada por un experto/usuario quien reclasifica las categorías de acuerdo las clases de 

interés con ayuda del dendrograma,  

Estos resultados son muy alentadores porque usualmente los objetos de interés en una 

imagen de sensores remotos se obtienen a través de un proceso de clasificación 

supervisado que requiere la utilización de un conjunto de entrenamiento o la digitalización 

manual realizada por un operario, donde ambas involucran otra conjunto de supuestos (ej. 

normalidad de los datos, experticia del operario) que pueden incrementar el error, así como 

un incremento del tiempo y de los costos incurridos para el procesamiento de los datos. 

Tabla 5.2. Métricas de evaluación de la clasificación no supervisada. 

Métrica 
Imagen Promedio 

WV3 GE1 NAIP  

Precisión 54.79 97.56 75.38 75.91 

Kappa 27.18 95.11 59.90 60.73 

Clases 3 3 3 3 

Matriz de 

errores 

0.60 0.64 0.47 1.00 0.00 0.00 0.82 0.75 0.06  

0.05 0.36 0.41 0.0 1.00 0.00 0.00 0.88 0.06  
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0.14 0.07 0.59 0.0 0.09 0.96 0.05 0.75 0.56  

5.5 Conclusiones 

El método de clasificación no supervisado de tipo jerárquico aglomerativo no requiere la 

determinación de parámetros, como número de clusters o semillas, dado que utiliza todos 

los datos bajo una estrategia bottom-up, creando clusters de acuerdo a una métrica de 

distancia, lo que lo hace muy adecuado para obtener un dendrograma que brinda una idea 

del comportamiento de los datos. 

En esta investigación, se determinó el número de clusters de forma a priori, de acuerdo al 

punto de inflexión de la línea identificada para cada imagen. Esto represento dos 

beneficios; primero, obtener un dendrograma truncado (simplificado) que permite apreciar 

de mejor forma la organización de los clusters más representativos de la imagen; y 

segundo, permite a un experto/usuario reclasificar la imagen de acuerdo a su interés, sin 

la necesidad de incurrir en una fase de entrenamiento, posibilitando la tarea de eliminar 

aquellos objetos que afecten la clasificación, ya sea por su número o tamaño.  

Se confirmó lo que argumentan algunos autores para algunos métodos de clasificación no 

supervisada, que no necesariamente el aumento en el número de atributos puede afectar 

la precisión de la clasificación, dado que al combinar el atributo color, con los demás 

atributos (textura y vecindad), el rendimiento de la clasificación fue inferior (color y textura) 

o igual (color y vecindad), que al utilizar solamente el atributo color.  
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6. DISCUSION DE RESULTADOS SOBRE LA 

METODOLOGIA EN LINEAS 

Este capítulo presenta una discusión integrada de los resultados alcanzados con la 

metodología basada en Líneas, compuesta por tres fases fundamentales del 

procesamiento y análisis de imágenes de sensores remotos, como son la determinación 

de la escala, la segmentación basada en crecimiento de regiones y finalmente, la 

clasificación no supervisada de los objetos segmentados. 

La Figura 6.1. Diagrama de flujo de la metodología basada en líneas, indicando los 

procesos y los subprocesos (azul medio y azul claro respectivamente), mientras los 

productos finales se indican con azul oscuro.ilustra las etapas secuenciales que involucra 

la metodología, la cual requiere como entrada la imagen de interés, sobre la cual se aplican 

los métodos desarrollados, para finalmente obtener un producto final, que puede ser un 

mapa, una imagen clasificada o una lista de contornos. 

Esta metodología propuesta constituye una nueva aproximación al procesamiento y 

análisis de imágenes de sensores remotos, porque utiliza la línea como elemento 

fundamental, la cual permite la ejecución automática de los procesos involucrados, lo cual 

resulta muy conveniente para la extracción de información a partir de gran volumen de 

imágenes que existe actualmente, y que continua en aumento, particularmente las 

imágenes VHSR. 

Existen algunas aproximaciones para el procesamiento y análisis automático de imágenes, 

pero no están dirigidas para la ejecución de varias etapas, sino que se enfocan en una 

tarea específica, como Region-based GeneSYS (Mylonas et al, 2014), dirigida a la 
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clasificación, mientras las aproximaciones denominadas Region-based Image 

Segmentation Algorithm (Wang et al., 2010) y Region-based Algorithmic Framework (Hu 

et al, 2005), ambas dirigidas a segmentación. Además, estas tres aproximaciones 

mencionadas podrían considerarse como semi-automáticas, porque en cierto momento 

requieren la asistencia humana, especialmente para la definición de los parámetros 

requeridos por algoritmos como el k-means, crecimiento de regiones o la definición de 

reglas de pertenencia difusas. 
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Figura 6.1. Diagrama de flujo de la metodología basada en líneas, indicando los procesos 

y los subprocesos (azul medio y azul claro respectivamente), mientras los productos finales 

se indican con azul oscuro. 

 

 

La componentes principales de la metodología, donde se puede observan la posibilidad de 

enlazar los procesos, es decir, para realizar la segmentación, se requiere el cálculo de la 

escala de la imagen, y para la clasificación requiere el resultado de la segmentación, lo 

que convierte esta aproximación en una propuesta unificada, que podría involucrar nuevos 
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componentes en el futuro, como una fase de pre-procesamiento (transformaciones o 

filtrado), y posiblemente también una fase de pos-procesamiento (interpretación o 

reconocimiento). 

Con relación a los tiempos de ejecución del procesamiento y análisis de imágenes, la , 

indica que en promedio se tarda 4.32 minutos la ejecución de las tres fases involucradas, 

lo cual se considera un tiempo razonable, teniendo en cuenta que los algoritmos están 

implementados en lenguaje Python, sobre una maquina convencional, y posiblemente 

algunas rutinas, requieran algún tipo de optimización. Su tiempo de procesamiento podría 

mejorarse al implementar en lenguaje C, aquellas rutinas que consuman más tiempo. 

También, se puede observar como la fase de la segmentación consume el 70% del 

procesamiento de una imagen, debido a que el algoritmo de crecimiento de regiones opera 

de forma iterativa, y además, está dividido en dos partes, cuando opera sobre la línea, y 

posteriormente, sobre el resto la imagen. 

Con relación a las fases escala y clasificación, sus tiempos de ejecución son similares, y 

no son demasiado altos, aunque también pueden ser sometidos a una optimización, 

posiblemente una implementación en paralelo sea lo apropiado para la determinación de 

la escala.  

Una tendencia decreciente en el tiempo de procesamiento se observa a medida que se 

reduce la resolución espacial de las imágenes, mostrando correspondencia con el tiempo 

de ejecución en la fase de segmentación de las imágenes. Esto es consecuencia de que 

mayor resolución espacial se produce un aumento de la variabilidad, y esta mayor 

variabilidad se traduce en un mayor tiempo de procesamiento, especialmente en la 

segmentación, la cual opera a nivel de pixel, mientras que la fase de clasificación opera a 

nivel de objetos.  

 

Tabla 6.1. Tiempos de ejecución para cada uno de los procesos involucrados para tres 

imágenes VHSR. 

Proceso 
Imagen Promedio 

WV3 GE1 NAIP  
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Escala 39.97 39.50 41.12 40.20 

Segmentación 246.36  188.93 121.73 185.67 

Clasificación 35.56 41.60 22.92 33.36 

Total 321.89 270.03 185.77 259.23 

Tiempo en segundos 
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7. Conclusiones y recomendaciones 

7.1 Conclusiones 

 

El método para la determinación de la escala en las imágenes de sensores remotos brinda 

una aproximación automática y ágil en comparación con los demás métodos existentes, 

los cuales requieren una participación activa del experto/usuario, quien debe determinar 

algunos parámetros como el tamaño de la ventaja (método LVM), y determinar el lag o 

distancias (método por semivariograma), al igual que otros métodos no ensayados aca 

como los métodos basado en wavelets o en fractales. 

 

El método de segmentación automático basado en crecimiento de regiones ha demostrado 

su buen rendimiento y competitividad frente a métodos supervisados de segmentación 

como los métodos Wateshed y FNEA, ampliamente conocidos en el procesamiento de 

imágenes de sensores remotos. Además de ser completamente automático, presenta una 

ventaja adicional frente a esos métodos, como la cualidad de no sobre-segmentar los 

objetos, lo que significa que se pueden analizar los objetos bajo una sola escala, así como 

un ahorro en tiempo de posprocesamiento (fusión de regiones) frente a las propuestas 

comparadas. 

 

El método de clasificación no supervisado basado en agrupamiento jerárquico 

aglomerativo se comporta adecuadamente frente a la determinación a priori de los clusters 

a producir, permitiendo al experto/usuario hacer un análisis visual (dendrograma) y gráfico 

(imagen), para determinar el número de clases de interés para su propósito particular. 
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Aunque esto dificulta la posibilidad de compararlo frente a otros métodos alternativos 

(ej.supervisados), permite una reducción en el tiempo de clasificacion, aunque requiera la 

inversión de un tiempo adicional, en la fase de pos-clasificacion, pero que no es superior 

al tiempo invertido durante la fase de entrenamiento que requiere un método supervisado.  

 

Finalmente, se ha demostrado como la metodología basada en líneas se puede convertir 

en una alternativa viable frente a las aproximaciones existentes, porque aborda de forma 

integral el procesamiento y análisis de imágenes de las imágenes de sensores remotos, 

tomando como elemento central el concepto de línea, definida como el conjunto de pixeles 

que representa, aglutina o resume el comportamiento de los objetos que se encuentran en 

toda la imagen. En esta investigación se ha obtenido la información contenida en la línea, 

para determinar la escala de la imagen, y también definir los parámetros requeridos por los 

diferentes algoritmos empleados para la segmentación (crecimiento de regiones) y 

clasificación (agrupación jerárquica aglomerativa). 

 

7.2 Recomendaciones 

Se considera que el componente de selección de atributos que no se abordo en la presente 

investigación debido a la aproximacion no supervisada que se realizó para la clasificación, 

se puede profundizar en algunos métodos propuestos para su realización, de tal forma que 

se pueda ampliar la utilización del abanico de atributos que actualmente existe, y que 

siguen proponiéndose en el campo del procesamiento y análisis de imágenes, que permitar 

mejorar el rendimiento de la clasificación, sin afectar demasiado el tiempo de 

procesamiento. 

 

Se considera importante evaluar el desempeño de la metodología basada en líneas en las 

imágenes capturadas con drones (UAV sigla en ingles), las cuales presentan resoluciones 

espaciales muy altas (<10 cm), pero cuyos sensores de captura todavía no están 

estandarizados, pero que en el futuro llegaran a convertirse en una fuente abundante de 

imágenes de sensores remotos. 

 

A pesar que el tiempo de procesamiento no fue una premisa en la presente investigación, 

se considera que este tiempo pueden reducirse significativamente implementando algunas 
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funciones en lenguaje C, principalmente la encargada del crecimiento de las regiones, que 

es la que consume aproximadamente el 70% del tiempo incurrido durante el procesamiento 

de las imágenes. 

 

 

 



 

 
 

A. Anexo: Especificaciones técnicas 

de las imágenes VHSR 

Para el desarrollo de esta investigación se utilizaron imágenes gratuitas cedidas por las 

compañía privada Digital Globe y de la entidad pública norteamericana FSA (Farm Service 

Agency sigla en inglés), filial del Departamento de Agricultura Norteamericano (USDA sigla 

en inglés) 

 

Imagen WorldView 3  

Bandas pancromáticas: 450-800 nm 

Resolución espacial:  Nadir Pancromático: 0.31 m GSD en Nadir, 0.34 m en 20° Off-Nadir 

Nadir Multiespectral: 1.24 m en Nadir, 1.38 m en 20° Off-Nadir 

Rango dinámico: 11-bits por pixel Pancromatico y Multiespectral 

Área de la escena:  13.1 x 13.1 km 

Adaptado de:   http://www.satimagingcorp.com/satellite-sensors/worldview-3/ 

 

Imagen GeoEye 1  

Resolución espacial: 0.46 m Pancromático (nominal en Nadir) 

1.84 m Multiespectral (nominal en Nadir) 

Rango espectral: Pancromático: 450 - 800 nm 

Blue: 450 - 510 nm 

Green: 510 - 580 nm 

Red: 655 - 690 nm 

Near Infra Red: 780 - 920 nm 

Precisión Métrica/Geolocalización: 5 m CE90, 3 m CE90 (medido) 

Área de la escena:  15 x 15 km 

Adaptado de:   http://www.satimagingcorp.com/satellite-sensors/geoeye-1/ 
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Imagen NAIP  

Resolución espacial:   1.0 m   

Resolución espectral:  color natural color (RGB)  

Nubosidad:    inferior al 10%  

Sistema de coordenadas:  UTM (NAD 83) 

Formato:    MrSID   

Adaptado de:  

https://www.fsa.usda.gov/programs-and-services/aerial-photography/imagery-

programs/naip-imagery/ 

 

 

 



 

 
 

B. Anexo: Entorno de desarrollo 

Esta investigación se desarrolló utilizando tres herramientas fundamentales como son: 

Lenguaje Python, Plataforma Anaconda y Librería OpenCV 

 

Lenguaje Python: 

Es un lenguaje potente y rápido creado por Guido van Rossum, que trabaja armónicamente 

con otros lenguajes con C/C++, se puede ejecutar en cualquier sistema operativo, es 

amigable y fácil de aprender. Adicionalmente, es abierto. 

Versión: Python 2.7 

Disponible en: https://www.python.org/ 

 

Plataforma Anaconda:  

Es una distribución gratuita que consta de un manejador de paquetes, entorno de 

administración, una distribución de Python y una colección que contiene más de 720 

paquetes de código abierto con apoyo continuo de una comunidad libre. Es una 

herramienta utilizada por analistas de negocios, científicos, desarrolladores e ingenieros 

desarrollada por la empresa Continuum Analytics. 

Versión: Anaconda 4.1.1. (32-bit) 

Disponible en: https://docs.continuum.io/anaconda/ 

 

Librería OpenCV: 

Esta librería esta liberada bajo la licencia BSD, por lo cual es libre para uso académico y 

comercial. Tiene interfaces para C++, C, Python y Java y soporta ambientes Windows, 

Linux, Mac OS, iOS y Android. OpenCV ha sido diseñada hacia la eficiencia computacional 

con un enfoque hacia las aplicaciones en tiempo real. Está escrita en lenguaje C/C++ 

optimizado, y toma ventaja del procesamiento multi-nucleo. Habilitada con OpenCL por lo 

cual puede tomar ventaja de la aceleración de hardware en plataformas computacionales 
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heterogéneas. Es utilizada alrededor del mundo, y tiene más de 47 mil usuarios en su 

comunidad, con un estimado de 9 millones de descargas. Su uso se extiende desde el arte 

interactivo, inspección de minas, gestión de mapas en la web o en robótica avanzada. 

Version: OpenCv 3.1 (Windows) 

Disponible en: http://opencv.org/ 

 

Modulo Scikit-Image: 

Es una coleccion de algoritmos para el procesamiento de imágenes. Es acceso libre sin 

restricciones. Contiene código de alta calidad, revisado por pares y escrito por una 

comunidad muy activa de voluntarios.  

Version: 0.12.3 (stable) (Marzo 2016) 

Disponible en: http://scikit-image.org/ 

 

Notebook Jupyter 

El Proyecto Jupyter nacio a partir del proyecto IPython en el 2014 a medida que evoluciono 

para el soporte interactivo de la computación científica a través de todos los lenguajes de 

programación. Una comunidad vibrante fue la que permitio la creación de esta 

sorprendente plataforma. Desarrolladores dinámicos junto con científicos avanzados asi 

como usuarios cotidianos trabajaron conjuntamente para incluir las mejores herramientas. 

El equipo principal esta compuesto por un comité de 14 miembros  

Disponible en: http://jupyter.org/ 
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