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Abstract
In finance, an infinite amount of datais generated daily, which is important for
decision-making in the business world. Consequently, there is a need to create
models that help to process and interpret this data. Deep learning has demonstrated
important advances in the processing of large amounts of data, and for this reason,
the objective of this systematic review of literature corresponds to the search for
applications, deep learning model and techniques that were used to solve problems
in the financial area. For this purpose, out of 346 articles found, 20 were selected
that met the inclusion and exclusion criteria corresponding to the research questions.
Among the most common applications, models, and techniques were: prediction
in market actions, sales forecasting, detection of fraud risks and tax evasion; with
respect to the models, convolutional neural networks CNN and recurrent neural
networks RNN were among the most executed; the ReLu and Sigmoid techniques
turned out to be the most used in these models.

Resumen
En las finanzas se generan infinidad de datos a diario, los cuales son importantes
para la toma de decisiones en el mundo de los negocios, en consecuencia, surge
aquella necesidad de crear modelos que ayuden a procesar e interpretar estos datos.
Deep learning ha demostrado importantes avances en el procesamiento de grandes
cantidades de datos, por tal razón, el objetivo de la presente revisión sistemática
de literatura corresponde, a la búsqueda de las aplicaciones, modelo de aprendizaje
profundo y técnicas que se emplearon para resolver problemas del área financiera.
Para ello de 346 artículos encontrados se seleccionaron 20 que cumplen con los
criterios de inclusión y exclusión correspondientes a las preguntas de investigación.
Entre las aplicaciones, modelos y técnicas más comunes se encontraron: predicción en
acciones del mercado, pronóstico de ventas, detección de riesgos de fraude y evasión
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de impuestos; con respecto a los modelos se hallaron entre los más ejecutados las
redes neuronales convolucionales CNN y las redes neuronales recurrentes RNN; las
técnicas ReLu y Sigmoid, resultaron ser las más empleadas en estos modelos.

Keywords: deep learning, finance, machine learning, Convolutional Neural Network
CNN, Recurrent Neural Network RNN

Palabras clave: Aprendizaje Profundo, Finanzas, Aprendizaje Máquina, Redes Neu-
ronales Convolucionales CNN, Redes Neuronales Recurrentes RNN

1. Introducción

El aprendizaje profundo (Deep Learning) DL contempla modelos computacionales que
están compuestos de múltiples capas de procesamiento para mejorar el nivel de
abstracción y el aprendizaje de grandes cantidades de datos [1]. Estos métodos han
mejorado técnicas como el reconocimiento de voz, reconocimiento y detección de
objetos visuales y otros dominios. Existen varias áreas de conocimiento de la ingeniería
computacional que emplean DL como reconocimiento de dígitos, procesamiento del
lenguaje, reconocimiento de voz y técnicas de visión artificial en imágenes y en
vídeo. En el campo de estudio de la salud el DL esta extensamente explotado para
reconocimiento de patrones en imágenes o datos que determinen la presencia de
enfermedades o mutaciones que afectan a las personas [2–4]. En la investigación
científica se emplea para solventar problemas en los que se involucran grandes
cantidades de datos como procesos de captura de CO2 [5], detectar ecuaciones o
algoritmos para facilitar el desarrollo de ecuaciones [6, 7]. En el área financiera se
utiliza en la predicción del comportamiento financiero, por lo tanto, lo que se buscó
en esta SLR (revisión sistemática de literatura) fueron los modelos de aprendizaje
profundo que se aplicaron a diferentes problemas del área financiera con el fin de
identificar los conocimientos actuales en la ciencia. Para lograr este propósito se trazó
las siguientes preguntas de investigación: Q1: ¿Qué aplicaciones del DL existen en
el área financiera?, Q2: ¿Qué modelos de DL se emplean para resolver el problema
de investigación financiera? y Q3: ¿Qué técnicas del DL se emplean para resolver el
problema de investigación financiera?

La presente investigación está estructurada de la siguiente manera: La sección 2
ilustra la metodología empleada para obtener los resultados que se observan en la
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sección 3. En la sección 4 se presenta la discusión de los hallazgos correspondiente a
los 20 estudios primarios seleccionados. Finalmente, a partir de estos resultados en la
sección 5 se establecen las respectivas conclusiones y trabajos futuros.

2. Metodología

Para cumplir con el objetivo de la revisión sistemática de literatura (SLR) se usó el
método de Bárbara Kitchenham [8] que se desarrolla a continuación:

2.1. Revisión del desarrollo del protocolo

Siguiendo los lineamientos de Kitchenham [8], en la primera etapa se consideraron las
siguientes fuentes de búsqueda, basados en la accesibilidad y admisión de consultas
avanzadas: Elsevier, Scopus, IEEE Xplorer y GoogleScholar. El protocolo de revisión
define los criterios de inclusión y exclusión, estrategia de búsqueda, evaluación de
calidad y la extracción y síntesis de datos.

2.1.1. Criterios de Inclusión y Exclusión

Se estableció los criterios de inclusión con el propósito de extraer documentos que
aborden la aplicación de DL en el área financiera. Resultando los siguientes requisitos
de inclusión:

• Que el título indique alguna aplicación del DL a un caso de estudio de finanzas.

• Que el título, palabras claves señalen modelos del DL para el procesamiento de
datos.

• Se considera artículos científicos (revistas, conferencias).

• Estudios en español e inglés.

Luego, los documentos que tienen estas características fueron excluidos:

• Artículos relacionados con finanzas que no aplican modelos DL.

• Estudios que no sean de carácter experimental.

• Estudios que no aporten o respondan a las Q’s.

Además, para la selección de los estudios primarios se eliminaron los estudios dupli-
cados.
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2.1.2. Proceso de Búsqueda

El proceso de búsqueda de nuestra revisión de literatura comenzó con la selección
de fuentes de búsqueda y preguntas de investigación. Esta selección juega un papel
clave para mostrar la exhaustividad y la integridad de los artículos acumulados (véase
Tabla 1). Los siguientes pasos se usaron para el proceso de búsqueda, los resultados
se ilustran en la Figura 1:

1. Seleccionar las bibliotecas digitales (IEEE, Scopus, Google Scholar, ELSEVIER) que
están enfocadas a la presente investigación.

2. Con las revistas y los artículos de conferencias filtrar por título, palabras clave y
resumen.

3. Adquirir términos de búsqueda considerando las preguntas de investigación y
basados en una revisión previa de artículos relacionados con la investigación.

4. Aplicar AND booleano para restringir la búsqueda.

5. Usar el Algoritmo 1, en donde se detalla la secuencia de pasos para aplicar los
criterios de inclusión y exclusión.

Algoritmo 1: Selección de artículos para la revisión de literatura, empleando los criterios
de inclusión y exclusión detallados en la revisión de protocolo de búsqueda.

Entrada: Preguntas de investigación 

Entrada: Cadenas de búsqueda 

Entrada: Fuentes de búsqueda 

Salida: Estudios primarios 

  1: ingresar a la fuente de búsqueda; 

  2: ingresar cadena de búsqueda; 

  3: mientras exista resultados 

  4:   Si cumple con los criterios de inclusión 

  5:    Si cumple con los criterios de exclusión 

  6:      Eliminar (artículo); 

  7:    Si no 

  8: Guardar (artículo); 

  9:   Si no 

  10: Eliminar (artículo); 

  11: fin mientras. 

2.1.3. Evaluación de la calidad

Se revisó los criterios de evaluación de calidad descritos en el estudio realizado por
Kitchenham [8]. La lista de verificación de la evaluación de la calidad empleada para
los documentos seleccionados se muestra en la Tabla 2.
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T 1: Términos y fuentes de búsqueda, resultados aplicando el operador booleano AND.

# Términos de búsqueda Operador Scopus IEEE Google
Scholar

Elsevier

1 ”Deep Learning” “finance” AND 802 36 14800 496

2 ”Deep Learning” “business
analytics”

AND 77 17 920 56

3 ”Deep Learning” “business
analytics” “finance”

AND 14 2 30 21

4 ”Deep Learning” “sales
prediction”

AND 9 4 82 3

5 ”Deep Learning” “sales
prediction” “finance”

AND 2 2 28 2

6 ”Deep Learning” “stock
market prediction”

AND 128 27 523 30

T 2: Lista de verificación de evaluación de calidad.

# Pregunta Respuesta

1 ¿El documento tiene como objetivo identificar el tipo
de aplicación de DL en las finanzas?

SI

2 ¿La investigación revisa alguno de los artículos
anteriores?

SI

3 ¿Los hallazgos abordan las preguntas de investigación
originales?

SI

4 ¿Está el documento sesgado hacia un algoritmo,
modelo o técnica de DL?

NO

2.1.4. Extracción y síntesis de datos

Se identificó la extracción y síntesis de datos a fin de registrar y recopilar con precisión
los datos mediante el estudio de publicaciones seleccionadas. Se formuló la Tabla 3
para registrar con precisión los datos y proporcionar la solución a las preguntas. Se
incluyó datos generales sobre el documento (título, nombre del autor, año de publi-
cación). En la síntesis de datos cada pregunta se evaluó por separado.

3. Resultados

En esta sección se exploran los hallazgos de la SLR mediante un protocolo de revisión
determinado. Los resultados se analizanmediante técnicas cualitativas y comparativas.
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Figure 1: Proceso de búsqueda y selección de artículos, ingresando en las fuentes de búsqueda los
términos de búsqueda con el operador AND se obtuvo un total 18111, aplicando filtros se reducen a 631,
eliminando los estudios repetidos resultan en 375 artículos, luego de aplicar los criterios de inclusión y
exclusión obtenemos 20 artículos.
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T 3: Extracción y síntesis de datos.

# Descripción Detalle

1 Información bibliográfica Autor, título, año de publicación

Extracción de datos

2 Descripción general Objetivo principal del documento
seleccionado

3 Resultados Resultados adquiridos del articulo
seleccionado

4 Suposiciones Para validar el resultado

5 Conclusiones relevantes Conclusiones del autor del documento
seleccionado

Síntesis de datos

6 Aplicación Tipo de problema abordado en el documento
seleccionado

7 Modelos Modelos de DL empleados para procesar los
datos

8 Técnicas Técnicas de DL empleados resolver
procesamiento de datos

3.1. Vista general de los estudios seleccionados

Se identificó 20 estudios de carácter financiero que aplican DL para el procesamiento
de datos. Todos los estudios seleccionados son de investigación experimental. La Tabla
4 muestra el resumen de los trabajos seleccionados.

T 4: Trabajos seleccionados en cada base de datos científica.

# Base de datos
científica

No.
resultados

Resultado de búsqueda RB: Estudios Primarios
(Código [Referencia])

1 Scopus 7 RB01[9], RB02[10], RB03[11], RB04[12], RB05[13]
RB06[14], RB07[15]

2 IEEE 2 RB08[16], RB09[17]

3 Google Scholar 5 RB10[18], RB11[19], RB12[20], RB13[21], RB14[22]

4 Elsevier 6 RB15[23], RB16[24], RB17[25], RB18[26], RB19[27],
RB20[28]

3.2. Q1: ¿Qué aplicaciones del DL existen en el área financiera?

Todos los artículos se analizaron para descubrir: ¿Cómo los autores aplican DL en el
área financiera? Las aplicaciones para predicción de acciones, pronóstico de ventas,
precios, rendimiento corporativo y otros riesgos financieros se abordan en Q1.
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La predicción de acciones de mercado y pronóstico de ventas son las que tienen
mayor atención de investigación en los últimos años, estas suman el 65% de los
trabajos seleccionados, como se ilustra en la Tabla 5.

T 5: Identificación de las aplicaciones en el área financiera Q1.

# Aplicación Porcentaje
(%)

Resultado de búsqueda

1 Predecir el valor de acciones
(mercado de valores)

45 RB15, RB17, RB18, RB19, RB03,
RB04, RB11, RB09, RB14

2 Detectar fraudes y evasión 10 RB16, RB20

3 Comportamiento de la Banca 5 RB01

4 Predecir precio del petróleo 5 RB02

5 Pronóstico de ventas 20 RB08, RB05, RB07, RB10

6 Predecir precio del petróleo 5 RB06

7 Comportamiento del Inversor 5 RB12

8 Determinar riesgo hipotecario 5 RB13

3.3. Q2: ¿Qué modelos de DL se emplean para resolver el problema
de investigación financiera?

En esta pregunta de investigación se enumeraron diferentes modelos orientados a la
clasificación de datos y detección de patrones con el propósito de predecir eventos
(véase Tabla 6). Los modelos CNN y LSTM fueron los más usados en las diferentes
investigaciones. En los estudios revisados generalmente se emplean datos históricos
o series temporales para la predicción de eventos, sin embargo, se encontró estudios
que informaron la predicción de eventos a través de texto (RB18, RB20, RB01, RB12),
otros estudios como RB25 y RB14 combinan datos numéricos con información en texto.

En las publicaciones RB11 y RB15 emplean PCA para reducción de la dimensionalidad,
otros investigadores hacen uso de autoenconders (RB19, RB02, RB03, RB10) combi-
nando varios modelos diferentes para la predicción. En RB16 se utilizó un algoritmo de
aprendizaje por refuerzo para el problema de evasión de impuestos donde se manejan
parámetros de las empresas y del gobierno con la finalidad de predecir cómo respon-
derá la empresa frente a cambios en los parámetros de gobierno. La mayoría de los
algoritmos analizados en esta investigación emplearon aprendizaje supervisado.

Los trabajos seleccionados para esta revisión comparan el modelo propuesto con
otras técnicas empleadas en el mercado, con el objetivo de validar su estudio. El
RB04 considera como datos de entrada precios históricos, indicadores técnicos, inter-
cambio de divisas, productos básicos e índices mundiales, resalta que los resultados
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obtenidos con el modelo CNN no igualan ni superan a las técnicas de regresión logística
y máquinas de vectores de soporte que son los que se emplean frecuentemente en la
industria.

Otro estudio a resaltar es el RB19 que reafirma la investigación al considerar que
existe una brecha entre las finanzas académicas que explican las anomalías del mer-
cado y la industria financiera, que son propensos a implementar métodos de caja negra
debido a la rentabilidad. Esto lo apoyan con The Journal of Finance, donde al realizar
búsquedas de implementación de redes neuronales los resultados son limitados, pero
para reducir esta brecha ellos proponen una técnica de arbitraje estadístico de manera
que se pueda conseguir los mismos resultados con técnicas de maching learning y las
técnicas convencionales, los modelos comparados son una DNN, un árbol con aumento
de gradiente (GBT) y bosques aleatorios (RAF) concluyeron que los GBT superan en
rendimiento a las DNN pero estas últimas tienen ventaja en la selección de parámetros.

T 6: Identificación de Modelos/algoritmos.

# Modelos / algoritmos Resultado de búsqueda

Predecir el valor de acciones, comportamiento del inversor y rendimiento corporativo

1 Análisis de componentes principales (PCA) RB15, RB11

2 Autoencoder (AE) autoencoder apilado RB15, RB03

3 Máquina Boltzmann restringida (RBM) RB15, RB06

4 Redes neuronales convolucionales (CNN) RB17, RB04, RB12, RB14

5 Larga memoria a corto plazo (LSTM) RB18, RB03, RB12, RB09

6 Red neuronal profunda (DNN) RB19, RB11

7 Vectores oracionales RB09

Detectar fraudes, evasión y riesgo hipotecario

1 Deep Q -learning (DQN) RB16

2 Red neuronal profunda (DNN) RB20, RB13

3 Latent dirichlet allocation (LDA) RB20

Comportamiento de la Banca

1 Red neuronal profunda (DNN) RB01

2 Vectores oracionales RB01

Pronóstico de ventas y precio del petróleo

1 Autoencoder (AE) apilado de eliminación de
ruido (SDAE)

RB02, RB10

2 Red neuronal profunda (DNN) RB08, RB10

3 Larga memoria a corto plazo (LSTM) RB05, RB07
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3.4. Q3: ¿Qué técnicas del DL se emplean para resolver el problema
de investigación financiera?

Esta sección del trabajo presenta técnicas u hallazgos (véase Tabla 7) adicionales que
los autores emplearon para ejecutar los modelos antes mencionados y que se consid-
eró importantes conocer si se pretende replicar estos estudios.

Las funciones de activación tienen como objetivo definir las salidas de los nodos de
la red neuronal, siendo ReLu y Sigmoid las más empleadas en los estudios revisados.
Encontramos también que los RB17, RB04, RB01 emplean soft-max en la última capa,
para la distribución de probabilidad de las posibles salidas y que RB05 usa dropout para
optimizar la etapa de entrenamiento.

T 7: Identificación de técnicas/funciones.

# Técnicas / Funciones Referencia

1 ReLu: unidad lineal rectificada
(función de activación)

RB15, RB16, RB20, RB04, RB05,
RB10, RB08, RB17, RB13

2 Sigmoid: función sigmoide (función
de activación)

RB15, RB07, RB14, RB02, RB03,
RB06, RB07, RB03

3 Maxout (función de activación) RB19

4 Tanh: Tangente hiperbólica (función
de activación)

RB11, RB14

5 Soft-max (última capa) RB17, RB04, RB01

6 Dropout (entrenamiento) RB05

4. Discusión

En esta SLR, se identificó los campos de aplicación y modelos de DL empleados en el
área financiera. Basado en los resultados encontrados el DL es útil para la clasificación
de datos y detección de patrones con el objetivo de predecir eventos. En finanzas
las acciones empresariales son un fenómeno cuyas variables se caracterizan por su
volatilidad (RB03), lo cual ha inspirado el 45% de las investigaciones examinadas en la
ejecución de este trabajo. Entre otras aplicaciones se encontró: pronóstico de ventas,
precios, rendimiento corporativo, detección de fraudes, evasión y riesgo hipotecario.

Los conjuntos de datos utilizados en los estudios primarios son paramétricos, históri-
cos, retorno de stock, estado de la empresa, series temporales, a excepción de
los estudios que extraen información de texto [RB01, RB09]. El análisis de textos
requiere un conjunto diferente de características y técnicas como vectores de párrafo
y oracionales. Todos los documentos revisados aplican el preprocesamiento de datos,
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para transformar los datos en un formato comprensible, principalmente en los que se
procesa texto, para lograr un rendimiento óptimo.

Los autores emplean algoritmos de DL para optimizar la selección de características;
coinciden en que la selección correcta de características aumenta la precisión y el
rendimiento del modelo. Los modelos más empleados son CNN y LSTM [RB17, RB04,
RB12, RB14, RB18, RB03, RB12, RB09, RB05, RB07]. Algunos autores combinan varios
modelos de DL para obtener mejores resultados [RB15, RB11, RB10, RB03], el modelo
más repetido en estos estudios es Autoencoder para reducir la dimensionalidad y
eliminar ruido en los datos.

En cuanto a las técnicas se identificó a ReLu como la función de activación más
empleada en las redes neuronales, seguida por la función sigmoide.

5. Conclusiones y trabajo futuro

Los 20 estudios seleccionados permitieron identificar que las técnicas, métodos ymod-
elos de DL también se pueden aplicar a la intermediación financiera. Con respecto
a las preguntas de investigación, se encontraron aplicaciones para detectar riesgos
financieros, predicciones en la dirección en el valor de las acciones del mercado, detec-
ción de fraudes en seguros, evasión de impuestos y pronóstico de ventas. En cuanto a
los modelos y técnicas de DL se halló que las CNN y las LSTM son los modelos que más
se emplean para resolver un problema financiero y que para cada estudio se aplican
diferentes métodos y técnicas que les permiten extraer las características ideales para
el modelo.

La revisión sistemática permitió conocer la aplicación actual de técnicas y modelos
del DL en el área financiera, se resalta un mayor uso para extraer las características de
manera óptima. Para estudios futuros debido al tiempo que consume el entrenar un
modelo DL se recomienda desarrollar algoritmos que optimicen el tiempo y la extrac-
ción de características. En lo que respecta al campo de las finanzas se recomienda
explorar la efectividad de DL en otras áreas como la gestión de cartera y las estrategias
de negociación. En los estudios analizados se podrían adicionar otras variables para
mejorar los modelos de predicción, relacionar las predicciones basadas en texto con
las predicciones basadas en valores para determinar si existe mejora en la predicción
de la bolsa mercantil.
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