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摘  要: 针对传统浮点型特征描述子占用空间大、匹配速度慢的问题, 提出一种基于梯度统计信息比较的局部二值

特征描述子. 通过对比特征点邻域梯度统计信息生成二值特征描述子, 再利用多邻域和多分块策略提高描述子判别

力, 最后通过近似简化的 AdaBoost 算法实现描述子降维. 实验结果表明, 与已有描述子相比, 文中提出的描述子在

实现快速生成的同时其鲁棒性更强.  
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Abstract: The traditional floating feature descriptors are in high memory load and slow in matching. To best 

address these problems, this paper proposed a novel binary feature descriptor based on gradient statistic 

information comparison. Firstly, the image patch around the keypoint is divided into sub-regions, and our 

binary descriptor is constructed by comparing the gradient statistic information of these sub-regions. Then, a 

multi-gridding and multi-support region strategy is applied to boost the discrimination of our descriptor. 

Finally, a simplified AdaBoost algorithm is applied to realize the descriptor dimension reduction. The 

experimental results show that our descriptor is both efficient in construction and robust to compare with the 

state-of-the-art methods.  
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图像局部特征描述子是计算机视觉中的一项

重要研究内容, 它广泛应用于图像匹配、全景图拼

接、图像检索、场景三维重建等多个方面[1]. 该研

究的目的是生成一种紧凑的图像内容描述 , 使其

能够对各种图像变换具备不变性 , 如图像光照变

化、视角变化、旋转、尺度变化等. 尺度不变特征

变换(scale invariant feature transform, SIFT)[2]及加

速鲁棒特征算法(speed up robust feature, SURF) [4]

由于对图像旋转、尺度缩放等变换具有较高的鲁棒

性, 已被应用于图像匹配、图像检索等. 随着图像

数据库越来越大, 以及视觉算法在移动设备, 如智

能手机上的应用的普及 . 对局部特征描述子的标

准也越来越高 . 要求描述子不仅能够实现对图像

局部特征的鲁棒描述 , 而且对其占用的存储空间

及匹配效率提出了更高的要求. SIFT及 SURF算法

使用的描述子均为浮点型向量 , 不仅占用存储空

间大, 而且匹速度慢. 近年来, 研究人员提出通过

比较图像灰度值来生成二值特征描述子的方法[5-8].

相比浮点型描述子 , 该类描述子具有占用存储空

间少、匹配速度快的特点, 因此成为了计算机视觉

领域的研究热点 . 为进一步提高二值特征描述子

的鲁棒性 , 本文提出了一种基于图像梯度信息对

比 的 二 值 特 征 描 述 子 (robust binary feature 

descriptor, RBFD), 并通过实验验证了其有效性.  

1  相关工作 

特征提取是特征描述子生成的前提 , 常用的

特征提取算子有 Moravec算子[9-10]、Harris算子[11]、

SUSAN算子[12]、SUSurE算子[13]、DOG算子[1]等. 

Harris 算子是一种提出较早且至今仍比较流行的

角点提取算法. Mikolajczyk 等[14]比较了几种流行

的特征检测算子 , 指出没有任何一种算子适合于

所有图像. 之后提出的 FAST算子[15]由于具有提取

速度快的特点 , 而逐渐在一些实时性要求比较高

的场合得到应用, 如同步定位与建图 [16]. AGAST

算子[17]对 FAST进行了改进, 算法的速度得到进一

步提升.  

自 Lowe 提出具有旋转和尺度不变的 SIFT 算

法以后, 在图像处理领域引起了人们极大关注, 并

衍生出了一系列改进算法. 针对 SIFT 算法描述子

占用空间大、匹配时间长的问题, Ke等[18]提出了基

于主成分分析的改进 SIFT 算法. 该算法利用主成

分分析算法提取特征的局部邻域信息, 并生成 36

维的特征描述子, 提高了描述子匹配速度, 但算法

性能有所下降 , 而且由于是在生成原始描述子基

础上的降维 , 算法总体时间复杂度改进不大 . 

Mikolajczyk 等[14]提出了另一种梯度位置与方向直

方 图 算 法 (gradient location and orientation 

histogram, GLOH), 它将 SIFT中 4×4棋盘格的分块

方式转换为极坐标形式的同心圆分块方式 , 将图

像块分为 17 个子块, 并计算其中的梯度方向直方

图(梯度方向分为 16个), 因此生成了 272维的描述

子, 然后进行主成分分析变换将其降为 128维. 该

描述子在保持跟 SIFT 描述子相同长度的基础上, 

提高了算法的鲁棒性 , 其缺点是算法复杂度比

SIFT更高. SURF算法是一种比较成功的改进, 该

算法利用积分图像和 Harr小波的概念生成 64维的

描述子, 大大加快了算法的速度, 其不足之处是旋

转不变性较 SIFT算法有所降低.  

尽管上述算法在特征描述及匹配性能上获得

了很好的效果, 但随着图像数据量越来越大, 对算

法的性能及速度提出了更高的要求. 近年来, 通过

比较特征点邻域图像块内像素的灰度值 , 生成二

值特征描述子成为了计算机视觉领域的研究热点. 

Calonder 等 [5]提出了一种二值鲁棒独立成分特征

描 述 子 (binary robust independent elementary 

features, BRIEF), 其主要思路是在特征点周围按

某种概率分布方式生成若干点对 , 将这些点对对

应位置上像素的灰度值大小进行对比和二值化后, 

生成一个二进制串作为该特征点的特征描述子 . 

该描述子的优点是描述子之间的距离可以利用汉

明距离计算, 匹配速度非常快, 而且该描述子仅占

用 32 B 存储空间, 为 SIFT 描述子所占 512 B 的

1/16, 但其缺点是不具备尺度不变和旋转不变性 . 

Rubee 等 [6]提出的旋转不变的 BRIEF (oriented 

BRIEF, ORB)解决了 BRIEF 不具备旋转不变性的

问题 . 该描述子利用图像不变矩计算特征点的主

方向, 同时针对旋转后由于主方向的变化, 随机点

对的相关性会比较大 , 从而降低描述子的判别性

的问题; 同时采取贪婪搜索法, 寻找相关性较低的

随机点对. Leutenegger等[7]提出了一种旋转且尺度

不变的二值特征 (binary robust invariant scalable 

keypoints, BRISK),在生成多尺度图像的基础上提

取 AGAST 特征点, 使算法具备尺度不变性. 上述

二值特征描述子的共同特点是利用图像的灰度信

息进行对比生成 , 通过图像块内部信息对比生成

的描述子能够消除光照变化、模糊等引起的描述子



第 5 期 耿利川, 等: RBFD: 一种鲁棒的图像局部二值特征描述子 817 

 

     
      

不变性下降问题 , 但对视角变换等具有较大敏感

性. 上述二值特征描述子的方式均为手工设定、无

法保证生成的描述子性能最优, 为此, Trzcinski 等
[19]提出一种基于监督学习的描述子 (boosting 

binary keypoint descriptors, BinBoost),将图像块中

子块的梯度方向阈值化后作为弱分类器 , 利用

Boost思想对弱分类器进行加权后生成的强分类器

作为最终的描述子 . 但该方法对梯度方向通过计

算阈值进行二值化的方式 , 当待匹配图像与训练

集使用图像存在较大差异时 , 该描述子性能会存

在较大下降的可能, 实验部分也验证了该推论.  

2  RBFD 描述子生成方法 

二值特征描述子在生成和匹配效率上具有很

大的优势 , 但简单通过像素灰度值对比生成描述

子的判别力较差. 原因主要包含 2个方面: 1) 简单

对比不同点位的灰度值生成的描述子其区分力相

对较低, 如图 1a所示. 图中左右 2个图像块内容并

不相同 , 通过对比由线段连接区域灰度生成二值

描述后, 它们的描述子相同; 2) 当图像存在视角

变化时, 描述子性能会严重下降. 原因在于存在视

角变换的图像块之间 , 如果以相同的测试点分布

方式生成二值特征描述子, 2 个图像块测试点对应

的像素灰度值不匹配 , 通过对比对应位置上像素

的灰度生成描述子会因为灰度值的不匹配造成算

法性能下降严重, 如图 1b 所示. SIFT 算法将图像

块分为 4×4 子块, 并统计子块中加权梯度方向累

加直方图, 使算法具备了一定的仿射不变性. 然而

该算法中梯度的计算容易受光照变化影响 , 当图

像在较大光照变化的情况下 , 如果不进行均衡化

处理, 算法性能会明显下降. BinBoost算法利用计

算梯度方向阈值生成二值特征描述子的方式同样

存在对光照变化鲁棒性差的问题.  

 
a 简单文本图像             b 视角变换图像 

图 1  二值特征描述子性能分析示意图 

本文描述子的提出主要受二值特征描述子匹

配速度快内存占用少 , 而图像梯度信息更具判别

力启发, 其生成流程如图 2所示. 主要包括以下步

骤:  

Step1. 将特征点邻域图像分块 , 利用积分图像对

各子块提取梯度统计信息.  

Step2. 对各子块进行两两排列组合 , 对组合后子

块梯度统计信息进行两两对比, 生成二值特征描述子为

进一步提高描述子判别力, 本文利用多分块和多邻域策

略提取特征点在不同策略下的描述子.  

Setp3. 利用近似简化的 AdaBoost 算法抽取描述子

中最具判别力的字节, 保证描述子的紧凑性.  

实验结果表明 , 本文描述子在具备二值特征

描述子优点的基础上其鲁棒性更强.  

 

图 2  RBFD描述子生成流程图 

本文利用 测试生成二值特征描述子,  测试定

义为 
1,    if ( ( ) ( ))

( ( ), ( )): ;
0,   otherwise

F m F n
F m F n


 


 

其中 ( )F  为提取分块中梯度信息的函数, 该函数由 4

个子函数组成 d d d d( ) { ( ), ( ), ( ),  ( )}x x x yF F F F F      ，分

别用来提取分块中的水平梯度均值、竖直梯度均值、

水平梯度绝对值均值和竖直梯度绝对值均值, 其中

m和 n表示各图像分块.  

2.1  多分块与多邻域策略 
用于提取描述子的分块方式对描述子的判别

力具有直接影响. SIFT, SURF 以及 GLOH 算法描

述子均采用单一的分块方式; SIFT和 SURF算法描

述子将图像邻域划分为 4×4 等大的方形区域 , 

GLOH 算法描述子将图像邻域按环形方式分割 : 

它们提取的特征点邻域图像块均为单一大小 . 采

用较大的分块方式, 如将图像块分割为 3×3 等大

小的子块 , 生成的描述子具有较强的稳定性 , 但

其判别性将小于更小的分块方式, 如 4×4分块方

式 . 通过采取不同的分块方式以及使用不同大小

的邻域图像, 能够使描述子包含更多的空间信息, 
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使描述子更具判别力和鲁棒性. 本文采取图 1所示

3×3 和 4×4 2 种分块方式, 并且采用邻域图像大

小分别为 24×24, 36×36, 48×48像素. 矩形分块

方式可以利用积分图像来实现梯度统计信息的快速

计算.  

2.2  基于近似简化 AdaBoost 的描述子特征选择 
利用不同的分块策略和特征点局部邻域图像

块大小的特征生成方式 , 最终生成描述子的维数

为 2 2
9 16(C C ) 3 4 1872.    描述子维度过高将直接影

响描述子匹配速度和存储空间的大小 , 而且维数

过高使得各维之间容易产生强相关性 . 因此需要

对高维的描述子进行降维处理 , 从中选择最具判

别力的维度, 同时消除描述子之间的相关性. 本文

提出利用改进的 AdaBoost 算法对原始描述子进行

降维.  

AdaBoost[20]由 Freund等在 Boosting算法的基

础上提出, 它在机器学习领域受到了极大的关注. 

该算法是一种迭代算法 , 其核心思想是针对同一

个训练集训练不同的分类器(弱分类器), 然后将这

些弱分类器集合起来 , 构成一个更强的最终分类

器(强分类器). 算法通过改变数据分布来实现, 根

据每次训练集中每个样本的分类是否正确 , 以及

上次的总体分类的准确率来确定每个样本的权值. 

而且将修改过权值的新数据集送给下层分类器进

行训练 , 最后将每次训练得到的分类器融合起来

作为最终的决策分类器.  

AdaBoost 算法对每个弱分类器均赋予浮点型

的权值来组成最终的强分类器 . 本文描述子为二

值型数据, 添加浮点型权值后将变为浮点型数据, 

无法利用海明距离进行快速匹配 ; 因此 , 本文对

AdaBoost 算法最后生成的弱分类器均添加相同的

权值. 虽然这种改进只是对原始算法的一个近似, 

但实验结果表明 , 本文算法仍然能够获得较好的  

结果.  

基于近似简化 AdaBoost 的特征选择算法流程

如下:  

Step1. 输入训练数据 Ti = (xi, yi, li), 其中(xi, yi) 为

一对图像块, 如果图像块匹配则 li = 1;否则 li =1, 1≤i≤N, 

N为训练集样本大小. 计算所有训练图像块的原始 M维

特征描述子.  

Step2. 对所有训练集 Ti赋予初始权重 wi=1/N.  

Step3. for t=1 to K 

对权重进行归一化, 




 N

q
qt

it
it

w

w
w

1
,

,
,

;  

利用描述子中的每一维特征, j, 对训练集中的图

像对进行判断, ),( iijC yx . 计算累积误差, 选择具有最小

加权累积误差的比特 , arg min ,t jb   其中 j   

1

[ ( , )] ;
T

i i j i i
i

w l C


 x y  

根据累积误差更新每个训练数据的权重 1,t iw    

1
,

ie
t iw   . 其中, 如果判断正确 0ie , 否则 1ie ,    

1
j

j




.  

Step4. 输出 K维二值特征描述子.  

3  实验与分析 

本文使用 Brown 数据集[22]作为描述子降维训

练集, 它包含 3个子数据集, 每个数据集含有 40万

幅 64×64 像素大小含视角和亮度变化的图像块 . 

该数据集图像块从图像中的 DoG特征点邻域抽取, 

并且给出了匹配和非匹配图像块的标准结果 . 为

测试描述子对不同图像变化的鲁棒性 , 本文使用

Mikolajczyk05 标准数据集[14]进行测试; 它包含视

角变化(graf, wall图像)、模糊(bikes图像)、光照变

化(leuven 图像)、JPEG 压缩(ubc 图像)等变化条件

下的场景图像. 每种场景图像包含 6 幅图像, 本文

将每种场景图像中的第 1幅图像与其余 5幅图像进

行匹配, 共生成 5对图像, 分别记为 1/2~1/6. 由于

描述子旋转不变性的强弱只是方向估计算法性能

的体现, 无法体现描述子本身性能的优劣[5], 因此 

实验没有选取存在尺度和旋转变换图像 . 如同算

法的尺度不变性只与生成的尺度空间的大小有关. 

当需要匹配算法具备旋转不性时 , 只需根据检测

到的特征点的局部图像结构计算一个基准方向 , 

如利用图像不变矩计算特征点方向 [21]. 为保证实

验比较的公平 , 实验中用于对比的 SIFT, SURF, 

BRIEF, ORB, BRISK, BinBoost也均采用不计算主

方向的方式. 本文除 BinBoost算法利用文献[19]提

供的代码外, 其余实验均在基于 OpenCV2. 4. 4的

VS2008 环境中实现 , 计算机硬件配置为主频

3.01GHz处理器, 3GB内存.  

3.1  Brown 数据集测试结果 
本组实验分别利用其中的 Liberty 和 Notre 

Dame 子数据集作为训练集, 对原始描述子进行降

维, 并对训练结果在不同的图像集上进行测试. 为

对比描述子压缩对描述子性能的影响 , 以及权衡

描述子性能与维度之间的关系, 实验采用文献[22]
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中的评价方式给出了原始维度描述子以及不同压

缩维度描述子的 90%错误率; 该错误率越小说明

描述子性能越好 . 同时为了验证本文描述子维度

压缩算法的有效性, 图 3还给出了利用随机抽取方

式进行维度压缩后所得描述子 90%错误率, 本文

分别随机抽取了 256维和 512维. 实验分别利用 2

个子数据集得到的训练结果在另一个图像集中测

试, 训练集和测试集大小均为 10 万对图像块, 匹

配对和非匹配对各占 50%.  

 
图 3  本文算法生成的不同压缩维度、随机抽取维度 

以及原始维度描述子的 90%错误率对比 

通过对比图 3 中本文算法生成的不同维度描

述子的 90%错误率可以看出, 较高的压缩率和较

低的压缩率或不压缩均会产生较大的错误率 , 而

当描述子的维度为 500~800时, 性能达到最佳. 考

虑描述子存储空间占用以及匹配速度,将 512 维作

为本文描述子的最终维度 . 通过与利用随机抽取

进行描述子压缩的方法对比可以看出 , 当压缩维

度相同时 , 本文算法较随机抽取进行维度压缩更

加有效.  

图 4 给出了本文描述子在 Brown 数据集上测

试结果的 ROC 曲线, 并且与 SIFT, SURF, BRIEF, 

ORB, BRISK, BinBoost描述子匹配结果进行了对比. 

图 4 同时还给出了随机抽取 256 维 rand-RBFD32

和 512维描述子 rand-RBFD64的测试结果. 图 4 a

给出了以 Liberty 数据集为训练集对原始描述子进

行降维, 分别生成的 256 bit的 RBFD32和 512 bit

的 RBFD64, 其性能在 Notre Dame 数据集上的测

试结果. 通过对比可以发现, RBFD32性能与 SIFT

接近, 当错误率较低时甚至优于 SIFT, 只在错误

率为 0. 15~0. 4时略微低于 SIFT; RBFD64描述子

性能在所有描述子中为最优. BRISK描述子性能最

差, ORB和 BRIEF描述子性能接近, SURF描述子

性能仅次于 SIFT; BinBoost32 描述子与本文

RBFD64描述子性能近似. 图 4b的结果与图 4a近

似, 不同之处在于 RBFD32 描述子性能在 Liberty

测试集上整体略优于 SIFT 描述子. 本文描述子性

能好的原因在于其使用了梯度信息 , 并且采用了

多分块以及多邻域策略 , 不同分块以及邻域策略

可以使描述子包含更多的图像空间信息 , 提升了

描述子的判别力. 近似简化的 AdaBoost 算法对描

述子性能同样具有增强作用. 表 1给出了各描述子

在正确率为 85%时的错误率. 其中; 错误率越低, 

说明描述子的性能越好. 由表 1对比可以看出, 本

文描述子的错误率最低; 相比表现最差的 BRISK

描述子, 本文算法错误率要低 30%; 与表现最好的

BinBoost32 算法在 Notre Dame 测试集上对比 , 

RBFD 描述子错误率比其低约 0. 62%, 在 Liberty

测试集上低约 0. 33%.  

3. 2  Mikolajczyk 数据集测试结果 
本组实验利用 FAST 特征点提取算法[6], 从每

种场景第 1 幅图像中提取 1000 个特征点, 为得出

待匹配图像中的实际对应特征点 , 实验利用数据

库给出的图像间的标准单应变换矩阵, 将第 1幅图

像中的特征点变换至第 2幅图像. 这种方式在一定

程度会提高匹配的准确率 , 但本文实验各描述子

均采用该方式进行比较, 保证了对比的公平性. 实

验采用文献[5]中的识别率作为评价标准, 其计算

公式为 / 100%;R     其中,  为正确匹配数, 
为总匹配数, 各描述子的总匹配数均为 1 000. 本

文使用最近邻匹配策略匹配特征点 , 利用

RANSAC 算法 [23]消除错配点并计算正确匹配数 . 

图 5 给出了各描述子在各场景图像中的识别率对

比. 实验中本文描述子利用由 Liberty 训练集得到

的降维方式进行降维 , 经实验验证 , 由 Notre 

Dame 训练获取的降维结果其性能与由 Liberty 测

试集获取结果性能相近. 

图 5a与图 5b分别给出了描述子在存在视角变

化图像中的匹配性能, 图 5a 中的 graf 场景图像 
 

表 1  各描述子匹配正确率为 85%时的错误率对比                           %  

测试集 SIFT SURF BRIEF ORB BRISK BinBoost RBFD64 

    Notre Dame 5. 04 8. 60 20. 83 20. 05 37. 93 2. 70 2. 08 

    Liberty 8. 67 14. 08 26. 33 25. 71 42. 25 5. 54 5. 21 
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图 4  各描述子在不同测试集上的 ROC曲线对比 

 

不仅包含倾斜角度 , 而且含有一定的旋转角度 ; 

wall场景图像只包含倾斜角. 由 graf图像集中的识

别率对比可以发现 , 本文描述子 RBFD32 与

RBFD64 性能均优于其他二值特征描述子 , 

RBFD64性能优于 SIFT, 只在 graf1/2和 graf1/4中

较 SURF略差, 但在 graf1/3, graf1/5和 graf1/6中要

优于 SURF 描述子. 在图 5b 的 wall 图像中, 本文

描述子性能均优于 SIFT 及 SURF. 与二值特征描

述子相比, 在视角变化不大的 wall1/2和 1/3中, 本

文描述子性能与其他二值特征描述子近似 , 但随

着视角逐渐变大 , 本文描述子识别率均优于其他

二值特征描述子. 在 wall 图像中 BRIEF, ORB 和

BRISK 性能要优于 SIFT 及 SURF, 而在 graf 图像

中相对较差; 其原因在于 wall 图像只含有一定的

倾斜角 . 不同倾斜角图像在竖直方向上进行像素

灰度对比, 其结果仍然具有一定的判别性. 而 graf

图像由于视角变化复杂, 不仅具有倾斜角, 还有一

定旋转角 , 所以利用灰度对比来生成描述子的算

法,判别力正如论文前面分析的原因, 性能会存在

较大的下降. 当视角变化不大时, 利用灰度对比生

成二值特征描述子具有较大的优势. 图 5c 为图像

存在模糊时的实验结果 , 本文描述子的识别率均

优于 SIFT, SURF, BRIEF, ORB以及 BRISK. SIFT

及 SURF 描述子与通过对比方式生成的二值特征

描述子相比, 性能较差, 说明通过对比方式可以消

除由图像模糊带来的描述子之间的差异. 由图 5d

可以发现 , 本文描述子对光照变化具有很强的鲁

棒性, 其识别率均为 100%; 而 SURF 算法对光照

变化较为敏感, 性能在所有描述子中最差; 其原因

在于通过对比方式生成的描述子在一定程度上可

以克服光照变化引起的描述子性能下降问题 . 由

图 5可以发现, SIFT描述子也能够取得较好的匹配

效果, 其原因在于 SIFT 描述子对图像亮度进行了

均衡化处理. 图 5e为描述子在 JPEG压缩图像上的

匹配结果由对比结果可以得出, 各描述子对 JPEG

压缩均具有很强的鲁棒型, 识别率均达到 95%以

上, 本文描述子识别率均达到 100%; SIFT 描述子

相对较差, SURF描述子最差.  

为验证各描述子对噪声的鲁棒性, 实验将 graf

图像中的第 1 幅添加了 10%~30%的高斯噪声. 生

成了 5幅噪声图像. 对不含噪声的第 1幅图像提取

1000个 FAST特征点, 同时将提取的特征点定位到

含噪声图像上, 提取特征点对应位置的描述子, 以

对比各描述子的识别率. 图 5f 给出了本文算法与

其他算法的结果对比 . 通过对比可以发现 , 

BinBoost 算法对高斯噪声比较敏感, SURF 算法其

次, 本文算法与 ORB, BRIEF算法性能相近, SIFT

与 BRISK算法较本文算法略有优势.  

特征点提取过程中容易产生定位误差 , 为比

较描述子对特征点定位误差的鲁棒性 , 本文同样

将 graf中的第 1幅图像提取 1000个 FAST特征点

后, 加入 1~5个像素的定位误差, 然后分别提取描

述子 , 将不存在定位误差和存在定位误差的描述

子经行匹配, 图 5g给出了实验结果. 由图 5 g结果

可以看出, 本文描述子和 SIFT 描述子均对定位误

差有很强的鲁棒性, BRISK描述子其次, ORB描述

子性能最差; 随着定位误差的加大, SURF, BRIEF, 

BinBoost描述子性能也存在较大幅度的下降.  

为对比各描述子区分匹配与非匹配特征点的

性能, 本文采用文献[14]方式给出了部分图像匹配

结果的查全率-查错率曲线, 结果如图 6 所示. 好的

描述子应该能够在提高查全率的同时 , 降低查错 
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图 5  各描述子在 Mikolajcyzk数据集上的识别率对比 
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图 6  各描述子的真正率与 1-正确率曲线对比 

 
率 . 通过比较可以发现 , 除 bikes 场景外 , 本文

RBFD64性能均优于或近似于其他描述子. 特别是

针对视角变化图像的匹配 , 本文描述子的匹配性

能均有显著提升. 本文描述子在 bikes 场景中性能

稍差的原因在于 bikes 场景图像为模糊图像, 由于

图像的模糊会对图像梯度的计算产生较大的影响, 

因此以梯度信息作为描述子的算法性能普遍较差, 

这一点可以从 SIFT 和 SURF 的结果看出; 但通过

对比方式可以在一定程度上消除这种影响 . 

RBFD32 描述子相比 BRISK 性能略差, 但整体优

于 ORB, BRIEF, SIFT, SURF和 BinBoost描述子. 

BRISK 描述子在本实验中性能较好, 部分原因在

于 BRISK长度为 64 Byte, 相比 ORB和 BRIEF的

32 Byte要长一倍, 另一方面原因在于 BRISK采取

的灰度对比方式有助于提升描述子性能 [7]. 由图

6e的 JEPG压缩图像曲线可以看出, 本文描述子与

BRIEF, BRISK对 JPEG压缩均具有很强的鲁棒性, 

查错率在不同查全率的取值均为 0, 说明在不同查

全率情况下, 其匹配的正确率均为 100%. SIFT 与

SURF 描述子对 JPEG 压缩具有一定的敏感性 . 

BinBoost算法在所有Mikolajcyzk数据集上的 ROC

曲线均最差. 

通过比较可以发现, SIFT 和 SURF 描述子在

Mikolajcyzk 图像集上的结果要明显差于 Brown 数

据集上的结果 . 一个可能的原因是特征描述子的

性能与特征点检测算法直接相关 , 不同的描述子

适用于不同的特征点检测算法. Brown数据集中的

图像块中的特征点由 DoG 斑点检测算子提取, 而

本身 SIFT算法使用的特征点检测子即为DoG算子. 

另外一个原因在于数据集中的图像块包含的图像

变化类型不同. Brown数据集中的图像主要包含视

角以及光照的变化, 而 Mikolajcyzk 数据集还包含

有模糊以及 JPEG压缩图像. SIFT与 SURF描述子

对视角变化具有较强的鲁棒性 , 因而性能在

Brown 数据集上的测试结果较好 . BinBoost 在

Mikolajcyzk 数据集上的测试结果说明, 该描述子

只是适用于原论文中的测试数据集 , 而不具有很

好的通用性. 本文描述子在以上 2个数据集上均取

得了较好的测试结果 , 说明本文描述子对上述各

种图像变化均具有较强的鲁棒性.  

3.3  描述子生成实时性 
为了对比各描述子生成效率 , 本文对各描述

子在 Mikolajcyzk数据集上的描述子生成时间进行

了统计. 表 2给出了各算法单个描述子生成的平均

时间. 本文 RBFD64 生成时间较 BRIEF 和 BRISK

描述子生成时间略有增加, 与 ORB 描述子生成时

间近似, 但相比 BinBoost, SURF和 SIFT描述子生

成时间, 约有 1个数量级的提高. 



第 5 期 耿利川, 等: RBFD: 一种鲁棒的图像局部二值特征描述子 823 

 

     
      

表 2  描述子生成时间对比        ms  

 SIFT SURF ORB BRIEF BRISK BinBoost RBFD

生成

时间 
4.353 1.351 0.107 0.042 0.051 1.023 0.119

 
 

4  结  语 

局部特征描述子是图像检索、三维重建、图像

拼接以及目标识别与跟踪的研究重点与难点 . 二

值特征描述子因其具有的快速匹配以及低存储消

耗的优点而成为目前计算机时觉领域的研究热点. 

本文设计了一种新型的二值特征描述子 RBFD; 并

与当前流行的浮点型及二值特征描述子进行了对

比. 大量实验结果表明, 本文描述子在具备快速生

成优点的基础上 , 对图像的各种变化具有更强的

鲁棒性.  
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