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1 引言

基因芯片技术对医疗诊断和基因水平上的研究具有重要

意义，由其产生的基因表达谱数据包含巨大的信息量，设计科

学有效的分析方法，从基因表达谱数据中获取更多的知识，是

生物信息学研究中的热点和前沿问题。在研究中常使用已知疾

病类型的基因表达数据，构建分类模型，使用病人组织样本的

基因表达数据，以判断其病理状况，例如，是否患有癌症，是癌

症的哪种亚型，等等[1]。基因芯片一次采集成千上万个基因的表

达水平信息，造价昂贵，因此样本数通常在数十到数百，这样一

个典型的“高维小样本”问题，使得传统统计方法不再可行，于

是机器学习方法如决策树[2]、神经网络和支持向量机[3]在该领域

得到了广泛重视和应用。
特征选择对于基因表达数据分析有双重意义：（1）消除“维

数灾（curse of dimensionality）”对学习机器的影响，提高学习机

器的泛化性能和计算效率；（2）消除不相关特征和冗余特征，获

得更有价值的信息，具体来说，就是获得对于分类问题有最佳

判别能力的基因，这些基因也被认为具有生物学意义，生物学

家或医学专家可进一步设计针对性的实验对其展开研究，并获

得对疾病的产生和发展机制的深刻理解。由于基因芯片上包含

成千上万个基因，从生物学和医学研究的角度来说，寻找少量

的关键基因非常重要，在癌症和肿瘤基因表达谱数据分析中，

特征选择又常被称为基因选择（gene selection）[4]。
机器学习中常用的特征选择方法分为过滤（filtering）和封

装（wrapper）两大类方法。前者不依赖于特定的分类器，仅依据

样本固有的信息，选择能达到最佳类可分性的特征，如基因选

择中常使用的 S2N（Signal to Noise）法和 BW（Between-cate－
gories to Within-category sums of squares）算法[5]；后者通过评

估分类器的性能，如最大程度提高分类的准确率，得到该准确
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率下的“最优”特征子集，或者是最大化学习机器的泛化性。封

装方法中，SVM 能很好地应对高维小样本数据，与其他方法相

比能在基因表达数据上得到较好的泛化性能，因此人们认为，

利用 SVM 来选择合适的特征子集能够取得相对较好的效果，

其中基于支持向量机的递归特征消除（SVM-RFE）是目前国际

上最主流的基因选择方法之一[4-6]。
SVM 最初被设计用于二分类问题，因此 SVM-RFE 方法对

于多分类必须要加以改进[5-6]。常用的方法是将 m 个类别的多

分类问题分解成 m 个“一对多”的二分类问题，针对每个二分

类问题训练 SVM 模型，并进行特征选择，对各子 SVM 的特征

选择的结果进行组合后消除 1 个判别能力最弱的基因，并重复

该过程。
将从 Pareto 最优的角度说明这种设计方法并不能达到所

谓最优的效果，所选出的特征不是 Pareto 意义上的“最优”，不

同类别所选出的特征并不具备可比性，据此提出了基于类别的

特征选择的概念，并在此基础上对常用的多分类 SVM-RFE 方

法进行了改进。

2 基于支持向量机的递归特征消除

SVM 是针对二分类问题设计的，算法在高维空间中寻找

一个最大间隔超平面作为决策函数将训练样本分开[3]：在 p 维原

始输入空间中，给定 N 个训练数据{xk，yk}∈R p×{-1，+1}，其中 xk
表示训练样本，yk 表示类标，SVM 首先通过核函数 Φ（x）将训练

样本投影到一个高维空间，并计算决策函数 f（x）=<w，Φ（x）>+b。
对于线性可分的样本集，采用线性核函数，并使得：

yk[（w·xk）+b]-1≥0，k=1，…，N （1）
该约束条件使得经验误差趋向于零，体现了经验风险最小化准

则的思想；在样本集线性可分的情况下，分类间隔等于 2/‖w‖，

寻找最大间隔超平面等价于使‖w‖2 最小，在约束条件下最小

化目标泛函：

J= 1
2
‖w‖2 （2）

最小化‖w‖2 使函数集 VC 维尽量小，具有较好的泛化能力，

体现了结构风险最小化准则的思想。
如果样本集不是线性完全可分的，一些样本点无法正确分

类，此时增加松弛变量 ξk≥0，约束条件变为：

yk[（w·xk）+b]-1+ξk≥0，k=1，…，N （3）
同时，优化的目标变为：

J= 1
2
‖w‖2+C

N

k=1
Σξk （4）

其中常数 C>0，控制错分样本的惩罚程度。根据拉格朗日理论，

SVM 模型的求解可化为不等式约束下凸二次函数寻优的问

题，存在唯一的全局最优解。权向量的形式为：w=
N

k=1
Σαk

*ykΦ（xk），

其中，α* 通过求解对偶二次规划问题得到：

max
α

W（α）=
N

k=1
Σαk-

1
2

N

k，l=1
Σαkαl ykyl（<Φ（xk）·Φ（xl）>+

1
C
δk，l）

s.t. Σαkyk=0，0≤αk≤C，坌k （5）

δk，l=
1 if k=l
0 if k≠≠ l

通常只有很少数的 αk
* 不为零，只有极少数支持向量

（support vector）体现在决策函数中，由此可知，权值 w 是支持

向量的线性组合。
考虑第 i 个特征对目标函数 J 的影响，由泰勒展开可得：

△J（i）= 鄣J
鄣wi

△wi+ 鄣
2
J
鄣w

2

i

（△wi）
2+… （6）

在目标函数 J 的最优点上，一阶项为零，因此只考虑二阶

项，同时假设样本集线性可分，可得：

△J（i）=（△wi）
2 （7）

当移除第 i 个特征时，△wi=wi，因此第 i 个特征对目标函数

的影响大小为：ci=（wi）
2。当使用 SVM 作为特征排序的依据时，

可采用 w
2

i 作为各个特征重要性的度量，w
2

i 越大，则该特征越重

要，反之亦然。经验研究表明，对于基因表达数据这样的高维小

样本数据来说，采用线性核即可取得良好的分类效果，因此基

因选择中使用的 SVM 一般均采用线性核[4]。
算法 1 SVM-RFE
输入：N 个训练样本的初始训练集

X0={xk}N，xk∈R p，Y={yk}N，yk∈{-1，+1}
输出：按重要性降序排列的特征序列 F。
初始化：F=[ ]，特征子集 S=[1，…，p]。
当 S≠准 时，重复以下步骤：

（1）使用训练数据 X=X0[，S]生成线性 SVM；

（2）根据权值 wi 计算排序准则 Ri=（wi）2，i∈S；

（3）找到排在最后的特征的序号：t=arg min
i

（R），其中 R=

{Ri}，将其加入特征序列 F=[t，F]；
（4）得到余下的特征子集 S=S\t。

3 Pareto 最优与多分类特征选择

多分类问题的特征选择一直是机器学习中的一个难题，

目前还没有完善的解决方法。从多目标优化（Multi-objective
Optimization Problems，MOPs）的角度来说，可以把多分类特征

选择表述成：寻找一个特征子集，能同时最大化学习机器在各

个类别上的泛化性。而特征子集的寻找，是以排序准则 R 为依

据的，如果假定只要通过排序准则 R 选择合适的特征，就可以

最优化各子分类问题的解；并且假定，R 越大，特征越优，则实质

上已经将特征选择问题转化为目标函数为 R 的最优化问题。
各个类别之间存在质的区别，满足该条件的最优特征子集

在大多数场合下不存在，而且难以找到，因此不管是封装法还

是过滤法，都是选取那些在所有类别上平均效果最好的特征。
例如 BW 法，可以看成是 S2N 法在多分类问题上的扩展。

对于 m 类别的多分类问题，SVM-RFE 首先将分类问题分

解成 m 个“一对多”的子分类问题，建立 m 个 SVM 子分类器，

min Jk= 1
2
‖w‖+Ck

n

i=1
Σξik （8）

s.t. yi（wk·xi+bk）≥1-ξik
ξik≥0，i=1，…，n，k=1，…，m

在重新训练 SVM 的过程中，得到 m 个特征重要性的序列

R（k）={w
2

ik ，i=1，2，…，s}，其中 s 为当前所选特征子集的大小，

k=1，2，…，m。目前绝大部分研究中的做法是选取某个规则对

这 m 个特征重要性序列进行融合。例如文献[6]对每一类选出

的特征子集进行融合，对第 k 类按照其序列 R（k）选取一个特

2
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征子集 Sk，取下一轮训练时的特征子集为：S=
c

k=1
胰Sk；更多的研

究对每一类的特征重要性序列进行融合，例如 X Zhou 等[6]对

每一个特征在所有类中的重要性求平均，建立新的排序规则：

R（i）=
m

k=1
Σw

2

ik ，X Chen 等[7]在采用 SVM-RFE 对文本数据进行特

征选择时，取每一个特征在所有类中的重要性的最大值为其最

终的重要性，即 R（i）=max
k

w
2

ik。

不难发现，这些方法在递归的每一步中得到的特征子集都

是为整个分类问题设计的，对于每一个子分类问题都不是最优

的。对于文献[6]中描述的方法，想象一种可能情形：如果为每一

个子分类器消除掉的特征都不相同，那么求并集的过程将得到

全集，此时递归过程永远不会终止。X Zhou 等提出的方法实质

是将 m 目标优化问题通过平均加权法转化为单目标优化问

题：min J=
m

k=1
ΣJk，并通过对单目标优化问题的敏感性分析得出

新的排序准则。包括文献[7]方法在内，对于每一个子分类器来

说，这些方法所得到的特征子集都不是最优的。进一步的，由于

递归特征消除过程的“嵌套性（nested）”，在不断重新训练 SVM
模型并进行特征消除的过程中，这种偏差可能会不断放大。

从 MOPs 的角度来看，单目标优化问题的最优解可以简单

地定义，而多目标优化的结果却是一组均衡解，即所谓的

Pareto 最优解。多数情况下各个子目标可能是相互冲突的，某

子目标的改善可能引起其他子目标性能的降低，即同时使多个

目标均达到最优解一般是不可能的。在多分类问题中，各子目

标函数之间实际上同样存在冲突和矛盾，因此，最优特征子集

的寻找也会存在矛盾和冲突。从这个角度来看，上述方法（包括

BW 法在内）都是不合理的。下面简要介绍 Pareto 最优解[8]的相

关概念，并用 2 个例子来说明目前基因选择研究中存在的这个

问题。
定义 1 Pareto 支配（Pareto dominance）：称向量 u=（u1，…，uk）

支配 v=（v1，…，vk），记为 u刍v，当且仅当埚j∈{1，…，k}：uj<vj，
坌i∈{1，…，k}：ui≤vi。

定义 2 Pareto 最优（Pareto optimality）：决策变量 x∈Ω 成

为 Ω 上的 Pareto 最优解（Pareto optimal solution）的充要条件

是，当且仅当不存在 y∈Ω，使得 v=F（y）=（f1（y），…，fk（y））支配

u=F（x）=（f1（x），…，fk（x））。
定义 3 Pareto 最优解集（Pareto-optimal set）：Pareto 最优

解集由所有 Pareto 最优解组成，记为 PS={x∈Ω|不存在 y∈Ω：

F（y）刍F（x）}。
Pareto 最优解是不存在比这个解至少一个目标方案更好

而其他目标非劣的解，也就是不可能优化其中部分目标而使其

他目标不劣化。因此，Pareto 最优解集的元素，彼此之间无法进

行一般意义上的性能优劣的比较。可以仿照 Pareto 最优的概念

描述想要寻找到满足何种性质的基因：给定排序准则 R，称基

因 gi 支配基因 gj，记为 gi刍gj，当且仅当埚k0∈{1，…，c}：R（i，k0）>
R（j，k0），坌k∈{1，…，c}：R（i，k）≥R（j，k），那么基因 g∈F 成为

F 上的 Pareto 最优基因的充要条件是，当且仅当不存在 g′∈F，

满足 g′刍g。
从这个角度来看，目前国内外的基因选择研究，将该问题

化为多目标优化问题，而实际采取的求解方法却无法得到

Pareto 意义下的最优解。
例 1 考虑一个 3 分类问题，有 4 个特征 A、B、C 和 D。给定

排序准则 R，就每个子分类问题生成 3 个排序 R1、R2 和 R3，4
个特征的目标值分别为 A=（0.50，0.80，0.95），B=（0.10，0.20，

0.10），C=（0.31，0.29，0.40），D=（0.60，0.81，0.61），在三维空间中

位置如图 1 所示。不难看出，其中 A 和 D 是 Pareto 最优特征，B
和 C 不是。

例 2 Scott A.Armstrong 等 2001 年发表在 Nature Genetics
上的白血病（Leukemia）数据集，原始数据集有 72 个样本，

11 225 个基因，3 个子类：急性髓细胞性白血病（Acute Myel－
ogenous Leukemia，AML），急性淋巴细胞性白血病（Acute Lym－
phoblastic Leukemia，ALL），混合谱系白血病（Mixed-Lineage
Leukemia，MLL）。采用线性 SVM-RFE（惩罚系数取 C=100）进

行特征选择，每次消去 10%的基因，当基因数小于 100 时，每次

消去 1 个特征，经过 135 次特征消除后，剩下 3 个基因 A（第

5547 号基因）、B（第 6887 号基因）和 C（第 10038 号基因），在 3
个子分类器上得到的排序值约为（0.85，0.86，0.42），（0.72，

0.74，0.32），（0.40，056，0.66）。记文献[6，8]所示的两种多分类

SVM-RFE 算法分别为 RFE1 和 RFE2，得出的最终排序为：

RFE1：A，C，B
RFE2：A，C，B
显然，从 Pareto 最优的观点来看，A 和 B 是非劣解的，而 C

被 A 支配。但是在两种算法的输出结果中，C 的排序高于 B，根

据递归特征消除的策略，此时要消去特征 B，而不是 C。这与

Pareto 最优解集的观点相矛盾。进一步地分析发现：（1）B 对于

第 1 类和第 2 类的贡献不如 A 和 C 显著，但对于第 3 类的分

类意义特别显著，是第 3 类非常重要的一个判别基因，从知识

发现的角度来看，B 是所关心的基因；（2）A 和 C 对于第 1 类和

第 2 类的判别意义都很显著，且 A刍C，从消除冗余属性的角度

来看，应该消除 C。因此，此时 RFE2 和 RFE1 的结果都不理想。

4 基于类别的多分类 SVM-RFE 过程

由以上分析可知，目前已有的多分类基因选择方法存在不

合理之处，所选中的基因往往不满足 Pareto 最优的定义。多分

类 SVM-RFE 算法目的在于为多个子类寻找一个共同的最优

特征子集，其本质是一个多目标优化问题，而实际上采取的做

法却并不满足 Pareto 最优的概念。同时，求解 Pareto 最优基因

子集是一个非常困难的过程，最终得到的基因子集会包含很多

基因，达不到研究的本质目的。
如果换个视角来看待基因选择问题，会发现，实际上这种

共同的最优特征子集未必存在。目前很多研究的做法实质上假

杨 帆，王华珍，米 红：面向局部特征的支持向量机递归特征消除 3
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表 1 8 个多分类基因表达谱数据集的详细描述

数据集

Brain Tumor 1
Brain Tumor 2
Leukemia 1
Leukemia 2
Lung Cancer

SRBCT
Tumor 1
Tumor 2

诊断任务

5 种脑部肿瘤

4 种脑神经胶质瘤

3 种急性白血病亚型

4 种急性白血病亚型

4 种肺部癌症肿瘤

儿童小轮蓝细胞瘤

9 种人类肿瘤

11 种人类肿瘤

样本数

90
50
72
72
203
83
60
174

基因数

5 920
10 367
5 327

11 225
12 600
2 308
5 726

12 533

基因数/样本数

66
207
74
156
62
28
95
72

类别

5
4
3
3
5
4
9
11

数据集具体内容

设共同的最优特征一定存在，寻优的方向也只考虑这些特征，

而不考虑一些可能对于某些单类的识别更好的特征。该文视基

因选择为一个多目标优化问题是非必要的，可以直接将基因表

达谱数据的 m 分类问题按“一对多”方式分解成 m 个子问题，

分别求解最优特征子集，即将其分解成 m 个单目标优化问题，

从而避免求解 Pareto 最优子集的难题。
利用线性 SVM-RFE 来完成这一设计，即生成 m 个 SVM

子分类器，分别进行递归特征消除，为每个子分类问题得到递

归过程中每一步的排序，然后消除排序最靠后的基因。
算法 2 多分类 SVM-RFE

（1）将 m 类分类问题分解为 m 个“一对多”的二分类问题；

（2）对每一个二分类问题调用算法 1，得到 m 个基因排序。
很自然地，与多分类 SVM-RFE 求解出特征子集相比，这

m 个优化特征子集更能够提升每一个子分类器的性能，最大程

度上针对每一个子类找到紧致的相关子集。性能提升后的子分

类器可以视为“子类专家”，整个分类问题的性能也将得到提升。
当获得 m 个基于类别的基因排序后，就获得了针对每个

类的基因的重要性信息，但是在研究中，还必须根据重要的基

因构建分类模型，以供诊断之用，并评价所选基因的整体可靠

性。由于各个子问题所选取的特征子集不同，原问题被分解到

m 个不同的特征子空间中，在各子空间中样本点的位置也都不

同，因此各子分类问题已经变成完全不同的分类问题。对于

SVM 子分类器来说，即使采用相同的核函数，这时它们输出的

决策值也是无法直接比较的。此时如何组合在各个不同特征空

间中训练出的 SVM 模型，成为要解决的问题之一。在不同的特

征空间中训练 SVM 的子分类器，并通过组合这些子分类器对

基因组织样本进行分类，目前此类研究未见报道。
虽然在不同特征空间中子分类器的输出决策值无法直接

比较，但是从概率的意义来看，却可以估计出每个“一对多”的
子问题中，样本属于该类的似然概率，因此提出使用后验概率

输出支持向量机（Posteriori Probability SVM）[9-10]，通过计算测

试样本属于各子类的后验概率，依据“Max-Win”的策略，选择

可能性最大的子类作为输出。
Wahba 和 Platt[9]提出通过直接从 SVM 输出的判别函数映

射得到后验概率，从而避开对类条件概率的密度估计。进一步

地，Platt[10]用含有两个参数 A 和 B 的 Sigmoid 函数来逼近后验

概率：

Pr（y=1|x）≈PA，B（f）≡ 1
1+exp（A·f+b）

（9）

其中 f=f（x），实际情况下用交叉验证得到 f（x）的估计值 fi。对于

给定的训练样本集给定 N 个训练数据{xk，yk}∈R p×{-1，+1}，设

正类样本数为 N+，负类样本数为 N-。Platt 指出可通过求解以下

最大似然估计问题来得到最优的参数（A*，B*）：

max
z=（A，B）

T
F（z）=-

l

i=1
Σ（ti log（pi）+（1-ti）log（1-pi）） （10）

其中，pi=PA，B（fi），ti=

N++1
N++2

，yi=+1

1
N-+2

，yi=-

Σ
Σ
Σ
Σ
Σ
Σ
Σ
Σ
Σ
Σ
Σ

1
。

据此可求出参数 A、B，进而得到二分类 SVM 的后验概率

输出。具体求解过程在此不再赘述，具体实验中，采用 Libsvm
实现后验概率的求解。

5 实验结果分析

通过实验来比较 SVM 在 RFE1、RFE2 以及该文所提出的

算法（记为 RFE3）所选出的特征子集上的性能。实验平台采用

Matlab7.5，SVM 的实现和修改均采用 Libsvm2.9，RFE 过程所训

练的 SVM 模型采用线性核，惩罚系数取 C=100；选取 8 个国际

公用的多分类基因表达谱数据集 [11]（http：//www.gems-system.
org/），数据描述见表 1。由于 SVM-RFE 的过程非常耗时，选取

不同大小的特征子集为{1，2，3，4，5，6，7，8，9，10，20，30，40，50，

60，70，80，90，100，200，300，400}，每次递归中消除约 10%的特

征，当剩下的特征数目小于等于 100 时，每次消除 1 个特征。实

验方式采取 10 重交叉，将每一折数据作为测试集，其他数据作

为训练集；为了避免“选择偏差（selection bias）”，在训练集上进

行特征选择，在特征子集上训练 SVM，对测试数据进行预测，

记录 10 重交叉的平均准确率。重复该过程 100 次，取最后的平

均值。

图 2~图 9 展示了在 8 个数据集上使用“一对多”线性核

SVM 的平均预测准确率随特征子集大小改变的变化曲线：横

轴代表不同大小的特征子集，为了显示方便，将其在坐标轴上

均匀排列；纵轴为平均准确率，其中曲线“---”表示 SVM 在

RFE1 所求的特征子集上的分类效果，“-·-”表示在 RFE 2 上

的分类效果，曲线“-*-”表示基于类别的 SVM-RFE 算法，记为

RFE3。
观察实验结果，可以得出以下结论：

（1）从总的效果上说，除 Brain Tumor 1 和 Leukemia 2 数

据外，RFE3 在其他 6 个数据集上总的效果都显著优于 RFE1
和 RFE2；在所有的 8 个数据集上，包括 Brain Tumor 1 和

Leukemia 2，当特征数小于 10 时，RFE3 的效果均显著优于其

他 算 法 ， 其 中 Tumor 2、SRBCT、Lung Cancer、Leukemia 1、
Leukemia 2 上，当仅取 10 个特征时的分类器平均准确率高达

91%、99%、93%、95.2%、94.7%，而 RFE1 和 RFE2 中性能最好

的为：80%、95.1%、88.5%、93%、93.6%。少部分基因恰恰是基因

表达研究中最关注的，具有良好判别能力的基因很可能具有很

强的生物学意义。
（2）对于 Brain Tumor 2 和 Tumor 1 这两个难分的数据

集，RFE1 和 RFE2 的性能很差，而 RFE3 保持了相对较好的性

能，例如在 Tumor 1 数据上，取 1 个基因时 RFE1 和 RFE2 的

结果约为 21%和 19%，而 RFE3 约为 36%，当特征数小于 80 时

差别非常明显，随着特征子集的增大，两者性能接近，但 RFE3
依然显著优于 RFE1 和 RFE2。在 Tumor 2 上，当取 1 个基因

时，RFE1 和 RFE2 的结果仅仅约为 19.5%和 25%，而 RFE3 的

结果高达 56%，这说明对于某些数据集来说，确实不存在对于

4
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所有类别均有良好判别能力的基因，此时根据 RFE1 和 RFE2
算法求出来的“统一”的基因子集，无法认定其具有一定的生物

学意义。
（3）随着特征数的逐渐增大，三种方法的性能也逐渐接

近，这是由于此时所求出的特征子集的交集在逐步增大；同

时，很多基因都加入到特征子集中，由于基因之间的高度相关

性，分类器所接收的信息量已足够大，因此三种算法的性能慢

慢接近。

6 结论

从 8 个公用数据集上的实验结果，可以得出以下两个结论：

（1）从基因表达数据分析的角度上来说，对于多分类的基

因表达谱数据，分类别的特征选择的效果优于“全局寻优”。其

根本原因在于，“全局寻优”假定存在部分基因在所有的类别中

均有优良判别能力。不排除在某些基因表达数据集上，可能有

这样的极少数基因存在，但由于基因表达谱数据的样本数极其

有限，很难找到这样的基因；同时，针对单个类别来寻找判别基

因，更加符合逻辑，也具有很强的现实使用价值。因此，提出对

多分类基因表达数据进行分类别的特征选择，具有针对性，且

化繁为简，降低了原问题的求解难度。
（2）从算法的角度上来说，SVM-RFE 在本质上仍然是一个

针对二分类问题的特征选择方法，在应用到多分类问题上，仍

然有绕不开的难题和瓶颈；多分类 SVM 采用“分解-组合”的思

路，多分类 SVM-RFE 算法在此基础上遵循“分解-组合-分解”
的思路，从对信息的处理方式来看，其步骤比多分类 SVM 更

多，理论上的难度也大得多。所提出的分类别的 SVM-RFE 算

法简化了这一过程，将其还原为“分解-组合”，降低了这一过程

的难度，具有现实使用价值，可推广到其他应用中。
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（d）第三次调整

（c）第二次调整

（b）第一次调整

（a）未优化原图

图 5 迭代三次的路径变化

5 结论

针对带覆盖约束的平面光学路径规划问题，提出了一种采

用迭代的优化方法。通过分析约束边界线段与前后窗体的位置

关系，证明在单窗口矩形约束范围内获得最小路径和的点在

边界线段的某个位置。采用这种单窗口的调节方法，可以迭代

解决多窗口的最小路径问题。最后，针对具有 124 个检测对象

图进行实验，证明了该方法的有效性。该算法虽然针对多窗口

访问路径的定位问题具有收敛性，但未证明该收敛结果为最

优解。
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