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1 引言

随着云计算的广泛应用，构建云计算平台的开源项

目也在不断增加。像 Hadoop、Eucalyptus、CloudStack、

OpenStack[1]等。就目前来看OpenStack是这其中最为火

热的开源项目之一。很多国内外大公司对OpenStack表

示看好并参与进来，如 Intel、IBM、思科、HP 等。支持

OpenStack 的原因主要有其完全开源、良好的设计及社

区活跃度高。OpenStack Swift是多租户、强大扩展性、

冗余和持久性的对象存储系统，能通过 RESTful http

API以低代价存储大量非结构化数据，同时还具有无单

点故障优点。到目前为止，OpenStack的最新版本Grizzly

已经发布，其设计也更加完善。然而在生产环境中利用

OpenStack Swift搭建云存储平台应用 [1]，需要设计负载

均衡层用来分发存取请求给 Proxy Node。因而负载均

衡仍是需要解决优化的问题。

目前，动态负载均衡算法较静态负载均衡算法实现

复杂度高，需要收集负载信息所用额外开销，但它考虑

到集群中每个服务节点的当前状况，能充分发挥各服务

节点的处理能力，提高集群系统的吞吐量。如果分配调

度得当，付出的额外开销对提高集群系统性能是有必要
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的。在这其中，服务节点的运行状态是通过各种负载信

息来反应的，因而负载的评估决定请求分配算法的性能

优劣。

关于负载预测方面的研究，类似应用比较典型的有

BP 神经网络算法 [2]，基于滤波理论预测算法 [3]等等。然

而建立一个通用的预测方法来适用各种应用是很难

的。不同的应用，由于性质的差异，需要相对应的、合适

的预测方法来进行负载预测。以 OpenStack Swift带有

对 Proxy Node 监控功能模块的云存储系统（如图 1）为

基础，针对 Proxy Node负载情况，提出结合层次分析法

和混合递阶遗传训练的RBF神经网络的 Swift云存储负

载预测方法。仿真实验表明该预测方法相对预测精度

较好，为负载均衡算法提供服务具有可行性。

图 1 中，在 Proxy Node 上添加监测模块，能够不间

断定时对其收集相应运行状态数据，再用收集到的数据

预测其负载情况。负载均衡层得到系统各 Proxy Node

负载预测结果后，对访问请求做出相应的分发策略。

2 层次分析方法
层次分析法（Analytic Hierarchy Process，AHP）是

美国运筹学专家 Saaty 在 20 世纪 70 年代中期最先提出

的，它是一种有效地处理不易定量化变量的多准则决策

手段，可以将复杂的问题分解成递阶层次结构，然后在

比原问题简单得多的层次上逐步分析；AHP简单明了，

将人们的思路数字化、系统化，便于接受并容易计算，并

将定性分析与定量分析有机地结合起来，对于解决多层

次、多目标的大系统优化问题行之有效。

运用 AHP 对系统中 Proxy Node 负载进行评估，得

到的评估值作为样本数据训练混合递阶遗传训练的

RBF神经网络。AHP应用的具体步骤如下：

（1）建立评估指标体系

在研究影响云存储负载均衡因素的基础上，遵循系

统完整性、独立性、可衡量性、简明性、可操作性等原

则。根据 AHP 理论且从 Proxy Node 负载信息的角度

出发，构建了负载均衡评估体系，如图 2所示。

通过采集 Proxy Node性能指标 P 的参数数据和时

间指标 T 的参数数据分别评估出指标 P 和指标 T ，最

终由指标 P 和指标 T 的评估值得出总指标 S 的评估。

性能指标 P 包含 CPU 利用率 P1、内存利用率 P2、Web

Server CPU占有率 P3、Web Server内存占有率 P4、I/O

平均吞吐量 P5、Web Server IO 吞吐量 P6 。时间指标

T 包含 Web Server 平均响应时间 T1、平均无故障时间

T2、HTTP链接建立成功率 T3、TTL T4 。

（2）构造两两比较判断矩阵

构造判断矩阵是 AHP的一个关键步骤。就判断矩

阵表示针对上一层某要素而言，评价本层与它有关联的

各要素之间的相对优越程度的判断。本文采用多位老

师根据指标体系独立构造出相应的判断矩阵，这些矩阵

具有 AHP 中判断矩阵的一般特性，然后利用不同判断

矩阵对应元素的几何平均法构造出群决策判断矩阵 [4]，

因而避免个人构造判断矩阵所具有的很大片面性和主

观性。

对于图 2 中 Proxy Node 性能指标 P ，其对应的群

决策判断矩阵 PD 为：

PD =
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总指标对应的群决策判断矩阵 SD 为：

SD = é
ë

ù
û

1 3
1/3 1

（3）相对权重计算及判断矩阵的一致性检验

由 PD 得出其最大特征根 λmax(PD) = 6.075 相对

权 重向量（特征向量）WPD = (0.370 90.238 00.145 2

0.060 70.124 40.060 7)T

CIP =
λmax(PD)

n - 1
= 6.075 - 6

6 - 1
= 0.015 0

查 RI表知道平均随机一致性指标 RI 值，从而可由

下式结果知矩阵 PD 满足一致性：

CRP =
CIP

RI
= 0.015 0

1.24
= 0.012 2 < 0.1

同理，得出 TD 和 SD 各自的特征向量为 WTD =

(0.222 00.574 30.077 30.126 4)T、WSD = (0.750 00.250 0)T

并且都满足一致性。

（4）计算负载评估值

计算出各因素的相对权重后，负载评估值（总指标）

即为递阶推进的参数值与相对权重的加权和。公式如下：

Sload = åVi ´Wi （1）

式中 Vi 为收集到的参数实际数值，Wi 为参数所对应的

相对权重。

3 混合递阶遗传训练RBF神经网络的预测模型

3.1 RBF神经网络预测模型
BP 神经网络 [5]是用于预测比较多的技术，但是 BP

网络训练速度比较慢，效率低，并且存在局部最优问

题。BP 网络的每个权值都影响着网络的输出结果，而

在训练时权值都需要通过反向误差传播进行调整，学习

速度比较慢。而 RBF神经网络 [6-7]在一定程度上克服了

这些问题。RBF神经网络可以逼近非线性函数，具有很

快的学习和收敛速度，可以处理系统内在的比较难解析

的规律性，具有实时性等特点，所以 RBF网络的用途十

分广泛。目前，RBF 网络已成功地应用到时间序列分

析、非线性函数逼近、模式识别、数据分类、系统建模、控

制和故障诊断、信息处理等问题。

高斯函数是比较常用的基函数。基函数表示为：

Ti( )x = e
- x - Ci

2
/2σ 2

i
 i = 12m （2）

式中， x - Ci 表示 x 与 Ci 之间的欧式距离，Ti( )x 表示

第 i 个隐层节点的输出，x 是 n 维的输入向量，m 是隐

层神经元个数，Ci 是基函数中心，σi 是第 i 个隐层节点

的基宽度。隐层的每个神经元节点都有一个径向基函

数中心向量 Ci ，该向量和输入样本 x 具有相同的维数，

Ci = [ ]Ci1Ci2Cim

T
 i = 12m隐层有 m 个神经

元，则有 m 个这样的中心。

RBF网络的输出层是隐层节点输出的线性组合，输

出为 Yk ：

Yk = å
i = 1

m

ωikTi( )x k = 12p （3）

式（3）中，ωi 是第 i 个隐层节点到输出层节点的权值，p

是输出层神经元个数。在RBF神经网络中，隐层节点的

输出代表着输入样本 x 离开隐层节点的径向基函数中

心 Ci 的程度。由于不存在连接输入节点和隐层节点的

权矩阵，因此隐层的训练任务不是调节权矩阵，而是为

每个隐节点选择其中心向量。网络的输入层实现非线

性映射，输出层实现线性映射。

在基于 OpenStack Swift 构建的云存储系统中，如

果其负载情况的每次评估都根据 AHP计算得出的各级

指标权重进行相应的计算与评价，计算过程比较复杂并

且难保证不出错，没有延展性；并且 AHP判断矩阵的构

建主观性较强，需要一定的经验知识。因此，将 AHP与

RBF神经网络有效结合，使得RBF神经网络通过一定量

的训练得出一个具有相关领域专家经验的网络；当进行

新的评价过程时，只需修改训练成熟网络的输入参数，

就可得出相应的网络输出，即综合评价值，大大减少了

复杂的运算过程。根据上面层次分析法部分建立的层

级体系，从 Proxy Node 收集相应的参数数据及 AHP 得

出数据作为RBF神经网络的数据集，将其中一部分作为

训练集，剩下的作为测试集，对 RBF神经网络的预测作

用进行验证。

构建的RBF预测模型如图 3所示。

图 3中，RBF预测模型由 3个RBF神经网络构成，左

上角的RBFNN1输入为 P1 P2  P6 ，左下角的RBFNN2

输入为 T1 T2  T4 ，这两个 RBF神经网络的输出构成右

边 RBF 的输入，最终由右边的 RBFNN3 输出最终的预

测值。

3.2 混合递阶遗传训练 RBF神经网络
遗传算法（Genetic Algorithm，GA）是由美国J.Holland

教授在20世纪70年代首先提出，而后由De Jong、Goldberg
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图 3 RBF神经网络预测模型
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等人归纳总结形成的一类模拟进化算法 [8-10]。主要包括

初始化、评价、选择、杂交和变异过程。利用遗传算法来

训练相关的 RBF网络[11]，既保留了神经网络的学习能力

和鲁棒性，又有遗传算法的全局寻优能力。递阶遗传算

法（HGA）是根据生物染色体的层次结构提出的[12]，染色

体有两部分构成：控制基因和参数基因。虽然基于递阶

遗传算法能够确定RBF神经网络的参数和结构，但是网

络学习收敛速度较慢、效率低[13]。

因而，选择采用混合递阶遗传算法（HHGA）训练

RBF神经网络，其将递阶遗传算法与递推最小二乘法相

结合。利用递阶遗传算法只确定RBF神经网络的结构、

隐层节点的中心和宽度，同时用递推最小二乘法对隐层

和输出层之间的连接权值进行构造。采用递推最小二

乘法确定隐层和输出层之间的权值，可以保证较快的收

敛速度 [14]。混合递阶遗传算法使递阶遗传算法训练

RBF神经网络的效率得到了提高，同时也保留了递阶遗

传算法的优点。

混合递阶遗传算法训练RBF神经网络步骤如下：

（1）编码。

考虑到RBF神经网络参数及其解的寻优能力，参数

基因采用实数编码，每个基因用一个实数代表。控制基

因仍然采用二进制编码，每个二进制位对应一个隐层节

点的中心编码和宽度编码。

（2）生成初始化种群。

（3）个体解码，构造RBF神经网络隐层。

（4）递推最小二乘法确定权值。

每次迭代由输入训练样本形成的协方差矩阵递推

求得权值的精确解。定义误差目标函数为：

E ( )n = 1
2åk = 1

n

λn - kå
i = 1

M

(di - yi)
2 （4）

式中 λ 为遗忘因子，yi、di 分别表示实际输出和期望输

出。由参考文献[15]得到训练 RBF 神经网络连接权值

的递推最小二乘法。

（5）评价 RBF 神经网络性能，计算出种群中个体的

适应值。

考虑到训练 RBF 神经网络的目标是使其能在满足

一定精度的要求下具有最简单的网络结构，也就是要使

逼近误差精度和神经网络复杂度在综合指标达到最小。

这其中逼近误差精度目标函数由误差平方和 SSE =

å
i = 1

N

(di - yi)
2 来表示，网络复杂度由隐层节点个数来表示。

本文采用的适应值函数为：

f = 2N

( )a + be
M
dn å

i = 1

N

(di - yi)
2

（5）

式中，N 为样本数量，M 为隐层节点个数，n 为神经网

络输入节点个数，yi 是第 i 个输入样本对应的网络的输

出，di 为期望输出，a、b 和 d 为常数。

（6）判定终止条件。如果满足条件则终止，否则继

续下一步。

（7）根据个体适应值选择个体作为父代。

本文采用基于适应值比例的选择操作，个体 i 被选

择的概率 Pi = fi å fj ，其中 fi 为个体 i 的适应值，å fj

为种群个体适应值的总和。

（8）父代进行交叉、变异，产生新个体，父代和新个

体形成新的种群。

（9）转步骤（3）继续执行。

4 仿真实验
在 Proxy Node服务器上采集的 1 000组数据，其中

性能指标 P 下的参数数据作为训练样本对图 3 中左上

角的RBFNN1进行训练。在训练网络前，先对样本中每

类参数数据进行归一化处理。归一化公式采用 y =

(x -MinValue) (MaxValue -MinValue)其中 MinValue 和

MaxValue 分别为样本中这类参数数据的最小值和最大

值。根据文献[16]设置 HHGA 训练的 RBF 神经网络参

数。同理训练出 RBFNN2。最后，RBFNN1和 RBFNN2

预测值作为 RBFNN3 的输入，Proxy Node 负载预测由

RBFNN3得到。

图 4 和图 5 分别为指标 P 和指标 T 的预测结果比

较，其中将混合递阶遗传优化的 RBF 预测结果与 AHP

评估值和 BP 预测相比较。结果得知，采用 RBF 的预测

值与AHP评估值的平均相对误差都要小于 0.01，且相对

BP的预测结果明显要好。图 6为总指标 S 的预测结果

比较，也就是 Proxy Node 负载情况的预测比较。最终

的 Proxy Node 负载预测，采用混合递阶遗传优化的

RBF预测结果同样与 AHP评估值的平均相对误差小于

0.01，且同样优于BP预测结果。

5 结束语
在 Swift 云存储中 Proxy Node 的负载因素的研究

上，利用AHP对 Proxy Node做分析评估，采用群决策保
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证 AHP 评估的相对客观性，并结合混合递阶遗传训练

的 RBF神经网络做预测。实验结果可以得出该预测的

结果相对 BP预测结果要好，且预测值与 AHP评估值很

接近，能有效预测 Proxy Node的负载，这样就可以为动

态负载均算法提供分发客户端请求的策略提供依据。

譬如，可以定时评估 Swift云存储中的 Proxy Node负载

情况，将客户端请求分发给负载预测值与其服务队列中

数量之和最小的 Proxy Node。

下一步的工作，将会把对 Proxy Node 的负载预测

用于动态负载均衡算法中，并在实际应用中与一些经典

的动态负载均衡算法作比较，验证其动态负载均衡算法

的性能。
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