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Úvod

Ribonukleové kyseliny (RNA) sú makromolekuly skladajúce sa z kombinácií
¹tyroch nukleotidov, prièom dosahujú då¾ku od pár desiatok a¾ po tisíce nukle-
otidov. RNA molekuly zastávajú viacero dôle¾itých biologických funkcií. Medzi
najdôle¾itej¹ie funkcie patrí prenos biologickej informácie z DNA, ako aj ich úèa»
na syntéze bielkovín. Majú zlo¾itú 3D ¹truktúru, ktorej znalos» sa ukázala ako
kµúèová pre porozumenie ich funkcie. Existujú experimentálne metódy na urèenie
¹truktúry, ako napríklad röntgenová kry¹talogra�a, ale tieto metódy sú nároèné,
drahé a pomalé. Hoci za posledné roky urobili veµký pokrok, rozdiel medzi poè-
tom experimentálne získaých 3D ¹truktúr a poètom známych RNA molekúl sa tak
neustále zväè¹uje. Získanie primárnej ¹truktúry (sekvencie nukleotidov) je dnes
u¾ dobre zvládnuté a platí, ¾e 3D ¹truktúra RNA je urèená primárnou sekvenciou
RNA. Preto sa skúmajú mo¾nosti, ako 3D RNA ¹truktúru získa» výpoèetnými
metódami (predikova») zo znalosti primárnej sekvencie.

Problém predikcie ¹truktúr RNA sa v¹ak tie¾ ukazuje ako veµmi zlo¾itý, a
v súèasnosti stále neexistujú metódy, ktoré by dokázali spoµahlivo a dostatoène
presne napredikova» µubovolnú 3D ¹truktúru RNA. Existujú rôzne druhy prístu-
pov k predikcii, prièom jedným z nich je homológne modelovanie, èo znamená mo-
delovanie neznámej RNA ¹truktúry pomocou inej experimentálne získanej RNA
¹truktúry (vzoru). Tento spôsob sa ukázal ako úèinný pri predikovaní bielkovín,
ktoré je v súèastnosti lep¹ie preskúmané, prièom veµa vecí je spoloèných s pre-
dikciou RNA ¹truktúr. Po rozvoji experimentálnych metód získavania 3D RNA
¹truktúry a rozrastajúcej sa databázy experimentálne získaných 3D RNA ¹truk-
túr, ktoré mô¾u slú¾i» ako vzory pre predikciu, sa podµa nás tento zatiaµ veµmi
slabo preskúmaný smer stáva nádejným pre predikciu dlhých ¹truktúr RNA.

Cieµom tejto práce je vymyslie» nový algoritmus na predikciu RNA ¹truktúr,
zalo¾ený na princípe homológneho modelovania. Ten následne naimplementujeme
a otestujeme. Algoritmus by mal by» schopný predikova» aj dlhé RNA ¹truktúry.
Dodávame, ¾e väè¹ina existujúcich algoritmov nedoká¾e s rozumnou presnos»ou
predikova» dlhé RNA ¹truktúry.
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1. Úvod do RNA

Preto¾e sa táto práca venuje problematike vizualizácie RNA v priestore, na
zaèiatok je nutné uvies» základné informáciame o RNA. Najskôr sa oboznámime
s funkciami RNA, rôznymi typmi RNA, úrovòami, akými sa dá na ¹truktúru
nahliadnu», dôvodmi, preèo je ¹truktúra dôle¾itá, a nakoniec preèo má predikcia
ako spôsob získania ¹truktúry zmysel.

1.1 Èo je to RNA

Ribonukleová kyselina je popri DNA a bielkovinách jedna z troch hlavných
makromolekúl, ktoré sú základom pre v¹etky známe formy ¾ivota.

Je tvorená vláknami nukleotidov, typicky sa vyskytuje vo forme jednovlákno-
vej (jednoretiazkovej) molekuly, na rozdiel od dvojvláknovej DNA. Treba doda»,
¾e pri niektorých vírusoch sa mô¾e vyskytova» aj dvojvláknová RNA. RNA je
tvorená ¹tyrmi typmi nukleotidov (báz). Sú to adenín (A), guanín (G), cytozín
(C) a uracil (U), DNA namiesto uracilu obsahuje tymín (T). RNA má vo svojej
cukor-fosfátovej väzbe cukor - ribózu, èím sa lí¹i od DNA, ktorá má deoxyribózu.
Väè¹ia reaktivita ribózy spôsobuje, ¾e RNA mô¾e ma» väè¹ie mno¾stvo priesto-
rových usporiadaní a zastáva» viac funkcií ne¾ stabilnej¹ia DNA. Nukleotidy sa
spolu via¾u vodíkovými väzbami, prièom preferencie vo väzbách sú medzi cyto-
zínom a guanínom, adenínom a uracilom, a medzi guanínom a uracilom. Vlákno
RNA sa typicky páruje samo so sebou, èo v kombinácií s tým, ¾e sa mo¾e skla-
da» a¾ z niekoµko tisíc nukleotidov èasto znamená zlo¾itú ¹truktúru v priestore.
Pri DNA platí, ¾e jej dve vlákna sa párujú spolu na princípe komplementarity a
vytvárajú ¹pirálovitú ¹truktúru.

1.2 Typy RNA a ich funkcie

RNA mô¾e zastáva» v bunke rôzne funkcie. Známa je hlavne jej funkcia po-
pisovaná v centrálnej dogme molekulárnej biológie. Centrálna dogma hovorí o
prenose genetickej informácie medzi biopolymérmi (DNA, RNA, bielkoviny). Ob-
vyklá cesta je replikácia DNA, transkipcia DNA do RNA a translácia z RNA
do bielkovín. Nikdy v¹ak nenastáva prenos informácie z bielkovín spä» do RNA,
alebo do DNA. (Crick, 1970)

Prehµad rôznzch typov RNA:

• kódujúca

{ mediátorová RNA (mRNA)

• nekódujúca (ncRNA)

{ ribozomálna RNA (rRNA)

{ transferová RNA (tRNA)

{ funkcionálna RNA (fRNA)

{ mikro RNA (miRNA)

3



{ malá interferujúca (small interfering) RNA (siRNA)

{ jadrová (nuclear) RNA (snRNA)

{ jadierková (nucleolar) RNA (snoRNA)

{ vírusová RNA (vRNA)

{ dlhá nekódujúca RNA (lncRNA)

{ a iné . . .

Kódujúca - mediátorová RNA (mRNA) je prepisovaná podµa sekvencie DNA
a neskôr vyu¾itá ako vzor pre syntézu bielkovín (proteínov). Proces prepisu in-
formácie z DNA do mRNA sa nazýva transkripcia. Najprv je prepisovaná pre-
kurzorová mRNA (pre-mRNA), ktorá obsahuje aj nekódujúce oblasti - intróny,
ktoré sú ïal¹ím spracovaním (alternatívnym splicingom (zostrihom) ) z molekuly
odstránené a vzniká zrelá (mature) mRNA. mRNA potom putuje do ribozómov,
kde prebieha u¾ spomenutá syntéza bielkovín. (Cooper a Hausman, 2004) Sekven-
cie troch nukleotidov kódujú 20 aminokyselín, z ktorých sú vytvárané bielkoviny.
Sekvencia troch nukleotidov (kodón) kóduje práve jednu aminokyselinu.

Kódujúcej RNA sa v bunke nachádzajú pribli¾ne 2 %. Zvy¹ných 98 % je
oznaèovaných ako nekódujúca RNA. Nekódujúca RNA je taktie¾ prepísaná z
DNA, nekóduje ¾iaden proteín, zastáva v¹ak iné funkcie, ktoré popisujeme ni¾¹¹ie.

Transferová RNA (tRNA) sa väè¹inou skladá z pribli¾ne 80 nukleotidov a
vo veµkom poète sa nachádzajú v cytoplazme bunky. Na jednom jej konci sa
nachádza antikodón, na opaènom aminokyselina, prièom platí, ¾e príslu¹nému
antikodónu prinále¾í unikátny typ aminokyseliny. Jej funkcia je naviaza» sa na
príslu¹ný kodón v ribozóme a pripoji» aminokyselinu na koniec rastúceho poly-
peptidového re»azca, z ktorého na konci procesu vznikne bielkovina. Tento proces
sa nazýva translácia.

Ribozomálna RNA (rRNA) je najèastej¹ie sa vyskytujúcou molekulou RNA
v bunke. Tvorí podstatnú èas» ribozómu - veµkú a malú podjednotku, prièom jej
veµkos» mô¾e by» viac ako 5000 nukleotidov. (Holzel a kol., 2010) Taktie¾ napo-
máha katalitickej aktivite ribozómu. Ribozómy sa via¾u na mRNA a vykonávajú
syntézu bielkovín. Na jednu mRNA ¹trukúru mô¾e by» v jednom momente pri-
pojených viacero ribozómov.

Niektoré typy RNA plnia regulaènú funkciu. Napríklad mikro RNA (miRNA)
zabraòuje procesu translácie mRNA tým, ¾e sa na òu navia¾e. snRNA sa podieµa
na procese splicingu(odstránenie intrónov). snoRNA hrá úlohu pri modi�kácii
ostatných typov RNA - hlavne rRNA, tRNA a snRNA.

vRNA slú¾i niektorým vírusom na uchovávanie ich genetickej informácie, mô¾e
by» jednovlákonová alebo dvojvláknová.(Patton, 2008)

Poslednou spomenutou kategóriou budú lncRNA. Tieto ¹truktúry majú veµ-
kos» viac 200 nukleotidov a jeden zo známych zástupcov je gén XIST, ktorý sa
uplatòuje pri procese inaktivácie chromozómu X. (Rinn a Chang, 2012)

1.3 Spôsoby náhµadu na ¹truktúru

Molekula RNA je v skutoènosti súbor atómov usporiadaných v 3D priestore.
Existujú v¹ak rôzne úrovne pohµadov na molekuly - od zjednodu¹ených, ktoré
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zachytávajú menej informácií o molekule ako obsahuje spomínané usporiadanie
atómov v priestore, a¾ po také, ktoré presahujú hranice jednej molekuly a zachy-
távajú vz»ahy medzi òou a inými molekulami. Rozli¹ujeme nasledujúce úrovne
¹truktúry RNA

• Primárna

• Sekundárna

• Terciárna

• Kvarciárna

Primárna ¹truktúra RNA je zoradená lineárna sekvencia nukleotidov, ktoré
sú spolu prepojené väzbami.

Nukleotidy obsahujú:

• Dusíkový základ (A, G, C, U)

• 5-uhlíkový cukor - ribózu

• fosfátové skupíny

V tejto práci sa nebudeme zaobera» chemicko-biologickými detailami väzieb.
Postaèí nám znalos», ¾e k primárnej ¹truktúre budeme pristupova» ako ku sek-
vencii písmen, ktoré kódujú jednotlivé nukleotidy. V tejto sekvencii nás bude
zaujíma» iba poradové èíslo a typ nukleotidu.

Obrázek 1.1: Detail primárnej ¹truktúry sekvencie ACG

Sekundárna ¹truktúra RNA popisuje vodíkové väzby medzi nukleotidmi. Dva
nukleotidy, ktoré spolu tvoria vodíkovú väzbu, sa oznaèujú ako spárované bázy
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(base pair). Dá sa poveda», ¾e sekundárna ¹truktúra je vlastne zoznam spáro-
vaných báz. Tieto spárované bázy vytvárajú ¹peci�cké pod¹truktúry, ako ¹pirála
(helix), sluèka (loop), pseudouzol (pseudoknot), vlásenka (hairpin loop), vnútorná
sluèka (internal loop), rozvetvená sluèka (branch loop), stopka (stem), bulge loop
a iné. Podµa sekundárnej ¹truktúry je mo¾né zisti», ako bude bli¾¹ie vyzera» ter-
ciárna ¹truktúra, preto¾e nám ukazuje, ktoré èasti sekvencie sa v trojdimenzio-
nálnom priestore budú nachádza» blízko pri sebe. V tejto práci nebudeme ïalej
so sekundárnou ¹truktúrou molekuly pracova», ani ju nijako vyu¾íva».

Obrázek 1.2: Vybrané pod¹truktúry sekundárnej ¹truktúry

Terciárna ¹truktúra RNA urèuje trojdimenzionálnu ¹truktúru molekuly v
priestore. Je uchovávaná ako mno¾ina trojdimenzionálnych súradníc v¹etkých
atómov molekuly. Dáva najpresnej¹iu a naju¾itoènej¹iu informáciu o molekule
zo v¹etkých spomínaných úrovní a takisto je najobtia¾nej¹ie ju získa». V tejto
práci sa venujeme práve predikcii terciárnej ¹truktúry, za pomoci inej terciárnej
¹truktúry, prièom vychádzame z primárnej ¹truktúry.

Kvarciárna ¹truktúra RNA popisuje vz»ahy medzi celými molekulami RNA -
napríklad interakcie medzi jednotlivými molekulami RNA v ribozómoch (Noller,
1984) a taktie¾ vz»ahy medzi RNA a molekulami bielkovín.

1.4 Význam terciárnej ¹truktúry

Funkcia molekuly do veµkej miery súvisí s jej terciárnou ¹truktúrou. Zmena
terciárnej ¹truktúry, ktorá vedie ku strate pôvodnej funkcie molekuly, sa nazýva
denaturácia. Nasledujúca citácia zdôrazòuje význam 3D ¹truktútry molekuly:
"©trukturálne vlastnosti RNA sú veµmi dôle¾ité pre jej biologickú funkciu, za-
hàòajúc kódovanie (mRNA), prenos genetickej informácie a katalitickú aktivitu
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Obrázek 1.3: Detail terciárnej ¹truktúry

¹truktúry. Správne fungovanie RNA vy¾aduje vytvorenie zlo¾itej trojdimenzio-
nálnej (3D) ¹truktúry."(Felden, 2007)

1.5 Získavanie terciárnej ¹truktúry a zmysel jej
predikcie

Získa» sekvenciu nukleotidov z molekuly RNA sa stalo mo¾né a relatívne do-
stupné u¾ v minulom tisícroèí. Experimentálne získa» 3D ¹truktúru v¹ak ostá-
valo veµmi »a¾ké (v roku 2000 boli známe len ¹truktúry 155 RNA molekúl). Po
roku 2000 rapídne stúpa poèet experimentálne získaných terciárnych ¹truktúr
(2495 známych ¹truktúr na zaèiatku roka 2015 (Westhof, 2015))(vïaka röntgeno-
vej kry¹talogra�i, pokroku v oblasti výpoèetných systémov a software) a je mo¾né
spracova» aj veµké RNA ¹truktúry (ako veµké oznaèujeme sekvencie s viac ako 100
nukleotidmi (Holbrook, 2008)). Napriek tomuto pokroku je experimentálna cesta
stále veµmi èasovo nároèná a drahá a mno¾stvo nevyrie¹ených sekvencií naïalej
rastie. Preto sa zaèali skúma» mo¾nosti, ako èo najefektívnej¹ie ¹truktúry predi-
kova».

Spôsoby získavania terciárnej ¹truktúry:

• Experimentálne metódy

{ X-ray crystallography (Röntgenová kry¹talogra�a)

{ Single-particle cryo-electron microscopy (SPCEM)

{ NMR spectroscopy (NMRS)

• Typy metód výpoèetnej predikcie
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{ Homológne modelovanie

{ De novo

Je nutné doda», ¾e vy¹¹ie uvedený zoznam nie je kompletný, a existujú ïal¹ie
metódy, ktoré sú schopné priblí¾i» rôzne informácie o ¹truktúre skúmanej mole-
kuly. Metódam výpoèetnej predikcie bude venovaná nasledujúca kapitola práce.

Röntgenová kry¹talogra�a bola prvýkrát pou¾itá v roku 1912 na získanie
¹truktúry anorganických látok. V súèasnosti sa pomocou nej dajú získa» ¹trukt-
úry dlhých sekvencii RNA s rozlí¹ením lep¹ím ako 2.0 �A. Princíp je nasledovný:
prvý a èasto najzlo¾itej¹í krok je získanie vhodného kry¹tálu ¹tudovanej molekuly.
V druhom kroku je kry¹tál o¾arovaný monochromatickým RTG ¾iarením, prièom
sa na základe zachytenia deformácie lúèa urèia polohy jednotlivých elektrónov.
V poslednom kroku sa zo získaných dát a ïal¹ích chemických vlastností vytvorí
presný atómový model ¹truktúry. Táto metóda je v súèasnosti najviac pou¾ívaná
a dosahujú sa pomocou nej najlep¹ie experimentálne výsledky. (Smyth a Martin,
2000)

Single-particle cryo-electron microscopy metóda má výhodu v tom, ¾e nie je
limitovaná veµkos»ou molekuly, na druhej strane rozlí¹enie získaných výsledkov sa
pohybuje medzi 10 �A a 13 �A.

NMR spectroscopy síce poskytuje presné informácie o polohe jednotlivých ató-
mov, ale je limitovaná då¾kou sekvencie skúmanej molekuly (do 100 nukleotidov).
(Felden, 2007)
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2. Existujúce metódy predikcie
terciárnej ¹truktúry

Cieµom predikcie RNA ¹truktúr je z primárnej sekvencie získa» výpoèetným
spôsobom taký terciárny model ¹truktúry, ktorý by bol svojou presnos»ou po-
rovnateµný s experimentálne získanou ¹truktúrou. V ïal¹om texte budeme pod
pojmom ¹truktúra myslie» terciárnu ¹truktúru RNA a pod pojmom sekvencia
primárnu sekvenciu RNA. V tejto kapitole sa zameriame na odli¹né prístupy k
predikcii ab initio algoritmami a algoritmami homológneho modelovania.

Na zaèiatok sa oboznámime s jedným teoretickým poznatkom, ktorý hovorí,
¾e ¹truktúra je jedineène urèená sekvenciou - teda znalos» unikátnej sekvencie
plne postaèuje na to, aby bolo mo¾né predikova» unikátnu ¹truktúru. (Krieger
a kol., 2003)

V úvode e¹te upozorníme, ¾e èas» èlánkov, na ktoré odkazujeme v tejto ka-
pitole, pojednáva o predikcii proteínov. Z biologického hµadiska v¹ak skladanie
(folding) proteínov a RNA prebieha veµmi podobným spôsobom, teda poznatky
uvedené v takýchto èlánkoch sú relevantné aj pre RNA. (Moore, 1999)

2.1 Homológne modelovanie

Metóda okrem predpokladu unikátnosti RNA ¹truktúry uvedeného v úvode
zakladá aj na tom, ¾e vïaka povahe evoluèného procesu je terciárna ¹truktúra
viac stabilná a mení sa oveµa pomal¹ie ne¾ jej odpovedajúca sekvencia. Rolu tu
zohráva fakt, ¾e molekuly, ktroré majú podobnú ¹truktúru, majú aj podobnú
funkciu. (Krieger a kol., 2003)

Princíp homológneho modelovania spoèíva v tom, ¾e molekulu nemodelujeme
iba z jej primárnej sekvencie, ale pou¾ijeme inú molekulu RNA nazývanú

”
vzor\,

ktorej ¹truktúru poznáme (bola experimentálne získaná). Molekulu, ktorej ¹truk-
túru predikujeme, budeme nazýva»

”
cieµ\.

Ïal¹ím krokom je typicky urèenie homológnych èastí sekvencií (èasti, ktoré
mô¾eme prenies» zo vzoru do cieµa). Homológne èasti budeme nazýva» konzervo-
vané úseky a typicky sa urèujú zarovnaním (alignment) sekvencií cieµa a vzoru.
Èím sú si sekvencie podobnej¹ie, tým viac konzervovaných úsekov bude exis-
tova». Konzervované úseky je potrebné upravi», rôzne predikèné metódy na to
pou¾ívajú odli¹né stratégie. Prirodzene èím viac konzervovaných úsekov vzíde zo
zarovnania, tým jednoduch¹ie bude vytvori» kvalitný model ¹truktúry. Vysoká
podobnos» v¹ak nie je podmienkou pre pou¾itie tohoto druhu algoritmov a te-
oreticky je mo¾né napredikova» dobrý model, ak je podobnos» medzi cieµom a
vzorom nula. (Rother a kol., 2011)

V ïal¹ej fáze sa do predikovaného modelu skopírujú konzervované úseky ¹truk-
túry z vzoru. Následne je nutné doplni» medzery, ktoré vznikli na miestach, kde
sekvencie neboli konzervované. Tu sa prístupy mô¾u lí¹i». Jeden spôsob je pou-
¾i» databázu èastí ¹truktúr a v nich vyhµada» najlep¹ie pasujúci chýbajúci úsek.
Druhou mo¾nos»ou je predikova» medzery metódou de novo.

Týmto je model hotový, mô¾e v¹ak e¹te prebehnú» koneèná optimalizácia mo-
delu.
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Výhoda tejto metódy je, ¾e sa òou (za predpokladu vhodného vzoru) dajú
predikova» veµké molekuly, v rozumnom èase s dobrou presnos»ou.

Nevýhodou je, ¾e pri výbere nevhodného vzoru alebo zlom výbere konzervo-
vaných úsekov bude výsledný model veµmi vzdialený skutoènej ¹truktúre. Ako
nároèný problém sa taktie¾ ukazuje doplnenie dlh¹ích nekonzervovaných úsekov.

2.2 De novo predikcia

Algoritmy, ktoré zaraïujeme do skupiny de novo, predikujú terciárnu ¹truk-
túru RNA iba z jej primárnej sekvencie nukleotidov. Opierajú sa o fyzikálno-
biologické princípy, ktoré riadia skladanie (folding) molekuly v skutoènosti, èo
znamená, ¾e voµná energia (mno¾stvo práce, ktorú termodynamický systém do-
ká¾e vykona») vo výslednej molekule je minimálna mo¾ná. (An�nsen, 1973)

Predikcia typicky prebieha tak, ¾e ako prvú potrebujeme energy function
(energetická funkcia), ktorá má za úlohu minimalizova» voµnú energiu v prediko-
vanej ¹truktúre (hµadá globálne minimum rie¹eného problému). Energy function
vedie proces nazývaný conformational sampling, ktorý postupne prechádza rôzne
priestorové kon�gurácie predikovanej ¹truktúry. Poèas tohoto procesu sa vytvá-
rajú decoys (kandidáti), tí sú ïalej upravovaní a na konci sa z nich vyberie ten s
minimom voµnej energie.

De novo metódy sa dajú ïalej rozdeli» na dve podkategórie. Prvá skupina sú

”
ab initio\ metódy, v ktorých conformational sampling pridáva, modi�kuje a odo-
berá jednotlivé nukleotidy. Druhá skupina sa nazýva

”
knowledge-based\ metódy,

ktoré pracujú s kni¾nicou krátkych úsekov experimentálne získaných ¹truktúr,
prièom sa sna¾ia nájs» vhodný úsek a prida» ho do predikovaného modelu. Do
skupiny knowledge-based patrí aj metóda FARFAR, ktorú v na¹ej práci vyu¾í-
vame. (Das a kol., 2010)

Obrázek 2.1: Príklad reprezentácie fragmentu RNA ¹truktúry (7 uhlov medzi
atómami urèuje tvar nukleotidu v priestore) (Frellsen a kol., 2009)

V praxi sa hµadajú spôsoby, ako zmen¹i» konformaèný priestor (mo¾né uspori-
adania ¹truktúry) a efektívne v òom vyhµadáva». To sa rie¹i napríklad zjednodu¹e-
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nou reprezentáciou ¹truktúry (výpoèet neprebieha so v¹etkými atómami, nazýva
sa to coarse-grained), heuristickými metódami, alebo �xovaním stupòov voµnosti.
Ïal¹ím problémom, s ktorým sa de novo metódy stretávajú, je, ¾e optimalizaèný
problém, ktorý rie¹i energy function, obsahuje veµa lokálnych miním, ktoré mô¾u
funkciu zmias» a celý algoritmus skonèí predèasne.

Súèasné implementácie de novo algoritmov doká¾u dostatoène presne predi-
kova» krat¹ie sekvencie RNA. Pri dlhých sekvenciách sa stávajú èasovo veµmi
nároèné.
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2.3 Prehµad software na predikciu RNA ¹truk-
túr

V nasledujúcej tabuµke nájdeme prehµad súèasne dostupného software na pre-
dikciu RNA ¹truktúr. V¹etky uvedené metódy sú dostupné ako webserver, alebo
zdrojový kód. Zdôrazòujeme, ¾e z ni¾¹ie uvedených metód je iba ModeRNA
schopný predikova» molekuly RNA, ktoré obsahujú viac ako 500 nukeotidov,
je rovnako zalo¾ený na princípe homológneho modelovania ako ná¹ algoritmus,
ale urèovanie ¹truktúry nekonzervovaných úsekov pou¾íva kni¾nicu fragmentov,
z ktorých vyberá najlep¹ie pasujúci. Takisto v súèastnosti nevieme o ¾iadnych
iných automatizovaných metódach, schopných takéto dlhé ¹truktúry predikova».

Tabulka 2.1: Prehµad software na predikciu RNA

Názov Popis Èlánok

BARNACLE Python kni¾nica pre pre-
dikciu RNA ¹truktúr, za-
meranie na pravdepo-
dobnostný model konfor-
maèného priestoru

(Frellsen a kol., 2009)

FARFAR automatizovaná
knowledge based de
novo predikcia RNA,
implementované v
Rosetta frameworku

(Das a kol., 2010)

MC-Fold MC-Sym Pipe-
line

MC-Fold najskôr predi-
kuje sekundárnu ¹trukt-
úru, podµa ktorej potom
MC-Sym vytvára ¹truk-
túru terciárnu

(Parisien a Major, 2008)

NAST knowledge-based mode-
lovanie RNA ¹truktúry,
vyu¾ívajúce coarse-
grained model ¹truktúry

(Jonikas a kol., 2009)

RNAComposer knowledge-based auto-
matizovaná predikcia
¹truktúry RNA (do 500
nukleotidov) s vyu¾itím
sekundárnej ¹truktúry

(Popenda a kol., 2012)

iFoldRNA de novo predikcia RNA
¹truktúry, vyu¾ívajúca
coarse-grained model
¹truktúry

(Sharma a kol., 2008)

ModeRNA homológne modelovanie
RNA ¹truktúry

(Rother a kol., 2011)

12



3. Algoritmus

V tejto kapitole detailne vysvetlíme ako funguje ná¹ algoritmus na predikciu
terciárnej ¹truktúry RNA. Algoritmus mô¾eme zaradi» do skupiny algoritmov
homológneho modelovania, èo znamená, ¾e na základe sekvencie cieµa a ¹truktúry
vzoru predikuje ¹truktúru cieµovej molekuly. Pripomíname, ¾e tento postup je
zalo¾ený na tom, ¾e podobné sekvencie sa mapujú na podobné terciárne ¹truktúry,
ktoré bývajú konzervované vo väè¹ej miere ako sekvencie, a teda drobné rozdiely
v sekvencii zvyèajne neznamenajú veµké zmeny v ¹truktúre. Ak v¹ak ¹truktúra
nie je v priestore izolovaná, je ovplyvnená interakciami medzi blízkymi reziduami,
ktoré pritom v sekvencii mô¾u by» od seba µubovolne vzdialené. 3.1

Obrázek 3.1: Príklad vzájomných väzieb nukleotidov, ktoré sú od seba v sekvencii
vzdialené. Modrý úsek je tvorený nukleotidmi s identi�kaènými èíslami 220 a 221,
prièom ¾ltý úsek tvoria nukleotidy 156 a 157.

Treba doda», ¾e primárne sekvencie bývajú ulo¾ené v textových súboroch s
príponou

”
fasta\, a terciárna ¹truktúra v textových súboroch s príponou

”
pdb\.

3.2 V¹etky experimentálne získané makromolekulárne ¹truktúry je mo¾né nájs» na
webových stránkach

”
The Protein data bank\

(Berman a kol., 2000, http://www.rcsb.org/pdb/ ), odkiaµ pochádzajú v¹etky
sekvencie a ¹truktúry pou¾ité v tejto práci.

3.1 Struèný popis dôle¾itých èastí algoritmu

V tejto sekcii struène vysvetlíme v¹etky dôle¾ité my¹lienky algoritmu, detai-
lom a pou¾itému software tretích strán sa budeme venova» v ïal¹ích sekciách.

Na vstup algoritmus dostane primárnu sekvenciu cieµa aj vzoru a terciárnu
¹truktúru vzoru. Ako prvé prebehne zarovnanie (alignment) sekvencii vzoru a
cieµa. Následne je získané zarovnanie modi�kované algoritmom posuvného okienka
(sliding window) pre lep¹iu identi�káciu konzervovaných úsekov. Tento krok má
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Obrázek 3.2: Príklad reprezentácie nukleotidu v pdb súbore, zµava doprava: meno
záznamu, poradové èíslo atómu, meno atómu, meno rezidua (uracil), identi�kátor
re»aze (A), sekvenèné èíslo rezidua (852), súradnica X, súradnica Y, súradnica Z,
zvy¹né parametre nepou¾ívame.

zabezpeèi», aby sa odstránili krátke izolované úseky reziduí v pôvodnom zarovnaní
oznaèené ako konzervované. Tabuµka 3.1 ukazuje v¹etky kon�gurácie, ktoré mô¾u
nasta» v zarovnaní.

Tabulka 3.1: Príklad rôznych situácii v zarovnaní

Sekvencia konzervované nekonzervované medzera medzera

cieµ A U - C
vzor A G A -

V ïal¹om kroku identi�kujeme v¹etky medzery (gaps), ktoré sa v zarovnaní
objavili. Tieto mô¾u spôsobova» problematické situácie pri neskor¹ej predikcii chý-
bajúcich úsekov ¹truktúry. Principiálne mô¾e nasta» jedna zo situácií uvedených
na obrázku 3.3. Rie¹ime to tak, ¾e nukleotidy z oboch strán medzery oznaèíme
ako nekonzervované. Poèet nukleotidov takto preznaèených je priamo úmerný
då¾ke medzery. Problém sa teda sna¾íme vyrie¹i» dopredikovaním väè¹ieho poètu
nukleotidov, èo teoreticky dáva predikcii väè¹í priestor na "spojenie", prípadne

”
natiahnutie\ urèitého úseku ¹truktúry.
Následne skopírujeme v¹etky konzervované úseky, ktoré urèuje zarovnanie a

jeho úpravy. Týmto konèí èas» predikcie, ktorá sa týkala jednoduchého skopíro-
vania konzervovaných èastí ¹truktúr.

V ïal¹ej èasti pripravujeme vhodný vstup pre algoritmus FARFAR (Das a kol.,
2010), ktorý pou¾ívame na predikovanie chýbajúcich úsekov. Aby bolo mo¾né le-
p¹ie porozumie» rie¹eným problémom, musíme si v krátkosti predstavi» algoritmus
FARFAR, ktorý pou¾ívame. Pomocou FARFAR je mo¾né predikova» ¹truktúru zo
sekvencie, prièom algoritmu mô¾eme da» na vstup nukleotidy, ktoré u¾ poznáme.
V na¹om prípade sú to konzervované nukleotidy a algoritmus potom predikuje
iba chýbajúce úseky. 14



Obrázek 3.3: Problémy s medzerami v zarovnaní znázornené v ¹truktúre, zhora:
prvá situácia zobrazuje vlo¾enie reziduí do súvislej ¹truktúry, prièom bez toho
aby bola modi�kovaná okolitá ¹truktúra nie je mo¾né reziduá prida». Druhá situ-
ácia znázoròuje vymazanie nukleotidov so ¹truktúry, vzniká medzera medzi nuk-
leotidmi, ktorá nebude nièím nahradená. Tretí prípad ukazuje priaznivý prípad
medzery v zarovnaní.

Pri predikcii dlhých ¹truktúr nemô¾eme v¹etky nekonzervované úseky v predi-
kovanej ¹truktúre necha» FARFARu predikova» spolu, preto¾e pri dlhých ¹truk-
túrach by to bolo èasovo neúnosné (viac v sekcii FARFAR). Navy¹e vhodným
rozdelením úsekov sme schopní nezávisle od seba predikova» jednotlivé èasti ¹truk-
túry. V prvom rade ¹truktúru rozdelíme na pribli¾ne rovnako dlhé úseky. Rozdele-
nie predikovaných úsekoch na základe sekvencie v¹ak nie je úplne vhodné, preto¾e
to, ¾e sú blízko pri sebe dva nukleotidy v sekvencii neznamená, ¾e budú blízko pri
sebe aj v ¹truktúre. Tento problém rie¹ime tak, ¾e dlh¹ie nekonzervované úseky,
z týchto úsekov vyberáme a predikujeme osobitne. Predpokladáme, ¾e správnos»
predikcie krat¹ích úsekov problém rozdelenia výraznej¹ie neovplyvòuje. Krátke
nekonzervované úseky sú týmto pripravené na predikciu vo FARFAR.

Vybrané dlh¹ie nekonzervované úseky budú pripravované tak, ¾e sa na vstup
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FARFARu dajú konzervované reziduá, ktoré le¾ia v guli so stredom le¾iacim v
strede úseèky, ktorej krajné body tvoria súradnice atómov fosforu krajných (vzhµa-
dom na nekonzervovaný úsek) konzervovaných reziduí. Voµba atómov fosforu je
èisto náhodná, a mohla by by» nahradená hocijakým iným atómom nachádzaj-
úcim sa na cukor-fosfátovej chrbtici (backbone) ¹truktúry. Guµa má taký polomer,
aby obsahovala v¹etky reziduá, ktoré sa mô¾u dosta» do blízkeho kontaktu s µu-
bovolným reziduom z predikovaného úseku. (obrázok 3.4)

Obrázek 3.4: Znázornenie gule pou¾itej pri príprave predikcie dlhých nekonzervo-
vaných úsekov, slab¹ie naznaèená predikovaná èas» ¹truktúry.

Následne napredikujeme chýbajúce úseky ¹truktúry. Po skonèení predikcie
spojíme chýbajúce èasti dohromady a získame napredikovaný model ¹truktúry
cieµa.

3.2 Pseudokód

Táto sekcia má za úlohu èo najprehµadnej¹ie zachyti» poradie vykonávania
dôle¾itých èastí algoritmu a pomôc» nám lep¹ie si vytvori» obraz o tom, ako
algoritmus funguje. Nevenuje sa reprezentácii dát a predstiera, ¾e v¹etko be¾í v
pamäti poèítaèa, èo síce nie je pravda, ale zvy¹uje to prehµadnos» a na princípy
algoritmu to nemá vplyv. Premenné zaèínajú malým písmenom, metódy veµkým.
Niekedy je funkcia metódy slovne popísaná. Ak je za premennou

”
[]\, znamená

to, ¾e si pod òou predstavujeme mno¾inu pdb súborov. Premenné aj metódy sú
nazývané tak, aby èo najlep¹ie popisovali svoju úlohu v algoritme. Informácie o
význame parametrov a iných dôle¾itých detailov sa zas dozvieme v sekcii Detailný
popis èastí algoritmu, kde sa budeme na metódy z tejto sekcie odkazova». Na
záver uvedieme poznámku k systému názvov. V úsekoch, kde metódy upravujú
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zarovnanie (alignment), pojem gap znamená medzeru v zarovnaní, teda pozíciu
oznaèenú pomlèkou. Neskôr, po skopírovaní konzervovaných úsekov gap oznaèuje
úsek chýbajúcich nukleotidov.

1 Main( fastaTarget , fastaTemplate , pdbTemplate )
2 {
3 CheckTargetMapping
4 ( fastaTemplate , pdbTemplate )
5 al ignment := Align
6 ( fas taTarget , fastaTemplate )
7 al ignment1 := UseSlidingWindow
8 ( al ignment )
9 al ignment2 := ProcessGaps
10 ( al ignment1 )
11 conservedParts := CopyConservedParts
12 ( al ignment2 , pdbTemplate )
13 mappedConservedParts := MapConservedParts
14 ( conservedParts , a l ignment2 )
15 l ongParts [ ] := ProcessLongUnconservedParts
16 ( mappedConservedParts )
17 shor tPar t s [ ] := ProcessShortUnconservedParts
18 ( mappedConservedParts )
19 pred i c t edPar t s [ ] := PredictUnconservedParts
20 ( longParts [ ] , sho r tPar t s [ ] )
21 f ina lMode l := ConnectPredictedParts
22 ( p r ed i c t edPar t s )
23 }
24

25 CheckTargetMapping ( fa s ta , pdb )
26 {
27 f o r each r e s in pdb
28 {
29 i f ( f a s t a [ r e s [ id ] ] != r e s [ type ] )
30 ERROR: Input needs manual e d i t i n g !
31 EXIT PROGRAM
32 }
33 }
34

35 Align ( fastaTarget , fastaTemplate )
36 {
37 s t r i n g al ignment := CallEmbossAln
38 ( fas taTarget , fastaTemplate )
39 r e turn EditAlignmentFormat ( al ignment )
40 }
41

42 SlidingWindow ( alignment , windowLength , minimalLimit )
43 {
44 hL = windowLength DIV 2
45 f o r each nuc l e o t i d e in al ignment
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46 {
47 check i f in [ nuc l e o t i d e [ id ]−hL , nuc l e o t i d e [ id ]+hL ]
48 i s l e s s than minimalLimit conserved nuc l e o t i d e s
49 i f so mark nuc l e o t i d e as unconserved
50 }
51 r e turn modif iedAln
52 }
53

54 ProcessGaps ( alignment , c u t o f f )
55 {
56 f o r each gap in al ignment
57 {
58 al ignment := mark " c u t o f f " nu c l e o t i d e s from
59 both s i d e s o f the gap as unconserved
60 }
61 r e turn al ignment
62 }
63

64 CopyConservedParts ( al ignment , pdb )
65 {
66 conservedParts = ""
67 f o r each nuc l e o t i d e in pdb
68 {
69 i f ( IsConserved ( nuc l eo t ide , al ignment ) )
70 conservedParts += nuc l e o t i d e
71 }
72 r e turn conservedParts
73 }
74

75 MapConservedParts ( conservedParts , a l ignment )
76 {
77 map nuc l e o t i d e id ' s from cur rent s t a t e ( nc with
78 id x corre sponds to x−th nc in template f a s t a ) to
79 s t a t e where nc id c o r r e c t l y corresponds to
80 nuc l e o t i d e in t a r g e t f a s t a
81 r e turn modi f iedConservedParts
82 }
83

84 ProcessLongUnconservedParts
85 ( conservedParts , ncAvarageLength , minLengthGapLimit )
86 {
87 l ongParts = [ ]
88 f o r each gap in conservedParts
89 {
90 i f l ength ( gap ) <= minLengthGapLimit
91 cont inue
92 s tartNc := conserved nuc l e o t i d e be f o r e gap
93 endNc := conserved nuc l e o t i d e a f t e r gap
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94 ph="phosphor"
95 s := FindMiddle ( s ta r tRes [ ph ] , endRes [ ph ] )
96 p := length ( gap ) ∗ ncAvarageLength / 2
97 ncsInSphere := a l l nu c l e o t i d e s i n s i d e sphere (p , s )
98 preparedPart := PrepareCorectFormatForFARFAR
99 ( ncsInSphere )
100 l ongParts [ ] += preparedPart
101 }
102 r e turn longParts [ ]
103 }
104

105 ProcessShortUnconservedParts
106 ( conservedParts , l engthOfSect ion , maxLengthGapLimit )
107 {
108 c r e a t edSe c t i on s = [ ]
109 c r e a t edSe c t i on s [ ] = d iv id e " conservedParts " in to
110 s e c t i o n s with l ength o f " l engthOfSect ion "
111 preparedSec t i ons = [ ]
112 f o r each s e c t i o n in c r e a t edSe c t i on s [ ]
113 {
114 preparedSec t i ons [ ] += PrepareCorectFormatForFARFAR
115 ( s e c t i on , maxLengthGapLimit )
116 }
117 r e turn preparedSec t i ons [ ]
118 }
119

120 PredictUnconservedParts ( lgUnconsPts [ ] , shUnconsPts [ ] )
121 {
122 pred i c t edPar t s = [ ]
123 a l l P a r t s := lgUnconsPts [ ] + shUnconsPts [ ]
124 f o r each input in a l l P a r t s
125 {
126 pred i c t edPar t s [ ] += CallFARFAR( input )
127 }
128 r e turn pred i c t edPar t s [ ]
129 }
130

131 ConnectPredictedParts ( p r ed i c t edPar t s [ ] )
132 {
133 connect a l l conserved and pred i c t ed nuc l e o t i d e s
134 i n t o s i n g l e f i l e in case o f dup l i c i t y
135 ( they are almost the same ) choose only one
136 }

3.3 FARFAR

V tejto sekcii si povieme viac o tom, ako pracujeme s FARFAR.
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FARFAR doká¾e predikova» RNA ¹truktúru z primárnej sekvencie. Je mo¾né
mu na vstup da» okrem sekvencie predikovanej ¹truktúry aj pdb súbor, ktorý
obsahuje µubovolnú èas» nukleotidov danej ¹truktúry. Tieto nukleotidy pri pre-
dikcii nebude modi�kova» a dopredikuje iba chýbajúce medzery medzi nimi. Je
dokonca mo¾né zvoli» len predikciu urèených medzier. Je tu podmienka, ¾e pora-
die nukleotidov v sekvencii musí odpoveda» èíslovaniu nukeotidov vo vstupnom
pdb súbore.

FARFAR ako výstup generuje kandidátske ¹truktúry, prièom na konci sa vy-
berie tá s najni¾¹ou voµnou energiou. Preto platí, ¾e èím väè¹í poèet ¹truktúr
vygenerujeme, tým je pravdepodobnej¹ie, ¾e sa medzi nimi bude nachádza» ¹truk-
túra z ni¾¹ou voµnou energiou. FARFAR pracuje nedeterministicky, èo znamená,
¾e pre dva rovnaké vstupy mô¾u vzniknú» dva rôzne výstupy.

Nakoniec upozorníme, ¾e èím viac nukleotidov je zahrnutých v predikcii (platí
aj o tých vo vstupnom pdb), tým dlh¹ie trvá vygenerovanie jednej kandidátskej
¹truktúry. Takisto èím dlh¹í je predikovaný úsek (súvislý úsek z ktorého sa ¾iadne
nukleotidy nenachádzajú vo vstupnom pdb), tým je ho zlo¾itej¹ie napredikova»,
a je väè¹ia ¹anca, ¾e bude napredikovaný nesprávne. Toto pova¾ujeme za jeden
z najväè¹ích problémov ná¹ho algoritmu, preto¾e presnos» výsledkov FARFAR s
rastúcou då¾kou predikovanej sekvencie klesá. Podµa testov publikovaných autormi
algoritmu (Das a kol., 2010) toti¾ platí, ¾e pri predikcii ¹trnástich ¹truktúr dlhých
6 a¾ 13 nukleotidov je priemer RMSD do 2 �A, ale pri predikovaní jedenástich
¹truktúr dlhých 13 - 23 nukleotidov je priemer RMSD 6.5 �A.

Pre lep¹iu predstavu o tom, ako mô¾u prebytoèné nukleotidy vo vstupnom
pdb súbore ovplyvni» då¾ku behu FARFAR, uvádzame nasledujúci príklad. Pre-
dikovali sme 9 nukleotidov, prièom sme zvolili rozdielne vstupné pdb súbory. Prvý
obsahoval v¹etky konzervované nukleotidy predikovanej ¹truktúry, druhý obsaho-
val iba nukleotidy vybrané v metóde ProcessLongUnconservedParts (riadok 84).
V prvom prípade, kedy vstupný pdb súbor obsahoval v¹etkých 129 konzervova-
ných nukleotidov, trvalo vygenerovanie 10 kandidátskych ¹truktúr 133 minút. V
druhom prípade obsahoval pdb súbor 41 vybraných konzervovaných nukleotidov
a vygenerovanie rovnakého mno¾stva kandidátskych ¹truktúr trvalo 57 minút.

3.4 Detailný popis èastí algoritmu

V tejto èasti sa venujeme detailom, ktoré neboli spomenuté v prvej sekcii tejto
kapitoly. Jedná sa hlavne o parametrizované èasti, kde spomenieme aký efekt
na priebeh predikcie pri zmene parametrov oèakávame. Zmienime sa taktie¾ o
programe Emboss (Rice a kol., 2000) a algoritme FARFAR (Das a kol., 2010) a
o dôvodoch ich výberu.

Zaèneme metódou SlidingWindow (riadok 42), ktorá závisí od dvoch parame-
trov. Sú to windowLength a minimalLimit. Najprv zade�nujeme pojem konzervo-
vaný nukleotid (tie¾ konzervovaná pozícia). Je to nukleotid cieµa, ktorý je zarov-
naný na rovnaký typ nukleotidu vzoru, a ak ho nevyradíme v ïal¹om spracovaní
(pojem oznaèi» nukleotid za nekonzervovaný), bude jeho ¹truktúra skopírovaná zo
vzoru do modelu cieµa. Metóda pre ka¾dý nukleotid skontroluje, èi sa v jeho okolí,
ktoré je urèené parametrom windowLength, nachádza viac ako minimalLimit
konzervovaných nukleotidov. Ak nie, nukleotid oznaèí ako nekonzervovaný(táto
zmena neovplyvní parametre výpoètu pre e¹te nerozhodnuté nukleotidy). Apliká-
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cia algoritmu má teda za následok odstránenie niektorých konzervovaných nuk-
leotidov, ktoré budú neskôr musie» by» dopredikované algoritmom FARFAR. To
má zabráni», aby veµmi krátke izolované konzervované úseky ovplyvnili výsledok
predikcie. V prípade, ¾e by bol nukleotid chybne oznaèený ako zarovnaný a nachá-
dzal sa medzi dvomi dlhými nekonzervovanými úsekmi ¹truktúry, tak by FARFAR
predikovanie obochoch nekonzervovaných úsekov bolo ovplyvnené jedným chybne
konzervovaným nukleotidom. Keï¾e FARFAR konzervovanými nukleotidmi nepo-
hybuje, sna¾il by sa na chybne konzervovaný nukleotid napoji» predikované èasti.
3.5

Obrázek 3.5: Uká¾ka zarovnania dvoch ¹truktúr, zelenou sú zvýraznené údaje,
ktoré hovoria o miere podobnosti ¹truktúr. Èervenou farbou je zvýraznený po
zarovnaní konzervovaný nukleotid, ktorý bude metódou SlidingWindow (veµkos»
okienka 10, poèet konzervovaných nukleotidov v okienku 5) oznaèený ako nekon-
zervovaný. Oran¾ovou sú vyznaèené po zarovnaní konzervované úseky, ktoré budú
metódou ProcessGap preznaèené na nekonzervované úseky (parametrizované tak,
¾e z ka¾dej strany medzery sa preznaèí polovica då¾ky medzery).
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Metóda ProcessGap (riadok 54), ktorá ma parameter cuto�, slú¾i na uprave-
nie medzier (gaps), ktoré sa nachádzajú v zarovnaní. Pri otázke koµko nukleotidov
odstráni» z okolia medzery tak, aby mal FARFAR ¹ancu dotknutý úsek ¹truktúry
èo najlep¹ie napredikova», berieme do úvahy då¾ku medzery, ktorú budeme ¹kálo-
va». Táto metóda mô¾e za istých okolností výsledok predikcie zlep¹i», ale takisto
mô¾e vyrobi» zbytoène dlhý nekonzervovaný úsek. Jej úèinnos» budeme testova».
Mo¾né situácie sú znázornené na obrázku 3.3.

MapConservedParts (riadok 75) mapuje konzervované nukleotidy na fasta sek-
venciu cieµa. Princíp je znázornený na obrázku 3.6.

Metóda ProcessLongUnconservedParts (riadok 84) s parametrami minLen-
gthGapLimit a ncAvarageLength najskôr vyhµadá medzery dlh¹ie ako minLen-
gthGapLimit. Následne pre ka¾dý nájdený úsek vytvorí guµu a v¹etky nukleotidy,
ktoré táto guµa obsahuje, skopíruje do vstupného súboru pre FARFAR (obrázok
3.4, pseudokód). Takto zabezpeèíme, aby mal FARFAR pri predikovaní chýbaj-
úceho úseku èo najviac informácií o okolitej ¹truktúre. Znalos» okolitej ¹trukt-
úry je dôle¾itá, preto¾e blízke nukleotidy na seba vzájomne vplývajú (vytvára-
nie chemických väzieb). Takisto sa zmen¹ia mo¾nosti umiestnenia predikovaného
úseku do priestoru, èo mô¾e výrazne zjednodu¹i» prácu FARFAR predikcií. Tie¾
sa zabráni mo¾ným zrá¾kam predikovaných úsekov s konzervovanými. Vïaka to-
muto kroku mô¾eme vybraný úsek so v¹etkými relevantnými informáciami, ktoré
nám poskytuje konzervovaná èas» ¹truktúry, predikova» nezávisle od ostatných.
Otázku, akej veµkosti guµu potrebujeme, aby obsiahla v¹etky reziduá s ktorými by
predikovaná èas» mohla prís» do kontaktu, sme vyrie¹ili nasledovne. Pozorovaním
sme zistili, akú vzdialenos» v ¹truktúre priemerne predstavuje jeden nukleotid. Je
to priemerne 2,3 �A + 0,2 �A rozptyl. Táto hodnota sa výnásobí polovicou veµkosti
medzery. Dodáme e¹te, ¾e zbytoène veµkú guµu nechceme voli» preto, lebo viac
nukleotidov vo vstupnom súbore spomaµuje predikciu.

Metóda ProcessShortUnconservedParts (riadok 105) pripravuje krátke nekon-
zervované úseky pre predikciu FARFAR algoritmom. Hranicu sme volili tak, ¾e
od 5 nukleotidov je u¾ úsek dlhý. Pri krátkych úsekoch predpokladáme, ¾e vïaka
ich då¾ke nenastávajú situácie, kde by bolo potrebné zaobara» sa ich okolím tak,
ako ako to robíme v prípade dlhých medzier. Ak je sekvencia veµmi dlhá, delíme
ju na sekcie, ktorých då¾ka je urèená parametrom lengthOfSection (rozumný pa-
rameter je 300). Tie potom samostatne predikujeme. Prístup pou¾itý pri dlhých
medzerách by sa dal bez úpravy pou¾i» aj v prípade krátkych medzier a fungoval
by aspoò rovnako dobre. Obmedzenie v¹ak v tomto prípade predstavuje organizá-
cia Metacentrum, ktorej výpoèetné kapacity vyu¾ívame na spú¹»anie FARFAR.
U¾ pri súèasnom spôsobe samostatného predikovania dlhých úsekov sa v prípade
dlhej RNA molekuly vygeneruje niekoµko desiatok predikcií nekonzervovaných
úsekov. V prípade, ¾e by sme samostatne predikovali aj krátke úseky, by tento
poèet mohol narás» niekoµkonásobne, preto¾e sa v ¹truktúre typicky vyskytuje
viac krátkych nekonzervovaných úsekov ako dlhých. Metacentrum by pri takom
mno¾stve vytvorených úloh zaèal zadr¾iava» ich spú¹»anie, èo by viedlo k nárastu
èasu potrebného pre predikciu. (viac o Metacentre v sekcií Implementácia)

V metóde PredictUnconservedParts (riadok 120) u¾ len spustíme predikciu
v¹etkých úsekov naraz. Tie po skonèení spojíme do jednej ¹truktúry v metóde
ConnectPredictedParts (riadok 131). Pri spájaní narazíme na opakovaný výskyt
konzervovaných nukleotidov v spájaných súboroch, ktoré vznikli v metóde Pro-
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Obrázek 3.6: Obrázok zhora dole: Prvá je zobrazená èas» template ¹truktúry,
ka¾dý nukleotid má pri sebe poznámku s jeho typom a identi�kátorom. Druhé
je zobrazené celé zarovnanie dvoch sekvencií. Ako tretia je zobrazená èas» tem-
plate ¹truktúry, èiastoène spracovaná na¹im algoritmom - po metóde MapCon-
servedParts. Zelenou je zvýraznený nukleotid cytozínu s identi�kátorom 34. V
alignmente je zvýraznený úsek, kde je tento nukleotid zarovnaný s cieµom, a tri
medzery vo vzore, kvôli ktorým je nutné mapovanie. ®ltou je zvýraznený ten istý
nukleotid cytozínu, ale po mapovaní má u¾ identi�kátor 37.

cessLongUnconservedParts pri prríprave okoloia predikovaného úseku. Tieto od-
stránime, prièom nezále¾í, ktoré zvolíme, preto¾e duplicitné nukleotidy pri pre-
dikcii FARFAR nemodi�kuje, a preto budú v priestore na skoro rovnakých pozíci-
ach. Pozície jednotlivých atómov sa mô¾u lí¹i» v maximálne desatinách �A, preto¾e
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FARFAR po úspe¹ne ukonèenej predikcii na nej vykoná tzv.
”
atom re�nement\.

3.5 Implementácia

V tejto sekcii sa oboznámime so software, ktorý pou¾ívame, a s ostatnými
implementaènými detailami a problémami.

Ná¹ kód je napísaný v programovacom jazyku Python. Hlavným dôvodom je
kni¾nica BioPython (Cock a kol., 2009). Tá obsahuje metódy uµahèujúce prácu
s pdb súbormi, fasta súbormi a so software Emboss Needle, ktorý pou¾ívame na
zarovnanie sekvencii.

Emboss (Rice a kol., 2000) na vstupe berie dve sekvencie vo formáte fasta a
zarovná ich. Problém je, ¾e výstupný formát zarovnania BioPython nepodporuje,
a preto je ho nutné spracova» pomocou regulárnych výrazov.

Na predikciu nekonzervovaných úsekov pou¾ívame algoritmus FARFAR, ktorý
je naimplementovaný v balíku Rosetta. Rosetta je dodávaná ako balík C++ zrojo-
vých súborov, alebo ako ich skompilovaná verzia. V oboch prípadoch je ale nutné
pou¾i» unixový systém. Na be¾nom PC by taktie¾ nebolo mo¾né predikciu para-
lelyzova» z dôvodu nízkeho výkonu. Preto sme sa rozhodli Rosettu nain¹talova» na
hardware Virtuálnej organizácie Metacentrum
(https://metavo.metacentrum.cz/cs/). Táto organizácia spája a poskytuje vý-
poèetné zdroje jej partnerov, ktoré sú potom dostupné akademickým pracov-
níkom a ¹tudentom pomocou SSH a SCP protokolov. Poskytuje nám unixový
operaèný systém a pre nás dostatoèný výpoèetný výkon pre paralelizáciu predik-
cie. Výpoèet v Metacentre funguje tak, ¾e si pripravíme jednotlivé úlohy, ktoré
zaradíme do fronty úloh. Z nej potom plánovaè priraïuje úlohy voµným strojom,
ktoré spåòujú nami ¹peci�kované po¾iadavky (predpokladaný èas behu, veµkos»
RAM, poèet CPU). Vo väè¹ine prípadov je Metacentrum schopné niekoµko desia-
tok nami zadaných úloh zaèa» poèíta» do pár hodín. Pri zahltení fronty stovkami
úloh v¹ak spustenie výpoètu v¹etkých úloh mô¾e trva» aj viac ako deò - aby
neboli obmedzovaní ostatní u¾ívatelia, výber úloh z fronty zohµadòuje mno¾stvo
u¾íva»eµom pou¾ívanej výpoèetnej kapacity. To, ¾e èas» predikcie be¾í v Metacen-
tre, spôsobuje nemo¾nos» úplnej automatizácie predikcie. Je nutné ruène presunú»
pripravené súbory do Metacentra a spusti» FARFAR. Keï¾e sa pri predikcii dlhej
¹truktúry mô¾e spú¹»a» niekoµko desiatok FARFAR predikcií, máme na to vytvo-
rený shell script.

Na vyhodnocovanie výsledkov pou¾ívame program PyMol (Schrödinger, LLC,
2015), ktorý doká¾e spoèíta» RMSD (root mean square deviation) experimentálne
získanej ¹truktúry a ná¹ho modelu. Taktie¾ pomocou neho vizualizujeme výsledky.

Ako dos» zásadný problém sa ukazuje mapovanie sekvencie (fasta) a ¹truktúry
(pdb) vzoru. V pdb súboroch èasto niektoré nukleotidy chýbajú. Niekedy sa stáva,
¾e poradové èísla nukleotidov v pdb súbore nekore¹pondujú s oèíslovaním fasta
sekvencie (1 - N). Vyskytujú sa súbory, ktoré sú v èíslovaní posunuté o kon¹tantu,
ale aj také, ktoré majú èas» oèíslovanú správne a èas» nesprávne. Pre druhý
prípad (èas» oèíslovaná správne a èas» nesprávne) v kombinácii s chýbajúcimi
nukleotidmi je potom veµmi »a¾ké urèi», ako by malo správne èíslovanie vyzera».
Ná¹ algoritmus kontroluje, èi sú stiahnuté súbory na seba správne namapované
(riadok 25), a v prípade, ¾e nie sú, vyzve u¾ívateµa na manuálnu úpravu súborov.
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4. Experimenty

V tejto kapitole predstavíme, aké výsledky pri predikcii rôznych ¹truktúr do-
sahuje ná¹ algoritmus. Oboznámime sa s pôvodom a výberom dát, následným
priebehom experimnetov, s výsledkami a nakoniec s tým, ako parametre ovply-
vòujú výsledky predikcie.

V úvode kapitoly si e¹te predstavíme mieru, ktorú vyu¾ívame pri hodnotení
na¹ich výsledkov. Mera» budeme rozdiely medzi experimentálne získanou ¹trukt-
úrou a nami napredikovanou ¹truktúrou. Obe ¹truktúry majú rovnakú sekvenciu,
na základe èoho sa dajú jasne urèi» vzájomne odpovedajúce nukleotidy a následne
atómy. RMSD (root-mean-square deviation pozícií atómov) je miera, ktorá vyja-
druje priemernú vzdialenos» medzi dvojicami atómov v zarovnaných terciárnych
¹truktúrach. Väè¹inou sa berú do úvahy len atómy le¾iace na chrbtici (backbone).
My poèítame vzdialenos» medzi atómami fosforu. Vypoèíta sa ako

RMSD =

√√√√ 1

N

N∑
i=1

δ2i

, prièom δ je vzdialenos» medzi N pármi ekvivalentných atómov. Hodnota je
vyjadrená v jednotkách då¾ky, typicky v jednotke �Angström (�A), ktorá je rovná
10−10m. Na zarovnanie a samotný výpoèet RMSD pou¾ívame funkciu align v pro-
grame PyMol (Schrödinger, LLC, 2015). Okrem toho máme naimplementovanú
vlastnú funkciu, ktorá vychádza zo zarovnania vytvoreného v PyMol a poèíta
RMSD ¹truktúr po odstránení 10% respektíve 20%, respektíve 30% najhor¹ích pá-
rov ekvivalentných atómov a naznaèuje, èi bola výsledná hodnota RMSD ovplyv-
nená veµmi nepresne napredikovaným úsekom.

4.1 Dáta

Testovacie dáta boli stiahnuté zo stránky ProteinDataBank ako experimen-
tálne získané terciárne ¹truktúry obsahujúce RNA. Celkovo bolo stiahnutých 1158
pdb súborov, èo sú v¹etky v súèasnosti dostupné experimentálne získané ¹truk-
túry RNA. Tie sme ïalej roztriedili podµa ich identi�kátora vlákien (chains),
predto¾e jeden pdb súbor mô¾e obsahova» viacero vlákien a implementácia ná¹ho
algoritmu je schopná predikova» len jedno vlákno. Následne sme ich rozdelili do
priehradok podµa poètu nukleotidov 4.1.

Spolu máme 2081 ¹truktúr rozdelených do ¹iestich priehradok podµa ich veµ-
kostí. Priehradku s poètom nukleotidov 1-50 sme z ïal¹ieho testovania vylúèili,
preto¾e ná¹ algoritmus je primárne urèený na predikovanie dlhých RNA ¹truk-
túr. ©truktúry nachádzajúce sa v jednej priehradke pova¾ujeme po usporiadaní
do dvojíc za potenciálnych kandidátov na vzor a cieµ pre testovanie. Ako ïal¹ie
parametre, podµa ktorých rozdelíme testovacie ¹truktúry, sme zvolili podobnos»
v zarovnaní sekvencií a poèetnos» medzier v zarovnaní sekvencií, preto¾e sa uká-
zalo, ¾e najvýraznej¹ie ovplyvòujú výsledky predikcie. Tieto dve hodnoty získame
tak, ¾e z ka¾dej priehradky pre ka¾dú dvojicu vypoèítame zarovnanie a Emboss
nám do výstupného súboru tieto hodnoty uvedie ([A, B] a [B, A] pova¾ujeme za
dve dvojice). Na základe vypoèítaných údajov o zarovnaní ¹truktúry rozdeµujeme
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Tabulka 4.1: Rozdelenie RNA ¹truktúr podµa poètu nukleotidov.

Poèet nukleotidov Poèet ¹truktúr

1-50 1664
51-100 259
101-500 128
501-1000 3
1001-2000 13
2001-10000 14

Súèet 2081

dvojice do nových priehradok, urèených podobnos»ou zarovnania a mno¾stvom
medzier v zarovnaní. Takto vytvorené priehradky budeme nazýva» polia. Obe ve-
lièiny ¹kálujeme po 15%. Pre podobnos» sme testovali polia v rozsahu od 30% do
90% vzájomnej podobnosti ¹truktúr a pre poèetnos» medzier polia v rozsahu od
0% do 60% zastúpenia medzier v zarovnaní. Na nasledujúcich dvoch obrázkoch
(heatmapách) je znázornené rozdelenie zarovnaní ¹truktúr dlhých 51-100 nukleo-
tidov 4.1 a 101-500 nukleotidov 4.2 do polí. Heatmapy ostatných polí neuvádzame
pre malý poèet ¹truktúr nachádzajúcich sa v poliach.

Tabulka 4.3: Porovnanie RMSD ¹truktúr s rovnakou sekvenciou. Ako cieµ slú¾i
¹truktúra 3JQ4A, ktorá obsauje 2880 nukleotidov. ©truktúry pou¾ité v tabuµke
ako vzor majú 100% podobnos» sekvencie v zarovnaní medzi sebou a aj s cieµom.
Zároveò tvoria v zarovnaní s cieµom cluster(obrázok 4.3).

Vzor RMSD

1NJN0 1.64
1NJO0 1.63
1P9X0 1.51
1Z582 1.79
2O43A 1.41
2O44A 1.43
2O45A 1.68
3FWO1 1.56
Priemer 1.58

Zarovnania majú tendenciu zoskupova» sa do clusterov, èo znamená, ¾e viacero
rôznych sekvencií má, vzhµadom na jeden cieµ, úplne rovnaké zarovnanie (obrázok
4.3). ©truktúry s rovnakými sekvenciami typicky nie sú identické, av¹ak vzájomné
rozdiely RMSD nebývajú veµké (tabuµka 4.3). Pri pou¾ití rôznych vzorov z rovna-
kého clustera pre jeden cieµ predpokladáme podobné výsledky predikcie, èo nám
potvrdzujú testy na dvoch cieµoch a piatich rôznych vzoroch.

26



0-15% 15-30% 30-45% 45-60%
Gaps

30-45%

45-60%

60-75%

75-90%
S
im

ila
ri

ty

0 8 6117 31289

46 646 6059 200

806 252 8 0

344 50 0 0

Obrázek 4.1: Rozdelenie zarovnaných dvojíc ¹truktúr do polí pre veµkos» ¹truktúr
51 a¾ 100 nukleotidov. Rozdeµuje sa podµa podobnosti a poèetnosti medzier v
zarovnaní. Èísla v poliach znamenajú poèet zarovnaní, ktoré vyhovujú danému
poµu.

4.2 Experimenty

V tejto sekcii sa budeme venova» popisu priebehu experimentov, výberu tes-
tovacích dát a spracovaní výsledkov.

Najskôr skriptom prepare structure similarity.py vygenerujeme súbory obsa-
hujúce v¹etky dvojice ¹truktúr. Takéto súbory vygenerujeme pre ka¾dé pole v
heatmape (obrázok 4.2). Potom si vyberieme príslu¹ný súbor podµa toho, z kto-
rého poµa heatmapy chceme predikova» ¹truktúry. Vybraný súbor dáme ako vstup
pre ïal¹í skript, ktorý má za úlohu vybra» vhodné dvojice a spusti» predikciu.
Problém nastáva v tom, ¾e niektoré ¹truktúry nie sú vhodné ako vzor a najprv
potrebujú by» manuálne upravené (viac v poslednom odseku sekcie Implemen-
tácia). Preto najprv testujeme, èi je ¹truktúra vhodná ako vzor, a ak nie je,
nebudeme ju ako vzor pou¾íva». Takto sa vyhneme ruènej úprave ¹truktúr pri
testovaní ná¹ho algoritmu. Ïal¹ia vec, ktorú sa sna¾íme zabezpeèi», je, aby boli
v testovacích dátach èo najrôznorodej¹ie ¹truktúry, tak¾e pridávame obmedzenie,
¾e ka¾dá ¹truktúra sa mô¾e vyskytnú» vo výbere maximálne jedenkrát. Takto vy-
bereme po¾adovaný poèet dvojíc. Vybrané ¹truktúry sú automaticky spracované
a sú vytvorené vstupné súbory pre FARFAR. Z tejto èasti experimentov tie¾ zís-
kavame ïal¹ie informácie o predikcii, ako priemer, medián a smerodajná odchýlka
úsekov, ktoré musí FARFAR dopredikova».

Následne musíme ruène skopírova» vstupné pdb súbory, fasta súbor cieµa (nuk-
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Obrázek 4.2: Rozdelenie zarovnaných dvojíc ¹truktúr do polí pre veµkos» ¹truktúr
101 a¾ 500 nukleotidov. Rozdeµuje sa podµa podobnosti a poèetnosti medzier v
zarovnaní. Èísla v poliach znamenajú poèet zarovnaní, ktoré vyhovujú danému
poµu.

Obrázek 4.3: Uká¾ka výsledkov zarovnania sekvencie 3JQ4A so zvy¹nými sek-
venciami z priehradky 2001-10000. Názvy chápeme tak, ¾e prvé 4 znaky nesú
názov sekvencie (¹truktúry) a za podtr¾ítkom je identi�kátor vlákna. V zelenom
rámiku je zvýraznená cieµová sekvencia, v èervených rámikoch sa nachádzajú
mo¾né vzory, teda ostatné sekvencie z priehradky. Oran¾ovými rámikmi sú ozna-
èené podobnosti zarovnania cieµa s inou sekvenciu z priehradky. V¹imneme si, ¾e
v tomto prípade sa nám sekvencie rozdelili do dvoch clusterov, prièom sekvencie
v hornom èervenom rámiku sú úplne rovnaké (¹truktúry sa od seba typicky lí¹ia).

leotidy musia by» kódovane malými písmenami) a súbor s vygenerovanými príka-
zmi pre FARFAR do Metacentra. Potom spustíme skript, ktorý spú¹»a predikciu.
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Tento postup opakujeme pre ka¾dú predikovanú ¹truktúru zvlá¹t. V Metacentre
je nutné nastavi» ako dlho chceme, aby nami spustené úlohy maximálne be¾ali.
Tento parameter nastavujeme v¾dy na 24 hodín (okrem ¹peciálnych testov). Ak
sa nestihne vygenerova» po¾adovaný poèet kandidátskych ¹truktúr, úloha síce
skonèí chybou, av¹ak napredikované kandidátske ¹truktúry ostávajú k dispozícii
vo výstupnom súbore. Preto mô¾eme poveda», ¾e FARFAR v na¹om algoritme
nie je parametrizovaný iba poètom vygenerovaných kandidátskych ¹truktúr, ale
aj èasom 24 hodín. Z toho, ¾e predikcia nekonzervovaných úsekov vo FARFAR
trvá 24 hodín a ostatné èasti algoritmu trvajú najviac pár minút vyplýva, ¾e celá
predikcia µubovoµne dlhej ¹truktúry zaberie pribli¾ene 24 hodín.

Následne spustíme (e¹te v Metacentere) skript, ktorý vyberie najlep¹iu kan-
didátsku ¹truktúru z ka¾dej FARFAR predikcie a vytvorí z nich pdb súbory. Tie
skopírujeme spä» na ná¹ PC, kde spustíme skript na spojenie predikovaných a
konzervovaných èastí cieµovej ¹truktúry.

Potom v PyMol otvoríme experimentálne získanú cieµovú ¹truktúru spolu s
nami napredikovanou ¹truktúrou. Z experimentálne získanej ¹truktúry odpor-
úèame od�ltrova» v¹etky riadky, ktoré nekódujú pozíciu predikovaného vlákna,
preto¾e v prípade, ¾e sme tak neurobili, sa obèas vyskytli problémy so zarovna-
ním. Pomocou príkazu align zarovnáme na seba ¹truktúry a vytvoríme objekt
zarovnania 4.4, v ktorom sú urèené dvojice odpovedajúcich nukleotidov.

Tento objekt ulo¾íme a dáme ako vstup ná¹mu ïal¹iemu skriptu, ktorý vy-
poèíta RMSD po orezaní 0%, 10%, 20% a 30% dvojíc nukleotidov od seba najviac
vzdialených.

Obrázek 4.4: Uká¾ka zarovnania v PyMol medzi experimentálne získanou (zelená)
a predikovanou (èervená) ¹truktúrou molekuly 1EHZA. ®lté èiarky znázoròujú
jednotlivé vzdialenosti kore¹pondujúcich atómov medzi oboma ¹truktúrami. V
hornej èasti obrázka mô¾eme vidie», ktoré nukleotidy boli zarovnané, a ktoré nie
(v originálnej ¹truktúre niektoré chýbajú).

29



4.3 Výsledky

Najskôr popí¹eme, ako boli nastavené parametre pri predikcii testovacích dát.
Význam parametrov a ich úloha pri predikcií je popísaná v predchádzajúcej ka-
pitole, konkrétne v sekcii

”
Detailný popis\. Preto uvedieme iba názvy metód

(predstavených v sekvencií
”
Pseudokód\) s hodnotami parametrov: SlidingWin-

dow(alignment, windowLength=10, minimalLimit=5), ProcessGaps(alignment,
cuto�=0.5*length(gap)), ProcessLongUnconservedParts(conservedParts, ncAva-
rageLength, minLengthGapLimit=5). Posledné parametre ovplyvòujúce predik-
ciu sú då¾ka behu FARFAR, ktorá bola nastavená na 24 hodín (popísané v sekcií

”
Experimenty\), a poèet vygenerovaných kandidátskych ¹truktúr, nastavených
na limit 100.

4.3.1 Predikcia ¹trkuktúr dlhých 51-500 nukleotidov

V tejto podsekcii predstavíme aké výsledky dosahuje pri predikovaní ¹truktúr
ná¹ algoritmus (tabuµka 4.5, obrázok 4.5). Testovacie dáta sme vybrali zo ¹truktúr
dlhých 51-500 nukleotidov, ako je to popísané v sekcii Experimenty. Dáta sme
vyberali tak, aby bolo ka¾dé relevantné pole z heatmáp 4.1, 4.2 zastúpené (pojem
relevantné pole vysvetlíme ni¾¹ie). Vo výsledkoch nerozli¹ujeme då¾ku ¹truktúr,
preto¾e výsledné RMSD sa neukázalo by» závislé od då¾ky predikovanej ¹truktúry.
Pod pojmom relevantné pole myslíme také, ktoré obsahuje aspoò 4 ¹truktúry, z
toho 2 musia by» vhodné ako vzor pre predikciu (aby bolo mo¾né vytvori» aspoò
2 rozdielne dvojice). Testovali sme len 2 polia s podobnos»ou zarovnaní sekvencií
dvojíc men¹ou ako 60%, preto¾e výsledky sa ukázali by» veµmi nepresné (vysoká
RMSD), a teda takéto dvojice (ako cieµ a vzor) sú pre ná¹ algoritmus nevhodné.

Tabulka 4.5: Výsledky testovania ná¹ho algoritmu: dáta pochádzajú z 30 dvojíc
vybraných z polí v heatmapách 4.1, 4.2. Tabuµka ukazuje priemernú RMSD a sme-
rodajnú odchýlku pre jednotlivé polia. Na základe týchto výstupných dát mô¾eme
odhadnú» výsledky predikcie podµa toho, do ktorého poµa dvojica ¹truktúr spadá.

Similarity(%) Gap(%) priemer RMSD std RMSD

30-45 30-45 32.05 6.09
45-60 30-45 32.3 4.78
60-75 0-15 11.88 7.81
60-75 15-30 9.63 2.33
60-75 30-45 8.8 7.2
75-90 0-15 6.02 4.37
75-90 15-30 6.93 4.45

Z výsledkov vyplýva, ¾e s rastúcou podobnos»ou (similarity) zarovnania sa
zni¾uje priemerná RMSD predikovanej a experimentálne získanej ¹truktúry, èo
znamená presnej¹ie napredikované ¹truktúry. Mô¾eme si v¹imnú», ¾e najväè¹í
rozdiel v presnosti predikcie nastáva medzi podobnos»ami zarovnania 45-60% a
60-75%. Smerodajná odchýlka sa vo v¹etkých prípadoch dr¾í v podobných hod-
notách. Tieto hodnoty poukazujú na to, ¾e sa nestáva, aby dvojica s nízkou po-
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dobnos»ou v zarovnaní mala veµmi nízke RMSD, a naopak, ¹truktúry s vysokou
podobnos»ou zarovnania mali RMSD vysokú.

a) b)

c) d)

Obrázek 4.5: Príklady zarovnaní nami predikovaných (èervenou) a experimentálne
získaných (zelenou) ¹truktúr. Na obrázku sú a) ¹truktúry 4Y1N s RMSD 5.34, b)
1GRZ s RMSD 35.58, c) 4P95 s RMSD 12.03, d) ¹truktúry 3D0U s RMSD 1.68.
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4.3.2 Predikcia veµmi dlhých ¹truktúr

V tejto podsekcii prezentujeme výsledky ná¹ho algoritmu pri predikovaní
¹truktúr dlhých niekoµko tisíc nukleotidov. Parametre nastavujeme rovnako ako
pri predikcii testovacích dát, a¾ na pár výnimiek, kedy sme museli nastavi» då¾ku
behu FARFAR pri predikovaní veµmi dlhých nekonzervovaných úsekov ¹truktúry
na 48 hodín, preto¾e za 24 hodín nebol FARFAR schopný vygenerova» ani jednu
kandidátsku ¹truktúru. Výsledky uvádzame v tabuµke4.7. Mô¾eme si v¹imnú», ¾e
pri predikcii cieµa 3J2G mal so vzorom 99.4% podobnos» a nekonzervovaných bolo
len 9 nukleotidov. RMSD dosiahla 9.6 �A, a preto ak sa sekvencie presne nezho-
dujú (nie sú v jednom clusteri), tak sa ich ¹truktúry mô¾u lí¹i» výrazne viac, ako
prezentujeme v tabuµke 4.3. Konkrétna uká¾ka sa nachádza na obrázku 4.6.

Tabulka 4.7: Výsledky predikcie dlhých ¹truktúr.

Cieµ Då¾ka Podobnos»(%) Medzera(%) RMSD

3DG0 2904 68 15.3 16.5
3DG0 2904 68 15.3 13.62
4JI1 1522 71.6 14.1 14.5
4V6W 1995 68.3 19.9 32.7
3J2G 1533 99.4 0.6 9.6

Obrázek 4.6: Uká¾ka zarovnania dvoch ¹truktúr molekuly 4IJ1, ktorá obsahuje
1522 nukleotidov. Èervená ¹truktúra bola predikovaná na¹im algoritmom, zelená
bola experimentálne získana. RMSD zarovnania týchto ¹truktúr je 14.5.
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4.3.3 Vplyv parametrov na výsledky predikcie

V poslednej èasti sekcie budeme prezentova» zmeny predikovaných výsledkov
po zmene jednotlivých parametrov a vyhodnotíme, èi zvolená hodnota parame-
tra v predchádzajúcich testoch predikciu zlep¹ila, alebo naopak, zhor¹ila. Ako
testovaciu vzorku sme si vybrali 3 dvojice ¹truktúr 4.9.

Tabulka 4.9: ©truktúry, na ktorých testujeme zmeny parametrov. RMSD je uve-
dená po predikcii s pôvodnými parametrami.

Cieµ Då¾ka Similarity(%) Gap(%) RMSD

3DG0 2904 68 15.3 13.62
3D0U 161 84.6 8.6 1.68
3DIO 174 84.6 8.6 12.48

Najskôr sa pozrieme na zmenu då¾ky behu algoritmu FARFAR. Malo by pla-
ti», ¾e èím viac kandidátskych ¹truktúr bude vygenerovaných, tým bude výsle-
dok predikcie lep¹í. Na druhej strane, algoritmus je nedeterministický, preto sa
zlep¹enie nedá zaruèi». Då¾ku behu sme stanovili na 100 hodín a limit vygenero-
vaných kandidátskych ¹truktúr na 500. Zaznamenali sme pozitívne aj negatívne
výskedky. Percentuálny priemer zlep¹enia, prípadne zhor¹enia, RMSD bol 14.32%
a smerodajná odchýlka bola 5.82. Upozorníme, ¾e v prípade zhor¹eného výsledku
predikcie, ktorý nastal pri predikcii ¹truktúry 30DG dlhej 2904 nukleotidov, na-
priek tomu, ¾e beh FARFAR bol predå¾ený, bola pre najdlh¹í nekonzervovaný úsek
vygenerovaná rovnako iba jedna kandidátska ¹truktúra. Toto pova¾ujeme, kvôli
nedeterministickosti algoritmu za jednu z mo¾ných príèin zhor¹enia výsledku.

Pri nastavení parametrov SlidingWindow(alignment, windowLength=0, mini-
malLimit=0), teda vlastne nepou¾itiu algoritmu posuvného okienka sme zistili,
¾e pri dvoch krat¹ích testovacích ¹truktúrach táto metóda na nekonzervovaných
úsekoch nezmenila niè. Pri dlhej ¹truktúre 30DG u¾ zmeny v nekonzervovaných
úsekoch nastali a výsledná predikcia bola o 14.5% hor¹ia. Pou¾itie tejto metódy
nám teda priná¹a buï zlep¹enie predikcie, alebo ¾iadne zmeny pri krat¹ích ¹truk-
túrach.

Pri nastavení ProcessGaps(alignment, cuto�=1), èo znamená, ¾e z oboch strán
medzery v zarovnaní bude oznaèený ako nekonzervovaný len jeden nukleotid. V
tomto prípade sa nám výsledky lí¹ia podµa podobnosti sekvencie ¹truktúr. V prí-
pade, ¾e podobnos» v zarovnaní bola väè¹ia ako 60%, sa výsledky vo v¹etkých vy-
konaných testoch zlep¹ili v priemere o 17.07%. Smerodajná odchýlka bola 17.19.
Tieto výsledky nás viedli k tomu, vyskú¹a» s týmito parametrami predikova»
aj dvojice so vzájomnou podobnos»ou zarovnania 30-45%, preto¾e tie boli pô-
vodným roz¹irovaním nekonzervovaných úsekov dotknuté výraznej¹ie ako lep¹ie
konzervované ¹truktúry. V dvoch takýchto pokusoch v¹ak bol výsledok predik-
cie v priemere o 9.48% hor¹í. Pokusy teda poukazujú na to, ¾e by bolo lep¹ie pri
¹truktúrach s podobnos»ou viac ako 60% zmen¹i» parameter cuto� v tejto metóde
pre dosiahnutie lep¹ích výsledkov.

Nakoniec, pri nastavení ProcessLongUnconservedParts(conservedParts, ncA-
varageLength, minLengthGapLimit=∞), èo znamená zru¹enie samostatného
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FARFAR predikovania dlh¹ích nekonzervovaných úsekov, vedeným okolitými nuk-
leotidmi. Táto zmena sa týka hlavne dlhých ¹truktúr, preto¾e pri krat¹ích sa
v¹etky nekonzervované úseky budú vo FARFAR predikova» v jednom súbore, teda
predikcia bude spomalená, ale FARFAR nepríde o znalos» konzervovaných nuk-
leotidov, ktoré ovplyvòujú predikciu. Predikcia dlhej ¹truktúry priniesla s takto
zmeneným parametrom výsledok hor¹í o 3.97, èo poukazuje na to, ¾e metóda fun-
guje. Pri dvoch krat¹ích ¹truktúrach nenastali vo výsledkoch výraznej¹ie zmeny.

4.4 Porovnanie ná¹ho algoritmu s FARFAR

Na zaèiatok zdôrazòujeme, ¾e FARFAR nie je urèený na predikciu dlhých
RNA ¹truktúr. Úèelom tejto sekcie je demon¹rtova», ¾e ná¹ algoritmus znamená
oproti FARFAR prínos, a ¾e FARFAR nedoká¾e podobne dobre predikova» dlh¹ie
¹truktúry. Nechali sme preto dve ¹truktúry napredikova» algoritmom FARFAR
(24 hodín beh alebo 200 kandidátskych ¹truktúr) a aj na¹im algoritmom. Vý-
sledky mô¾eme vidie» na obrázkoch 4.7 a 4.8. V¹imneme si, ¾e okrem toho, ¾e
RMSD je v prípade FARFAR niekoµkonásobne väè¹ia, FARFARom predikované
¹truktúry sa nepodobajú na tie experimentálne získané, zatiaµ èo na¹im algorit-
mom predikované ¹truktúry áno, a ako sme v úvodnej kapitole spomínali, pre
urèenie funkcie RNA je dôle¾itá práve 3D ¹truktúra molekuly. Nakoniec dodáme,
¾e sme na porovnanie zvolili krat¹ie ¹truktúry a pri voµbe dlh¹ích by sa predikcia
pomocou FARFAR zhor¹ovala.
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Obrázek 4.7: Výsledné zarovnanie troch ¹truktúr RNA molekuly 4QK8 s då¾kou
122 nukleotidov. Na obrázku sa nachádzajú tri ¹truktúry: experimentálne zís-
kana (zelená), predikovaná na¹im algoritmom pri podobnosti zarovnania sekven-
cií 61.9%(èervená) a predikovaná pomocou FARFAR (modrá). RMSD èervenej a
zelenej ¹truktúry je 6.48 a RMSD modrej a zelenej ¹truktúry je 28.43.
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Obrázek 4.8: Výsledné zarovnanie troch ¹truktúr RNA molekuly 2QUW s då¾-
kou 57 nukleotidov. Na obrázku sa nachádzajú tri ¹truktúry: experimentálne zís-
kana (zelená), predikovaná na¹im algoritmom pri podobnosti zarovnania sekven-
cií 82.6%(èervená) a predikovaná pomocou FARFAR (modrá). RMSD èervenej a
zelenej ¹truktúry je 4.95 a RMSD modrej a zelenej ¹truktúry je 21.59.

36



Záver

Cieµom práce bolo vytvori» nový algoritmus predikcie RNA, pracujúci na prin-
cípe homológneho modelovania, ktorý bude schopný predikova» aj dlhé RNA
¹truktúry, èo sa nám podarilo. Vytvorený algoritmus bol následne naimplemen-
tovaný a otestovaný. Algoritmus je navrhnutý tak, aby bolo mo¾né predikova»
¹truktúry µubovoµnej då¾ky. Aj pri predikovaní dlhej ¹truktúry doká¾e algoritmus
dosahova» rozumné výsledky za predpokladu existencie vhodného vzoru. Mo¾nos»
predikova» µubovoµne dlhé ¹truktúry pova¾ujeme za najväè¹iu výhodu v porov-
naní so súèasne dostupnými metódami, zameranými na predikciu RNA ¹truktúr,
u ktorých je práve då¾ka predikovanej ¹truktúry limitujúca. Výhoda taktie¾ je, ¾e
vïaka paralelizovaniu predikcie nekonzervovaných úsekov då¾ka ¹truktúry nega-
tívne neovplyvòuje èas, potrebný pre napredikovanie celej ¹truktúry.

Výsledky testovania ukázali, ¾e ak existuje dostatoène dobrý vzor pre predik-
ciu, tak je nami navrhnutý algoritmus schopný za 24 hodín napredikova» µubovoµne
dlhú RNA ¹truktúru pri priemernej RMSD 10 �A.

Na¹ou prácou sme ukázali, ¾e nami pou¾itý spôsob predikovania RNA ¹truktúr
- teda skopírovanie ¹truktúry konzervovaných úsekov a následné dopredikovanie
nekonzervovaných úsekov ¹truktúry metódou de novo - je jeden z mo¾ných spô-
sobov, ako rie¹i» problém predikcie ¹truktúr RNA molekúl.

Nakoniec by sme chceli poukáza» na mo¾né vylep¹enia algoritmu a mo¾nosti
doplnenia ïal¹ích funkcií. Vïaka testovaniu vieme, ¾e niektoré parametre sme
nevolili optimálne a ich zmenou mô¾eme dosiahnu» presnej¹ie výsledky. Ïalej by
sa dalo prida» mo¾nos» automaticky vyhµada» najvhodnej¹ie vzory pre zadanú
sekvenciu cieµa, èo by zrýchlilo prípravu predikcie. Takisto by bolo dobré zlep¹i»
presnos» predikcie dlhých nekonzervovaných úsekov, èo momentálne pova¾ujeme
za jeden z najväè¹ích nedostatkov v na¹om algoritme. Nakoniec by sme chceli
proces predikcie plne automatizova» a sprístupni» webserver, ktorý by umo¾òo-
val predikciu RNA ¹truktúr pomocou ná¹ho algoritmu iba zo znalosti primárnej
sekvencie RNA molekuly.
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Pøílohy

Prilo¾ené CD obsahuje dve zlo¾ky. V zlo¾ke
”
metacentrum\ sa nachádzajú

skripty, ktoré sa pou¾ívajú v Metacentre. V zlo¾ke
”
desktop\ sú v¹etky skripty,

ktoré pou¾ívame na lokálnom poèítaèi.
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