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Sazetak

Znanstveni teorijski koncepti, apstraktni atributi, koji se
ponekad nazivaju “konstruktinia”, u podrucju kineziologije
to su fipiéno takvi koncepti poput motorickih sposobnostt
(primjerice, izdrzljivost, ravnoteza, koordinacija), vrlo Cesto

se modeliraju u okviru  statistickih modela s latentnim
varijablama (primtjerice, faktorska analiza, analiza latentne
strukture), Cilj je ovoga clanka objasmiti kako se s gledista
znanstvene metodologije taj proces moze prepoznati kao
sluéa} tzv. “slabog asocijativnog myerenja” (Blahus, 1991).
Matematicke formule modela s latentnim varijablama tada
se prepoznaju kao formalizirana pravila korespondencije
izmedu empirijskih 1 teorijskih atributa, koja se pravila
sastoje od dva temeljna izraza: (i) jednadzbe modela 1

njegovih aksioma, sto se moze nazvati “modelom mjerenja”,
i (ti) aksioma lokalne strukture neovisnosti koji zahttjeva
sveukupnost objasnjenja Sto ga daje model. S tocke gledista
znanstvenog naturalizma i filozofije znanosti, oblikovanje
koucepata motoritke sposobnosti (npr. motoricka
koordinacija) primjenom modela s Intentnim varijablama u
okviru njihovih empirijskih pokazatelja (npr. motorickt
testovi) moze se usporedivati s paralelnim procesima u
klasiénoj fizici, kao prototipu dobro razvijene znanstoene
grane.

Kljuéne rijeci: teorijski koncepti, konstrukti, teorija

mierenja, latentne  varijable, statisticko modeliranyje,
strukturne  jednadzbe, filozofija znanosti, motoricke
sposobnosti, motoricki testovi

 

Uvod

Stvaranje koncepata u_ kineziologiji, posebice
u_ istrazivanju motori¢kih sposobnosti, kao i u
vecini bihevioristiékih znanosti, jedan je od
temeljnih metodoloskih problema. Migljenja smo
kako izgradnja teorija u naSoj znanosti nije,
nacelno, “gora” nego u ostalim znanostima 1,

posebice, da je upravo  primjena statistickih
modela s latentnim varijablama dominantna
korisna metodologija u  identifikaciji problema
koncepata (Hagtvet, 1994). Narmjeravamo
prosuditi koliki je doprinos modela rjeSavanju
takozvanoga problema korespondencije izmedu
empirijskih atributa i teorijskih koncepata te
problema mjerenja koncepata. Kako  bismo

 

Abstract

CONCEPT FORMATION VIA LATENT
VARIABLES MODELING OF MOTOR

ABILITIES

Scientific theoretical concepts, the abstract attributes
sometimes called ‘constructs’, in the area of kinestology
typically such concepts as motor abilities (e.g. endurance,
coordination, balance, ...) ave very often modelled in terms

of statistical models with latent variables (e.g. factor

analysis, laterit structure analysis, ..). The aim of the
paper is to explain that from the point of view of the
methodology of science this process can be recognized as a
case of the so-called "weak associative measurement", The
mathematical formulae of the latent variable models are
then recognized as the formalized rules of correspondence
between the empirical and theoretical attributes, consisting
of two basic expressions: (i) a model equation and its

axioms which can also be called a “measurement model’,
(it) the local independence structure axiom necded for the

completeness of the explanation which the model yields.
From the point of view of scientific naturalism in the
philosophy of science, the formation of the motor ability
concepts (as motor coordination ete.) through their latent
variables modeling in terms of their empirical indicators
(such as motor tests) can then be compared to the parallel
process in classical physics as a prototype of a well
developed branch of science.

Keywords: theoretical concepts, constructs, measurement

theory, latent variables, statistical modeling, structural

equations, philosophy of science, motor abilities, motor tests

 

raspravu odrzali blizu razini primjene, koristit
éemo neke pojednostavljene primjere, pretezito
iz podrugja motori¢koga ponasanja.

Teorijski i empirijski atri-
buti - koncepti i pokaza-
telji: motori¢ke sposobno-
sti i testovi

Jedan od ciljeva znanstvenog istrazivanja u

bihevioristickim znanostima stvaranje je teorija
koje objasnjavaju_ prirodne  pojave. To je
misljenje opcenito prihvaceno u opéoj_filozofiji
znanosti (Hempel, 1966; Hempel 1 Oppenheim,
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1948) kao i u njezinoj primjeni u_ psihologiji i
sportskoj psihologiji (Feigl, 1951; Carnap, 1956;
Rosenthal i Rosnow, 1984; Gauvin i Russel,

1993), gdje se isti¢ée kako je bitno da empirijska
mjerenja koncepata budu “vodena  teorijom”
(Schultz i Gessaroli 1993.). Objasnidbena_ teorija
sastoji se od mreZe vise ili manje_ teorijskih
termina koji se mogu posloziti u nekoliko
slojeva iznad zamjedbene ili empirijske razine i
koji sezu sve do isto teorijske ili hipotetske
razine.

Motori¢ke sposobnosti znaéajka su  opdh
obiljezja_ motoritkoga ponaganja i sluze za
teorijsko objaSnjenje motoricke uspjesnosti glede
apstraktnih i generiékih atributa_—_—judske
motori¢ke aktivnosti, poput “koordinacije”,

“ravnoteze”, “izdrzljivosti’ itd. Predstavljaju

temeljne sastavnice znanstvenih teorija u ovom

podrucju i neophodne su za ispunjavanje
temeljnih  funkcija znanstvene  teorije —-
znanstveno objasnjenje i predvidanje empirijski
primijecenih pojava, u ovom slucaju, primjerice,

uspjeSnosti na testu koordinacije. Ove teorijske
sastavnice Gesto se nazivaju “konstruktima”’. Mi
éemo ih radije zvati teorijskim konceptima,
prihvacajuci McDonaldovu (1985, str. 220)
tvrdnju da je “konstrukt pozitivisti¢ka oznaka”
sto naglaSava ekstremni pogled konstruktivizma,
prema kojemu se osnovni pojmovi neke teorije

slobodno otkrivaju ili arbitrarno “konstruiraju"
te da nisu stvoreni kao znanstveni koncepti o
svijetu.

Prevladana je stara ideja stroge dihotomije
izmedu_ teorijskih i empirijskih atributa (Carnap,
1936.),  primijenjena na bihevioristi¢ka 1
drugtvena istrazivanja, primjerice od strane
Lazarsfelda i Henryja (1968, str. 2), koja je
pokugala  reducirati prve na racun  drugih.
Kasnije i sam Carnap (1956) razabire nekoliko
razina razmjestaja  teorijskih ili hipotetskih
termina i eksplicitno prihvacéa da atributi poput
sposobnosti mogu biti bilo koji od th.
Torgerson (1958, str. 6) razlikuje dvije razine:
koncepte koji su izravno operativno definirani
opazanjima i one koji su neizravno povezani s

opazanjima. Izmedu ostalih, i Pawlik (1973)

govori o empirijskim “konstruktima” nasuprot
teorijskim. Svejedno, i  dalje je prikladno
ravlikovati teorijske i empirijske atribute, pod
pretpostavkom da se ta  podjela moze
primijeniti barem kao metodolosko

pojednostavljenje za klasifikaciju atributa.

Identifikacija teorijskih koncepata, koja se
naziva i “problemom —stvaranja koncepata”
(Hempel, 1966), jedan je od Klasicnih problema
u filozofiji znanosti. Problem moZemo_ prikazati
sljedecim primjerom (pitanjem):

Kako se teorijski koncept “sposobnosti
motori¢ke koordinacije” moze predstaviti nizom
“testova koordinacije” ako testovi imaju razlicite
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empirijske motori¢ke sadrzaje, ako se
izracunavaju razlicitim eksperimentalnim
postupcima, a rezultati im se izrazavaju u

razlicitim fizikalnim  velicinama i mjernim
jedinicama?

To je primjer gore spomenutoga “problema
korespondencije”. Rijeé je o meduodnosu
empirijske i teorijske razine znanstvenih
spoznaja. Njegovo rjeSenje, opéenito govoreci,
leZ#i uu primjeni. dobro poznate koncepcije
takozvanih pravila korespondencije izmedu
dviju razina.. Prema tome, ta bi pravila morala
omoguciti proces indukcije u  kojemu se
opéenitiji i viSe genericki teorijski koncepti -
motoricke sposobnosti 7 induktivno
"konstruiraju” iz empirijskih_ —atributa_—-
motoriékih testova - koji sluze kao  njihovi
djelomiéni i  specifiéniji empirijski pokazatelji.
Dakle, pravila korespondencije, s jedne strane,
poprimaju oblik definicija, induktivno
sintetizirajuci koncept ou okviru svojih
pokazatelja. S druge strane, koncept pruza
svoja deduktivna tumaéenja u obliku  razlicitih
opazenih manifestacija motorickoga ponasanja.

Atributi - varijable istrazi-
vanja - sluéajne varijable

Do sada smo govorili samo o jednom
aspektu klasifikacije atributa koji su predmetom
zanimanja u znanstvenom istrazivanju
motoriékoga ponaSanja, to jest, o klasifikaciji na
razini teorijskoj nasuprot emprijskoj. Druga
bitna klasifikacija bavi se semanti¢kom razinom
nasuprot  sintakti¢koj, to jest dihotomijom
modeliranog atributa i formalnoga  prikaza
njegovog modeliranja. Sintakti¢ka razina, barem
prema Lordu i Novicku (1968, str. 17), Cesto
nastaje procesom mijerenja_ atributa. Ovdje
mislimo na mjerenje u Sirem smislu, tj. kao
kori8tenje rang-skale, ali i nominalne skale
(prema klasi¢nim terminima Stevensa, 1946), pa
éak i kori8tenje samo brojeva - “pobrojavanje”
prema Berki, 1982. (terminologija uvedena u
bihevioristi¢ke znanosti; BlahusS, 1993). Ako je

dobro odabrano, i samo “pobrojavanje” moze
biti poéetkom statisti¢kog modeliranja. Uvjetno,
temeljna pretpostavka svake primjene
statistickog modela jest da: se podaci
identificiraju s vrijednostima sluéajne varijable.

To sve, razumije se, u odnosu na razinu

empirijskih atributa.

Empirijski atribut promatran pod znanstveno
prihvatljivim okolnostima, poput
standardiziranih uvjeta za primjenu motori¢kih
testova, postaje  empirijskom  ‘“varijablom
istrazivanja” ako moze klasificirati subjekte, npr.

ispitanike, u barem dvije kategorije koje su
temeljite i medusobno odvojene  (koristed
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terminologiju  postavljene teorije). Samo oni
empitijski atributi koji imaju status varijabli
istrazivanja mogu se prepoznati kao empirijski
pokazatelji teorijskih koncepata.

Empirijski atributi koji se obiéno koriste za
podjelu  subjekata’ ou raziicita)  “stanja” ili
“alternative”, ispunjavajuuvjete postavljene
teorijje u  vedini prakti¢ékih  situacija. Medutim,
oni se od varijabli istrazivanja bitno razlikuju
glede svog znanstvenoga statusa. Stoga éemo
termin “kategorija” koristiti samo za_varijable
istrazivanja. (Namjerno ne koristimo termin
“razina”, koji se obiéno koristi za faktore u
eksperimentalnim konstrukcijama zbog
implicitne pretpostavke 0 stupnjevanim
razinama, tj. na rang-skali.) Kategorije opazene

kod subjekata u istraZivanju kodirane su tako
da se podaci iz istrazivanja ne moraju
“pobrojavati”, veé se mogu izraziti slovima_ ili

sliéno.

tablica 1: Temeljna pretpostavka statistickog modeliranja:
podaci se identificiraju s vrijednostimasluéajnih varijabli

“wou| atribut “stanja”, “alternative”

varijabla istrazivanja: kategorije - podaci

sluéajna varijabla vrijednosti

S te totke gledi8ta  predstavljanje preko
mjerenja moze se razumjeti kao elementarna

razina “modeliranja” stanja atributa
vrijednostima  slucajne varijable - medutim,
sluéajne —-varijable =koja ne mora biti
kvantitativna. Tu opéenitu koncepciju nazivamo
sluéajna varijabla koja “nije nuzno
kvantitativna” (BlahuS, 1986, 1993).!

Ovaj elementarni stupanj u primjeni modela

kriti¢€an je za daljnje korake statistickog
modeliranja u uobiéajenom smislu.

Mjerenje - manifestne i latentne varijable

U_ sluéaju_ statisti¢kih modela s_ latentnim
varijablama_ sintakti¢ki pandani s empirijskim
atributima ili pokazateljima jesu  manifestne
sluéajne varijable. Dakle, vrijednosti manifestne
sluéajne varijable jesu “operativni prikazi”
promatranih kategorija varijable istrazivanja, tj.
empirijskog  atributa. Dakle, do sintakti¢ke
razine za empirijske atribute dolazi se izravnim
mjerenjima.

S druge strane, teorijski koncepti ne mogu
se izravno mijeriti, vec se do njih dolazi
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heizravno, to jest statisticki se modeliraju u
okviru latentnih sluéajnih varijabli.

Njihove latentne vrijednosti jesu  prikazi koje
generira model, tj. “prikazi modela” kategorija
koncepta teorijskog atributa.

Nadalje ¢emo razmotriti meduodnos izmedu
neformaliziranih teorijskih atributa - koncepata,

s jedne strane, i  formaliziranih manifestnih
varijabli koje su prikazane kroz podatke. Za
kategorije teorijskoga koncepta, koje se ne
mogu promatrati, moze se smatrati da su
prikazane opazenim vrijednostima manifestnih
sluéajnih varijabli uz pomoc  neizravnog i
asocijativnog myjerenja.

Srz takozvanoga “problema mmijerenja” jest
kako to izvesti u praksi.

. ttGore spomenuti “problem korespondencije
sada se transformira u svoj formalizirani oblik
Pravila korespondencije se u  okviru modela
latentnih varijabli prikazuju tako:

e (i) da su semanticke definicije izrazene
kao sintakti¢ke definicije, tj. matemati¢ki

aksiomi latentnoga promatranog modela i

e (ii) da su semanticke  interpretacije
izrazene kao sintakti¢ke derivacije,
matemati¢ke derivacije koje dovode u
odnos manifestne varijable s latentnima.

U_ sluéaju asocijativnog mjerenja u_klasiénoj
fizici poznat je zakon koji povezuje mjerenu
velicinu sa ciljnom Zeljenom  velicinom. Taj
zakon povezivanja obiéno se izrazava u obliku
deterministi¢ke matemati¢ke funkcije. Na
primjer, temperatura se mijeri pomocéu velicine
pokazatelja “visine stupca Zive”.

U_ bihevioristi¢kim znanostima, medutim, te

su veze vise hipotetske i stoga snaznije ovise o
izboru. modelirajuée funkeije. Modelirajuéa
funkcija tipi¢éno nije deterministi¢ka. To je ¢esto
regresijska funkcija koja se naziva “model
mjerenja”.

Valja_ usporediti terminologiju  modeliranja
strukturalnih jednadzbi LISREL  (Jéreskog i
Sérbom, 1988.) i drugih modela. Prema tome,

ako pretpostavimo da su aksiomi modela
latentnih varijabli ispravni, asocijativno mjerenje
teorijskih koncepata) pomo¢éu manifestnih
sluéajnih varijabli moze se izvréiti statistiékim
modeliranjem latentnih varijabli.

U_ bihevioristi¢kim znanostima_teorijske se
alternative teorijskih atributa rijetko idealiziraju
kao potpuno nominalne i nesredene kategorije
sasvim kvalitativnoga koncepta, poput boje kose
ili o¢eva zanimanja. To je posebice rijetko u

] Definicija toga pojmaznaci prosirenje i specifikacijy pojmova koje su dali Steyer (1992, str, 68), Bauer (1978) i Chuaqi (1991),
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teoriji motori¢kih sposobnosti. U hipotezama o
motorickim sposobnostima obiéno se
pretpostavlja kako postoji neka skala, te su
ideje o visim i nizim razinama_ sposobnosti,

preporuke 0 poveéanju  razine motori¢ke
koordinacije itd. a priori ugradene. Jedna od
iznimaka jesu_ sasvim_ kvalitativne tipoloSke
teorije koje se mogu modelirati prema modelu
latentnih razreda (Lazarsfeld i Henry, 1968). U
takvim kvalitativnim sluéajevima razlicite
hipotetske  kategorije (tipovi) prikazuju se
razlicitim latentnim razredima, npr.
“vrijednostima” latentnih  varijabli koje nisu
nuzno kvantitativne.

Stovise, hipoteze o teorijskim konceptima u
teoriji motorickih sposobnosti u vedcini sluéajeva
ukljuéuju ne samo postojanje nekog reda, nego
i sasvim kvantitativni karakter. To je razlog
zbog cega se nazivaju “dimenzije”,
“komponente” ili “kontinua”.

U tom sluéaju njihove se latentne varijable
smatraju razlicitim velidinama s nepoznatom
latentnom metri¢kom skalom. Medutim, ta
latentna skala ne moze se utvrditi bez nekih
dodatnih informacija, jer bi se inace varijable
mjerile samo na rang-skali.

Kod mnogih tipova modela s_ latentnim
varijablama  latentna metrika dovoljno je
odredena modelom mjerenja i vrstom statisti¢ke
standardizacije. Na primjer, Gesto se koristi

kombinacija linearne regresije uz  koncept
z-vrijednosti, kao u faktorskoj analizi. Medutim,
referentna nulta tocka latentne razine,
primjerice, sposobnosti koordinacije 1  njezina
latentna mjerna  jedinica, ne moze se
nedvojbeno odrediti. Prema tome, ne mozemo
ukloniti Sirok raspon prihvatljivih transformacija
takve latentne skale kao Sto je slucaj kod
modeliranja razina motori¢ke sposobnosti. To je
razlog Sto je Cyba (1981) primijenio Hegelovu
Klasifikaciju  (kasnije prihvacenu od strane
fiziéara Campbella, 1920, 1957) 1 utvrdio

latentne  -varijable kao sluéaj "intenzivnih
velicina”.

5 druge strane, kada prihvatimo
Hegel-Campbellovu  terminologiju, manifestne
varijable esto su prave ekstenzivne velicine
koje su mjerljive na skali s intervalima, t).
ispunjavaju uvjet jednakih jedinica i aditivnosti,
dobro poznat u_ teoriji mjerenja. To je slucaj
kada se pokazatelj mjeri kao fizikalna veli¢ina i
njegove vrijednosti izraZavaju se kao vrijednosti
u_ fizikalnim mjernim jedinicama. Primjeri su
izrazavanje rezultata  motorickih  testova  u
centimetrima, kao kod skoka  udalj ili
motori¢kih koordinacijskih zadataka, gdje se
vrijeme mjeri u sekundama.
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Nemoguénost promatranja latentnih
varijabli

Razliku izmedu moguc¢nosti promatranja
manifestnih sluéajnih varijabli i nemogucnosti
promatranja latentnih sluéajnih varijabli
ponekad  prihvaéamo na_ posve nesvjesnoj
razini. Naravno, intuitivno osjeéamo da_ se

rezultati motori¢koga testa kod skoka_ udalj
mogu izravno promatrati i myeriti, a razina

sposobnosti motori¢ke koordinacije ne moze.
Medutim, matematicki gledano, to glediste nije
prihvatljivo. Zato prihvacamo pristup
McDonalda (1974), o kojemu_ je kasnije
raspravljao i Blahus (1981, 1985). Taj se pristup,
ukratko, temelji na pristupa¢nosti  pravila
odabira kod biranja ispitanika s istom fiksnom
vrijednoscu_ varijable prema pravilu  slucajnosti.
Kljucan je uvjet sluéajnosti.

U- vecini sluéajeva, ponavijanja __istog
motorickoga testa (uzastopce kod istog
ispitanika) moguéa su u_ vrio_ ograni¢enim
sluéajevima i nisu -sluéajna. Testovi kod kojih
na rezultat utjeée ucenje ili zamaranje, kao. Sto

je sluéaj kod testova koordinacije, nikada se ne
mogu ponavljati. Stovise, sama ideja
ponavljanja nelogi¢éna je, a  ponavljanje je
nemoguce.

Dakle, da bismo  aproksimirali vrijednost

latentne varijable koja se ne moze promatrati,
koristimo tzv. “homogenu” skupinu razlicitih (!)

pokazatelja istoga (!) koncepta koji im je
zajednicki. To je najéeSce niz homogenih
motoritékih testova koji bi trebali mjeriti istu
promatranu motoriéku sposobnost. Tada,
medutim, rezultati svakoga pokazatelja, pored
zeljene slucajne pogreske ili nepouzdane
komponente, sadrze i nezeljenu  ne-slu¢ajnu
komponentu, koja je  specifiéna za svaki

pojedini pokazatelj. Razliciti testovi iste
sposobnosti imaju razlicite specificne
komponente, na_ primjer, test izdrzljivosti na
biciklergometru. ima svoje posebnosti su
usporedbi s analognim testom koji se izvodi na
modificiranom stroju konstruiranom za_plivace,
kod kojega se, umjesto nogu, koriste ruke.

Tada zbroj sluéajne (!) pogreske i
ne-sluéajne (!) specific¢nosti donosi takozvanu
jedinstvenost (terminologijom modela faktorske
analize). Zbog mneodvojive smijese sluéajne
pogre’ke sa specifi¢noséu pokazatelja, nemoguée
je stvoriti uzorak ispitanika s istom vrijedno&cu
varijable koja predstavlja zajednicki  generi¢ki
koncept, koja je, dakle, prema definiciji
latentna.

To je u suglasju s takozvanim problemom
uopcavanja u_ teoriji testova. U_ teoriji je
pozeljnopokazatelje birati iz beskonaénoga
skupa indikatora u danoj domeni ponaganja
koje se  proutava, kako bi se stvorio  
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reprezentativan uzorak pokazatelja. Na_primjer,

kada bismo mogli  stvoriti beskona¢an  popis
svih mogucih i zamislivih motori¢kih testova
sposobnosti koordinacije, tada bismo mogli
stvoriti sluéajni reprezentativni uzorak testova

koristeci_ statisti¢ku  metodu  sluéajnih uzoraka.
Medutim, ako nismo wu  moguénosti birati

sluéajan uzorak pokazatelja od beskonaénoga
skupa tih pokazatelja, onda je te8ko utvrditi u
kojoj mjeri izabrani skup  pokazatelja  daje
pristranu procjenu latentnih vrijednosti koje bi
bile to¢ne za skup svih pokazatelja. S gledigta
teorije uopcavanja postoje dvije vrste latentnih

vrijednosti: one izra¢unate preko modela_ s
Jatentnim varijablama iz konatnog  uzorka
pokazatelja (npr. niz testova) i one prave koje
teorijski vrijede za Gitav skup pokazatelja. Ako
bismo mogli izabrati sluéajan uzorak
pokazatelja, njihove specifiéne komponente bi
sluéajno varirale i pridonosile samo komponenti
sluéajne pogreske. Tada bi se latentne varijable
mogle promatrati.

Matematicke formule latentnog modela kao
pravila korespondencije

S gledista stvaranja koncepata i izgradnje
teorija, statisti¢ki modeli s latentnim varijablama
pruzaju instrumente za rjeSavanje problema
mjerenja i korespondencije prikazima
semanti¢éke razine u okviru sintakti¢ke razine ili
razine modela, kao Sto se vidi na slici 1.

Dakle, matematicke formule —proucavanog
latentnog modela mogu se najbolje tumaciti
kao formalizirana pravila korespondencije, a
matematicki izrazi povezani s modelom mogu
se promatrati kao sintakti¢ke definicije ili
sintaktiéke derivacije.

Kineziologija28(1996)2:12-20

Dvije su vrste osnovnih matematickih izraza
i nekoliko dodatnih matematickih uvjeta koji u
ulozi formaliziranih pravila korespondencije
omoguéavaju upotrebu modela_ s_ latentnim
varijablama. Dva osnovna u ovom kontekstu
opisao je Blahus (1991). Tijekom pripreme ovog
rada uotili smo da ih je ranije  istakao
McDonald (1979) kao “dva_ glavna _nacela”

svoga pokuSaja da oblikuje opcu  teoriju
strukturne analize multivarijatnih podataka. On
ih je nazvao nacelom regresije i nac¢elom
uvjetne strukture - ali bez metodolo8koga
konteksta stvaranja znanstvenih koncepata, Cime
se ovdje bavimo. Ta podudarnost moze_ biti
posljedica procesa medusobnog utjecaja
statistiéke teorije i metodologije empirijskih
znanosti, kao Sto isti¢e Clogg (1992).

Prvo ¢emo raspravljati o dvije osnovne vrste
matemati¢kih izraza.

e (i) Stvaranje koncepata “funkcijom slabog
asocijativnog mjerenja”: matematicki
aksiomi modela latentnih varijabli

Ta je  funkcija  predstavljena temeljnim
aksiomom, tj. jednadzbom modela, tipicno
regresijskom funkcijom. Potrebno ju je izabrati
na temelju teorijskoga i konceptualnog znanja
iz podrucja koje se prou¢ava. Kao Sto je ranije
navedeno, ova  jednadzba_ izrazava__ oblik
“modela mjerenja” izabran kao znanstveno
prihvatljiv za modeliranje hipotetske asocijativne
mjerne funkcije za dani istrazivacki problem.
Na primjer, u  linearnom modelu sa
zajednickim faktorima kod odredivanja
uspjesnosti u  nekim motori¢kim  zadacima,
manifestne varijable (rezultati motorickih
testova) izrazene su kao (linearne) kombinacije
(ili “mjeSavine”) nuznih motorickih sposobnosti

Slika 1: Primjena modela s latentnim varijablama kodteorijskoga koncepta kao slucaj mjerenja
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koje su predstavljene odgovarajucim
zajednickim faktorima kao latentne varijable.

Temeljna jednadzba modela daje
aproksimaciju empirijskih podataka iz latentnih
varijabli. Ona tako sluzi kao sklop
formaliziranih pravila korespondencije
usmjerenih od latentnih prema  manifestnim
varijablama. Na primjer, da su rezultati
latentnoga faktora pojedinca bili poznati, mogli
bi se predvidjeti njegovi/njezini rezultati na
testu. S druge strane, neopazene  vrijednosti

latentnih varijabli mogu se izracunati samo s
priliénom  nesigurnoscu, kao  u_— slucaju
regresijskog izracunavanja_ rezultata latentnih
faktora iz poznatih rezultata manifestnih testova
(ta neizbjezna neodredenost latentnih
vrijednosti, medutim, nije argument protiv
uporabe modela latentnih varijabli) (Mulaik i

McDonald, 1978).

Svaka temeljna jednadzba modela je, kao
osnovni aksiom, nuzno  pojatana  skupom
daljnjih aksioma koji odreduju model Sto
omoguéava razlikovanje konceptualno  razlicitih
modela koji inaée mogu imati isti  oblik
jednadzbi. Na primjer, postoje najmanje tri
temeljna aksioma koji definiraju model linearne
zajednicke faktorske analize: jedinstveni ili
rezidualni dijelovi manifestnih varijabli nisuu
odnosu. s manifestnim varijablama kao ni s
latenmim  zajednickim dijelovima, =a_broj
latentnih zajednickih faktora manji je od broja
manifestnih varijabli. Te dodatne postavke dijele
taj model od modela glavnih komponenata /ili
analize teorije izgleda (McDonald, 1975), koji
ina¢ée imaju jednak oblik osnovne jednadzbe.

e (ii) Zahtjev ukupnosti objasnjenja koje
daje koncept: matematicki aksiom uvjetne
neovisnosti

Najjednostavnije, ovo moze biti izrazeno kao
jedan aksiom lokalne ili uvjetne neovisnosti
(Anderson i Rubin, 1956; McDonaled, 1962) koji

tvrdi da su za odreden  skup  vrijednosti
latentnih varijabli manifestne varijable statisticki
neovisne - ih u_ slabijoj verziji aksioma - da
nisu. u meduodnosu. To se moze protumaciti
na sljededi nacin:

Ako su vrijednosti latentnih varijabli - koje
predstavljaju koncepte - utvrdene, manifestne
varijable su neovisne. Drugim rijecima, teorijski
koncepti su jedine odrednice ponasanja Cije se
predvidanje ne moze poboljgati (bez “vanjskih”
informacija) kada_ je poznata latentna
karakterizacija pojedinaca ou _——okviru_—tih
koncepata. Ili, da  pojasnimo  primjerom iz
teorije motori¢kih sposobnosti: za uspjeSnost
pojedinca moze se re¢i kako varira samo zbog
sluéajnih utjecaja kada se jednom utvrdi razina
njegovih/njezinih sposobnosti.
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Taj aksiom izvorno je oblikovan kao  Cisto

statisti¢ka pretpostavka, ali ¢ini se da je
implicitno vec dugo prisutan u
strukturalisti¢kim teorijama. Galton je u svojem
pristupu regresiji pretpostavio da kada bi se
utvrdila masljedna osnova Ijudskih atributa, do

varijacija bi dolazilo samo zbog nasumicnog

utjecaja okoliga. Isti se aksiom moze naci 1
povezan s nekim bitnim op¢cim metodoloskim

pitanjima u_ filozofiji znanosti (Blahus, 1981).
On predstavija opcu  ideju znanstvenog

abjasnjenja temeljenoga na teorijskim
konceptima, kao i zahtjev za sveukupnos¢cu
teorije ili njezinom  bliskoS¢u  na__ postojeco)

razini dokaza, uklanjajuci eventualne suvisne
hipotetske konstrukte ili Spekulacije. Medutim,
ta sveukupnost mora se podvrgnuti reviziji
kada na vidjelo dodu empirijski dokazi. Kroz
takav krug znanstvena se teorija izgraduje i
prosiruje.

McDonald (1979) je  ukljucio klasi¢an
jednostavan slucaj aksioma u opcenitije nacelo
uvjetne strukture koja dopuSta da neki od
uvjetnih odnosa budu samo djelimice
objasnjeni. To je korisno u longitudinalnim il
drugim multimodalnim studijama (Campbell i
Fiske, 1959; Fiske, 1982)  strukture  teorijskih

koncepata.

Nakon  prikaza dvaju  osnovnih uvjeta
ukratko éemo_ raspraviti mneka od ostalih
matemati¢kih svojstava. Medu  njima su
pretpostavke o mjernim skalama za manifestne
varijable (intervalne, nominalne  itd.). Na
primjer, dihotomne manifestne  varijable u
nekim se modelima latentnih varijabli mogu
tretirati kao intervali. S obzirom na to, neki

modeli su priliéno ograni¢eni, a neki se temelje
na slabim i uopéenim pretpostavkama poput
Muthenova (1987) LISCOMP-a. U_— nekim
modelima zahtijevaju se statisti¢ke pretpostavke
poput linearnosti i  normalne distribucije.
Nadalje, oblikovanje pojedinog modela bitno
ovisi oO moguénosti utvrdivanja  parametara.
Ovdje je rijeé o modelu u_ cjelini, ali se
takoder moze odnositi i na pojedine latentne
varijable. Na primjer, kod linearnoga faktorskog
modela preporuéa se da svaki latentni faktor
bude odreden s tri ili viSe manifestnih varijabli
itd.

Znanstveni naturalizam i
mjerenje koncepata:
razlikuje li se ispitivanje
motori¢ke sposobnosti od
fizikalnog mjerenja?

Do sada smo pokuSali objasniti ideju kako
se stvaranje koncepata wu__ bihevioristi¢kim

znanostima, posebice u podrudgju kineziologije i
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ispitivanja motori¢kih sposobnosti, moze
promatrati kao slabiji sluéaj mjerenja
povezanosti koje se izvodi primjenom
statistickih modela s latentnim varijablama. Sada
cemo pokusati usporediti taj postupak s
analognim u klasi¢noj fizici, koju uzimamo kao
primjer dobro utemeljene znanosti, Sto se Ccesto
navodi kao ideal druStvenih i bihevioristi¢kih
znanosti (Berka, 1982). Namjeravamo_preispitati
uobi¢ajeni pristup koji naglaSava razlike izmedu
"mjerenja u fizici” i “mjerenja u_ bihevioristi¢koj
znanosti”. Nasuprot takvom gledi8tu, pokuSat
¢emo ukazati na znatne slicnosti. Takoder,

pokazat ¢emo kako se i u fizici moze naici na
ozbiljne probleme pri mjerenju. To glediste ide
u__prilog misljenju takozvanog metodoloskog
naturalizma o temeljnom jedinstvu znanstvenih
metoda u tim, na prvi pogled, bitno razlicitim
granama.

Schwager (1991) iznosi novije poglede na
stvaranje koncepata i myjerenje u suvremenoj

filozofiji_ znanosti:

“Termin znaturalistickizZ koristimo u

metodoloski monisti¢kom smislu,
pretpostavljajuci kontinuitet prirodnih i
drustvenih znanosti.”

Na istom mjestu citira misljenje engleskoga
filozofa znanosti Bhaskara kako se znanstveni
naturalizam “moze definirati kao teza o
postojanju bitne —jedinstvene metode  u
prirodnim i druStvenim znanostima”. Moramo
ga razlikovati od redukcionizma, koji tvrdi kako
postoji i jedinstvo tema, kao i od_ scijentizma,
koji ne priznaje  razlike ou metodama
prikladnima za  prougavanje  objekata su
drustvenim i/ili prirodnim znanostima. Iz toga
kratkog opisa jasno je da naturalizam ne dijeli
stavove pozitivizma.

Veé smo spomenuli  primjer —mjerenja
temperature kao slu¢aj mjerenja povezanosti u

fizici. Umjesto zive mozemo upotrijebiti drugu
tekudinu, primjerice, alkohol, kao “empirijski
pokazatelj” ¢ije je Ssirenje takoder vezano uz
temperaturu. Takoder se i Sirenje neke ¢vrste
tvari ili razlika u Sirenju dviju vrsta metala (u
bimetalnom  toplomjeru) moze koristiti za
pokazivanje _ temperature. Myjere li svi

_

isti

"koncept”? Stovise, Sto ako se svi pokazatelji
ne temelje na girenju, nego svaki na drugom
naéelu: kao kod toplomjera koji rade na
principu ili elektriénog otpora, ili infraervenog

zratenja ili promjeni termosenzitivnih boja? Je
li prosjek tiju vrijednosti simultano izmjerenih
zivinim, bimetalnim i otpornim  toplomjerima
bolja  procjena “prave temperature”? Sto
dokazuje da svi mjere jedan (!), isti zajednicki

atribut, a da  nijedan ne  ukljuéuje neku
specifiénu komponentu?
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Tim putem dolazimo do Bridgmanova
operacionalizma, koji je u_ fizici prevladan
zahvaljujuci koherentnosti i uzajamnoj potpori
zakona u toj znanosti. Takva vrsta uzajamne

povezanosti mnogo je slabija u bihevioristickim
znanostima i u podruéju ispitivanja motorickih

sposobnosti.

Sliéan primjer mozemo naci i u_ dvije
razlicite definicije i na¢ina mjerenja mase kao
fizikalnoga “koncepta”:

WW
Jedan se “pokazatelj osniva na “testu

inercije’, a drugi na “testu  gravitacije”. Njihova
je korelacija zasigurno vrlo. visoka, jer se
podudaraju s to¢noscu do 10!7. Medutim, je li
ostatak - netoénost - posljedica samo nasumicne
pogreske? Kako mozemo dokazati da bilo koji
od dva “testa” ne  sadrzi specifi¢nu
komponentu iza granice toénost, Sto bi znacilo
da testovi nisu jednaki?

Prema iznesenom gledistu, temperatura, kao
i masa, mogle bi se  smatrati latentnim

varijablama koje se dobivaju primjenom modela
latentnih varijabli.

Fiziéari koriste linearni  faktorski model
implicitno u  njegovom  posebnom obliku
poznatom kao model pravih vrijednosti za
paralelne testove. Takoder, kako vjeruju da
pojedini pokazatelji nemaju posebnosti, model
latentnih varijabli dalje se specijalizira: model
pravih vrijednosti za paralelne testove pretvara
se u klasiéni Gaussov model. Dakle,

zahvaljujuci (pretpostavljenoj ili stvarnoj)
odsutnosti bilo  kakve specifi¢nosti kod
pokazatelja, njihove  vrijednosti se mogu
smatrati kao nekoliko verzija jedne, iste (!)
varijable, a asocijativna mjerenja pretvorena su
u-- ponavijana_=mjerenja) U_ praksi to je
hipotetski razlog zbog kojega vjerujemo da
¢emo bolju procjenu prave temperature dobiti
iz prosjeka  vrijednosti dobivenih  zivinim,
bimetalnim i otpornim toplomjerima.

Na taj nacin modeli latentnih varijabli mogu
posluziti za ilustraciju naturalisti¢koga gledista o
na¢elu —jedinstva mjerenja us fizici i
bihevioristi€ékim znanostima. Postavlja se pitanje

u_kojim je aspektima, osim u nizem_= stupnju
toc¢nosti, ispitivanje razine sposobnosti
koordinacije nizom motori¢kih testova loSije od
mjerenja temperature koritenjem _nekoliko
toplomjera?

ott
Takozvano “mjerenje prema konvenciji”,

kako je Torgerson (1958) nazvao_ sluéaj ou
kojemu se funkcija modela mjerenja arbitrarno
odreduje, i asocijativno mjerenje u_ fizici jesu,
prema tome, dva posebna sluéaja asocijativnog
mjerenja u_ slabom  smislu§ (Blahus, 1991).
Osnovna_ obiljezja slabog asocijativnog mjerenja
u_ bihevioristicékoj znanosti jesu:
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* (i) Povezujuci odnos je statisti¢ki, obiéno
izrazen u obliku regresijske funkcije, a ne
u_—obliku—deterministi¢ke matematicke
funkcije.

e (ii) Sadrzi specificne komponente pojedinih
pokazatelja koje ne mogu biti prodciscene i
odvojene od komponente nepouzdanosti
zbog slucajne pogreske.

° (iii) Poveéan je  utjecaj subjektivnih
udinaka.

Prema tome, jedina  razlika izmedu
asocijativnog mjerenja u klasi¢noj fizici i slabog
asocijativnog mjerenja pomocu primjene modela
s  latentnim  varijablama u__ bihevioristi¢kim
znanostima, ukljucujuci kineziologiju i posebice
ispitivanje motoricke sposobnosti, nalazi se u
stupnju tocnosti koriStenog modela.

Zakljucak

Primjena statisti¢kin modela s_ latentnim
varijablama vrijedno je metodolosko sredstvo
koje omogu¢ava_ stvaranje koncepata ou
bihevioristi¢kim znanostima, posebice u
istrazivanjima koja se bave  utvrdivanjem
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