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Abstract 

On the technological developments of this age, batteries play an important role in meeting energy needs. Factors 
that influence the performance of batteries are the state of charge and energy that stored battery is limited This 
causes damage to the battery due to repeated charging and discharging of the battery and can be over-charge or 
over-discharge. Therefore, a battery capacity measurement tool is required to keep the battery from being damaged. 
State of charge battery is a status that indicate the battery capacity.  In this research will be an estimation of the 
state of charge lithium ion 12 volt 4 ah use of an Feed-Forward Backpropagation Neural Network method because 
the FF-BPNN method can adapt to the non-linear characteristics of the battery. In this method, there are two levels 
of training data (two neural) processes to get an estimate of the OCV and SOC values. The first level with input 
parameters is voltage, current, and time charge or discharge for OCV estimation. OCV of the first-level results, used 
as an input of a second-level process for the SOC estimate. The estimated result of the research that has been done is 
the value of neurons on hidden neurons are 11 in charge condition and 10 in discharge condition, this means that the 
estimation of SOC on lithium-ion batteries, between the actual data and the target training data shows a small error. 
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Abstrak 

Pada perkembangan teknologi zaman ini, baterai memainkan peran penting dalam memenuhi kebutuhan energi. 

Faktor yang mempengaruhi kinerja baterai adalah keadaan muatan dan energi yang disimpan baterai terbatas. Hal ini 

menyebabkan kerusakan baterai karena pengisian dan pengosongan baterai yang berulang kali dan dapat over-

charge atau over-discharging. Oleh karena itu, dibutuhkan alat pengukuran kapasitas baterai untuk menjaga agar 

baterai tidak cepat rusak. State of charge baterai adalah status yang menunjukkan kapasitas baterai.  Pada penelitian 

ini, akan dilakukan estimasi state of charge baterai Lithium Ion 12 volt 4 ah menggunakan metode Feed-Forward 

Back propagation karena metode FF-BPNN dapat menyesuaikan dengan karakteristik non-linear dari baterai. Dalam 

metode ini, ada dua tingkat proses training data (dua neural) untuk mendapatkan estimasi nilai OCV dan SOC. 

Tingkat pertama dengan parameter input yaitu tegangan, arus, dan waktu charge atau discharge untuk estimasi 

OCV. OCV dari hasil tingkat pertama, digunakan sebagai input dari proses tingkat kedua untuk estimasi SOC. Hasil 

estimasi SOC yang didapat yaitu jumlah nilai hidden neuron 11 pada kondisi charging dan nilai hidden neuron 10 

pada kondisi discharge, karena hal itu menunjukkan bahwa estimasi baterai lithium-ion SOC dengan pembacaan 

aktualnya menunjukkan error yang kecil. 
 

Kata kunci :  State of Charge, FF-BPNN, Lithium Ion  
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1. Pendahuluan 
Energi listrik merupakan salah satu bentuk 

energi yang berperan penting dalam kemajuan 
peradaban manusia. Selama ini persediaan 
energi listrik umumnya dipasok oleh sumber-
sumber energi fosil yang merupakan sumber 
energi yang tidak bisa diperpaharui. Dengan 
demikian, dengan terjadinya krisis minyak 
banyak pihak yang mencari alternatif baru 
dalam penyediaan sumber energi terutama 
berasal dari sumber energi terbarukan karena 
pertumbuhan penduduk yang semakin lama 
semakin meningkat pesat. Untuk mendukung 
penyedia energi tersebut, penyimpanan energi 
menjadi sangat penting untuk menyediakan 
pasokan yang handal dan kontinyu dalam 
waktu yang relatif lama, salah satunya adalah 
baterai. 

Baterai adalah sebuah alat yang dapat 
menyimpan energi listrik untuk digunakan 
sesuai dengan keperluannya sewaktu-waktu 
serta dapat dengan mudah dipindahkan dari 
satu tempat ketempat lainnya. Sebagai contoh 
dalam skala kecil yaitu, penggunaan baterai 
pada hybrid electric drive (HEV) dan 
renewable energy [1].  

Namun, penggunaan baterai harus 
dilakukan dengan mengetahui kapasitas 
baterai. State of charge digunakan untuk 
mengetahui kapasitas baterai [1]. Metode 
estimasi SOC yang paling populer digunakan 
adalah Coulomb Counting. 

Metode coulomb counting disebut juga 
Ampere Hour Counting [12]. Coulomb 
counting digunakan untuk memperkirakan 
SOC oleh hubungan piecewise linear antara 
SOC dan open circuit voltage (OCV) [2]. 
Metode ini dapat menjadi sistem yang handal 
tetapi tergantung pada suhu di sekitar baterai. 
Selain itu, metode ini mudah untuk 
diimplementasikan. Kekurangan coulomb 
counting adalah tingkat akurasi bergantung 
pada pengukuran sensor [3] [4], dan mungkin 
membutuhkan waktu lama untuk 
memperkirakan SOC tersebut. Pada 
penghitungan coulomb, ini memerlukan 
akurasi yang tepat pada perkiraan SOC awal, 
jadi perlu untuk mengetahui nilai OCV baterai. 

Metode kedua yaitu Piecewise Open 
Circuit Voltage (OCV). Teknik estimasi SOC 
baterai dengan Piecewise OCV ini adalah 
metode termudah dari estimasi SOC meskipun 
bisa terjadi kesalahan [5][6][7][8]. OCV dari 
baterai tergantung pada suhu sekitar sel baterai 
[9]. Selain itu, setiap sel dalam baterai 
memiliki karakteristik kimia yang berbeda 
sehingga setiap sel memiliki nilai tegangan 
yang berbeda. Semua jenis pada baterai yang 
menggunakan metode ini, menunjukkan 
bahwa karakteristik suhu pada sel baterai dapat 
mendistorsi pengukuran tegangan baterai. 

Karena suhu yang bergantung pada 
karakteristik baterai [10], estimasi OCV 
selama kondisi pengoperasian baterai biasanya 
dapat menghasilkan kesalahan estimasi SOC. 
Karena itu, untuk mendapatkan hasil estimasi 
SOC yang akurat, baterai harus beristirahat 
untuk mencapai keadaan keseimbangan sel 
sebelum mengukur OCV baterai [11]. Ketika 
SOC baterai diestimasi dengan metode ini, 
keadaan baterai harus benar-benar dalam 
keadaan tanpa beban dari baterai. 

Metode selanjutnya yaitu Kalman Filter. 
KF adalah salah satu metode estimasi SOC 
dengan teknik adaptif yang menggabungkan 
metode langsung dan metode berdasarkan 
pemodelan. Metode ini memiliki kelemahan 
yaitu algoritmanya yang kompleks yang 
menyebabkan ketidakstabilan numerik. 
Metode KF sangat tergantung pada pemodelan 
baterai dan keprisisian sensor [22].  

Pada penelitian ini, akan mempelajari 
pengaruh Feed-Forward Backpropagation 
Neural Network pada estimasi SOC baterai. 
FF-BPNN adalah teknik pengolahan informasi 
yang terinspirasi oleh cara kerja sistem saraf 
biologis. Metode FF-BPNN dipilih karena 
memiliki akurasi yang lebih tinggi daripada 
metode Coulomb Counting, Piecewise OCV, 
dan Kalman Filter sehingga, estimasi SOC 
bisa didapatkan secara tepat, selain itu metode 
FF-BPNN juga mempunyai perhitungan 
sederhana dan penerapan yang mudah [13]. 
FF-BPNN memiliki kemampuan adaptif 
tingkat tinggi karena mampu meng-estimasi 
SOC secara offline atau online training tetapi 



 

84 
 

      JURNAL  TEKNOLOGI TERPADU. 8 VOL. 2                                                    OKTOBER 2020                                                      ISSN :  2338 - 66649                             

harus di-training terlebih dahulu untuk 
mendapatkan estimasi SOC yang benar. 
[14][15][16]. Parameter yang digunakan untuk 
estimasi SOC ini adalah arus, tegangan, waktu 
charge atau discharge, dan OCV baterai. 
Parameter ini dipilih karena merepresentasikan 
seluruh kondisi baterai.   

Estimasi SOC menggunakan metode FF-
BPNN diimplementasikan pada baterai yang 
memiliki spesifikasi 12 volt 4 ah, dimana 
memiliki 2 tingkat proses training. Training 
tingkat pertama dilakukan untuk meng-
estimasi nilai OCV sebagai target data dengan 
tegangan, arus, dan waktu charge atau 
discharge sebagai input data metode FF-
BPNN. Training tingkat kedua dilakukan 
untuk meng-estimasi nilai SOC sebagai target 
data, dengan OCV dari output training tingkat 
pertama sebagai input training tingkat kedua.  

 
2. Metoda Penelitian 
2.1. Lithium-Ion 

Salah satu jenis dari rechargeable baterai 
adalah baterai lithium ion. Komponen 
penyusunnya terdiri atas katoda, anoda, 
elektrolit, dan separator. Lithium ion memiliki 
kelebihan yaitu pengisiannya yang lebih cepat, 
daya pemakaian tahan lama, ringan tetapi 
memiliki kapasitas daya besar. Sel ion litium 
menyebabkan sedikit berbahaya saat dibuang 
[17]. Meskipun keuntungannya secara 
keseluruhan, litihum ion memiliki kekurangan, 
yaitu gampang rusak dan membutuhkan 
rangkaian pelindung untuk menjaga baterai 
dalam pengoperasian yang aman. Pada 
Gambar 1 menunjukkan rangkaian pengganti 
baterai lithium ion.  

 
 
 
 
 
 

Gambar 1. Rangkaian Pengganti Baterai Lithium Ion 
[18] 

 

Rangkaian terdiri dari Rsd sebagai 
hambatan self discharge, Ccap sebagai 
kapasitas penyimpanan baterai, sebuah sumber 
tegangan DC (OCV) yang diseri dengan 

hambatan internal baterai  (Rseries) [4], RC 
paralel ( R1, C1, R2, C2) yang digunakan 
sebagai karakteritik respon transient dari 
tegangan dan Vterminal baterai sebagai 
terminal pengukuran OCV baterai [18]. Dari 
rangkaian ini, bisa digunakan untuk meng-
estimasi SOC baterai li-ion dengan parameter 
baterai yang bisa diukur yaitu VT dan Ibatt 
baik saat charge maupun discharge baterai. 
Dari rangkaian pengganti baterai, dapat dicari 
rumus matematiknya pada Persamaan (1), (2), 
dan (3) sebagai berikut ini [17] : 

 

V1 = 	
1

C1
 . Ibatt - 

1

R1. C1
 . V1              (1) 

V2 = 	
1

C2
 . Ibatt	- 

1

R2. C2
 . V2            (2) 

VT = OCV	+ V1 + V2	+	Ibatt. Rseries	           (3) 

2.2. Desain Sistem 
Baterai lithium-ion digunakan dalam 

pembelajaran ini, karena baterai ini sering 
digunakan. Baterai lithium-ion yang 
digunakan adalah 12 volt, 4 ah. Dimana 
baterai memiliki tegangan cut-off 1.7/2 volt 
per sel. 

 
 
 
 
 
 
 

Gambar 2. Ilustrasi sistem untuk pengambilan data 
 
 

Gambar. 2 menunjukkan ilustrasi 
pengambilan data set OCV-SOC. Pada 
ilustrasi pengambilan data, ada osiloskop, 
baterai lithium-ion, charger baterai, dan 
beban. Dalam hal ini, baterai diuji dalam dua 
kondisi, yaitu kondisi charge dan discharge. 
Ketika kondisi charging menggunakan baterai 
charger dan maka baterai yang menjadi 
bebannya. Charger baterai yang digunakan 
mempunyai merk GW INSTEK PSS-2005. 
Ketika kondisi discharge, baterai digunakan 
sebagai sumber untuk menyuplai beban. Beban 
yang digunakan di sini adalah electronic load 
yang memiliki merek Rigol dengan tipe 
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3021A. Serta Oscilloscope Yokogawa DL850, 
dimana terdapat probe tegangan dan arus yang 
digunakan untuk pengambilan data perubahan 
tegangan dan arus terhadap waktu baik pada 
kondisi charge atau discharge. Tegangan dan 
arus yang terukur akan tersimpan di data 
logger osiloskop. 

 
2.3. Multiple Constant Current Test 

Berdasarkan ilustrasi pengambilan data set 
maka dilakukan proses pengujian  Multiple 
Constant Current Test untuk mendapatkan 
parameter data set input dan output simulasi 
metode FF-BPNN. Pengambilan data 
ditunjukkan pada Gambar 3. 
 

 
Gambar 3. Pengujian Pengambilan Data Set Baterai Li-

ion pada Kondisi Discharging 
 

Multiple constant current test ini diuji 
untuk menentukan hubungan OCV – SoC pada 
baterai li-ion, dan pengujian dilakukan 
menggunakan metode charge constant current 
[19], dimana ini sebagai landasan untuk 
estimasi SoC dengan Neural Network. Saat 
pengujian, baterai diisi atau dikosongkan 
dengan arus sebesar 0,3 C yaitu 1,2 A. Pada 
fase pengisian baterai, pertama sel baterai li-
ion di kosongkan dari tegangan 11,9 Volt dan 
diisi sepenuhnya sampai 13,33 V untuk dicatat 
waktu pengisian tersebut.  

Selanjutnya, baterai kembali dikosongkan 
dan kembali diisi dengan membagi waktu 
pengisian yang telah dilakukan menjadi 10 
pulsa. Dimana, baterai diisi setiap interval 
SOC 10 % dari SOC 0 – 100%.  Kemudian 
baterai diistirahatkan dalam keadaan open 
circuit selama 1 jam dan begitu seterusnya 
hingga tegangan cut-off yang tertinggi tercapai 
dan SoC dianggap sebesar 100 % yaitu 13,22 
Volt. Begitu juga pada fase pengosongan 
baterai, dimana baterai dikosongkan 
sepenuhnya dan dicatat waktunya. Kemudian, 
baterai kembali diiisi penuh dan dikosongkan 

kembali dengan arus negatif dengan membagi 
waktu pengosongan yang telah dilakukan 
menjadi 10 pulsa. Dimana, baterai diisi setiap 
interval SoC 10 % kemudian baterai 
diistirahatkan dalam keadaan open circuit 
selama 1 jam dan begitu seterusnya hingga 
tegangan cut-off yang terendah tercapai dan 
SoC dianggap sebesar 0 %. Dari multiple 
constant current test pengisian dan 
pengosongan baterai ini didapatkan kurva 
OCV-SoC baterai lithium-ion. 
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Gambar 4. Multiple constant current test (a) Tegangan 
Charge, (b) Arus Charge, (c) Tegangan Discharge, (d) 

Arus Discharge 

Gambar 4 menunjukkan hasil pengujian dan 
pengambilan data set untuk simulasi metode 
FF-BPNN.  

2.4. Pemodelan dan Training FF-BPNN 
Feed-Forward Backprogation  Neural 

Network adalah teknik pengolahan informasi 
yang terinspirasi oleh cara kerja sistem saraf 
biologis. FF-BPNN ini terdiri layer input, 
hidden layer, dan layer output serta bekerja 
secara propagasi maju (feed-forward) dan 
propagasi balik (backpropagation). Feed 
Forward hanya akan mengumpankan nilai 
input ke depan tanpa kembali lagi. Setelah 
nilai diumpan ke depan selanjutnya 
backpropagation akan menghitung error dan 
berbalik menuju lapisan-lapisan neuron pada 
hidden layer untuk menyebarkan nilai tersebut. 
Pada penelitian ini,  digunakan FF-BPNN 
sebagai estimasi SOC pada baterai Li-ion 
diperlukan karena perilaku non-linier 
kompleks pada baterai, sehingga FF-BPNN 
dapat meminimalkan kesalahan pemodelan 
dan meningkatkan akurasi estimasi SOC.  

SOC pada baterai ditentukan oleh banyak 
faktor seperti arus, tegangan terminal, ah yang 
digunakan, suhu baterai, dan sebagainya. 
Dalam penelitian ini, faktor suhu diabaikan 
dalam model NN. Karena suhu lingkungan 
baterai yang digunakan hampir sama yaitu 
suhu normal sebesar 25o. Proses training 
menggunakan data pengujian aktual yang 
dilakukan dengan pengambilan data tegangan, 
arus, waktu, OCV saat baterai pada kondisi 
charge atau discharge. Neural ini terdiri dari 
input layer, satu atau lebih hidden layer, dan 
output layer. Metode ini milik kategori 
learning yang terkontrol dimana merupakan 
pendekatan yang sudah berisi data yang 
terlatih, dan ada variabel yang ditargetkan, 
sehingga tujuan dari pendekatan ini adalah 
untuk mengelompokkan data ke dalam data 
target yang ada [20] [21], dalam penelitian ini, 
ada dua tingkat proses training data yang 
ditunjukkan pada Gambar 5, yaitu : 

 Tingkat pertama, sebagai estimasi OCV, 
dengan parameter input yaitu tegangan, 
arus, dan waktu pengisian atau 
pengosongan baterai. 

 tingkat kedua, sebagai estimasi SOC, 
dengan input berupa estimasi OCV dari 
tingkat pertama.  

 
 
 

 
 
 
 
 
 
 

Gambar 5. Arsitektur pemodelan FF-BPNN sebagai 
estimasi SOC baterai 

Beberapa layer feed forward back-
propagation neural network dengan bias 
digunakan untuk estimasi OCV dan SOC 
baterai. Layer pertama adalah layer input dan 
layer kedua adalah hidden layer. Hidden layer 
didefinisikan pada Persamaan (4)  sebagai 
berikut : 

hn = ���	 + 	�� + 	�            (4) 

Dimana hn adalah jumlah neuron pada 
hidden layer, in adalah jumlah neuron pada 
input layer, on adalah jumlah neuron pada 
output layer ,dan σ adalah konstanta dengan 
kisaran 1 hingga 10. 

Proses learning pada FF-BPNN akan 
menghasilkan nilai bobot dan bias yang 
merepresentasikan hubungan antara input dan 
output. Proses learning juga menghasilkan 
nilai regresi dan MSE yang merupakan faktor 
keberhasilan proses training FF-BPNN.  

Secara matematis, nilai bobot dan bias 
dari hidden layer dapat ditulis dengan 
menggunakan rumus pada Persamaan (5) 
sebagai berikut : 

 

yn = Xnwn + bn                                         (5) 
 

Xn vektor input setiap neuron, wn adalah 
bobot neuron, bn adalah bias neuron, dan n 
adalah urutan neuron.  
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Transfer function digunakan pada training 
metode ini untuk mengubah sinyal input ke 
sinyal output, dimana transfer function yang 
dipakai adalah tansig function. Pada jurnal ini, 
tansig funciton digunakan sebagai fungsi 
aktivasi pada neuron network. Fungsi aktivasi 
tansig adalah kepanjangan dari 
Tangensigmoid. Tansig function memiliki  
hasil nilai output dengan range antara 1 dan -1. 
Fungsi Tansig didefinisikan pada Persamaan 
(6) sebagai berikut : 

TS(n) = 
2

(1+exp (-2n)) - 1
            (6) 

Dimana TS(n) adalah fungsi atktivasi 
tansig pada hidden neuron tertentu dan n 
adalah kalkulasi antara bobot dan bias pada 
hidden layer. Layer terakhir adalah layer 
output, dan output FF-BPNN adalah OCV 
pada training tingkat pertama, dan SOC pada 
tingkat kedua yang didefinisikan pada 
Persamaan (7) dan (8) sebagai berikut [19] : 

OCV= wn ×	TS	�(w
m 

× X1�+ Bm)	+ Bn        (7) 

SOC = wj ×	TS	�(w
i 
× X2�	+ Bi)	+ Bj           (8) 

Dimana X1 adalah vektor input dari 
tingkat pertama (V, I, t), X2 adalah vektor 
input dari tingkat kedua (OCV), Bm, Bn, Bi, 
dan Bj adalah vektor bias dari FF-BPNN pada 
hidden neuron dan output layer, wm, wn, wi, 
dan wj, adalah matriks bobot. 

Simulasi FF-BPNN ini dilakukan dengan 
menggunakan aplikasi MATLAB 2016a 
dengan menggunakan offline training. Pada 
offline training, dilakukan dengan data latih 
dan data set yang tetap. Rangkaian simulasi 
estimasi SOC dengan FF-BPNN ditunjukkan 
pada Gambar 6. 

 

Gambar 6. Rangkaian Simulasi Estimasi SOC dengan 
Metode FF-BPNN pada MATLAB 

 

Berdasarkan Gambar 6, diagram simulasi 
dibangun atas dua neural yang terdiri dari blok 
input, blok output, dan blok FF-BPNN. Blok 
pertama FF-BPNN digunakan untuk proses 
training tingkat pertama sebagai estimasi OCV 
dan blok kedua FF-BPNN digunakan untuk 
tingkat kedua sebagai estimasi SOC. Pada 
simulasi ini, digunakan 2 layer FF-BPNN 
disetiap blok neural, yaitu 1 hidden layer dan 1 
output layer, serta sejumlah neuron pada 
hidden layer dengan mengatur jumlah 
maksimal epoch yang akan digunakan untuk 
training. Pada penelitian ini, digunakan 1000 
epoch, karena mempertimbangkan lama waktu 
dari training. Semakin banyak epoch maka 
waktu training akan semakin lama. Algoritma 
FF-BPNN akan berhasil apabila dilihat dari 2 
faktor, yaitu faktor Mean Square Error (MSE) 
yang paling kecil dan Regresi sama dengan 1. 
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(b) 

Gambar 7. Hasil nilai Regresi dengan variasi jumlah 
neuron (a) Tingkat Pertama, (b) Tingkat Kedua 

 

Pada Gambar 7 yaitu grafik regresi dari 
perubahan hidden neuron pada simulasi proses 
training  estimasi SOC pada kondisi charge 
dan discharge baterai li-ion. Pada bagian 
Gambar 7(a) menunjukkan hasil regresi pada 
tingkat pertama, dimana nilai regresi hidden 
neuron 3-6 tidak bernilai 1, dan nilai regresi 
hidden neuron 7-12 bernilai 1. Pada Gambar 
7(b) menunjukkan hasil regresi pada tingkat 
kedua, dimana nilai regresi hidden neuron 3-8, 
10 tidak bernila 1, dan nilai regresi hidden 
neuron 9,11, dan 12 bernilai 1. Jadi saat 
beberapa hidden neuron bernilai regresi 1, 
maka bisa mempertimbangkan nilai MSE 
untuk estimasi SOC baterai.  

Data aktual pada training  tingkat pertama 
yaitu : V, I, t akan dimasukkan ke blok input 
dari blok pertama FF-BPNN. Kemudian 
outputnya berupa OCV. Blok FF-BPNN kedua 
digunakan sebagai proses tingkat kedua. OCV 
pada blok output dari proses tingkat pertama 
akan menjadi input dalam proses tingkat 
kedua, dan hasilnya adalah state of charge 
(SOC). Hasil ini dapat dilihat pada blok 
output.  

Proses pembelajaran pada jaringan syaraf 
akan menghasilkan bobot dan nilai bias yang 
merepresentasikan hubungan antara input dan 
output. Proses pembelajaran juga 
menghasilkan nilai regresi yang merupakan 
salah satu faktor keberhasilan jaringan saraf 
dengan sedikit kesalahan. Jadi, proses learning 
dilakukan beberapa kali dengan 

memvariasikan jumlah neuron pada lapisan 
tersembunyi antara 3 sampai 12 neuron pada 
tingkat pertama sesuai rumus matematik pada 
persamaan (4). Dalam Gambar 7, kurva 
perbandingan hasil nilai regresi pada proses 
training tingkat pertama dan tingkat kedua 
menggunakan variasi jumlah neuron pada 
hidden neuron pada kondisi charging. Dan 
didapatkan nilai 7 sampai 12 hidden neuron  
memiliki regresi 1 pada tingkat pertama dan 
9,11, dan 12 hidden neuron pada tingkat 
kedua. Dengan mengetahui nilai regresi sama 
dengan 1 maka bisa membatasi hidden neuron 
dengan mempertimbangkan nilai MSE yang 
paling kecil.  

 

3. Hasil Penelitian 
Setelah melakukan pengujian dan 

pengambilan data aktual atau data set mulitple 
constant current test dan kemudian didapatkan 
parameter arus, tegangan, waktu charge atau 
discharge dan OCV dan SOC baterai. Dari 
parameter ini, SOC bisa diestimasi dengan 
memasukkan parameter tersebut ke proses 
training pada FF-BPNN. Estimasi ini akan 
dilakukan dengan membandingkan sample 
training menggunakan beberapa jumlah 
hidden neuron pada hidden layer. Kemudian 
akan diperiksa validitasnya dari pengukuran 
data aktual.  

 

3.1. Kurva Karakteristik OCV-SOC  
Baterai Li-ion 
Dari pengujian multiple constant current 

test bisa didapatkan kurva karakteristik charge 
dan charge baterai lithium-ion 12 Volt 4 Ah, 
dengan OCV dan SOC sebanyak 10 dari SOC 
0 – 100 % yang ditunjukkan pada Gambar 8.  
 

 
Gambar 8. Kurva karakteristik OCV-SOC kondisi 
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3.2. Estimasi SOC Baterai Li-ion 
Setelah melakukan simulasi training 

untuk mendapatkan nilai regresi sebesar 1 dan 
MSE dengan error yang kecil, lalu nilai 
estimasi SOC bisa didapatkan. Berikut adalah 
tabel data hasil training dengan menggunakan 
variasi hidden neuron sebesar 10 dan 11 
neuron. Variasi tersebut dipilih berdasarkan 
hasil dari proses training yang dilakukan. Saat 
hidden neuron sebesar 10 pada kondisi charge 
menunjukkan hasil nilai regresi sama dengan 1 
dan MSE yang paling kecil, yaitu sebesar 
0,0076. Begitu juga pada hidden neuron 
sebesar 11 pada kondisi discharge 
menunjukkan nilai regresi sebesar 1 dan MSE 
yang paling kecil, yaitu sebesar 0,0035. 

 

Tabel 1. Hasil Simulasi Estimasi SOC dengan variasi 
hidden neuron 

 
 
 
 
 
 
 
 

Terdapat 2 layer yang terdiri dari 1 hidden 
layer dan 1 output layer. Dengan nilai hidden 
neuron  10 dan 11 neuron Dalam hasil 
simulasi, dapat dilihat bahwa nilai MSE pada 
11 neuron lebih kecil dari 10 neuron pada 
kondisi charging dan MSE pada 11 neuron 
lebih besar dari 10 neuron pada kondisi 
discharge. Dari hasil data ini berarti kita harus 
tuning jumlah neuron pada lapisan untuk trial 
dan error sehingga mendapatkan nilai MSE 
terkecil dan regresi mendekati atau sama 
dengan 1. Dari Tabel satu, maka didapatkan 
grafik estimasi SOC pada Gambar 9. Pada 
Gambar 9 menunjukkan kurva hasil simulasi 
training estimasi SOC pada kondisi charge 
dan discharge baterai li-ion.  

Dimana hasil SOC yang ditunjukkan pada 
grafik, dibandingkan dengan data set SOC. 
Dengan variasi jumlah hidden neuron, yaitu 10 
neuron, dan 11 neuron. Dari kurva dapat 
dilihat bahwa semua data hasil training dengan 

jumlah neuron yang berbeda, tidak 
menunjukkan perbedaan yang sangat besar 
dengan aktual SOC. 

Tabel 1 menunjukkan hasil simulasi  
estimasi SOC baik dalam kondisi charge dan 
discharge dengan variasi jumlah hidden 
neuron pada hidden layer. Di mana OCV akan 
menjadi data input dengan target data yaitu  
state of charge (SOC) baterai li-ion yang telah 
diambil saat multiple constant current. 

 
 

 
 
 
 
 
 
 
 

(a) 

(b) 

Gambar 9. Hasil simulasi berdasarkan variasi jumlah 
hidden neuron kondisi charging, dan discharging (a) 

Estimasi OCV, (b) Estimasi SOC 
 

Dalam arsitektur FF-BPNN membutuhkan 
banyak data set atau data aktual untuk proses 
learning. Data set terdiri dari data input dan 
target data. Kumpulan pengambilan data harus 
diambil dalam jumlah besar. Pada penelitian 
ini data set yang diambil sebanyak 11069 data 
pada kondisi charge dan 9100 data pada 
kondisi discharge.  Hal ini dikarenakan 
semakin banyak data set yang digunakan 
dalam proses learning maka data training yang 
didapat akan lebih akurat.  

Dari data simulasi dapat dilihat dalam 
kinerja algoritma FF-BPNN dalam pelatihan 
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data yang mengakibatkan hasil estimasi SOC 
yang mendekati nilai SOC aktual dan 
bagaimana FF-BPNN dapat mempelajari 
karakteristik non-linier dari baterai lithium-ion 
adalah 12 volt 4 Ah. 

 
4. Kesimpulan 
 Pada penelitian ini menyajikan pengaruh 
metode Feed-forward Back propagation 
Neural Network sebagai estimasi SOC pada 
baterai Li-ion 12 volt 4 ah. Berdasarkan 
simulasi, FF-BPNN dapat estimasi state of 
charge baterai dengan proses learning yang 
baik dan memiliki tingkat akurasi yang tinggi 
untuk estimasi SOC dengan kesalahan 
minimum di bawah 1% dan nilai regresi sama 
dengan 1 yaitu pada hidden neuron 11 pada 
kondisi charging dan hidden neuron 10 pada 
kondisi discharge. Dengan persyaratan 
pengambilan data set yang banyak dan juga 
parameter penentuan sebagai input data dan 
target data FF-BPNN harus tepat. 
 
5. Saran 
 Diperlukan adanya penelitian lebih lanjut 
mengenai online training estimasi SOC baterai 
agar dapat melakukan estimasi SOC dengan 
baterai yang berubah-ubah dan real time data 
sehingga estimasi SOC akan lebih akurat.  
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