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Аннотация. Искусственные нейронные сети играют важную роль в современном мире. Основная их область 
применения – это задачи распознавания и обработки изображений, речи, а также робототехника и беспилот-
ные системы. Использование нейронных сетей связано с большими вычислительными затратами. Отчасти 
именно этот факт сдерживал их прогресс, и только с появлением высокопроизводительных вычислительных 
систем началось активное развитие данной области. Тем не менее, вопрос ускорения работы нейросетевых 
алгоритмов все еще актуален. Одним из перспективных направлений является создание аналоговых реа-
лизаций искусственных нейронных сетей, так как аналоговые вычисления проводятся на порядки быстрее, 
чем цифровые. В качестве базового элемента, на котором строятся такие системы, выступает мемристор. 
Мемристор представляет собой резистор, проводимость которого зависит от суммарного пройденного через 
него заряда. Объединение мемристоров в матрицу (кроссбар) позволяет реализовать на аппаратном уровне 
один слой искусственных синапсов. Традиционно в качестве аналогового метода обучения применяется 
метод STDP, основанный на правиле Хебба. Выполнено моделирование двухслойной полносвязной сети с 
одним слоем синапсов. Мемристивный эффект может проявляться в разных веществах (в основном в разных 
оксидах), поэтому важно понимать, как характеристики мемристоров будут влиять на параметры нейронной 
сети. Рассмотрены два оксида: оксид титана (TiO2) и оксид гафния (HfO2). Для каждого оксида выполнена 
параметрическая идентификация соответствующей математической модели для наилучшего согласования 
с экспериментальными данными. Проведены настройка нейронной сети в зависимости от используемого 
оксида и моделирование процесса ее обучения распознаванию пяти шаблонов. 
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введение

Искусственные	нейронные	сети	используются	
во	 многих	 областях	 современной	 жизни	 и	 позво-
ляют	 решать	 актуальные,	 важные	 и	 практически	
значимые	задачи,	которые	зачастую	не	поддаются	
решению	 с	 помощью	 классических	 подходов.	 Для	
ускорения	работы	нейросетевых	алгоритмов	ведут-
ся	разработки	специальных	процессоров,	основан-
ных	на	принципах	действия	человеческого	мозга	и	
представляющих	 собой	 аппаратную	 реализацию	
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импульсных	 (спайковых)	 нейронных	 сетей.	 Пер-
спективным	в	данном	направлении	представляет-
ся	 использование	 аналоговых	 вычислений	 вместо	
цифровых,	так	как	они	производятся	на	порядки	бы-
стрее.	В	связи	с	этим	актуальной	задачей	является	
создание	аналоговых	нейроморфных	систем.

Мемристор	 —	 это	 резистор,	 проводимость	
которого	 меняется	 в	 зависимости	 от	 суммарного	
протекшего	через	него	электрического	заряда	и	ко-
торый	является	элементарной	ячейкой	долгосроч-
ной	энергонезависимой	памяти	[1,	2].	Объединение	
мемристоров	 в	 матрицу	 (кроссбар)	 позволяет	 вы-
полнять	 быстрое	 аналоговое	 произведение	 матри-
цы	на	вектор	[3,	4].	За	счет	определенного	сходства	
мемристивных	элементов	с	биологическим	синапсом	
перспективным	представляется	их	использование	
для	аналоговой	реализации	самообучающихся	им-
пульсных	нейронных	сетей.

Ранее	 авторами	 уже	 была	 исследована	 воз-
можность	применения	мемристоров	для	аналоговой	
реализации	 сверточных	 нейронных	 сетей	 второго	
поколения	[5].	В	работе	[5]	получены	оценки	харак-
теристик	 мемристивных	 элементов,	 при	 которых	
их	 можно	 было	 бы	 использовать	 для	 аппаратной	
реализации	соответствующих	нейросетевых	алго-
ритмов.	

В	настоящей	работе	выполняется	моделирова-
ние	двухслойной	полносвязной	импульсной	сети	с	
одним	 слоем	 мемристорных	 элементов	 (синапсов).	
Используется	 1T1R-кроссбар-архитектура,	 в	 ко-
торой	 каждому	 мемристору	 соответствует	 один	
транзистор.	Благодаря	такой	комбинации	имеется	
возможность	выполнять	обучение	сети	на	аппарат-
ном	уровне	с	помощью	метода	STDP	(Spike Timing 
Dependent Plasticity)	[6—11].	Мемристивный	эффект	
может	проявляться	в	разных	веществах	(в	основном	
в	 разных	 оксидах),	 поэтому	 важно	 понимать,	 как	
характеристики	мемристоров	будут	влиять	на	па-
раметры	нейронной	сети.

Цель	работы	—	моделирование	процесса	функ-
ционирования	нейроморфной	сети	с	мемристивными	
элементами	в	качестве	синаптических	весов,	осно-
ванных	на	разных	оксидах,	а	также	исследование	
возможностей	адаптации	используемой	модели	ней-
роморфной	сети	на	случай	применения	различных	
типов	мемристоров.	

Рассматриваются	несколько	существующих	ма-
тематических	моделей	мемристоров	и	выполняется	
сравнение	их	характеристик	с	экспериментальными	
данными	 по	 мемристорам	 на	 основе	 оксида	 тита-
на	 (TiO2)	 и	 оксида	 гафния	 (HfO2)	 соответственно.	
В	 третьем	разделе	формулируется	математическая	
модель	схемотехнического	решения,	реализующе-
го	 однослойную	 самообучающуюся	 импульсную	
нейронную	 сеть	 с	 мемристивными	 элементами	 в	
качестве	синаптических	весов.	В	четвертом	разде-
ле	выполняется	численное	моделирование	работы	

пяти	 взаимосвязанных	 нейронов	 с	 320	 синапсами	
для	двух	разных	оксидов.	В	заключении	формули-
руются	основные	результаты	работы.

Математические модели мемристора

Мемристивный	эффект,	как	правило,	возникает	
за	счет	перемещения	ионов	в	сверхтонком	диэлек-
трическом	 слое	 при	 приложении	 электрического	
поля.	Применительно	к	различным	оксидам	часто	
говорят	о	перемещении	вакансий	кислорода	и	фор-
мировании/разрушении	проводящих	филаментов.	
Большинство	известных	моделей	мемристора	сфор-
мулированы	в	виде	динамической	системы	относи-
тельно	состояния	мемристора.	Параметр	состояния	
мемристора	—	это	величина,	которая	соответствует	
положению	границы,	разделяющей	области	с	низ-
кой	и	высокой	концентрацией	вакансий	кислорода,	
толщине	проводящего	слоя,	или	толщине	непрово-
дящего	барьера,	в	котором	возникает	туннельный	
ток	электронов.	В	зависимости	от	закона	изменения	
параметра	состояния	мемристора	можно	выделить	
несколько	математических	моделей	—	в	частности,	
модели	 линейного	 [12]	 и	 нелинейного	 дрейфа	 [13],	
модель,	 основанная	 на	 барьере	 Симмонса	 [14].	 Для	
ограничения	переменной	состояния	вводятся	специ-
альные	функции	окна	[15—18].	Экспериментальные	
данные	показывают,	что	изменение	состояния	про-
исходит	не	при	любом	значении	напряжения,	а	на-
чиная	с	некоторого	порога,	в	связи	с	этим	в	модели	
добавляются	пороговые	условия	[19—21].

Рассматриваются	 несколько	 моделей	 мем-
ристоров.	 Первая	 модель	 является	 переменно-
резисторной	моделью	тонкопленочного	мемристора,	
основанной	 на	 экспоненциальной	 модели	 дрейфа	
легирующей	примеси	[22]:

	

	 (1)

где	x ∈	 [0,	1]	—	переменная	состояния;	Ron,	Roff	 —	
минимальное	 и	 максимальное	 сопротивление	
мемристора;	 IM,	 VM,	 R	 —	 текущее	 значение	 то-
ка,	 напряжения	 и	 сопротивления	 мемристора;		
Vp,	Vn	 —	значения	напряжений,	при	которых	проис-
ходит	переключение	состояния;	µv	—	коэффициент	
легирующей	подвижности;	D	—	толщина	полупро-
водниковой	пленки.
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Выполняется	 моделирование	 работы	 мем-
ристора	 при	 следующих	 значениях	 параметров:		
Ron =	205	Ом,	Roff	=	2,13	кОм,	µv	=	6	⋅	10-10,	Vp	=	0,65	 В,	
Vn	 =	 -0,87	 В,	 D	 =	 620	 нм,	 x(0)	 =	 0,1,	 t ∈	 [0,	 16]	 мс,		
VM(t)	представлена	на	рис.	1,	б.	Такой	выбор	пара-
метров	и	формы	напряжения	VM(t)	обусловлен	по-
лучением	 характеристик	 мемристора,	 схожих	 с	
экспериментальными	характеристиками	по	оксиду	
титана,	приведенными	в	работе	[12].	На	рис.	1,	а	по-
казана	экспериментальная	вольтамперная	характе-
ристика	и	модельная.	

Здесь	 наблюдается	 хорошее	 согласование	 в	
правой	 части	 графиков	 и	 удовлетворительное	 —		
в	левой	части.	

Далее	 рассматривается	 модель	 с	 нелинейной	
зависимостью	от	напряжения.	В	общем	виде	урав-
нение,	описывающее	состояние	мемристора,	может	
быть	представлено	следующим	образом:

где	 x ∈	 [0,	 1]	 —	 переменная	 состояния;	 a	 —	 по-
стоянная,	 определяемая	 свойствами	 материала;	
V	—	текущее	значение	напряжения;	s	—	нечетное	
целое	 число,	 f(x)	 —	 функция	 окна,	 используемая	
для	приблизительного	представления	нелинейных	
эффектов	 ионного	 дрейфа	 и	 ограничения	 границ.	

Рис. 1. Сравнение вольт-амперной характеристики модели (1) с экспериментальными данными (2) по оксиду титана (а)  
и форма входного напряжения (б) для этой модели

Fig. 1. Comparison of the C-V curve of model (1) with experimental data (2) on titanium oxide (a) and the shape of the input voltage 
(б) for this model

Рис. 2. Сравнение вольт-амперной характеристики модели (1) с экспериментальными данными (2) по оксиду гафния (а) и фор-
ма входного напряжения (б) для этой модели

Fig. 2. Comparison of the C-V curve of model (2) with experimental data (2) on hafnium oxide (a) and the shape of the input voltage 
(б) for this model
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В	 настоящей	 работе	 используется	 модель	 мемри-
стора	данного	класса,	предложенная	в	[23]:	

	

	 (2)

где	 I,	 V	 —	 текущие	 значения	 тока	 и	 напряжения;	
vthr	—	пороговое	значение	напряжения	активации;	
n,	β,	αM,	χ,	γ	—	подгоночные	параметры	в	выражении	
для	тока;	round —	функция	получения	целочислен-
ного	результата;	b,	c	—	подгоночные	коэффициенты	
основного	уравнения.	

Выполняется	 моделирование	 работы	 мемри-
стора	при	следующих	значениях	параметров:	n	=	5,		
β	 =	 7,069	⋅	10-5	 В,	 αM	 =	 1,8	 В-1,	 χ	 =	 1,946	⋅	10-4	 В,		
γ	=	0,15	В-1,	a	=	1	В-5,	s	=	5,	b	=	15	В,	c	=	2	В,	vthr	 =	 1	 В,	
x(0)	=	0,4,	V(t)	—	рис.	2,	б.	Часть	значений	соответ-
ствует	 значениям	 в	 исходной	 работе	 [23],	 а	 часть	
подобрана	для	наибольшего	соответствия	экспери-
ментальным	данным	по	оксиду	гафния	(HfO2)	при-
веденным	в	той	же	статье	[23].

На	 рис.	 2,	 а	 приведено	 сравнение	 полученной	
вольтамперной	характеристики	с	эксперименталь-
ной	кривой	для	HfO2.	

Здесь	наблюдается	удовлетворительное	согла-
сование	результатов	моделирования	с	эксперимен-
тальными	данными.

Важной	 особенностью	 мемристорных	 элемен-
тов	 является	 возможное	 их	 несовершенство	 [24],	
ведущее	к	неконтролируемому	изменению	уровня	
проводимости	 в	 ходе	 функционирования	 системы	
или	инициации.	Отметим,	что	в	этом	случае	модель	
мемристора	можно	описать	как	динамическую	си-
стему	с	неопределенностями	и	использовать	для	ее	
исследования	соответствующие	методы	[25,	26].

Математическая модель нейроморфной сети

Рассмотрим	 работу	 схемотехнического	 реше-
ния	 однослойной	 самообучающейся	 аналоговой	
импульсной	нейронной	сети	с	мемристивными	эле-
ментами	 в	 качестве	 синаптических	 весов	 (рис.	 3).	
Пришедшие	на	вход	импульсы	Vg	открывают	соот-
ветствующие	транзисторы,	что	приводит	к	проте-
канию	токов	через	мемристоры	с	последующим	их	
суммированием	в	нейронах.	Схемотехническая	мо-
дель	нейрона	представляет	собой	параллельную	RC	
цепь	и	абстрактный	генератор	импульсов	G	(рис.	 4).	
Как	 только	 значение	 потенциала	 на	 конденсаторе	
превышает	 некоторый	 порог,	 его	 потенциал	 сбра-
сывается,	и	генератор	импульсов	выдает	выходной	
сигнал	 Vout	 и	 сигнал	 обратной	 связи	 Vte.	 Помимо	
этого,	в	обратной	связи	постоянно	поддерживается	
некоторый	небольшой	потенциал,	необходимый	для	
функционирования	сети	в	обычном	режиме.	

Процесс	 обучения	 сети	 происходит	 согласно	
правилу	 STDP	 (те	 синаптические	 связи,	 которые	
привели	 к	 активации	 нейрона,	 усиливаются,	 дру-
гие	 —	 ослабевают).	 Данный	 механизм	 обучения	
реализуется	путем	обратной	связи	у	нейронов	(Vte).		

МоДеЛиРовАние пРоцессов и МАтеРиАЛов
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Рис. 3. Схемотехническая реализация импульсной нейронной сети

Fig. 3. Schematic implementation of a pulsed neural network
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В	 момент	 активации	 нейрона	 по	 каналу	 обратной	
связи	с	задержками	поступают	два	противополож-
ных	по	знаку	импульса.	Если	на	синапсе	есть	актив-
ность	и	пришел	положительный	импульс	обратной	
связи,	то	значение	проводимости	соответствующего	
мемристора	увеличивается,	а	если	пришел	отрица-
тельный	импульс	обратной	связи,	то	проводимость	
мемристора	уменьшается.	На	рис.	5	проиллюстри-
рован	 процесс	 изменения	 синаптических	 весов	 на	
примере	одного	синапса.	

Обучение	 сети	 происходит	 следующим	 обра-
зом:	на	вход	в	сеть	с	равной	вероятностью	подается	
или	произвольный	шум,	или	заранее	определенный	
шаблон.	Спустя	некоторое	время	сеть	адаптирует-
ся	к	распознаванию	шаблона.	В	случае	нескольких	
шаблонов	в	выходном	слое	будет	несколько	нейронов	
с	дополнительной	 связью	 (на	рис.	 3	помечена	бук-
вой	 α).	Когда	происходит	активация	одного	нейро-
на,	то	он	подавляет	остальные	нейроны	(уменьшает	
значение	их	потенциала).	Распределение	шаблонов	
по	нейронам	происходит	в	процессе	обучения.

Сформулируем	комплексную	математическую	
модель	однослойной	самообучающейся	импульсной	
нейронной	сети	(см.	рис.	3).	Математическая	модель	
задается	следующими	соотношениями	[27]:	

	

	

(3)

	

	

(4)

	
	 (5)

	

			 (6)

	

		 (7)

,	

—	и	дополняется	начальными	условиями

xi, j (0)	=	random [0,	1],	 	τj (0)	>	max (τr,	τout),

где	n	—	количество	входов:	m	—	количество	нейро-
нов;	Vg

i	—	текущее	значение	напряжения	на	i-м	вхо-
де	нейронной	сети;	 	—	текущее	значение	напря-
жения	в	обратной	связи	j-го	нейрона;	 	—	теку-

 Рис. 4. Схемотехническая реализация нейрона

Fig. 4. Schematic implementation of a neuron

Рис. 5. Схемотехническая реализация правила обучения STDP

Fig. 5. Schematic implementation of the STDP learning rule
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щее	значение	напряжения	на	выходе	j-го	нейрона;	
τj	—	время,	прошедшее	после	последней	активации	
j-го	 нейрона;	 	 —	 напряжение	 на	 конденсаторе	
j-го	нейрона;	Rint,	Cint	—	значение	сопротивления	и	
емкости	у	нейронов;	Vte

+,	Vte
–,	Vte

0	—	значения	ампли-
туды	импульсов	обратной	связи	и	значение	напря-
жения	по	умолчанию;	 	—	амплитуда	выходного	
импульса;	 Vth	 —	 уровень	 напряжения	 активации	
нейрона;	Ri,j	—	значение	сопротивления	мемристора	
i-го	синапса	j-го	нейрона;	xi, j	—	состояние	мемри-
стора	i-го	синапса	j-го	нейрона,	xi,j ∈	[0,	1];	τr	—	дли-
тельность	сигнала	в	обратной	связи	после	актива-
ции	нейрона;	τs	—	длительность	одного	импульса	в	
сигнале	обратной	связи,	2τs < τr;	τout	—	длительность	
одного	импульса	на	выходе	сети;	α	—	коэффициент	
подавления;	 	 и	 отвечает	
за	то,	чтобы	импульсы	обратной	связи	не	вносили	
вклад	 в	 накопление	 потенциала	 внутри	 нейрона;	
Δij	 —	 символ	 Кронекера;	Δ(x)	 —	 дельта-функция;	
θ(x)	—	функция	Хэвисайда.	Соотношения	(3)	задают	
модель	мемристора.	Функция	FX(I,	v,	x)	определяет	
скорость	 изменения	 переменной	 состояния	 в	 за-
висимости	 от	 тока	 (I),	 напряжения	 (v)	 и	 текущего	
состояния	 (x).	 Функция	 FR(x,	 v)	 определяет	 зави-
симость	сопротивления	мемристора	от	состояния	и	
приложенного	напряжения.	Соотношение	(4)	задает	
модель	нейрона,	который	представляет	собой	парал-
лельную	RC	цепочку	(рис.	4),	включенную	последо-
вательно	с	резистором	(все	мемристоры	синапсов	на	
уровне	нейрона	можно	рассматривать	как	один	ре-
зистор).	Уравнение	(5)	реализует	механизм	счетчика	
времени	после	последней	активации	нейрона.	Как	
только	напряжение	 	на	конденсаторе	достигает	
порогового	значения	Vth,	переменная	τj	обнуляется.	
Аналогично	происходит	в	уравнении	(4):	после	акти-
вации	нейрона	накопленный	им	потенциал	сбрасы-
вается,	а	у	других	нейронов	—	уменьшается	прямо	
пропорционально	коэффициенту	α.	Уравнения	(6)	и	
(7)	определяют	форму	импульсов	в	обратной	связи	
и	 на	 выходе	 нейронной	 сети.	 В	 начальный	 момент	
времени	переменная	τj	выбирается	таким	образом,	
чтобы	избежать	преждевременного	появления	им-
пульсов	в	обратной	связи	и	на	выходе.

Отметим,	что	приведенная	математическая	мо-
дель	 описывает	 только	 один	 слой	 нейронной	 сети.	
Для	моделирования	многослойной	сети	достаточно	

соединить	выход	k-го	слоя	со	входом	(k +	1)-го	слоя:	
	 i	 =	 j.	 Таким	 образом,	 область	

применения	описанной	математической	модели	не	
ограничивается	однослойной	сетью.

результаты моделирования

Рассматривается	 задача	 распознавания	 пяти	
шаблонов	(рис.	6)	m =	5	и	n	=	8	×	8	=	64.	В	процессе	
моделирования	 работы	 нейронной	 сети,	 каждую	
эпоху	 обучения	 (равную	 τr/2	 с),	 компоненты	 век-
тора	 Vg(t)	 могут	 с	 равной	 вероятностью	 или	 быть	
случайным	шумом	(Vg

i	имеет	дискретное	распреде-
ление),	или	принимать	с	равной	вероятностью	одно	
из	пяти	значений,	которые	задаются	в	соответствии	
с	распознаваемыми	шаблонами.	Запишем	вектор	Vg	
(для	наглядности	в	виде	матрицы)	для	первых	двух	
шаблонов:

	В,

	В.	

В	 зависимости	 от	 используемой	 модели	 мем-
ристора	выполняется	настройка	параметров	мате-
матической	модели	(3)—(7).	Для	модели	(1),	которая	
соответствует	мемристору	на	основе	оксида	титана	
(TiO2),	 имеем	 следующие	 значения	 параметров: 
Rint	=	200	Ом,	Cint	=	45	мкФ,	Vte

+	=	0,7	В,	Vte
–	=	-0,9	В,		

Vte
0	 =	 10	 мВ,	 	 =	 2	 В,	 Vth	 =	 9	 мВ,	 τr =	 3	 мс,		
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Рис. 6. Распознаваемые шаблоны

Fig. 6. Recognizable patterns
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τs	=	50	мкс,	τout	=	1,5	мс.	Значения	Vte
+	и	Vte

–	подбира-
ются	из	расчета,	чтобы	инициировать	переключе-
ние	мемристора,	и	чем	они	больше	по	абсолютному	
значению,	 тем	 переключение	 мемристора	 проис-
ходит	быстрее.	Длительность	импульсов	τs	в	обрат-
ной	связи	также	влияет	на	скорость	переключения	
мемристора:	чем	больше	длительность,	тем	быстрее	
произойдет	переключение.	Значение	порога	актива-
ции	нейрона	Vth	не	должно	превышать	напряжение	
по	умолчанию	в	обратной	связиVte

0 ,	иначе	нейрон	не	
активируется.	В	то	же	время	напряжение	по	умол-
чанию	Vte

0	не	должно	быть	слишком	большим,	чтобы	
не	вызывать	переходные	процессы	в	мемристорах.	
Значения	Rint	и	Cint	подбираются	в	соответствии	с	
диапазоном	изменения	сопротивления	мемристив-
ных	элементов	и	отвечают	за	быстроту	накопления	
заряда	в	нейроне,	поэтому	дополнительно	должны	
быть	 согласованы	 с	 длительностью	 одной	 эпохи.	
Параметры	τout	и	 	в	случае	однослойной	сети	не	
оказывают	никакого	влияния.

Напряжение	Vg
i	имеет	дискретное	распределе-

ние:	Vg
i	=	0	В	с	вероятностью	0,73	и	Vg

i	=	2	В	с	веро-
ятностью	0,27.	На	рис.	7	показан	процесс	адаптации	
синаптических	весов	к	распознаваемым	образцам.	
Цвет	 соответствует	 значению	 переменной	 состоя-

ния	 соответствующего	 мемристора:	 чем	 темнее,	
тем	проводимость	больше;	чем	светлее,	тем	меньше.	
В	 начальный	 момент	 времени	 все	 веса	 инициали-
зируются	 случайными	 значениями,	 и	 в	 процессе	
работы	 сети	 постепенно	 изменяются.	 Примерно	 с	
700-й	эпохи	начинают	просматриваться	шаблоны,	
распознаванию	которых	обучается	сеть:	происходит	
запоминание	информации	нейронной	сетью.

Далее	рассматривается	модель	мемристора	(2),	
которая	 соответствует	 оксиду	 гафния	 (HfO2).	 Па-
раметры	 математической	 модели	 нейронной	 сети	
следующие:	Rint	=	1	кОм,	Cint	=	45	мкФ,	Vte

+	=	1,55	В,		
Vte

–	 =	 -1,6	 В,	 Vte
0	 =	 10	 мВ,	 	 	 =	 2	 В,	 Vth	 =	 2,5	 мВ,		

τr =	15	мс,	τs	=	1	мс,	τout	=	7,5	мс.	Настройка	параме-
тров	осуществлялась	по	аналогии	с	моделью	мем-
ристора	на	основе	оксида	титана:	Vg

i	=	0	В	с	вероят-
ностью	0,85	и	Vg

i	=	2	В	с	вероятностью	0,15.	На	рис.	 8	
показано	 изменение	 синаптических	 весов	 сети	 в	
процессе	обучения.

В	отличие	от	предыдущего	примера	здесь	сеть	
обучалась	дольше.	Отметим,	что	приведенные	набо-
ры	параметров	нейронной	сети	являются	одним	из	
возможных	наборов	и	не	являются	оптимальными	
с	позиции	скорости	обучения	сети.	В	процессе	обу-
чения	шаблоны	распределяются	по	нейронам	про-

Рис. 7. Изменение синаптических весов в процессе обучения нейроморфной сети на основе оксида титана: 
а — 0; б — 700 эпох; в — 1500 эпох

Fig. 7. Change in synaptic weights during training of a neuromorphic network based on titanium oxide: 
(a) 0; (б) 700 epochs; (в) 1500 eras

а

б

в
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извольным	 образом,	 поэтому	 в	 двух	 приведенных	
примерах	 нейроны,	 отвечающие	 за	 один	 и	 тот	 же	
шаблон,	разные.

Заключение

Работа	посвящена	математическому	моделиро-
ванию	самообучающейся	нейроморфной	сети,	осно-
ванной	на	наноразмерных	мемристивных	элементах	
с	 1T1R-кроссбар-архитектурой.	 Рассмотрены	 не-
сколько	 математических	 моделей,	 описывающих	
мемристоры	на	основе	оксида	титана	и	оксида	гаф-
ния.	Выполнено	сравнение	характеристик	моделей	
с	экспериментальными	данными.	Сформулирована	
комплексная	 математическая	 модель	 импульсной	
нейроморфной	 сети	 с	 механизмом	 обучения	 со-
гласно	 правилу	 STDP.	 Выполнено	 моделирование	
работы	 двух	 нейронных	 сетей	 с	 мемристивными	
элементами	в	качестве	синаптических	весов	на	осно-
ве	разных	оксидов,	состоящих	из	пяти	нейронов	с	
320	синапсами.	Произведена	настройка	параметров	
нейроморфной	сети	в	зависимости	от	используемого	
оксида,	что	говорит	об	универсальности	и	гибкости	
используемой	математической	модели.	В	процессе	

работы	 нейронные	 сети	 успешно	 обучились	 рас-
познавать	определенные	шаблоны.
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Mathematical modeling of a self-learning neuromorphic network based on nanosized 
memristive elements with 1T1R crossbar architecture

A. Yu. Morozov1,2, K. K. Abgaryan1,2,§, D. L. Reviznikov1,2

1 Federal Research Centre “Information and Control” of the Russian Academy of Sciences,  
44 Vavilov Str., Moscow 119333, Russia
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Abstract. Artificial neural networks play an important role in the modern world. Their main field of application is the tasks of 
recognition and processing of images, speech, as well as robotics and unmanned systems. The use of neural networks is 
associated with high computational costs. In part, it was this fact that held back their progress, and only with the advent of 
high-performance computing systems did the active development of this area begin. Nevertheless, the issue of speeding 
up the work of neural network algorithms is still relevant. One of the promising directions is the creation of analog implemen-
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tations of artificial neural networks, since analog calculations are performed orders of magnitude faster than digital ones. 
The memristor acts as the basic element on which such systems are built. A memristor is a resistance, the conductivity of 
which depends on the total charge passed through it. Combining them into a matrix (crossbar) allows one layer of artificial 
synapses to be implemented at the hardware level. Traditionally, the STDP method based on Hebb’s rule has been used as 
an analog learning method. In this work, we are modeling a two-layer fully connected network with one layer of synapses. 
The memristive effect can manifest itself in different substances (mainly in different oxides), so it is important to understand 
how the characteristics of memristors will affect the parameters of the neural network. Two oxides are considered: titanium 
oxide (TiO2) and hafnium oxide (HfO2). For each oxide, a parametric identification of the corresponding mathematical model 
is performed to best fit the experimental data. The neural network is tuned depending on the oxide used and the process 
of training it to recognize five patterns is simulated.

Keywords: memristor, titanium oxide, hafnium oxide, neuromorphic network, impulse neural network, STDP, recognition
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