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RESUMO 
 
O crescimento da área florestada trouxe a necessidade de aprimorar técnicas que proporcionem estimativas mais 
precisas e acuradas do volume de árvores individuais. Neste contexto, técnicas de aprendizagem de máquina foram 
aplicadas para este fim, contudo, ainda não foi testado o uso combinado dessas técnicas (Ensemble). Assim, a hipótese 
deste estudo é que o Ensemble proporciona estimativas mais precisas e acuradas do volume que os métodos 
convencionais de estimativa e aprendizado de máquina isoladamente. Com isso, objetivou-se avaliar a estimativa do 
volume individual do Eucalyptus spp. utilizando técnicas isoladas e conjuntas de aprendizado de máquina. O estudo 
foi realizado em duas fazendas em Paragominas, Pará. Foram cubadas 90 árvores, distribuídas em 4 clones, com 6 
anos idade e 1.111 indivíduos.ha-1. Utilizaram-se 70% das árvores para o ajuste e 30% para a validação. Aplicaram-se 
quatro métodos distintos de estimação: regressão linear (Modelo de Schumacher-Hall), máquinas de vetores de 
suporte (SVM), redes neurais artificiais (RNA) e Ensemble (SVM, RNA e modelos lineares generalizados - GLM) com 
distribuição gaussiana). O Ensemble resultou em maior coeficiente de determinação, enquanto a RNA no menor. O 
erro padrão da estimativa variou entre 8,21 % e 12,99 %, para as técnicas Ensemble e RNA, respectivamente. Os 
modelos preditivos apresentaram generalização acurada e precisa, com RMSE entre 7,01 % e 13,17 %. Schumacher-
Hall e Ensemble apresentaram leve tendência em subestimar o volume, já SVM e RNA superestimaram. Os modelos 
de Schumacher-Hall e Ensemble foram os mais precisos e acurados à predição do volume para os dados utilizados.  
 
PALAVRAS-CHAVE: Ensemble, RNA, Schumacher-Hall, SVM. 

 
ABSTRACT 

 
The forest stands growth, require techniques that provide more accuracy on the individual tree’s volume estimates. 
In this context, machine learning techniques were applied for this purpose, however, these technique’s combined 
(Ensemble) use has not yet been tested. Thus, this study's hypothesis is that Ensemble provides most accuracy volume 
estimates than conventional methods of estimation and machine learning techniques by itself. Thus, the aim was to 
evaluate the Eucalyptus spp. individual volume estimates using isolated and joint machine learning techniques. The 
study was conducted on two farms in Paragominas, Pará. 90 trees were cubed, distributed in 4 clones, with 6 years 
age and 1,111 ha-1 individuals. 70% of the trees were used for fit and 30% for validation. Four estimation methods 
were applied: linear regression (Schumacher-Hall Model), support vector machines (SVM), artificial neural networks 
(ANN) and Ensemble (SVM, ANN and generalized linear models - GLM with Gaussian distribution). Ensemble resulted 
the highest coefficient of determination, while RNA obtained the lowest. The standard estimative error varied 
between 8.21% and 12.99% for Ensemble and ANN techniques, respectively. The predictive models presented 
accurate generalization, with RMSE between 7.01% and 13.17%. Schumacher-Hall and Ensemble showed a slight 
tendency to underestimate the volume, while SVM and ANN overestimated. The Schumacher-Hall and Ensemble 
models were the most accuracy on volume estimates in this database. 
 
KEYWORDS: Ensemble, ANN, Schumacher-Hall, SVM. 

brought to you by COREView metadata, citation and similar papers at core.ac.uk

provided by Biblioteca Digital de Periódicos da UFPR (Universidade Federal do Paraná)

https://core.ac.uk/display/386281175?utm_source=pdf&utm_medium=banner&utm_campaign=pdf-decoration-v1


BIOFIX Scientific Journal  v. 6  n. 1  p. 08-14  2021 
Cunha Neto, E. M. da et al. 

 

P á g i n a | 9  

 

INTRODUÇÃO 
 

O investimento em florestas equiâneas vem crescendo 

em função das barreiras legais e necessidade de redução 

da utilização das florestas naturais. Com isso, é preciso que 

o estoque de crescimento em campo seja obtido de forma 

fidedigna, com objetivo de auxiliar a gestão florestal e a 

tomada de decisão, promovendo uma atividade 

sustentável e economicamente viável. Contudo, apesar de 

existirem diversas pesquisas sobre métodos de 

modelagem preditiva de atributos florestais (ELITH et al., 

2006; GARZÓN et al., 2006; WERE et al., 2015; 

VENDRUSCULO et al., 2016; GAO et al., 2018; CUNHA NETO 

et al., 2018, 2019a, 2019b;), ainda é crescente a 

necessidade de aprimorar técnicas que proporcionem 

estimativas mais precisas e acuradas para estimar o 

volume de árvores individuais.  

Estimativas confiáveis requerem equações compatíveis 

com as condições de sítio a serem inventariadas, levando 

em consideração a espécie, classe de idade, espaçamento,  

e se tratando de plantios do gênero Eucalyptus deve-se 

considerar inclusive o tipo de clone produzido (BINOTI et 

al., 2014). Os plantios de Eucalyptus são amplamente 

utilizados pelo rápido crescimento, adaptabilidade a 

diversas condições edafoclimáticas e versatilidade no uso 

de seus produtos e subprodutos (SMETHURST et al., 2020), 

o que ressalta a necessidade de grandes volumes de 

estudos direcionados para o gênero. Assim, os modelos 

preditivos buscam gerar estimadores que podem ser 

utilizados com diferentes conjuntos de dados, sob mesmas 

condições, para predizer fenômenos físicos (COSTA FILHO 

et al., 2019). 

A Aprendizagem de Máquina (Machine Learning) foi 

desenvolvida por meio de algoritmos advindos dos avanços 

computacionais e na área florestal, os quais podem ser 

utilizados para predições. Seu uso está relacionado à 

capacidade de trabalho com dados imperfeitos, bem como 

a redução do impacto de outliers (WITTEN; FRANK, 

2005).  De forma geral, o uso de Aprendizagem de Máquina 

para esse tipo de análise, tem gerado resultados 

consistentes para as diversas aplicações (GAO et al., 2018; 

PANDIT et al., 2018).   

Dentre as técnicas de aprendizagem de máquina, 

destaca-se as Redes Neurais artificiais (RNA), devido 

apresentar resultados precisos e acurados na predição de 

variáveis biométricas florestais (BINOTI et al., 2014; 

MARTINS et al., 2016a, 2016b; CUNHA NETO et al., 2019b). 

Para a variável volume, em muitos casos, esses algoritmos 

apresentam resultados mais robustos e precisos quando 

comparados aos modelos de regressão tradicionais 

(BINOTI et al., 2014; GORGENS et al., 2014). 

Outra técnica que merece destaque é a Máquina de 

vetores de suporte (SVM), a qual se baseia na minimização 

de riscos, favorecendo a acurácia nas estimativas (GIGOVIĆ 

et al., 2019). Apesar disso, existem poucos estudos que 

avaliem o emprego dessa ferramenta nas ciências 

florestais, tais como: para estimativa do volume de Acacia 

mangium (CORDEIRO et al., 2015), predição de biomassa 

de florestas tropicais (MONTAÑO et al., 2017), e relação 

hipsométrica em plantios de Pinus taeda (COSTA FILHO et 

al., 2019). Além dessas técnicas, a aprendizagem de 

máquina possibilita unir vários algoritmos em um único 

modelo, denominado de classificador Ensemble 

(MARQUES et al., 2012), o qual possui maior precisão e/ou 

robustez dos modelos (OZA & TUMER, 2008). Porém, assim 

como a SVM, pouco se conhece sobre o potencial do 

Ensemble nas predições florestais. 

Como método de classificação, o Ensemble demonstrou 

ser eficaz, com maior acurácia em relação aos modelos 

independentes (MINOWA, 2008; ENGLER et al., 2013; BUI 

et al., 2019; GIGOVIĆ et al., 2019; PENG et al., 2020). Com 

base no potencial dessa técnica, é imprescindível testá-la 

na estimação de variáveis florestais, a fim de verificar se há 

ganhos em precisão e acurácia no Ensemble em relação aos 

modelos que utilizam uma única técnica preditiva.  

Neste contexto, a hipótese deste estudo é que 

combinação de técnicas de aprendizado de máquinas 

proporcionam estimativas mais precisas e acuradas do 

volume que os métodos convencionais de estimativa e 

aprendizado de máquina isoladamente. Para tanto, este 

trabalho teve como objetivo avaliar a estimativa do volume 

individual de Eucalyptus spp. utilizando técnicas isoladas e 

conjuntas de aprendizado de máquina. 

 
MATERIAL E MÉTODOS 
 
Caracterização de área e coleta de dados 
 

O estudo foi realizado no bloco Piquiá, correspondente 

as fazendas Piquiá e Formosa, pertencentes a empresa 

Transportadora Floresta do Araguaia – TFA, localizadas no 

município de Paragominas, Pará, na Amazônia Oriental 

brasileira. O município possui clima do tipo Aw 

(apresentando estação mais seca no inverno) segundo a 

classificação climática de Köppen, com precipitação média 

anual de 1.800 mm e temperatura média de 26 οC 

(ALVARES et al., 2013). 

Nessa fazenda foram cubadas 90 árvores, as quais 

estavam distribuídas em 4 clones, com 6 anos idade e 
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densidade média de 1.111 indivíduos.ha-1, a compreender: 

C1 = Eucalyptus brassiana S.T. Blake X Eucalyptus grandis 

W. Hill ex Maiden, C2 = Eucalyptus sp., C3 = Eucalyptus 

grandis W. Hill ex Maiden x Eucalyptus sp. e C4 = 

Eucalyptus urophylla S.T. Blake.  

A cubagem rigorosa foi realizada com base no método 

de Smalian, de tal maneira que as árvores foram 

seccionadas em 0,1 m; 0,5 m; 1,30 m; 2,0 m; 4,0 m e assim 

sucessivamente até o diâmetro igual ou inferior a 4,0 cm. 

O volume foi determinado a partir da soma dos volumes 

das secções. 

 

Ajuste dos modelos 

 

Para o ajuste dos modelos utilizou-se 70 % das árvores, 

totalizando 63 indivíduos. Foram ajustados quatro 

modelos preditivos, por quatro métodos distintos de 

estimação: regressão linear por mínimos quadrados 

ordinários (MQO), máquinas de vetores de suporte (SVM), 

redes neurais artificiais (RNA) e Ensemble, o qual agrega 

várias técnicas preditivas em um único modelo. No 

Ensemble foi utilizado SVM, RNA e modelos lineares 

generalizados (GLM) com distribuição gaussiana.  

Em MQO aplicou-se o modelo de Schumacher e Hall 

(1933), enquanto nas técnicas de aprendizado de máquina, 

utilizou-se o volume como variável de saída, assim como 

diâmetro à altura do peito (DAP) e altura como variável de 

entrada. Os dados foram processados em linguagem R (R 

CORE TEAM, 2019), com auxílio dos pacotes Caret (KUHN. 

et al., 2019), Neuralnet (FRITSCH et al., 2019) e 

CaretEnsemble (DEANE-MAYER & KNOWLES, 2016).  

 Para SVM variou-se o parâmetro sigma de 0,05 a 1,05, 

com intervalos de 0,05, enquanto o parâmetro C variou 

entre 0,25 e 2,5, com intervalos de 0,25. Para a RNA, 

utilizou-se o algoritmo de aprendizado Resilient 

Propagation RPROP+, pelo qual foram testadas 10 

configurações de neurônios na camada oculta, variando 

entre 1 a 10 de 1 em 1. Os parâmetros de busca da SVM e 

RNA do Ensemble foram os mesmos das técnicas isoladas.  

 

Avaliação e validação do ajuste dos modelos 

 

A avaliação do ajuste dos modelos foi realizada com 

base nas medias estatísticas: coeficiente de determinação 

(R²), erro padrão da estimativa (Syx) e critério de seleção 

de Akaike (AKAIKE, 1974), além da análise gráfica dos 

resíduos. No treinamento das técnicas de aprendizado de 

máquina foi realizada a validação cruzada, por K-fold, com 

10 folds e 5 repetições, a fim de evitar underfitting e 

overfitting. 

Para a validação, aplicou-se o modelo nas 27 árvores 

que não participaram do ajuste e avaliou-se a precisão e 

acurácia com as medidas: raiz quadrada do erro médio 

(RMSE), viés e análise gráfica dos resíduos. Além disso, foi 

aplicado o teste t, ao nível de 5 % de significância, a fim de 

verificar se há semelhança estatística entre os volumes 

cubados e estimados. O modelo com melhor desempenho, 

frente a essas métricas de ajuste e validação foi o 

selecionado.  

 

RESULTADOS E DISCUSSÃO 

 

As árvores apresentam distribuição simétrica para as 

variáveis diâmetro, altura e volume, com diâmetro médio 

de 16,86 cm, altura média de 22,30 m e volume médio de 

0,2794 m³ (Figura 1).  
 

 
Figura 1. Boxplot das variáveis dendrométricas dos 

indivíduos de eucalipto na Amazônia Oriental. 

O ponto vermelho representa a média, 

enquanto a linha em negrito representa a 

mediana. 
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Os coeficientes da regressão foram significativos, 

denotando a importância das variáveis independentes 

para a variável dependente. A melhor configuração de SVM 

apresentou Sigma = 0,25 e C = 1,05. A RNA com melhor 

desempenho para os dados utilizados possui 4 neurônios 

na camada oculta. No Ensemble, a SVM selecionada obteve 

os mesmos parâmetros Sigma e C da SVM isolada, 

enquanto a RNA desta técnica possui 5 neurônios na 

camada oculta. Assim como o método MQO, o GLM do 

Ensemble obteve significância nos seus coeficientes 

(Tabela 1). 

 

Tabela 1. Parâmetros dos modelos aplicados na estimativa 

do volume de Eucalyptus na Amazônia Oriental. 

Parâmetros MQO SVM RNA Ensemble 

P1 -10,0584* 0,25 2 0,25 

P2 1,6143* 1,05 4 1,05 

P3 1,3295* - 1 2 

P4 - - - 5 

P5 - - - 1 

P6 - - - -0,4217* 

P7 - - - 0,0236* 

P8 - - - 0,0136* 

P1 é 𝛽0 para MQO; Sigma para SVM e Ensemble; quantidade de 
neurônios da camada de entrada para RNA, P2 é 𝛽1 para MQO; C para 
SVM e Ensemble; quantidade de neurônios da camada oculta para RNA, 
P3 é 𝛽2 para MQO; quantidade de neurônios da camada de saída para 
RNA; quantidade de neurônios da camada de entrada para Ensemble, 
P4 é a quantidade de neurônios da camada oculta, P5 é a quantidade 
de neurônios da camada de saída, P6 é o 𝛽0 da GLM do Ensemble, P7 é 
o 𝛽1 da GLM do Ensemble, P8 é o 𝛽2 da GLM do Ensemble, * indica que 
coeficiente apresenta significância.   

 

A técnica Ensemble demonstrou maior coeficiente de 

determinação, enquanto a RNA obteve o menor valor 

dessa estatística. O erro padrão da estimativa variou entre 

8,21 % e 12,99 %, para as técnicas Ensemble e RNA, 

respectivamente. Com base no critério de informação de 

Akaike, o modelo que mais aproveitou a informação 

disponível nas variáveis independentes foi o Ensemble, 

seguido da SVM e MQO, respectivamente (Tabela 2).  

Ainda na Tabela 2, observa-se o desempenho da 

técnica tradicional de ajuste (MQO) em comparação às 

técnicas com procedimentos mais robustos e dependentes 

computacionalmente (SVM, RNA e Ensemble), a qual, 

mostrou-se equivalente estatisticamente as demais. 

Inúmeros artigos têm comparado o modelo de 

Schumacher e Hall com outros modelos e técnicas para o 

ajuste de equações para o Eucalyptus sp. (REGO et al., 

2019; ALMEIDA et al., 2020; MATTOS et al., 2020; MENDES 

et al., 2020) e outras espécies florestais (GARCIA-ESPINOZA 

& VALERIO, 2019; HERNÁNDEZ-RAMOS et al., 2019; 

VILLAVICENCIO-GUTIÉRREZ et al., 2020), os autores citados 

obtiveram melhores estimativas na utilização  deste 

modelo, demostrando sua superioridade, o que corrobora 

com os resultados deste trabalho.  

 

Tabela 2. Medidas estatísticas do ajuste e validação dos 

modelos aplicados na estimativa do volume de 

Eucalyptus spp. na Amazônia Oriental. 

Medida 
estatística 

Modelo 

MQO SVM RNA Ensemble 

R² 0,964 0,964 0,899 0,978 

Syx (%) 10,659 9,359 12,988 8,207 

AIC -275,528 -289,330 -246,072 -306,664 

RMSE (m³) 0,021 0,020 0,037 0,019 

RMSE (%) 7,525 7,335 13,171 7,014 

Viés (m³) 0,0021 -0,0020 -0,0036 0,0019 

Viés (%) 0,576 -0,741 -1,515 0,873 

teste t 0,037ns 0,048ns 0,101ns 0,056ns 

R² é o coeficiente de determinação, Syx é o erro padrão da 
estimativa, AIC é o critério de informação de Akaike, RMSE é a raiz 
quadrada do erro médio, ns é não significativo pelo teste T ao nível 
de 5 % de significância. 

 

Um fator determinante no ajuste de um modelo é sua 

aplicabilidade, ou seja, a utilização deste em práticas 

cotidianas, sem que seja necessário grande 

desprendimento de tempo e técnicas avançadas, neste 

ponto em específico, o modelo de Schumacher e Hall é 

superior aos demais, pois, os parâmetros ajustados podem 

ser aplicados sem grandes empecilhos em campo, 

denotando que este modelo é simples e possui acurácia e 

precisão nas estimativas (Tabela 2). 

Os modelos preditivos apresentaram generalização 

acurada e precisa, com RMSE entre 7,01% e 13,17%. No 

método MQO foi observada uma leve tendência em 

subestimar o volume (Viés = 0,57%), já SVM e RNA 

superestimaram, enquanto Ensemble subestimou. Pelo 

teste t ao nível de 5% de significância, todas as técnicas 

estimaram volumes estatisticamente semelhantes aos 

volumes mensurados na cubagem rigorosa (Tabela 2).  

Neste sentido, o método MQO, Ensemble e SVM 

obtiveram RMSE semelhantes, no entanto o Ensemble 

auferiu o melhor resultado dentre os modelos testados, 

denotando que este método é uma ferramenta preditiva 

eficaz no âmbito da aprendizagem de máquina, pois, 

potencializa os resultados, tornando-os mais precisos e 

acurados (ZHANG & SUGANTHAN, 2014; BUI et al., 2019; 

GIGOVIĆ et al., 2019). 

Para MQO os resíduos foram mais dispersos que as 

outras técnicas, principalmente no ajuste do modelo, 

havendo a presença de um ponto influente com dispersão 
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superior a 3 desvios padrões. Para SVM e Ensemble, os 

resíduos foram homocedásticos no ajuste e validação do 

modelo, enquanto a RNA demonstrou tendência para 

estimar o volume das árvores com até 0,3 m³ (Figura 1a). 

Em todas as técnicas verificou-se precisão nas 

estimativas do volume, com dispersão próxima a 

correlação perfeita (Figura 1b – linha tracejada), com 

destaque para SVM e Ensemble pela proximidade da 

dispersão dos pontos com a reta média (Figura 1b). 

Observa-se nesta figura que o modelo MQO e Ensemble 

foram semelhantes em comparação às retas vermelhas e a 

linha tracejada (correlação perfeita entre as variáveis), os 

demais modelos apresentaram pequenos desvios nas 

árvores de menor e maior volume.  

Contrapondo esses resultados, Almeida et al. (2020) 

obtiveram estimações mais precisas utilizando redes 

neurais artificiais em comparação com modelos não 

lineares e SVM. No entanto os autores utilizaram para o 

treinamento da rede 818 árvores com diferentes idades e 

tamanhos, e por esse motivo a rede foi mais acurada na 

predição do volume. Isto deve-se ao fato que quanto mais 

informação for disponibilizada para o treinamento da RNA, 

melhor será sua compreensão do fenômeno, 

consequentemente suas estimativas serão mais precisas e 

acuradas.  

 

 
Figura 2. Dispersão dos resíduos e volumes dos indivíduos de Eucalyptus spp. na Amazônia Oriental. 

 

CONCLUSÕES 

 

As técnicas utilizadas são satisfatórias para estimativas 

do volume do Eucalyptus sp., as quais devem ser testadas 

para estimar outras variáveis, assim como em outras 

espécies florestais. 

Os modelos de Schumacher-Hall e Ensemble são os 

mais precisos e acurados à predição do volume para os 

dados utilizados. Com destaque para Schumacher-Hall, 

pois utiliza técnicas mais simples de predição. 

A quantidade de dados utilizada para o treino das redes 

neurais artificiais não foi suficiente para resultar em 

estimativas acuradas e precisas do volume estimado. 
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