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The IOD can be measured using the Dipole Mode Index (DMI) which is 

calculated based on the sea surface temperature in the Indian Ocean. Therefore, 
DMI can be predicted using sea surface temperature forecasting data, such as 

data that provided by the European Center for Medium-Range Weather 
Forecasts (ECMWF). However, the data still has bias as compared to the actual 

data, so to get a more accurate prediction, corrected data is needed. Therefore, 

this study aims to correct the bias of the sea surface temperature forecasting data 
in the west and east IOD regions using the quantile mapping method, a method 

that connects the distribution of forecasting and actual data, then from the 
results of the correction, the IOD index prediction value and its accuracy value 

will be calculated. The results showed that the DMI prediction using ECMWF 
data after correction was more accurate than the DMI prediction using 

ECMWF data before correction. Moreover, DMI predictions using corrected 

data have high accuracy to predict IOD events in October-April. 
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1. Pendahuluan 

Indian Ocean Dipole (IOD) menunjukkan kondisi laut-atmosfer yang berada di Samudra Hindia. 

Kondisi tersebut diukur menggunakan suatu indeks yang dinamakan Dipole Mode Index (DMI) yaitu 

selisih antara anomali suhu permukaan laut di Samudra Hindia barat (50°BT-70°BT, 10°LS-10°LU) 
dan timur (90°BT-110°BT, 10°LS-0°LU) (Saji et al., 1999). Dikutip dari www.bom.gov.au, ketika DMI 

bernilai lebih dari +0.4, kondisi tersebut disebut IOD positif. Pada fase IOD positif, kolam hangat akan 
bergeser ke pantai Afrika dan suhu permukaan laut di Indonesia bagian barat menjadi dingin yang 
mengakibatkan penurunan tingkat kondensasi dan curah hujan, sehingga terjadi musim kering. 
Sebaliknya, kondisi IOD negatif (yaitu ketika DMI bernilai kurang dari -0.4) akan mengakibatkan 
musim basah di Indonesia (Bramawanto & Abida, 2017). Karena DMI dihitung berdasarkan suhu 
permukaan laut di Samudra Hindia, prediksi DMI juga dapat dihitung berdasarkan data prediksi suhu 
permukaan air laut di Samudra Hindia.  

Data prediksi suhu permukaan laut telah banyak tersedia. Salah satunya adalah data yang 
disediakan oleh lembaga European Centre for Medium-Range Weather Forecasts (ECMWF). ECMWF 

menyediakan banyak data prediksi cuaca seperti curah hujan, kecepatan angin, kelembapan, dan suhu 
permukaan laut dalam jangka waktu harian, bulanan hingga musiman. Namun, data yang disediakan 
oleh ECMWF tersebut masih memiliki bias terhadap data sebenarnya, termasuk data prediksi suhu 
permukaan air laut (Macias et al., 2018; Stockdale et al., 2011). Sebagian bias disebabkan oleh masalah 
dengan pengukuran itu sendiri. Selain itu, bias juga dipengaruhi oleh kesalahan dalam penghitungan 
transfer radiasi yang digunakan untuk mensimulasikan pengamatan pancaran dari status model (Dee, 
2004). Kesalahan ini berbeda untuk setiap sensor dan setiap saluran, serta cenderung bergantung pada 
status instrumen (misalnya posisi pemindaian dan kalibrasi yang buruk) serta pada properti lokal dari 
parameter geofisika yang dirasakan (McNally et al., 2000). Proses untuk membersihkan data dari bias 
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sehingga diperoleh data prediksi dengan bias yang minimal dan lebih akurat disebut dengan proses 

koreksi bias statistik (Dippe et al., 2019). Salah satu metode yang digunakan untuk koreksi bias statistik 
adalah metode quantile mapping (Piani et al., 2010). Metode quantile mapping atau sering disebut juga 

distribution mapping dinilai mampu memperbaiki data prediksi suhu permukaan air laut lebih baik 

dibandingkan metode koreksi bias statistik lain, seperti linear scalling dan variance scalling. (Nurdiati, 

Sopaheluwakan, & Pratama, 2019) 
Banyak peneliti telah menggunakan metode quantile mapping untuk mengoreksi bias dari data 

prediksi cuaca, seperti koreksi bias untuk data curah hujan di pulau Bali (Lealdi et al., 2018), data 
prediksi suhu permukaan air laut di wilayah Nino 3.4 (Nurdiati, Sopaheluwakan, & Pratama, 2019) 
dan data selisih rataan prediksi suhu permukaan air laut di wilayah Indian Ocean Dipole (Nurdiati, 

Sopaheluwakan, & Najib, 2019). Akan tetapi, belum ada peneliti yang mengoreksi data suhu 
permukaan air laut di IOD barat dan timur serta menghitung DMI dari prediksi suhu permukaan air 
laut tersebut. Oleh karena itu, penelitian ini bertujuan mengoreksi bias data prediksi suhu permukaan 
laut di wilayah IOD barat dan timur menggunakan metode quantile mapping, kemudian dari hasil 

koreksi tersebut akan dihitung nilai prediksi indeks IOD beserta nilai akurasinya. Penelitian ini 
diharapkan mampu memprediksi kejadian IOD dengan lebih akurat sehingga pemerintah dapat 
mempersiapkan kebijakan yang sesuai dengan kondisi iklim global yang akan datang.     

2. Metode 

2.1. Jenis dan sumber data 

Data prediksi suhu permukaan laut yang digunakan adalah data ECMWF yang diperoleh dari Pusat 
Penelitian dan Pengembangan, Badan Meteorologi Klimatologi dan Geofisika (BMKG). Data tersebut 
memiliki resolusi spasial 0.25° × 0.25° dari 1982-2018 dalam format NetCDF. Pada setiap bulan, data 
ECMWF memiliki ukuran multi-dimensi yaitu bujur × lintang × ensemble × waktu dengan rincian IOD 

Barat 205 × 45 × 25 × 216 dan IOD Timur 205 × 45 × 25 × 216. Pemodelan ensemble adalah proses 

menjalankan dua atau lebih model analisis yang saling terkait namun berbeda, kemudian hasilnya 

disintesis menjadi satu nilai atau penyebaran untuk meningkatkan akurasi analisis prediktif dan aplikasi 
data mining (Buizza et al., 2008; Lealdi et al., 2018). Dengan demikian, data ECMWF yang dirilis 

setiap bulan memiliki jangkauan prediksi 216 hari ke depan atau sekitar 7 bulan. Untuk membaca data 
tersebut, diperkenalkan konsep lead times. Misalkan terdapat data ECMWF bulan Januari 2018 dengan 

jangkauan 7 bulan. Data pada hari ke-1 sampai 31 disebut sebagai data prediksi bulan Januari pada lead 

time ke-1 karena data dikeluarkan pada bulan yang sama. Sementara itu, data hari ke-32 sampai 59 

disebut sebagai data prediksi bulan Februari pada lead time ke-2, karena data tersebut dikeluarkan 

ECMWF pada bulan Januari untuk memprediksi bulan Februari. Proses tersebut diulang hingga 
diperoleh lead time ke-7 (Ogutu et al., 2017). Data kedua adalah data HadISST yang merupakan data 

interpolasi dengan akurasi yang tinggi dan digunakan untuk merepresentasikan data suhu permukaan 
air laut yang sebenarnya serta digunakan untuk menghitung DMI oleh NOAA. Data HadISST dapat 
diunduh pada situs web resmi http://www.metoffice.gov.uk/hadobs/hadisst/data/HadISST_sst.nc. 
Data ini digunakan sebagai data aktual. Kesenjangan antara data ECMWF dan HadISST ini yang 

disebut bias dan akan dikoreksi menggunakan metode quantile mapping. Data HadISST memiliki 

resolusi spasial 0.25° × 0.25° dalam format NetCDF. 

2.2. Koreksi bias dengan metode quantile mapping 

Koreksi bias statistik merupakan teknik untuk mencari hubungan antara data prediksi dan data 
sebenarnya. Hubungan tersebut dapat direpresentasikan ke dalam suatu fungsi transfer dengan bentuk 

persamaan 𝑦 = 𝑓(𝑥). Terdapat beberapa metode untuk melakukan koreksi bias statistik, salah satunya 
adalah quantile mapping. Metode quantile mapping akan menghubungkan kuantil dari CDF data prediksi 

dan data aktual. Terdapat tiga langkah untuk mengoreksi bias menggunakan metode quantile mapping 

(Misnawati et al., 2018). Pertama, data prediksi dan aktual diidentifikasi masing-masing distribusinya 
sehingga diperoleh fungsi kepekatan peluangnya (PDF). Kedua, PDF diintegralkan sehingga diperoleh 
fungsi sebaran (CDF) masing-masing. Ketiga, diambil nilai kuantil dari masing-masing CDF dan 

dibentuk fungsi transfer, yaitu 𝑦 = 𝑓(𝑥) dengan x dan y masing-masing adalah kuantil dari data 

prediksi dan aktual. Ketiga proses tersebut masing-masing diilustrasikan pada Gambar 1(a), 1(b) dan 
1(c). Setelah fungsi transfer diperoleh, data prediksi (data testing) dikoreksi dengan cara mengevaluasi 

data tersebut pada fungsi transfer yang diperoleh, yaitu 

𝑋𝑐 = 𝑓(𝑋) (1) 

dengan 𝑋 dan 𝑋𝑐 masing-masing adalah data prediksi sebelum dan sesudah dikoreksi. 

http://www.metoffice.gov.uk/hadobs/hadisst/data/HadISST_sst.nc
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2.3. Tahapan Penelitian 

Sebelum melakukan koreksi bias, data ECMWF diekstraksi menggunakan perangkat lunak berbasis 
numerik. Ekstraksi tersebut meliputi pemotongan wilayah IOD barat dan timur, penghitungan nilai 
rata-rata bulanan data ECMWF untuk setiap lead times, serta penyusunan matriks data prediksi suhu 

permukaan laut di wilayah IOD barat dan timur. Proses ekstraksi serupa juga dilakukan pada data 
HadISST. Ekstraksi tersebut meliputi pemotongan wilayah IOD barat dan timur dan pemotongan 
tahun, yaitu dari tahun 1982-2018, penghitungan nilai rata-rata bulanan data, serta penyusunan matriks 
data suhu permukaan laut di wilayah IOD barat dan timur. Kedua data dibagi menjadi 2 kelompok 
yaitu data training untuk tahun 1982-2011 dan data testing untuk tahun 2012-2018. Data training 

digunakan untuk membentuk fungsi transfer antara data ECMWF dan HadISST. Sementara itu, data 
testing digunakan untuk menerapkan fungsi transfer tersebut. Selanjutnya, dihitung prediksi DMI dari 

data sebelum dan sesudah dikoreksi beserta nilai akurasi masing-masing. 
Setelah data diekstraksi, langkah pertama untuk melakukan koreksi bias dengan metode quantile 

mapping adalah mengidentifikasi distribusi sebaran dari data training. Data diidentifikasi distribusinya 

berdasarkan kelompok data yang telah diperoleh ketika proses ekstraksi data menggunakan beberapa 
persamaan distribusi parametrik seperti Tabel 1 berikut (Arreyndip & Joseph, 2016; Kollu et al., 2012; 
Walpole, 1990). Proses identifikasi distribusi dilakukan untuk setiap bulan dan lead times di wilayah 

IOD barat dan timur pada data ECMWF dan HadISST. Parameter dari masing-masing fungsi sebaran 
diestimasi menggunakan metode maximum of log-likelihood estimator (MLE). Serta, fungsi sebaran yang 

paling mendekati data dipilih berdasarkan nilai negative of log-likelihood (NLogL), Kolmogorov-Smirnov 

error (KSE), koefisien determinasi (𝑅2), khi-kuadrat (𝑥2) dan root mean squared error (RMSE) (Nurdiati, 

Sopaheluwakan, & Najib, 2019). Dari fungsi distribusi tersebut, akan diambil nilai kuantil dari CDF 
untuk digunakan sebagai data pembentukan fungsi transfer. 

 
Gambar 1. Langkah koreksi bias statistik menggunakan metode quantile mapping 

 

 

(a) (b) (c)

Tabel 1. Persamaan distribusi yang digunakan untuk mengidentifikasi distribusi data training ECMWF 

dan HadISST 

Nama Distribusi Fungsi Kepekatan Peluang (PDF) 

Extreme Value 𝑓(𝑥 | 𝜇, 𝜎) = 𝜎−1 exp((𝑥 − 𝜇)/𝜎) exp(−exp((𝑥 − 𝜇)/𝜎)) 

Generalized Extreme Value 𝑓(𝑥 | 𝑘, 𝜇, 𝜎) =
1

𝜎
exp (− {1 + 𝑘

𝑥 − 𝜇

𝜎
}

−
1

𝑘
) (1 + 𝑘

𝑥 − 𝜇

𝜎
)

−1−
1

𝑘
 

Logistik 𝑓(𝑥 | 𝜇, 𝜎) = exp{𝑥 − 𝜇)/𝜎} /{𝜎(1 + exp{𝑥 − 𝜇)/𝜎})2} 

Normal 𝑓(𝑥 | 𝜇, 𝜎) = (𝜎√2𝜋)
−1

exp{−(𝑥 − 𝜇)2/(2𝜎2)} 

Eksponensial 𝑓(𝑥 | 𝜇) = 𝜇−1 exp(−𝑥𝜇−1) 

Gamma 𝑓(𝑥 | 𝛼, 𝛽) = (Γ(𝛼)𝛽𝛼)−1𝑥𝛼−1 exp(−𝑥/𝛽 ) 

Invers Gaussian 𝑓(𝑥 | 𝜇, 𝜆) = √𝜆/(2𝜇2𝑥) exp{−𝜆(𝑥 − 𝜇)2/(2𝜇2𝑥)} 

Log-Normal 𝑓(𝑥 | 𝜇, 𝜎) = (𝑥𝜎√2𝜋)
−1

exp(−(ln 𝑥 − 𝜇)2/(2𝜎2)) 

Log-Logistik 𝑓(𝑥 | 𝜇, 𝜎) =
1

𝑥𝜎

exp (
𝑙𝑜𝑔 (𝑥)−𝜇

𝜎
)

(1 + exp {
log (𝑥)−𝜇

𝜎
})

2 

Weibull 𝑓(𝑥 | 𝑎, 𝑏) = (𝑏/𝑎)(𝑥/𝑎)𝑏−1 exp(−(𝑥/𝑎)𝑏)  
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Setelah diperoleh masing-masing sebaran, langkah kedua adalah membentuk fungsi transfer dari 

sebaran ECMWF dan HadISST. Fungsi transfer yang baik digunakan untuk menghubungkan data 
prediksi dan aktual data suhu permukaan air laut adalah fungsi linear (Nurdiati, Sopaheluwakan, & 

Najib, 2019). Misalkan, 𝑋 dan 𝑌 masing-masing adalah vektor data dari nilai-nilai kuantil sebaran data 
training ECMWF dan HadISST, maka persamaan linear yang dimaksud adalah 

𝑌 = 𝑓(𝑋) = 𝑎 𝑋 + 𝑏 (2) 

dengan 𝑎 dan 𝑏 merupakan suatu konstanta. Kedua nilai konstanta tersebut ditentukan menggunakan 
metode regresi linear. Selanjutnya, fungsi transfer tersebut dikatakan baik dan dapat digunakan untuk 

mengoreksi bias data testing jika koefisien determinasi (𝑅2) fungsi transfer bernilai lebih dari 70% 

(Dasanto et al., 2014). 
Setelah didapatkan fungsi transfer untuk setiap bulan dan lead times pada wilayah IOD barat dan 

timur, fungsi transfer tersebut selanjutnya digunakan untuk mengoreksi data testing ECMWF dari tahun 

2013-2018. Data testing dievaluasi pada fungsi transfer yang diperoleh untuk setiap titik ensemble, 

longitude dan latitude sesuai dengan bulan dan lead times. Selanjutnya, hasil evaluasi tersebut dirata-rata 

untuk setiap titik longitude dan latitude, sehingga diperoleh prediksi ensemble suhu permukaan air laut 

setelah dikoreksi di wilayah IOD barat dan timur. Sebagai perbandingan, dihitung pula rataan data 
prediksi sebelum dikoreksi di wilayah IOD barat dan timur. Untuk melihat akurasi dari koreksi bias 
pada data ECMWF, prediksi ensemble suhu permukaan air laut sebelum dan sesudah dikoreksi 

dibandingkan dengan data aktualnya, yaitu rataan suhu permukaan air laut di wilayah IOD barat dan 
timur dari data HadISST testing. 

Terakhir, dihitung DMI dari data prediksi suhu permukaan air laut sebelum dan sesudah dikoreksi. 
DMI merupakan indeks yang menggambarkan perbedaan antara anomali data suhu permukaan air laut 
di wilayah IOD barat dan timur (Saji et al., 1999). Anomali data suhu permukaan air laut adalah selisih 
antara data permukaan air laut terhadap rataan klimatologi (rataan suhu permukaan air laut selama 30 
tahun). Dasar rataan klimatologi yang digunakan pada penelitian ini adalah tahun 1982-2011, sehingga 
anomali data suhu permukaan air laut di wilayah IOD barat dan timur adalah 

𝑇𝑏𝑎𝑟𝑎𝑡
∗ = 𝑇𝑏𝑎𝑟𝑎𝑡 − �̅�𝑏𝑎𝑟𝑎𝑡 

𝑇𝑡𝑖𝑚𝑢𝑟
∗ = 𝑇𝑡𝑖𝑚𝑢𝑟 − �̅�𝑡𝑖𝑚𝑢𝑟 

(3) 

dengan 𝑇𝑏𝑎𝑟𝑎𝑡
∗  dan 𝑇𝑡𝑖𝑚𝑢𝑟

∗  adalah anomali suhu permukaan air laut di IOD barat dan timur, 𝑇𝑏𝑎𝑟𝑎𝑡 dan 

𝑇𝑡𝑖𝑚𝑢𝑟 adalah suhu permukaan air laut di IOD barat dan timur serta �̅�𝑏𝑎𝑟𝑎𝑡 dan �̅�𝑡𝑖𝑚𝑢𝑟 adalah rataan 
klimatologi (rata-rata suhu permukaan air laut tahun 1982-2011) di IOD barat dan timur. Dengan 
demikian, prediksi DMI dapat dihitung menggunakan data anomali IOD barat dan timur, yaitu 

𝐷𝑀𝐼 = 𝑇𝑏𝑎𝑟𝑎𝑡
∗ − 𝑇𝑡𝑖𝑚𝑢𝑟

∗  (4) 

3. Hasil dan Pembahasan 

3.1. Ekstraksi data 

Hasil ekstraksi data ECMWF adalah kumpulan data dalam suatu sel berdasarkan bulan dan lead 

times dari data prediksi suhu permukaan laut di wilayah IOD barat dengan ukuran sel 12 (bulan) × 7 

(lead times) dan masing-masing sel berisi 4920750 data serta IOD timur dengan ukuran sel 12 (bulan) × 

7 (lead times) dan masing-masing sel berisi 2490750 data. Sementara itu, hasil ekstraksi data HadISST 

adalah kumpulan data dalam suatu sel berdasarkan bulan dari data suhu permukaan laut HadISST di 
wilayah IOD barat dengan ukuran sel 12 (bulan) dan masing-masing sel berisi 12000 data serta IOD 
timur dengan ukuran sel 12 (bulan) dan masing-masing sel berisi 6000 data. Selanjutnya, kedua data 
tersebut dibagi menjadi dua kelompok yaitu data training untuk tahun 1982-2011 dan testing untuk 

tahun 2012-2018. 

3.2. Identifikasi distribusi 

Gambar 2 menunjukkan hasil identifikasi data ECMWF di wilayah IOD barat pada lead time ke-1 

untuk bulan Januari-Desember. Dapat dilihat bahwa kecenderungan data prediksi ECMWF pada lead 

time ke-1 dapat dihampiri menggunakan distribusi extreme value. Sementara itu, pada lead times ke-2 

hingga ke-7, kecenderungan data prediksi ECMWF dapat dihampiri menggunakan distribusi extreme 

value, generalized extreme value, dan Weibull. Hasil serupa juga didapatkan untuk IOD timur. Data suhu 

permukaan air laut di wilayah IOD timur cenderung dapat dihampiri menggunakan distribusi extreme 
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Gambar 2. Hasil identifikasi distribusi data prediksi ECMWF di wilayah IOD barat pada lead time ke-1 

bulan Januari hingga Desember 

value. Perbedaan jenis dan bentuk sebaran pada setiap bulan disebabkan oleh perbedaan karakteristik 

data-data tersebut, seperti kemiringan dan kesimetrisan bentuk sebaran. 

3.3. Pembentukan fungsi transfer 

Kuantil didefinisikan sebagai invers dari CDF. Misalkan, 𝑋 merupakan peubah acak kontinu 

dengan fungsi sebaran 𝐹(𝑥), maka kuantil ke-p dari 𝑋 adalah 𝑄(𝑝) = 𝐹−1(𝑝) untuk 0<p<1. Kuantil 

juga dapat diartikan sebagai nilai yang membagi suatu data menjadi 𝑛 kelompok data yang sama besar. 
Kasus khusus dari kuantil adalah persentil, yaitu kuantil yang membagi data menjadi 100 kelompok 
data. Selain persentil, ada juga desil yang membagi data menjadi 10 kelompok data, kuartil 4 kelompok 
data dan median 2 kelompok data. Jadi, kuantil merupakan bentuk umum dari persentil, desil, maupun 
kuartil. Berdasarkan beberapa percobaan yang dilakukan, kuantil sebanyak 40 bagian atau setiap 2.5% 
dengan nilai batas bawah 0.001 dan batas atas 0.999 memberikan hasil yang paling efektif dan efisien. 
Dengan demikian, nilai p yang akan digunakan adalah 0.001, 0.025, 0.05, …, 0.975, dan 0.999. 

 
Gambar 3. Fungsi transfer data ECMWF dan HadISST di wilayah IOD barat pada lead time ke-1 

untuk bulan Januari hingga Desember 
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Hasil pembentukan fungsi transfer data ECMWF dan HadISST di wilayah IOD barat pada lead time 

ke-1 bulan Januari hingga Desember dapat dilihat pada Gambar 3. Fungsi transfer yang didapatkan 
pada lead time ke-1 di wilayah IOD barat memiliki koefisien determinasi lebih dari 70%. Lebih lanjut, 

fungsi transfer pada lead times ke-2 hingga 7 juga memiliki koefisien determinasi lebih dari 70%. Hal 

yang sama juga terjadi di wilayah IOD timur, sehingga semua fungsi transfer dapat digunakan pada 
proses selanjutnya. 

3.4. Koreksi bias data testing 

Perbandingan data prediksi ECMWF sebelum dan setelah dikoreksi menggunakan metode quantile 

maping pada lead time ke-1 terhadap rataan suhu aktual di wilayah IOD barat dan timur dapat dilihat 

pada Gambar 4. Pada gambar tersebut, dapat diamati bahwa bias dari prediksi suhu permukaan air di 

wilayah IOD barat sangat kecil dan sudah memiliki akurasi yang baik, karena data aktual sudah berada 
pada jangkauan prediksi ensemble. Namun, pada wilayah IOD timur, bias prediksi suhu permukaan air 

laut sangat tinggi dan tidak akurat. Akan tetapi, proses koreksi bias mampu membawa prediksi 
ECMWF mendekati suhu permukaan air laut aktual. Hasil koreksi data prediksi suhu permukaan air 
laut di wilayah IOD barat dan timur pada lead time ke-2 hingga ke-7 memiliki pola yang sama seperti 

pada lead time ke-1, yaitu perbaikan yang signifikan di wilayah IOD timur, sedangkan pada wilayah 

IOD barat, perbaikan tidak terlalu signifikan. 

3.5. Prediksi Dipole Mode Index (DMI) dan akurasinya 

Perbandingan DMI menggunakan data prediksi ECMWF sebelum dan setelah dikoreksi dengan 
metode quantile maping pada lead time 1 dan 2 terhadap data DMI aktual dapat dilihat pada Gambar 5. 

Berdasarkan Gambar 5, prediksi DMI dari data terkoreksi lebih mendekati data aktual daripada data 
sebelum dikoreksi. Pola yang serupa juga telihat pada lead time ke-3 hingga ke-7.  

Untuk membandingkan hasil prediksi DMI dari kedua data, Gambar 6 menunjukkan nilai expected 

error prediksi DMI dari data sebelum dan sesudah dikoreksi untuk setiap bulan dan lead times. Prediksi 

DMI menggunakan data sebelum dikoreksi memiliki expected error yang tinggi. Warna hitam 

menunjukkan bahwa ekspektasi kesalahan dari prediksi bernilai kurang dari 0.3 yang artinya prediksi 
memiliki akurasi yang tinggi. Terlihat bahwa prediksi DMI menggunakan data ECMWF hanya lima 

   
 

 
Gambar 4. Perbandingan data prediksi ECMWF sebelum dan setelah dikoreksi menggunakan metode 

quantile maping pada lead time ke-1 terhadap rataan suhu aktual di IOD barat dan timur 
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titik yang memiliki nilai expected error kurang dari 0.3. Sebaliknya pada prediksi DMI menggunakan 

data terkoreksi, nilai expected error yang dihasilkan jauh lebih rendah daripada nilai expected error prediksi 

DMI menggunakan data sebelum dikoreksi. Hal ini menunjukkan akurasi prediksi DMI menggunakan 
data terkoreksi lebih baik dibandingkan prediksi DMI menggunakan data ECMWF. 

4. Kesimpulan 

Berdasarkan hasil koreksi bias pada data prediksi suhu permukaan air laut, wilayah IOD timur 
memiliki bias yang lebih besar dan signifikan dibandingkan wilayah IOD barat. Dengan demikian, bias 
yang terdapat pada prediksi DMI lebih dipengaruhi oleh bias yang terdapat pada data prediksi suhu 
permukaan air laut di wilayah IOD timur dibandingkan IOD barat. Lebih lanjut, prediksi DMI 
menggunakan data ECMWF yang telah dikoreksi memberikan hasil yang lebih baik dibandingkan 

 
 

 
Gambar 5. Perbandingan DMI menggunakan data prediksi ECMWF sebelum dan setelah dikoreksi 

menggunakan metode quantile maping pada lead time ke-1 dan ke-2 terhadap data DMI aktual 

 
Gambar 6. Nilai expected absolute error dari prediksi DMI menggunakan data sebelum dan sesudah 

dikoreksi untuk setiap bulan dan lead times 
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dengan data ECMWF sebelum dikoreksi. Berdasarkan nilai expected error, prediksi DMI menggunakan 

data ECMWF yang telah dikoreksi memiliki nilai expected error yang lebih rendah dibandingkan 

prediksi DMI menggunakan data ECMWF sebelum dikoreksi untuk semua bulan dan lead times. Selain 

itu, prediksi DMI menggunakan data ECMWF yang telah dikoreksi memiliki akurasi yang tinggi untuk 
memprediksi kejadian IOD pada bulan Oktober-April. 
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