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Abstrak 

Pemanfaatan sistem Brain-Computer Interface (BCI) sebagai penghubung pikiran manusia 

dengan peralatan eksternal sangat bergantung pada keakuratan pengklasifikasian dan 

pengidentifikasian sinyal EEG khususnya gerak motor imagery. Kesuksesan deep learning, 

sebagai contoh Convolutional Neural Network (CNN), dalam proses klasifikasi pada berbagai 

bidang berpeluang untuk diimplementasikan pada klasifikasi gerak motor imagery. 

Pengimplementasian CNN untuk klasifikasi sinyal EEG motor imagery (MI-EEG) gerakan jari 

tangan diperkenalkan dalam tulisan ini. Rancangan sistem klasifikasi terdiri dari dua bagian 

yaitu convolution layer dan multilayer perceptron yang diimplementasikan menggunakan 

Python 3.7 dengan library TensorFlow 2.0 (Keras). Pengujian rancangan sistem dilakukan 

terhadap lima subjek dari data MI-EEG 5F dengan frekuensi pencuplikan 200 Hz. Pengujian 

melibatkan Kfold-cross validation dan analisis pada confusion matrix. Berdasarkan hasil 

pengujian, peningkatan ukuran kernel menghasilkan peningkatan rata-rata akurasi sistem. 

Sistem dengan akurasi terbaik diperoleh pada rancangan dengan jumlah kernel 50 sebesar 

51,711%. Rancangan sistem menghasilkan kinerja yang melebihi hasil penelitian yang menjadi 

rujukan utama.   

 

 

Kata kunci: klasifikasi, EEG, motor imagery, lima jari manusia, 1D-CNN 

 

Abstract 

A Brain-computer interface provides a new communication bridge between the human mind and 

devices, depending on the accurate classification and identification of EEG signals. The deep 

learning approach such as Convolutional Neural Network (CNN) for classification has 

successfully used in many fields, which is potentially used to motor imagery classification. This 

paper proposes a method that uses CNN for EEG-based motor imagery (MI-EEG) 

classification. The proposed method consisting of convolution layer and multilayer perceptron 

was implemented by using TensorFlow 2.0 library (Keras) in Python 3.7. We used MI-EEG 5F 

from five subjects with a sampling rate of 200 Hz. Testing involves Kfold-cross validation and 

confusion matrix analysis. Based on the result, kernel size increasing affected accuracy 

improvement. The best accuracy for the 50 kernels size reaches 51,711%. The proposed method 

gets better accuracy than the primary reference.  
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1. PENDAHULUAN 

 

Implementasi pengolahan bio-sinyal seperti electromyography (EMG), 

electrocardiography (ECG), atau electroenchepalography (EEG) pada dekade terakhir 

memberikan manfaat dalam bidang kesehatan. Pengolahan sinyal ECG umum dipergunakan 

sebagai metode dalam tahap diagnosis untuk mengamati kelainan fisiologi jantung maupun 

kelainan psikis yang berdampak terhadap aktivitas jantung. Sedangkan pengolahan sinyal EMG 

sebagai pengontrol devais eksternal dengan memanfaatkan sinyal listrik yang terdapat pada otot, 

umum dipergunakan dalam tahap terapi seperti tangan protestik [1]. Sinyal EEG juga umum 

dipergunakan dalam tahapan diagnosis namun penggunaan perangkat terapeutik berbasis EEG 

dalam beberapa tahun terakhir juga mulai diteliti sebagai contoh implementasi motor imagery 

untuk rehabilitasi pasien dengan ganguan motorik neural (stroke). Pembacaan aktivitas otak 

pengguna memanfaatkan sinyal EEG yang merupakan interpretasi dari perubahan potensial 

pada korteks serebral akibat dari interaksi berbagai neuron yang saling berhubungan. 

Pengolahan sinyal EEG merupakan salah satu metode penting untuk mendapatkan informasi 

dari otak manusia [2]. Di Indonesia sendiri terdapat sekitar 2% sampai dengan 3% penduduk 

penyandang disabilitas yang disebabkan oleh banyak faktor, salah satunya amputasi [3]. 

Pemanfaatan alat gerak prostetik berbasis sinyal EMG menjadi salah satu metode yang banyak 

dipergunakan dalam tahap rehabilitasi bagi pasien teramputasi. Namun, pasien dengan titik 

amputasi di atas sikut atau pasien dengan gangguan syaraf fungsi motorik tidak dapat 

menghasilkan perekaman sinyal EMG. Penggunaan sinyal EEG, sebagai pengendali gerak organ 

eksternal berbasis neural, menjadi solusi untuk pasien dengan kondisi tersebut [4]. 

Otak manusia merupakan sistem komputasi cerdas alami yang memiliki kemampuan 

untuk mengendalikan semua aktivitas saraf manusia seperti perilaku, pikiran, dan emosi 

termasuk pergerakan tubuh [5]. Brain-Computer Interface (BCI) berbasis sinyal EEG 

merupakan sistem yang menerjemahkan pola aktivitas otak pengguna menjadi pesan atau 

perintah sehingga dapat digunakan untuk mengendalikan komputer dan perangkat-perangkat 

eksternal [6]. BCI merupakan perangkat komunikasi yang menghubungkan otak manusia secara 

langsung kepada perangkat eksternal tanpa melibatkan sistem syaraf tepi dan jaringan otot [6]. 

Perkembangan terbaru dalam bidang organ buatan berbasis BCI yang memungkinkan 

pengendalian perangkat eksternal melalui otak secara langsung, memberikan kesempatan 

peningkatan taraf hidup penyandang disabilitas khususnya bagi pasien yang mengalami 

gangguan fungsi organ gerak [7]. Dua tipe sistem BCI yang telah diimplementasikan yaitu tipe 

imajiner dan tipe sensorik. Tipe imajiner salah satu contohnya implementasi motor imagery.  

Dalam beberapa tahun terakhir, pengembangan sistem terapi berbasis sinyal EEG 

dilakukan oleh banyak peneliti, sebagai contoh pengembangan sistem rehabilitasi berbasis 

motor imagery (MI). Identifikasi atau klasifikasi sinyal EEG perlu dilakukan guna mengetahui 

perbedaan pola sinyal dari gerakan tubuh manusia seperti gerakan tangan dan kaki. Penelitian 

[8] mengembangkan sekaligus mengklasifikasikan enam belas BCI berbasis sinyal EEG yang 

terdiri dari gerakan tangan kiri, tangan kanan, kaki kiri, kaki kanan, dan lidah. Data sinyal EEG 

diubah menjadi representasi matrik fitur. Eksperimen dilakukan dengan berbagai fitur 

representasi sinyal EEG termasuk Power Sprectral Density (PSD), daya kanal EEG, Fourier 

Transform Amplitudes (FTA), dan fitur ranah waktu. Matrik fitur yang telah diperoleh 

selanjutnya digunakan sebagai masukan Support Vector Machine (SVM) dan Linear 

Discriminat Analysis (LDA). Akurasi yang diperoleh 80-90% dengan enam kelas BCI dalam 

pengaturan offline sedangkan pengaturan online belum dapat dilaksanakan. Selain itu, akuisisi 

data pada pergerakan tangan belum memperhatikan pergerakan masing-masing jari meskipun 

pergerakan tangan juga mengikutkan pergerakan jari.  

Deteksi pergerakan jari menggunakan BCI telah dilakukan oleh beberapa peneliti [4], 

[9], [10], dan [11]. Penelitian [10] menggunakan nilai Power Spectral Density (PSD) sebagai 

fitur dalam mengidentifikasi pergerakan jari manusia berdasarkan sinyal EEG. Fitur ini 

selanjutnya digunakan sebagai masukan tahap klasifikasi menggunakan metode Support Vector 
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Machine (SVM) dengan fungsi kernel basis radial. Akurasi tertinggi yang diperoleh pada 

penelitian ini sebesar 77,11% dari keseluruhan pasangan jari dalam satu tangan. Penelitian ini 

hanya membandingkan dua kelas yaitu pasangan setiap jari sehingga klasifikasi lima kelas 

secara langsung masih berpeluang untuk diteliti. Penelitian [11] mengklasifikasikan sinyal 

menjadi lima kelas yaitu ibu jari, telunjuk, jari tengah, jari manis, dan kelingking. Fitur yang 

digunakan yaitu nilai spektral Principal Component Analysis (PCA) decomposition, fitur kanal 

frekuensi individual, dan data temporal. Akurasi yang diperoleh sebesar 44,2% menggunakan 

Support Vector Machine (SVM). Akurasi yang diperoleh dari penelitian ini perlu ditingkatkan. 

Penelitian [4] mengembangkan pengklasifikasian gerak lima jari dengan menggunakan 

Common Spatial Patter (CSP) sebagai penyeleksi fitur. Klasifikasi pergerakan menggunakan 

Autonomous Deep Learning (ADL) dan Random Forest (RF). Peneliti [4] menggunakan empat 

subjek dengan frekuensi pencuplikan sebesar 200 Hz dan 1000 Hz. Peneliti [9] melakukan 

pengembangan klasifikasi untuk 13 subjek dengan frekuensi pencuplikan 200 dan 1000 Hz. 

Tingkat akurasi rata-rata yang dihasilkan sebesar 43% dengan standar deviasi 10%. Upaya 

peningkatan akurasi untuk klasifikasi pergerakan lima jari dari lima subjek berbeda dengan 

frekuensi pencuplikan 200 Hz menjadi fokus dalam tulisan ini. Kinerja rancangan sistem 

dibandingkan dengan hasil penelitian [9] sebagai rujukan utama penelitian.    

Tulisan ini menyajikan sistem klasifikasi pergerakan lima jari tangan. Sistem klasifikasi 

yang dikembangkan dalam tulisan ini mempergunakan data EEG motor imagery (MI) dengan 

lima pergerakan jari tangan pada frekuensi pencuplikan 200Hz. Sistem klasifikasi menggunakan 

CNN yang terdiri dari Convolution Layer (CL) dan Multilayer Perceptron (MLP). Pengujian 

sistem dibagi menjadi dua yaitu tahap pelatihan dan tahap pengujian. K-Fold cross validation 

dan confusion matrix dipergunakan dalam analisis sistem klasifikasi. Penyajian tulisan dalam 

beberapa bagian yaitu metode penelitian, hasil dan pembahasan, kesimpulan dan saran. Metode 

penelitian menjelaskan alur kerja rancangan sistem klasifikasi, hasil dan pembahasan membahas 

hasil pengujian rancangan sistem dan simpulan disajikan pada kesimpulan dan saran 

 

2. METODE PENELITIAN 

2.1 Dataset 

Penelitian ini menggunakan dataset sinyal EEG yang diperoleh dari [9]. Alat perekaman 

menggunakan sistem EEG-1200 JE-921A EEG (Nihon Kohden, Jepang) dengan 22 elektrode: 

Fp1, Fp2, F3, F4, C3, C4, P3, P4, O1, O2, A1, A2, F7, F8, T3, T4, T5, T6, Fz, Cz, Pz, X5. 

Elektrode A1 dan A2 merupakan referensi serta X5 merupakan elektorde sinkronisasi. Tiga 

elektrode ini tidak digunakan sebagai fitur pada sistem klasifikasi. Secara keseluruhan terdapat 

13 subjek perekaman. Subjek diperintahkan untuk membayangkan pergerakan tubuhnya sesuai 

dengan instruksi pada layar. Pada penelitian ini menggunakan data dengan label 5F (5 Fingers) 

dari 5 subjek. Instruksi pada layar pada paradigma 5F meliputi membayangkan pergerakan 

(motor imagery) lima jari yaitu: ibu jari, jari telunjuk, jari tengah, jari manis, dan jari 

kelingking. Sinyal EEG yang diperoleh dari perekaman ini disimpan dan ditandai menggunakan 

sinyal marker sesuai dengan instruksi yang diberikan. Tabel 1 memperlihatkan nilai marker 

disertai dengan keterangannya. 

Tabel 1 Keterangan Nilai Marker 

Marker Keterangan 

1 Ibu Jari 

2 Jari Telunjuk 

3 Jari Tengah 

4 Jari Manis 

5 Jari Kelingking 
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Sinyal EEG direkam dengan frekuensi sampling sebesar 200 Hz. Bandpass filter 0,53-

70 Hz diterapkan pada sinyal EEG menggunakan perangkat lunak Neurofax. Selain itu, pada 
perangkat keras EEG-1200 sudah terdapat notch filter untuk mengurangi derau jala-jala listrik 50 
Hz. Gambar 1 merupakan contoh sinyal EEG pada elektrode C3 yang disertai nilai marker untuk 
menandai kelas sinyal. Pada gambar ini terlihat sinyal marker memiliki panjang yang berbeda. Hal 
ini menandakan proses imajinasi pergerakan dari lima jari memiliki waktu yang tidak sama. 

 

(a) 

 
 

(b) 

Gambar 1 Contoh (a) Sinyal EEG pada Elektroda C3 dan (b) Sinyal Marker  

2.2 Convolutional Neural Network 

Convolutional Neural Network (CNN) merupakan salah satu jenis Deep Learning yang 

menarik perhatian pada penelitian-penelitian terbaru. CNN secara otomatis dapat mengekstrak 

fitur dari data yang diberikan. Bahkan fitur yang diperoleh ini lebih merepresentasikan data 

dibandingkan dengan ekstraksi fitur manual yang dirancang manusia [12]. CNN dibagi 

berdasarkan dimensi data yang hendak dikasifikasikan. Apabila data berupa sinyal 2 dimensi 

(citra) maka dinamakan 2D-CNN. Sedangkan 1D-CNN digunakan untuk mengklasifikasi sinyal 

1 dimensi. Pada penelitian ini digunakan 1D-CNN karena sinyal EEG merupakan sinyal 1 

dimensi. Secara garis besar, struktur 1D-CNN terdiri dari dua bagian utama yaitu Convolution 

Layers (CL) dan Multilayer Perceptron (MLP) seperti yang ditunjukan pada Gambar 2. Pada 

penelitian ini, masukan 1D-CNN berupa sinyal EEG multichannel. Sedangkan luarannya berupa 

klasifikasi jenis kelas dari sinyal masukan tersebut. 

 
Gambar 2 Struktur 1D-CNN 

Pada CL terjadi proses konvolusi, dimana sebuah kernel dikalikan dan digeser pada 

sinyal masukan. Proses ini juga dinamakan shift-compute procedure. Apabila sinyal masukan 

𝑥(𝑛) memiliki panjang 𝑛 dan kernel ℎ(𝑘) dengan panjang 𝑘. Proses konvolusi antara 𝑥(𝑛) 
dengan ℎ(𝑘) didefinisikan sebagai: 
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𝑦(𝑛) =

{
 

 ∑ 𝑥(𝑛 + 𝑖)ℎ(𝑖),
𝑘

𝑖=0
                      𝐽𝑖𝑘𝑎 𝑛 = 0

∑ 𝑥(𝑛 + 𝑖)(𝑠 − 1)ℎ(𝑖),
𝑘

𝑖=0
        𝑦𝑎𝑛𝑔 𝑙𝑎𝑖𝑛𝑛𝑦𝑎

 (1) 

dengan 𝑠 merupakan jumlah langkah pada konvolusi. Keluaran proses konvolusi, 𝑦(𝑛), 
memiliki panjang data yang berbeda dengan masukan 𝑥(𝑛). Hal ini biasa dinamakan valid 

padding. Secara matematis, panjang luaran 𝑦(𝑛) yaitu: 

𝑚 = ⌊
(𝑛−𝑘)

𝑠
⌋ + 1  (2) 

dengan 𝑚 merupakan panjang 𝑦(𝑛). 

Nilai panjang data luaran proses konvolusi, 𝑚, masih terlalu tinggi sehingga perlu 

direduksi. Proses redusi ini dinamakan pooling. Metode pooling yang paling terkenal yaitu max-

pooling dan average-pooling. Max-pooling merupakan metode pengambilan nilai maksimum 

dari sekumpulan data (window) berukuran 𝑓. Window ini digeser pada 𝑦(𝑛) dengan panjang 

langkah sebesar 𝜏. Sedangkan pada average-pooling, nilai yang diambil dari window merupakan 

nilai rata-rata. Luaran proses pooling selanjutnya disatukan sehingga menjadi 1 dimensi. Proses 

ini dinamakan flatten. Flatten menjadikan luaran tahap convolution layers dapat digunakan 

sebagai masukan multilayer perceptron. 

Tahap MLP atau fully connected layer terdiri dari input layer, hidden layer dan output 

layer. Input layer menerima masukan dari tahap convolution layers kemudian mengirimkannya 

menuju hidden layer. Bobot digunakan untuk menghubungkan antar layer pada multilayer 

perceptron. Sedangkan prediksi kelas data ditunjukan oleh output layer. Pada setiap layer 

terdapat sejumlah neuron. Gambar 3 merupakan contoh struktur MLP dengan 3 hidden layer, 

𝑚𝑖𝑗 merupakan bobot antara neuron ke-i di hidden layer 1 dengan neuron ke-j pada hidden 

layer 2. Pada model neuron terjadi kombinasi dari penjumlahan linier input dengan bobot. 

Kemudian luaran neuron ini dimasukan ke fungsi aktivasi. Salah satu fungsi aktivasi yang 

sering digunakan pada MLP yaitu Rectified Linear Unit (ReLU). Fungsi aktivasi ini 

memberikan waktu komputasi yang lebih cepat dibandingkan dengan fungsi aktivasi sigmoid 

dan tanh [13]. Fungsi aktivasi ReLU didefinisikan pada persamaan berikut: 

𝑓(𝑥) = 𝑚𝑎𝑥(0, 𝑥)  (3) 

dengan 𝑥 merupakan hasil kombinasi bobot dengan input neuron, sedangkan 𝑓(𝑥) merupakan 

luaran neuron yang telah mengalami aktivasi. Pembaruan bobot pada propagasi mundur 

menggunakan fungsi optimisasi untuk memperbaiki proses pelatihan. Fungsi optimisasi Adam 

digunakan pada penelitian ini [14]. 

 

Gambar 3 Struktur Multilayer Perceptron [15] 
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2.3 Pengujian Sistem 

Pelatihan dan pengujian sistem 1D-CNN untuk klasifikasi sinyal EEG gerak lima jari 

motor imagery menggunakan prosedur cross validation. Prosedur ini menghasilkan bias yang 

lebih kecil dibandingkan prosedur holdout [16]. Pada cross validation, data dibagi menjadi 𝑘 

bagian terpisah dengan ukuran yang relatif sama sehingga sering dinamakan Kfold-cross 

validation. Pada penelitian ini nilai 𝑘 diatur sama dengan 10. Secara bergantian, 9 bagian 

digunakan sebagai data latih dan 1 bagian lain sebagai data uji. Model dibagun pada data latih 

kemudian diterapkan untuk memprediksi data uji. Hasil prediksi setiap perulangan 𝑘 dapat 

ditampilkan pada confusion matrix. Seluruh hasil prediksi kelas kemudian digabungkan untuk 

dihitung nilai akurasinya. Perhitungan akurasi 1D-CNN menggunakan persamaan berikut: 

Akurasi = 
𝐽𝑢𝑚𝑙𝑎ℎ 𝑑𝑎𝑡𝑎 𝑡𝑒𝑟𝑝𝑟𝑒𝑑𝑖𝑘𝑠𝑖 𝑏𝑒𝑛𝑎𝑟

𝐽𝑢𝑚𝑙𝑎ℎ 𝑠𝑒𝑙𝑢𝑟𝑢ℎ 𝑑𝑎𝑡𝑎
 𝑥 100 %  (4) 

2.4 Implementasi Sistem 

Sistem klasifikasi sinyal EEG diimplementasikan menggunakan bahasa pemrograman 

Python 3.7. Adapun library yang digunakan adalah Keras dengan Tensorflow 2.0 backend [17]. 

Sistem diimplementasikan pada komputer dengan spesifikasi: Windows 10, proseccor Core i5-

9400, RAM 8 GB, dan GPU Nvidia RTX 2060. Spyder 4.0.1 pada Anaconda Navigator 1.9.12 

digunakan sebagai editor dan compailer dari program. Pada penelitian ini, Hyperparameter 1D-

CNN diatur sesuai dengan konfigurasi pada Tabel 2. Skenario jumlah kernel dilakukan untuk 

mengetahui pengaruhnya terhadap nilai akurasi klasifikasi. Jumlah kernel diatur dari 5 sampai 

50 dengan perubahan sebanyak 5 kernel. 

Tabel 2 Konfigurasi Hyperparameter 1D-CNN 

Hyperparameter Konfigurasi 

Jumlah Kernel 5-50 

Panjang Kernel 5 

Pooling Average Polling 

Dense 64 

Fungsi Aktivasi ReLU 

Neuron Output layer 5 

Optimisasi MLP Adam 

 

3. HASIL DAN PEMBAHASAN 

 

Hasil perekaman sinyal EEG imajinasi pergerakan lima jari yang telah dibahas pada 

bagian dataset memiliki panjang sampel yang berbeda. Kondisi ini mengakibatkan masukan 1D-

CNN tidak dapat langsung menggunakan dataset hasil perekaman. Proses segmentasi diperlukan 

agar sinyal memiliki panjang yang sama. Pada penelitian ini, sinyal EEG tersegmentasi 

memiliki panjang 200 sampel (1 detik) sehingga sebuah sinyal EEG memiliki ukuran 200 × 19. 

Nilai 19 menandakan jumlah elektrode yang digunakan. Secara keseluruhan, data yang 

digunakan pada proses pelatihan dan pengujian sebanyak 4750 sinyal yang diperoleh dari 5 

subjek. Selanjutnya proses Kfold-Cross Validation diterapkan. Data dibagi menjadi sepuluh 

bagian. Secara bergantian sembilan bagian akan menjadi data pelatihan dan satu bagian menjadi 

data pengujian. Pelatihan 1D-CNN menghasilkan kesalahan klasifikasi yang disebut training 

loss. Gambar 4 merupakan grafik training loss pada tahap pelatihan dengan skenario jumlah 

kernel sebesar 5 dan Kfold sebesar 10. Gambar ini menampilkan Mean Squared Error (MSE) 

dari kesalahan klasifikasi pada setiap epoch.  
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Gambar 4  Training Loss Pada Skenario Jumlah Kernel = 5 dan Kfold = 10 

Model 1D-CNN yang telah mengalami proses pelatihan selanjutnya digunakan pada 

proses pengujian. Data uji digunakan pada tahap ini. Hasil prediksi 1D-CNN ditunjukan pada 

confusion matrix. Gambar 5 merupakan confusion matrix tahap pengujian dengan skenario 

jumlah kernel sebesar 5 dan Kfold sebesar 10. Baris pada Confusion matrix mewakili kelas 

sebenarnya dan kolom mewakili kelas hasil klasifikasi. 

 

 
Gambar 5  Confusion Matrix Pada Skenario Jumlah Kernel = 5 dan Kfold = 10 

Berdasarkan data yang terdapat pada Gambar 5, perhitungan nilai akurasi dari confusion 

matrix dengan mengacu pada persamaan (4) diuraikan dalam rincian sebagai berikut: 

Akurasi = 
𝐽𝑢𝑚𝑙𝑎ℎ 𝑑𝑎𝑡𝑎 𝑡𝑒𝑟𝑝𝑟𝑒𝑑𝑖𝑘𝑠𝑖 𝑏𝑒𝑛𝑎𝑟

𝐽𝑢𝑚𝑙𝑎ℎ 𝑠𝑒𝑙𝑢𝑟𝑢ℎ 𝑑𝑎𝑡𝑎
𝑥 100 % = 

162

380
𝑥 100 % = 42,634 % 

Proses perhitungan nilai akurasi dalam tahap pengujian dengan memvariasikan Kfold 

dari satu hingga sepuluh ditampilkan pada Tabel 3. Tabel 3 menampilkan nilai akurasi pada 

setiap nilai Kfold dengan skenario jumlah kernel sebesar 5 pada 1D-CNN. Tingkat akurasi 

terendah terjadi pada Kfold bernilai 9 dengan akurasi sebesar 34,999% sedangkan nilai tertinggi 

pada Kfold bernilai 10 dengan akurasi sebesar 42,634%. Perhitungan nilai akurasi untuk variasi 

ukuran kernel menggunakan pendekatan rata-rata untuk setiap variasi Kfold. Rata-rata akurasi 

sistem dengan variasi ukuran kernel 5 sebesar 38,789% dengan standar deviasi sebesar 2,32%. 
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Tabel 3 Akurasi Pada Skenario Jumlah Kernel = 5 

Kfold Akurasi (%) 

1 38,684 

2 39,474 

3 40 

4 40 

5 41,316 

6 38,158 

7 35,263 

8 37,368 

9 34,999 

10 42,634 

Rata-rata 38,789 

Pengujian sistem selanjutnya dengan memvariasikan jumlah kernel seperti ditampilkan 

pada Tabel 4. Peningkatan ukuran kernel meningkatkan rata-rata akurasi sistem. Akurasi 

terendah pada sistem dengan ukuran kernel 5 dan akurasi tertinggi pada sistem dengan ukurang 

kernel 50. Berdasarkan hasil penelitian, rata-rata akurasi yang dihasilkan pada sistem dengan 

ukuran kernel 50 sebesar 51,711% lebih besar dari 43% yang terdapat pada [9].  

Tabel 4 Rata-rata Akurasi Pada Keseluruhan Skenario Jumlah Kernel 

Jumlah Kernel Rata-rata Akurasi (%) 

5 38,789 

10 44,079 

15 46,447 

20 47,553 

25 48,5 

30 49,184 

35 50,579 

40 49,711 

45 50,737 

50 51,711 

 

4. KESIMPULAN DAN SARAN 

 

Perancangan sistem klasifikasi pergerakan jari tangan berbasis motor imagery (MI) 

EEG menggunakan Convolutional Neural Network (CNN) terdiri dari dua bagian yaitu 

Convolution Layer dan Multilayer Perceptron. Pengujian sistem terhadap lima subjek 

menghasilkan rata-rata akurasi yang lebih tinggi dari rujukan utama sebesar 51,711% 

dibandingkan dengan 43%. Namun, pengembangan lebih lanjut dibutuhkan yaitu menguji 

rancangan untuk klasifikasi subjek dengan sampling rate 200 Hz dan 1000 Hz. 
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