
UNIVERSIDADE FEDERAL DE UBERLÂNDIA 

FACULDADE DE ENGENHARIA ELÉTRICA 

PROGRAMA DE PÓS GRADUAÇÃO EM ENGENHARIA ELÉTRICA 

 

 

 

 

 

 

GUSTAVO MOREIRA DA SILVA 

 

 

 

 

 

 

 

 

 

CARACTERIZAÇÃO E FILTRAGEM DE ELETROENCEFALOGRAMA 

CONTAMINADO POR ELETROMIOGRAFIA DOS MÚSCULOS FACIAIS 

 

 

 

 

 

 

 

 

Uberlândia 

2020



 

1 
 

 

GUSTAVO MOREIRA DA SILVA 

 

 

 

 

 

 

 

CARACTERIZAÇÃO E FILTRAGEM DE 

ELETROENCEFALOGRAMA CONTAMINADO POR 

ELETROMIOGRAFIA DOS MÚSCULOS FACIAIS 

 

 
 
 
 
 
 

Tese de doutorado apresentada ao Programa de Pós-

Graduação em Engenharia Elétrica da Universidade 

Federal de Uberlândia, como requisito parcial para 

obtenção do título de Doutor em Ciências. 

 

Área de Concentração: Processamento Digital de 

Sinais Biomédicos 

 

Orientador: Prof. Dr. Adriano O. Andrade, PhD 

 

 

 

 

 

 

Uberlândia 

2020 



Silva, Gustavo Moreira da, 1987-S586
2020 CARACTERIZAÇÃO E FILTRAGEM DE ELETROENCEFALOGRAMA

CONTAMINADO POR ELETROMIOGRAFIA DOS MÚSCULOS FACIAIS
[recurso eletrônico] / Gustavo Moreira da Silva. - 2020.

Orientador: Adriano de Oliveira Andrade.
Tese (Doutorado) - Universidade Federal de Uberlândia,

Pós-graduação em Engenharia Elétrica.
Modo de acesso: Internet.

CDU: 621.3

1. Engenharia elétrica. I. Andrade, Adriano de
Oliveira,1975-, (Orient.).  II. Universidade Federal de
Uberlândia. Pós-graduação em Engenharia Elétrica. III.
Título.

Disponível em: http://doi.org/10.14393/ufu.te.2020.624
Inclui bibliografia.
Inclui ilustrações.

Ficha Catalográfica Online do Sistema de Bibliotecas da UFU
com dados informados pelo(a) próprio(a) autor(a).

Bibliotecários responsáveis pela estrutura de acordo com o AACR2:

Gizele Cristine Nunes do Couto - CRB6/2091



24/09/2020 SEI/UFU - 2216535 - Ata de Defesa - Pós-Graduação

https://www.sei.ufu.br/sei/controlador.php?acao=documento_imprimir_web&acao_origem=arvore_visualizar&id_documento=2503239&infra_siste… 1/2

UNIVERSIDADE FEDERAL DE UBERLÂNDIA
Coordenação do Programa de Pós-Graduação em Engenharia Elétrica

Av. João Naves de Ávila, 2121, Bloco 3N - Bairro Santa Mônica, Uberlândia-MG, CEP 38400-902
Telefone: (34) 3239-4707 - www.posgrad.feelt.ufu.br - copel@ufu.br

  

ATA DE DEFESA - PÓS-GRADUAÇÃO

Programa de
Pós-Graduação
em:

Engenharia Elétrica

Defesa de: Tese de Doutorado, 273, PPGEELT

Data: Vinte e cinco de agosto de
dois mil e vinte Hora de início: 08:00 Hora de

encerramento: 12:30

Matrícula do
Discente: 11423EEL012

Nome do
Discente: Gustavo Moreira da Silva

Título do
Trabalho:

Caracterização e filtragem do eletroencefalograma contaminado por eletromiografia dos
músculos faciais

Área de
concentração: Processamento da informação

Linha de
pesquisa: Engenharia biomédica

Projeto de
Pesquisa de
vinculação:

 

Reuniu-se por meio de videoconferência, a Banca Examinadora, designada pelo Colegiado do Programa
de Pós-graduação em Engenharia Elétrica, assim composta: Professores Doutores: Alcimar Barbosa
Soares - FEELT/UFU; Adriano Alves Pereira - FEELT/UFU; Edgard Morya - IIN-ELS; Adson Ferreira da Rocha -
UNB; Marcus Fraga Vieira - UFG; Adriano de Oliveira Andrade - FEELT/UFU, orientador(a) do(a)
candidato(a).

Iniciando os trabalhos o(a) presidente da mesa, Dr(a). Adriano de Oliveira Andrade, apresentou a
Comissão Examinadora e o candidato(a), agradeceu a presença do público, e concedeu ao Discente a
palavra para a exposição do seu trabalho. A duração da apresentação do Discente e o tempo de arguição
e resposta foram conforme as normas do Programa.

A seguir o senhor(a) presidente concedeu a palavra, pela ordem sucessivamente, aos(às)
examinadores(as), que passaram a arguir o(a) candidato(a). Ul�mada a arguição, que se desenvolveu
dentro dos termos regimentais, a Banca, em sessão secreta, atribuiu o resultado final, considerando o(a)
candidato(a):

Aprovado. 

 

Esta defesa faz parte dos requisitos necessários à obtenção do �tulo de Doutor.

O competente diploma será expedido após cumprimento dos demais requisitos, conforme as normas do
Programa, a legislação per�nente e a regulamentação interna da UFU.

 

Nada mais havendo a tratar foram encerrados os trabalhos. Foi lavrada a presente ata que após lida e
achada conforme foi assinada pela Banca Examinadora.



24/09/2020 SEI/UFU - 2216535 - Ata de Defesa - Pós-Graduação

https://www.sei.ufu.br/sei/controlador.php?acao=documento_imprimir_web&acao_origem=arvore_visualizar&id_documento=2503239&infra_siste… 2/2

Documento assinado eletronicamente por Marcus Fraga Vieira, Usuário Externo, em 25/08/2020, às
12:36, conforme horário oficial de Brasília, com fundamento no art. 6º, § 1º, do Decreto nº 8.539, de
8 de outubro de 2015.

Documento assinado eletronicamente por Adriano de Oliveira Andrade, Professor(a) do Magistério
Superior, em 25/08/2020, às 12:36, conforme horário oficial de Brasília, com fundamento no art. 6º,
§ 1º, do Decreto nº 8.539, de 8 de outubro de 2015.

Documento assinado eletronicamente por Adriano Alves Pereira, Professor(a) do Magistério
Superior, em 25/08/2020, às 12:36, conforme horário oficial de Brasília, com fundamento no art. 6º,
§ 1º, do Decreto nº 8.539, de 8 de outubro de 2015.

Documento assinado eletronicamente por Edgard Morya, Usuário Externo, em 25/08/2020, às
12:37, conforme horário oficial de Brasília, com fundamento no art. 6º, § 1º, do Decreto nº 8.539, de
8 de outubro de 2015.

Documento assinado eletronicamente por Alcimar Barbosa Soares, Professor(a) do Magistério
Superior, em 25/08/2020, às 12:38, conforme horário oficial de Brasília, com fundamento no art. 6º,
§ 1º, do Decreto nº 8.539, de 8 de outubro de 2015.

Documento assinado eletronicamente por Adson Ferreira da Rocha, Usuário Externo, em
25/08/2020, às 17:22, conforme horário oficial de Brasília, com fundamento no art. 6º, § 1º, do
Decreto nº 8.539, de 8 de outubro de 2015.

A auten�cidade deste documento pode ser conferida no site
h�ps://www.sei.ufu.br/sei/controlador_externo.php?
acao=documento_conferir&id_orgao_acesso_externo=0, informando o código verificador 2216535 e
o código CRC B4729388.

Referência: Processo nº 23117.041739/2020-11 SEI nº 2216535

http://www.planalto.gov.br/ccivil_03/_Ato2015-2018/2015/Decreto/D8539.htm
http://www.planalto.gov.br/ccivil_03/_Ato2015-2018/2015/Decreto/D8539.htm
http://www.planalto.gov.br/ccivil_03/_Ato2015-2018/2015/Decreto/D8539.htm
http://www.planalto.gov.br/ccivil_03/_Ato2015-2018/2015/Decreto/D8539.htm
http://www.planalto.gov.br/ccivil_03/_Ato2015-2018/2015/Decreto/D8539.htm
http://www.planalto.gov.br/ccivil_03/_Ato2015-2018/2015/Decreto/D8539.htm
https://www.sei.ufu.br/sei/controlador_externo.php?acao=documento_conferir&id_orgao_acesso_externo=0


 

2 
 

GUSTAVO MOREIRA DA SILVA 

 

CARACTERIZAÇÃO E FILTRAGEM DE 

ELETROENCEFALOGRAMA CONTAMINADO POR 

ELETROMIOGRAFIA DOS MÚSCULOS FACIAIS 

 

Tese de doutorado apresentada ao Programa de Pós-

Graduação em Engenharia Elétrica da Universidade 

Federal de Uberlândia, como parte dos requisitos 

para obtenção do título de Doutor em Ciências. 

 

Área de Concentração: Processamento de Sinais 

 

 

Uberlândia, 25 de agosto de 2020. 

BANCA EXAMINADORA 

 

______________________________________________________ 
Prof. Adriano de Oliveira Andrade, PhD – FEELT/UFU 

Orientador 
 

______________________________________________________ 
Prof. Alcimar Barbosa Soares, PhD – FEELT/UFU 

 
_____________________________________________________ 

Prof. Dr. Adriano Alves Pereira – FEELT/UFU 

 
______________________________________________________ 

Prof. Dr. Marcus Fraga Vieira – FEFD/UFG 

 

______________________________________________________ 
Prof. Edgard Morya, PhD – IIN-ELS 

 
______________________________________________________ 

Prof. Dr. Adson Ferreira da Rocha – FGA/UNB 
  



 

3 
 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

Dedico esse trabalho à minha mãe 

Deusirene.  



 

4 
 

AGRADECIMENTOS 

Primeiramente a Deus por sempre me cercar das pessoas mais especiais, pela proteção e 

por toda a inspiração. 

Ao meu orientador, Professor Adriano Andrade, um profissional brilhante e um ser 

humano extremamente generoso. Obrigado por tudo que aprendi com você, pela confiança, pela 

parceria e pelo seu tempo dedicado na orientação deste trabalho e na minha orientação e apoio. 

Sou eternamente grato pela oportunidade que me foi dada aprender com você, um exemplo de 

competência e dedicação. 

Ao Professor Alcimar Soares, pelos valiosos ensinamentos e conselhos, pela inspiração 

que desperta nós desde a graduação e durante a convivência no Biolab. 

Ao professor Adriano Alves, desde a graduação sempre empenhado na docência e um ser 

humano incrível e pelo apoio nos momentos mais difíceis. 

À minha mãe Deusirene, sempre presente, obrigado por existir! Obrigado por sonhar 

todos os meus sonhos comigo e não medir esforços para me ajudar e acompanhar nessa jornada. 

À minha irmã e parceira de muitas jornadas Dênia, serei eternamente agradecido por estar 

sempre comigo. 

Aos meus irmãos, Letícia, Tarcísio, Elias e Ana Clara, por serem os melhores irmãos que 

poderia ter, amo imensamente cada uma de vocês. 

À Mariana Cardoso Melo, grande amiga e companheira que caminhou ao meu lado nessa 

jornada sempre me apoiando e incentivando. 

Aos meus amigos do NIATS e Biolab, Amanda Rabelo, Fábio Henrique, Luiza Maire, 

Carlos Magno, Samila e Dhainner. Obrigado a vocês pela amizade, auxílio nos desafios do dia a 

dia, pela parceria nos trabalhos e momentos de descontração. 

Aos meus amigos de vida, a família que escolhi: Lídia, Thyago, Maria, Issa, Vinícius, 

Douglas, Gabriela, Daniela, Edvânia, Karen, Damares, Fabiano, Fernando e Pablo. 

Ao programa de pós-graduação em Engenharia Elétrica da UFU. 

À CAPES pelo apoio financeiro. 

 

 

 

 

 

 

 



 

5 
 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

“Deus nos concedeu o dom de viver; 

compete a nós viver bem”.  (Voltaire) 

 



 

6 
 

RESUMO 

O Eletroencefalograma (EEG), é uma medida da atividade cerebral que ostenta as 

vantagens de portabilidade, baixo custo, alta resolução temporal e não invasivo. Os desafios 

desse exame são os artefatos de diferentes fontes que tornam a análise de dados do EEG mais 

difícil, e que potencialmente resulta em erros de interpretação. Portanto, é essencial para 

muitas aplicações médicas e práticas remover esses artefatos no pré-processamento antes de 

analisar os dados do EEG. Nos últimos trinta anos, vários métodos foram desenvolvidos para 

remover diferentes tipos de artefatos de dados de EEG contaminados; ainda assim, não há 

nenhum método padrão que pode ser usado de forma otimizada e, portanto, a pesquisa 

permanece atraente e desafiadora. Algumas aplicações, como as Interfaces Homem 

Computador (HCI), podem ocasionalmente estar associadas a frequentes contrações dos 

músculos da cabeça, corrompendo o sinal de controle baseado no EEG, requerendo a aplicação 

de alguma técnica de filtragem. No entanto, as técnicas padrão de ouro para filtragem de sinal 

ainda contêm limitações, como a incapacidade de eliminar o ruído em todos os canais EEG com 

relações sinal-ruído (SNR) muito baixas e quando a faixa espectral do ruído sobrepõe a do EEG, 

que caracteriza diversas contaminações no EEG, mas principalmente a contaminação oriunda 

do sinal eletromiográfico. Por esta razão, além de estudar e aplicar técnicas de filtragem, é 

necessário entender a contaminação do eletromiograma (EMG) ao longo do couro cabeludo. 

Alguns estudos concluíram que o artefato EMG contamina o EEG em frequências a partir de 15 

Hz em uma distribuição topográfica que engloba praticamente todo o couro cabeludo. Assim, o 

presente trabalho tem como objetivo estimar quantitativamente o ruído EMG em 16 canais 

bipolares de EEG distribuídos ao longo do couro cabeludo de acordo com o sistema 10-20. Essa 

estimativa foi baseada em um protocolo experimental considerando a aquisição simultânea de 

EEG e EMG de cinco músculos faciais amostrados a 5 kHz. O protocolo consistiu em ativar os 

músculos faciais enquanto o voluntário ouvisse 15 sons de bip. Os músculos avaliados foram o 

frontal, masseter, temporal, zigomático, orbicular do olho e orbicular da boca. A potência média 

do EEG contaminado pela EMG das contrações da musculatura facial foi comparado entre os 

períodos de contração muscular e não contração. Os resultados mostram que a contaminação 

muscular do frontal e do masseter provoca um aumento de energia sobre o couro cabeludo de 

63,5 μV2 para 816 μV2 e de 118,3 μV2 para 5,617,9 μV2, respectivamente. Além disso, este 

trabalho propõe uma técnica de remoção do artefato de EMG menos sensível a baixas SNRs que 

as atuais técnicas padrão ouro. O método proposto, chamado EMDRLS, emprega Decomposição 
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do Modo Empírico (EMD) para gerar uma referência de ruído EMG a um filtro RLS (Recursive 

Least Squares) adaptativo. Para testar o EMDRLS, foram coletados sinais de EEG de 10 indivíduos 

saudáveis durante a execução controlada de sucessivas contrações musculares faciais. O 

protocolo experimental considerou a ativação isolada dos músculos masseter e frontal. Os sinais 

corrompidos por EEG foram filtrados por EMDRLS considerando SNRs distintos. Os resultados 

foram comparados às abordagens tradicionais: Wiener, Wavelet, EMD e um método de 

filtragem híbrido wavelet-RLS. As seguintes métricas de desempenho foram consideradas na 

avaliação comparativa: (i) SNR do sinal contaminado; (ii) o erro quadrático médio da raiz (RMSE) 

entre o espectro de potência das épocas de EEG filtradas e sem artefatos; (iii) a preservação 

espectral de ritmos cerebrais (isto é, delta, teta, alfa, beta e gama) dos sinais filtrados. Para sinais 

EEG com SNR abaixo de -10dB, o método EMDRLS produziu sinais EEG filtrados com SNR 

variando de 0 a 10 dB. A técnica reduziu o RMSE dos canais frontais de 1,202 para 0,043, que 

são a fonte dos sinais de EEG mais corrompidos. O teste de Kruskal-Wallis e o teste post-hoc de 

Tukey-Kramer (p <0,05) confirmaram a preservação de todos os ritmos cerebrais dados pelos 

sinais de EEG filtrados pelo método EMDRLS. Os resultados mostraram que o método EMDRLS 

pode ser aplicado a sinais EEG altamente contaminados por sinal facial EMG com desempenho 

superior ao dos métodos estabelecidos. 

Palavras-chave: Eletroencefalograma (EEG), Eletromiograma (EMG), remoção de 

artefatos, filtragem digital, Caracterização do EEG, Interface Homem-Computador, 

decomposição em modos empíricos, filtragem adaptativa RLS, filtragem wavelet, filtragem de 

Wiener. 
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ABSTRACT 

The Electroencephalogram (EEG) has been the most preferred way of recording the 

brain activity due to its noninvasiveness and affordability benefits.  Information estimated from 

EEG has been employed broadly, e.g., for diagnosis or as input signal to Brain Computer 

Interfaces (BCI). Nevertheless, the EEG is prone to artifacts including non-brain physiological 

activities, such as eye blinking and the contraction of the muscles of the scalp. Some applications 

such as BCI systems may occasionally be associated with frequent contractions of muscles of the 

head corrupting the EEG-based control signal. This requires the application of a number of 

filtering techniques. However, standard gold techniques for signal filtering still contain 

limitations, such as the incapacity of eliminating noise in all EEG channels. For this reason, 

besides studying and applying filtering techniques, it is necessary to understand the 

contamination from electromyogram (EMG) along the scalp. Several studies concluded that 

EMG artifact contaminates the EEG at frequencies beginning at 15 Hz on the topographic 

distribution of the energy that encompasses practically the entire scalp. Thus, the present work 

aims to quantitatively estimate EMG noise in 16 bipolar channels of EEG distributed along the 

scalp according to the 10-20 system. This estimation was based on an experimental protocol 

considering the simultaneous acquisition of EEG and EMG of five facial muscles sampled at 5 

kHz. The protocol consisted in activating facial muscles while listening to 15 beep sounds. The 

evaluated muscles were occipitofrontalis (venter frontalis), masseter, temporalis, zygomaticus 

major, orbicularis oculi and orbicularis oris. The mean power of the EEG contaminated by EMG 

of facial muscles contractions was compared between the periods of muscle contraction and 

non-contraction. The results show that occipitofrontalis and masseter muscular contamination 

is present over the scalp with increase from 63.5 μV2 to 816 μV2 and from 118.3 μV2 to 5,617.9 

μV2, respectively. In addition, this paper proposes a technique for EMG artifact removal that is 

less sensitive to low SNR as the current gold standard techniques. The proposed method, so-

called EMDRLS, employs Empirical Mode Decomposition (EMD) to generate an EMG noise 

reference to an adaptive Recursive Least Squares (RLS) filter. To test EMDRLS, EEG signals were 

collected from 10 healthy subjects during the controlled execution of successive facial muscular 

contractions.  The experimental protocol considered the isolated activation of masseter and 

frontalis muscles. EEG corrupted signals were filtered by EMDRLS considering distinct SNRs. The 

results were compared to traditional approaches: Wiener, Wavelet, EMD and a hybrid wavelet-

RLS filtering method. The following performance metrics were considered in the comparative 
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evaluation: (i) SNR of the contaminated signal; (ii) the root mean square error (RMSE) between 

the power spectrum of artifact free and filtered EEG epochs; (iii) the spectral preservation of 

brain rhythms (i.e., delta, theta, alpha, beta, and gamma) of filtered signals. For EEG signals with 

SNR below -10dB, the EMDRLS method yielded filtered EEG signals with SNR varying from 0 to 

10 dB. The technique reduced the RMSE of frontal channels from 1.202 to 0.043, which are the 

source of the most corrupted EEG signals. The Kruskal-Wallis test and the Tukey-Kramer post-

hoc test (p < 0.05) confirmed the preservation of all brain rhythms given by EEG signals filtered 

with the EMDRLS method. The results have shown that the single-channel EMDRLS method can 

be applied to highly contaminated EEG signals by facial EMG signal with performance superior 

to that of established methods. 

 

 

Keywords: Electroencephalogram (EEG), Electromyogram (EMG), artifact removal, 

digital filtering, EEG characterization, Human Computer Interface, empirical mode 

decomposition, adaptive filtering, wavelet filtering, Wiener filtering. 
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Capítulo 1 

 

A ELETROENCEFALOGRAFIA COMO 

MEDIDA DA ATIVIDADE CEREBRAL: 

APLICAÇÕES E DESAFIOS 

A eletroencefalografia (EEG) é uma técnica para registro da atividade de populações 

neuronais do córtex cerebral medida no escalpo. É oriunda de um processo macroscópico, não 

invasivo, com alta resolução temporal e de baixo custo, se comparada aos exames de 

neuroimagem funcionais [1]. Essa informação funcional do cérebro é extensivamente empregada 

em diversas aplicações clínicas e comerciais, dentre elas, estudos em neurociência cognitiva, 

quantificação de habilidades cerebrais, diagnósticos de patologias corticais, biometria e Interfaces 

Cérebro-Computador (BCI) [2–5]. 

O sistema para medida deste sinal eletrofisiológico amplifica as minúsculas perturbações 

dos potenciais elétricos dos eletrodos posicionados no couro cabeludo. Esse sinal é medido no 

escalpo, o qual está anatomicamente separado das fontes geradoras do sinal pelas meninges, pelos 

ossos do crânio e o pelo couro cabeludo. Assim, os potenciais sinápticos que já apresentam baixas 

amplitudes, são fortemente atenuados por essas estruturas anatômicas reduzindo a amplitude do 

sinal lido no escalpo pelos eletrodos [6]. Devido à essa baixa amplitude, normalmente não 

ultrapassando 50 μV, o sinal EEG é extremamente suscetível a artefatos [7]. 
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Esses artefatos são normalmente causados por campos eletromagnéticos gerados por 

dispositivos eletrônicos próximos ou pela rede elétrica, além destes, artefatos podem ser 

produzidos por outras fontes de sinais eletrofisiológicos (por exemplo, a atividade muscular e 

cardíaca ou o movimento ocular) [8,9]. Essa contaminação diminui a precisão de aplicações, 

como interfaces cérebro-computador (BCI) ou diagnóstico de patologias, uma vez que a 

amplitude do artefato normalmente terá uma amplitude várias ordens de grandeza maior que a 

amplitude do eletroencefalograma (EEG) [10,11].  

Nesse contexto, a caracterização e eliminação de artefatos é um ponto crucial para 

garantir a validade das aplicações, tendo posto que essas requerem a correta interpretação dos 

sinais elétricos oriundos dos potenciais sinápticos medidos no escalpo. Dentre todo o conjunto de 

artefatos que podem comprometer esta interpretação do EEG, os sinais eletromiográficos (EMG) 

faciais são uma fonte importante de contaminação do EEG. O principal desafio em relação a 

eliminação do ruído gerado pelo sinal EMG reside no fato do sinal muscular emergir de músculos 

anatomicamente posicionados ao longo do crânio ou bem próximos deste, os quais, mesmo uma 

fraca contração muscular pode ser detectável em todo o couro cabeludo devido ao fenômeno do 

volume condutor. Além disso, o sinal EMG contém uma sobreposição espectral com o sinal EEG 

em praticamente todas as bandas de frequência [12]. 

Para resolver esse problema são descritos na literatura diversos métodos de filtragem de 

EEG, os quais apresentam algumas limitações. Estas envolvem, a incapacidade de completa 

remoção do ruído no sinal corrompido sem introduzir distorções indesejadas, a necessidade de 

informações do ruído a priori ou possuem alto custo computacional inviabilizando sua execução 

online. Essas limitações associadas às numerosas características que podem ser estimadas a partir 

do sinal EEG para atender as mais diversas aplicações resulta em múltiplos padrões de ouro para 

a remoção de artefatos de EEG [9,13–17].  

Além disso, a aplicação de métodos para remoção de contaminação EMG requer um bom 

entendimento das propriedades espectrais e topográficas dos artefatos. Como por exemplo, a 

característica do artefato no EEG em relação à localização anatômica ocupada pelo músculo que 

foi ativado. Para o estudo dos artefatos musculares no EEG, existem estudos que analisaram a 

distribuição da densidade espectral de potência ao longo do escalpo e a análise de coerência dos 

sinais em [12,18]. Esses estudos apontam principalmente a sobreposição espectral dos sinais EEG 

e EMG acima de 15 Hz, isso para protocolos experimentais que envolveram contrações 

musculares dos músculos frontal e masseter.  

No contexto da complexidade do artefato de EMG nos sinais EEG, esse trabalho visa 

caracterizar a contaminação eletromiográfica no sinal EEG e propor um novo método de filtragem 

para remoção de artefatos musculares no sinal EEG. Este método tem objetivo de remover em 

especial dos artefatos de alta potência que normalmente são evitados durante a coleta ou tem suas 

épocas removidas.  



 

18 
 

1.1 MOTIVAÇÃO E JUSTIFICATIVA 

A contaminação do EEG decorrente da proximidade entre os sítios de coleta dos sinais 

EEG com relação aos músculos faciais (como o frontal e o masseter) ocasiona em uma dificuldade 

de eliminação do artefato comprometendo as mais diversas aplicações do EEG. Dentre essas 

aplicações, este trabalho é especificamente inspirado na necessidade de remoção da contaminação 

do EEG gravado durante uma sequência de contrações musculares cujo o sinal EMG é utilizado 

para o manuseio de um cursor de uma interface homem-computador (HCI) [19]. A motivação 

para a remoção do ruído gerado pela contração dos músculos faciais demandou da necessidade 

de avaliação do EEG em um estudo do processo de aprendizagem durante o controle desta HCI 

[20].  

Entretanto, os maiores esforços para remoção de artefatos fisiológicos do EEG 

documentados na literatura estão direcionados para a contaminação causada pelo eletro-

oculograma (EOG). Isso devido ao fato de que esse tipo de contaminação origina de um evento 

fisiológico de maior ocorrência durante a gravação de EEG e além de ser mais difícil de ser 

evitado. Quanto às contrações musculares, estas são evidentemente mais fáceis de serem evitadas 

em uma coleta de EEG, entretanto, se não for evitada, o artefato gerado pode alcançar os eletrodos 

do escalpo com amplitudes na ordem de milhares de vezes maiores que o EEG, em uma ampla 

faixa de frequências. 

Por esta razão, o procedimento mais recorrente quando o EEG é contaminado por EMG, 

é a remoção das épocas contaminadas. Contudo, essa estratégia não é adequada quando se precisa 

analisar a atividade eletroencefalográfica de uma pessoa enquanto essa faz alguma contração 

muscular facial. Como o próprio exemplo que motivou esse trabalho que surgiu de uma demanda 

do próprio grupo de pesquisa, ao utilizar o EEG para compor um índice de aprendizado durante 

a utilização de uma HCI controlada por músculos faciais. Além dessa aplicação, a remoção de 

épocas contaminadas também pode não ser uma alternativa para as aplicações de BCI, EEG 

vestível, estudo da atividade cerebral durante crises epiléticas ou durante a fala. Isso leva a 

concluir que existe uma demanda por trabalhos que aprimorem as técnicas de remoção de artefato 

muscular. 

Atualmente, as técnicas de canal único, têm se mostrado as mais eficazes para a remoção 

do artefato muscular, principalmente se é conhecido um sinal de referência [21]. Contudo, a maior 

limitação dessa classe de técnicas de remoção é a queda de desempenho em relações sinal-ruído 

(SNR) abaixo de -10 dB, o que é algo bem comum nas contaminações causadas por músculos 

faciais [21–23] .Além disso, faltam estudos sobre a remoção de artefatos musculares faciais do 
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EEG. Isso é importante quando há necessidade de monitorar a atividade cerebral durante a 

interação humano-computador [49]. 

Em direção dessas necessidades, este estudo propõe o método EMDRLS na filtragem de 

EEG contaminado por EMG facial, o qual é independente de um ruído de referência externo e é 

adequado para sinais com baixo SNR (por exemplo, menor que -10 dB). Assim, a hipótese testada 

neste trabalho foi a de que um sinal de referência EMG de canal único, estimado a partir de 

decomposição em modos empirícos (EMD), em combinação com um filtro de mínimos quadrados 

recursivos (RLS) [24–26] melhorará a filtragem de EEG fortemente contaminado com EMG 

facial. Os resultados do método proposto, chamado EMDRLS, são comparados com os obtidos a 

partir de métodos tradicionais, como a filtragem wavelet, a filtragem Wiener, a filtragem EMD e 

a filtragem híbrida wavelet-RLS (wRLS). O protocolo experimental adotado neste estudo é 

baseado na necessidade prática de avaliar a atividade cerebral para quantificação da aprendizagem 

motora durante a interação com uma interface mioelétrica [27]. Além disso, este trabalho 

apresenta a caracterização da contaminação que foi útil para estabelecimento de valores alvo de 

SNR que o processo de filtragem precisa atender. 

1.2 OBJETIVOS DO TRABALHO 

O presente trabalho tem o objetivo central de apresentar e testar a proposta de um novo 

método para remoção de artefatos musculares de alta potência, denominado EMDRLS e 

confrontá-lo com os principais métodos para filtragem do artefato de EMG no sinal EEG. 

1.2.1 Objetivos específicos 

•  Elaboração de protocolos experimentais que ocasionam em uma contaminação 

controlada do sinal EEG aplicado ao uso de uma Interface Homem-Computador (HCI);  

• Coletar atividade muscular facial e cerebral de usuários durante a execução dos 

protocolos experimentais de coleta de dados;  

• Caracterizar e quantificar a contaminação do EEG causada pela contração muscular;  
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• Aplicar filtros nos sinais de EEG contaminados com EMG, e avaliar os sinais filtrados 

para medir o desempenho dos filtros.  

• Comparação de resultados da com os principais filtros de EEG utilizados. 
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1.4 ESTRUTURA DO TRABALHO 

O presente trabalho está dividido em oito capítulos. Este capítulo apresentou uma breve 

introdução ao tema da pesquisa com a motivação para seu desenvolvimento e os objetivos. 

O Capítulo 2 aborda os processos fisiológicos envolvidos na geração do sinal EEG 

detectável no escalpo, bem como o condicionamento e processamento necessário no sinal medido 

para caracterizar o sinal EEG. Além disso, são discutidos a natureza e características dos 

principais artefatos que podem contaminar o sinal de interesse. 

Perspectivas históricas e o Estado da arte com as principais técnicas de filtragem do EEG 

serão apresentadas no Capítulo 3. 

Na sequência, o Capítulo 4 mostra a caracterização do ruído presente no sinal EEG gerado 

por contração musculares faciais em um estudo com 10 voluntários. 

O Capítulo 5 apresenta a estratégia de filtragem de sinais EEG contaminados por sinais 

musculares o filtro EMDRLS. 

O Capítulo 6 apresenta uma visão com enfoque na inspeção visual das formas de onda e 

dos espectros do filtro EMDRLS em comparação com demais técnicas de canal único em um 

sinal semi-sintético. 

O desempenho do filtro EMDRLS aplicado à sinais reais para contaminações causadas 

por contrações dos músculos frontal e masseter são apresentadas no Capítulo 7. 

As discussões e conclusões deste trabalho são apresentadas no Capítulo 8. 
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Capítulo 2 

GERAÇÃO, AQUISIÇÃO E 

CARACTERÍSTICAS DO SINAL EEG 

Este capítulo aborda como o EEG reflete a atividade elétrica do cérebro medida no 

escalpo por meio de eletrodos posicionados sobre o couro cabeludo, bem como as características 

desse registro. Além disso, são explanados os requisitos de um sistema de EEG e os principais 

artefatos que corrompem a forma de onda do sinal neuronal. 

 

2.1 A GÊNESE DO SINAL EEG: DAS CÉLULAS 

PIRAMIDAIS AO GALVANÔMETRO 

A história do EEG em seres humanos parte da curiosidade do pesquisador Hans Berger 

nos fenômenos psíquicos da “energia mental” que culminou no seu relato de registro da atividade 

elétrica rítmica no couro cabeludo, em 1924. Entretanto, mesmo o pesquisador tendo demonstrado 

a deflexão angular do ponteiro de seu galvanômetro conectado à eletrodos posicionados sobre o 
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escalpo [28], apenas em 1934 quando Adrian e Mathews demonstraram que o ritmo alfa, ou 

“ritmo de Berger”, era de origem cortical que o EEG começou a ser aceito como um método de 

mensurar a atividade cerebral [29]. No entanto, as fontes neuronais do ritmo alfa permaneceram 

desconhecidas até os anos 1970, quando foi demonstrado que a geração do ritmo é oriunda de 

camadas do córtex visual [30]. 

Esse registro da atividade elétrica espontânea é gerado pelos neurônios cerebrais. Como 

todas as demais células do corpo, os neurônios têm altas concentrações de íons potássio (K+) e 

cloreto (Cl−) no interior, enquanto altas concentrações de íons sódio (Na+) e cálcio (Ca2+) são 

mantidas no exterior da célula. Isso leva a uma diferença de tensão em torno de -60 a -70 mV em 

relação à parte externa da membrana celular. Essa diferença de voltagem pode ser modificada por 

um fluxo de íons, os quais estes dependem de canais de abertura e fechamento de íons que são 

induzidos por estímulos elétricos ou químicos.  

Uma redução dessa diferença de tensão através da membrana, devido a um influxo de 

íons positivos carregados na célula, resulta em um potencial menos negativo da membrana e é 

denominado despolarização. E um aumento que leve a um potencial mais negativo da membrana 

é chamado hiperpolarização. Quando uma quantidade crítica de Na+ entra na célula e o potencial 

da membrana atinge um nível limite, a abertura de canais adicionais de Na+ é facilitada, levando 

a um aumento acentuado da despolarização. Esse rápido evento despolarizante corresponde à fase 

ascendente do potencial de ação, enquanto a fase descendente está relacionada a um fluxo de íons 

K+ que, combinado com uma diminuição do influxo de Na+, induz uma repolarização da célula. 

Após um potencial de ação, há uma inativação transitória dos canais de Na+ que causa um período 

refratário durante o qual outro potencial de ação não pode ser gerado [31,32]. 

O potencial de ação pode percorrer longas distâncias axonais o qual alcança o terminal 

nervoso sem perda de amplitude. Assim, ele dispara a liberação de neurotransmissores na fenda 

sináptica, propagando o sinal para o próximo neurônio no circuito. Um potencial de ação no 

neurônio pré-sináptico de natureza excitatória ou inibitória induz o que chamamos de potencial 

excitatório pós-sináptico (PEPS) e de potencial inibitório pós-sináptico (PIPS), no neurônio pós-

sináptico. Um PEPS produz um influxo de cargas positivas na célula, enquanto um PIPS age de 

maneira oposta, induzindo um fluxo de cargas positivas fora da célula. Ambos, PEPS e PIPS, 

representam a fonte mais importante na leitura dos sinais de EEG no escalpo [33].  

Ao contrário dos potenciais de ação (normalmente com maior amplitude), os potenciais 

sinápticos têm uma duração mais longa (dezenas de milissegundos), o que aumenta a 

probabilidade desses eventos ocorrerem com uma sobreposição temporal. Além disso, envolvem 

uma superfície de membrana maior. Essas características contribuem com soma temporal e 

espacial de potenciais sincronizados que podem ser lidos no escalpo refletindo atividade cerebral 

[34].  
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Buzsaki e colaboradores em 2003 destacaram uma possível contribuição de eventos 

intercelulares não sinápticos, como oscilações subliminares, após potenciais e picos de Ca2+, que 

também produzem eventos transmembranares duradouros, para o sinal de EEG [32]. Além disso, 

Speckmann e colaboradores também complementaram em 2006, que não apenas os neurônios, 

mas também as células da glia podem contribuir para o campo médio medido pelo EEG, 

provavelmente com um efeito amplificador [34]. 

Contudo a  principal contribuição para o sinal elétrico detectado pelo eletroencefalógrafo 

é de majoriatriamente representada pela soma de PIPS E PEPS nos dendritos e corpos celulares 

neuronais do córtex, em particular os dos neurônios piramidais de orientação vertical, com 

dendritos apicais estendendo-se para lâminas e axônios mais superficiais, projetando-se para 

lâminas mais profundas. A polaridade dos potenciais de superfície está relacionada à localização 

da atividade sináptica no córtex, uma vez que os eletrodos do EEG no couro cabeludo detectam 

os campos elétricos extracelulares gerados mais próximos da superfície cortical [35].  

Tais processos permitem o sistema nervoso executar sua principal função que é a de 

controlar as atividades do corpo, processando as informações aferentes. Contudo, cerca de 99% 

da informação sensorial é descartada pelo cérebro, sendo que apenas as informações sensoriais 

importantes são canalizadas para regiões integrativas e motoras apropriadas objetivando provocar 

respostas desejadas. Em análise temporal o comportamento do sinal EEG não tem padrão 

específico, porém há momentos que características específicas podem aparecer, ocorrendo 

principalmente quando há presença de patologias neurológicas [31].  

2.2 OS RITMOS CEREBRAIS 

Pode não ser surpreendente que os mecanismos de geração e o significado funcional do 

EEG permaneceram controversos por um tempo relativamente longo, considerando a 

complexidade dos sistemas neuronais subjacentes e a propagação dessa energia para a superfície 

ao couro cabeludo graças às propriedades do volume condutor. Tal complexidade de origem 

demandou por classificações do sinal EEG que se relacionassem com determinados processos 

eletrofisiológicos corticais. Assim, a metodologia mais clássica de identificação dos diferentes 

padrões do sinal EEG é através dos ritmos da forma de onda, os quais configuram um 

agrupamento da frequência dominante em bandas de frequência específicas [1,36]. 

Desde as descobertas de Hans Berger, oscilações de potenciais elétricos medidos no 

escalpo de inúmeras espécies de mamíferos foram estudadas, hoje se sabe que essas oscilações 
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partem de oscilações lentas com períodos de minutos até oscilações muito rápidas com 

frequências atingindo 600 hertz. Em seres humanos, tais faixas de frequências descobertas foram 

posteriormente rotuladas com letras gregas e as fronteiras entre as bandas determinadas de 

maneira arbitrária [32]. Essa forma de classificação para as bandas de frequência do EEG (delta, 

teta, alfa, beta e gama), como mostrado na Tabela 1, é uma das classificações mais aceitas, 

estabelece pelo 5 bandas entre 0,5 Hz até 70 Hz. 

Tabela 1: Bandas de frequências básicas do sinal EEG. Época retirada de coleta realizada 
neste estudo e decomposta dentro de tais faixas de frequências por meio de filtros passa banda digitais 
do tipo Butterworth sintonizados nas 5 faixas das bandas do EEG. 

Nome da 
banda 

Faixa de 
Frequência 

Forma de onda – 8 segundos de gravação 

Delta 0,5 Hz – 4 Hz 

 

Teta 4 Hz – 7 Hz 

 

Alfa 7 Hz – 13 Hz 

 

Beta 13 Hz – 30 Hz 

 

Gama 30 Hz – 70 Hz 

 
 

Essas bandas de frequências apresentadas na Tabela 1 inferem processos cerebrais 

diferentes e merecem a devida atenção sendo relevantes também no processo de caracterização 

de artefatos e nas medidas de desempenho de um filtro de EEG. A Tabela 2 explicita mais detalhes 

das principais bandas relacionadas com os processos corticais básicos e a sua distribuição 

topográfica. Apesar do intervalo de frequência típico empregado para o diagnóstico de várias 

condições cerebrais concentram-se nas bandas de baixa frequência (delta, teta e alfa), nas atuais 

aplicações devem ser incluídos componentes de alta frequência (> 30 Hz). Estes componentes, 

são incluídos nas análises de sinais de EEG aplicados a avaliações clínicas em doenças como 

esquizofrenia, déficits no processamento visual e disfunções do córtex motor. Isso foi possível a 

partir do início do uso de técnicas computacionais de processamento digital de sinais (PDS) na 

faixa de frequência acima 30 Hz [37,38].  
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Apesar de frequentemente descrita com a faixa de 30 a 70 Hz, hoje é conhecido que a 

atividade da banda gama ultrapassa essa faixa de frequência de EEG e pode alcançar 200 Hz, e é 

amplamente distribuída pelas estruturas cerebrais. Sabe-se que as altas frequências do EEG estão 

envolvidas em funções cerebrais, como percepção, atenção, memória, consciência, plasticidade 

sináptica e controle motor [39]. Assim, dentro da faixa de frequência da banda gama, é possível 

diferenciar a clássica faixa de frequências da banda gama (30–70 Hz) e as altas frequências da 

banda gama (high gamma-band) (70–200 Hz). Alguns estudos eletrofisiológicos mostraram que 

a atividade da banda gama na faixa de frequências de 30 a 90 Hz pode ser registrada em uma 

ampla gama de regiões do cérebro durante o repouso ou na execução de tarefas motoras [40,41]. 

A atividade da banda gama é normalmente registrada com um alto número de eletrodos, 

para avaliação da dor muscular tônica ou do processamento multissensorial em pacientes com 

esquizofrenia. Esse processo requer métodos complexos de processamento de sinal para reduzir 

o ruído e amplificar os componentes (filtros passa-banda, rejeição de artefato, ICA, wavelets). As 

análises são baseadas na densidade espectral de potência na banda de interesse usando análises 

de tempo-frequência.  

Tabela 2: Resumo das principais propriedades dos ritmos do EEG abaixo de 70 Hz 
[1,31,36,38,42–46]. 

 Distribuição Estados de 
sentimento 
subjetivo 

Tarefas e 
comportamentos 

associados 

Correlatos 
fisiológicos 

Delta Geralmente ampla ou difusa, pode 
ser bilateral. 

Sono profundo, sem 
sonhos, sono não-
REM, transe, 
inconsciência. 

Letárgico, sem 
movimento, não 
atento. 

Não se movendo, 
baixo nível de 
excitação. 

Teta Geralmente regional, pode 
envolver muitos lobos, pode ser 
lateralizada ou difusa. 

Intuitivo, criativo, 
recordação, fantasia, 
imagens, sonolento. 

Criatividade, mas 
também pode ser 
distraído, 
desfocado. 
 

Relaxado 

Alfa Regional, geralmente envolve 
lobo inteiro; forte no occipital com 
olhos fechados 

Relaxado, não 
agitado, mas não 
sonolento; tranquilo, 
consciente.  
 

Meditação, sem 
ação. 

Relaxado 

Beta Localizada lateralmente e por lobo 
(frontal, occipital, etc.). Pode ser 
focado em um eletrodo. 

Focado, pensamento 
integrado, 
consciente de si e do 
entorno, estado de 
alerta, agitação. 
 

Atividade mental, 
por exemplo, 
matemática, 
planejamento. 

Alerta, ativo 

Gama muito localizada Pensamento; 
pensamento 
integrado 

Processamento de 
informações de alto 
nível  

Associados ao 
processamento de 
tarefas ricas em 
informações 

 

O entendimento, e a correta interpretação das origens e causas das diferentes formas de 

onda contidas em um sinal EEG tem importância obvia para a efetividade das diversas aplicações. 

Entretanto, tem uma importância particular nos processos de filtragem de artefatos. Isso porque é 

importante que os processos de filtragem ofereçam garantias da qualidade do sinal recuperado 

pelo filtro, além do fato de manter os investigadores atentos aos protocolos de coletas de dados. 
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recomendam a configuração de posicionamento conhecida como 10-20 [50]. Esta configuração 

usa as distâncias entre os marcos ósseos da cabeça para gerar um sistema de linhas, que passam 

pela cabeça e se cruzam em intervalos de 10 ou 20% do seu comprimento total, atribuindo 

números ímpares para os eletrodos do lado esquerdo da cabeça e números pares para os eletrodos 

do lado esquerdo. O uso do sistema 10-20 garante uma cobertura simétrica e uma 

reprodutibilidade na colocação dos eletrodos e que assegura uma comparação mais precisa entre 

registros diferentes de EEG  [51,52].  

Em conjunto com as propriedades físicas e os arranjos de posicionamento, a ligação 

elétrica dos eletrodos também é outro fator importante do sistema de aquisição. A maneira como 

cada eletrodo é conectado nos pinos de entrada do amplificador de instrumentação é denominado 

montagem. Estas podem ser requisitadas principalmente de duas derivações: (1) referência 

comum ou montagem unipolar, o eletrodo é medido em relação à uma referência em comum com 

todos os outros eletrodos – eletrodos no lóbulo da orelha (A1 ou A2), o eletrodo Cz ou o Fpz, 

como mostrado na Figura 2a; (2) montagem bipolar, o eletrodo é medido em relação à algum 

eletrodo vizinho como mostrado na Figura 2b. Além dessas referências a nível de hardware, a 

referência comum média, que é uma média da medida de grupos de eletrodos pode ser usada como 

referência na medida de cada eletrodos, como exemplo das referências laplacianas, CAR 

(common average reference) ou combinação dos eletrodos A1 e A2, os quais podem ser 

considerados referências médias comuns [42,48,53,54]. Essa última técnica que utiliza a média 

comum também é conhecida como gravação sem referência. Normalmente todas essas montagens 

podem ser requisitadas para todo EEG, permitindo um eletroencefalografista no momento da 

revisão analisar o traçado em diversas montagens [55]. Contudo, apesar dessas montagens 

apresentarem vantagens e desvantagens a cada aplicação, na área de instrumentação biomédica 

moderna, a escolha de uma dessas três montagens de eletrodos não ocasionará em prejuízo nas 

medições [56–58]. Afinal, devido à alta capacidade de processamento computacional atual, as 

referências podem ser facilmente recalculadas. 
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2.3.2 Sistema de condicionamento de sinais 

Conforme vem sendo construído ao longo deste capítulo, o monitoramento da atividade 

elétrica cerebral nos auxilia a entender o funcionamento dos substratos neurais fisiológicos e 

patológicos. Entretanto, como fora apresentado, a baixa amplitude dos sinais de EEG e a sua 

susceptibilidade a ruídos dificultam a sua detecção. Assim o ponto de partida de um instrumento 

para aquisição e condicionamento de dados de EEG se baseia principalmente: (1) na amplitude 

do EEG medido pelos eletrodos do escalpo, que compreendem valores entre 1 e 50 microvolts; 

(2) na faixa frequência ocupada, abrangendo um espectro com largura de até 200Hz, apesar da 

maioria das aplicações e coletas limitarem a banda em 70 Hz [40] e (3) nos deslocamentos do 

offset do sinal devido à interface eletrodo-tecido e ocasionais movimentos dos cabos e do próprio 

sujeito. Por conseguinte, os modernos condicionadores de sinal EEG usados em seres humanos 

contam com alto ganho, alta impedância de entrada e filtragem passa-banda [59].  

A Figura 3 apresenta um diagrama de blocos referente a instrumentação do sistema de 

aquisição, o qual compõe o sistema de EEG mostrado na Figura 1 com seus elementos analógicos 

e digitais. Conforme mostrado na Figura, o mesmo é composto basicamente por (1) 

amplificadores, (2) filtros e (3) conversores analógico-digitais (ADC): (1) Os estágios de 

amplificação apresentam alto ganho, na ordem de 20.000 vezes, uma vez que potenciais do 

cérebro medidos no couro cabeludo são da ordem de microvolts. Além disso, os amplificadores 

de instrumentação contribuem com o condicionamento do sinal medido através do casamento de 

impedâncias feito com a interface eletrodo-pele por meio de uma alta impedância de entrada, na 

ordem de Gigaohms, resultando em uma maior transferência de potência. O estágio de 

amplificação para EEG também normalmente demandará de uma rejeição em modo comum nos 

pinos de entrada do amplificador de instrumentação superior ao que se exige na aquisição de 

outros biopotenciais (exemplo: ECG e EMG), acima de 100 dB [48,60]. (2) A filtragem analógica 

é uma etapa de pré-processamento na qual atenua frequências externas à faixa de frequências do 

EEG, reduzindo a contaminação do EEG bem como limitando a frequência máxima do sinal 

amostrado, evitando o aliasing [61]. (3) O conversor analógico-digital (ADC) digitaliza os dados 

do EEG por amostragem (converte o sinal EEG de tempo contínuo em um sinal de tempo discreto) 

e atribui um nível quantizado para cada amostra. Nesse estágio deve ser observado a frequência 

de amostragem, na qual provoca alterações no espectro do sinal amostrado e a deve atender 

fundamentalmente o teorema da amostragem [48,59–61]. Também deve ser observado a 

sensibilidade do quantizador, no qual os níveis de quantização devem privilegiar a forma de onda 

do EEG ao mesmo tempo que auxilia suprimir ruídos intrínsecos dos condutores, como o ruído 
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térmico. É importante também se atentar em um projeto de aquisição e processamento, a adição 

de ruído no sinal EEG causada pelo processo da quantização uniforme [62,63].  

 

Figura 3: Diagrama esquemático do bloco de aquisição de dados de um sistema de EEG. O 
mesmo apresenta as condições mínimas para leitura e amostragem de um sinal EEG tanto em relação 
aos parâmetros do amplificador de instrumentação como em relação aos filtros e o amostrador. 

2.3.3 Demais elementos de um sistema de aquisição de sinal EEG 

Um dos grandes saltos na consolidação das diversas aplicações do EEG se deu devido ao 

emprego de microprocessadores nas máquinas de EEG, por isso, um computador poderá interligar 

demais elementos periféricos ao registro do EEG. Tais elementos, como mostrado na Figura 1, 

incluirão interfaces gráficas e os bancos de dados das aplicações diagnósticas. Além disso, como 

é sabido, o computador também é recurso que permitiu a interligação das leituras de EEG com 

HCIs e BCIs das mais variadas aplicações, abrangendo de comunicações a jogos virtuais. 
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2.4 OS PRINCIPAIS ARTEFATOS PRESENTES NO 

SINAL EEG 

O uso do computador para processamento de um sinal de origem analógica, a exemplo de 

um sinal biomédico, implica que este sinal analógico deve ser representado no formato digital 

[64]. Consequentemente, dois fatos sobre a mensagem analógica são apontados: (i) a mensagem 

analógica que contém a forma de onda original da informação desejada e que (ii) o próprio 

processo de digitalização desta, adicionará um ruído de digitalização intrínseco. No entanto, os 

sistemas digitais são mais robustos que os sistemas analógicos, pois toleram melhor o ruído e a 

distorção ao longo do canal [63,65]. 

Desta forma, a tratativa dos sinais biomédicos no domínio digital possibilitou, não 

somente o avanço no processamento e armazenamento das informações, como também foi um 

importante fator no aumento da relação sinal-ruído. Contudo, a propagação dos biopotenciais 

humanos pelo menos entre o ponto de geração até o ponto de detecção nos eletrodos é feita por 

um canal analógico, que são os próprios tecidos do corpo. Durante essa propagação reside um dos 

principais desafios da aquisição de biopotenciais, que é a contaminação por outros potenciais 

elétricos que não contém a informação desejada.  

Nesse sentido, os artefatos comuns no EEG podem ser divididos em duas categorias: 

fisiológicos e os não-fisiológicos. Sinais elétricos originados em fontes não são cerebrais do corpo 

humano são os ruídos fisiológicos do EEG. Já os artefatos originados de fontes externas ao corpo 

são os sinais não fisiológicos. A Figura 4 esquematiza o processo de registro de EEG, partindo da 

geração do potencial elétrico pelas células nervosas até a entrada dos estágios de amplificação 

dos leitores de EEG. Os potenciais pré e pós-sinápticos que formam o EEG (Veeg(t)) são somados 

aos potenciais gerados pelos diversos artefatos fisiológicos (EMG, ECG, EOG e etc).  

A Figura também permite verificar que a informação oriunda dos tecidos neurais, além 

de somadas com artefatos fisiológicos, também estão sujeitas à imposição de uma forte atenuação 

na interface pele-eletrodo, devido à magnitude da sua impedância. Além disso, após percorrer a 

interface eletrodo-pele, o sinal EEG ainda estará sujeito à importantes artefatos não-fisiológicos, 

como por exemplo o potencial de meia-célula dos eletrodos, potenciais oriundos de interferências 

eletromagnéticas ao longo dos cabos, além de eventuais artefatos causados pelo movimento dos 

cabos ou dos eletrodos [6,48,62,66]. 
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Figura 4: Esquema das diferentes fontes de artefatos presentes no registro de EEG. Os 
principais produtores de artefatos são oriundos dos artefatos biológicos (mais próximos da fonte), a 
interface eletrodo-pele e eventuais movimentos dos cabos ou eletrodos. 

 

Para descrever esse conjunto de artefatos, a Tabela 3 apresenta as características dos 

principais ruídos presentes em um registro de EEG. Nela são tabelados os artefatos fisiológicos 

[67]:  

• Os artefatos oculares, decorrentes do globo ocular agindo como um dipolo elétrico o qual 

propaga artefatos de grande amplitude no EEG, estes incluem piscadas, movimentos 

verticais e horizontais dos olhos, movimento durante o sono REM etc;  

• Os artefatos musculares, se enquadram como um dos mais proeminentes, com 

frequências espectrais mínimas a partir de 15 Hz, geradas principalmente por mordidas, 

fala, movimento das sobrancelhas, movimento da boca e do nariz e etc;  

• Artefatos cardíacos, advindos do campo eletromagnético gerado pelo coração, podendo 

adicionar ruído de ECG e um ruído originado na pulsação, este último de baixa frequência 

que pode ser bem semelhante ao próprio EEG;  

• Artefatos respiratórios, originados nos movimentos de inspiração e expiração os quais 

podem se parecer com as ondas lentas do EEG, delta por exemplo;  

• Artefatos na interface pele-eletrodo, estes têm origem no suor, ou endotérmicas o quais 

podem causar alterações na concentração eletrolítica na interface, ocasionando em um 

artefato de baixa frequência até 0,5 Hz. 

 

Além disso, a Tabela também mostra os artefatos de origem não fisiológica [68]: 

• Os instrumentais, como 50/60 Hz da rede e seus harmônicos; eletrodos soltos ou mal 

colocados os quais podem levar a mudança de impedância na interface eletrodo-tecido, 

vale lembrar que estes são diferentes dos artefatos gerados por suor na pele; 
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• As interferências vindas dos dispositivos elétricos, eletrônicos, máquinas e qualquer 

interferência sonora ou óptica que possam ser captadas pelos eletrodos de EEG como 

artefatos; 

• Artefatos de movimento do sujeito, os quais tem uma amplitude extremamente alta, 

normalmente saturando o fundo de escala das gravações, gerados principalmente por 

movimento da cabeça, movimentos nos membros, tremores, caminhada, corridas, e 

muitos outros. 

 

Tabela 3: Diferentes tipos de artefatos e suas origens. 
Fisiológico/Interno Não-Fisiológico/Externo 

Ocular Cardíaco Muscular Outros Instrumental Interferências Movimento 
Piscada, 

movimento 
ocular, 

espasmos na 
pálpebra, 

Movimento 
rápido dos 
olhos (sono 
REM) e etc. 

ECG e 
pulsação 

Mastigação, 
deglutição, 

fala, 
contração 
do couro 

cabeludo e 
etc.  

Respiração, 
pele e etc. 

Eletrodos 
mal 

posicionados, 
movimento 

de cabo, 
problemas no 
aterramento 

Elétrica, 
magnética, 

sonora e etc. 

Movimento 
da cabeça, 
do corpo, 

dos 
membros, 
tremores e 

etc. 

 

2.5 CONSIDERAÇÕES FINAIS 

Este capítulo apresentou a geração do sinal EEG lido pelos sistemas de aquisição, as 

interpretações básicas das formas de onda, as características e os requisitos mínimos a serem 

atendidos em um sistema de aquisição. O capítulo encerrou abordando sobre os artefatos nos quais 

o EEG está susceptível o que ajuda a direcionar o capítulo a seguir para a discussão de conceitos 

clássicos de processamento e filtragem de sinais digitais bem como a análise da abordagem dos 

recentes esforços na literatura em torno da filtragem do EEG.  
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Capítulo 3 

 

FILTRAGEM DE SINAIS AMOSTRADOS 

NO TEMPO E AS PRINCIPAIS 
ESTRATÉGIAS DE FILTRAGEM DO EEG 

 

 

Conforme abordado no Capítulo 2, o EEG pode ser contaminado por artefatos de diversas 

naturezas, os quais sobrepõem a forma de onda de interesse. Isso demanda de sistemas que 

removam o artefato sinal contaminado. Assim, esse capítulo apresenta as principais técnicas 

descritas na literatura usadas para a remoção de artefatos do EEG. E por fim, é apresentado uma 

análise dos trabalhos desde 2008 os quais foram direcionados para a remoção de artefatos do sinal 

EEG.   
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3.1 PRINCIPAIS TÉCNICAS DE REMOÇÃO DE 

ARTEFATOS DO EEG 

Ao se estudar a filtragem digital de forma abrangente, normalmente são apresentados 

conceitos relacionados com o projeto de filtros lineares digitais, como os filtros de resposta ao 

impulso finita e infinita (FIR e IIR). Para o EEG, no entanto, um projeto de filtros FIR ou IIR não 

é sempre tão eficiente na remoção de alguns artefatos, especialmente os artefatos de origem 

fisiológica. Isso ocorre devido à sobreposição com as faixas de frequência dos artefatos e da 

natureza não linear da geração tanto do EEG como dos artefatos. Deste modo, o condicionamento 

do sinal EEG, que inclui a remoção de artefatos, requer tanto técnicas de filtragem linear e 

determinística, como o caso dos filtros IIR e FIR, quanto técnicas de filtragem não linear, 

filtragem adaptativa e baseada em decomposição [6,8,9,13,15,69]. 

Essa seção apresenta as principais técnicas descritas na literatura para a remoção de 

artefatos fisiológicos do EEG. Destas técnicas, os filtros seletores de frequência, passa-baixa, 

passa-faixa ou passa-alta representam classicamente uma das primeiras tentativas de remoção de 

artefatos do EEG. Contudo, isso só é eficaz quando as faixas de frequência do sinal e da 

interferência não são sobrepostas [8].  

Nesse contexto, a literatura apresenta as seguintes técnicas para remoção de artefatos no 

EEG: filtragem adaptativa [70]; filtragem de wiener [71,72], filtragem bayesiana [73], Blind 

Source Separation (BSS) [74,75], transformada wavelet (WT) [76,77], empirical mode 

decomposition (EMD) [78,79] e métodos híbridos [14,80–83]. 

3.1.1 Filtragem Adaptativa 

Um filtro adaptativo é necessário quando as especificações fixas são desconhecidas 

quando não podem ser satisfeitas por filtros invariantes no tempo. Estritamente falando, um filtro 

adaptativo é um filtro não linear já que suas características dependem do sinal de entrada e 

consequentemente a homogeneidade e aditividade não serão atendidas. No entanto, se os 

parâmetros do filtro fossem congelados em um determinado instante de tempo, a maioria dos 

filtros adaptativos seriam lineares. Portanto, os filtros adaptativos variam no tempo, pois seus 

parâmetros estão mudando continuamente para atender a um requisito de desempenho [84].  
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A literatura descreve que a família de algoritmos mais prevalente para a rejeição de 

artefatos de EEG é baseada no método de mínimos quadrados, a qual é linear em complexidade 

e convergência [70,90]. 

3.1.2 Filtragem de Wiener 

A filtragem de Wiener está fundamentada na teoria de inferência estatística na qual busca 

a definição de critérios para a escolha de estimadores de parâmetros populacionais a partir de 

características de uma amostra aleatória [91]. 

Assim, considerando um sinal 𝑥[𝑛], por exemplo o EEG, contaminado por um processo 

ruidoso 𝑣[𝑛], o quais combinados formam o sinal discreto no tempo 𝑦[𝑛]. 
 𝑦[𝑛] =  𝑥[𝑛] + 𝑣[𝑛] (1) 
 

O objetivo do filtro de Wiener é estimar valores de 𝑥[𝑛], a partir dos valores de 𝑦[𝑛], 
sendo 𝑥[𝑛] uma estimativa do sinal desejado 𝑥[𝑛]. Essa estimativa, é dada pela soma de 

convolução entre 𝑦[𝑛] e o vetor de coeficientes de Wiener 𝑤𝑘, conforme mostra a Equação 2 e o 

diagrama da Figura 6. 

𝑥[𝑛] =  ∑ 𝑤𝑘𝑦(𝑚 − 𝑘)  =  𝑤𝑇𝑦𝑃−1
𝑘=0  (2) 
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de relatos recentes literatura que testaram essa abordagem na remoção de ruídos do sinal EEG. 

Borowicz em 2017, comparou a multichannel Wiener filter (MWF) com BSS na remoção de 

artefatos do EEG, tendo MWF o melhor desempenho [92]. Ademais, Ferdous e Ali em 2015 

compararam filtros de Wiener e de Kalman [71], tendo novamente o filtro de Wiener sido mais 

efetivo na remoção do artefato do EEG.  

3.1.3 Filtro de Kalman 

O filtro de Kalman, assim como o filtro de Wiener, é uma classe de filtro adaptativo, 

porém se fundamenta em um conjunto de equações matemáticas as quais constituem um processo 

recursivo eficiente de estimação. Além disso, assim como a filtragem de Wiener, o mesmo 

também é direcionado à minimização do erro quadrático entre uma informação medida e 

estimada, contudo, trata-se de um procedimento aplicável quando os modelos do sistema estão 

escritos sob a forma espaço-estado, sendo uma essa uma importante particularidade do filtro de 

Kalman [93]. 

 Formulado por Thorvald Nicolai Thiele em 1880 e Peter Swerling em 1958, o mesmo 

foi aplicado para estimativa de trajetória no programa espacial Apollo. O mesmo possui diversas 

aplicações sendo amplamente utilizado no controle de processos, em rádios, rastreamento de 

posição GPS, em HCIs baseadas em EEG [73,89,94], localização de fontes no EEG [95] e 

detecção e remoção de artefatos de EEG [96,97]. Trata-se de um filtro emprega as distribuições 

de probabilidade anteriores do sinal e os processos de ruído com o objetivo na minimização da 

estimativa do erro quadrático de um sinal não-estacionário com ruído. O sinal estimado é 

modelado utilizando a formulação do espaço de estados descrevendo seu comportamento 

dinâmico gerando sinais que podem ser medidos e processados utilizando fórmulas recursivas de 

estimativa de tempo [26].  

Antes da descrição do funcionamento do filtro é importante explicar o que é a 

representação em espaço de estados, que pode ser definida como uma forma conveniente de 

representar alguns sistemas dinâmicos. Em tal descrição, as saídas dos elementos de memória são 

consideradas como estados do sistema. Os sinais de estado são coletados em um vetor denotado 

como 𝑥[𝑘], que por sua vez são gerados do seu estado anterior 𝑥[𝑘 − 1] e de um vetor de sinal 

externo denotado como 𝑢[𝑘]. Os sinais medidos são coletados em outro vetor denotado 

como 𝑦[𝑘] cujos elementos são originários de combinações lineares das variáveis de estado atual 

e dos sinais externos representados em 𝑢1[𝑘] [26]. 
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componentes principais (PCA), análise de componentes independentes (ICA), análise de 

correlação canônica (CCA) descritas a seguir: 

 

3.1.4.1 Análise de Componentes Principais (PCA) 

Análise de componentes principais usa uma transformação ortogonal para converter um 

conjunto de observações de variáveis possivelmente correlacionadas em variáveis lineares 

descorrelacionadas, chamadas componentes principais. Estas existirão em menor ou igual número 

em relação às variáveis originais. Uma forma de exemplificar é que esse tipo de transformação 

irá resultar em um novo sistema de coordenadas em que os eixos desse sistema correspondem as 

componentes principais. As restrições impostas nessa técnica é a de que as componentes 

principais, possuam seus eixos na direção de maior variância dos dados possível e que sejam 

ortogonais entre si. No contexto da separação de fontes, esta técnica é baseada na suposição de 

que o conjunto de dados é normalmente distribuído e que as fontes são não-correlacionadas [102].   

A PCA foi introduzida na análise de EEG por Berg em 1991 [103] que utilizou para 

determinar a distribuição da atividade ocular no EEG e então foi usada também na remoção de 

artefatos de EOG [104]. Entretanto, pode ser argumentado que a PCA não seja um algoritmo BSS 

válido, uma vez que a restrição de ortogonalidade das fontes é irreal [105]. De fato, também foi 

demonstrado que a PCA é incapaz de separar alguns componentes ruidosos dos sinais cerebrais, 

especialmente se tiverem amplitudes similares [104]. 

Apesar disso, a recuperação cega via estatística de segunda ordem, mesmo que gere sinais 

não-análogos às fontes verdadeiras provou ser útil em alguns domínios para a separação de sinais 

[105]. Especialmente na construção de filtros espaciais para separação de artefatos de sinais 

cerebrais [106]. Em conjunto disso, algumas extensões para este método foram propostas com o 

objetivo de tornar a PCA mais efetiva contra certos tipos de ruído. Alguns desses algoritmos 

incluem PCA robusta [107], bem como o Kernel PCA (KPCA) que é uma versão não-linear da 

PCA [108].  

Portanto, mesmo a PCA sendo útil na remoção de certos tipos de artefatos em alguns 

cenários de contaminação de EEG [109], a maioria dos estudos atuais na literatura emprega outros 

métodos na remoção de artefato do EEG. Fato é de que a PCA é frequentemente usada apenas 

como uma primeira descorrelação ou na etapa de branqueamento de um algoritmo ICA. A 

literatura aponta que a suposição de independência entre artefatos e sinais cerebrais é mais 

razoável que a suposição de ortogonalidade [74,101,110].  
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3.1.4.2 Análise de Componentes Independentes (ICA) 

A Análise de Componentes Independentes é uma técnica de BSS na qual sinais 

multicanais são separados em fontes ou componentes independentes (ICs), por meio da geração 

de uma estimativa �̂� das fontes 𝒔 [111]. O conceito de independência pode ser explicado do 

seguinte modo: dado duas varáveis aleatórias x e y, estas serão independentes se a função 

densidade de probabilidade conjunta, 𝑝(𝑥, 𝑦) for igual as probabilidades marginais de x e y, 𝑝(𝑥) 

e 𝑝(𝑦) respectivamente [99]. A Equação 11 mostra essa condição. 

 𝑝(𝑥, 𝑦) = 𝑝(𝑥)𝑝(𝑦) (11) 
 

Essa condição de independência advém da descorrelação não-linear, que é a condição da 

ICA, e que a separa da PCA. Isso pois, enquanto a primeira irá maximizar a independência entre 

as variáveis e a segunda irá maximizar a descorrelação linear (12).  

 𝐸[𝑋𝑌] = 𝐸[𝑋]𝐸[𝑌] (12) 
 

No entanto, a descorrelação linear não implica na ocorrência de uma descorrelação não-

linear (como exemplificado nas Equações 13 e 14, em que E é a esperança das variáveis). 

 𝐸[𝑋3𝑌4] = 𝐸[𝑋3]𝐸[𝑌4] (13) 
 

  𝐸[𝑋2ln (𝑌)] = 𝐸[𝑋2]𝐸[ln (𝑌)] (14) 
 

Avançando essa ideia, a Equação 12 é adequada apenas para as variáveis aleatórias 

gaussianas, as quais, havendo descorrelação desse tipo, haverá também descorrelação em todos 

os possíveis contextos não-lineares. No entanto, isso é algo peculiar à gaussiana, que é totalmente 

definida por média e covariância, ou seja, pode ser perfeitamente descrita com estatísticas que 

não excedem a ordem da correlação linear. Por esse motivo, da garantia da plena descorrelação 

não-linear, que é garantida pelo conceito de independência, definido pela Equação 11, implica 

que: 
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𝐸[𝑓(𝑋)𝑔(𝑌)] = ∬ 𝑓(𝑥)𝑔(𝑦)𝑝(𝑥, 𝑦)𝑑𝑥𝑑𝑦∞
−∞=  ∬ 𝑓(𝑥)𝑔(𝑦)𝑝(𝑥)𝑝(𝑦)𝑑𝑥𝑑𝑦∞

−∞  
(15) 

  𝐸[𝑓(𝑋)𝑔(𝑌)] = ∫ 𝑓(𝑥)𝑝(𝑥)𝑑𝑥∞
−∞  ∙ ∫ 𝑔(𝑦)𝑝(𝑦)𝑑𝑥∞

−∞  (16) 

 𝐸[𝑓(𝑋)𝑔(𝑌)] = 𝐸[𝑓(𝑋)]𝐸[𝑔(𝑌)] (17) 
 

Portanto, independência estatística (Equação 11) resulta em descorrelação não-linear em 

qualquer situação, como mostrado na Equação 17 o que mostra a superioridade estatística dessa 

medida em relação a descorrelação para a recuperação cega das fontes [99]. A contrapartida da 

quantificação de independência é que conforme mencionado deve-se trabalhar diretamente com 

as funções densidades de probabilidade envolvidas, e não apenas com as estatísticas de primeira 

e segunda ordem. 

Posto a principal restrição do método ICA, que é a independência estatística, existem 

diversos caminhos matemáticos para a construção desse critério, sendo os dois principais: (i) 

Informação mútua e (ii) Não-gaussianidade [112,113]. 

(i) A informação mútua é uma grandeza que quantifica o grau de dependência estatística 

entre variáveis aleatórias. Essa grandeza é sempre não-negativa e vale zero em 

alguma condição de independência, indicando de modo direto que a informação 

mútua pode fazer o papel de função custo para ajuste da matriz W na Equação 10. 

Nesse sentido, a ideia é encontrar uma matriz que produz a menor informação mútua 

possível entre as projeções. Caso seja possível atingir uma situação em que os 

componentes gerados sejam estritamente independentes, tem-se 𝐼(𝑥)  =  0 (I é 

informação mútua). Caso essa situação não seja atingível, tem-se, ao menos, uma 

situação tão próxima do ideal quanto possível. Portanto, minimizar a informação 

mútua equivale a minimizar a seguinte função custo, das i-ésimas componentes 

independentes. [114,115]. 

(ii) Embora a informação mútua seja uma forma sólida ne construção de um critério para 

ICA, existem outras alternativas como a maximização da não-gaussianidade para a 

geração das componentes independentes 𝑠. Esse critério tem como exigência, além 

da independência estatística, a restrição à que no máximo 1 sinal da fonte s, seja 

gaussiano. Assim, base da não-gaussianidade é o teorema central do limite. 

Fundamentalmente, esse teorema diz que, sob certas condições, a soma de variáveis 

aleatórias independentes e identicamente distribuídas tendem a possuir uma 

densidade de probabilidade gaussiana. Assim, as misturas ponderadas de 

componentes independentes X, da Equação 9, tendem a ser mais gaussianas que os 
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elementos de S. Essa consequência permite a construção de matrizes buscando 

projeções de máxima não-gaussianidade, tem em mãos os valores medidos X. Dentre 

inúmeras maneiras de medida da não-gaussianidade, tem-se minimização da função 

custo de negentropia e a utilização da curtose [101,114–116]. 

 

Existem diversos algoritmos diferentes propostos para determinar a matriz de separação 

W. Dos mais comumente empregados incluem fastICA [117], o algoritmo de Bell-Sejnowski 

[118], ICA estendido [119] e JADE [120,121]. O fastICA separa as fontes maximizando a 

magnitude da curtose ou maximizando a negentropia. O algoritmo de Bell-Sejnowski usa 

negentropia. O algoritmo ICA estendido é semelhante ao proposto por Bell e Sejnowski, aceitando 

fontes que têm uma curtose negativa. Finalmente, o JADE algoritmo maximiza a curtose da 

função densidade de probabilidade. 

3.1.4.3 Análise de Correlação Canônica (CCA) 

A Análise de Correlação Canônica (CCA) é outro método BSS para separação de sinais 

medidos de uma mistura de fontes. O método multivariado usa estatísticas de segunda ordem 

impondo a restrição das fontes serem maximamente autocorrelacionadas e mutuamente não-

correlacionadas [122]. Para exemplificar será tomado a variável medida x da Equação 18 como 

bidimensional. 

 𝑋 =  [𝑥1𝑥2] (18) 

 

A qual define as esperanças: 

 𝐸[𝑥1] =  𝜇1  ;  𝐸[𝑥2] =  𝜇2 (19) 
 

E definindo também as covariâncias:  

 𝐶𝑜𝑣[𝑥1] =  ∑   1 ; 𝐶𝑜𝑣[𝑥2] =  ∑   2 𝑒 𝐶𝑜𝑣[𝑥1, 𝑥1] =  ∑ =  12 ∑  ′21  (20) 

 

E a matriz de covariâncias:  
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∑ =  [∑   11 ∑   12∑   21 ∑   22 ] (21) 

 

Em que Σ representa a matriz de covariâncias de X. 

A partir dessas definições toma-se combinações lineares de X como mostradas em (30). 

 {𝑈 = 𝑎1𝑥1𝑉 = 𝑎2𝑥2 (22) 

 

Em que U e V são variáveis canônicas, que representam combinações lineares das 

variáveis x1 e x2, e a1 e a2 são vetores não nulos dos coeficientes dessas combinações lineares. 

O objetivo da CCA é encontrar coeficientes a1 e a2, com variâncias unitárias e que 

maximize a equação 23. 

 𝐶𝑜𝑟𝑟(𝑈, 𝑉) =  𝑎′ ∑ 𝑏12√𝑎′ ∑ 𝑎11 √𝑏′ ∑ 𝑏22  (23) 

 

Assim, por meio de autovetores e autovalores, pode se encontrar o primeiro par U e V de 

variáveis canônicas, ou primeiro par de combinações lineares que satisfazem as duas restrições. 

O segundo par de variável canônica, terá as mesmas restrições do primeiro par combinada com a 

restrição de ser descorrelacionado com o primeiro par de combinações lineares. Para k 

combinações, devem ser estabelecidas as restrições: (i) variância unitária, (ii) maximização da 

Equação 23 e (iii) que sejam descorrelacionados das k-1 variáveis canônicas anteriores [123]. 

Nessa procura de componentes não correlacionados, a abordagem se vale de uma 

condição mais fraca do que a independência estatística do algoritmo ICA, uma vez que esse não 

leva em conta correlações temporais; as amostras podem ser arranjadas arbitrariamente no tempo 

e o método ICA retornará o mesmo resultado de separação. Portanto, a CCA explora exatamente 

esse ponto, sendo capaz de encontrar componentes não-correlacionados, mas que possuem ou 

correlação temporal dentro de cada componente [124].  A remoção de artefatos pode ser realizada 

levando as colunas da matriz de separação que representam os artefatos para zero quando executar 

a reconstrução. Também se nota que o método CCA sempre retorna o mesmo resultado quando 

aplicado nos mesmos dados, isso, no entanto, não é verdadeiro ao usar o algoritmo ICA. 

Borga e Knutsson em 2001 [123] compararam tanto CCA quanto o FastICA para o 

problema de separar cinco canais EEG diferentes. Ambos os métodos tiveram qualitativamente 

os mesmos resultados, mas como o CCA emprega estatística de segunda ordem, enquanto ICA 

emprega estatísticas de alta ordem (como a curtose), o método CCA é mais eficiente 

computacionalmente.   
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Em 2006, Clercq e colaboradores [125] usaram CCA para remover artefatos musculares 

do EEG. Neste estudo o método foi testado em dados sintéticos, o qual filtrou melhor que um 

filtro passa-baixa com diferentes frequências de corte e que técnica ICA-JADE na remoção de 

artefatos musculares. Em comparação com este último, o erro médio quadrático (MSE) foi 2,48 

vezes menor para a CCA do com ICA. Tal desempenho foi também comprovado por Gao e 

colaboradores em 2010 [126]. Um possível motivo para o melhor desempenho do CCA em 

relação ao ICA deve-se ao fato desse último empregar a restrição de independência estatística 

para separar as fontes, isso isolaria os artefatos com topografias bem definidas no couro cabeludo 

em um único componente independente. No entanto, os artefatos musculares, não tem uma 

topografia estereotipada e, portanto, justifique a deficiência plena na filtragem via ICA. 

3.1.5 Transformada Wavelet 

Uma maneira para introdução do conceito de Transformada Wavelet (WT) é traçando um 

paralelo com a Transformada de Fourier. Ambas as transformações, representam um dado sinal 

temporal por meio da combinação linear de funções de base, o que as diferencia são justamente 

essas funções de base [127]. A transformação de Fourier utiliza escalonamentos de funções de 

cosseno e de seno (cada um abrangendo todo o intervalo de tempo) [128]. Já a transformada 

wavelet utiliza translações e escalonamentos de uma função escala, com propriedades particulares 

que as tornam adequadas para servirem de base para a decomposição de outras funções [129].  

Esses escalonamentos das funções de base de ambas as transformadas possibilitam a 

obtenção de informações sobre frequência do sinal sendo analisado, o que as tornaram 

ferramentas clássicas na análise de sinais no domínio da frequência. Ao mesmo tempo, as 

características temporais das funções de base podem prover recursos adicionais à ferramenta, 

como por exemplo a localização temporal. Essa localização é um recurso que pode ser bem 

explorado com as funções base da wavelet pois as mesmas são compactas ou finitas no tempo, 

enquanto os Fourier não são [127,129]. Embora a Transformada de Fourier de Curto-Prazo 

(STFT) seja semelhante à transformada wavelet, como mostra a representação tempo-frequência 

da Figura 9, a wavelet fornece uma melhor representação do sinal usando análise multi-resolução 

de tempo e de frequência. 
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de artefatos baseada nessa estratégia depende se fontes de interesse são decomponíveis por uma 

wavelet, ao passo que as formas de onda dos artefatos não. Assim, uma boa separação do sinal e 

ruído depende da wavelet mãe e sua semelhança com os sinais de origem a serem preservados, de 

modo que os pontos cruciais no projeto de remoção de artefato via DWT envolvem a escolha da 

wavelet mãe, a regra de escalonamento e o nível de ruído [131]. 

No processamento de EEG a DWT foi usada por Gao em 2009 [132] para testar um 

algoritmo adaptativo na redução do ECG durante registros de apneia do sono; por Iyer em 2007 

[133] que comparou com um filtro ICA interativo para posterior detecção de potencial evocado 

de única tentativa (single-trial) e também por Krishnaveni em 2006 [130] na remoção de artefatos 

oculares em comparação com o algoritmo JADE. Nesses três estudos apenas o último houve uma 

melhor filtragem quando utilizado a DWT.  

Também é considerado que a DWT como técnica isolada para remoção completa de 

artefatos do EEG é incapaz caso esses artefatos sobreponham o domínio espectral, como é o caso 

do ECG e o EMG [8]. Assim, ela é mais comumente encontrada aplicada em conjunto de outras 

técnicas de filtragem como o ICA. Akhtar em 2012 [134], combinou essas técnicas para gerar 

componentes independentes e aplicar a decomposição pela transformada de wavelet para remover 

artefatos de EOG. A principal vantagem foi a redução do tempo computacional em comparação 

com as abordagens existentes.  

 

3.1.6 Decomposição em Modos Empíricos (EMD) 

A Decomposição em Modos Empíricos (EMD) é um método empírico aplicado em 

processos estocásticos, não-estacionários, não-lineares [79]. Estas características um tornam um 

método adequado para análise e processamento de sinal EEG. No entanto, a técnica apresenta 

uma complexidade computacional que pode limitar as aplicações [13].   

A técnica decompõe o sinal em funções base, denominadas funções de modos intrínsecos 

(IMFs), as quais são componentes moduladas em frequência e em amplitude. Essas funções, por 

terem uma frequência instantânea bem definida, são calculadas utilizando a transformada de 

Hilbert [135]. 

O algoritmo EMD decompõe um sinal, 𝒔(𝒏) em uma soma de 𝑴 componentes de banda 

limitada  𝒅𝒎(𝒏) chamadas funções do modo intrínseco (IMF) com frequências instantâneas bem 

definidas [136,137]. Existem duas condições básicas condições para ser um IMF:  
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(i) Em todo o conjunto de dados, o número de extremos (máximos e mínimos) deve ser 

igual ao número de cruzamentos de zero (zero-crossings) ou diferir em de no máximo 

um;  

(ii) Em qualquer, o valor médio dos envelopes definidos pelos máximos locais e os 

mínimos locais deve ser zero.  

 

Ao final da decomposição, o sinal 𝒔(𝒏) pode ser representado por: 

 

𝑠(𝑛) =  ∑ 𝑑𝑚(𝑛) +  𝑟𝑀(𝑛)𝑀
𝑚=1  (26) 

 

Em que 𝒓𝑴(𝒏) é o resíduo final o qual pode ser uma constante ou uma tendência média. 

A Figura 10 ilustra o processo geral de um algoritmo EMD.  

Apesar de adequada aos sinais EEG, um sinal não linear e não estacionário, a técnica 

EMD é criticada por sua baixa robustez contra ruídos em geral, tendo seu desempenho bem 

prejudicado pelo ruído branco por exemplo [138]. Na contramão dessa limitação, o algoritmo 

original tem sido melhorado com o Ensemble-Empirical Mode decomposition (EEMD) [139]. 
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adicionado pode ser eliminado pela média dos conjuntos das IMFs obtidas dos diferentes ensaios 

[139]. 

O EMD foi usado com sucesso para a remoção de artefatos de EEG por [13,140] e 

também em conjunto com métodos BSS [137,141]. E a principal limitação apontada nesses 

métodos são muitas vezes a complexidade computacional, inviabilizando a utilização no sinal 

EEG. 

 

3.1.7 Métodos Híbridos 

Uma abordagem na qual são direcionados os recentes esforços, é a combinação desses 

algoritmos descritos para a remoção de artefatos do EEG. Os métodos híbridos são, portanto, 

considerados o estado da arte na filtragem de EEG pois utilizam as vantagens dos diferentes 

métodos em dois mais estágios e tem apresentados os melhores resultados nas suas aplicações 

[8,9,14,67,80,131,142].  

As principais combinações podem formar os pares a seguir: 

• Filtragem adaptativa com BSS-ICA 

• EMD com BSS 

• Wavelet com BSS 

• Filtragem Adaptativa com EMD 

3.1.7.1 Filtragem Adaptativa e ICA 

Nessa mistura, a ICA decompõe o EEG em ICs, as quais ainda contêm sinais neuronais 

fracos, logo se essas componentes forem removidas, como prevê a filtragem BSS, pode ocasionar 

em distorção no sinal de EEG após a reconstrução [131]. Isso requer uma estratégia de filtragem 

que retenha essa informação neuronal presente das ICs com artefatos. Assim, Klados em 2011 

[143] propôs um método híbrido que combina Filtragem Adaptativa e ICA para remoção eficiente 

dos artefatos de dados EEG. Um método similar foi desenvolvido por Guerrero-Mosquera em 

2012 [144], que combinou filtro adaptativo e BSS para remoção de artefatos oculares.  



 

56 
 

O problema desses métodos é que por não selecionarem automaticamente as componentes 

ruidosas, o filtro adaptativo acaba sendo aplicado em todas as ICs podendo resultar em perda de 

informações neuronais importantes, além do custo computacional. Na direção da solução dessa 

limitação, Mannan em 2016 [142] propôs um método um método híbrido de Filtragem Adaptativa 

com BSS que identifica automaticamente os artefatos oculares nas ICs para a posterior filtragem 

e remoção das componentes independentes. O autor comparou esta estratégia, nomeada 

regressão-ICA (REGICA) com mais outros três métodos da literatura: ICA; análise de regressão 

e o hibrido wavelet-ICA (wICA). Nessa comparação, os resultados mostraram que o REGICA 

apresentou um menor erro quadrático médio e absoluto e uma maior informação mútua entre EEG 

reconstruído e original. 

3.1.7.2 EMD e BSS 

O EMD e BSS ao serem combinados para remover artefatos do EEG empregam a seguinte 

estratégia: Geração das IMFs de cada canal seguida da separação cega provida pelo BSS. Lindsen 

em 2010 [145] aplicou ICA seguido de EMD para correção de artefatos de EOG automaticamente 

em dados simulados e reais. O método removeu os artefatos de EEG, contudo os autores relatam 

que o método combinado também pode eliminar a atividade do EEG de baixas frequências, como 

a banda delta. Já Chen em 2014 [81], utilizou CCA como técnica do BSS em conjunto com 

EEMD. Neste trabalho, o foco foi a remoção de artefatos musculares do EEG usando dados 

sintéticos e reais, os quais apresentaram a melhor relação sinal-ruído em todos os cenários de 

contaminação quando comparados com uma filtragem passa-baixa com cortes de 10 Hz, 20 Hz e 

50 Hz. É importante ressaltar que o método híbrido EEMD-MCCA apresentou melhor 

desempenho em um conjunto de dados com menos canais. 
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3.2 COMPARAÇÃO ENTRE OS MÉTODOS 

Essa seção discute os algoritmos apresentados na seção anterior anteriormente os quais 

são os mais comumente empregados em processamento de sinais biomédicos. A escolha do 

algoritmo depende de diferentes fatores, como a remoção automática ou a disponibilidade e 

necessidade de sinais de referência. Se disponíveis, estes podem ser usados em filtros adaptativos, 

em técnicas BSS, como o ICA para melhorar a precisão e robustez e para determinação as épocas 

de dados, intervalos onde as técnicas de remoção de artefatos deverão ser aplicadas [74]. 

O número e a qualidade dos sensores de também têm impacto na escolha da técnica de 

remoção de artefatos. Um exemplo pode ser levantado traçando um paralelo entre gravações de 

EEG em ambientes de pesquisa em comparação com ambientes clínicos-hospitalares, nos quais 

estes últimos, devido a limitações do tempo de configuração utilizarão um número reduzido de 

eletrodos, ao passo que em um ambiente de pesquisa a quantidade de eletrodos normalmente não 

é um fator limitante [149]. Portanto, os algoritmos devem ser capazes de separar fontes sem 

sensores redundantes, podendo exigir técnicas de remoção de artefatos mais complexas 

computacionalmente, como por exemplo o filtro de Kalman. Contudo, essas técnicas, exigem ao 

menos os modelos dos sinais, os quais nem sempre estão disponíveis [8]. 

Embora uma variedade de algoritmos tenha sido desenvolvida para a remoção de artefatos 

do EEG, a remoção de artefatos continua a ser um problema de pesquisa aberta. A Tabela 4, ilustra 

que atualmente não exista nenhum método de ponta que seja eficiente e robusto uma ampla gama 

de condições. Portanto, sugere a tendência de que sejam desenvolvidos algoritmos personalizados 

que atendam determinadas circunstâncias. De fato, muito dos algoritmos atuais, como o EEMD-

ICA, EEMD-CCA e DWT-BSS, incorporam atributos desejados, mas não conseguem satisfazê-

los completamente [150]. 

Tabela 4: Comparação entre as principais técnicas de remoção de artefato do EEG. 

 
Exigência de 

sensores 
adicionais 

Exigência de 
modelos a 

priori. 

Remoção 
automática 

Pode operar 
em modo 

canal único 

Pode operar 
em domínios 
não-lineares 

Filtro Adaptativo Sim Sim Sim Sim Sim 
Filtro de Wiener Não Sim Sim Sim Sim 
Filtro de Kalman Não Sim Sim Sim Sim 

ICA Não Não Não Não Sim 
CCA Não Não Não Não Sim 
DWT Não Não Não Sim Sim 
EMD Não Não Não Sim Sim 

DWT-ICA Não Não Não Sim Sim 
EMD-ICA Não Não Não Sim Sim 
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3.3 CENÁRIO DA APLICAÇÃO DOS PRINCIPAIS 

MÉTODOS PARA REMOÇÃO DOS ARTEFATOS 

DE EEG 

Essa seção encerra o presente capítulo com uma discussão sobre o cenário na literatura 

desses métodos de remoção de artefatos apresentados através do estudo comparativo, apresentado 

na Tabela 5, a partir de 2008. As bases de buscas foram IEEE Xplore e portal de periódicos 

CAPES. Não foram incluídos estudos que, apesar de aplicarem alguma estratégia de remoção de 

artefato, não compunha o objetivo principal do trabalho. 

 

Tabela 5: Relação dos trabalhos focados em aplicação de técnicas de remoção de artefatos 
fisiológicos do EEG. 

Estudo Ano Método 
Tipo(s) de 
Artefato 

Automático Aplicações Ref 

Devuyst et al, [151] 2008 ICA Cardíaco Sim Gerais Não 

Crespo-Garcia et al, 
[152] 

2008 ICA Muscular Não Gerais Não 

Mammone e 
Morabito, [153] 

2008 ICA 
Ocular + 
Muscular 

Sim Gerais Não 

Viola et al, [154] 2009 ICA 
Ocular + 
Cardíaco 

Sim Gerais Não 

Zhou e Gotman, 
[155] 

2009 ICA Ocular Sim Gerais Não 

Gao et al, [126] 2010 CCA Muscular Sim Gerais Não 

De Vos et al, [156] 2010 CCA Muscular Sim 
Potencial 
Evocado 

Não 

Gao et al, [157] 2010 ICA Ocular Sim Online Não 

Gao et al, [158] 2010 
CCA + 

ICA 
Ocular + 
Muscular 

Sim Online Não 

Gao et al, [159] 2010 ICA Ocular Sim Online Não 

Lindsen e 
Bhattacharya [145] 

2010 
EMD + 

ICA 
Ocular Sim Gerais Não 

Chan et al, [160] 2010 
Filtro 

Adaptativo 
+ ICA 

Ocular Sim Gerais Não 

Mognon et al, [161] 2011 ICA Ocular Sim 
Potencial 
Evocado 

Não 
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Estudo Ano Método 
Tipo(s) de 
Artefato 

Automático Aplicações Ref 

Winkler et al, [162] 2011 ICA Todos Sim BCI Não 

Raghavendra e Dutt 
[146] 

2011 
ICA + 

Wavelet 
Ocular + 
Muscular 

Sim Gerais Não 

Plöchl et al, [163] 2012 ICA Ocular Sim 
Potencial 
Evocado 

Não 

Zhang el al, [164] 2012 CCA Ocular Sim Online Não 

Yong et al, [165] 2012 Wavelet 
Ocular + 
Muscular 

Não BCI Não 

Molla et al, [166] 2012 EMD Ocular Não Gerais Não 

Vázquez et al, [167] 2012 
ICA + 

Wavelet 
Todos Sim Epilepsia Não 

Guerrero-Mosquera e 
Navia-Vázquez [144] 

2012 
Filtro 

Adaptativo 
+ ICA 

Ocular Sim Gerais Não 

Mammone et al, 
[168] 

2012 
ICA + 

Wavelet 
Todos Sim Gerais Não 

Li et al, [169] 2012 
ICA + 

Wavelet 
Ocular Sim Online Não 

Kong et al, [170] 2013 ICA Ocular Sim Online Não 

Peng et al, [171] 2013 
Filtro 

Adaptativo 
+ Wavelet 

Ocular Sim EEG Portátil Não 

Chen et al, [172] 2013 
CCA + 
EMD 

Muscular Sim Gerais Não 

Winkler et al, [173] 2014 ICA Todos Sim BCI Não 

Keshava e Khan 
[174]  

2014 EMD Ocular Não Gerais Não 

Wang et al, [175] 2014 
Filtro 

Adaptativo 
+ ICA 

Ocular Sim Gerais Não 

Zhao at al, [176] 2014 
Filtro 

Adaptativo 
+ Wavelet 

Ocular Sim EEG Portátil Não 

Hamaneh et al, [177] 2014 
ICA + 

Wavelet 
Cardíaco Sim Epilepsia Não 

Chen et al, [81] 2014 
ICA + 

Wavelet 
Muscular Sim Ambulatorial Não 

Mammone e 
Morabio, [178] 

2014 
ICA + 

Wavelet 
Todos Sim Gerais Não 

Cassani et al, [179] 2014 
ICA + 

Wavelet 
Todos Sim Alzheimer Não 

Frølich et al, [180] 2015 ICA Todos Sim Online Não 
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Estudo Ano Método 
Tipo(s) de 
Artefato 

Automático Aplicações Ref 

Chaumon et al, [181] 2015 ICA Ocular + 
Muscular Sim Gerais Não 

Mahajan e Morshed, 
[147]  

2015 
ICA + 

Wavelet 
Ocular Sim Gerais Não 

Mingai et al, [182] 2015 
ICA + 

Wavelet 
Ocular Sim BCI Não 

Gao et al, [183] 2015 
EMD + 

ICA 
Ocular Sim 

Potencial 
Evocado 

Não 

Yang et al, [184] 2015 

EMD + 
ICA + 
Filtro 

Adaptativo 

Ocular Sim BCI Não 

Mowla et al, [185] 2015 
ICA + 

Wavelet 
Ocular + 
Muscular 

Sim 
Potencial 
Evocado 

Não 

Daly et al, [83] 2015 
ICA + 

Wavelet 
Todos Sim BCI Não 

Labate et al, [186] 2015 
ICA + 

Wavelet 
Todos Sim Alzheimer Não 

Zou et al, [187] 2016 ICA Todos Sim BCI Não 

Fitzgibbon et al, 
[188] 

2016 ICA Muscular Sim Ambulatorial Não 

Somers e Bertrand 
[189] 

2016 CCA Ocular Sim 
EEG 

Wirelees 
Não 

Hou et al,[190] 2016 ICA Ocular Sim 
High-

Density EEG 
Não 

Daud e Sudirman, 
[191] 

2016 Wavelet 
Ocular + 
Muscular 

Não Gerais Não 

Patel et al, [192] 2016 EMD Ocular Não Gerais Não 

Khatun et al, [193] 2016 Wavelet Ocular Não Gerais Não 

Bono et al, [14] 2016 
EMD + 
Wavelet 

Ocular + 
Muscular 

Sim Gerais Não 

Bono et al, [14] 2016 
ICA + 

Wavelet 
Ocular + 
Muscular 

Sim Gerais Não 

Chen et al, [21] 2016 
CCA + 
EMD 

Muscular Sim Ambulatorial Não 

Zeng et al, [80] 2016 
EMD + 

ICA 
Ocular + 
Muscular 

Sim Epilepsia Não 

Bai et al, [194] 2016 
CCA + 
EMD 

Ocular + 
Muscular 

Sim TMS-EEG Não 

Çınar et al, [195] 2017 ICA Ocular Sim 
Potencial 
Evocado 

Não 

Drisdelle et al, [196] 2017 ICA Ocular Sim 
Potencial 
Evocado 

Não 



 

62 
 

Estudo Ano Método 
Tipo(s) de 
Artefato 

Automático Aplicações Ref 

Pontifex[197] et al,  2017 ICA Ocular Sim Gerais Não 

Szentkirályi et al, 
[198] 

2017 ICA 
Ocular + 
Muscular 

Sim 
Simulação 
de Direção 

Não 

Barthélemy et al, 
[199] 

2017 ICA Ocular Sim Online Não 

Guarascio e 
Puthusserypady, 

[200] 
2017 EMD Ocular Não Gerais Não 

Jafarifarmand et al, 
[201] 

2017 
Filtro 

Adaptativo 
+ ICA 

Ocular Sim BCI Não 

Yang et al, [202] 2017 
CCA + 
EMD 

Ocular Sim BCI Não 

Anastasiadou et al, 
[203] 

2017 
CCA + 
Wavelet 

Muscular Sim Gerais Não 

Somers et al, [204] 2018 
Filtro de 
Wiener 

Todos Não Gerais Não 

Chavez et al, [205] 2018 Wavelet 
Ocular + 
Muscular 

Não Gerais Não 

Mammone, [206] 2018 
ICA + 

Wavelet 
Todos Sim Alzheimer Não 

Tamburro et al, [207] 2018 
ICA + 
SVM 

Todos Sim Gerais Não 

Gabard-Durnam et al, 
[208] 

2018 
ICA + 

Wavelet 
Todos Sim Gerais Não 

Correa et al, [209] 2019 Adaptativo Todos Sim Epilepsia Não 

Val-Calvo et al, [210] 2019 
ICA + 

Wavelet 
Todos Sim 

Estimativa 
de emoção 

Não 

Kilicarslan et al, 
[211] 

2019 Adaptativo Movimento Sim Gerais Não 

Gajbhiye et al, [212] 2019 Bayesiano Movimento Sim Gerais Não 

Dai et al, [213] 2019 Adaptativo Cardíaco Sim Gerais Sim 

Bajaj et al, [214] 2019 Wavelet Todos Sim 
Tarefas 

auditivas 
Não 

 

 

A Figura 12 apresenta uma contagem do número de artigos dos últimos 10 anos agrupados 

conforme suas respectivas datas de publicação em 2008-2010, 2011-2014 e 2015-2019.  
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Figura 12: Quantidade de artigos publicados em remoção de artefatos de EEG (2008-2019) 
 

Desses trabalhos, que objetivam o estudo de técnicas de filtragem na remoção de artefatos 

de EEG, pode ser observado que houve um aumento na quantidade dessa categoria de trabalho 

nos últimos 4 anos. Isso pode indicar que a remoção de artefatos fisiológicos ainda é um 

importante problema científico a ser explorado. Na sequência da análise a Figura 13 separa os 

artigos por técnica aplicada mostrando que a ICA em um quadro geral é o método de remoção de 

artefatos mais utilizado, para superar uma das limitações desse algoritmo de separação cega de 

fontes, que é ao ser aplicado carrega também sinal de EEG nas componentes independentes 

classificadas por componentes ruidosas, uma solução a isso pode ser a decomposição em canal 

único como as oferecidas pelas técnicas EMD e decomposição wavelet das componentes 

independentes, refinando ainda mais filtragem da técnica ICA. Isso pode ser corroborado pelo 

fato da segunda principal técnica empregada pelos trabalhos recentes seja a combinação híbrida 

de ICA com wavelet. Além disso, o terceiro método mais utilizado foi novamente ICA híbrido 

com filtragens adaptativas, o que mostra a predominância de técnicas de separação cega de fontes 

se também for considerado a CCA. 

Outra razão da predominância dos algoritmos BSS, especialmente ICA, baseia se no fato 

de que são métodos aplicáveis sem a necessidade de qualquer sinal de referência, apesar da 

performance de remoção de artefatos de EOG ser consideravelmente melhorada com a gravação 

da referência do artefato [8]. Além do mais, as técnicas BSS ainda esbarram na desvantagem de 

não conseguirem por si só, identificar automaticamente as ICs ruidosas a serem removidas, 

consequentemente requer perícia visual para remoção com precisão dos artefatos [142]. 

15

28
33

2008 - 2010 2011 - 2015 2016 - 2019
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Figura 13: Quantidade trabalhos voltados para a remoção de artefatos separados por técnica 
aplicada. 

 

Partindo para uma análise dos estudos sob o ponto de vista do tipo do artefato fisiológico 

a Figura 14 mostra um diagrama que quantifica para qual artefatos os esforços dos trabalhos 

recentes foram direcionados. Os artefatos oculares, representam mais da metade dos trabalhos 

(53,2%) se considerados os trabalhos que focam em separar mais de um tipo de artefato e incluem 

os artefatos gerados pela eletro-oculografia. Das razões desse maior número, podem ser o fato da 

gravação de EEG exigir predominantemente parado e nessa condição o artefato de EMG não seria 

um problema. No entanto algumas aplicações, como a interpretação do EEG durante o uso de 

interfaces mioelétricas ou a monitorização em sujeitos que alguma patologia que os impede de 

um relaxamento muscular facial mínimo requer também trabalhos que foquem na remoção de 

artefatos dessa categoria. 
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Figura 14: Diagrama com a distribuição dos artefatos de origem fisiológica tipo de artefato 
direcionado pelos trabalhos da Tabela 5. 

 

3.4 CONSIDERAÇÕES FINAIS 

Este capítulo abordou o sinal EEG do ponto de vista de um sinal amostrado no tempo que 

possibilita aplicação de diversas estratégias de filtragem de artefatos. Deste modo, foi apresentado 

ao longo do capítulo uma sucessão de filtros aplicáveis para a remoção das diversas classes de 

artefatos do sinal EEG. Além disso, também foi descrito o estado da arte das estratégias de 

remoção de artefato, que apontou esta como uma área desafiadora tanto pelo crescente número de 

trabalhos recentes quanto pela multiplicidade de técnicas possíveis de serem combinadas, 

ajustadas e aplicadas para superarem limitações individuais das mesmas.  
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Capítulo 4 

 

COLETA DE DADOS E 

CARACTERIZAÇÃO DA 
CONTAMINAÇÃO DO SINAL EEG 

CAUSADA POR CONTRAÇÃO DE 
MÚSCULOS FACIAIS 

 

 

O capítulo anterior apresentou um panorama sobre remoção de artefatos em sequências 

amostradas e a direção dos trabalhos correlatos mais recentes nessa área. A partir disso, entende-

se que os métodos para remoção de contaminação EMG exigem um bom entendimento das 

propriedades espectrais e topográficas dos artefatos. Portanto, além do conhecimento das técnicas 

de filtragem apropriadas nas mais variadas aplicações também é necessário apontar como ocorre 

a contaminação por eletromiografia no EEG, quais suas caraterísticas, e como se dá a propagação 

no escalpo.  

Na direção de fornecer uma análise espectral e topográfica apropriada da contaminação 

EMG causada pelos músculos frontais e temporais, Goncharova em 2003 [12] demonstrou que os 

artefatos musculares contaminam a atividade do EEG em frequências menores que 15 Hz. Além 

disso, também mostrou existir uma considerável variação topográfica inter-indivíduo na 
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contaminação do EEG, demandando um cuidado na caracterização geral da contaminação do 

eletroencefalograma pelo EMG. Somando a esse estudo, é importante destacar que outros 

esforços na caracterização medidas da contaminação do EMG utilizadas que incluíram densidade 

espectral de potência e a análise de coerência [18]. 

Este capítulo tem o objetivo contribuir para a caracterização da contaminação 

eletromiográfica no sinal EEG medido pela potência média do sinal. Essa caraterização foi feita 

a partir de uma sequência de contrações musculares destinadas no treinamento do cursor uma 

interface homem-computador (HCI) [19]. A caraterização de ganho de potência foi observada no 

próprio canal, permitindo verificar a comparação da potência média entre as épocas de 

relaxamento muscular fácil e as épocas de contração muscular. 

Os seguintes músculos faciais foram avaliados: frontal, masseter, zigomático, orbicular 

do olho e orbicular da boca. Essa estratégia de caracterização, utilizando a potência média 

normalizada para a construção de mapas topográficos da cabeça irá também auxiliar a 

configurações e avaliações dos filtros. 

4.1 CARACTERIZAÇÃO DO ESTUDO 

Este estudo segue a Resolução 466/2012 do Comitê Nacional de Ética em Pesquisa e a 

coleta de dados foi realizada no Núcleo de Avaliação de Inovação e Tecnologia em Saúde da 

Universidade Federal de Uberlândia (UFU) autorizado pelo Comitê de Ética em Pesquisa em 

Seres Humanos (CEP -UFU), Número CAAE: 43670815.4.0000.5152. 

Para caracterizar a contaminação da atividade muscular facial no sinal EEG, foram 

coletados conjuntos de dados de EEG durante sucessivas contrações musculares faciais com 10 

indivíduos saudáveis. O protocolo consistiu em 10 sessões por voluntário, estas sessões 

classificadas de acordo com o tipo de contração realizada e a abertura dos olhos, a Tabela 6 

apresenta informações sobre as 10 sessões de coletas de dados. Como mostra a Tabela 6, o 

voluntário foi orientado a realizar 15 contrações musculares com a maior intensidade que 

conseguisse. A duração dessas contrações tinha o objetivo de simular as contrações musculares 

necessárias para controle de uma IHM mioelétrica [19], assim, eram classificadas em 3 durações 

conforme mostra a Tabela 7. Para guiar o voluntário na duração intervalo entre as contrações, ele 

deveria realizar a contração muscular sempre que ouvisse um bip, e deveria manter a contração 

até o bip encerrar. Esses bips tinham duração de 0,5 segundos, 1 segundo ou 3 segundos, 

distribuídos aleatoriamente com intervalo de 2 segundos entre cada um. 
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Tabela 6: Descrição das sessões de coleta de dados de EEG-EMG. 
 

Sessão 
Quantidade de 

Contrações 
Músculo contraído Movimento Olhos 

1 15 1 – Frontal Levanta sobrancelhas Abertos 

2 15 2 - Masseter/Temporal Mordida Abertos 

3 15 3 – Orbicular do olho Serra os olhos Abertos 

4 15 4 – Zigomático Muda ângulo da boca (sorriso) Abertos 

5 15 5 – Orbicular da boca Enruga os lábios (beijo) Abertos 

6 15 1 – Frontal Levanta sobrancelhas Fechados 

7 15 2 - Masseter/Temporal Mordida Fechados 

8 15 3 – Orbicular do olho Serra os olhos Fechados 

9 15 4 – Zigomático Muda ângulo da boca (sorriso) Fechados 

10 15 5 - Orbicular da boca Enruga os lábios (beijo) Fechados 

 

Tabela 7: Contrações musculares baseadas na HCI. 
 

Contração Quantidade 
Intervalo entre 

contrações 

Duração da 

Contração 

Comando equivalente no 

cursor da HCI [20] 

Curta 5 contrações 2 segundos 0,5 segundos Gira o mouse 

Média 5 contrações 2 segundos 1 segundo Move o mouse 

Longa 5 contrações 2 segundos 3 segundos Clique 

 

4.2 A METODOLOGIA DE COLETA E 

CARACTERIZAÇÃO DA CONTAMINAÇÃO DE 

EMG NO EEG 

A Figura 15 ilustra o procedimento para coleta de dados por trial. O processo começa 

com um estímulo acústico. Conforme descrito na Tabela 7, os bipes têm intervalos de 2 segundos 

entre eles. Os sinais de EEG e EMG foram registrados simultaneamente, o objetivo dessa etapa 

foi corromper o EEG durante os períodos de contrações musculares, permitindo assim a 

caracterização dos padrões de contaminação na região cada eletrodo. 







 

71 
 

 

d)  Normalização da potência média - Para a visualização comparativa da potência do sinal 

em todos os períodos de contração muscular ativa e não ativa, a potência média foi 

normalizada pela Equação 29. A potência média estimada para cada k-ésima janela de 

sinal pela Equação 28 é Pk; a potência total mínima e máxima de Pk é Pmin e Pmax, 

respectivamente. 𝑃𝑛𝑜𝑟𝑚 = 𝑃𝑘  −  𝑃𝑚𝑖𝑛𝑃𝑚𝑎𝑥  

 
(29) 

e) Geração de mapas topográficos da distribuição de energia - A distribuição global de 

energia considerando todos os indivíduos foi estimada para cada músculo (com e sem 

contração muscular). 

 

f) Geração de mapa topográfico correspondente ao ganho médio de potência - O ganho de 

potência médio das janelas de contração em relação à potência média dos períodos de não 

contração para todos os músculos, conforme a Equação 30. 

 𝑃 (𝑑𝐵) = 10 ∗ log ( 𝑃𝑐𝑜𝑛𝑡𝑟𝑎çã𝑜𝑃𝑠𝑒𝑚 𝑐𝑜𝑛𝑡𝑟𝑎çã𝑜) 

 
(30) 

 

 

4.3 CARACTERIZAÇÃO DA CONTAMINAÇÃO DO 

EEG 

A Figura 19a mostra o mapa topográfico da potência média do sinal medido no escalpo 

comparando os períodos de contração muscular frontal ativa e períodos com essa musculatura 

relaxada. A Figura 19b apresenta a potência média de cada derivação nos períodos com e sem 

contração muscular. 
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sujeitos e para todas as contrações musculares. A figura mostra o ganho de potência do sinal EMG 

em relação ao ganho de potência do sinal EEG sobre a sequência de contrações musculares 

especificadas no protocolo experimental. A potência média pela contração muscular do frontal, 

temporal, zigomático maior, orbicular do olho e orbicular da boca foi medida por eletrodos EMG 

e comparada com o artefato do sinal EEG, no qual o valor do poder médio aumentou sobre os 

músculos. durante as contrações musculares foi em torno de 13 dB, para todos os músculos. Nesse 

caso, o músculo masseter apresentou o maior aumento da potência média entre os períodos de 

contração e não contração, no qual aumentou 16,7 dB. 

 

Figura 24: Ganho da potência média em decibéis para os sinais EMG e EEG. 
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4.4 CONSIDERAÇÕES FINAIS 

Este capítulo descreveu a contaminação do EEG pela atividade EMG facial (causada 

pelos músculos frontal, masseter, orbicular da boca, orbicular do olho e zigomático). Para isso, 

utilizou-se a potência média do sinal EEG estimada durante uma sequência de contrações 

musculares, tipicamente utilizada para o controle de um cursor na tela do computador [10]. Tal 

aplicação atende uma demanda real do nosso grupo de pesquisa, que é a avaliação do uso da 

informação estimada a partir dos sinais do EEG para a avaliação do processo de aprendizagem 

durante o controle de uma IHM. 

Para isso, um bipe periódico com três durações diferentes foi empregado como estímulo 

para o início da contração muscular, para coordenar uma ativação voluntária do músculo. A série 

temporal utilizada para controle do estímulo acústico foi comparada ao envelope do sinal EMG 

facial, que apresentou um atraso de cerca de 100 ms, indicando concordância entre o início e o 

final da contração muscular com o estímulo acústico. 

Usando as informações da distribuição da contaminação de energia gerada pela contração 

EMG, pode ser possível projetar filtros específicos para a remoção de artefatos EMG do EEG, 

customizando-os para bandas de frequência específicas e cada região do couro cabeludo. Foram 

apresentados mapas topográficos apresentaram a medida de potência média de ganho, assim como 

a medida de ganho de ganho médio pelos sensores EMG. Os mapas comparativos confirmaram a 

forte contaminação causada pelos músculos frontal e masseter e a fraca contaminação dos 

músculos orbiculares (do olho e da boca). Esta observação é consistente com relatos prévios [12] 

que confirmam uma maior contaminação de potência dos músculos frontais e temporais, que 

frequentemente indicam co-contração, unilateral ou bilateral, de outros músculos e uma 

sobreposição anatômica com os pontos de captação de EEG no escalpo. 

A próxima etapa deste trabalho é a descrição do desenvolvimento da técnica EMDRLS 

para filtragem desse EEG fortemente contaminado por EMG. 
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Capítulo 5 

 

MÉTODO EMDRLS PARA REMOÇÃO DE 

ARTEFATOS MUSCULARES DO EEG 
FORTEMENTE CONTAMINADOS 

Este capítulo descreve o método de filtragem EMDRLS bem como os demais métodos 

de canal único utilizados na comparação de desempenho.  

5.1 O FILTRO HÍBRIDO EMDRLS 

Esta seção descreve a técnica EMDRLS proposta neste trabalho. Esse método híbrido é 

baseado na aplicação de duas estratégias centrais: 

• Utilização de um filtro baseado em EMD para isolar o sinal de EMG lido em cada canal 

de EEG, o qual será usado posteriormente como sinal de referência para o filtro RLS;  

• Filtragem adaptativa RLS para filtrar sinais de EEG corrompidos por ruído utilizando 

como sinal de referência o sinal EMG que foi isolado na etapa anterior pelo filtro EMD.  

Estas estratégias compõem uma segunda e terceira etapa de todo o processo de filtragem 

EMDRLS, como mostra a Figura 25. 
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Figura 25: Diagrama de blocos da técnica EMDRLS para atenuação de ruído nos sinais de 
EEG. Primeira etapa: regiões de sinal sem EMG são detectadas. Segunda etapa: o sinal de entrada s 
[n] é decomposto em IMFs para em seguida, o sinal é limiarizado baseado nas regiões livres de EMG 
para a geração de um sinal de referência de ruído EMG (r[n]). Terceira etapa: O sinal de entrada, s 
[n], é filtrado por um filtro RLS com um sinal de referência (r[n]), resultando em um sinal EEG 
filtrado (y[n]). 

 

A primeira etapa do processo de filtragem consiste na detecção de épocas de EEG de sinal 

sem contaminação de EMG. Tal etapa, realiza a detecção da contração muscular facial. A 

detecção do sinal EMG é baseada na aplicação de um filtro de média móvel ou moving average 

(MA) no qual o tamanho da janela L é igual à metade do período de amostragem (isto é, 5 kHz 

neste estudo). 

A função de transferência no domínio complexo, H(z), do filtro MA é mostrada na 

Equação 31. A média global da saída do filtro MA foi limiarizada para detectar regiões livres de 

EMG. Tal verificação de contaminação precisa ser feita apenas em um canal, o canal mais 

contaminado, normalmente os frontais. 

 

H(𝑧) =   1𝐿 ∑ 𝑠[𝑘]𝑧−𝑘𝐿−1
𝑘=0  (31) 

 

Na segunda etapa é gerado o sinal de referência de ruído EMG. O filtro EMD foi usado 

para decompor o sinal contaminado s[n] em componentes de banda limitada dm[n], as chamadas 

IMFs, as quais foram definidas de acordo com as seguintes condições: 

i. Em toda a série temporal, o número de extremos e o número de cruzamentos zero 

devem ser iguais ou, no máximo, diferir em 1. 

ii. Em qualquer ponto da série temporal, o valor médio dos envelopes, um definido 

pelos máximos locais (envelope superior) e o outro pelos mínimos locais 

(envelope inferior), é 0. Essa média é calculada para todas as amostras 

disponíveis no séries temporais. 
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O sinal s [n] pode ser representado pela Equação 32. 

 

s[n] = ∑ 𝑑𝑚[𝑛] + 𝑟𝑀[𝑛]𝑀
𝑚=1  (32) 

Em que dm[n] é a m-ésima IMF e rM[n] é o resíduo final que poderá ser uma tendência 

constante. 

Como o EMD fornece a decomposição de um sinal na mesma escala de tempo, é possível 

filtrar cada um dos componentes do sinal (IMFs) individualmente, em vez do sinal original. 

Assim, o procedimento a seguir é aplicado para filtrar sinais EEG: 

1. Decomposição do sinal em IMFs 

2. Limiarização das IMFs estimadas, assumindo que as épocas livres de EMG sejam o 

ruído 

3. Reconstrução do sinal para obter um sinal referência de ruído EMG por meio de um 

somatório linear das IMFs limiarizadas. 

A estratégia usada para a limiarização das IMF é a técnica chamada de soft-thresholding 

que é aplicada a cada componente decomposta, conforme mostrado na Equação 33 [216]. 

 𝑡𝐼𝑀𝐹𝑚𝑠𝑖𝑔𝑛(𝐼𝑀𝐹𝑚) = (|𝐼𝑀𝐹𝑚| − 𝑡𝑚)+ (33) 

 

Em que tIMFm é a versão filtrada (ou limiarizada) da m-ésima IMF. O limite tm é estimado 

usando a seguinte estratégia: uma janela de ruído é selecionada no sinal original e, em seguida, 

os limites desta janela são usados para extrair uma região de ruído das IMFs. O desvio padrão de 

cada região é então estimado e aplicado como os limiares requeridos tm (t1, ..., tM). 

A terceira etapa consiste na aplicação filtragem adaptativa RLS [25,26,84] nos canais de 

EEG conforme mostra a Figura 25. O sinal de entrada s[n] é composto por dois componentes, isto 

é, o EEG o artefato de EMG. O sinal de referência, r[n], obtido como descrito na segunda etapa. 

A aplicação do filtro RLS pressupõe que o EEG desejado e o ruído sejam independentes (ou pelo 

menos não correlacionados) [47]. A saída deste sistema é o sinal y[n], o sinal EEG filtrado. 
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5.2 MÉTODOS DE CANAL ÚNICO CONFRONTADOS 

COM TÉCNICA EMDRLS 

O método EMDRLS será comparado aos seguintes métodos de remoção de artefato de 

canal único: (i) Wavelet, (ii) Wiener (iii) EMD e (iv)wavelet-RLS (wRLS). 

O filtro wavelet foi usado como sugerido em [217], Daubechies 8 (db8) foi identificado 

como o mais adequado para eliminar o ruído dos sinais de EEG. Além disso, foram aplicados 5 

níveis de decomposição e um limiar suave. O filtro Wiener usado foi baseado na técnica de 

redução de ruído em duas etapas para a filtragem de EEG proposta em [218]. O filtro EMD foi 

usado para filtrar o EEG, conforme sugerido em [219] por meio de uma limiarização das IMFs. 

O método híbrido wRLS foi usado de acordo com [220,221] que ilustra sua aplicação para 

remover artefatos oculares do EEG. 
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Capítulo 6 

 

AVALIAÇÃO DE DESEMPENHO DO 

MÉTODO EMDRLS COM SINAL SEMI-
SINTÉTICO 

 

Este trabalho apontou para os esforços da remoção de artefato muscular do EEG, como 

mostrado no Capítulo 3 e na forma como esse tipo de ruído se propaga pelo escalpo no Capítulo 

4. Baseado nesse tipo de contaminação do EEG, este capítulo apresenta uma comparação de 

diferentes estratégias de remoção de artefato muscular do sinal eletroencefalográfico. Serão 

submetidos a testes um sinal contaminado obtido a partir de dois sinais de referência, um para 

EMG e outro para EEG, ambos devidamente pré processados. Para avaliação de desempenho das 

técnicas de remoção de artefato o EMG é escalonado em amplitude em crescentes graus para em 

seguida ser somado ao EEG afim de resultar um sinal de EEG contaminado por eletromiografia, 

com o intuito de avaliar os filtros em relações sinal-ruído progressivas. Neste capítulo serão 

comparadas as técnicas de canal único: RLS, Wavelet e Wiener híbridas com EMD.  
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Figura 29. a) Sinais de EEG contaminados por EMG e sinais de EEG puros. b) Sinais 
contaminados por EEG e sinais filtrados com o Filtro Adaptativo RLS. 
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6.4 REMOÇÃO DE ARTEFATO MUSCULAR DO EMG 

POR MEIO DE FILTRAGEM WAVELET 

Nesta etapa, a filtragem Wavelet também foi testada para remoção do artefato de EMG 

do sinal contaminado nas diferentes relações sinal-ruído, similar aos processos anteriores. A 

Figura 35a ilustra o sinal de EEG puro e o sinal de EEG contaminado por EMG com 3 níveis de 

SNRs: -6,93 dB; -13,86 dB e -20,79 dB e Figura 35b mostra o sinal de EEG contaminado e os 

sinais após a filtragem. Já a Figura 36a ilustra em um intervalo de tempo de tempo de 3 segundos 

os sinais da Figura 35a, o mesmo vale para a Figura 36b. Com inspeção visual das Figuras 35 e 

36 é possível analisar um bom desempenho na remoção de artefatos nas para as baixas oscilações 

de EEG. A Figura 37 apresenta o espectro em dB dos sinais de EEG contaminados nos 3 níveis 

de SNR. 

 

Figura 35: a) Sinais de EEG contaminados por EMG e sinais de EEG puros. b) Sinais 
contaminados por EEG e sinais filtrados com o Filtro Wavelet. 
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6.5 REMOÇÃO DE ARTEFATO MUSCULAR DO EMG 

POR MEIO DE FILTRAGEM EMD 

Um outro teste realizado foi a aplicação de filtragem EMD também para remover o 

artefato de EMG do sinal contaminado nas diferentes relações sinal-ruído, similar aos processos 

anteriores. Neste processo então, foi utilizado o EMD duas vezes, uma para gerar o sinal e outra 

para tentar remover componentes de ruído. A Figura 38a ilustra o sinal de EEG puro e o sinal de 

EEG contaminado por EMG com 3 níveis de SNRs: -6,93 dB; -13,86 dB e -20,79 dB e Figura 

38b mostra o sinal de EEG contaminado e os sinais após a filtragem. Já a Figura 39a ilustra em 

um intervalo de tempo de tempo de 3 segundos os sinais da Figura 38a, o mesmo vale para a 

Figura 39b. Com inspeção visual das Figuras 38 e 39 é possível analisar um bom desempenho na 

remoção de artefatos nas baixas oscilações de EEG, as custas, entretanto, de uma diminuição da 

energia do sinal nas energias do EEG original acima de 50 Hz. A Figura 40 apresenta o espectro 

em dB dos sinais de EEG contaminados nos 3 níveis de SNR. 

 

Figura 38: Sinais de EEG contaminados por EMG e sinais de EEG puros. b) Sinais 
contaminados por EEG e sinais filtrados com o Filtro EMD. 
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6.6 COMPARAÇÃO ENTRE OS FILTROS 

UTILIZADOS 

Além das inspeções visuais dos sinais filtrados, as técnicas de remoção de artefatos 

musculares do EEG apresentadas também foram comparadas em relação à dois parâmetros 

quantitativos (1) aumento da relação sinal/ruído (SNR) apresentado na Figura 41 e a raiz do erro 

quadrático médio (RMSE) na Figura 42. 

 

 

 

Figura 41: Comparação da SNR das técnicas de filtragem em função da SNR causada por 
sinal EMG. 
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Figura 42: Comparação do RMSE das técnicas de filtragem em função da SNR causada por 
sinal EMG. 

 

Os gráficos podem considerados como parâmetros que determinam a eficiência da 

filtragem a medida que se reduziu a SNR. Ambos os gráficos levam a concluir que neste ensaio, 

a filtragem adaptativa RLS híbrida com EMD é uma técnica menos sensível à piora da SNR 

quando contaminada por ruído de EMG, apresentando um erro quadrático médio entre a série 

temporal filtrada e o sinal EEG de referência na faixa de 0,13 uV e 0,28 uV. 

A Filtragem de Wiener, apesar reduzir sua qualidade de filtragem em termos de SNR e 

RMSE, quando a relação sinal ruído é inferior à -13,86 dB mostrou na inspeção visual um 

desempenho que justifica sua utilização em aplicações com canais que apresentem contaminação 

de EMG superiores à -10 dB, com a vantagem de ser uma técnica que não precisa de canais 

adicionais de referência como a filtragem RLS e sim apenas índices de trecho sem contaminação 

dentro do sinal a ser filtrado. 

As técnicas Wavelet e EMD, apesar de apresentarem resultados semelhantes ao Filtro de 

Wiener, apresentaram uma considerável alteração no espectro de frequências e uma considerável 

perda de energia de EEG. Por essa razão, a essas técnicas quando híbridas com o EMD não 

apresentaram resultados satisfatórios se comparadas com as filtragens híbridas EMD-RLS e 

EMD-Wiener. 
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Capítulo 7 

 

AVALIAÇÃO DO MÉTODO DE 

REMOÇÃO EMDRLS COM SINAIS 
REAIS  

Este capítulo apresenta a avaliação do método EMDRLS ao ser confrontando com outras 

técnicas de canal único utilizadas na remoção de artefatos do EEG. Será introduzida uma 

descrição das métricas de comparação seguido da exibição dos resultados das análises das 

filtragens dos sinais reais.  

7.1 MEDIDAS DE DESEMPENHO DOS FILTROS DE 

EEG NOS SINAIS REAIS COLETADOS 

O objetivo das métricas de desempenho de filtragem é permitir a avaliação objetiva da 

capacidade de remoção de ruído de cada método investigado. Para avaliação do desempenho da 

filtragem de EEG do filtro EMDRLS, serão utilizadas as seguintes métricas:  

(i) a relação sinal-ruído (SNR) do sinal contaminado,  
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(ii) o erro quadrático médio da raiz (RMSE) entre o espectro de potência das épocas 

livres de artefatos com as épocas de EEG filtradas,  

(iii) a preservação espectral dos ritmos cerebrais (ie, delta, teta, alfa, beta e gama) dos 

sinais filtrados em relação às épocas sem contaminação de EEG. 

Para auxiliar na descrição dos métodos a Figura 43 será utilizada para apresentação das 

épocas do sinal EEG que devem ser comparados nas métricas de avaliação. Na figura são 

definidas as regiões no sinal A, B, C e D, além disso, define também s[n] como o sinal 

contaminado por EEG e y[n] como a versão filtrada correspondente. A é a época do sinal 

corrompida pelo EMG, enquanto C é a época correspondente no sinal filtrado. B é a época livre 

de EMG e D é a época correspondente no sinal filtrado. 

 

 

 

Figura 43: Definição das épocas do sinal EEG (A, B, C e D) para a estimativa das métricas 
de desempenho. s[n] é o sinal EEG contaminada com artefato muscular e y[n] é sua versão filtrada 
correspondente. A é a época do sinal corrompida pelo EMG, enquanto C é a mesma época no sinal 
filtrado correspondente. B é a época livre de EMG e D é a mesma época no sinal filtrado 
correspondente. 
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7.1.1 Relação sinal-ruído (SNR) 

Para as avaliações da SNR são calculadas as potências das épocas que se deseja analisar. 

A Equação 34 define a potência média (Pepoca) de cada época, na qual V é a série temporal discreta 

de entrada e N é o número de amostras do sinal. SNRin (Equação 35) mede a SNR em relação às 

regiões A e B do sinal contaminado s[n], enquanto SNRout (Equação 36) mede o SNR em relação 

às regiões D e C do sinal filtrado y[n]. 

𝑃𝑒𝑝𝑜𝑐𝑎 = ∑ 𝑉[𝑛]2𝑁𝑁
𝑛=1  (34) 

 

 𝑆𝑁𝑅𝑖𝑛 = 10𝑙𝑜𝑔10 (𝑃𝐵𝑃𝐴) (35) 

 
 

 
 

 
 

𝑆𝑁𝑅𝑜𝑢𝑡 = 10𝑙𝑜𝑔10 (𝑃𝐷𝑃𝐶 ) (36) 

 

7.1.2 Raiz do erro médio quadrático (RMSE) dos espectros  

A RMSE fornece uma medida de distância entre o espectro de potência da época livre de 

artefato em relação às épocas de EEG filtradas. A densidade espectral de potência de cada sinal 

foi obtida pelo método Burg [222]. O método de Burg, também conhecido como Método da 

entropia máxima (MEM), consiste em minimizar a soma ao quadrado dos erros de previsão ao 

longo de toda a série temporal. A Equação 37 mostra a equação do espectro S(f) resultante da 

derivada da função Lagrange, em que os coeficientes de transformação de Fourier são substituídos 

pelo multiplicador Lagrange λn, após maximizar a função de entropia [60]. S(𝑓) =   1∑ λ𝑘 exp(𝑖𝑓𝑘)𝑛𝑘= −𝑛  
(37) 

Em que λk é o k-ésimo multiplicador de Lagrange, n é o número de amostras do sinal de 

entrada e f é a frequência de S(f).  

A Equação 38 define o RMSEin, que é a medida de erro entre a densidade espectral de 

potência da época de EEG sem contaminação de EEG, X(f) e a potência da época de EEG 

contaminada, R(f). Já a Equação 39 define o RMSEout como uma medida de erro entre a densidade 
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espectral de potência da época de EEG sem EMG, X(f) e a potência da época de EEG filtrada, 

Y(f). 

𝑅𝑀𝑆𝐸𝑖𝑛 =  √1𝑁 ∑(𝑋(𝑓) − 𝑅(𝑓))2𝐹
𝑓=1  (38) 

Em que N = F, que corresponde o comprimento dos vetores 𝑋(𝑓) e 𝑅(𝑓). 
 

𝑅𝑀𝑆𝐸𝑜𝑢𝑡 =  √1𝑁 ∑(𝑋(𝑓) − 𝑌(𝑓))2𝐹
𝑓=1  (39) 

Em que N = F, que corresponde o comprimento dos vetores 𝑋(𝑓) e 𝑌(𝑓). 
 
O teste de Kolmogorov-Smirnov foi empregado para testar a normalidade do conjunto de 

dados de RMSE (com p <0,05), o qual rejeitou a hipótese de que a distribuição do conjunto de 

dados RMSE seja normal. Assim, o teste não paramétrico de Kruskal-Wallis foi utilizado para 

verificar a diferença estatística (p <0,05) entre RMSEin e RMSEout. Além disso, o teste post hoc 

de Tukey-Kramer foi usado para comparar os grupos quando estes produziram um resultado 

significativo no teste de Kruskal-Wallis.  

7.1.3 Densidade espectral de potência média (MPSD) 

A densidade espectral de potência média ou mean power spectral density (MPSD) foi 

mais uma característica empregada para a avaliação da preservação espectral de ritmos cerebrais 

(isto é, delta, teta, alfa, beta e gama) dos sinais filtrados. Uma média global da MPSD foi calculada 

para cada sinal contaminado s[n], para o sinal filtrado y[n] e para as épocas livres de EMG. 

Além disso, o teste de Kolmogorov-Smirnov também foi empregado para testar a 

normalidade da característica MPSP (p <0,05) o qual rejeitou a hipótese nula de que a distribuição 

dos dados fosse normal. Dessa forma, na sequência foi aplicado o teste não-paramétrico de 

Kruskal-Wallis para verificar a diferença estatística (p <0,05) entre o MPSD estimado a partir das 

regiões B e C e regiões B e D ilustradas na Figura 43. Além disso, o teste post-hoc de Tukey-

Kramer foi utilizado para comparar os grupos quando obtiveram resultado significativo no teste 

de Kruskal-Wallis. 



 

99 
 

7.2 INSPEÇÃO VISUAL DOS SINAIS FILTRADOS 

A Figura 44 apresenta uma época de EEG do canal F7-F3 contaminado por EMG devido 

a contração muscular do masseter. Logo abaixo é mesma época após a aplicação das técnicas 

testadas, as técnicas híbridas EMDRLS e wRLS, removem com sucesso a contaminação por 

EMG. No entanto, a partir da inspeção visual pode-se observar que o método wRLS não preserva 

completamente a forma de onda da região livre de ruído. 

 

Figura 44: Formas de onda típicas de sinais EEG contaminados (a) e filtrados com cada 
método de filtragem (b - f). Neste exemplo, o EEG detectado em F3-F7 foi corrompido por um sinal 
EMG originado a partir de uma contração do músculo masseter. 

7.3 ANÁLISE DA SNR DO SINAIS FILTRADOS 

As Figura 45 e 46 mostram a média global da SNR para todos sinais filtrados para o nível 

de contaminação definido conforme a Tabela 8. Os resultados são mostrados para a contaminação 

EMG frontal (Figura 45) e masseter (Figura 46). Essas figuras mostram a relação estimada entre 

o nível de contaminação e o SNR do sinal filtrado. As curvas correspondentes para cada filtro 
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avaliado foram obtidas por um modelo de regressão (spline) com base nos dados disponíveis nos 

pontos discretos (isto é, de 1 a 5), mostrado na Tabela 8. 

 
Tabela 8: DE-PARA do índice de contaminação respectivo a cada faixa de contaminação das 

épocas A e B do sinal. 
Índice adotado para o nível 

de contaminação 
Faixa de SNR geral entre as 

épocas A e B 
1 SNR ≥ -5 dB 
2 -10 dB ≤ SNR <-5 dB 
3 -20 dB ≤ SNR <-10 dB 
4 -30 dB ≤ SNR <-20 
5 SNR <-30 dB 

 

A Figura 45 mostra que as técnicas EMDRLS e wRLS são as menos sensíveis a uma 

redução no nível de contaminação. A inclinação de um modelo linear ajustado para cada curva da 

Figura 46 em relação ao eixo horizontal formariam uma reta inclinada com -0,41 °, -9,42 °, -44,41 

°, -50,60 °, -64,24 °, respectivamente para os métodos EMDRLS, wRLS, EMD, wavelet e Wiener. 

As inclinações estimadas para as curvas da Figura 46 são 13,59 °, 16,71 °, -39,08 °, -

44,46 °, -50,45 °, respectivamente para os métodos wRLS, EMDRLS, Wiener, wavelet e EMD. 

 

 

Figura 45: Relação entre o nível de contaminação e a SNR do sinal filtrado em relação ao 
sinal contaminado por EMG do músculo frontal. 
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Figura 46: Relação entre o nível de contaminação e a SNR do sinal filtrado em relação ao 
sinal contaminado por EMG do músculo masseter. 
 

A Figura 47 mostra a média geral da SNR do sinal contaminado por EMG após a filtragem 

pelo EMG dos músculos frontais e a Figura 48 mostra a mesma informação para as contrações do 

músculo masseter (B) em relação ao canal de EEG. O SNR médio global do sinal EEG 

corrompido, s[n], também é mostrado. 

Nestes cenários, idealmente, o filtro deve ser capaz de remover o ruído mantendo as 

informações do sinal, independentemente do nível de contaminação. Isso pode ser alcançado por 

um filtro cuja relação entre o nível de contaminação e o SNR do sinal filtrado segue um modelo 

linear com um coeficiente linear e angular próximo a zero, a fim de evitar a degradação do sinal 

filtrado em altos níveis de contaminação. Esse cenário pode ser obtido quando PD é igual a PC na 

Equação 36. 

 

Figura 47: SNR média global dos sinais de EEG filtrados após a contaminação pelo EMG do 
músculo frontal em relação a cada canal de EEG. O SNR médio geral do sinal EEG contaminado, 
s[n], também é mostrado. 
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Figura 48: SNR média global dos sinais de EEG filtrados após a contaminação pelo EMG do 
músculo masseter em relação a cada canal de EEG. O SNR médio geral do sinal EEG contaminado, 
s[n], também é mostrado. 
 

7.4 COMPARAÇÃO DA RMSE DO ESPECTRO DE 

POTÊNCIA ENTRE AS ÉPOCAS COM SINAL DE 

EEG PURO E AS ÉPOCAS COM SINAL DE EEG 

FILTRADO 

As Tabelas 9 e 10 mostram os valores médios globais do RMSE para os músculos frontal 

e masseter, respectivamente. Nas tabelas foram incluídos resultados para os canais frontal e 

central, pois são os mais contaminados. 

Quanto mais baixo o RMSE, mais eficiente é o filtro em termos de preservação espectral 

em relação ao sinal livre de EMG. Os melhores resultados foram obtidos no filtro EMDRLS, que 

mostrou menor variabilidade e diferenças significativas para todos os canais frontais e 

contaminação EMG de ambos os músculos (ou seja, frontal e masseter). 
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Tabela 9: Média e desvio padrão do RMSE entre o espectro de potência do EEG livre de 
EMG e as épocas do EEG filtrado contaminadas pelo EMG pelo músculo frontal. Os rótulos 
numéricos sobrescrito denotam diferença significativa entre cenários não filtrados e filtrados 

Canal 
Músculo frontal 

(Sem filtro) 
EMDRLS EMD Wiener Wavelet WRLS 

Fp2 - F8 1,670 ±0,0291,2 0,039 ±0,0111 1,225 ±1,666 0,650 ±0,656 1,325 ±1,752 0,109 ±0,6522 

F4-F8 1,311 ±0,0603,4 0,076 ±0,0933 0,995 ±1,546 0,446 ±0,436 1,166 ±1,611 0,091 ±0,1094 

Fp1 - F7 1,251 ±0,0195,6 0,025 ±0,0245 0,737 ±1,491 0,636 ±1,001 0,658 ±0,976 0,074 ±0,0396 

Fp1-Fp2 1,107 ±0,2237,8 0,013 ±0,0087 0,619 ±1,228 0,553 ±0,792 0,493 ±0,625 0,058 ±0,0538 

C4-T4 0,708 ±1,355 0,140 ±0,080 0,618 ±0,629 0,387 ±0,670 0,643 ±1,126 0,422 ±0,314 

F3-F7 0,580 ±0,0669 0,032 ±0,0219 0,219 ±0,314 0,284 ±0,249 0,388 ±0,275 0,081 ±0,049 

 

Tabela 10: Média e desvio padrão do RMSE entre o espectro de potência do EEG livre de 
EMG e as épocas do EEG filtrado contaminadas por EMG do músculo masseter. Os rótulos 
numéricos sobrescrito denotam diferença significativa entre cenários não filtrados e filtrados 

Canal 
Músculo 
masseter 

(sem filtro) 
EMDRLS EMD Wiener Wavelet WRLS 

C4-T4 8,047 ±3,5961,2 0,271 ±0,2211 0,338 ±0,3532 1,270 ±5,221 1,279 ±7,724 0,290 ±0,430 

T3-C3 7,842 ±0,9123,4 0,362 ±0,3833 0,380 ±0,227 0,429 ±3,363 0,373 ±5,434 0,396 ±0,4434 

F4-F8 5,388 ±0,1895,6,7,8,9 0,151 ±0,1595 0,159 ±0,1556 0,170 ±2,9057 0,181 ±3,5558 0,155 ±0,1819 

F3-F7 4,571 ±1,10710,11,12 0,158 ±0,11910 0,260 ±0,05311 0,482 ±1,522 0,510 ±1,641 0,258 ±0,11912 

Fp2 - F8 3,373 ±0,013 13,14,15 0,109 ±0,105 13 0,143 ±0,07214 0,175 ±1,519 0,179 ±1,600 0,151 ±0,09915 

Fp1 - F7 3,345 ±0,15016,17,18 0,134 ±0,12516 0,186 ±0,05517 0,141 ±0,816 1,172 ±0,587 0,229 ±0,12318 

  

7.5 PRESERVAÇÃO ESPECTRAL (MPSD) DOS 

RITMOS DE FREQUÊNCIA NO EEG 

As Tabelas 11 e 12 mostram a média geral e o desvio padrão da MPSD para os músculos 

frontal e masseter, respectivamente. As tabelas comparam o MPSD para cada ritmo cerebral entre 

as épocas do sinal EEG sem contaminação EMG e o sinal filtrado. Somente o método EMDRLS 

proposto não produziu diferenças entre os sinais sem ruído e os sinais filtrados para todos os 

ritmos cerebrais em ambas as contaminações (frontal e masseter). 
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Tabela 11: Média e desvio padrão da MPSP (em µV) entre o espectro de potência das épocas 
do EEG sem contaminação de EMG e as épocas do EEG filtrado contaminadas pelo EMG do músculo 
frontal para os ritmos cerebrais distintos. A eficácia da filtragem é medida pela similaridade 
espectral entre os sinais de EEG filtrados e o sinal de EEG livre de artefato de EMG. Os rótulos 
numéricos sobrescritos denotam diferença significativa entre o espectro de potência do EEG livre de 
contaminação por EMG e as épocas do EEG filtrado em um nível de significância de 0,05 

 

Ritmo 
Época de EEG 

não contaminada 
EMDRLS WIENER WAVELET EMD WRLS 

Delta 0,041 ±0,0351,2 0,071 ±0,179 0,094 ±0,5011 0,113 ±0,3245 0,073 ±0,108 0,004 ±0,0072 

Theta 0,071 ±0,06913,4 0,087 ±0,106 0,135 ±0,7243 0,167 ±0,497 0,107 ±0,147 0,005 ±0,0044 

Alpha 0,406 ±0,63215,6 0,309 ±0,422 0,476 ±2,4915 0,908 ±2,678 0,483 ±0,748 0,015 ±0,0216 

Beta 0,340 ±0,4917,8 0,304 ±0,419 0,374 ±1,5327 0,937 ±1,768 0,574 ±0,718 0,022 ±0,0128 

Gamma 0,095 ±0,1669,10,11 0,092 ±0,147 0,257 ±0,7219 0,586 ±1,08510 0,356 ±0,594 0,014 ±0,00611 

 

 

Tabela 12: Média e desvio padrão da MPSP (em µV) entre o espectro de potência das épocas 
do EEG sem contaminação de EMG e as épocas do EEG filtrado contaminadas pelo EMG do músculo 
masseter para os ritmos cerebrais distintos. A eficácia da filtragem é medida pela similaridade 
espectral entre os sinais de EEG filtrados e o sinal de EEG livre de artefato de EMG. Os rótulos 
numéricos sobrescritos denotam diferença significativa entre o espectro de potência do EEG livre de 
contaminação por EMG e as épocas do EEG filtrado em um nível de significância de 0,05 

Ritmo Época de EEG 
não contaminada 

 EMDRLS WIENER WAVELET EMD WRLS 

Delta 0,056 ±0,0581,2 
 

0,063 ±0,057 0,025 ±0,0621 0,136 ±0,269 0,089 ±0,125 0,002 ±0,0012 

Theta 0,088 ±0,0893,4 
 

0,096 ±0,084 0,035 ±0,0853 0,190 ±0,358 0,127 ±0,164 0,003 ±0,0034 

Alpha 0,456 ±0,6535,6 
 

0,360 ±0,467 0,117 ±0,3025 0,764 ±1,169 0,475 ±0,622 0,009 ±0,0156 

Beta 0,388 ±0,5797,8,9 
 

0,285 ±0,374 0,162 ±0,4657 1,943 ±3,9798 0,925 ±1,735 0,025 ±0,0159 

Gamma 0,201 ±0,32710,11,12,13 
 

0,122 ±0,203 0,124 ±0,29010 2,321 ±5,34311 1,090 ±2,40012 0,015 ±0,00613 

 

 



 

105 
 

 

Capítulo 8 

 

DISCUSSÕES E CONCLUSÕES 

O método EMDRLS foi desenvolvido para a remoção de artefatos musculares faciais dos 

sinais de EEG, que é um requisito importante para aplicações distintas. É uma abordagem de canal 

único para filtrar EEG com baixos valores SNR onde as ferramentas tradicionais perdem 

desempenho. Neste trabalho, o EMD foi usado para gerar uma referência de ruído EMG para um 

filtro RLS adaptativo. O desempenho do filtro EMDRLS (Figura 25) foi comparado com outras 

abordagens tradicionais de canal único (wRLS, EMD, wavelet e Wiener) usando como métricas 

quantitativas SNR, RMSE e MPSD. Estas mediram a capacidade de remoção em relação ao nível 

de contaminação, o erro médio no espectro e a preservação de energia nos ritmos clássicos de 

EEG. 

O filtro desenvolvido foi avaliado em dados reais de EEG coletados de 10 indivíduos 

saudáveis. Apresentando uma comparação de eficácia dos métodos de filtragem para diferentes 

músculos atendendo uma necessidade percebida na literatura [9,142]. Assim, esse trabalho 

investigou o desempenho dos filtros considerando a contaminação por EEG por dois músculos 

faciais distintos (ou seja, frontal e masseter). 

A inspeção visual de um sinal filtrado EEG típico (Figura 44) mostra como o método 

EMDRLS garante a preservação de formas de onda na região livre de EMG em comparação com 

outras abordagens e como a contaminação EMG é removida do sinal EEG. 

A partir dos resultados apresentados nas Figuras 45 e 46, pode-se observar que o método 

EMDRLS é o menos sensível ao SNR do sinal EEG corrompido. Tais resultados são consistentes, 

independentemente do ruído produzido pelos músculos frontal e masseter, medidos pela 
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inclinação relativamente baixa do modelo linear ajustado à curva de resposta do método 

EMDRLS. 

Ao avaliar o erro de espectro (RMSE) entre o sinal livre de EMG e os sinais corrompidos 

(Tabelas 9 e 10), o RMSE mais alto (ou seja, 7.842 e 8.047) foi obtido para as regiões centrais do 

couro cabeludo durante a contração do masseter. Esses valores foram reduzidos para 0,362 (para 

T3-C3) e 0,271 (C4-T4) nos sinais filtrados pelo método EMDRLS. A técnica manteve os valores 

mais baixos de RMSE para todos os outros canais (central e frontal) em comparação com outras 

técnicas de filtragem. Embora não haja consenso entre os pesquisadores sobre a seleção das 

técnicas de remoção de artefatos de EEG, alguns pesquisadores propuseram o uso do RMSE no 

domínio do tempo [9,142,223]. Nesta pesquisa, essa métrica foi introduzida para contrastar o 

espectro de potência entre o EEG sem contaminação de EMG e as épocas filtradas por EEG.  

As Tabelas 9 e 10 compararam o RMSE entre o EEG sem contaminação de EMG e as 

épocas de EEG filtradas contaminadas por EMG dos músculos frontal e masseter. Os canais 

selecionados foram os que apresentaram o maior nível de contaminação por EMG. O RMSE para 

o masseter é maior que o RMSE para o músculo frontal. Isso pode ser justificado pelo fato de o 

masseter ser um dos músculos mais fortes (com base no seu peso) no corpo humano. 

Quando comparado aos outros métodos de filtragem, o método EMDRLS foi o que 

produziu o menor RMSE médio com a menor variabilidade para todos os canais, sugerindo 

preservação espectral. Além disso, foi o único método que produziu diferença estatística entre o 

RMSE dos sinais não filtrados em relação aos sinais filtrados para todos os canais de EEG 

contaminados por EMG do músculo masseter (Tabela 10). Para os canais de EEG contaminados 

por EMG do músculo frontal (Tabela 9), os resultados são semelhantes, exceto para o RMSE do 

canal C4-T4 que foi estatisticamente equivalente ao RMSE do sinal não filtrado. No entanto, o 

valor de RMSE foi reduzido significativamente de 0,708 para 0,140. 

As tabelas 11 e 12 apresentam os resultados para o MPSP métrico. O comportamento 

desejável do filtro é garantir uma similaridade de valores entre o MPSP de EEG livre de EMG e 

épocas de EEG filtrado. Os resultados nas tabelas são fornecidos para ritmos cerebrais específicos. 

O método EMDRLS foi o único que produziu sinais de EEG filtrados cuja MPSP foi 

estatisticamente semelhante à MPSP do EEG livre de EMG, para todos os ritmos cerebrais. 

As técnicas híbridas analisadas neste estudo combinaram o filtro adaptativo RLS com as 

técnicas de decomposição EMD e wavelet, que removeram a contaminação EMG, como mostrado 

na Figura 44. No entanto, o método wRLS não preserva a forma de onda do sinal EEG sem EMG. 

O desempenho superior de uma técnica híbrida com o método EMD é consistente com [224], que 

também comparou os métodos EMD e wavelet em uma combinação híbrida com ICA e concluiu 

que a técnica híbrida wavelet teve desempenho pior que o híbrido com EMD. A possível razão é 

que a análise de wavelets decompõe um sinal em cada estágio de maneira predeterminada, 

excluindo a possibilidade de adaptar a decomposição às variações locais da oscilação. Sem o 
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conhecimento prévio do sinal de EEG livre de EMG, é inconveniente selecionar efetivamente as 

ondas-mãe ideais e os níveis de decomposição da wavelet. Por outro lado, os filtros híbridos com 

EMD são totalmente orientado aos dados, o que significa que decompõe um sinal de maneira 

natural sem exigir conhecimento prévio sobre o sinal de interesse. Portanto, as variações híbridas 

de EMD são geralmente preferidas e têm sido amplamente utilizadas para filtragem de EEG, como 

sugere [22,23,81,137]. 

A decomposição do modo empíricos (EEMD) combinada com o CCA em uma 

abordagem de canal único, conforme descrito por [137], foi usada para remover o artefato EMG 

no EEG. Este método também foi comparado aos métodos de filtragem wavelet, EMD e EEMD-

ICA. Os resultados mostraram que a técnica híbrida EEMD-CCA é um filtro confiável e 

computacionalmente eficiente. No entanto, eles mostraram uma melhora relativa no SNR abaixo 

de 4 dB, o que contrasta com o nosso trabalho, que mostrou melhorias no SNR na ordem de 20 

dB com os canais frontais do EEG. O mesmo acontece com o filtro de canal único híbrido descrito 

por [23] que avaliou a técnica EEMD-ICA, mas para valores ainda mais baixos de SNR, abaixo 

de 2 dB. Assim, embora tenha sido feito um esforço significativo para desenvolver métodos para 

detectar e remover artefatos em aplicações de EEG, essa ainda é uma área ativa de pesquisa. 

Considerações adicionais devem ser feitas com relação aos métodos ICA e CCA usados 

nos filtros híbridos EMD, uma vez que elas podem não ser eficazes quando o número de canais 

não for igual ao número de fontes, conforme descrito por [9]. De acordo com [225], há 

divergências na literatura sobre a eficácia da ICA, especialmente em alta frequência, na remoção 

da atividade EMG dos dados, fato também relatado em [226,227]. Esse foi um dos fatores que 

motivou o uso do filtro adaptativo RLS neste trabalho para a remoção do artefato EMG da 

referência criada a partir da decomposição com o EMD. 

A avaliação pelas métricas de desempenho utilizadas, juntamente com a inspeção visual 

dos sinais filtrados, confirmou a robustez do método EMDRLS. Estudos futuros devem considerar 

a adaptação do filtro EMDRLS para aplicações em tempo real e a atenuação de outros tipos de 

ruído, por exemplo, movimento. Também é necessário estender o banco de dados de sinais 

coletados para que o filtro possa ser avaliado sob várias outras condições experimentais. 
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