Métodos de escalarizacion
en optimizacién multiobjetivo

Rocio Guadalupe Fonseca

Director: Elvio Angel Pilotta

Trabajo especial de
Licenciatura en matemética

Facultad de Matematica, Astronomia, Fisica y Computacion
Universidad Nacional de Cérdoba
Argentina

Esta obra esté bajo una licencia Creative Commons @ @ @
“Reconocimiento-NoCommercial-Compartirlgual @

4.0 Internacional”.



https://creativecommons.org/licenses/by-nc-sa/4.0/deed.es
https://creativecommons.org/licenses/by-nc-sa/4.0/deed.es
https://creativecommons.org/licenses/by-nc-sa/4.0/deed.es
https://creativecommons.org/licenses/by-nc-sa/4.0/deed.es

Métodos de escalarizaciéon en optimizacion
multiobjetivo

Fonseca Rocio Guadalupe

Resumen

La vida inevitablemente involucra la toma de decisiones y elecciones y es na-
tural querer que estas sean las mejores posibles, en otras palabras, sean 6ptimas.
La dificultad aqui radica en el conflicto (al menos parcial) entre nuestros diversos
objetivos y metas. Los problemas con multiples objetivos y criterios son gene-
ralmente conocidos como problemas de optimizacion multiobjetivo. A lo largo
de este trabajo, se presentaron los conceptos necesarios y algunos métodos pa-
ra resolver problemas de optimizacién multiobjetivo. Resolver un problema de
optimizaciéon multiobjetivo significa encontrar el conjunto de soluciones Pareto
optimal o frente de Pareto. Los métodos fueron divididos en cuatro categorias
segin la articulacion de preferencias de un tomador de decisiones. De cada mé-
todo se estudiaron las ventajas y desventajas y se seleccionaron tres métodos
para estudiar con mayor profundidad. Los métodos seleccionados fueron méto-
dos de escalarizacion; el método de sumas ponderadas, restriccion £ y métricas
ponderadas, que ademés fueron implementados para generar una aproximaciéon
del frente de Pareto. Se seleccionaron problemas test para generar aproxima-
ciones de sus frentes de Pareto y analizar los resultados obtenidos. Se encontré
que ningiun método es superior que otro. La seleccion de un método especifico
depende del tipo de informacién que proporciona el problema, las preferencias
del usuario, los requisitos de la solucién y la capacidad de cémputo.

Palabras Claves:

= Optimizacién multiobjetivo

= Frente de Pareto

= Métodos de escalarizacion

= Método de sumas ponderadas
= Método de restriccion e

» Método de métricas ponderadas



Métodos de escalarizaciéon en optimizacion
multiobjetivo

Fonseca Rocio Guadalupe

Abstract

Life inevitably involves decision making and choices and it is natural to want
them to be the best possible, in other words, to be optimal. The difficulty here
lies in the (at least partial) conflict between our various goals and objectives.
Problems with multiple objectives and criteria are generally known as multi-
objective optimization problems. Throughout this work, the necessary concepts
and some methods to solve multiobjective optimization problems were presen-
ted. Solving a multiobjective optimization problem means finding the optimal
Pareto solution set or Pareto front. The methods were divided into four ca-
tegories according to the articulation of preferences of a decision maker. The
advantages and disadvantages of each method were studied, and three methods
were selected for further study. The selected methods were scalarization met-
hods; the method of weighted sums, e-constraint, and weighted metrics, which
were also implemented to generate an approximation of the Pareto front. Test
problems were selected to generate approximations of their Pareto fronts and
to analyze the results obtained. It was found that no one method is superior
to another. Selecting a specific method depends on the type of information
the problem provides, the user preferences, the solution requirements, and the
computational capacity.
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Capitulo 1

Introduccion

En cada momento, quizas sin pensarlo, estamos forzados a tomar decisiones
que involucran varios factores, que pueden ser contradictorios entre si, entonces
necesitamos poder decidir basandonos en algiin criterio, después de todo siempre
buscamos la mejor solucién, pero jcudl es la mejor solucién cuando se tienen
tantos factores a considerar? Esta pregunta no sélo aparece en nuestra vida
cotidiana, sino que es recurrente en las ciencias por eso para poder conseguir
soluciones 6ptimas bajo cada uno de los criterios considerados se ha desarrollado
la optimizacion multicriterio o multiobjetivo.

En este trabajo se estudio la teoria de optimizacion multicriterio, la cual con-
siste en encontrar soluciones 6éptimas a problemas en el que la funcién objetivo
es una funcién vectorial. El objetivo es estudiar métodos de optimizacién para
resolver problemas multicriterio. Ademas, se implementaran algunos métodos
de optimizacién multicriterio para resolver algunos problemas test.

Este trabajo se estructura de la siguiente manera:

En el Capitulo 2 consideramos algunos ejemplos motivadores y presentamos
los conceptos necesarios para desarrollar la teoria de la optimizacién multicrite-
rio. Ademas, probamos algunos resultados bésicos y definimos la notaciéon que
utilizaremos en todo el trabajo.

En el Capitulo 3 presentamos varios métodos para resolver problemas de
optimizacién multicriterio clasificindolos segtin la intervencién de un tomador
de decisiones que nos ha presentado el problema que deseamos resolver siendo
los analistas, los que efectivamente resolveran el problema y le presentaran las
soluciones de una manera conveniente. Ademas, realizamos comparaciones entre
los métodos y elegimos algunos para estudiar en detalle.

En el Capitulo 4 desarrollamos con mayor profundidad tres de los métodos
que elegimos en el Capitulo 3 para emplearlos para resolver nuestros proble-



mas test. Ademas, presentamos un nuevo método de escalarizacion planteado
por Victor Pereyra [1I] que también vamos a aplicar en nuestros problemas test.

En el Capitulo 5 mostramos cuatro problemas test, cada uno tiene un atracti-
vo particular y nos permite explorar algin aspecto caracteristico de los métodos
estudiados anteriormente. Ademas, realizamos experimentos numéricos con ca-
da problema.

Finalmente, en el Capitulo 6 presentamos nuestras conclusiones sobre la
efectividad de los distintos métodos estudiados, sus ventajas y algunos aspectos
en los que se podria seguir trabajando en un futuro.



Capitulo 2

Resultados preliminares de
optimizaciéon multiobjetivo

2.1. Algunos ejemplos y aplicaciones

Consideremos los siguientes ejemplos:

Ejemplo 1: Si se quiere responder a la pregunta ;Cual es el animal que
nada, corre y vuela méas rapidamente simultaneamente? se puede pensar antes
en estas preguntas que ayudaran a responder la pregunta inicial:

= ;Cual es el animal méas veloz en la tierra?
= ;Cual es el animal méas veloz volando?

= ;Cual es el animal méas veloz nadando?

Las respuestas a estas preguntas son el guepardo o chita es el animal més
veloz sobre la tierra, el halcon peregrino es el ave més veloz y el pez espada
es el pez mas rapido del mundo. Pero si se busca un animal que cumpla las
tres condiciones al mismo tiempo, el animal que puede hacer las tres cosas es
pato que es capaz de correr, aunque es menos veloz que un guepardo, es capaz
de volar, aunque no tan rapido como un halcén peregrino y es capaz de nadar,
aunque no con la habilidad de un pez espada.

Ejemplo 2: Queremos comprar un auto nuevo y encontramos cuatro mo-
delos entre los cuales nos gustaria elegir: un Volkswagen Golf, un Opel Astra,
un Ford Focus y un Toyota Corolla. La decision va a depender del precio del
auto, el consumo de combustible y la potencia. Buscamos el auto mas barato,
con més potencia y que consuma menos combustible. En este caso, nos enfren-
tamos a un problema con tres funciones criterio y cuatro opciones posibles. Las
caracteristicas de los cuatro autos se muestran en la tabla a continuacion.



Alternativas
VW  Opel Ford Toyota
Precio (1000 Euros) | 16.2 14.2 14.0 152
Criterio | Consumo (j0e) 72 7.0 75 8.2
Potencia (kW) 66.0 62.0 55.0 71.0

Tabla 2.1: Criterios y alternativas del Ejemplo 2

Coémo decidir cual de los cuatro autos es el “mejor” si el méas potente es al
mismo tiempo el que mas combustible consume, entonces no podemos conse-
guir un auto que sea el mas barato, el mas potente y el que menos combustible
consume al mismo tiempo. Sin embargo, podemos observar que si s6lo miramos
uno de los criterios la eleccion es simple.

Ejemplo 3: Para la construccién de una represa de agua un proveedor de
electricidad esta interesado en maximizar la capacidad de almacenamiento y al
mismo tiempo minimizar la pérdida de agua debido a la evaporacion y el costo
de construcciéon. Se debe tomar una decision sobre los meses de mano de obra
humana utilizada para la construccion, asi como la medida del radio del lago,
y también debe respetar ciertas limitaciones, tales como la fuerza minima de la
represa. Aqui el conjunto de alternativas (posibles disenios de la represa) per-
mite infinitas opciones diferentes. Los criterios son funciones de las variables de
decisiéon a maximizar o minimizar y estan claramente en conflicto: una presa con
una gran capacidad de almacenamiento ciertamente no implicard un pequeno
costo de construccion.

Ejemplo 4: Consideremos el problema matemético con dos criterios y una
variable de decision. Las funciones objetivo o criterios, que queremos minimizar
simultaneamente sobre la recta real no negativa son:

@) =vVe+1 folz) =2 4o +5=(x—2)?+1 (2.1)
Queremos resolver el problema de optimizacion
min(fi(z), fa(x)) (2:2)

La pregunta es, jcuéles son los minimos y los minimizadores en este pro-
blema? Notemos que, de nuevo, para cada funcién individualmente, el corres-
pondiente problema de optimizacién es facil: x1 = 0 y 2 = 2 son los mini-
mizadores (Gnicos) de f1 y fo sobre x € R : z > 0, respectivamente, aunque
fo(z1) =02 —4%04+5=5>1=22—4%x2+5= fo(za) y falz2) = V2 F+ 1~
1,732 > 1 = v/0+1 = fi(x1) entonces cuando una de las funciones encuentra
su minimo la otra no puede hacerlo, pero entonces, ;cémo trabajo con las dos
funciones al mismo tiempo?



Figura 2.1: Funciones objetivo del Ejemplo 3

2.2. Problema de optimizacién multiobjetivo

Recordaremos algunas definiciones de optimizacion a valores escalares para
luego comparar con la optimizacién multiobjetivo.

Definicion 2.2.1 Dado el problema

min f(z)
sa. re€SCR™

e Decimos que x* es un minimizador global si f(xz*) < f(x) para todo x € S,
en este caso x* es llamado el minimo de f en S.

e Decimos que x* es un minimizador local si existe € > 0 tal que f(z*) < f(x)
para todo x € S tal que ||z — z*|| < e.

También se acostumbra decir que x* es minimizador local estricto si existe e > 0
tal que f(z*) < f(z) para todo x € S tal que 0 < ||z —z*|| < ¢

Estudiaremos un problema de optimizacion multiobjetivo de la forma:

min {f1(@), fa(@), ..o, frl2)} (2.3)

sujetoa x €S

donde tenemos k > 2 funciones objetivo f; : R™ — R.

Denotaremos el vector de funciones objetivo por f(z) = (f1(x), f2(x), ..., fu(z)T.
El vector de decision (variable) x = (x1,22,...,7m)T que pertenece a la (no va-
cia) region factible (conjunto) S, que es un subconjunto del espacio de decision



R™. Todavia no fijamos la forma de las restricciones (funciones restriccion) que
forman S, pero nos referimos a S en general.

La palabra “min” significa que queremos minimizar todas las funciones ob-
jetivo simultaneamente. Si no hay conflicto entre las funciones objetivo, es decir
que las funciones no estan acopladas, entonces se puede encontrar una solucion
donde cada funcién objetivo alcanza su 6ptimo. En este caso no son necesarios
métodos especiales. Para evitar estos casos triviales, suponemos que no existe
una solucién tnica que sea Optima con respecto a cada funcién objetivo. Es-
to significa que las funciones objetivo son, al menos, parcialmente conflictivas.
También pueden ser inconmensurables (es decir, tener diferentes unidades).

De aqui en adelante, denotaremos a la imagen de la region factible por Z (=
f(S)) y la llamamos region objetivo factible. Es un subconjunto del espacio
objetivo R*. Los elementos de Z se denominan vectores (funcion) objetivo o
vectores criterio y son denotados por f(x) 6 z = (z1,29,...,2x)", donde z; =
fi(x) para todo @ = 1,...,k son wvalores (funcion) objetivo o walores criterio.
Las palabras entre paréntesis, son usualmente omitidas para acortar.

Para mayor simplicidad y claridad del tratamiento del problema asumimos
que todas las funciones objetivo deben ser minimizadas. Si una funcién objetivo
fi debe ser maximizada, es equivalente a minimizar la funciéon — f;, asi en el
ejemplo 3 que se busca maximizar la capacidad de almacenamiento mientras
que se minimiza la pérdida de agua por la evaporacion a la funciéon que se
refiere a la capacidad de almacenamiento fqimacenamiento S€ la reemplaza y se
minimiza — foimacenamiento y @si todas las funciones que estan involucradas en
ese problema seran minimizadas.

2.3. Optimizacion de Pareto

Debido al conflicto y a la posible inconmensurabilidad de las funciones ob-

jetivo, no es posible encontrar una solucién tnica que sea 6ptima para todos los
objetivos simultaneamente. Los problemas de optimizacién multiobjetivo, estan,
en cierto modo mal definidos. No hay un orden natural definido en el espacio
objetivo, pues este es solo parcialmente ordenado (esto significa, por ejemplo,
que (1,1)T es menor que (3,3)T, pero ;como comparo (1,3)T y (3,1)77).
De todas formas, algunos de los vectores objetivos se pueden extraer para ser
examinados. Estos son aquellos en los que ninguna de las componentes puede ser
mejorada sin deteriorarse otra de las componentes. Edgeworth (1987) presentd
esta definicion en 1881. Sin embargo, la definicion es usualmente llamada Pareto
optimal después de que el economista y sociologo italo-francés Vilfredo Pareto
en 1896 lo desarrollara atin més. Una definicién mas formal de la Optimalidad
de Pareto es la siguiente:

Definicion 2.3.1 Un vector de decision x* € S es Pareto optimal si no existe
otro vector de decision x € S tal que f;(x) < fi(z*) para todo i = 1,...,k y
fi(x) < f;(z*) para al menos un indice j.

10



Un vector objetivo z* € Z es Pareto optimal si no existe otro vector obje-
tivo z € Z tal que 2z; < zf paratodoi =1,...,ky z; < z; para al menos un
indice j; o equivalentemente, z* es Pareto optimal si el correspondiente vector
de decision es Pareto optimal.

Esta definiciéon introduce la nocién de globalmente Pareto optimal.

En optimizacion de un sélo objetivo, el foco principal esta en el espacio de de-
cision. En el contexto multiobjetivo, a menudo estamos mas interesados en el
espacio objetivo, que generalmente es de menos dimension que el espacio de
decision.

En la Figura (2.2) la region factible S C R® y su imagen, la region objetivo
factible Z C R? estan ilustrados. La linea azul contiene a todos los vectores
objetivo Pareto optimal. El vector z* es un ejemplo de ellos.

X1l Espacio de decisién zit  Espacio objetivo

—

zZ
Conjunto
2+ l:gteto optimal

X2 Z

Figura 2.2: Los conjuntos S y Z y los vectores objetivo Pareto optimal

Generalmente hay muchas soluciones Pareto optimal (un ntimero infinito).
Podemos hablar de un conjunto de soluciones Pareto optimal o el conjunto Pa-
reto optimal o frente de Pareto. El conjunto de Pareto o frente de Pareto se
define entonces como el conjunto de puntos en el espacio objetivo que contiene
a todos los vectores objetivo Pareto optimal.

Recordemos estas definiciones.
Definicion 2.3.2

= Un conjunto S C R™ es convexo si para todo x,y € S el segmento ax +
(1—a)y € S para todo 0 < a < 1.

= 515 CR™ es un conjunto convexo, decimos que f : S — R es una funcion
conveza si para todo x,y € S, x #y fAz+(1-=N)y) < Af(z)+(1-X)f(y)
para todo 0 < X\ < 1.

11



= Un espacto topologico X es conexo si no existen U y V abiertos en X, no
vacios y disjuntos tales que X =U U V.

= Un conjunto S C R™ es conexo si como subespacio es un espacio topoldgico
COMETO.

En optimizacion multiobjetivo, a diferencia de la optimizacién a valores es-
calares, donde estamos interesados en encontrar una soluciéon 6ptima, estamos
interesados en encontrar todo el conjunto Pareto optimal, ya que, en principio
todas las soluciones Pareto optimal son igualmente importantes. En los proxi-
mos capitulos veremos cémo generar una aproximaciéon del conjunto de Pareto
completo.

La frontera de Pareto obtenida puede ser lineal, concava, convexa, continua
o discontinua dependiendo de las funciones objetivo integrantes del problema.
Todas las soluciones pertenecientes a la frontera son igualmente buenas, y no
se puede especificar si alguna de las soluciones es preferible a las otras. En la
siguiente figura tenemos algunos frentes de Pareto, el primero es concavo o no
convexo, el segundo es no conexo y el tercero es convexo.

Figura 2.3: Algunos frentes de pareto.

Otro concepto particularmente importante es el de localmente Pareto opti-
mal.

Definicion 2.3.3 Un wvector de decision x* € S es localmente Pareto optimal
si existe § > 0 tal que x* es Pareto optimal en S N B(z*,J).

Un vector objetivo z* € Z es localmente Pareto optimal si el correspondiente
vector de decision es localmente Pareto optimal.

Naturalmente, cualquier solucién global Pareto optimal es localmente Pareto
optimal. La reciproca, es valida para problemas de optimizaciéon multiobjetivo
convexos. Recordemos que, en optimizaciéon a valores escalares un problema de
programaciéon convexa se define de la siguiente manera:

12



Definicion 2.3.4
min  f(x)
s.a. €S

donde S es un conjunto convero y f es una funcidn convexa.

Al igual que en el caso de problemas de optimizaciéon a valores escalares,
un problema de optimizaciéon multiobjetivo convexo se define de la siguiente
manera;

Definicion 2.3.5 Un problema de optimizacion multiobjetivo es convexo si to-
das las funciones objetivo son convexas y el conjunto factible es convero.

El siguiente resultado nos da la reciproca a la afirmacion anterior.

Teorema 2.3.6 Si un problema de optimizacion multiobjetivo es convexo, en-
tonces toda solucion localmente Pareto optimal es también una solucion global-
mente Pareto optimal.

Demostracion:

Sea x* € S localmente Pareto optimal. Entonces, existe un § > 0 y un entorno
B(x*,6) de z* tal que, no existe ningtn « € B(z*,d) de * tal que f;(z) < f;(z*)
para todo ¢ = 1,...,k y para al menos un indice j f;(z) < f;(z*).
Supongamos que z* no es globalmente Pareto optimal. En este caso, existe otro
punto z° € S tal que f;j(z°) < f;(z*) para todoi =1,...,ky f;(z°) < f;(z*)
para algun j.

Ahora definimos & = Sz° + (1 — §)a* con 0 < 8 < 1 elegido de tal forma que
& € B(z*,9).

La convexidad de S nos implica que & € S. Por la convexidad de las funciones
objetivo tenemos que

Ji(@) < Bfi(x°) + (1= B) filz™) < Bfi(x™) + (1 = B) fi(z") = fi(z™)

para todo i = 1,...,k pues, z* es localmente Pareto optimal y & € B(x*,0)
entonces f;(Z) = f;(x*) para todo i. Luego

fi(z™) < Bfi(z°) + (1= B) fi(x")Vi=1,... .,k

pues B > 0, dividiendo por S obtenemos f;(z*) < f;(«°) para todo i. Luego,
tenemos que f;(z*) > f;(x°) para algin j lo que contradice que z* es localmente
Pareto optimal. Entonces x* es globalmente Pareto optimal. O

2.3.1. Vector objetivo ideal

Un vector objetivo que minimiza cada una de las funciones objetivo se de-
nomina vector objetivo ideal (o perfecto).

13



Definicién 2.3.7 Las componentes z; de un vector objetivo ideal z* € R* son
obtenidas al minimizar cada una de las funciones objetivo individualmente su-

jero a las restricciones, o sea resolviendo para todoi=1,...,k
min  fi(z)
s.a. T€E€S (2.4)

Es obvio que, si un vector objetivo ideal fuera factible (o sea si z* € Z)
este seria la solucion del problema de optimizacion multiobjetivo (y el conjunto
Pareto optimal se reduciria a este vector). Esto en general no es posible ya que
hay un conflicto entre las funciones objetivo. Aunque el vector objetivo ideal no
es alcanzable puede considerarse como un punto de referencia, algo que buscar.
Del vector objetivo ideal se obtienen cotas inferiores para el conjunto Pareto
optimal para cada funcion objetivo.

En la practica, se debe tener especial cuidado con los problemas no conve-
xo0s. La definicién de vector objetivo ideal asume que se conoce el minimo global
de cada una de las funciones objetivo. Garantizar la optimizacion global en los
calculos numéricos no es tan simple. Esto debe ser tenido en cuenta con los
problemas précticos.

Algunas veces, para realizar calculos numeéricos, se necesita un vector que
sea estrictamente mejor que el vector objetivo ideal y por eso surge la necesidad
de definir el vector objetivo utdpico

Definiciéon 2.3.8 el vector objetivo utdpico z** € RF es un vector objetivo no
factible cuyas componentes son de la forma

2=z —&
para todoi =1,...,k donde z; es la componente del vector objetivo ideal yc; > 0

es un escalar relativamente pequeno, pero computacionalmente significativo.

2.3.2. Vector objetivo nadir

La cota superior del conjunto Pareto optimal, es decir, las componentes de
un vector objetivo nadir (o vector objetivo imperfecto) 2™*? son mucho mas
dificiles de encontrar. Sin embargo, pueden estimarse. El vector objetivo nadir
puede ser un punto factible o no serlo. Para problemas no lineales, no existe un
método constructivo para calcular el vector objetivo nadir.

14



— = = Frente de Pareto
¢ Vector objetivo utépico

Vector objetivo ideal

®  Vector objetivo nadir

Figura 2.4: Vector objetivo ideal y vector objetivo nadir.

2.4. Optimalidad débil de Pareto

Ademas de la optimizacion de Pareto, otros conceptos relacionados son am-
pliamente utilizados, como el caso de la optimalidad débil de Pareto. La relacién
entre ellas es que Pareto optimal es un subconjunto de los puntos débilmente
Pareto optimal.

Un vector es débilmente Pareto optimal si no existe ningtn otro vector tal que
todas sus componentes sean mejores.

Definicion 2.4.1 Un vector de decision x* € S es débilmente Pareto optimal
st no existe otro vector de decision x € S tal que fi(xz) < fi(z*) para todo
i=1,... k.

Un vector objetivo z* € Z es débilmente Pareto optimal si no existe otro vector
z € Z tal que z; < z; para todo i = 1,...,k, o equivalentemente, si el corres-
pondiente vector de decision es débilmente pareto optimal.

De la misma manera que antes definimos localmente Pareto optimal, se pue-
de definir ademas la optimalidad débil local de Pareto y la optimalidad débil
global de Pareto.

Si bien, las soluciones débilmente Pareto optimal son importantes desde un
punto de vista técnico, ya que son faciles de generar, hay que tener en cuenta que,
en algunos casos, pueden no ser tan utiles debido al gran tamano del conjunto
débilmente Pareto optimal.
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Regidn factible
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Figura 2.5: Vectores débilmente Pareto optimal y vectores Pareto optimal.

En los problemas de optimizaciéon multicriterio, el interés esta en encontrar todo
el conjunto de Pareto o al menos una gran parte de mismo, ya que son todas las
posibles soluciones al problema que queremos resolver y al menos en principio,
no hay una solucién que sea mejor que otra. Si sélo hay dos funciones objetivo,
en ocasiones, el conjunto 6ptimo de Pareto se puede generar paramétricamente.
Cuando hay mas objetivos, el problema se vuelve més complicado.

Ahora recordando el ejemplo 4, generaremos el frente de Pareto de manera
paramétrica.

En este ejemplo queremos resolver un problema con dos funciones objetivo,
que queremos minimizar simultaneamente sobre la linea real no negativa.

filz) =Vz+1
folz)=2® —dx+5=(x+2)? -1

Y queremos resolver el problema de optimizacion

min(fi(z), f2(x))
x>0
Para cada funcion objetivo individualmente, el correspondiente problema de
optimizacion es simple de resolver siendo x1 = 0 y x5 = 2 son los minimizadores
(tnicos) de f1 y fa en x € R: z > 0, respectivamente.

El espacio de decisién es R y el espacio criterio es R? pues f(X) C R2. Pa-
ra obtener la imagen del conjunto factible en el espacio de criterio, hay que
sustituir y; por fi(z) e y2 por fa(x) para obtener z = (y;)? — 1 (resolviendo

y1 = V1 + x para x).
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Figura 2.6: Funciones objetivo.

Por lo tanto, obtenemos

Yo = ((y1)? = 1) +4—4(y1)2+ 5= (y1)* — 6(y1)* + 10

El gréfico de esta funcion es

Figura 2.7: Espacio criterio.

Notemos que = > 0 se traduce como y; > 1, entonces el conjunto de Pareto
es la parte del grafico que se encuentra a la derecha de la linea vertical y; = 1.
Calculando el minimo de y5 en funcion de y;, vemos que las soluciones x € [0, 2]
encontradas antes corresponden a valores de y; = f1(z) en [1,V3] y y2 = fa(z) €
[1,5]. Estos puntos en la gréfica de ya(y;) con 1 < y; < /3 son los puntos que
pertenecen al frente de Pareto. Podemos verlo en color rosa en la siguiente figura:
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Figura 2.8: Frente de Pareto.

Ahora que ya hemos definido qué es un problema de optimizacién multicri-
terio vamos a presentar un tltimo ejemplo.

Ejemplo 5: La radioterapia es el tratamiento de los tejidos cancerosos con
radiacion ionizante que dafia el acido desoxirribonucleico (ADN) de las célu-
las. Mientras que las células no cancerosas son capaces de reproducirse incluso
con su ADN ligeramente danado, el estado de reproduccién elevado en el que
se encuentran las células cancerosas significa que pequenas cantidades de ADN
danadas las hace incapaces de reproducirse. El objetivo de la radioterapia es
explotar esta ventaja terapéutica y enfocar la radiacion de modo que la dosis
suficiente se entrega a la regién objetivo para extinguir las células cancerosas
mientras que no se afecte demasiado a las estructuras circundantes.

El proceso desde el diagnoéstico hasta el tratamiento contiene muchos pasos.
Comienza con la obtencion de imégenes médicas, como tomografias computadas
(CT) o resonancias magnéticas (MRI) que se utilizan para diagnosticar y loca-
lizar tumores. Estas imagenes permiten la reconstruccion 3D del tumor y de
otros organos con el proposito de planificar el tratamiento.

Disenar un tratamiento 6éptimo significa decidir un gran nimero de parame-
tros. El proceso de planificacion suele dividirse en tres fases:

1. La seleccion del namero de haces y las direcciones desde las cuales enfocar
la radiacion en el paciente. El problema geométrico.

2. El calculo de un mapa de intensidad (o patréon de intensidad) para ca-
da una de las direcciones seleccionadas en la fase 1. El problema de
intensidad.
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3. Encontrar una secuencia de configuraciones del colimador multilamina
(MLC) para administrar el tratamiento. El problema de realizacion.

Consideramos el problema de intensidad, al que modelaremos como un pro-
blema de optimizaciéon multiobjetivo. El objetivo es encontrar un plan de irra-
diacién para un paciente con cancer de prostata.

El tumor sera irradiado con 5 haces equidistantes que pueden descomponerse
en 400 haces controlables distintos. Asumimos que ya resolvimos el problema
geométrico, por lo que la geometria de los haces esté fija.

Las partes relevantes del cuerpo del paciente son mapeadas con la ayuda de la
tomografia computada y de acuerdo al grosor de las rebanadas que dividiremos
en cubos llamados voxels.

Prostate

Figura 2.9: Tomografia computada, corte coronal y axial. Esquema del corte
axial del cuerpo con estructuras de interés.

Utilizando métodos de clustering, podemos agrupar los voxels que estan ex-
puestos a la misma radiacion, asi reducimos los 435501 voxels originales en 11877
clusters, ¢; con j = {1,...,11877}. Luego a cada cluster se le asigna una de las
estructuras de volumen de interés V), ..., Vs, esta asignacion es realizada por un
médico. En este ejemplo el tumor es Vj, V1, el recto es V5 los huesos izquierdo y
derecho de la cadera son V3 y Vj respectivamente, el tejido circundante es Vi y
la vejiga es V.

Examenes médicos han demostrado que la vejiga y el recto son érganos sen-
cibles mientras que los otros érganos siguen a estos érganos dominantes en su
estrés causado por diferentes planes de irradiacion. Para mas informacién con-

sultar ( [3], [A]).

La emision de los haces B; con ¢ € {1,...,400} en los clusters ¢; es descripta
por la matriz P = (Py;) ,j = 1,...,11877, i = 1,...,400. Sea z € R es el
perfil de intensidad, entonces P;x denota la dosis de radiaciéon en el cluster c;
causado por los haces B;, 7 = 1, ...,400 siendo P; la j—ésima fila de la matriz P.
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Para evaluar y comparar el estrés producido por la radiaciéon en los érganos
usamos el concepto de dosis uniforme equivalente basado en p—normas propues-
to por Nimierko.

1 1

FEUD(zx) = — | —— N(c¢;).(P;x)P* -1
ilej €Vi
Para k = 2,...,6 y el escalar p; € [1,00] es una constante dependiente del

organo que refleja la estructura més paralela o en serie del 6rgano,N(V}) es el
namero de voxels en el 6rgano Vi, y N(c;) es el ntmero de voxels en el cluster ¢;,
entonces Zj|cjevk N(cj) = N(Vi). El valor Uy, es la dosis limite de cada érgano,
que no debe superarse y es un valor evaluado estadisticamente.

Un plan de tratamiento factible ahora tiene que satisfacer varias limitaciones.
En primer lugar, debe evitarse una sobredosificacion peligrosa del tejido critico
y, por tanto, no debe superarse el valor méaximo @)} para todos los 6rganos de
riesgo Vi, k=2,...,6, i. e.

Up(EUDp(2) +1<Qr k=2,...,6.
Estas restricciones pueden ser reescritas como:

> N(ej)(Pjz)P* < Q¥ .N(Vi) k=2,...,6.

jlej €Vi

También es importante que la dosis en el tejido tumoral permanezca por
debajo de un valor maximo para evitar lesiones en el cuerpo del paciente y para
lograr la homogeneneidad de la irradiacion. Ademas, para tener el efecto deseado
de destruir todas las células tumorales, se debe alcanzar una dosis curativa. Aqui,
diferenciamos entre el llamado Vj tejido objetivo y el V; tejido de refuerzo, que es
tejido tumoral que tiene que ser irradiado especialmente alto. Esas condiciones
se traducen en las siguientes restricciones para cada cluster del objetivo y del
refuerzo:

Lo(1 —e9) < Pjx < Lo(1+60) Vjconc; €V

Li(1—e1) <Pz <Li(1+6) Vjconc; eWp

Donde Lg, L1,e9,£1,00 v 01 son constantes dadas por un profesional. Por otra
parte, hay que asegurarse que la intensidad de los haces es no negativa. Resu-
miendo esto, tenemos el siguiente conjunto factible:

S = {z € R1%| Un(EUDy(z) +1) < Qu, k=2,...,6,
Lo(1 —ep) < Pjz < Lo(1 4+ dg), Vjconc; €V
L1(1751)§ij§L1(1+51), V] con ¢; Gm}

con 17795 restricciones y 400 variables. El objetivo ahora es mantener la
peligrosa sobredosis de los 6rganos en riesgo, el recto (V2) y la vejiga (Vg), tan
bajo como sea posible, es decir que nuestras dos funciones objetivo a minimizar
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son EUDs y EU Dg. Las investigaciones han demostrado que estos dos 6rganos
son los 6rganos dominantes y que los otros érganos en riesgo siguen en el nivel
de sus valores EUD de estos érganos con un valor inferior.

Entonces tenemos el siguiente problema de optimizaciéon bi-objetivo:

min Fo(@) = min EUDs ()
zes \ f1(z) zes \ FU Dg(x)
Es muy importante tener en cuenta que para resolver este tipo de proble-

mas, se necesitan datos numeéricos proporcionados por profesionales (médicos,
bioingenieros, fisicos, etc).
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Capitulo 3

Métodos numéricos

En este capitulo presentaremos varios métodos para resolver problemas de
optimizacion multiobjetivo. Por lo general, esto significa encontrar la soluciéon
Pareto optimal que mejor satisfaga las necesidades del tomador de decisiones.

En la mayoria de los métodos, estamos interesados en el espacio objetivo
en lugar del espacio de decision. Una de las razones por las que nos interesa el
espacio objetivo es que la dimension de este suele ser considerablemente més
pequena que la dimensiéon del espacio de decisién. Otra razén es que los toma-
dores de decisiones a menudo estan més interesados en los valores objetivo. Sin
embargo, el calculo tendra lugar en el espacio de decisiéon ya que generalmente
no conocemos la forma explicita de la region objetivo factible. En resumen, los
tomadores de decisiones generalmente manejan valores objetivos, mientras que
la programaciéon matematica se lleva a cabo en el espacio de decisién.

En general, los problemas de optimizacién multiobjetivo se resuelven me-
diante la escalarizaciéon, aunque hay excepciones como el método de haces
proximal multiobjetivo para problemas no diferenciables que no se basa en
la escalarizacion en el sentido tradicional.

Escalarizar significa convertir el problema multiobjetivo en un solo proble-
ma o en una familia de problemas de optimizacién de un solo objetivo con una
funcion objetivo a valores reales, denominada funcidn de escalarizacion, que po-
siblemente dependa de algunos parametros. Esto permite el uso de la teoria y
los métodos de optimizacion escalar, es decir, programaciéon no lineal. Debido a
que las funciones de escalarizacion generalmente dependen de ciertos parame-
tros auxiliares, pueden aparecer algunas dificultades numéricas, por lo tanto, la
idea aparentemente prometedora de simplificar el problema en optimizaciones
de un soélo objetivo también tiene sus debilidades.

Un hecho importante a tener en cuenta es que las rutinas estdndar para
problemas de optimizacién de un tinico objetivo solamente pueden encontrar
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optimos locales. Esta es la razon por la que sélo localmente se obtienen y mane-
jan soluciones 6ptimas de Pareto cuando se trata de funciones de escalarizacion.
Si las funciones objetivo y la region factible son convexas entonces se pueden
garantizar soluciones Pareto optimal globales.

Una cuestiéon a considerar es la posibilidad de que la funcién de escalariza-
cion tenga varias soluciones 6ptimas alternativas. En este caso, el vector objetivo
producido depende de la solucién elegida.

Al seleccionar un método de solucién, se deben tener en cuenta las caracteris-
ticas especificas del problema a resolver. Ademaés, las opiniones del tomador de
decisiones son importantes, el tomador de decisiones, es la persona que presenta
el problema al analista, la persona que efectivamente lo resolveréd, en algunos
casos puede que ambos actores sean la misma persona, pero en este trabajo
pensaremos al tomador de decisiones como una persona ajena y nosotros asu-
miremos el rol de analista. No es suficiente que el analista simplemente prefiera
algin método. Puede suceder que el tomador de decisiones no pueda o no quiera
usarlo. Se puede decir que seleccionar un método de optimizaciéon multiobjetivo
apropiado en si mismo es un problema con multiples objetivos.

Los métodos de optimizacion multiobjetivo pueden clasificarse de muchas
maneras segin diferentes criterios. La clasificacion de Hwang y Masud (1979)
[8] donde los métodos de clasifican de acuerdo con la manera en que se expresen
las preferencias del tomador de decisiones. Segin esta clasificacion las clases son:

1. métodos de no preferencia: métodos donde el responsable de tomar
las decisiones no brinda informaciéon de preferencia, so6lo se necesita una
solucién.

2. métodos a posteriori: métodos donde el tomador de decisiones aporta
informacion de preferencia después de ser encontradas las posibles solu-
ciones.

3. métodos a priori: métodos donde el encargado de tomar las decisiones
comunica informaciéon de preferencia que se deberé tener en cuenta antes
de resolver el problema.

4. métodos interactivos: métodos en los que se utiliza preferiblemente la
informacién de preferencia de manera progresiva.

Hay que tener en cuenta que las clasificaciones no son absolutas. Otra clasi-
ficacion puede ser teniendo en cuenta el tipo de técnica utilizado para resolver
el problema. La superposicién y las combinaciones de clases son posibles y se
puede considerar que algunos métodos pertenecen a mas de una clase. La agru-
pacion presentada es sélo para orientacion.
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En el siguiente cuadro se muestran dos clasificaciones, por tipo de técnica y
teniendo en cuenta las preferencias del tomador de decisiones.

Clasificacién métodos
solucion multi-objetivo

. 2

k4
. . Por articulacion de
Por tipo de técnica .
preferencias
+ ) +
Generacion de Algoritmos de ¥ Preferencias a-priori
conjunto de aproximacion
soluciones ; -
L ! 1 N Preferencias a-
—/ Seg(in Seg(in uso posteriori
Métodos de Generacion Jerarquizacién — —
. .. Sin articulacién de
escalarizacion de Pareto | §
preferencias
>| Primera
Métodes de no Siusa Preferencias
escalarizacion >| Segunda ¥ )
No usa Interactivas

A continuacion, veremos varios métodos para resolver problemas de optimi-
zacion multiobjetivo. No se pretende abarcar todos los métodos existentes, sino
formas de abordar la resolucion de estos problemas.

3.1. Meétodos de no preferencia

En los métodos de no preferencia, donde las opiniones de los tomadores de
decisiones no son tenidas en consideracion, el problema de optimizacién multi-
objetivo es resuelto utilizando algiin método relativamente simple y la solucién
obtenida es presentada al encargado de tomar las decisiones. Luego, este pue-
de o bien aceptar la solucion o rechazarla. Parece bastante improbable que la
solucién que mejor satisfaga al tomador de decisiones pueda encontrarse con
estos métodos. Es por eso que los métodos sin preferencia son adecuados para
situaciones en las que, quien toma las decisiones no responde a ninguna expec-
tativa especial de la solucion y estéa satisfecho simplemente con alguna solucién
Optima.

3.1.1. Meétodo del criterio global

El método del criterio global también se llama a veces programacion de
compromiso. En este método, la distancia entre algin punto de referencia y la
region objetivo factible se minimiza. El analista debe seleccionar el punto de
referencia y la métrica para medir las distancias. Se cree que todas las funciones
objetivo son igualmente importantes.
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Diferentes métricas

Examinaremos el método donde el vector objetivo ideal es usado como punto
de referencia y las métricas L, se usan para medir. En este caso, el problema L,
a resolver es:

min (S lste) - =) )

s.a. resS

De la definicion de vector objetivo ideal z* sabemos que f;(x) > z} para todo
t=1,...,k y para todo x € S. Es por eso que no se necesitan valores absolutos
si conocemos el vector objetivo ideal global. Si el vector objetivo ideal global
no se conoce, el método no necesariamente funciona como deberia. Si el vector
objetivo ideal se reemplaza por otro vector, debe seleccionarse cuidadosamente.
Se deben evitar los puntos de referencia pesimistas ya que el método no puede
encontrar soluciones mejores que el punto de referencia.

El exponente 1/p puede descartarse. Los problemas con o sin el exponente 1/p
son equivalentes para 1 < p < 0o, ya que el problema L, es una funcién creciente
del problema correspondiente sin el exponente.

Si p = oo la métrica L., tambien es llamada métrica de Tchebycheff y el pro-
blema es de la forma:

min  mer [ |fi(e)— 2]
i=1,...,k (3.2)
s.a. resS

Observe que el problema no es diferenciable incluso en ausencia de valores
absolutos. En este caso, sin embargo, puede transformarse en un formato dife-
renciable si el objetivo y las funciones de restriccion son diferenciables. Asi el
problema seré de la forma:

min o
sa. a> fi(x)—=zF Vi=1,...k (3.3)
xes

se resuelve, siendo x € R" y o € R variables.

La solucién obtenida depende en gran medida del valor elegido para p. Las
opciones ampliamente utilizadas son p = 1,2 o co. En la Figura (3.1]), se mues-
tran los contornos de estas tres métricas diferentes. El punto negro es el vector
objetivo ideal y la linea negrita representa el conjunto Pareto optimal. Vale la
pena notar que, si el problema original es lineal, la opcién p = 1 mantiene la
linealidad. A medida que aumenta el valor p, el problema de minimizacién no
lineal se vuelve maés dificil y mal condicionado para resolverlo.

El método del criterio global es un método simple de usar si el objetivo es

simplemente obtener una solucién sin ninguna expectativa. Las propiedades de
las métricas implican que, si las funciones objetivo no se normalizan de ninguna

25



Vector
objetivo ideal

NI z
2 A

ePp

|
N =

|
3

N\, /|
N 77

Figura 3.1: Diferentes métricas.

manera, entonces una funcién objetivo cuyo valor objetivo ideal se sitiia més
cerca de la regién objetivo factible recibe mas importancia. Se garantiza que
la solucién obtenida con la métrica L, (1 < p < o0) es la Pareto optimal. Si
se utiliza la métrica de Tchebycheff, la soluciéon puede ser débilmente Pareto
optimal. Depende del analista seleccionar una métrica apropiada.

3.1.2. Método de haces proximal multiobjetivo (MPB)

La idea del método de haces proximal multiobjetivo (MPB), es moverse en
una direccion donde los valores de todas las funciones objetivo mejoren simul-
taneamente.

El método MPB es capaz de resolver problemas con funciones no lineales
(posiblemente no diferenciables). Se supone que todos los objetivos y las fun-
ciones de restricciéon son localmente Lipschitz. El método MPB no es como los
otros métodos de escalarizacion. Los métodos de escalarizacion ordinarios trans-
forman el problema en uno con una sola funcién objetivo. Este nuevo problema
se puede resolver con cualquier método apropiado para la programacién no li-
neal. En el método MPB, la funcién de escalarizaciéon esta formulada dentro
de un optimizador especial (no diferenciable). Supongamos ahora que la region
factible es de la forma

S ={zeR"g(x) = (g1(2),92(2), ..., gm(x))" <0}.

Como se mencioné anteriormente, el método MPB no se basa directamen-
te en el empleo de ninguna funcién de escalarizaciéon. Sin embargo, se necesita
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algin tipo de escalarizacion para derivar el método de minimizaciéon para to-
das las funciones objetivas. Teoricamente, utilizamos una funcion de mérito sin
restricciones H : R” x R™ — R. definida por:

H(z', 2?) = max [fi(xl) — i@, qxN]i=1,... k1= 1,...,m]

El algoritmo MPB

En el método MPB, la solucién se busca de forma iterativa, hasta que se
cumpla algtn criterio de parada.
Presentamos los pasos basicos del algoritmo MPB:

1. El contador de iteraciones h se refiere a las iteraciones internas del mé-
todo MPB. Sea z" la aproximacion actual a la solucién del problema de
optimizaciéon multiobjetivo en la iteracion h.

2. Buscar la direccién de busqueda d” como una soluciéon del problema de
optimizacion sin restricciones

in  H(xz" 4 d,z"
min (™ + ;Lx ) (3.4)
s.qa. deR
3. Aproximar el problema teniendo en cuenta que es no diferenciable, la forma

de aproximarlo dependera de si el problema es convexo o no convexo y

definira la estrategia a seguir.

El método MPB se puede utilizar como un método en el que no se busca
opinioén del tomador de decisiones. En este caso, debemos seleccionar el punto de
partida para que no sea (débilmente) Pareto optimal, sino que cada componente
del vector objetivo pueda ser mejorada. La debilidad de la rutina MPB es que
no se puede garantizar que las soluciones obtenidas sean Pareto optimal. En
la practica, sin embargo, es muy probable que las soluciones sean al menos
débilmente Pareto optimal.

3.2. Meétodos a posteriori

Los métodos a posteriori también podrian llamarse métodos para generar
soluciones Pareto optimales. Una vez que se ha generado el conjunto Pareto
optimal (o una parte de él), se presenta al tomador de decisiones, quien selec-
cionara entre las alternativas su preferida, la mejor. Los inconvenientes aqui son
que el proceso de generacion suele ser computacionalmente costoso y, a veces,
dificil. Por otro lado, es dificil para el tomador de decisiones seleccionar entre un
amplio conjunto de alternativas. Una pregunta importante es coémo presentar o
mostrar las alternativas al encargado de tomar las decisiones de manera efectiva.

Si solo hay dos funciones objetivo, el conjunto 6ptimo de Pareto se puede
generar paramétricamente. Cuando hay mas objetivos, el problema se vuelve
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més complicado. En problemas no lineales, la distincién se encuentra entre pro-
blemas convexos y no convexos. En otras palabras, algunos métodos soélo pueden
generar soluciones Pareto optimales para problemas convexos.

3.2.1. Suma ponderada

En el método de las sumas ponderadas la idea es asociar a cada funcién
objetivo con un coeficiente de peso y minimizar la suma ponderada de las fun-
ciones objetivo. De esta manera, las multiples funciones objetivo se transforman
en una sola funcion objetivo. Los coeficientes de peso w; son numeros reales
tales que w; > 0 para todoi=1,...,k y se supone que los pesos estan normali-
zados, es decir Z _yw; = 1. Para ser mas exactos el problema de optimizacion
multiobjetivo se modifica en el siguiente problema:

. k
min Y., w;fi(x) (3.5)
s.a. zes
donde 0 < w; < lparai=1,...,k Zle w; = 1. En el capitulo 4 se explica-

ra como elegir los coeficientes de ponderacién w; para generar el frente de Pareto.

Ventajas y desventajas: Este método es computacionalmente eficiente pa-
ra generar soluciones débilmente Pareto optimal sin cambiar la estructura del
problema manteniendo el mismo conjunto de restricciones. La debilidad del mé-
todo es que no se pueden encontrar todas las soluciones Pareto optimal a menos
que el problema sea convexo.

3.2.2. Restriccion e

En el método de restriccion €, una de las funciones objetivo es seleccionada
para ser optimizada y las otras funciones objetivo se convierten en restricciones
eligiendo una cota superior para cada una de ellas. El problema a resolver ahora
es de la forma
s.a. fg()S Vi=1,.. ki 2 (3.6)

zesS

donde I € {1,...,k}.

Ventajas y desventajas: Este método nos conduce a una soluciéon dé-
bilmente Pareto optimal. Sin embargo, si s6lo existe una solucién éptima esta
resulta ser Pareto optimal. Su desventaja es que es un proceso que consume mu-
cho tiempo, y en el caso de demasiados objetivos, es dificil formular el problema
en si. La eleccién de € afecta significativamente a las soluciones de problemas
cuando se trata de valores objetivos continuos y también modificar la estructura
del problema mediante la incorporaciéon de restricciones adicionales.
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3.2.3. Restriccion elastica

Este método se desarroll6 con el fin de incorporar los beneficios del méto-
do de la suma ponderada y de la restricciéon e, evitando al mismo tiempo sus
debilidades. Este método estda concebido para resolver un tnico objetivo co-
mo beneficio de una suma ponderada, teniendo en cuenta todas las soluciones
eficientes, como en el método de restriccion . La idea subyacente es que las
restricciones elasticas permiten resolver facilmente un problema estableciendo
limites superiores en los valores objetivos violados que se utilizan para penalizar
la violacién de las restricciones. El problema quedaréa de la siguiente forma

min [ (@) + X Hisk

sa.  fry(r)—sp<ex k#j
Sk Z 0 k #]
resS

(3.7)

donde ¢ es un parametro y uy es el coeficiente de penalizacién para una dada
funcién objetivo k. Este método utiliza variables de holgura s; con el fin de
transformar los limites superiores de los valores objetivos en restricciones de
igualdad para cualquier x € S basado en una seleccién adecuada de s.

Ventajas y desventajas: Como solucion a la dificultad de elegir adecua-
damente los €; en el problema de restriccién ¢, el método de restriccion eléstica
relaja estas restricciones permitiendo que sean violadas y penalizando cualquier
violacién en la funcion objetivo, lo que aumenta la eficiencia en la bisqueda de
soluciones. La desventaja es que la complejidad de la busqueda de soluciones
del método de restriccion eléstica se ve significativamente afectada por el valor
de uy en el que un pequeno py incurre en mayor complejidad computacional.
En consecuencia, la existencia de la optimalidad de Pareto se ve notablemente
afectada por el valor de py.

3.2.4. Meétricas ponderadas

Este método utiliza un criterio global al minimizar la distancia entre un de-
terminado punto de referencia, 2] , y una regién objetivo factible donde cada
métrica puede ser ponderada con un grado diferente. El problema para minimi-
zar la distancia es ahora de la forma:

min (X0 wilfi(x) — z¢[P)M/P (3.8)
s.a. re S .

para 1 < p < oo, asumiendo que el vector objetivo ideal global es conocido. Una
reformulacién basada en el problema ponderado de Tchebyshev es dada por

man mazx (Ele wi| fi(x) — 27|)

i=1,...,k (3.9)
s.a. resS
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El primer problema (3.8) es Pareto optimal si la soluciéon es tinica o si w; > 0
mientras que el segundo problema (3.9) da una solucién débilmente Pareto op-
timal para w; > 0.

Ventajas y desventajas: Si se conocen los puntos de referencia z*, un vec-
tor de valores objetivos utopicos, el segundo problema puede identificar al
menos una soluciéon Pareto optimal para cada funciéon objetivo. Sin embargo, el
primer problema no es diferenciable, lo que excluye el uso de optimizadores
objetivos individuales que utilicen informacién de gradiente.

3.2.5. Programacion por metas (Goal programming)

Este método es utilizado por los tomadores de decisiones para asignar metas
especificas que quieren alcanzar para cada objetivo. La funcién objetivo tiene
por objeto minimizar la diferencia absoluta entre los objetivos previstos y el
rendimiento alcanzado, y se formula como:

k
min _Z | fi(z) — T4 (3.10)

donde T; denota el conjunto de metas establecidas para la i—ésima funcién ob-
jetivo. El método de programacion por metas puede ser usado como método a
posteriori o como método a priori dependiendo del conjunto de metas T;. Si las
metas fueron establecidas por el tomador de decisiones antes de resolver el pro-
blema entonces sera un método a priori. Si por el contrario estas metas fueron
establecidas por el analista usando, por ejemplo, el vector objetivo ideal o el vec-
tor objetivo utépico como meta, entonces seré tomado como método a posteriori.

Ventajas y desventajas: Este método es computacionalmente eficiente si
el objetivo se selecciona en el espacio de solucion factible. Sin embargo, el encar-
gado de tomar las decisiones debe establecer metas especificas adecuadamente
con el fin de eliminar las caracteristicas del problema que no son proporciona-
les. Este no es un proceso trivial a menos que la informacion sobre la forma del
espacio de biisqueda se conozca a priori. Si la region factible no es identificada,
este método es ineficiente. Ademaés, una debilidad bien conocida de este método
de programacién por metas es generar soluciones que no sean Pareto optimales.

A continuacién, presentamos una tabla que resume los métodos a posteriori,
haciendo énfasis en las ventajas y desventajas de cada método. Ademas, agre-
gamos a la tabla que tipo de soluciones obtenemos con cada método, si es que
tenemos alguna garantia de obtener soluciones Pareto optimal o al menos dé-
bilmente Pareto optimal.
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’ Método \ Ventajas \ Desventajas \ Optimalidad
SUMA Computacionalmente Dependiente de los Pareto optimal
PONDERADA | eficiente generando coeficientes de ponde- | o débilmente

soluciones débilmente racion, frentes de Pareto optimal
Pareto optimal. Pareto concavos no para funciones
pueden ser generados. | objetivo
convexas.
RESTRICCION | Puede identificar Proceso que lleva Débilmente
€ frentes de Pareto mucho tiempo; dificil | Pareto
concavos. formular un proble- optimal.
ma con demasiados
objetivos.
RESTRICCION | Transforma algunas Impacto significativo | No hay
ELASTICA restricciones para por un factor de garantia.
una mejor eficiencia penalizaciéon
de busqueda de
soluciones
METRICAS Permite encontrar un No puede resolver Débilmente
PONDERADAS | conjunto de soluciones | problemas de opti- Pareto
Pareto optimal para mizaciéon multiobjeti- | optimal.
cada objetivo si vo para funciones
se conocen puntos de no diferenciables.
referencia como el
vector objetivo utdpico
PROGRAMA- Computacionalmente Computacionalmente | No hay
CION POR eficiente si el espacio ineficiente si el garantia.
METAS factible es encontrado. | espacio factible no
es encontrado.

Tabla 3.1: Ventajas, desventajas y optimalidad de los métodos a posteriori

3.3.

Métodos a priori

En el caso de los métodos a priori, el tomador de decisiones debe especifi-
car sus preferencias, esperanzas y opiniones antes del proceso de soluciéon. La
dificultad es que la persona que toma las decisiones no necesariamente sabe de
antemano que es posible alcanzar en el problema y qué tan realistas son sus

expectativas.

3.3.1.

Meétodo de funcion de valor

En el método de la funcion de valor, el tomador de decisiones puede dar una
forma matematica precisa y explicita de la funciéon de valor U : RF — R que
representa sus preferencias a nivel global. Esta funcién proporciona un orden
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completo del espacio objetivo. Entonces, el problema de la funcion de valor

mazx U(f(z))

s.a. resS (3.11)

esta listo para ser resuelto por algin método para la optimizacién de un solo
objetivo como se ve en la figura :

contours of U

Figura 3.2: Curvas de nivel de la funcién de valor.

La linea en negrita representa el conjunto Pareto optimal y las lineas rojas
son las curvas de nivel de la funcién de valor, la solucién del problema es Pareto
optimal si la funcién de valor esta disminuyendo fuertemente. El método de la
funcién de valor parece ser un método muy simple, pero la dificultad radica en
especificar la expresion matematica de la funcién de valor. Se muestra que los
métodos de codificacion que tedricamente deberian producir funciones de valor
idéntico fallan: las funciones pueden diferir entre si en més del 50 %. También
se senala que no existe un anélisis real de la precisién de la evaluacion de la
funciéon de valor. Las verificaciones de consistencia, es decir, si los tomadores de
decisiones brindan respuestas consistentes a preguntas similares, no son adecua-
das: un instrumento sesgado puede proporcionar datos consistentes. Por otro
lado, incluso si fuera posible que la persona que toma las decisiones exprese
sus preferencias globalmente, la estructura de preferencias resultante podria ser
demasiado simple, ya que las funciones de valor no pueden representar intran-
sitividad o incompatibilidad.

El método de la funcion de valor podria llamarse una forma “6ptima”’ de
resolver problemas de optimizacion multiobjetivo si el responsable de la toma
de decisiones pudiera expresar de manera confiable la funcién de valor. El uso
del método de la funcion de valor esté restringido en la préactica a los problemas
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de analisis de decisiones de multiples atributos con un conjunto discreto de al-
ternativas factibles.

El método de la funcién de valor es un método excelente si el tomador de
decisiones conoce una formulacion matemaética explicita para la funcién de valor
y si esa funcion representa totalmente las preferencias del tomador de decisio-
nes. Estas dos condiciones previas cruciales son las dificultades del enfoque. Hay
ciertas condiciones que las preferencias del tomador de decisiones pueden satis-
facer para que se pueda definir una funcién de valor en ellas. Por lo tanto, puede
que no exista necesariamente una funcion de valor que imponga un orden total
en el conjunto de posibles vectores objetivos. La suposicién de un orden total
a menudo es contraria a nuestros objetivos intuitivos y, por lo tanto, es muy
probable que conduzca a selecciones menos que ideales. Una cosa importante a
tener en cuenta en la practica es que las aspiraciones del tomador de decisiones
pueden cambiar durante el proceso de solucién.

3.3.2. Ordenamiento lexicografico

En el ordenamiento lexicografico, el tomador de decisiones debe organizar las
funciones objetivo de acuerdo con su importancia absoluta. Este orden significa
que un objetivo es infinitamente més importante que un objetivo menos im-
portante. Después de ordenar, la funcién objetivo més importante se minimiza
sujeta a las restricciones originales. Si este problema tiene una solucién tnica, es
la solucién de todo el problema de optimizacién multiobjetivo. De lo contrario,
la segunda funcién objetivo méas importante se minimiza. Ahora, ademas de las
restricciones originales, se agrega una nueva restriccion. Esta nueva restriccion
esta ahi para garantizar que la funcién objetivo mas importante conserve su va-
lor 6ptimo. Si este problema tiene una solucién tinica, es la solucién del problema
original. De lo contrario, el proceso continiia como se indicé anteriormente.

Dadas las funciones objetivo organizadas de acuerdo con el orden lexicogra-
fico desde fi la funcién objetivo mas importante hasta fj la menos importante.
Escribimos el problema lexicogrdfico como:

lex min  fi(z), f2(x),..., fu(x) (3.12)
s.a. res .

Teorema 3.3.1 La solucion del problema lexicogrifico es Pareto optimal

La demostracion del teorema ([3.3.1) puede consultarse en [9] pagina 119.

El ordenamiento lexicografico corresponde al método de ponderacién cuando
los coeficientes de ponderaciéon son de magnitud muy diferente. La pregunta de
si existen vectores de ponderacion tales que la solucién 6ptima del método de
ponderacion sea idéntica a la solucion obtenida por ordenamiento lexicografico,
la respuesta es positiva para problemas lineales y varios problemas discretos. En
la préctica, esto significa que el problema del ordenamiento lexicografico puede

33



resolverse como un problema de sumas ponderadas con optimizadores estandar.

La justificacion para utilizar el orden lexicografico es su simplicidad y el he-
cho de que las personas suelen tomar decisiones sucesivamente. Sin embargo,
este método tiene varios inconvenientes. El tomador de decisiones puede tener
dificultades para poner las funciones objetivas en un orden absoluto de impor-
tancia.

Por ejemplo, si pensamos nuevamente en el ejemplo 2, que presentamos al
inicio del trabajo, donde comparabamos autos, si definimos el problema lexico-
grafico como:

lexmin (—potencia(z), precio(zx), consumo de combustible(x))

s.a. x € {VW, Opel, Ford, Toyota} (3.13)

Teniendo en cuenta que tomamos —potencia porque lo que queremos es ma-
ximizar la potencia del auto, entonces para poder minimizar trabajamos con
-mayor potencia. En este caso, el auto que elegiriamos es el Toyota, ya que tiene
potencia 71.0 mientras que VW, Opel y Ford tienen 66.0. 62.0, 55.0 respectiva-
mente. entonces con analizar sélo la primera funcion fue suficiente y las demés
funciones objetivo no tuvieron ningun peso al momento de tomar la decision.
Lo mismo ocurriria si el problema lexicografico fuera definido de la siguiente
manera;

lexmin (precio(x), —potencia(x), consumo de combustible(x))

s.a. x € {VW, Opel, Ford, Toyota} (3.14)

En este caso elegiriamos el Ford Focus ya que su precio es de 14000 euros, mien-
tras que VW, Opel y Toyota cuestan 16200, 14200 y 15200 euros respectivamente
y nuevamente analizando una sola funciéon objetivo ya obtengo el minimo y no
influyen las otras funciones objetivo.

Ahora si ademéas de comparar VW, Opel, Ford y Toyota comparamos el Fiat
Argo que cuesta 14000 euros, 54.0 de potencia y un consumo de 7.3 litros cada
100 kilometros, tomando nuevamente el mismo orden lexicografico:

lexmin (precio(x), —potencia(x), consumo de combustible(x))

s.a. x € {VW, Opel, Ford, Toyota, Fiat} (3.15)

Tanto el Fiat Argo como el Ford Focus cuestan lo mismo, entonces es necesario
minimizar la segunda funcién objetivo, o sea, -potencia(x) y asi nuevamente
elegiriamos el Ford Focus por tener mayor potencia que el Fiat Argo, pero si el
problema fuera:

lexmin (precio(x), consumo de combustible(x), —potencia(x))

s.a. x € {VW, Opel, Ford, Toyota, Fiat} (3.16)

Elegiriamos el Fiat Argo que consume menos combustible que el Ford Focus,
pero no se tiene en cuenta la tercera funcién objetivo en la toma de decision.
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Teniendo en cuenta el ejemplo anterior vemos que el método suele ser robus-
to. Los objetivos menos importantes tienen muy pocas posibilidades de afectar
la solucién final. Si la funcién objetivo mas importante tiene una solucién dni-
ca, los otros objetivos no tienen ninguna influencia en la solucién. Incluso si
el objetivo mas importante tuviera optimos alternativos y fuera posible usar el
segundo objetivo méas importante, es muy poco probable que este problema ten-
ga O6ptimos alternativos, y se puedan utilizar el tercer u otros objetivos menos
importantes.

El orden lexicografico no permite intercambiar un pequeno incremento de
una funcién objetivo importante con una gran disminucion de una funcién ob-
jetivo menos importante. Sin embargo, este tipo de comercio a menudo puede
ser atractivo para el tomador de decisiones.

Vamos a presentar una tabla que resume los métodos a priori, al igual que
como hicimos con los métodos a posteriori, haciendo énfasis en las ventajas y
desventajas de cada método.

’ Método \ Ventajas \ Desventajas
FUNCION Si U presenta la estructura | Es muy dificil para el
DE VALOR de preferencia global del tomador de decisiones

tomador de decisiones la especificar la formula-
solucién obtenida es la cién matematica de U.
mejor. Incluso si se conociera

explicitamente U, el
tomador de decisiones
puede tener dudas o
cambiar sus preferencias.

ORDENAMIENTO | La solucion es Pareto Dificultad para especi-
LEXICOGRAFICO | optimal. ficar un orden absoluto
de importancia. El
método es robusto, los
objetivos menos import-
tantes tienen muy pocas
posibilidades de afectar
a la solucion final.

Tabla 3.2: Ventajas y desventajas de los métodos a priori

3.4. Meétodos interactivos
El interés dedicado a esta clase puede explicarse por el hecho de que, su-

poniendo que el tomador de decisiones tenga suficiente tiempo y capacidades
para la cooperacion, se puede suponer que los métodos interactivos producen
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los resultados més satisfactorios. Es decir, solo se debe generar y evaluar una
parte de los puntos Pareto optimal, y el tomador de decisiones puede especificar
y corregir sus preferencias y selecciones a medida que contintia el proceso de
solucién y asi se conoce mejor el problema y sus potencialidades. Ademas, se
puede suponer que el tomador de decisiones tiene més confianza en la soluciéon
final ya que esté involucrado en todo el proceso de solucion.

En los métodos interactivos, el tomador de decisiones trabaja junto con un
analista o un programa informatico interactivo. Se puede decir que el analista
intenta determinar la estructura de preferencias del tomador de decisiones de
manera interactiva. Se forma un patrén de solucién y se repite varias veces.
Después de cada iteracion se proporciona cierta informacion al responsable de
la toma de decisiones y se le pide que responda algunas preguntas o propor-
cione algin otro tipo de informacion. Después de un ntumero razonable (finito)
de iteraciones, cada método interactivo debe proporcionar una soluciéon que el
tomador de decisiones pueda estar satisfecho y convencido de que no existe una
solucion considerablemente mejor. Los pasos basicos en algoritmos interactivos
se pueden expresar como:

1. Encontrar una solucion inicial factible
2. Interactuar con el tomador de decisiones

3. obtener una nueva solucién (o un conjunto de nuevas soluciones). Si la
nueva solucién (o una de ellas) o una de las soluciones anteriores es acep-
table para el tomador de decisiones, deténgase. De lo contrario, vaya al
paso 2.

Un problema a resolver al disenar un método interactivo es qué tipo de datos
se deben usar para interactuar con el tomador de decisiones. Los tomadores de
decisiones deben comprender el significado de los parametros para los cuales se
le pide que proporcione valores. Para garantizar que se pueda obtener el mayor
beneficio posible del método interactivo, el responsable de la toma de decisiones
debe considerar que el método vale la pena y es aceptable y debe poder usarlo
correctamente. Esto generalmente significa que el método debe ser comprensible
y suficientemente facil de usar. El analista puede apoyar al tomador de decisio-
nes de muchas maneras y, en el mejor de los casos, explicarle al tomador de
decisiones el comportamiento del problema.

Los métodos interactivos se han clasificado de muchas maneras, principal-
mente de acuerdo con sus enfoques de solucion.

Repetidamente, se ha asumido y se asumird que el tomador de decisiones
toma decisiones consistentes o que tiene una funcion de valor subyacente (cono-
cida implicitamente) sobre la cual se toman sus decisiones. El propdésito no es
profundizar en las teorias de la toma de decisiones. Sin embargo, vale la pena
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mencionar que esas suposiciones pueden cuestionarse porque son dificiles de ve-
rificar.

Para resolver problemas practicos, se necesita conocimiento sobre los pro-
cesos de decision y el anélisis de decisiones para garantizar una cooperaciéon
fructifera entre el tomador de decisiones y el analista. Para provocar una toma
de decisiones intuitiva, los analistas deben proporcionar informacién en térmi-
nos de graficos ricos y multidimensionales y evitar requerir consistencia.

Un concepto mas interesante es la convergencia de un método interactivo.
Uno puede entender varias caracteristicas diferentes como convergencia. Por un
lado, se puede decir que el método converge en puntos Pareto optimales si se
puede demostrar que la solucién final es Pareto optimal. También se puede de-
cir que el método converge en una solucion satisfactoria, si la solucién final es
satisfactoria. Encontrar la mejor soluciéon de compromiso Pareto optimal puede
entenderse como convergencia.

El tnico criterio practico de detencion es la satisfaccion del tomador de de-
cisiones con la solucién obtenida. Esto generalmente significa que el tomador de
decisiones debe sentir que se ha recibido suficiente informacion sobre el proble-
ma para ser resuelto.

A pesar de que los métodos interactivos pueden considerarse los métodos de
solucion més prometedores para la optimizaciéon de objetivos multiples, todavia
hay casos en los que estos métodos no son practicables independientemente de
la disponibilidad del tomador de decisiones.

Veremos dos métodos interactivos, el método de compensaciéon interactiva
de valor sustituto (ISWT) y el método de punto de referencia.

3.4.1. Meétodo de compensaciéon interactiva de valor sus-
tituto (ISWT)

El método de restriccion e, es un elemento fundamental del método de com-
pensacion interactiva de valor sustituto ISWT. La idea es maximizar una fun-
cion de valor subyacente (implicitamente conocida). Las opiniones del tomador
de decisiones sobre las tasas de compensacién en el punto de soluciéon actual
detectan una direcciéon de biisqueda. El tamano del paso a tomar en la direc-
cion de busqueda se determina resolviendo varios problemas de restriccion € y
pidiéndole al tomador de decisiones que seleccione la solucién mas satisfactoria
para la continuacién del proceso.

Se supone que:

1. La funcién de valor subyacente U : R*¥ — R esiste y es implicitamen-
te conocida por el tomador de decisiones. Ademas, U es continuamente
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diferenciable y decreciente.
2. Las funciones son dos veces continuamente diferenciables.

3. La region factible S es compacta.

Algoritmo ISWT

Las principales caracteristicas del método ISWT se pueden presentar de
manera gradual con cuatro pasos:

1. Seleccionar una funcién de referencia f; para ser minimizada y establecer
cotas superiores para las restantes funciones objetivo. Definir h = 1 que
sera el ntmero de la iteracién realizada.

2. Resolver el problema de restriccién € para obtener una solucién Pareto
optimal z". La tasa de informacion se obtiene de los multiplicadores KKT
correspondientes.

3. Solicitar las opiniones del tomador de decisiones con respecto a las tasas

de compensacion en z" correspondientes a x'.

4. Si se cumple algtn criterio de detencién, deténgase con " como la solu-

cion final. De lo contrario, actualice los limites superiores de la funcién
objetivo con la ayuda de las respuestas obtenidas en el paso (3) y resuel-
ve varios problemas de restriccion e (para determinar un tamano de paso
apropiado). Deje que el tomador de decisiones elija la alternativa preferida.
Denote el vector de decision correspondiente por 2”1 y defina h = h + 1.
Vaya al paso (3).

En la préctica, cuando se le pide al tomador de decisiones que exprese sus
preferencias con respecto a las tasas de compensacion, se le pide implicitamente
que compare las tasas de compensacion con sus tasas marginales de sustitucion.
Por esto es sumamente importante que el responsable de tomar las decisiones
comprenda bien el significado de las compensaciones.

Es necesario tener en cuenta que el rol de f; es importante y esta debe ser
elegida con sumo cuidado.

La facilidad de comparacién depende de la cantidad de objetivos y del to-
mador de decisiones.

Una desventaja de este método es que puede ser dificil para el responsable
de tomar las decisiones especificar valores de valor sustituto.

Una ventaja de este método es que todas las soluciones son Pareto optimal.
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3.4.2. Método de punto de referencia

Como su nombre indica, el método del punto de referencia, se basa en un
punto de referencia de los niveles de aspiraciéon. Un nivel de aspiraciéon, es un
valor en una variable de objetivo (por ejemplo, ganancias o participacion de
mercado) o, en el caso de objetivos miltiples, un vector de valores de objetivos
que es satisfactorio para el tomador de decisiones. El punto de referencia es un
punto factible o inviable en el espacio objetivo que es razonable o deseable para
el tomador de decisiones. El punto de referencia se utiliza para derivar funciones
de escalarizacién de méritos que tienen soluciones minimas en puntos débilmen-
te o Pareto optimal. En este método, la generaciéon de soluciones Pareto optimal
se basa en puntos de referencia, no en funciones de valor o vectores de ponde-
racion. No se establecen suposiciones especificas sobre el problema a resolver.

Los puntos de referencia son intuitivos y faciles de especificar para el toma-
dor de decisiones y su consistencia no es un requisito esencial.

Se clasifican las funciones objetivo en aceptables o inaceptables. Si el nivel
de aspiracion es inferior al valor objetivo actual, esa funcion objetivo es actual-
mente inaceptable, y si el nivel de aspiracion es igual o superior al valor objetivo
actual, esa funcién es aceptable. La diferencia aqui es que el punto de referen-
cia puede no ser factible en todas las componentes. En otras palabras, donde
el conjunto de funciones objetivas aceptables esta vacio, el enfoque basado en
puntos de referencia todavia se puede utilizar. Naturalmente, esto no significa
que se puedan disminuir todos los valores objetivos, sino que se puede generar
una solucién diferente.

La técnica de optimizaciéon multiobjetivo interactiva del método de punto
de referencia es muy simple y practica. Antes de que comience el proceso de
solucién, se proporciona cierta informacién al tomador de decisiones sobre el
problema. Si es posible, el vector objetivo ideal y el vector objetivo nadir apro-
ximado se presentan para ilustrar los rangos del conjunto 6ptimo de Pareto. Otra
posibilidad es minimizar y maximizar las funciones objetivas individualmente
en la region factible (si esta limitada). Se presentan tanto la variable de decision
como los valores objetivos. También se debe seleccionar una forma apropiada
para la funcién de mérito. Un ejemplo de funcién de mérito que utiliza tanto
niveles de aspiracion como niveles de reserva Z;, que son valores de funciones
objetivo que se desean evitar, donde z; son las componentes del vector objetivo
ideal, p > 0 es un argumento y

Es la siguiente:

i=1,...,

i i [5G pto])
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Las funciones de mérito pueden ser computacionalmente muy costosas.

Los pasos bésicos del método del punto de referencia son los siguientes:

1. Presentar informaciéon sobre el problema al responsable de la toma de
decisiones. Definir A = 1 que sera el nimero de iteraciones realizadas.

2. Solicitar al responsable de la toma de decisiones que especifique un punto
de referencia z" € R* (un nivel de aspiracion para cada funcién objetivo).

3. Minimizar la funcién de logro y obtener una soluciéon Pareto optimal 2" y
la 2" correspondiente. Presentar z" al responsable de la toma de decisiones.

4. Calcular otras k soluciones Pareto optimal minimizando la funcion de logro
con puntos de referencia perturbados

Z(i) = 2" + d"é
donde d" = ||z" — 2"|| y €’ es el i-ésimo vector unitario para i = 1,..., k.

5. Presentar las alternativas al tomador de decisiones. Si encuentra una de
las k+1 soluciones satisfactoria , la correspondiente z” es la solucion final.
De lo contrario, solicite al tomador de decisiones que especifique un nuevo
punto de referencia z"*+1, establecer h = h + 1 y volver al paso (3).

La ventaja de perturbar el punto de referencia en el paso (4) es que el fabri-
cante de decisiones obtiene una concepcién mas clara de las posibles soluciones.
Si el punto de referencia esta lejos del conjunto Pareto optimal, el tomador de
decisiones obtiene una descripcion mas amplia del conjunto Pareto optimal y
si el punto de referencia esta cerca del conjunto Pareto optimal, se proporciona
una descripcién maés precisa del conjunto Pareto optimal. Los efectos de la per-
turbacion y los puntos de referencia cercanos y distantes se ilustran en la Figura

(3-3)

Un punto de referencia no se puede definir directamente con la ayuda de la
funcién de valor. Sin embargo, es posible probar si un nuevo punto de referencia
tiene un valor de funcién de valor méas alto que las soluciones anteriores.

El método de puntos de referencia es bastante facil de entender para el toma-
dor de decisiones. El tomador de decisiones s6lo tiene que especificar los niveles
de aspiraciéon apropiados y comparar los vectores objetivos.

Nuevamente presentamos una tabla que resume los métodos interactivos que
consideramos en esta seccion, haciendo énfasis en las ventajas y desventajas de
cada método.
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Figura 3.3: Alterando puntos de referencia.

Método

|

Ventajas

Desventajas

COMPENSACION | Todas las soluciones Puede ser dificil para
INTERACTIVA son Pareto optimal. el tomador de decisiones
DE VALOR especificar coherentemente
SUSTITUTO valores de valor sustituto.
(ISWT)

PUNTO DE Para el tomador de La facilidad de compara-
REFERENCIA decisiones es simple ci6n depende del problema.

de entender, tiene que
especificar los niveles
de aspiracién y compa-
rar vectores objetivo.
Funciona para proble-
mas no diferenciables.

No hay una estrategia
clara para producir la
solucién final.

Tabla 3.3: Ventajas y desventajas de los métodos interactivos
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Capitulo 4

Métodos de escalarizacion

El enfoque tradicional para resolver problemas de optimizacién multicriterio
es mediante algin método de escalarizaciéon, que implica formular un tnico
problema de optimizacion a valores reales relacionado con el problema multiob-
jetivo original. La funcién de escalarizacion suele ser una funcion de las funciones
objetivo y de las variables del problema de optimizacion multiobjetivo original
utilizando variables vectoriales o escalares auxiliares y/o parametros. A veces el
conjunto factible del problema de optimizacién multiobjetivo original esta res-
tringido adicionalmente por nuevas restricciones relacionadas con las funciones
objetivo del problema original o con nuevas variables.

Como vimos en el capitulo 3 los métodos de sumas ponderadas, res-
triccién ¢ y métricas ponderadas son métodos a posteriori, por lo que, en
principio, no necesitamos que el responsable de tomar las decisiones nos facilite
ninguna informaciéon antes de enfrentar el problema, y estos tres métodos nos
garantizan encontrar puntos en el conjunto Pareto optimal o en el conjunto dé-
bilmente Pareto optimal. En este capitulo vamos a desarrollar més en detalle
estos métodos.

Ademas, como lo que buscamos es todo el frente de Pareto o al menos una
gran parte de él, lo que vamos a presentar es como utilizar los métodos de
sumas ponderadas, restriccion € y métricas ponderadas para generar aproxima-
ciones del frente de Pareto, dicho en otras palabras, como elegir adecuadamente
los parametros y como modificarlos para generar una buena aproximacion del
conjunto Pareto optimal o del conjunto débilmente Pareto optimal. Ademaés, si-
guiendo con este anélisis, presentaremos un método basado en la escalarizaciéon
por combinaciones convexas que también nos permite generar una aproximacion
del conjunto Pareto optimal.
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4.1. Sumas ponderadas

En el método de sumas ponderadas las multiples funciones objetivo se trans-
forman en una sola al ser multiplicadas cada una por un coeficiente de ponde-
raciéon no negativo y luego sumadas entre si. Supondremos que los coeficientes
de ponderacion estan normalizados, de esta forma el problema de optimizacion
multiobjetivo se transforma en el siguiente problema de ponderacion

min Zf: w; fi(x)
sa. ze$ (41)

donde los coeficientes de ponderacion w; son numeros reales tales que 0 < w; <1
parai=1,....ky Zlewi =1.

Para encontrar una aproximaciéon del frente de Pareto, lo que hacemos es
variar los coeficientes de ponderacion y resolver sucesivos problemas.

Algorithm 1 Aproximacion del conjunto eficiente para k = 2 usando el método
de sumas ponderadas

Entrada: r = cantidad de coeficientes de ponderacién w.
1. Generar los coeficientes de ponderaciéon wi y we tales que w1 +we =1y w; >0

2. Resolver
minwy fi(x) + ws f2(z)

con solucion z* con i =1,...7 .

Salida: El conjunto A := {f(z'), f(z?),..., f(z")} que es la aproximacion del frente
de Pareto.

A continuacién, veremos varios resultados teoricos relacionados con el mé-
todo de las sumas ponderadas.

Teorema 4.1.1 La solucion del problema de ponderacion es débilmente
Pareto optimal.

Demostracion:

Sea z* € S solucion del problema de ponderacién. Supongamos que no es
débilmente Pareto optimal. En este caso, existe al menos una solucién = € S
tal que f;(z) < f;(x*) para todo i = 1,...,k. De acuerdo con los supuestos
establecidos para los coeficientes de ponderacién, w; > 0 para al menos un j.

Asi tenemos i i
D wifiw) <D wifi(z®)
i=1 i=1
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Lo que nos lleva a una contradicciéon ya que x* era solucién del problema de
ponderacién. De esta manera x* es débilmente Pareto optimal. O

Teorema 4.1.2 La solucién del problema de ponderacion es Pareto opti-
mal si todos los coeficientes de ponderacion son positivos, es decir w; > 0 para
todoi=1,...,k.

Demostracion:
Sea z* € S solucion del problema de ponderaciéon con coeficientes de pon-
deracion positivos. Supongamos que no es Pareto optimal. En este caso, existe

al menos una solucion x € S tal que f;(z) < fi(z*) para todo i = 1,... ky
fi(z) < f;(z*) para al menos un j. Como w; > 0 para todo i =1, ...,k se tiene
que

k k
D wifi(z) <Y wifi(?)
i=1 i=1

Lo que contradice que z* era soluciéon del problema de ponderacién y, entonces,
x* debe ser Pareto optimal. O

Teorema 4.1.3 Si la solucion del problema de ponderacion es unica en-
tonces es Pareto optimal.

Demostracion:

Sea x* € S la tnica solucién del problema de ponderacion. Supongamos que
no es Pareto optimal. En este caso, existe al menos una solucién x € S tal que
fi(z) < fi(z*) paratodoi =1,...,ky f;(z) < f;(z*) para al menos un indice j.
Debido a que todos los coeficientes de ponderacién w; son no negativos tenemos

que
k k

Z w; fi(r) < Z w; fi(x")
im1 im1

Por otro lado, por la unicidad de z*

k k
Yo wifilz®) <Y wifi(#)
i=1 =1

para todo Z € S. Las dos desigualdades anteriores son contradictorias y, por lo
tanto, x* resulta ser Pareto optimal. O

Los dos teoremas anteriores afirman que la solucién del problema de pon-
deracion es siempre Pareto optimal si los coeficientes de ponderacion son todos
positivos o si la solucién es tnica, sin ningin otro supuesto. La debilidad del
método de sumas ponderadas es que no se pueden encontrar todas las soluciones
Pareto optimal a menos que el problema sea convexo.
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El siguiente teorema nos mostrara que cualquier soluciéon Pareto optimal de un
problema de optimizaciéon multiobjetivo convexo puede ser encontrada utilizan-
do el método de sumas ponderadas.

Teorema 4.1.4 Dado un problema de optmizacion multiobjetivo convero, si
x* € S es Pareto optimal, entonces existen vectores de ponderacion w (w; <
0,:=1,...,k, Zle) tal que x* es solucion del problema de ponderacion.

La demostracion del teorema (4.1.4) puede consultarse en [J] pagina 89.
Hay que tener en cuenta que el vector de ponderacién puede no ser tnico.

En conclusion, el método de sumas ponderadas es una forma sencilla de gene-
rar diferentes soluciones Pareto optimales y estas se garantizan si los coeficientes
de ponderacién son positivos o si la solucién es tinica. Se pueden obtener dife-
rentes soluciones Pareto optimales mediante el método de sumas ponderadas
alterando los coeficientes de ponderacion positivos. Para generar una aproxi-
macion de todo el frente de Pareto s6lo se necesita variar los coeficientes de
ponderacion para asi generar diferentes soluciones. Una debilidad de este mé-
todo es que no se pueden encontrar todos los puntos Pareto optimales si el
problema no es convexo. Esto lo veremos mejor en el capitulo 5 con algunos
problemas test.

4.2. Restriccion ¢

Otra escalarizacién, especialmente utilizada para calcular puntos Pareto op-
timales, se basa en la minimizaciéon de una sola de las k£ funciones objetivo,
mientras que todas las demés se transforman en restricciones mediante la in-
troduccion de cotas superiores, este es el llamado método de restriccion . El
problema a resolver con este método es de la forma

min  fi(z)
sa.  fi(x)<e; Vi=1,...,kj#l (4.2)

x€eS
Aqui los parametros son las cotas superiores ¢; con i € {1,...,k} \ {I} para
1 € {1,...,k}. Estos pardmetros ¢; son dificiles de determinar y para poder

generar una aproximacion del frente de Pareto es necesario variar conveniente-
mente el vector e.

A continuacién, probaremos un resultado relacionado con los puntos débil-
mente Pareto optimal.

Teorema 4.2.1 Una solucion del problema de restriccion es débilmente
Pareto optimal.
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Demostraciéon:

Sea x* € S solucion del problema de restriccion . Supongamos que ™ no es

débilmente Pareto optimal. En este caso, existe al menos una solucién z € S tal
que f;(x) < fi(z*) para todo i =1,...,k.
Esto significa que f;(z) < f;(z*) < ¢, paratodo j =1,...,k, j # [. Entonces
2 es un punto factible con respecto al problema de restriccion e, mientras que
fi(z) < fi(x*), nos conduce a una contradiccion al supuesto que z* es una so-
lucion al problma de restriccion e. Estonces, * debera ser débilmente Pareto
optimal. O

Ahora vamos a relacionar los puntos Pareto optimal con el método de res-
triccion €. Para esto veremos algunos teoremas.

Teorema 4.2.2 Un vector de decision x* € S es Pareto optimal si y sdlo si es
solucion del problema de restriccion € para todo 1 =1,... .k, donde €; = f;(z*)

para j=1,...,k, j#1.

Demostracion:

=) Sea z* € S Pareto optimal. Supongamos que z* no resuelve el problema
de restriccion € para algtin [ donde ¢; = f;(z*) para j = 1,...,k, j # l. En-
tonces existe una solucion z € S tal que fi(z) < fi(z*) y fj(x) < fi(z*) con
j # . Esto contradice que z* es Pareto optimal. En otras palabras, z* tiene que
resolver el problema para alguna funcién objetivo.

<) Como z* € S es, por hipotesis, una solucion del problema de restriccion
e para cada | = 1,...,k, no existe otro x € S tal que fi(z) < fi(z*) y fj(z) <
fj(x*) donde j # I. Esta es la definicion de que z* es Pareto optimal. O

Notemos que por la condicién necesaria del teorema anterior es posible encontrar
cada solucién Pareto optimal de cualquier problema de optimizaciéon multiobje-
tivo utilizando el método de restriccion e.

Teorema 4.2.3 Un punto z* € S es Pareto optimal si es la unica solucion del
problema de restriccion e para algin | con g = f;(a*) para j =1,... K,
J#L

Demostracion:

Sea x* € S la tnica solucion del problema de restriccion e para algan [.
Supongamos que no es Pareto optimal. En otras palabras, existe algtin punto
x° € S tal que f;(2°) < f;(«*) paratodoi =1,...,k y para al menos un indice j
es valido que f;(z°) < fj(z*). La unicidad de 2* implica que para todo € .S tal
que fi(x) < fi(x*), i # 1, es fi(x*) < fi(z). Lo que nos lleva a una contradiccion
que provino de las desigualdades, y asi * debe ser Pareto optimal. O
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Teorema 4.2.4 La unica solucion del problema de restriccion € es Pareto
optimal para cualquier cota superior € = (€1,...,61-1,E141, - - - ,ak)T.

Demostracion:

Sea x* € S la tnica solucion del problema de restriccion €. Esto significa que
fi(z*) < fi(z) paratodo z € S cuando f;(z*) <e;paracadaj=1,...,k, j # L
Supongamos que z* no es Pareto optimal. En este caso, existe un vector z° € S
tal que f;(z°) < fi(z*) para todo ¢ =1,...,k, y la desigualdad es estricta para
al menos un indice j.

Si j =1, entonces fi(z°) < fi(z*) y fi(xz°) < fi(z*) < ¢; para todo i # I. Lo
que contradice que z* es una soluciéon del problema de restriccion e.

Por otro lado, si j # [, entonces fi(z°) < f;(z*) v fi(z°) < fi(z*) < g; para
todoi #jyl,y fi(z°) < fi(x*). Esto contradice que z* es la tnica solucion del
problema de restricciéon ¢, y asi * debe ser Pareto optimal. g

Como antes dijimos, es dificil determinar el vector € de manera conveniente,
pero el siguiente lema nos presenta cotas superiores e inferiores para e para
problemas bi-criterio.

Lema 4.2.5 Dado k = 2 y sean T' solucion minimal de mingesfi(x) y T2
solucion minimal de minges fo(x). Si T es solucion Pareto optimal del problema
de optimizacion multiobjetivo, entonces existe un pardmetro € € R tal que T es
solucion del problema de restriccion e
min  fa
s.a.  fi(x)
x

€

" € (4.3)

W IN ~—

y fi(@') <e < f1(3).
La demostracion del lema (4.2.5) puede consultarse en [4].

Si nos concentramos en el caso bi-criterio podemos utilizar el lema anterior
para elegir el pardmetro € de forma conveniente pero todavia queda por aclarar
como elegir el parametro € en el intervalo [fi(z1), f1(Z%)] para poder generar
una aproximacién del frente de Pareto. Asumimos que las funciones objetivo fi
y fo2 son dos veces continuamente diferenciables. Ademas de eso, suponemos que
ya hemos resuelto

min  fa(x)
sa.  fi(z) <e&° (4.4)
zes

para algiin parametro e” € R con 2° := x(¢°) una solucién con multiplicador de
Lagrange ;¥ > 0 de las restriccion fi(z) —® < 0. El punto 2° es débilmente
Pareto optimal y f(2°) sirve como un punto de aproximacién del conjunto Pareto
optimal €.

Ahora queremos encontrar el parametro ¢! con

1f(z(e") = f@)l = (4.5)
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para algtn valor @ > 0 dado para generar otra solucién al menos débilmente
Pareto optimal, a distancia « de la solucién anterior. En todo momento, supo-
nemos que x(g) denota una soluciéon éptima del problema de restriccion e (4.4)
para algin ¢ € R¥~1. Suponemos que la restriccion fi(x) < £¥ esta activa en
20, o sea si, se cumple con f;(z°) = €% De lo contrario, podemos encontrar
ficilmente un parametro % con fi(2°) = &°. Bajo los supuestos anteriores, la

funcion de valor minimo local 7% : R — R,

(e) == inf{f2(x)| fi(x) < e,2 € S,z € Bs(a")},

con Bs(zY) la bola cerrada centrada en x°

es diferenciable en un entorno de £° con
o\//.0\ __ 0
(%) (") = —n

Usando la derivada de la funciéon local de valor minimo para una aproximacion
de Taylor (suponiendo que esto sea posible) y suponiendo que la restriccion
fi(z) < e, sigue estando activa, obtenemos

Fa(x(eh) » f2(2®) — p(e" = &°)

Como consecuencia la ecuacion (4.5)) es aproximadamente satisfecha por

con radio ¢ para algin § > 0 pequerno,

gl zsoﬁ:a< 1—|—(,u0)2)7

Para el caso de un problema bi-criterio (k = 2) tenemos el algoritmo
que, nos sirve para escoger de manera conveniente el parametro € para resolver
el problema de restriccién € y asi aproximar el conjunto eficiente.

En el caso de tener 3 o mas funciones objetivo no podemos dar cotas tan
fuertes para el pardametro ¢, pero podemos reducir el espacio del pardmetro a
un conjunto compacto (para f(S) compacto), por ejemplo en el caso m = 3 de
la siguiente manera: Resuelva mingcgs fi(z) para i = 1,2 con solucién minimal
™" v valores minimos f;(z™"™%) =: e tanto como el maz,esf;(z) para
i = 1,2 con solucién maximal z™%" y valores méaximos f;(a™*®*) =: g"%®,

Entonces, para cada solucién Z Pareto optimal de un problema de optimizacion
multicriterio existe un & € R? que es solucién minimal del problema

min

~

fa(x

sa  fi(z)
fa(2)

S

€1
€2

o A IA

con ;""" <g; <" 1 =1,2.
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Algorithm 2 Aproximacion del conjunto eficiente para k = 2 usando el método
de restriccién e

Entrada: Distancia a > 0, distancia inicial 8 € (0, &).
1. Resolver minges f2(x) con solucién minimal zt.

2. Definir €2 := fi(z") =By l:=2.
3. Resolver minges fi(x) con soluciéon minimal 2P,

4. while ¢! > f1(z¥) do

5. Resolver
min f2(z)
s.a.  fi(z) <€
r €S

con solucion z! y multiplicador de Lagrange .

6. Definir
U BN o
T+ ()
yl=1+1
7. end while

Salida: El conjunto A := {f(z'), f(z?),..., f(2®)} que es la aproximacion de ¢, el
conjunto eficiente.
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Ahora veremos la relacion entre el método de sumas ponderadas y el método
de restriccion e.

Teorema 4.2.6 Sea z* € S una solucion del problema de sumas ponderadas
y 0 < w € R* el correspondiente vector de ponderacion. Entonces

1. Siw; > 0, z* es una solucion del problema de restriccion € para f; como
funcidn objetivo y e; = f;(z*) para j=1,...,k, h #1.

2. Si x* es la unica solucion del problema de ponderacidn, entonces x* es
una solucion del problema de restriccion € cuando €; = f;(x*) para j =
1,....k, j #1 ypara cada f;, I =1,...,k, como la funcion objetivo.

Demostracion:

Sea z* € S una solucién del problema de ponderaciéon para 0 < w € R* un
vector de ponderacion.
(1) Suponemos que w; > 0. Tenemos que

k k
i=1 i=1

para todo x € S.

Supongamos que z* no es una solucién del problema de restricciéon €. Entonces
existe un punto & € S tal que fi(2) < fi(2*) y f;j(#) < fj(z*) cuando j =
1,...,k, j # 1. Suponemos que w; > 0y w, > 0sii# [. Ahora se tiene que

k

0> wi(fyl#) = filz") + D wilfi(@) — fi(z"))

i=1izl

lo que contradice la desigualdad anterior. Entonces x* es una solucién del pro-
blema de restriccién e.
(2) Si a* es la unica solucion del problema de sumas ponderadas, entonces para

todo z € S i i
Y wifilz®) <Y wifilx)
i=1 i=1

si existiera una funcion objetivo f; tal que z* no resuelve el problema de res-
triccion € cuando f; es minimizada, entonces podemos encontrar una soluciéon
z € S tal que fi(z) < fi(z*) y fi(%) < fi(z*) si j # l. Esto significa que para
algin w > 0

k k
i=1 =1

Lo que contradice la desigualdad anterior. Entonces z* es una solucién del pro-
blema de restriccion € para toda f; para ser minimizada. O
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Por dltimo, enunciaremos un teorema valido para problemas convexos.

Teorema 4.2.7 Dado un problema de optimizacion multiobjetivo convezo, si
x* € S es solucion del problema de restriccion para alguna funcion dada
fi que serd minimizada y e; = fi(z*) para j =1,...,k, j #1, entoces existe un
vector de ponderacion 0 < w € R¥, Zle w; = 1, tal que x* también es solucion

del problema de ponderacion .

La demostracion del teorema (4.2.7) puede consultarse en [I3] pagina 88.

Teoéricamente, cada solucion Pareto optimal de cualquier problema de op-
timizacién multiobjetivo se puede encontrar mediante el método de restricciéon
¢ al alterar los limites superiores y la funcién que se minimizaré, sin importar
que el problema sea o no convexo. Computacionalmente, el método de restric-
cion € es mas laborioso que el método de sumas ponderadas ya que se aumenta
el namero de restricciones, pero puede ser dificil especificar limites superiores
apropiados para las funciones objetivo.

4.3. Meétricas ponderadas

Obtendremos diferentes soluciones al alterar los coeficientes de ponderacion
w;, suponiendo w; > 0 para todo¢=1,...,ky Zle w; = 1 en la métrica L,
ponderada y en la métrica L, ponderada ¢ métrica de Tchebycheff ponderada.
El problema L, ponderado para minimizar distancias es de la forma:

min (Zle w;|fi(z) — Zﬂp) 1/1’ (4.6)

s.a. resS

para 1 < p < oo y siendo 2] la componente i-ésima del vector objetivo ideal. El
problema ponderado de Tchebycheff es de la forma:

min max [wi| fi(z) — 2]
i=1,...k (4.7)
s.a. res

Este problema fue introducido originalmente por Bowman [I] en 1976.

Los signos de valor absoluto pueden eliminarse debido a la definiciéon de vec-
tor objetivo ideal, si este se conoce globalmente.

Sip = 1, la suma ponderada de las desviaciones es minimizada y el problema
es igual al problema de sumas ponderadas (4.1)) salvo por una constante (si z*
es conocido globalmente). Si p = 2, tenemos un método de cuadrados minimos.
Cuando p se va incrementando, la minimizacion de la desviaciéon mayor se vuelve
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més y méas importante. Finalmente, cuando p = oo, lo Ginico que importa es la
desviacion relativa ponderada de una funcién objetivo.

El problema ponderado de Tchebycheff es no diferenciable. Puede re-
solverse de manera diferenciable siempre que las funciones objetivo y las restric-
ciones sean diferenciables y que z* sea conocido globalmente. En este caso, se
tiene el siguiente problema:

min «
sa. a>wi(fi(z)—zf) Vi=1,...)k (4.8)
xeS

Se resuelve, donde tanto x € R™ y o € R son variables.

Veremos a continuacion algunos resultados relacionados al método de métri-
cas ponderadas. Supondremos que conocemos el vector objetivo ideal z* global-
mente.

Teorema 4.3.1 La solucion del problema L, ponderado es Pareto opti-
mal si sucede alguna de estas afirmaciones:

1. La solucion es unica.

2. Todos los coeficientes de ponderacion son positivos.

Demostracion:

Esta prueba es analoga a las realizadas en el método de sumas ponderadas,
teniendo en cuenta que, si z*, solucién del problema L, ponderado no fuese
Pareto optimal, entonces existirfa otro punto z € S tal que fi(x) < f;(z*)
para todo i = 1,...,k y f;(z) < f;(z*) para al menos un indice j. Ahora
(filz) —25)P < (fi(a* — 2f)P para todo i y (fj(x) — 25)P < (f;j(a* — 2f)P. De

esto tenemos
k k

D (ful@) =P <Y (fila® = 2)P

i=1 i=1
y al elevar a ambos miembros a 1/p la desigualdad se mantiene, pero esto seria
una contradiccién, entonces resulta que x* debe ser Pareto optimal, y con esto
se completa la prueba. O

Teorema 4.3.2 La solucion del problema ponderado de Tchebycheff es
débilmente Pareto optimal si todos los coeficientes de ponderacion son positivos.

Demostracion:

Sea z* € S soluciéon del problema ponderado de Tchebycheff. Supongamos
que x* no es débilmente Pareto optimal. En este caso, existe un punto x € S
tal que f;(x) < fi(z*) para todo ¢ = 1,...,k. Esto implica que f;(z) — zf <
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fi(z*) — zF para todo ¢ y al mismo tiempo que w;(f;(z) — zF) < w;(fi(z*) — zf)
siendo w; > 0 para todo i. Entonces z* no puede ser soluciéon del problema
ponderado de Tchebycheff, lo que nos lleva a una contradiccién, entonces x*
debe ser débilmente Pareto optimal. O

Teorema 4.3.3 EL problema ponderado de Tchebycheff tiene al menos
una solucion Pareto optimal.

Demostracion:

Supongamos que no hay ninguna solucién Pareto optimal del problema pon-
derado de Tchebycheff. Dada z* € S una soluciéon 6ptima del problema de
Tchebycheff, como asumimos que no hay ninguna soluciéon Pareto optimal, en-
tonces existe una solucion x € S que no es 6ptima para el problema de Tcheby-
cheff pero para que f;(z) < f;(z*) paratodo i =1,...,ky fj(z) < f;(z*) para
al menos un j.

Tenemos ahora que f;(x)z} < f;(z*) — 2 para todo i con desigualdad estricta
para al menos un indice j, también w;(f;(z)zF) < w;(fi(z*) — zF) para todo
i y ademéas mazx[f;(x)z}] < mazx[f;(z*) — z¥]. Como x* es solucion optima del
problema de ponderacién de Tchebycheff, = tiene que ser una solucién optimal
también, esta contradiccién completa la prueba. O

Como consecuencia directa de este teorema tenemos el siguiente corolario.

Corolario 4.3.4 Si el problema ponderado de Tchebycheff tiene solucion
unica entonces esta es Pareto optimal.

La convexidad del problema de optimizaciéon multiobjetivo es necesaria para
garantizar que cada soluciéon Pareto optimal pueda ser encontrada por el pro-
blema L, ponderado . FEl siguiente teorema nos mostrara que toda solu-
cion Pareto optimal puede ser encontrada utilizando el problema ponderado de

Tchebycheff (4.7]).

Teorema 4.3.5 Sea x* € S Pareto optimal. Entonces existe un vector de pon-
deracion 0 < w € R¥ tal que x* es solucion del problema ponderado de Tcheby-
cheff , cuando el punto de referencia es el vector objetivo utdpico z**.

Demostracion:

Sea z* € S Pareto optimal. Supongamos que no existe un vector de ponde-
racion w > 0 tal que x* sea solucion del problema ponderado de Tchebycheff.
Sabemos que f;(z) > z* para todo i =1,...,k, para todo € S. Ahora, elegi-
mos w; = f/(fi(x*) — z*) para todo i = 1,...,k siendo 5 > 0 algtan factor de
normalizacién.

Si z* no es solucién del problema ponderado de Tchebycheff, entonces existe
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otro punto z° € S tal que es solucion del problema ponderado de Tchebycheft,
esto significa que

mazlw;(fi(2%) — 27)] < mazfwi(fi(x") = z{)]
= max %
? fi(z*) — 2
Entonces w;(f;(xz°) — 2*) < B, y después de simplificar la expresion tenemos
fi(z?) < fi(2")

para todo i =1,...,k, lo que nos lleva a una contradiccién del hecho que x* es
Pareto optimal. (]

(fila") =27 | =8

El teorema anterior suena muy prometedor para el problema ponderado de
Tchebycheft. Desafortunadamente, esta no es toda la verdad. Como vimos antes
en el teorema el problema ponderado de Tchebycheff encuentra solucio-
nes débilmente Pareto optimal, por lo tanto, encuentra las soluciones Pareto
optimal, pero se necesita un célculo auxiliar para poder identificar los puntos
débiles. Por otro lado, el problema L, ponderado con 1 < p < oo, produce so-
luciones Pareto optimal, pero no necesariamente las encuentra a todas.

Otro factor importante es la seleccion del valor para el exponente p, una pauta
a tener en cuenta es que para un nimero menor de funciones objetivo se reco-
mienda seleccionar mayores valores de p.

Particularmente, el método de las métricas ponderadas de Tchebycheff son
métodos populares para obtener soluciones débilmente Pareto optimal. Funcio-
nan tanto para problemas convexos como no convexos (a diferencia del método
de las sumas ponderadas) y la alteracion de los parametros es mas simple que
en el método de restriccion €. La desventaja de este método es que, si bien en-
cuentra todas las soluciones Pareto optimal, junto con ellas encuentra soluciones
débilmente Pareto optimal.

En lo que respecta a las métricas L, ponderadas, las soluciones generadas son
Pareto optimal, pero no necesariamente se encuentran todas.

Para encontrar la aproximacion del frente de Pareto que estamos buscando,
al igual que en el método de sumas ponderadas lo que hacemos es variar los
coeficientes de ponderacion para obtener diferentes soluciones, como se ve en el
siguiente algoritmo
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Algorithm 3 Aproximacion del conjunto eficiente para k = 2 usando el método
de métricas ponderadas

Entrada: Peso 1 < p < oo, 7 = cantidad de coeficientes de ponderacién w.
1. Generar los rvcoeficientes de ponderacion wi y wa tales que w1 +w2 =1y w; > 0.

2. Resolver
min(wi | fy(w) = 17 + wal ) — 257
x
con solucién z* con ¢ = 1,...r siendo r la cantidad de coeficientes generados en
1.

Salida: El conjunto A := {f(z'), f(z?),..., f(2")} que es la aproximacion del frente
de Pareto.

La desventaja del método de métricas L, ponderadas con 1 < p < oo de
no encontrar todas las soluciones del problema lo veremos méas claramente en el
capitulo 5 con algunos problemas test que hemos implementado.

4.4. Escalarizaciéon por combinaciones convexas

Victor Pereyra en 2009 y 2013 ( [I0], [1I]) introdujo una nueva idea para
problemas multiobjetivo sin restricciones que produce una representacion dis-
creta equiespaciada del frente de Pareto usando pocas evaluaciones funcionales.
El enfoque utilizado alli consisti6 la implementacion del método de Newton para
resolver las condiciones de optimizacion de primer orden. Comenzando desde un
punto 6ptimo de los objetivos individuales (ellos mismos puntos Pareto optima-
les) y utilizando la continuacion homotopica de longitud de arco, el método re-
suelve una sucesion de problemas de optimizacioén con restricciones que implican
las variables del problema, la variable de homotopia A y una restriccién no lineal
anadida que requiere que el vector de valores objetivo esté a una distancia dada
del valor anterior. Esta es la clave para producir un frente Pareto equiespaciado.

Aunque la escalarizaciéon por combinaciones convexas tiene algunas limita-
ciones, es uno de los enfoques mas comunes y naturales utilizado para generar
puntos Pareto.

La dificultad hasta ahora ha sido que no es obvio cémo elegir los valores
de A con el fin de generar un frente equiespaciado. Esto al igual que en el ca-
so del método de restriccion e, nuevamente la dificultad no estd en encontrar
una solucioén sino en encontrar todas las soluciones necesarias para generar una
aproximacion aceptable del frente de Pareto completo, o al menos, una parte
considerablemente ttil del mismo para entregar al tomador de decisiones.
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Algoritmo de optimizacién multiobjetivo

Por simplicidad consideraremos el problema bi-objetivo

min f(z)
sa. g(x) <0 (4.9)
reD

donde z € R”, f € R?, g € R™, D es un conjunto convexo y las desigualdades
son aplicadas componente a componente. Asumimos que las funciones no lineales
f v g son suaves. Introduciremos la siguiente funcién objetivo a valores escalares

flz,A) =1 =X fi(z) + Afa(z) (4.10)

donde 0 < A <1 y las mismas constantes del problema original. La homotopia
estandar comienza con A = 0 y luego los pasos A de alguna manera, al resolver
los subproblemas sucesivos para obtener un muestreo discreto del conjunto de
Pareto. Una critica frecuente y vélida de este método es que no hay manera
segura de obtener un muestreo uniforme con él porque la parametrizacion del
frente de Pareto por A es generalmente un mapa desconocido muy no lineal.

Sean x7 y x5 los minimizadores de fi(z) y f2(z) respectivamente. Definimos
2o = 2] Y Zi+1 = x5 los puntos extremos del conjunto de Pareto que vamos a
construir, donde [ es el nimero deseado de puntos en el frente de Pareto que
une los puntos extremos.

Dada una coleccion de puntos fr = f(xg), K =0,1,...,1+ 1. Si los puntos
son muestras de una curva suave, entonces cuando el espacio entre los puntos
tiende a cero.

Ahora definimos
v =af|f(zo) — f(zis]l/1 (4.11)

donde la distancia entre las imagenes de los minimizadores esta multiplicada
por un factor a > 1 es una estimacion de la longitud total del acorde del frente
de Pareto (que representa la curvatura).

En el improbable caso en el que f(xg) = f(x;41) ya encontramos todo nuestro
frente de Pareto que esté formado por un s6lo punto. Si esto no ocurre, v # 0 y
le imponemos al problema la siguiente restricciéon de equiespaciado:

Hf(x) - fprev||2 = 72 (412)

donde fprey €s el punto anterior que conseguimos en el proceso de homotopia.
Entonces minimizaremos la funciéon escalarizada sujeta a todas las constantes
con A como una variable adicional:

min (1= A)fi(z) + Afz(2)
s.a. g(x) <0
zeD
1f (@) = foreul* =2

(4.13)
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Siendo fprev = f(x0), la solucion que obtendremos sera (z1,A1). Repetimos
el proceso con fprey = f(x1) obteniendo (z2,A2) v se sigue el proceso. El co-
rrespondiente conjunto de Pareto discreto obtenido es definido por el conjunto
{f(zr),k=0,...,1+ 1}, donde los {xx,k =0,...,l + 1} son Pareto. Si el pro-
ceso es exitoso, obtenemos una representacion discreta del conjunto de Pareto
con valores equiespaciados f(x). Observe que con el uso intrinseco de esta pa-
rametrizacion, la parametrizacion A del frente pierde importancia.

Si [ es grande suficiente para hacer que vy sea relativamente pequeno, podemos
argumentar heuristicamente que para cada problema

min (1= A)fi(z) + Ma(z)
s.a. g(x) <0
rz€eD

(@) = foreu|[* =72

en la homotopia es probable que iniciar el optimizador en el minimizador ante-
rior es probable que dé un minimizador global para el problema actual.

(4.14)

La extension a p > 2 objetivos es sencilla, aunque la complejidad aumenta
considerablemente.
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Algorithm 4 Aproximacion del conjunto eficiente para k& = 2 usando una
combinacién convexa de los objetivos

Entrada: Cantidad de puntos I, factor a > 1.
1. Resolver minges fi(x) con soluciéon minimal z7 y minges f2(x) con soluciéon mi-
nimal z5.

2. Definir o = x7 , 141 =25 y A =0.

3. Calculo v = af|f(x0) — fexir1)]|/L

4.if y#0 do
5. fori=1,...,ldo
6. Resolver

min (1= X)fi(@) + Afa(0)

s.a. g(z) <0

I[f(x) — fprev||2 = WQ
€S

con solucion (x;, \;)
7. end for

Salida: El conjunto A := {f(x0), f(z1),- .., f(zi+1)} que es la aproximacion del frente
de Pareto equiespaciado.
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Capitulo 5

Resultados numeéricos

En este capitulo realizamos experimentos numéricos con un conjunto de pro-
blemas test para estudiar los métodos de sumas ponderadas, restriccion e,
escalarizacion por combinaciones convexas y métricas ponderadas, pre-
sentados en el capitulo 4.

Todos los algoritmos fueron implementados en lenguaje Python version 3.8
Fueron ejecutados en una notebook acer aspire 5, con procesador 17-8550U de
1.80 GHz, 12 Gb de memoria RAM, y sistema operativo Windows 10 de 64 bits,
procesador x64.

Primero retomaremos un ejemplo convexo en el que calculamos de manera
explicita el frente de Pareto en el capitulo 2. Luego en segundo lugar el ejem-
plo de Schaffer que en el que aproximamos un frente de Pareto convexo. En
tercer lugar, analizamos el ejemplo de Hazen, que también tiene un frente de
Pareto convexo, pero este problema a diferencia del problema de Schaffer, es un
problema irrestricto. Luego estudiamos el problema de Fonseca - Fleming que
presenta un conjunto de Pareto no convexo y podemos observar que el método
de sumas ponderadas no es el més conveniente en este tipo de problemas y para
terminar con los problemas test implementamos el problema de Poloni, donde
el conjunto de Pareto es no convexo y no conexo.

5.1. Ejemplo 4

Consideramos nuevamente el ejemplo 4 del capitulo 2, pagina 8, que era un
problema con dos funciones objetivo, que queremos minimizar simultaneamente
sobre la recta real no negativa.

filx) =vVax+1
folx) =2 —da+5=(x+2) 1
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Y queremos resolver el siguiente problema de optimizacion:

min(f1(x), f2(z))

x>0

En en capitulo 2, generamos paramétricamente el frente de Pareto que es el
siguiente, podemos verlo en color rosa en la siguiente figura:

r T T t AT T T T T T
—1.0 —0.5 05 L0 L5720 25 30 35 40 45 W0
3

Figura 5.1: Frente de Pareto.

Ahora, resolveremos este problema utilizando los distintos métodos que estu-
diamos antes utilizando la parametrizacion del frente de Pareto que conseguimos
explicitamente.

Sumas ponderadas

Para este problema de optimizacion, la escalarizaciéon de sumas ponderadas
viene dada por:

m>i7.5L wiVr + 1+ wo(x? — 4z +5) (5.1)
=z

con coeficientes de ponderacion wi, wy € [0,1] y wy + we = 1. Variando los
parametros wy y ws y resolviendo el problema de la suma ponderada se pueden
generar aproximaciones del conjunto de Pareto.

Para aproximar el frente de Pareto utilizamos 100 puntos con 100 coeficientes
de ponderacion equidistantes

w1 0,01 0,02 0,99
S , ey 5.2
Aplicamos el algoritmo que aproximara al frente de Pareto de la siguiente
forma, ver Figura (5.2), siendo la linea celeste la expresion obtenida antes y

cada una de las estrellas la aproximaciéon generada por el método de sumas
ponderadas.
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Espacio criterio
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Figura 5.2: Aproximacion generada por Sumas Ponderadas.

Restriccion ¢

Aplicamos el algoritmo con diferentes v y 8 y conseguimos la siguiente
aproximacion del frente de Pareto, ver Figura , nuevamente la linea naranja
es la expresion del conjunto de Pareto calculada explicitamente, las estrellas las
aproximaciones generadas por el método de restriccién € y esta vez agregamos
un + que es el vector objetivo ideal que, como dijimos antes, es un punto de
referencia como cotas inferiores del frente de Pareto.

En la figura de arriba a la izquierda tenemos 40 puntos, en la de arriba a la

derecha 11 puntos, en la de abajo a la izquierda 8 puntos y en la de abajo a la
derecha 102 puntos. Para generar estos puntos utilizamos los siguientes valores.

\ Grafico 1 \ Grafico 2 \ Grafico 3 \ Grafico 4

# Puntos 40 11 8 102
o 0.1 0.4 0.4 0.04
B 0.1 0.1 0.4 0.04

Tabla 5.1: Valores utilizados para generas la imagen (|5.3))
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Figura 5.3: Aproximaciones generadas por Restriccion e

Meétricas ponderadas

Para aplicar el método de las métricas ponderadas resolveremos el problema
L, ponderado:

min  (wi|f1(z) — 217 + wo| fo(a) — z5|P)"/P

s.a. x €S (5.3)

para 1 < p < oo y siendo z; la componente i-ésima del vector objetivo ideal.

Al igual que en el método de sumas ponderadas, para aproximar el frente de
Pareto utilizamos 100 puntos con 100 coeficientes de ponderacion equidistantes

() = { o) (o)~ (o)} o

Usamos el algoritmo para aproximar los frentes de Pareto. Vamos a
variar el p tomando p =1, p =2, p =4 y p = 10 solo utilizamos el problema
L, ponderado ya que genera puntos Pareto optimal a diferencia del problema
ponderado de Tchebycheff genera puntos débilmente Pareto optimal.

Notemos que como vimos en el capitulo 4, el método de métricas ponderadas
nos asegura conseguir soluciones Pareto optimal, pero puede que no encuentre
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e

Figura 5.4: Aproximaciones generadas por métricas ponderadas

todas las soluciones como vemos en los casos p =4 y p = 10 que corresponde a
los frentes 3 y 4 de la Figura (5.4)).

Escalarizaciéon por combinaciones convexas

Vamos a usar el algoritmo variando la cantidad de puntos I que vamos a
generar y el factor a que estima la culvatura total del conjunto de Pareto.

En la figura de arriba a la izquierda tenemos 30 puntos, al igual que en la de
arriba a la derecha y en las figuras de abajo hay 60 puntos. Para generar estos
puntos utilizamos los siguientes valores.

‘ Imagen 1 ‘ Imagen 2 ‘ Imagen 3 ‘ Imagen 4

# Puntos

30

30

60

60

(07

1.5

3

1.5

3

Tabla 5.2: Valores utilizados para generas la imagen (5.3)
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Figura 5.5: Aproximaciones generadas por combinaciones convexas

Este problema test ( [2]) nos ayuda a ver que efectivamente nuestros cuatro
algoritmos aproximan al conjunto de Pareto, aprovechando que teniamos para-

metrizado a nuestro frente de Pareto.

Ahora vamos a ver otros problemas test y aplicar a cada problema los cuatro
algoritmos. Analizaremos como resuelve cada algoritmo a cada ejemplo.

5.2.

Problema de Schaffer

En este problema, se garantiza que el conjunto de Pareto es el grafico de
una funcién convexa, si las funciones objetivo y el conjunto de restricciones son

convexos.

El problema de Schaffer [I4] es el siguiente:

min  f(z) =

S.a.

fi(x) =22

fa(x) = (z —2)

—A<z<A



para valores de A variando entre 10 y 10°. A medida que A aumenta su valor
la dificultad del problema aumenta.

Al ser un problema convexo, los cuatro métodos que utilizamos no deberian
tener ninguna complicacion para generar el frente de Pareto, salvo quizas el mé-
todo de métricas ponderadas que puede que no encuentre todas las soluciones.

Como en este problema se puede variar el valor de A entre 10 y 10° vamos
a tomar A € {10,10%,103,10%, 105}, por lo que repetiremos el analisis 5 veces.

Caso A =10
Sumas ponderadas

Para este problema de optimizacién, la escalarizacién de sumas ponderadas
viene dada por:
min  wiz? + we(z — 2)?

s.a. -10< 2 <10 (5.6)

con coeficientes de ponderacion wy, we € [0,1] y w1 + we = 1. Variando los
parametros wy y we y resolviendo el problema de la suma ponderada se pueden
generar aproximaciones del conjunto de Pareto.

Para aproximar el frente de Pareto utilizamos 100 puntos con 100 coeficientes
de ponderacion equidistantes

wq 0,01 0,02 0,99
€ ) ey 5.7
(1) = {6 (o) (o1)} 6
Aplicamos el algoritmo que aproximara al frente de Pareto de la siguiente

forma, ver Figura (5.6)), siendo cada una de las estrellas la aproximacion gene-
rada por el método de sumas ponderadas.

Espacio criterio

40{
35{ %
4
30 "‘
25 *.‘
o 20 Y
15 \t‘
10 \'».
\E
05 o
""-.., -
00 e

00 05 10 15 20 25 30 35 40
yl

Figura 5.6: Aproximacion generada por Sumas Ponderadas.
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Caso A =10

Para este problema de optimizacion, la escalarizacién de sumas ponderadas
viene dada por:
min  wix? + we(z — 2)?
s.a. —10%2 < z <102

con coeficientes de ponderacion wy, wy € [0,1] y wy + wo = 1.
Aplicamos el algoritmo que aproximara al frente de Pareto de la siguiente

forma, ver Figura (5.7]).

(5.8)

Espacio criterio

Figura 5.7: Aproximacion generada por Sumas Ponderadas.

Caso A =103

Para este problema de optimizacion, la escalarizaciéon de sumas ponderadas
viene dada por:
min  wyz? + wo(x — 2)?
s.a. —10% < z < 10°

con coeficientes de ponderacion wy, we € [0,1] y wy + wy = 1.
Aplicamos el algoritmo que aproximara al frente de Pareto de la siguiente

forma, ver Figura (j5.8]).

(5.9)

Espacio criterio

Figura 5.8: Aproximacion generada por Sumas Ponderadas.
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Caso A = 10*

Para este problema de optimizacion, la escalarizaciéon de sumas ponderadas
viene dada por:
min  wix? + we(z — 2)?
s.a. —10* <z <10*
con coeficientes de ponderacion wy, we € [0,1] y wy + wy = 1.
Aplicamos el algoritmo que aproximara al frente de Pareto de la siguiente

forma, ver Figura (5.9)).

(5.10)

Espacio criterio
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Figura 5.9: Aproximacion generada por Sumas Ponderadas.

Caso A =10°

Para este problema de optimizacion, la escalarizaciéon de sumas ponderadas
viene dada por:
min  wiz? + we(z — 2)?
s.a. —10° <z < 10°
con coeficientes de ponderacion wy, we € [0,1] y wy + wy = 1.
Aplicamos el algoritmo que aproximara al frente de Pareto de la siguiente

forma, ver Figura ([5.10]).

(5.11)

Espacio criterio
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Figura 5.10: Aproximacion generada por Sumas Ponderadas.
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Restriccion ¢

Aplicamos el algoritmo con diferentes o y 8 y conseguimos las siguientes

aproximaciones del frente de Pareto, nuevamente, las estrellas son las aproxi-
maciones generadas por el método de restriccion e del frente de Pareto.
Para todos los casos de 4 podemos observar que en la figura de arriba a la
izquierda tenemos 63 puntos, en la de arriba a la derecha 15 puntos, en la de
abajo a la izquierda 15 puntos y en la de abajo a la derecha 160 puntos. Para
generar estos puntos utilizamos los siguientes valores.

‘ Grafico 1 ‘ Grafico 2 ‘ Grafico 3 ‘ Grafico 4

# Puntos 63 15 15 160
Q@ 0.1 0.4 0.4 0.04
I} 0.1 0.1 0.4 0.04

Tabla 5.3: Valores utilizados para generar las imagenes

Podemos ver que a pesar de modificar los valores de A los frentes de Pareto
generados por este método son los siguientes:

Caso A =10

Espacio criterio Espacio criterio

Espacio criterio Espacio criterio

Figura 5.11: Aproximaciones generadas por Restriccion e
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Caso A =10

Espacio criterio Espacio criterio

Espacio criterio Espacio criterio

Figura 5.12: Aproximaciones generadas por Restriccion e

Caso A =103

Espacio criterio Espacio criterio

Espacio criterio Espacio criterio

S —————

20 25
n

Figura 5.13: Aproximaciones generadas por Restriccion &
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Caso A = 10*

Espacio criterio

Espacio criterio

Espacio criterio

Espacio criterio

Figura 5.14: Aproximaciones generadas por Restriccion e

Caso A = 10°

Espacio criterio

Espacio criterio

Espacio criterio

Espacio criterio

Figura 5.15: Aproximaciones generadas por Restriccion &
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Escalarizaciéon por combinaciones convexas

Vamos a usar el algoritmo variando la cantidad de puntos [ que vamos a
generar y el factor a que estima la curvatura total del conjunto de Pareto. En
la figura de arriba a la izquierda tenemos 30 puntos, al igual que en la de arriba
a la derecha y en las figuras de abajo hay 60 puntos. Para generar estos puntos
utilizamos los siguientes valores.

‘ Imagen 1 ‘ Imagen 2 ‘ Imagen 3 ‘ Imagen 4

# Puntos 30 30 60 60
o 1.5 3 1.5 3

Tabla 5.4: Valores utilizados para generar las imagenes

En todos los casos utilizaremos los mismos parametros, sélo vamos a variar

el valor de A.

Caso A =10

Espacio criterio Espacio criterio

Espacio criterio Espacio criterio

Figura 5.16: Aproximaciones generadas por combinaciones convexas
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Caso A =10

Espacio criterio Espacio criterio

Espacio criterio Espacio criterio

Figura 5.17: Aproximaciones generadas por combinaciones convexas

Caso A =103

Espacio criterio Espacio criterio

Espacio criterio Espacio criterio

Figura 5.18: Aproximaciones generadas por combinaciones convexas
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Caso A = 10*

Espacio criterio Espacio criterio

Espacio criterio Espacio criterio

Figura 5.19: Aproximaciones generadas por combinaciones convexas

Caso A = 10°

Espacio criterio Espacio criterio

Espacio criterio Espacio criterio

Figura 5.20: Aproximaciones generadas por combinaciones convexas
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Meétricas ponderadas

Para aplicar el método de las métricas ponderadas resolveremos el problema
L, ponderado:

min (wilfi() = 2P + wal fa(w) = 25)"7 (5.12)
s.a. —A<z< A '

para 1 < p < oo y siendo 2} la componente i-ésima del vector objetivo ideal.

Al igual que en el método de sumas ponderadas, para aproximar el frente de
Pareto utilizamos 100 puntos con 100 coeficientes de ponderacion equidistantes

Vamos a variar el p tomando p =1, p=2, p=4y p = 10 s6lo utilizamos el
problema L, ponderado, siguiendo el algoritmo , ya que genera puntos Pare-
to optimal a diferencia del problema ponderado de Tchebycheff genera puntos
débilmente Pareto optimal.

Notemos que como vimos en el capitulo 4, el método de métricas ponderadas
nos asegura conseguir soluciones Pareto optimal, pero puede que no encuentre

todas las soluciones como vemos en los casos p = 2, p = 4 y p = 10 que
corresponde a los frentes 2, 3 y 4 de las siguientes Figuras.

Caso A =10

Espacio criterio Espacio criterio

Espacio criterio Espacio criterio

Figura 5.21: Aproximaciones generadas por métricas ponderadas
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Caso A =10

Espacio criterio Espacio criterio

Espacio criterio Espacio criterio

Figura 5.22: Aproximaciones generadas por métricas ponderadas

Caso A =103

Espacio criterio

Espacio criterio

Espacio criterio Espacio criterio

Figura 5.23: Aproximaciones generadas por métricas ponderadas
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Caso A = 10*

Espacio criterio

Espacio criterio

Espacio criterio Espacio criterio

Figura 5.24: Aproximaciones generadas por métricas ponderadas

Caso A = 10°

Espacio criterio Espacio criterio

Espacio criterio Espacio criterio

Figura 5.25: Aproximaciones generadas por métricas ponderadas
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Este ejemplo en el que uno esperaria que al variar el valor de A obtendria
diferentes frentes de Pareto, podemos ver que siempre obtengo el mismo al ir
variando los diferentes algoritmos que implementamos. En este caso vemos que
los que mejor aproximan el frente de Pareto son la suma ponderada con 100
valores, el método de restriccion € con « = 0,1 y § = 0,1, el algoritmo de
escalarizacién por combinaciones convexas para 30 puntos con vy =1,5y
el método de métricas ponderadas para p = 1.

5.3. Problema de Hazen

El problema de Hazen [7], al igual que el problema de Schaffer, es un pro-
blema con frente de Pareto convexo y conexo. Ademas, el problema de Hazen
es un problema sin restricciones con funciones objetivo convexas.

El problema de Hazen es el siguiente:

fi(z) = 22 + 2 — 1025 — 100

min - f(w) = " (5.14)
fo(x) = 5 4+ 23 — 10z, — 100

s.a. x € R?

Sumas ponderadas

Para este problema de optimizacién, la escalarizacién de sumas ponderadas
viene dada por:

min  wy (22 + % — 10z — 100) + wg(f"’—f + 23 — 10z, — 100) (5.15)
s.a. x € R?

con coeficientes de ponderacion wiy, we € [0,1] y w1 + we = 1. Variando los
parametros wy y we y resolviendo el problema de la suma ponderada se pueden
generar aproximaciones del conjunto de Pareto.

Para aproximar el frente de Pareto utilizamos 100 puntos con 100 coeficientes
de ponderacion equidistantes

w1 0,01 0,02 0,99
€ ey 5.16
<w2> { (0,99>’ (0798) <0,01) } (516)
Aplicamos el algoritmo que aproximara al frente de Pareto de la siguiente

forma, ver Figura (5.26)), siendo cada una de las estrellas la aproximacion gene-
rada por el método de sumas ponderadas.
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Sumas ponderadas

e

e ek

T T T T T T T T
-140 -120 -100 -80 -60 -40 =20 0
yl

Figura 5.26: Aproximacién generada por Sumas Ponderadas.

Restriccién ¢

Aplicamos el algoritmo (2) con diferentes « y 5 y conseguimos la siguiente
aproximacion del frente de Pareto, ver Figura , nuevamente, las estrellas
son las aproximaciones generadas por el método de restricciéon . Esta vez, a di-
ferencia de los valores de . y 5 que usamos en el problema de Schaffer, que eran
a, € [0, 1], usamos valores mayores, ya que, con valores pequenios generabamos
demasiados puntos y si bien estos ejemplos son simples, tenemos que tener en
cuenta que este método a diferencia de los otros es mas costoso computacional-
mente, es decir, se necesitan realizar mas operaciones, de hecho, este método
necesita del orden de nm™ ! operaciones siendo n la cantidad de funciones ob-
jetivo y m la cantidad de soluciones factibles, mientras que, el método de sumas
ponderadas necesita del orden de nm operaciones, siendo n y m los mismos que
antes.

En la figura de arriba a la izquierda tenemos 2484 puntos, en la de arriba a

la derecha 246 puntos, en la de abajo a la izquierda 23 puntos y en la de abajo a
la derecha 23 puntos. Para generar estos puntos utilizamos los siguientes valores.

‘ Grafico 1 ‘ Gréfico 2 ‘ Grafico 3 ‘ Grafico 4

# Puntos 2484 246 23 23
@ 0.1 1.0 10.0 10.0
15} 0.1 1.0 10.0 5.0

Tabla 5.5: Valores utilizados para generar la imagen (5.27))
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Restriccion E Restriccion E

a=0.1
B=0.1

-140 -120 —1‘00 —éO -60 —40 0 -140 -120 -100 -80 -60 —40
vl ¥l

Restriccion E . Restriccion E

-140 -120 0 -140 -120 -100 -80 —60
n

Figura 5.27: Aproximaciones generadas por Restriccion e

Escalarizaciéon por combinaciones convexas

Vamos a usar el algoritmo variando la cantidad de puntos I que vamos a
generar y el factor a que estima la culvatura total del conjunto de Pareto

En la figura de arriba a la izquierda tenemos 30 puntos, al igual que en la
de arriba a la derecha y en las figuras de abajo hay 60 puntos. Para generar
estos puntos utilizamos los siguientes valores. Notemos que este algoritmo no
pudo encontrar todos los valores del frente de Pareto, a diferencia del método
de sumas ponderadas y restriccién € que encontraron también el vector de de-
cision Pareto optimal (8.348,0.471) que corresponde al vector objetivo Pareto
optimal (—34.91, —148.41) que no estd en ninguno de los frentes generados por
el método de escalarizacién por combinaciones convexas.

‘ Imagen 1 ‘ Imagen 2 ‘ Imagen 3 ‘ Imagen 4

# Puntos 30 30 60 60
o 1.5 3 1.5 3

Tabla 5.6: Valores utilizados para generas la imagen ([5.28)
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Escalarizacion por combinaciones convexas Escalarizacién por combinaciones convexas

-140 -120 -100 -80 -60 —40 0 140 -120 -100 -80 -60 —40
¥l yl

Escalarizacién por combinaciones convexas Escalarizacién por combinaciones convexas

120 -120 -100 -80 -0 40 S0 120 100 80 60
yl Y

Figura 5.28: Aproximaciones generadas por combinaciones convexas

Meétricas ponderadas

Para aplicar el método de las métricas ponderadas resolveremos el problema
L, ponderado:

min - (nlfi(e) =P+ vl fle) - 2Py (5.17)

para 1 < p < oo y siendo z; la componente i-ésima del vector objetivo ideal.

Al igual que en el método de sumas ponderadas, para aproximar el frente de
Pareto utilizamos 100 puntos con 100 coeficientes de ponderacion equidistantes

(1) < {(6o): (oe) (o} s

Vamos a variar el p tomando p =1, p =2, p=4y p = 10 s6lo utilizamos el
problema L, ponderado, siguiendo el algoritmo , ya que genera puntos Pare-
to optimal a diferencia del problema ponderado de Tchebycheff genera puntos
débilmente Pareto optimal.

Notemos que coémo vimos en el capitulo 4, el método de métricas ponderadas
nos asegura conseguir soluciones Pareto optimal, pero puede que no encuentre
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Métricas ponderadas p=1 Métricas ponderadas p=2

K‘N-..,w

A A ek

-140 -120 -100 -80 -60 40 20
v

Métricas ponderadas p=4 Métricas ponderadas p=10

—1‘20 -124 -122 -120 -118 -116 -114 -112 -110 -108
yl

Figura 5.29: Aproximaciones generadas por métricas ponderadas

todas las soluciones como vemos en los casos p = 2, p =4 y p = 10 que corres-
ponde a los frentes 2, 3 y 4 de la Figura (5.29).

En este ejemplo vemos que tanto el método de sumas ponderadas como el de
restricciéon € encuentran una buena aproximacion del frente de Pareto, siempre
que se elijan adecuadamente los parametros de entrada de los algoritmos para
no realizar demasiadas operaciones, como ocurrié en el método de restriccion
€ al usar como parametros a = 0,1 y 5 = 0,1 que gener6 2484 soluciones, lo
que requiere del orden de 2 * 24842~! operaciones mientras que el método de
sumas ponderadas utilizando del orden de 2 * 100 operaciones gener6 un frente
de Pareto similar. Si bien el método de métricas ponderadas con p = 1 generd
una solucién casi idéntica a la generada por el método de sumas ponderadas, ya
que sus formulaciones son muy similares, en el caso p =2, p =4 y p = 10 s6lo
generd una parte del frente de Pareto. Por ultimo, el método de escalarizacion
por combinaciones convexas vimos que s6lo gener6 una parte del frente de Pa-
reto.
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5.4. Problema de Fonseca - Fleming

El problema de Fonseca - Fleming [6], a diferencia del problema de Scheffer,
nos generara un frente de Pareto no convexo. Es un problema de optimizacion
bi-criterio que puede ser definido para x € R™ para cualquier n € N y es de la
siguiente forma:

1
fil@) = 1= eap |- S0 (0 — 42|
min f(z) = . L (5.19)
falw) = 1= eap [~ Ty (@i + )]
s.a. —4<x; <4 1<i<n
Al implementar los métodos decidimos tomar n = 2. Con este ejemplo veremos
que el método de sumas ponderadas no encontrarda un frente de Pareto como
en el caso anterior, sino encontrard sélo algunos puntos que también fueron

encontrados por otros métodos, a esto lo veremos en la figura (5.32)) que combina
los puntos encontrados por el método de restriccién € y sumas ponderadas.

Sumas ponderadas

Para este problema de optimizacion, la escalarizaciéon de sumas ponderadas
viene dada por:

min  wp (1 — exp {—(ml - %)2 — (29 — %)2} +

we (1 —exp [—(331 + %)2 — (z2 + %)2 ) (5.20)
s.a. r € R?

con coeficientes de ponderacion wi, wy € [0,1] y wy + we = 1. Variando los
parametros wy y we y resolviendo el problema de la suma ponderada se pueden
generar aproximaciones del conjunto de Pareto.

Para aproximar el frente de Pareto utilizamos 100 puntos con 100 coeficientes
de ponderacion equidistantes

w1 0,01 0,02 0,99
S , ey 5.21
() =4 o) loos) —Gor)} 02
Aplicamos el algoritmo que aproximara al frente de Pareto de la siguiente

forma, ver Figura (5.30)), siendo cada una de las estrellas la aproximacion gene-
rada por el método de sumas ponderadas.

Notemos que, como dijimos antes, al ser este un frente no convexo, el método

de sumas ponderadas no genera todas las soluciones Pareto optimal, sino que
s6lo genera 3 soluciones.
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Sumas ponderadas

08

06

y2

04

02

0.0 -
00 02 04 06 08 10
yl

Figura 5.30: Aproximaciéon generada por Sumas Ponderadas.

Restriccion ¢

Aplicamos el algoritmo con diferentes v y 8 y conseguimos la siguiente
aproximacion del frente de Pareto, ver Figura , nuevamente las estrellas
son las aproximaciones generadas por el método de restriccion . Esta vez vol-
vimos a utilizar valores de a, § € [0,1], ya que con valores mayores generamos
muy pocos puntos y lo que queremos es tener una aproximacién que nos permita
tener una idea completa de como es el frente de Pareto.

En la figura de arriba a la izquierda tenemos 30 puntos, en la de arriba a
la derecha 3 puntos, en la de abajo a la izquierda 12 puntos y en la de abajo a
la derecha 59 puntos. Para generar estos puntos utilizamos los siguientes valores.

‘ Grafico 1 ‘ Gréfico 2 ‘ Grafico 3 ‘ Grafico 4

# Puntos 30 3 12 59
«@ 0.04 0.4 0.1 0.02
8 0.04 0.4 0.1 0.02

Tabla 5.7: Valores utilizados para generas la imagen (5.31)

Como antes anticipamos, generamos un grafico donde estan las soluciones
obtenidas por el método de sumas ponderadas junto con el método de restric-
cion € con a = 0,04 y 8 = 0,04, siendo las estrellas azules las soluciones del
método de sumas ponderadas y las estrellas rojas las generadas por el método
de restriccion € en la Figura .
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Figura 5.31:

Sumas ponderadas y restriccion E
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Figura 5.32: Aproximaciones generadas por Sumas pondetadas y Restriccion e

Escalarizaciéon por combinaciones convexas

Vamos a usar el algoritmo @ variando la cantidad de puntos [ que vamos a
generar y el factor a que estima la culvatura total del conjunto de Pareto

En la figura de arriba a la izquierda tenemos 30 puntos, al igual que en la de
arriba a la derecha y en las figuras de abajo hay 60 puntos. Para generar estos
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Escalarizacién por combinaciones convexas Escalarizacién por combinaciones convexas
101 « 109 «

. *

Escalarizacion por combinaciones convexas Escalarizacién por combinaciones convexas
101 » 10{ »

Forw -

00 02 04 06 08 10 00 02 04 06 08 10

Figura 5.33: Aproximaciones generadas por combinaciones convexas

puntos utilizamos los siguientes valores. Esta vez el método de escalarizacién por
combinaciones convexas genera una buena aproximaciéon del frente de Pareto.

‘ Imagen 1 ‘ Imagen 2 ‘ Imagen 3 ‘ Imagen 4

# Puntos 30 30 60 60
o 1.5 3 1.5 3

Tabla 5.8: Valores utilizados para generas la imagen ([5.33)

Meétricas ponderadas

Para aplicar el método de las métricas ponderadas resolveremos el problema
L, ponderado:

min  (wi|f1(z) — 21 [P + wo| fo(a) — z5|P)"/P

5.22
s.a. resS ( )

para 1 < p < oo y siendo z; la componente i-ésima del vector objetivo ideal.

Al igual que en el método de sumas ponderadas, para aproximar el frente de
Pareto utilizamos 100 puntos con 100 coeficientes de ponderacion equidistantes

() < tom) () Gor)y o
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Vamos a variar el p tomando p =1, p =2, p =4y p = 10 s6lo utilizamos el
problema L, ponderado, siguiendo el algoritmo , ya que genera puntos Pare-
to optimal a diferencia del problema ponderado de Tchebycheff genera puntos
débilmente Pareto optimal.

Notemos que como vimos en el capitulo 4, el método de métricas ponderadas

Métricas ponderadas p=1 Métricas ponderadas p=2
10
10
~
= \,M .
*
08 08 *
-
06 06 -
1) B *
04 04 *,
.
"
02 02 ‘
00 - 0.0 \

00 02 04 06 08 10 00 02 04 06 08 10

o, o
08 "'\_ 070 o
07 o, ™,
"N 065
06 ", o
o
o5 ", 060
04 \‘\ 055 ‘\‘.
™S
03 % 050 "
02 ,

T 045 050 055 060 065 070 075

Figura 5.34: Aproximaciones generadas por métricas ponderadas

nos asegura conseguir soluciones Pareto optimal, pero puede que no encuentre
todas las soluciones como vemos en los casos p = 1, p = 4 y p = 10 que co-
rresponde a los frentes 1, 3 y 4 de la Figura . Si bien el frente de Pareto
generado por p =4 es muy similar al generado por el método de escalarizacion
por combinaciones convexas, no encuentra las soluciones de los extremos de la
figura. Y algo similar ocurre con p = 10.

En este ejemplo los métodos de restriccion e, escalarizaciéon por combinacio-
nes convexas y métricas ponderadas con p = 2 o p = 4 resuelven el problema de
Fonseca - Fleming generando una mejor aproximaciéon que el método de sumas
ponderadas, que tenia como debilidad el no encontrar todas las soluciones Pa-
reto optimal si el frente no era convexo, como ocurre en este ejemplo.
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5.5. Problema de Poloni

El problema de Poloni [12] es méas desafiante que los anteriores, ya que, es
no conexo y no convexo. El problema de Poloni estd definido de la siguiente
manera;

fi(@) =14 (A1 — B1)? + (A2 — By)?
min  f(z) =
fo(x) = (x1 +3)% + (22 + 1)? (5.24)

s.a. —nm<x; <7 1 =1,2
A1 =0,5sen(1) — 2cos(1) + sen(2) — 1,5cos(2)
Az = 1,5sen(1) — cos(1) + 2sen(2) — 0,5cos(2)

donde
Bi(z) = 0,5sen(z1) — 2cos(x1) + sen(x2) — 1,5cos(x2)

Bso(x) = 1,5sen(x1) — cos(xa) + 2sen(xa) — 0,5c08(x2)

Sumas ponderadas

Para este problema de optimizacion, la escalarizaciéon de sumas ponderadas
viene dada por:

min - wi(fi(z) + (A1 = B1)? + (A2 — B2)?) + wa((21 + 3)* + (22 + 1)?)
s.a. —nm <z <7
—m<axy<T
(5.25)
con coeficientes de ponderacion wi, wy € [0,1] y w; + we = 1. Variando los
pardametros wy y we y resolviendo el problema de la suma ponderada se pueden
generar aproximaciones del conjunto de Pareto.
Para aproximar el frente de Pareto utilizamos 100 puntos con 100 coeficientes
de ponderacion equidistantes

w1 0,01 0,02 0,99
5.26
<wz> : {(0,99>’ (0798)’ | <0,01)} (>:20)
Aplicamos el algoritmo que aproximara al frente de Pareto de la siguiente

forma, ver Figura (5.35)), siendo cada una de las estrellas la aproximacion gene-
rada por el método de sumas ponderadas.

En la Figura podemos ver que aproxima una parte del frente de Pare-
to, pero ademas genera esos puntos que estan en el grafico, arriba al centro que
son puntos que no pertenecen al frente de Pareto ya que, al ser un problema
test sabemos que el frente es no conexo y no convexo en y; € (0,2). Veremos a
constinuacion que el método de restriccion si puede encontrar esta componente
conexa del frente de Pareto.
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Sumas ponderadas

%

Figura 5.35: Aproximacion generada por Sumas Ponderadas.

Restriccion ¢

Aplicamos el algoritmo con diferentes o y 8 y conseguimos la siguiente
aproximacion del frente de Pareto, ver Figura , nuevamente las estrellas
son las aproximaciones generadas por el método de restricciéon e.

En la figura de arriba a la izquierda tenemos 132 puntos, en la de arriba a la
derecha 337 puntos, en la de abajo a la izquierda 31 puntos y en la de abajo a
la derecha 66 puntos. Para generar estos puntos utilizamos los siguientes valores.

‘ Grafico 1 ‘ Grafico 2 ‘ Grafico 3 ‘ Grafico 4

# Puntos 132 337 31 66
@ 1.0 0.4 4.0 2.0
8 1.0 04 4.0 2.0

Tabla 5.9: Valores utilizados para generas la imagen (5.36)

Como anticipamos antes, el método de restriccién € encuentra las dos com-
ponente conexas que forman este frente de Pareto, nuevamente hay que ser
cuidadosos al elegir las entradas « y § para no generar demasiadas aproxima-
ciones del frente de Pareto para no realizar demasiadas operaciones.
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Restriccion E Restriccion E

Restriccion E Restriccion E

Figura 5.36: Aproximaciones generadas por Restriccion e

Escalarizaciéon por combinaciones convexas

Vamos a usar el algoritmo variando la cantidad de puntos [ que vamos a
generar y el factor « que estima la curvatura total del conjunto de Pareto

En la figura de arriba a la izquierda tenemos 30 puntos, al igual que en la de
arriba a la derecha y en las figuras de abajo hay 60 puntos. Para generar estos
puntos utilizamos los siguientes valores. Notemos que este algoritmo no pudo
encontrar todos los valores del frente de Pareto, pero a diferencia del método de
sumas ponderadas encontro la componente conexa de la izquierda del frente de
Pareto.

‘ Imagen 1 ‘ Imagen 2 ‘ Imagen 3 ‘ Imagen 4

# Puntos 30 30 60 60
e 1.5 3 1.5 3

Tabla 5.10: Valores utilizados para generas la imagen (5.37)
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Escalarizacion por combinaciones convexas Escalarizacién por combinaciones convexas

Figura 5.37: Aproximaciones generadas por combinaciones convexas

Meétricas ponderadas

Para aplicar el método de las métricas ponderadas resolveremos el problema
L, ponderado:

min (| fi(@) = 2P+ wa|folw) — 25[7)"7
(5.27)
s.a. res
para 1 < p < oo y siendo z; la componente i-ésima del vector objetivo ideal.

Al igual que en el método de sumas ponderadas, para aproximar el frente de
Pareto utilizamos 100 puntos con 100 coeficientes de ponderaciéon equidistantes

Vamos a variar el p tomando p =1, p=2, p=4y p = 10 s6lo utilizamos el
problema L,, ponderado, siguiendo el algoritmo , ya que genera puntos Pare-
to optimal a diferencia del problema ponderado de Tchebycheff genera puntos
débilmente Pareto optimal.

Podemos ver que p = 1 y p = 2 nos dan una aproximacion del frente de
Pareto que tiene las dos componentes conexas y aunque devuelven algunos va-
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Métricas ponderadas p=1 Métricas ponderadas p=2
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Figura 5.38: Aproximaciones generadas por métricas ponderadas

lores que no pertenecen al frente de Pareto, el analista puede comprender que
los valores a la derecha de la recta vertical y; = 2 no pertenecen al frente ya
que la otra componente conexa tiene valores menores en la coordenada y,. Por
otro lado p =4 y p = 10 nos devuelven sé6lo una parte del frente de Pareto.

Para resolver el problema de Poloni el método de restriccion € o el de mé-
tricas ponderadas para p = 1 o p = 2 son los tinicos que encuentran las dos
componente conexas del frente de Pareto, pero todos los métodos encuentran al
menos una porcion del frente.

Con este ultimo ejemplo terminamos de convencernos que ningtin método es
el mejor para resolver todos los problemas.
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Capitulo 6

Conclusiones

En este trabajo se estudiaron varios métodos para resolver problemas de
optimizaciéon multicriterio. Nos concentramos principalmente en los métodos de
escalarizacién que aseguraban generar, al menos, soluciones débilmente Pareto
optimal. Ademas, se eligieron problemas test para realizar experimentos numé-
ricos y asi comparar los métodos estudiados anteriormente.

El método de sumas ponderadas es un método sencillo de programar que nos
asegura encontrar soluciones Pareto optimal si los coeficientes de ponderacion
son todos positivos o si la solucion es tnica, lo que no es dificil de obtener, pero
como pudimos observar en el ejemplo de Fonseca y Fleming si el conjunto de
Pareto no es convexo no encuentra todas las soluciones al problema, entonces
este método serd muy 1til si el problema es convexo.

Por otro lado el método de métricas ponderadas, al igual que el de sumas
ponderadas nos garantiza que las soluciones del problema L, ponderado seran
Pareto optimal si los coeficientes de ponderaciéon son todos positivos o si la so-
luciéon es tnica y es, aunque un poco méas complejo que el método de sumas
ponderadas, bastante simple de programar y puede encontrar soluciones incluso
si el problema no es convexo, no tuvo grandes inconvenientes para resolver el
ejemplo de Fonseca - Fleming que es no convexo, ni el de Poloni que es no co-
nexo y no convexo, pero tiene como flaqueza que no necesariamente encuentra
todas las soluciones, como pudimos observar en el ejemplo de Schaffer que al
compararlo con los resultados obtenidos con los otros métodos vemos que no
encuentra todas las soluciones.

El método de restricciéon € puede identificar todas las soluciones Pareto op-
timal independientemente de la convexidad del problema e incluso identifica las
soluciones usando un conjunto de restricciones diferentes. Por su parte, como
desventaja, es un método més costoso computacionalmente si lo comparamos
con los métodos anteriores, consume un mayor tiempo de computo y su formu-
lacion es complicado a medida que se aumenta la cantidad de funciones objetivo.

92



También presentamos ejemplos de la vida real, en particular, una aplicacion
en terapia de radiacién de intensidad modulada, que Gabriele Eichfelder resol-
vi6 usando el método de restricciéon e, que fue 1til para entender la dificultad
al encontrar buenos datos reales que se amolden a la teoria que hemos estudiado.

Si bien no resolvimos un problema de mundo real, dejamos las bases para
un posible trabajo futuro, una vez que se tengan datos reales, poder usar las
comparaciones establecidas en este trabajo para resolverlo de la manera que
los analistas junto con el tomador de decisiones consideren adecuadas, ya que
después de todo lo estudiado, sabemos que elegir un método para resolver un
problema de optimizacién multicriterio puede ser, en si mismo, un problema de
optimizacion multiobjetivo.
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