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Resumen

Las interfaces cerebro-máquina son cada vez más
usadas para mejorar el proceso de rehabilitación de
personas que han sufrido un accidente cerebrovas-
cular. En este trabajo se comparan dos algoritmos
para determinar cuál de ellos ofrece mayor preci-
sión de manera online dos tareas mentales: imagi-
nación de marcha y relajación. Ambos algoritmos
detectan los cambios en la potencia a través de la
desincronización y sincronización de eventos rela-
cionados. El algoritmo 1 está basado en la media
de las bandas de frecuencia 8-13 Hz y 20-35 Hz
por cada electrodo. El algoritmo 2 se fundamenta
en la potencia a la frecuencia de máxima varia-
bilidad entre las dos tareas en cada electrodo. Los
resultados indican que el algoritmo 2 ofrece mayor
precisión que el algoritmo 1 en 4 de 5 usuarios.
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1. INTRODUCCIÓN

La Sociedad Española de Neuroloǵıa declaró que
en los últimos 20 años, el número de casos que
han sufrido un ictus o accidente cerebrovascular
(ACV) entre 20 y 64 años ha aumento un 25 %
[5]. Muchos de estos casos quedan con problemas
motores en las extremidades inferiores. Por ello, se
está investigando sobre cómo mejorar el proceso de
rehabilitación de estas personas. Una técnica cada
vez más común son las interfaces cerebro-máquina
(Brain Computer interfaces, BCI, en inglés). Éstas
presentan una conexión o comunicación alternati-
va entre el cerebro y las extremidades afectadas.
En otras palabras, las BCI traducen las señales
neuronales y las transforman en comandos para
controlar un dispositivo externo, como por ejem-
plo un exoesqueleto [9].

Existen varios paradigmas para mejorar el proceso
de rehabilitación de las personas que han sufrido
un ACV. Entre los más comunes se encuentran:
ejecución motora de la actividad (EM) e imagi-
nación motora de la actividad (IM). EM se basa
en la realización del movimento que potencia la

rehabilitación del área afectada mientras que IM
se fundamenta en la imaginación de la actividad
motora sin llegar a ejecutarla [3]. Un estudio pu-
blicado por Ang [1], usando resonancia magnética
funcional, comprobó que EM e IM activaban áreas
similares del cerebro, entre ellas: corteza motora
(M1), corteza premotora (PM), área motora su-
plementaria (AMS) y la corteza primaria somato-
sensorial (S1) [2].

Además, IM está relacionado con la atenuación de
potencia en la electroencefalograf́ıa (EEG) y es co-
munmente conocida como desincronización y sin-
cronización de eventos relacionados (event-related
desynchronization, ERD y event-related synchro-
nization, ERS, en inglés) en la banda alpha (6-12
Hz) y beta (16-31 Hz) [4].

En este trabajo se van a estudiar dos tipos de algo-
ritmos en una BCI para saber cuál ofrece mayor
precisión a la hora de detectar de manera onli-
ne dos tareas de imaginación: relajación e imagi-
nación de marcha. Ambos tratan de detectar los
cambios de potencia ERD/ERS pero en diferentes
bandas de frecuencia. El algoritmo que mejores
resultados obtenga, será utilizado para analizar la
plasticidad de los usuarios en pruebas realizadas
durante cinco d́ıas consecutivos.

2. MATERIALES Y MÉTODOS

En este apartado se van a explicar los materiales y
métodos utilizados para determinar qué algoritmo
de señales EEG ha de usar la BCI para obtener la
mayor precisión a la hora de clasificar dos estados
mentales: imaginación de marcha y relajación.

2.1. EXPERIMENTO

El experimento consiste en detectar tareas de re-
lajación e imaginación de marcha. El usuario se
situó a unos 80 cm de una pantalla que indica-
ba las instrucciones de la prueba (Figura 1). Cada
sesión consta de 12 pruebas. Cada prueba consta
de 10 bloques tanto de relajación como imagina-
ción motora. Los bloques de relajación eran iden-
tificados por el usuario por la palabra ((Relaja)) y
los de imaginación por la palabra ((Imagina)). La
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duración de cada bloque de tarea dura entre 4 y
5.4 segundos siendo el orden de aparición aleatorio
pero sin sobrepasar más de dos veces seguidas la
misma tarea. Esto se ha realizado aśı para evitar
que el usuario se espere qué tarea ha de realizar y
que las señales EEG no adquieran una rutina. En-
tre los bloques de las tareas se presenta el śımbo-
lo + para que el usuario descanse. La secuencia
temporal de una prueba puede verse en la Figura
2. Se avisó a los sujetos que durante los bloques
de tareas parpadearan, tragaran o se movieran lo
mı́nimo posible, pudiendo hacer dichos gestos pre-
feriblemente durante el śımbolo +, ya que dichos
datos no se usan para realizar el análisis. Por lo
tanto, una sesión dura entre 1.50 y 1.73 minutos.
El total del experimento, entre la colocación del
gorro, descanso entre pruebas y las pruebas en śı,
duró sobre 1 hora.

2.2. SUJETOS

Cinco usuarios sanos entre 29 y 45 años (3 mujeres
y 2 hombres) han participado en este estudio. Nin-
guno de ellos reportó tener enfermedades neuro-
nales y todos dieron su consentimiento informado
para realizar dichas pruebas. El estudio fue apro-
bado por el Comité Ético de la Oficina Evaluadora
de Proyectos de la Universidad Miguel Hernández
de Elche.

2.3. ADQUISICIÓN DE SEÑALES EEG

Se ha utilizado el sistema StarStim 32 de Neuro-
electrics para adquirir 30 señales EEG de acuerdo
al Sistema Internacional 10/10 (FP1, FP2, AF3,
AF4, F4, F3, FC6, FC2, FC1, FC5, FZ, C1, C3,
CZ, C2, C4, P7, P4, PZ, P3, P8, O1, O2, OZ, PO4,
CP6, CP2, CP1, CP5, and PO3) a una frecuencia
de muestreo de 500 Hz. En términos de software,
Neuroelectrics Instrument Controller (NIC) y la
plataforma de Matlab, fueron usados para adqui-
rir los datos mientras las rutinas en Matlab tam-
bién controlaban las indicaciones visuales que se
ofrećıan al usuario.

2.4. ANALISIS SEÑALES EEG

Una vez obtenidas las señales EEG se procede a
su análisis para extraer las caracteŕısticas que me-
jor definan las dos tareas: imaginación motora del
pedaleo y relajación. Se han realizado dos tipos de
algoritmos: P1 está fundado en el cambio de po-
tencia en la corteza motora de la banda µ (8-13)
Hz y la banda 20-35 Hz y P2 basado en los cam-
bios de potencia a la frecuencia, entre 6-30 Hz, que
tienen máxima varianza entre las tareas para cada
electrodo de la corteza motora. Ambos algoritmos
tienen el inconveniente de que haya movimientos

involuntarios de cabeza o musculares. Sin embar-
go, las frecuencias asociadas a estos artefactos son
rechazadas y la señal es tratada para evitarlos.

2.4.1. ALGORITMO P1

Este algoritmo está basado en [6] debido a los bue-
nos resultados obtenidos en offline (precisión ob-
tenida media para 3 usuarios del 70.8 %). La señal
es procesada en ventanas de 1 segundo cada 0.2
segundos. Por cada ventana se seleccionan los ca-
nales Cz, Pz, Fz, FC1, FC2, CP1, CP2, C3 y C4
y se aplica un filtro Laplaciano a los nueve ca-
nales. Después, se procesan paralelamente dos fil-
tros pasabanda de segundo orden: 8-13 Hz y 20-35
Hz. A continuación, para cada una de las bandas,
las señales son elevadas al cuadrado. Luego, cada
señal es suavizada asignando el valor medio de los
útimos 8 segundos de la potencia espectral. Tal
suavizado introduce variaciones lentas en la señal,
por lo que posteriormente se quitó la tendencia
lineal de los útimos 8 segundos. Tras haber elimi-
nado la tendencia lineal, se calcula la media de la
última ventana, obteniendo la caracteŕıstica bus-
cada. Este algoritmo utiliza 18 caracteŕısticas en
total por cada ventana procesada (2 caracteŕısti-
cas por electrodo debido a que hay dos bandas de
frecuencia).

2.4.2. ALGORITMO P2

Este algoritmo está basado en [7] por los buenos
resultados obtenidos offline (preción obtenida me-
dia para 5 usuarios del 77 %). En este algoritmo,
la señal también es procesada en ventanas de 1 se-
gundo cada 0.2 segundos. Para los 30 canales ad-
quiridos se realiza un filtro Butterworth paso alto
de cuarto orden con frecuencia de corte 0.05 Hz.
Posteriormente se usa un filtro notch a 50 Hz para
quitar la señal eléctrica y luego se utiliza un filtro
Butterworth de cuardo orden paso bajo con fre-
cuencia de corte 45Hz. Después se aplica un filtro
Laplaciano y se seleccionan los canales de salida:
Cz, CP1, CP2, C1, C2, C3, C4, FC1 y FC2. A con-
tinuación se busca por cada electrodo, la frecuen-
cia entre 6 y 30 Hz que obtenga máxima diferencia
de potencia entre las dos tareas, y la denominamos
frecuencia óptima. Seguidamente se calcula la po-
tencia de cada electrodo a su frecuencia óptima.
Este procesamiento utiliza 9 caracteŕısticas en to-
tal por cada ventana procesada.

2.4.3. CLASIFICADOR

Las señales procesadas de las primeras 4 pruebas
fueron utilizadas para entrenar el clasificador. Pa-
ra el procesamiento P1, se usó un clasificador Ba-
yesiano ingenuo para identificar MI y la relajación.
Para el procesamiento P2, se utilizó un clasificador
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Figura 1: Montaje experimental para la realización del experimeto. La pantalla situada enfrente del
usuario da instrucciones acerca de la tarea que debe de realizar. Mientras, se están adquiriendo las
señales EEG.

Figura 2: Representación temporal del protocolo. El orden de aparición de Imagina y Relaja es aleatorio
sin que una tarea se repita más de dos veces consecutivas.

máquina soporte vectorial (Support Vector Machi-
ne, SVM, en inglés) con un kernel de función de
base radial. Cada procesamiento tiene distinto cla-
sificador debido a que se hab́ıan probado de esta
manera offline consiguiendo una media de preci-
sión para todos los usuarios de 70.8 % para P1 y
del 77 % para el P2 en trabajos anteriores [6] y [7]
respectivamente.

Posteriormente se realizaron 4 pruebas online al-
ternativamente con cada uno de los dos procesa-
mientos para testear la precisión de la clasifica-
ción, calculada como el porcentage de clasificacio-
nes correctas en una prueba. Para este tipo de
pruebas, además de aparecer en la pantalla la pa-
labra ((Relaja)) o ((Imagina)), aparećıa una barra
verde indicando la precisión con que estaba siendo
ejecutada dicha tarea. Esta barra verde da reali-
mentación positiva al usuario ya que no desciende
si la tarea no es bien ejecutada.

Cuadro 1: Frecuencia óptima de cada electrodo del
algoritmo 2 para los 5 usuarios (U1-U5)

U1 U2 U3 U4 U5

CZ 18 17 21 25 28
CP1 29 18 6 25 10
CP2 9 16 6 27 30
C1 18 18 21 25 30
C2 19 17 6 6 28
C3 9 16 6 25 11
C4 9 11 6 25 29

FC1 10 18 6 27 29
FC2 9 17 12 25 28
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Cuadro 2: Precisión ( %) de las cuatro pruebas rea-
lizados por el algoritmo 1 y 2 de los 5 usuarios
(U1-U5)

P1

Rep U1 U2 U3 U4 U5

1 46.4 39.8 56.9 53.7 50.9
2 45.5 56.3 44.9 56.6 45.0
3 49.4 58.3 55.2 50.6 59.7
4 44.3 38.8 52.3 49.7 57.4

P2

1 58.3 49.1 51.1 47.3 72.1
2 52.6 58.9 61.0 44.6 81.2
3 54.7 60.2 61.3 49.0 77.9
4 50.9 59.3 61.0 50.8 70.8

3. RESULTADOS

La Tabla 1 muestra la frecuencia óptima por elec-
trodos de todos los usuarios obtenida con el pro-
cesamiento 2. La diferencia de potencia a estas
frecuencias entre las dos tareas es máxima para
poder separa las clases más fácilmente.
La Tabla 2 muestra la precisión obtenida por cada
sujeto con el procesamiento P1 y P2 de cada una
de las pruebas realizadas. En ella, se puede apre-
ciar si el usuario está aprendiendo a controlar la
BCI comparando el resultado obtenido al iniciar
los respectivos bloques de P1 y P2 con su fina-
lización. Por otro lado, la Figura 3 representa la
media de todas las pruebas por usuario, pudiendo
observar cuál de los dos procesamientos consigue
una mayor precisión.

4. DISCUSION

De los resultados anteriores de la Tabla 2 se puede
observar que utilizando el procesamiento P1, sólo
el sujeto 5 mejora (un 6,5 %) respecto a la prime-
ra sesión. Sin embargo, para el procesamiento P2,
los usuarios 2, 3 y 4 incrementan un 10.2 %, 9,9 %
y 3.5 % respectivamente. Comparando la precisión
adquirida por cada usuario usando los dos proce-
samientos, parece ser que P2 obtiene mayor pre-
cisión para 4 de los 5 usuarios. Sólo el sujeto 4
presenta un incremento del 4.74 % al utilizar el
procesamiento P1. Los usuarios U1, U2 y U3 ob-
tienen de media un 7.54 % de mejora respecto a
P1 mientras que U5 mejora un 22.3 %, siendo éste
el que mejor resultados obtiene en la sesión, lle-
gando a sobrepasar el 80 % en una de las pruebas.
Por lo tanto, la uniformidad mostrada de la fre-
cuncia óptima de los sujetos 2 y 4 de la Tabla 1
no representa ningún indicativo de cómo va a ser
el clasificador de preciso.

La Figura 4 representa el espectro de frecuencias

a lo largo del tiempo del electrodo Cz del usua-
rio 5. La ĺınea roja representa la tarea que se está
realizando. Cuando ésta es 27, el usuario está ima-
ginando, mientras que cuando es 12, el sujeto está
en al fase de relajación y el 0 representa el śımbolo
’+ı́ndicando el cambio de tarea. En ella se puede
ver el ERD/ERS que se produce cuando se reali-
zan las taeas. Como era de esperar, cuando el su-
jeto está imaginando, se produce una atenuación
de la potencia en el EEG mientras que cuando se
encuentra en la tarea de relajación, se produce una
sincronización de las ondas de EEG produciendo
un aumento de potencia. Recordemos que el proce-
samiento 1 toma dos caracteŕıstica por electrodo,
la media elevado al cuadrado de las potencias entre
8-13 Hz y 20-35 Hz y el procesamiento 2 escoge la
potencia a la frecuencia que mayor variación exis-
te entre las tareas. Una posible explicación de por
qué se obtiene mejores resultados con el procesa-
miento P2, puede verse en esta figura. El usuario
5, en esta prueba y usando el procesamiento 2, ob-
tuvo en el electrodo Cz la frecuencia óptima de 28
Hz (Tabla 1). Por ello y fijándonos en la Figura
4, se ve que si se utiliza el procesamiento P1 en
el electrodo Cz cueste más realizar la separación
entre clases que con el procesamiento 2, que se ve
una clara distinción entre clases a la frecuencia de
28 Hz.

5. CONCLUSIONES

El objetivo de este trabajo era desarrollar una BCI
capaz de detectar con la mayor precisión dos ta-
reas de imaginación:una tarea compleja motora,
como es la marcha, y la relajación. Para ellos se
han desarrollado dos algoritmos. Se ha visto que el
procesamiento P2 ofrece más precisión que el P1
en 4 usuarios de 5, alcanzando uno de ellos una
media del 75.5 %. Este algoritmo se basa en obte-
ner por cada usuario, la potencia a la frecuancia
óptima de cada eleclectrodo. Los resultados obte-
nidos no son muy elevados pero este procesamien-
to va a ser utilizado para ver la plasticidad adqui-
rida durante cinco d́ıas, por lo que como punto de
partida son buenos resultados.

Además, esta estrategia se va a probar en usua-
rios sanos aplicando estimulación transcraneal por
corriente continua (transcranial direct current sti-
mulation, tDCS, en inglés). El tDCS es una técni-
ca de neuromodulación que se utilizará para ver si
mejora la plasticidad de los usuarios.
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Figura 3: Precisión media por usuario utilizando el procesamiento 1 y 2.

Figura 4: Espectro de frecuencias a lo largo del tiempo para el electrodo Cz del sujeto 5. La linea roja
representa la tarea a realizar: 0 representa el “+“ indicando el cambio de tarea, 12 el usuario se teńıa que
relajar, 27 el usuario imaginaba el pedaleo.
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