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摘  要：卫星遥感反演海洋内部多时相、大尺度热力结构信息对于了解海洋内部复杂、多维的动力过程有重要意

义。本文采用随机森林回归模型，利用卫星遥感观测的海表参量(海表高度异常(SSHA)、海表温度异常(SSTA)、
海表盐度异常(SSSA)和海表风场异常(SSWA))，反演不同季节、不同深度层位(1000 m深度以上)的海洋次表层温

度异常(STA)，并用Argo实测数据作精度验证，采用均方根误差(RMSE)、归一化均方根误差(NRMSE)以及决定

系数(R2)评价模型在全球及洋盆尺度上的反演精度。结果显示，全球海洋16个深度层位的平均R2在春、夏、秋、

冬四季分别为0.53、0.60、0.54、0.66，NRMSE分别为0.051、0.031、0.043、0.044。 随着季节的变化，模型反

演性能有所波动。模型在印度洋的反演效果最佳，不同季节、不同深度层位上的平均R2和RMSE分别为0.71和
0.18 ℃，而大西洋的反演精度最低，平均R2和RMSE分别为0.46和0.25 ℃。研究表明随机森林模型适用于全球不

同季节的STA遥感反演，且在不同洋盆上均有较好的反演效果；不同季节上，上层STA有明显变化信号，空间

异质性显著，但300 m以深，STA信号较弱且基本不随季节变化。本研究可为长时序、大尺度海洋内部参量信息

遥感反演与重建提供依据，有助于进一步发展深海遥感方法。
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1    引　言

自20世纪70年代以来，卫星传感器提供了大

量高空间、高时间分辨率的、长时间序列上大范

围观测的遥感数据。虽然遥感技术在海洋领域应

用成效显著，但遥感观测仅限于海洋表面，无法

直接探测海洋内部信息。例如，热红外传感器探

测海表温度，微波辐射计测量海表盐度，雷达高

度计测量海表高度，雷达散射计测量海表风场

等。海洋内部动力过程复杂，具有多维多尺度动

态特征，了解其变化过程和机制亟需多时空尺度

海洋内部观测数据支持。此外，大量研究表明，

全球中深层海洋(300—2000 m)的热量变化及其再

分配过程在全球变化过程中起重要作用(Balmaseda

等，2013；Chen和Tung，2014；Drijfhout 等，

2014)。海洋内部观测对了解整个海洋系统的动力

过程和机制至关重要(Meehl 等，2011)。然而，现

有的海洋内部浮标观测资料虽然准确性较高，但

是稀疏有限、时空分辨率较低(刘磊，2016)，远远

满足不了多尺度海洋过程的观测要求，阻碍了我

们对海洋内部真实动力过程的了解。如何有效结

合表层卫星遥感观测和有限的浮标实测数据间接

地推演海洋次表层关键动力信息对于了解海洋内

部动态过程至关重要。

现阶段，随着海洋表层多源遥感观测和Argo
实测数据集的不断丰富和进展，越来越多的研究

人员通过建立动力模型、经验统计模型或者通过

数据同化和模拟方法(Akbari 等，2017)，建立海表
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观测信息与海洋内部实测数据之间的关系，从而

提取了海洋内部热盐结构等重要环境信息。Oke等
(2005)运用BRAN模型将卫星测高数据、海表温度

和现场观测数据进行同化，对澳大利亚地区海洋

涡流进行反演，效果较好。Wang等(2013)提出了

“内部+表面准地转方程”(isQG)动力学方法，Liu等
(2017)运用此方法对墨西哥湾的一子区域进行研

究，提取次表层密度和流场异常信息。但是，由

于海洋动力模型框架的不完备，动力模型往往只

能运用在小范围区域，而且动力模型不具备变量

间的相互协调的反馈机制，导致其结果过于依赖

输入参量。数值模拟结合现场观测数据同样较难

提供大空间尺度的准实时海洋次表层环境信息

(Fiedler，1988)。Takano等(2009)基于一个两层模

型的假设利用准实时的卫星高度计资料开发出一

种估算海洋中尺度三维温度结构的经验方法。但

是这种统计关系过于简单和依赖于海表高度数

据，输入模型参量较为单一，不能充分利用现有

的丰富的海表遥感数据。Chapman和Charantonis
(2017)运用迭代自组织神经网络(ISOM)结合卫星所

提供的海表参量对南大洋1000 m深度的流场进行

反演，并在建模过程中考虑了地理位置信息。

Su等(2015)、Su等(2018b)利用高级机器学习方法，

基于多源海表卫星观测数据 (SSH,  SST,  SSS ,
SSW)准确地反演了海洋次表层温度异常，且发现

在全球尺度上随机森林模型估算精度优于支持向

量回归模型，构建了适合大尺度的海洋内部热力

结构遥感反演模型。Wu等(2012)应用自组织神经

网络模型(SOM)，结合海表温度异常(SSTA)和海表

高度异常(SSHA)反演了北大西洋时序海洋内部温

度结构。Su等(2018a)考虑海洋表层与次表层参量

的空间非平稳性，基于局部差异化建模思想，引

入了地理加权回归模型(GWR)反演了不同季节的

印度洋次表层温度异常，反演精度相比全局普通

线性回归模型(OLS)得到了较大提高。但是，过往

研究缺乏对模型的区域反演精度的评价，模型的

区域适用性有待进一步验证。同时，模型也欠缺

在不同季节上的应用，对区域和季节变化的敏感

性有待深入考量。

本研究基于海表多源卫星观测数据，运用随

机森林回归模型，反演了全球海洋不同季节的次

表层温度异常(STA)，并使用Argo实测数据评价模

型反演精度。此外，本文分析了模型在不同季节、

不同洋盆上的反演精度，评价模型在不同季节、

不同区域受不同气候环境影响下的可靠性和稳定

性，同时分析了模型反演误差的空间分布特征。

2    研究区及数据

2.1    研究区概况

海洋作为全球气候变化的敏感区，对气候变

化既有响应又有调节。此外，全球海洋的热容量

很大，具有储热、缓冲的功能，地球系统获得的

大多数热量都被储存于海洋之中。本文的研究区

域包括印度洋、太平洋和大西洋(180°W—180°E，
78.375°S—77.625°N)。

2.2    海表遥感观测与Argo实测数据

使用的海表遥感观测及Argo实测数据如下：

(1)海表高度数据(SSH)，由AVISO卫星高度计观测

而得，空间分辨率为0.25°×0.25°(https://www.aviso.
al t imetry.fr  [2018-06-14])；(2)海表温度数据

(SST)，使用AQUA卫星的AMSR-E传感器获取的

海表温度数据产品SST，空间分辨率为0.25°×0.25°
(http://www.remss.com/measurements/sea-surface-
temperature/ [2018-06-14])；(3)海表盐度数据

(SSS)，选取欧空局(ESA)的SMOS(自2009年起)海
表盐度产品，空间分辨率为1°×1°(https://earth.esa.int/
web/guest/pi-community[2018-06-14])；(4)海表风场

数据(SSW)，采用美国国家大气研究中心(NCAR’s
RDA)发布的多卫星融合资料CCMP海表风场数据

集(融合了QuikSCAT、ADEOS-Ⅱ、AMSR-E、TRMM
TMI和SSM/I等多种卫星探测海表风产品)(Atlas
等，2011；詹思玙 等，2017)，空间分辨率为0.25°×
0.25°(https://rda.ucar.edu/datasets [2018-06-16])；
(5)格网化Argo分层实测数据，时间跨度为2005年
1月至2015年12月，分辨率为1°×1°，从海表0—
2000 m深度共有27个标准层位，各层位均包括了

绝对动力高度、温度和盐度等观测信息(http://apdrc.
soest.hawaii.edu/projects/Argo/data/gridded/On_stand
ard_levels [2018-06-16])。各海表遥感参量的气候

态数据来自Argo空间格网化数据集产品。

2.3    数据预处理

为了便于模型计算，需进行数据预处理，确

保数据的时空一致性。首先将所有数据时间、空

间分辨率分别统一为每月、1°×1°，然后将所有表
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层遥感参量 (包括SSH、SST、SSS与SSW)与
Argo实测温度(ST)均减去各自气候平均态后得到各

参量异常值(Anomaly)(SSHA、SSTA、SSSA、

SSWA与STA)，避免混入气候态季节变动信号对

机器学习建模产生干扰(黎文娥 等，2017)。此外，

由于不同海表参量的度量单位以及取值范围不一

致，故将模型输入参量进行归一化处理，使其绝

对值变成相对值，这样可有效地提高模型反演结

果的可靠性。

图1展示了2010年7月经预处理的海表遥感数

据以及Argo实测的表层STA数据，其中SSHA(变动

范围为−0.2—0.3 m)，SSTA(变动范围为−4—3 ℃)，
SSSA(变动范围为−1.5—1 psu)，SSWA(变动范围

为−7—7 m/s)，STA(变动范围为−3—2 ℃)。这些参

量都表现出显著的空间异质性，如海表高度在太

平洋赤道中东部呈现异常低值，在印度洋南部则

呈现异常高值(图1(a))；海表温度在太平洋赤道中

东部呈现异常低温，西部异常高温(图1(b))，这是

因为拉尼娜(La Nina)现象所引起的(Nino3.4指数为

−1.0 ℃)(National Climate Center，2010)。热带印度

洋西部温度低于热带印度洋东部，这是因为印度

洋偶极子 ( IOD)处为负相位 (李崇银和穆明权，

2001)(图1(b))；海表盐度(图1(c))呈现较均匀纬向带

状分布；海表风场也呈纬向带状分布，并且在北

大西洋和北太平洋呈现异常低值,而在北印度洋却

呈现异常高值(图1(d))。
 
 

图 1    卫星遥感观测的多源海表参量，空间分辨率统一到1°×1°，时间均为2010年7月
Fig. 1    The monthly SSHA, SSTA, SSSA, SSWA (the sea surface parameters) and Argo STA for the global ocean from satellite

remote sensing observations with the unified 1°×1° spatial resolution on July 2010
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3    方　法

随机森林(RF)是由Breiman(2001)年提出的一

种集成学习算法，其基本思想是以决策树构建

Bagging(一种自助采样数据集来训练分类器的技

术)进行集成，进一步在决策树基础上引入了随机

属性(周志华，2016)。RF模型训练速度快，实现简

单，性能良好，且能有效地抵抗过拟合现象，在

遥感信息提取与应用研究中备受青睐，得到很好

地应用(Feng 等，2015；Belgiu和Drăguţ，2016；
Wang 等，2016；沈润平 等，2017；齐雁冰 等，2017)。

本文使用MATLAB软件中的Random Forest开
发包实现RF的回归建模。图2展示了基于RF模型反

演全球海洋次表层温度异常的技术流程图。
 
 

图 2    运用RF模型反演全球海洋次表层不同层位温度异常(STA)技术路线图

Fig. 2    Flowchart for STA (at different levels) inversion in the Global Ocean using a Random Forest (RF) regression approach
 

构建RF回归模型包含3个步骤：训练数据集的

构建；RF回归模型的训练；RF模型的预测及验

证。其中，训练数据集和验证数据集完全相互独

立，按照6∶4的比例进行随机划分。RF建模过程

中涉及到两个重要的参数：mtry和ntree，其中

mtry即随机选取的特征数，ntree即生成的决策树数

量，也就是自助采样的次数。为了确定模型的最

优参数从而构建适用于不同季节的反演模型，采

用格网搜索方法，利用Argo实测数据验证，得到

模型反演精度与模型参数之间的敏感关系(图3)，
可分析模型精度随参数变化及收敛情况，并最终

确定最优参数组合。
 
 

图 3    RF模型最优参数(mtry、ntree)确定依据

Fig. 3    Determination basis for optimal parameters (mtry, ntree) in RF model
 

由图3可知，当mtry与ntree的取值分别为2与

500时，模型性能达到相对较好的预测效果(最低的

MSE和最高的R2)；同时随着ntree的增大，模型都

收敛且趋于稳定；当ntree小于200，且mtry较小时
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(mtry=1, mtry=2)，均方差(MSE)变动较大，这可能

是因为RF在构建决策树时从m个变量数中随机选取

的变量较少，变量组合可能性就变多，同时决策

树数量有限，导致模型不够稳定，精度波动误差

偏大。当ntree大于200，且mtry较大时(mtry=3,
mtry=4)，MSE波动减小，模型逐渐收敛并趋于稳

定。本研究以SSHA、SSTA、SSSA和SSWA为输

入变量，选取ntree=500，mtry=2来构建最优的、

具有较强时空适用性的RF遥感反演模型。

4    结果与分析

本研究采用随机森林回归方法构建模型，反

演全球海洋4个不同季节(1月(冬季)、4月(春季)、
7月(夏季)、10月(秋季))分层位(30 m、50 m、75 m、

100 m、125 m、200 m、250 m、300 m、400 m、

500 m、600 m、700 m、800 m、900 m、1000 m)
STA，然后对比分析不同洋盆反演精度。

4.1    不同季节的反演结果分析

4.1.1    定性分析

图4展示了部分深度层位(100 m(a)、300 m(b)、
700 m(c)、1000 m(d))4个季节基于RF反演全球海洋

内部的温度异常值的空间分布图。可直观看出，

在同一深度层位，基于RF方法反演的全球海洋次

表层温度异常能够较好地与实测Argo数据的STA相

吻合。除了100 m深度层，其他深度层(300 m以

深)上，4个不同季节的STA空间分布均无较大变

动，这是因为随着深度的增加，中深层海洋内部

热力环境逐渐趋于稳定，几乎不受季节变化的影

响。其次，不同深度层上，4个季节均呈现100 m
深度层(上层)比其他深度层(300—1000 m，中深

层)的STA空间分布差异大，且STA变动范围随着

深度增加逐渐减小，空间分布差异越来越不明

显，这与海洋表层及内部的动力差异、层化状态

有关。
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图4展示了100 m深度层上4个季节的STA空间

分布，不同季节的空间分布差异很大。1月 (冬
季)印度洋南部出现异常高温值，赤道太平洋中东

部出现异常高温值，异常值高达2 ℃，这是因为

2010年1月出现厄尔尼诺现象，Nino3.4指数为1.5 ℃
(http://origin.cpc.ncep.noaa.gov/products/analysis_mo
nitoring/ensostuff/[2018-10-09])。4月(春季)印度洋

南部和太平洋的异常高温现象明显减弱，直至

7月(夏季)赤道太平洋中东部出现与1月相反的现

象，10月(秋季)这一现象得以加剧，此时赤道太平

洋中东部出现拉尼娜现象，Nino3.4指数为−1.7
℃。但同时赤道印度洋东部以及赤道太平洋西部

温度出现异常高值，且印度洋海温异常呈东正西

负的分布状态，这是由于印度洋偶极子正处于负相位

时期。

在300 m深度，1月(冬季)与10月(秋季)赤道中

东太平洋仍分别存在厄尔尼诺与拉尼娜信号，但

是与100 m深度相比，信号强度弱得多(图5)，这是

因为海洋次表层(300 m)相对于表层，其热力结构

更趋稳定；而当深度达700 m及1000 m时，海表

ENSO信号几乎毫无表征。此外，受边界流的影

响，300 m以深，相对于洋盆中心，洋盆边界附近

的温度异常信号更加显著，且受季节影响较小。

700 m以深，STA呈纬向带状分布，在南大洋南极

绕极流区域和北大西洋墨西哥湾流区域信号最为

显著(图6，图7)，这是由于这两个区域存在强烈的

动力过程(南极绕极流和墨西哥湾流，并伴随着丰

富的中尺度涡)，且受季节的影响不显著。

 

图 4    2010年不同季节在100 m深度层位的RF反演的STA与Argo实测的STA空间分布图

Fig. 4    Spatial distribution of RF-retrieved STA and Argo STA at 100 m in different seasons of 2010
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图 5    2010年不同季节在300 m深度层位的RF反演的STA与Argo实测的STA空间分布图

Fig. 5    Spatial distribution of RF-retrieved STA and Argo STA at 300 m in different seasons of 2010
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图 6    2010年不同季节在700 m深度层位的RF反演的STA与Argo实测的STA空间分布图

Fig. 6    Spatial distribution of RF-retrieved STA and Argo STA at 700 m in different seasons of 2010
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总体上，300 m以浅，STA空间分布受季节影

响较大；300 m以深，随着深度的增加，海洋内部

热力结构受季节的影响越来越不显著。上层海洋

的STA主要是受印太暖池和厄尔尼诺/拉尼娜现象

影响，分布在热带海洋；对于中深层海洋，STA显

著的地方主要发生在南大洋(南极绕极流)，北大西

洋(墨西哥湾流)以及西北太平洋(黑潮暖流)等区

域，这些区域都具有强烈的洋流运动和中尺度过

程(如中尺度涡)(图4—图7)。

4.1.2    定量评价

定量上，我们采用均方根误差(RMSE)、归一

化均方根误差(NRMSE)与决定系数(R2)评价模型反

演精度(表1，图8)。其中RMSE可反映每个深度层

位的STA反演的真实误差大小。由于不同深度层位

的STA值的变动范围(甚至量级)不同，模型反演真

实误差RMSE范围亦因深度层位变化而不同。为了

提升模型精度在不同深度层位上的可比性，将真

实误差值(RMSE)进行了归一化，这样在各个深度

层位上都得到一个对应的相对误差即归一化均方

根误差(NRMSE，为当前深度层位的RMSE除以当

前深度层位的Argo实测STA的范围 ) (Kim 等，

2018)来描述模型反演精度随深度的变化，从而更

加直观地比较和分析不同深度层位上的反演精度。
 
表 1    不同深度层位、不同季节下RF反演的STA所对应的

均方根误差(RMSE)和决定系数(R2)
Table 1    Root mean square error (RMSE) and coefficient of

determination (R2) of STAs estimated by RF in different depth
levels and different seasons

不同深度

层位

RMSE/℃ R2

冬季 春季 夏季 秋季 冬季 春季 夏季 秋季

30 m 0.38 0.31 0.31 0.35 0.84 0.61 0.57 0.66
50 m 0.40 0.35 0.29 0.46 0.79 0.56 0.63 0.56
75 m 0.46 0.39 0.36 0.45 0.71 0.56 0.61 0.63
100 m 0.46 0.39 0.38 0.51 0.66 0.62 0.61 0.60
125 m 0.49 0.41 0.34 0.46 0.69 0.57 0.66 0.63
150 m 0.50 0.42 0.37 0.40 0.71 0.58 0.63 0.61
200 m 0.37 0.45 0.34 0.31 0.68 0.60 0.61 0.53
250 m 0.26 0.34 0.28 0.27 0.69 0.64 0.64 0.52
300 m 0.23 0.28 0.24 0.25 0.66 0.63 0.66 0.53
400 m 0.20 0.23 0.21 0.23 0.65 0.56 0.65 0.54
500 m 0.18 0.21 0.20 0.19 0.63 0.48 0.59 0.55
600 m 0.17 0.19 0.18 0.16 0.60 0.43 0.56 0.53
700 m 0.16 0.17 0.17 0.14 0.59 0.43 0.54 0.49
800 m 0.16 0.15 0.15 0.12 0.58 0.44 0.54 0.46
900 m 0.13 0.13 0.13 0.11 0.57 0.40 0.56 0.42
1000 m 0.11 0.11 0.10 0.09 0.54 0.37 0.54 0.37
平均值 0.29 0.28 0.25 0.28 0.66 0.53 0.60 0.54

 

图 7    2010年不同季节在1000 m深度层位的RF反演的STA与Argo实测的STA空间分布图

Fig. 7    Spatial distribution of RF-retrieved STA and Argo STA at 1000 m in different seasons of 2010
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表1直观地展示了4个季节在不同深度层位上

STA的真实反演误差值的大小以及对应R2的大小。

图8展示了模型在4个季节反演精度随深度的

变化。整体上，不同季节的NRMSE总体均呈现先

增后减再增趋势，R2则先波动，后随着深度的增加

而降低，说明随着深度的增加，RF的预测能力下

降，这可能与混合层与温跃层的扰动等海洋内部

复杂的动力过程密切相关。1月(冬季)模型反演的

精度最高，平均R2为0.66，平均NRMSE为0.044，
其次是7月(夏季)，平均R2为0.60，平均NRMSE为
0.031，接着是10月(秋季)，平均R2为0.54，平均

NRMSE为0.043，精度最低的是4月(春季)，平均

R2为0.53，平均NRMSE为0.051。模型在不同季节

上总体反演精度均较高，因此RF方法适用于构建

全球海洋不同季节的STA反演模型。

1月(冬季)，在不同层位反演的R2均高于其他

季节，且R2随深度变化趋势较为稳定。其中，在

30 m深度，R2达到最大(R2=0.84)。在150 m以浅，

R2波动变化较大，可能是因为1月太平洋正处于强

厄尔尼诺状态，上层海洋动力环境不稳定。150 m
以深，R2呈缓慢下降趋势，可能由于冬季温度较

低，海洋内部过程较为缓和，且层化趋于稳固。

整体上，1月(冬季)R2呈现平缓下降趋势(图8)。4月
(春季)，模型反演精度最低，可能是由于4月太平

洋正处于厄尔尼诺现象减弱而拉尼娜现象开始增

强的交替阶段，其海洋内部过程较复杂且异常信

号较不稳定，造成模型的预测性能下降，但仍能

较好地提取全球海洋STA信息(图8)，R2在250 m深

度处达到最高(R2=0.64)。
7月(夏季)，由于表层与浅层海洋温度较高，

上层海洋运动较为剧烈，因此，无论是NRMSE还
是R2在300 m以浅的混合层中波动都较大，但总体

精度较高。在300 m以深的中深层，海水层化明

显，状态较为稳定，精度波动较小，但总体精度

逐层下降。10月(秋季)，随着深度的增加，R2和

NRMSE先出现波动，而后在500 m以深，呈现R2减

小而NRMSE增大的趋势，即模型反演能力在500 m
以深逐渐下降，这是由于中深层海水层化明显且

异常信号较难在海表体现。

4.2    不同洋盆的模型反演精度比较

RF方法可以较好地反演全球海洋不同深度

层、不同季节上的次表层温度异常，但这只针对

模型全局(全球)的反演精度进行评估，缺乏对模型

区域(洋盆)预测效果的评价。这里我们结合不同洋

盆的区域特征，分析RF方法在不同洋盆(印度洋、

大西洋和太平洋)的STA反演精度，从而更加全面

地评估RF方法的区域反演效果。

 

图 8    基于RF模型的全球海洋16个不同深度层位、不同季节的STA反演结果的精度评价，折线图(R2)、柱状图(NRMSE)
Fig. 8    Accuracy evaluation of STA retrieving results of 16 different depths and different seasons of global ocean based on RF

model, line (R2), histogram (NRMSE)
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从图4—图7可直观地看到印度洋的局部反演

结果与Argo实测的STA之间的吻合程度相对于其他

两大洋更高，这可能是由于其几乎全部位处于南

半球，气候特征相比其他大洋更加单一，动力环

境更加稳定，物理机制更容易学习所致；随着深

度的增加，三大洋盆的预测效果均逐渐下降，这

是海洋表层及内部的动力差异所致。

图9为在不同洋盆上RF模型反演的STA不同季

节、不同深度层的平均R2和RMSE，由图可直观地

得出：在1月(冬季)、4月(春季)和7月(夏季)，印度

洋不同深度层的平均R2均高于其他洋盆，此时平均

RMSE也都低于其他洋盆，这与印度洋相对简单的

气候特征和动力环境相关。大西洋和太平洋横跨

南北半球，具有多种气候特征和复杂动力过程，

故其变化规律相对印度洋，模型较难学习。而在

10月(秋季)，印度洋的反演精度相比其他月份并无

绝对优势，平均R2下降较为剧烈，平均RMSE则相

应地上升，此时太平洋精度最高，平均R2为0.77，
这可能是由印度洋气—陆—海相互作用所引发偶极

子现象(2010年10月印度洋偶极子处于负相位)引起的。
 

图 9    基于RF模型的全球海洋不同洋盆在不同季节的
STA反演结果的精度评价(蓝色(太平洋)、红色(印度洋)、绿

色(大西洋)，折线图(R2)、柱状图(RMSE))
Fig. 9    Accuracy evaluation of STA retrieving results of

different oceanic basins in different seasons based on RF model
(blue (Pacific Ocean), red (Indian Ocean), green (Atlantic

Ocean), line (R2), histogram (RMSE))

4.3    反演误差的空间分布分析

结合4.1的内容可得，4月 (春季 )RF反演的

STA精度最低，因此这里主要分析4月(春季)RF反
演的STA误差空间分布特征。用RF反演的STA值

减去Argo实测的STA值即为反演误差，见图10。
 
 

图 10    不同深度RF方法反演的STA误差空间分布

Fig. 10    Spatial distribution of errors of STA retrieved by RF methods in different depths
 

图10分别展示了30 m、250 m、600 m和1000 m

深度的RF方法反演的STA误差空间分布。整体

上，不同深度层的误差空间分布图大面积均呈现

绿色，即模型预测值均接近实际参考值，这再一
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次验证了基于RF方法能较好地反演STA信息。在

海洋上层(30 m深度)赤道东太平洋ENSO异常信号

出现低估，ENSO信号转换(厄尔尼诺转拉尼娜)导
致模型预测精度有所降低。此外，STA反演误差还

较明显发生在各个大洋盆边界，如北大西洋(强墨

西哥湾暖流影响)，南大洋(南极绕极流影响)；随

着深度的增加(250 m深度)，赤道太平洋低估现象

减弱，这是因为随着深度的增加，海表ENSO信号

随之减弱，但此时大西洋仍存在较为明显的STA高

估和低估交替现象；在600 m和1000 m的中深层，

太平洋无明显反演误差，主要误差较均匀地分布

在北大西洋和南大洋，这是由于在这两个区域的

中深层存在着较显著的STA信号，模型反演过程中

出现了高估和低估经向交替。因此，从海洋上层

到中深层，大西洋在不同层位的平均估算误差相

对太平洋更高，反演精度更低(图9)。但是，总体

上，误差变动范围不大，在600 m和1000 m层位的

误差变动范围分别为−1—1 ℃和−0.8—0.8 ℃。

5    结　论

本文利用海表卫星观测数据 (SSH、SST、

SSS及SSW)，运用随机森林(RF)的机器学习方法，

反演全球海洋次表层(1000 m深度以浅)温度异常信

息。本研究以Argo实测的海洋内部各深度层的

STA数据做验证，使用均方根误差(RMSE)和决定

系数(R2)进行精度评价，比较分析了4个季节(1月
(冬季)、4月(春季)、7月(夏季)及10月(秋季))、3个
洋盆(印度洋、太平洋及大西洋)在不同深度层的

RF方法反演结果。

结果显示：(1)RF方法能够较好地反演全球次

表层温度异常，不同季节不同深度上的R2值均达

0.5以上，平均RMSE均小于等于0.29 ℃，Su等
(2018)反演了2010年10月(秋季)的全球海洋STA，

其结果与此结果相似；(2)不同季节下，浅层海洋

内部温度异常空间异质性较大，但到300 m以深，

海洋内部温度异常信息基本不随季节变化，因为

海洋中深层热力结构相对于浅表层更加稳定；

(3)每个洋盆反演精度与全球海洋反演结果一致，

其中印度洋反演精度最高，平均R2可达0.78，平均

RMSE为0.20 ℃，这是因为印度洋具有独特的地理

位置和气候特征；(4)该方法低估了在海洋上层赤

道东太平洋ENSO异常信号，这是因为ENSO信号

转换(厄尔尼诺转拉尼娜)导致模型预测精度有所

降低。

综上，随机森林(RF)适用于全球尺度不同季节

的海洋内部热力结构信息反演。此外，本文分析

了反演精度随季节与洋盆的时空变化，更细致地

探讨了模型在季节尺度上的时空适用性。本研究

有助于构建长时序的海洋内部动力参量遥感反演

模型，可为中深海遥感研究提供有力的技术支

持，有利于更全面地认识海洋内部动力环境信息

及其演变过程，优化当前全球变化过程中的海洋

内部时空变异(如暖化)分析。

志  谢        此次研究所用的海表高度数据由

AVISO提供，AMSR-E海表温度数据由遥感系统

(RSS)提供，海表盐度数据由欧空局(ESA)提供，

CCMP海表风场数据由美国国家大气研究中心

(NCAR’s RDA)提供，Argo格网数据是由国际太

平洋研究中心(IPRC)提供，在此表示衷心的感谢！
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Seasonal-spatial variations in satellite-derived global subsurface
temperature anomalies

YANG Xin1, SU Hua1, LI Wen’e1, HUANG Linjin1, WANG Xiaoqin1, YAN Xiaohai2

1. Key Laboratory of Spatial Data Mining and Information Sharing of Ministry of Education, National & Local Joint Engineering
Research Center of Satellite Geospatial Information Technology, Fuzhou University, Fuzhou 350116, China;

2. Xiamen University/University of Delaware Joint Institute for Coastal Research and Management (Joint-CRM),
Xiamen University, Xiamen 361005, China

Abstract: Improving ocean interior observation resolution via satellite remote sensing is essential because of the limitation and sparsity of
ocean interior observation. Retrieving the multi-temporal and large-scale thermal structure information of the subsurface ocean on the basis
of satellite remote sensing is of great importance in understanding the complex and multi-dimensional dynamic processes within the ocean.
This task requires a robust model with strong spatiotemporal applicability to provide technical support based on satellite observations.
        This study adopts a random forest regression model, namely, an advanced machine learning algorithm, to predict global Subsurface
Temperature Anomaly (STA) at different depth levels (upper 1,000 m) in different seasons in 2010 from multisource sea surface parameters
(sea surface height anomaly, SSHA; sea surface temperature anomaly, SSTA; sea surface salinity anomaly, SSSA; sea surface wind anom-
aly, SSWA) based on satellite observations. We use the in-situ Argo data for performance measurement and accuracy validation by com-
bined use of the root mean square error (RMSE), normalized root-mean-square error (NRMSE) and coefficient of determination (R2) at glob-
al and ocean basin scales.
        For  model  accuracy,  the  results  show  that  the  average  R2  and  NRMSE  of  16  depth  levels  are  0.53/0.60/0.54/0.66  and
0.051/0.031/0.043/0.044 for global ocean in spring/summer/autumn/winter. With the evolution of seasons, the model performance promotes
first, declines, and then promotes, a trend that may be caused by the El Niño and La Niña phenomena and the transformation between them.
The best performance of the model occurs in the Indian Ocean with the average R2 and RMSE of 0.71 and 0.18 °C, respectively, whereas ac-
curacy in the Atlantic is the lowest, with average R2 and RMSE of 0.46 and 0.25 °C at different depth levels in different seasons.
        This study suggests that the random forest model is suitable for retrieving ocean subsurface temperature anomalies in different seasons
and can achieve good performance in different ocean basins. STA has distinctive variation signal in the upper ocean (above 300 m) and spa-
tial heterogeneity is considerable in different seasons. However, in the subsurface and deeper layers (below 300 m), STA variation signal is
weak over different seasons. This study can provide a basis for remote sensing estimation of STA and further promote the reconstruction of
long-term and large-scale ocean internal parameter information (such as thermohaline structure). It can also help develop the subsurface and
deeper ocean remote sensing technique.
Key words: remote sensing, global ocean, subsurface temperature anomaly, Random Forest, remote sensing inversion, seasonal-spatial
variation
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