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Abstract

Foreign direct investment is one of the most important forms of international capital flow. Developed co-
untries play a key role in capital flows, mainly as investors but also as beneficiaries. From the long-term 
perspective, the cyclic nature of investment flows in the global economy has been confirmed; however, over 
the past ten years, the participation of developed countries in FDI inflows has been declining, whereas at 
the same time the participation of developing countries has increased. In view of the above, this paper aims 
to highlight foreign direct investment importance and trends in the regional and sectoral structure in the 
developing countries, in particular the countries of Southeast Europe.
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Mogućnost primjene Monte Carlo metode na primjeru agroekonomskog problema prilikom donošenja odluka u uvjetima rizika

1. Uvod

Pojam rizik u poslovnom se svijetu može povezati 
s neizvjesnošću onih budućih događaja koji mogu 
utjecati na ishod promatranoga procesa. Neizvje-
snosti se mogu odnositi na očekivane otkupne cije-
ne, prognoze troškova proizvodnog procesa ili pak 
na vrijeme ispunjenja ugovorenih obveza. Za jedno-
stavnije probleme moguće je za svaku od navedenih 
neizvjesnosti odrediti nekoliko očekivanih vrijed-
nosti te na temelju njih odrediti najizglednije isho-
de, odnosno scenarije. U slučaju da je poslovni pro-

ces za koji se donosi odluka kompliciraniji, odnosno 
ako je u pitanju veći broj međusobno koreliranih 
varijabli koje imaju intrinzičnu nesigurnost koju je 
teško prognozirati u uskim granicama problem više 
nije trivijalan i dobro je primijeniti računalni algo-
ritam kao što je Monte Carlo metoda kao pomoć 
prilikom odlučivanja. Autori će u daljem tekstu na 
praktičnom primjeru iz agroekonomije pokušati 
prikazati vrijednost navedenog algoritma u procesu 
donošenja odluka.

MOGUĆNOST PRIMJENE MONTE 
CARLO METODE NA PRIMJERU 
AGROEKONOMSKOG PROBLEMA 
PRILIKOM DONOŠENJA ODLUKA U 
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Sažetak

Monte Carlo metoda je probabilistički računalni algoritam u kojem se vrijednost jedne ili više slučajnih 
varijabli zadaje funkcijom gustoće, a kojem je cilj predvidjeti sve moguće ishode procesa na koji je primije-
njen te vjerojatnosti njihovog pojavljivanja. Kao takva, Monte Carlo metoda se pokazuje izuzetno korisnom 
u procesu donošenja odluka u uvjetima rizika. U radu se obrađuje primjer optimizacije funkcije s ciljem 
pronalaženja rješenja koje će u opisanom agroekonomskom problemu u uvjetima bez rizika donijeti najveći 
profit. Provodi se Monte Carlo simulacija te se rješenje pronalazi i u uvjetima rizika. U tu svrhu je napisan 
programski kôd.

Ključne riječi: Monte Carlo simulacija, tehnike odlučivanja, linearna optimizacija s ograničenjima.
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bi mu profi t bio maksimalan. Funkcija cilja glasi:

,     (1)
a ograničenja se mogu izraziti kao:

     (2)

    (3)

    (4)

     (5)

     (6)

U matričnom obliku koji je primjereniji računalnoj 
obradi problem (1) glasi:

    (7)

,dok se ograničenja (2),(3) i (4) mogu izraziti kao:

   (8)

,te ograničenja (5) i (6) kao:

    (9)

Jednadžbe (1)-(6), odnosno (7)-(9) predstavljaju 
matematički opis problema koji se može rješavati 
nekom od metoda linearnog programiranja. U okvi-
ru ovog rada te jednadžbe predstavljaju matematički 
model poslovnog procesa koji će poslužiti prilikom 
odlučivanja o vrsti kulture koju farmer treba zasijati. 
Na Slici 1. je prikazano korisničko sučelje programa 

koji rješava opisani problem simplex algoritmom. S 
lijeve strane se nalaze klizači kojima se podešavaju 
odgovarajući uvjeti i ograničenja. S desne strane su 
prikazani očekivani profi t i površine u hektarima na 
koje treba zasijati soju, odnosno pšenicu kako bi se 
taj profi t ostvario. Vidi se da u ovom slučaju ne treba 
iskoristiti ukupnu dostupnu poljoprivrednu površi-
nu kako bi se ostvario maksimalan profi t.

4. Monte Carlo simulacija

Sljedeći korak je proširiti program za izvođenje 
Monte Carlo simulacije. Nužno je pronaći varija-
ble koje imaju inherentnu nesigurnost. One se kod 
kompliciranih poslovnih procesa pronalaze anali-
zom osjetljivosti i nesigurnosti, međutim u okviru 
primjera promatranog u ovom tekstu to nije potreb-
no jer su prihodi od prodaje pšenice i soje P1 i P2 
jedine varijable koje imaju značajnu nesigurnost i 
to zbog nemogućnosti točnog prognoziranja otku-
pnih cijena za narednu godinu. Potrebno je odrediti 
funkciju gustoće koja dobro opisuje raspon i učesta-
lost vrijednosti koje su cijene pšenice i soje u proš-
losti poprimale. Pretpostavlja se da su cijene soje i 
pšenice normalno distribuirane te da imaju različite 
standardne devijacije, kako je prikazano na Slici 2.
Nadalje,  pretpostavlja se da između cijene pšeni-
ce i cijene soje ne postoji značajna korelacija koju 
bi trebalo uzeti u obzir prilikom slučajnog uzorko-
vanja vrijednosti iz funkcija gustoće. Sparivanjem 
slučajnih vrijednosti iz obje distribucije dobivenih 
iterativnim postupkom dobije se dvodimenzionalni 
graf prikazan na Slici 3. 

Sl. 2. Distribucije očekivanih cijena soje i pšenice
Izvor: vlastita grafi ka 
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2. Monte Carlo metoda

Bilo koji način rješavanja problema koji se oslanja 
na generiranje velikog broja slučajnih brojeva te 
promatranje udjela  tih brojeva koji pokazuje želje-
na svojstva naziva se Monte Carlo metoda [1]. Mon-
te Carlo metodu je 1946. godine osmislio Stanislaw 
Ulam dok je radio na razvoju nuklearnog oružja u 
Los Alamos National Laboratory, a ime je dobila 
po kasinima Monte Carla gdje je ujak S. Ulama če-
sto kockao. Vrijednost metode je ubrzo prepoznao 
John von Neumann koji je napisao program za prvo 
elektroničko računalo, ENIAC, koje je probleme 
neutronske difuzije u fi zibilnim materijalima rješa-
valo upravo Monte Carlo metodom [2]. Vrijednost 
Monte Carlo algoritma leži u tome  što kao rezultat 
daje sve moguće ishode, ali i vjerojatnosti pojavlji-
vanja svakog od tih ishoda. Nadalje, nad rezultatima 
Monte Carlo simulacije je moguće provesti analizu 
osjetljivosti kako bi se identifi cirali čimbenici koji 
najviše utječu na ishod procesa kako bi se njihov 
utjecaj ograničio ili naglasio, ovisno o njihovoj pri-
rodi. Algoritam se može objasniti na sljedeći način:

1. matematički modelirati poslovni proces
2. pronaći varijable čije vrijednosti nisu potpuno 

izvjesne
3. odrediti funkcije gustoće koje dobro opisuju 

učestalosti kojima slučajne varijable poprimaju 
svoje vrijednosti

4. ukoliko među varijablama postoje korelacije, 
napraviti matricu korelacija

Sl. 1. Rezultati linearne optimizacije s ograniče-
njima
Izvor: vlastita grafi ka

5. u svakoj iteraciji svakoj varijabli dodijeliti slu-
čajnu vrijednost proizašlu iz funkcije gustoće 
uzimajući u obzir  matricu korelacija

6. izračunati izlazne vrijednosti i spremiti rezulta-
te

7. korake 5 i 6 ponavljati n puta
8. statistički analizirati rezultate simulacije

Monte Carlo metoda je slična what-if analizi s tom 
razlikom da what-if u obzir ne uzima vjerojatnost 
događaja, dok Monte Carlo metoda u obzir uzima i 
probabilistiku što je čini prikladnijim alatom za do-
nošenje odluka u uvjetima rizika. 

3. Promatrani problem

U navedenoj literaturi [3][4][5] često se koristi pri-
mjer s farmerom kako bi se čitatelje uvelo u pro-
blematiku linearnog optimiziranja s ograničenjima 
pa je varijacija takvog problema preuzeta i u ovom 
tekstu. Taj primjer je izabran i zbog toga što se lako 
može ukomponirati u algoritam Monte Carlo simu-
lacije. 
Farmer posjeduje L hektara zemlje na kojima može 
posijati dvije kulture - soju i pšenicu. Troškovi za 
soju i pšenicu su zadani s T1 i T2 novčanih jedinica 
po hektaru, a volumen potrebnih 
spremišta za te kulture je zadan s S1 i S2 volumnih je-
dinica po hektaru. Ukupni dostupni volumen spre-
mišta iznosi S volumnih jedinica. Prihodi od soje i 
pšenice su P1 i P2 novčanih jedinica po hektaru, dok 
je ukupna količina sredstava s kojim farmer raspo-
laže zadana s U novčanih jedinica. Cilj je odrediti 
kolike površine treba zasijati kojom kulturom kako 
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Sl. 6. Učestalost pojave površina zasijanih nazna-
čenim poljoprivrednim kulturama u rezultatima 
Monte Carlo simulacije
Izvor: vlastita grafi ka

Iz rezultata Monte Carlo simulacije  može se za-
ključiti da će se u razmatranom agroekonomskom 
problemu najveći profi t ostvariti sijanjem soje. Pret-
postavljeno je da su troškovi sijanja soje po hektaru 
viši nego troškovi sijanja pšenice pa se to u rezulta-
tima ogleda kao veći broj rješenja u kojima prihodi 
od prodaje soje nisu dovoljno visoki da pokriju troš-
kove njezinog sijanja, odnosno rješenja u kojima se 
soju sije na nula hektara. Vjerojatnost da prihodi od 

prodaje poljoprivrednih dobara ne pokriju troškove 
je veća nego vjerojatnost ostvarivanja profi ta što se 
može zaključiti po učestalosti pojave “nulrješenja” 
naspram profi tabilnih rješenja na Slici 6. Ta vjero-
jatnost se može shvatiti kao svojevrstan ukupni rizik 
poslovnog procesa.

5. Zaključak

U tekstu je dan pregled mogućnosti Monte Carlo 
metode prilikom donošenja odluka u uvjetima ri-
zika. Naglasak je stavljen na kontinuirane proba-
bilističke razdiobe kakve bi se mogle dobiti anke-
tiranjem poljoprivrednika o očekivanim otkupnim 
cijenama. Pokazano je da Monte Carlo metoda u 
kombinaciji s linearnim optimizacijskim algori-
tmom menadžeru daje najbolje informacije potreb-
ne za donošenje odluka u svakoj mogućoj kombi-
naciji ulaznih parametara te uz to daje i povratnu 
informaciju o ukupnom riziku vezanim za odluku. 
Primjenjeni računalni program je vrlo fl eksibilan te 
može poslužiti za rješavanje širokog spektra prak-
tičnih problema, dokle god  je moguće kvantifi cirati 
rizike vezane uz pojedine varijable. 

Gustoća točaka označava učestalost pojavljivanja 
parova cijena. Kako je i očekivano, najčešći su oni 
parovi koji su najbliži srednjoj vrijednosti pojedine 
distribucije. Zbog nepreglednosti točaka u središ-
njem dijelu grafa konstruira se trodimenzionalni 
histogram u kojem visina stupca daje informaciju 
o relativnoj učestalosti pojavljivanja parova cijena. 
Takav histogram je prikazan na Slici 4.

Sl 3. Parovi cijena dobivenih slučajnim izborom iz 
poznatih distribucija
Izvor: vlastita grafi ka

U ovako jednostavnom slučaju informacije dobive-
ne grafovima na Slikama 3. i 4. su očekivane i intu-
itivno shvatljive, međutim u slučaju da postoji više 
od dvije slučajne varijable od kojih svaka ima svoju 
funkciju gustoće grafi čki prikaz postaje nemoguć, a 
provedba Monte Carlo simulacije nužna.

Sl. 4. Trodimenzionalni histogram učestalosti 
pojavljivanja parova prihoda od poljiprivrednih 
kultura
Izvor: vlastita grafi ka

Za svaku kombinaciju cijena koja se pojavila slu-
čajnim uzorkovanjem se izvodi linearna optimi-
zacija simplex algoritmom te se dobiveni rezultati 
(profi t, površina zasijana pšenicom, površina zasi-
jana sojom) spremaju za kasniju obradu. U ovom 
slučaju je broj slučajnih brojeva 20000, što ujedno 
predstavlja i broj iteracija Monte Carlo simulacije. 
Pretpostavljeno je da veći broj iteracija nije potre-
ban jer su se sve kombinacije dvaju prihoda koje su 
se mogle pojaviti zapravo i pojavile. Pretpostavka se 
pokazala točnom naknadnim uspoređivanjem re-
zultata s različitim brojem uzoraka. Na Slici 5. su 
prikazani maksimalni profi ti za slučaj da varijable 
bez nesigurnosti (parametri) poprime prognozirane 
vrijednosti, a varijable sa značajnim nesigurnostima 
poprime slučajne vrijednosti u svakoj iteraciji, pre-
ma pretpostavljenim distribucijama. 

Sl 5. Maksimalni profi ti kao rezultati linearnog 
optimizacijskog algoritma sa slučajnim ulaznim  
parametrima - očekivanim prihodima
Izvor: vlastita grafi ka

Konačni cilj Monte Carlo simulacije je odrediti koje 
kulture zasijati na kolikim površinama kako bi se 
profi t maksimizirao. Odgovor se može dobiti stati-
stičkom analizom rezultata Monte Carlo simulacije. 
Na Slici 6. je prikazan histogram rezultata dobive-
nih simulacijom koji vrijedi za jedan set vrijednosti 
parametara U, L, S, T1, T2, S1 i S2.
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Matija Varga, mag. inf. univ. spec. oec. Bernsteinov algoritam za vertikalnu 3NF normalizaciju sintezom

1. Uvod

Kod baza podataka vrlo je bitno pridržavati se svoj-
stva baze podataka a to su: (1) ne postoje dva jedna-
ka redka, (2) redoslijed redaka nije bitan, (3) ne po-
stoje dva jednaka stupca, (4) redoslijed stupaca nije 
bitan. Uzimajući u obzir relacijsku teoriju potrebno 
se je strogo pridržavati prvog i trećeg pravila (ne 
postoje dva jednaka redka i ne postoje dva jednaka 
stupca). Cilj svih algoritama za normalizaciju baze 
podataka je prikazati skup koraka koji vode na svo-
đenje redundantnosti na najmanju moguću mjeru u 

cilju povećanja učinkovitosti rada s bazom podata-
ka. Jedan od poznatijih algoritama za normalizaciju 
baze podataka je Bernsteinov algoritam za vertikal-
nu 3NF normalizaciju sintezom čiji će koraci ovim 
radom biti prikazani i primijenjeni. Algoritam je 
pojam koji je osmislio arapski matematičar Muha-
med ibn Musa Al Horezmi (u prijevodu: Muhamed 
sin Muse iz Horezma). Muhamed je napisao knjigu 
u kojoj je razradio postupke i pravila za provođe-
nje aritmetičkih operacija s brojevima zapisanim 
u dekadskom obliku.1 Normalizacija baze podata-

1 Algoritmi i programiranje računala. URL: http://informatika.
efos.hr/wp-content/uploads/2012/04/P3_Algoritmi-i-Progra-
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Sažetak

Ovim radom se prikazuje korištenje Bernsteinovog algoritma za vertikalnu 3NF normalizaciju sintezom. 
Cilj ovog rada je ponuditi algoritam za normalizaciju baze podataka te prikazati skup koraka koji vode na 
svođenje redundantnosti na najmanju moguću mjeru u cilju povećanja učinkovitosti rada s bazom poda-
taka te navesti testove i algoritme za ispitivanje i dokazivanje reverzibilnosti (tj. dokazivanje da tijekom 
normalizacije nije došlo do gubitka informacije). U radu su prikazani primjeri kroz korake Bernsteinovog 
algoritma za vertikalnu 3NF normalizaciju sintezom te su predloženi test i algoritam za dokazivanje rever-
zibilnosti dekompozicije. Svrha ovog rada je također objasniti da su razlozi uvođenja normalnih formi: brže 
pretraživanje podataka, eliminacija redundancije i eliminacija anomalije brisanja, upisivanja i modifikacije 
te objasniti nastanak anomalija na temelju  primjera.

Ključne riječi: funkcijska zavisnost, relacijska shema, normalizacija, normalizacija sintezom, dekompozici-
ja, Bernsteinov algoritam, gubitak informacija. 
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The possibility of using monte carlo method in the 
case of decision-making under conditions of risk 
concerning an agricultural economics issue

Abstract

Monte Carlo method is a probabilistic computer algorithm in which the value of one or more random 
variables is given by the density function, and the goal of which is to predict all the possible outcomes of 
a process it has been applied to and the probability of their occurrence. As such, the Monte Carlo method 
proves to be extremely useful in the process of decision- making under conditions of risk. This paper dis-
cusses an example of function optimization with the aim of finding a solution that will deliver the highest 
profits in the described agricultural economics-related problem under risk-free conditions. A Monte Carlo 
simulation is carried out and the solution under conditions of risk is also found. For that purpose, a special 
program code was written.

Keywords: Monte Carlo simulation, decision-making techniques, risk, linear optimization with constra-
ints.
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